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内容提要

本书涵盖了数据密集型计算的体系结构、计算模型和编程方法，内容系统全面，着重介绍原理和方法，并配以图片，便于读者理解。本书共分7章，第1章介绍数据密集型计算的概况，及其与高性能计算和云计算的异同、应用领域以及面临的挑战；第2章介绍海量数据时代的计算机组织体系和技术；第3章介绍内存计算组织体系和技术；第4章～第6章介绍几个常见的计算模型，如MapReduce模型、BSP模型和Dryad模型等；第7章综合介绍一些专门领域的计算模型，如All-Pairs模型等。

本书主要读者对象是信息技术领域的从业者以及广大的计算机学科及其相关学科的师生。
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前　言

随着大数据时代的到来，适应数据密集型应用的计算模型与体系结构的研究以及平台应用技术的发展均呈现出快速增长态势。

大数据所特有的海量规模、急剧增长、移动变化和结构多样等特征，给计算机体系结构的计算、存储、网络等部件的设计提出了诸多新的挑战，众核架构、混合异构、分布存储、内存计算、软件定义基础设施等概念和技术层出不穷。蓬勃发展和不断演变的各种新技术给科学工作者和工程技术人员全面了解大数据时代的计算模型和体系结构带来了许多困难。

另外，针对不同的数据类型特点和数据处理流程，新的计算模型和新的计算平台不断涌现。目前，数据密集型计算模型繁多，那么，这些模型产生的动机是什么？它们之间又有着什么样的联系？它们分别适合于哪些类型数据的处理？从业者为了熟练掌握数据密集型计算技术需要进行大量的摸索和实践，但目前系统介绍这方面技术和知识的资料文献还比较欠缺。

本书试图阐述大数据时代数据密集型计算技术对于数据分析和处理的核心支撑作用，并系统地介绍当前主流的适合数据密集型计算的体系结构和计算模型，以使相关领域的从业者能一书在手、了然于胸，亦使广大计算机以及相关专业的教师和学生能在短时间内通过阅读本书而对信息技术的这个前沿话题有个大致了解，这既是本书的目的，也是编者的心愿。

在计算机体系结构方面，本书主要介绍计算、存储、网络等功能部件，并从软件定义基础设施的角度进行统一阐述，此外，还讨论了抽象资源管理技术，并对当前较为流行的虚拟资源管理系统进行了横向对比。本书还将重点介绍目前备受关注的内存计算技术。近年来，材料技术的巨大进步使得过去停留在概念阶段的内存计算技术得到了前所未有的发展和应用，本书将详细阐述内存计算技术给大数据处理带来的性能提高并讨论其对系统架构和系统软件设计的影响。

在计算模型方面，本书重点介绍了成熟的MapReduce、BSP（Bulk Synchronous Parallel）、Dryad等计算模型并对其适用性进行分析。MapReduce模型适用于处理用键值对表示的密集型数据，本书阐述了MapReduce模型的基本原理及执行机制，并详细介绍了针对MapReduce模型的若干改进以及基于MapReduce模型的编程框架。BSP模型是一种桥接模型，用来架起并行体系结构和并行编程语言之间的桥梁，本书介绍了BSP模型的产生背景、基本概念、基本原理和发展概况，分析了BSP模型的优缺点，并重点介绍了基于BSP模型用于大数据分析和处理的并行编程框架。针对Dryad架构，本书详细讨论分布式文件系统Cosmos、执行引擎Dryad以及运行在Dryad之上的编程语言DryadLINQ和SCOPE。另外，本书第7章还对一些用于专门领域的新兴并行计算模型进行了介绍。

本书第1章～第3章由童维勤、黄林鹏、谢伦国、廖文昭和吴俊伟组织编写，第4章～第7章由童维勤、黄林鹏和支小莉组织编写，全书由童维勤、黄林鹏组织统稿。上海大学计算机学院的博士研究生刘晓东、高强、申超，硕士研究生林凯、胡超、张利平、万浩然、鲁圣鹏做了大量的素材收集和整理工作，在此一并致谢。

本书虽数易其稿，几经增删，但由于编者水平有限，错误和不当之处在所难免，恳请广大读者朋友批评指正。
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人类社会的快速发展使得反映人类生活和生产活动的数据急剧增加，同时数据类型也日渐丰富。如何对海量的、非结构化的和快速增长的数据进行分析和处理成为一个亟待解决的问题。数据密集型计算作为大数据处理的一种核心支撑技术得到了广泛的应用，它基于并行计算模型和高性能计算机系统对海量数据进行分析处理，以满足数据应用的需求。本章将从数据密集型计算的概念开始，对大数据时代的数据密集型计算技术、数据密集型计算与高性能计算和云计算的关系、数据密集型计算的应用领域，以及大数据带来的挑战等内容进行介绍。


1.1　数据密集型计算概念

并行应用可以划分为计算密集型和数据密集型两类。计算密集型应用是指那些需要大量计算资源和计算的应用，这类应用往往处理的数据量较小，但需要大量的计算，它们把大部分执行时间花费在计算上而不是数据的输入／输出上。在对计算密集型应用进行并行处理时，首先需要对应用的算法并行化，之后整个处理过程将被分解成多个独立的任务，这些任务将在计算平台上并行执行，以达到比串行处理更高的性能。在计算密集型应用并行化运行过程中，多个计算作业同时进行，每个计算作业解决问题的一小部分，这通常被称作函数并行化或控制并行化[1]。

数据密集型应用是指那些需要处理大量数据和大量输入／输出的应用，这类应用要处理的数据量较大，它们把大部分执行时间用于数据的处理和输入／输出上。在对数据密集型应用进行并行处理时，首先需要把大量数据分割成多个小数据块，每块数据用统一的并行算法在计算平台上执行，最后每个数据块得出的执行结果将被合成为一个完整的输出结果[2]。因此，数据密集型应用中最重要的问题包括：怎样管理和处理以指数速度增长的数据、怎样缩短对大量数据分析的周期以支持实时应用，以及如何开发支持大量数据检索、处理的新算法[3]。

这两类应用可以用图1-1表示[4]。其中，右下象限表示计算密集型问题，大型的计算密集型应用目前主要使用高性能计算机来求解。而数据密集型计算的研究则主要针对图中上半部分两个象限的问题展开。与传统的高性能计算相比，数据密集型计算不仅要具备存储大规模数据集和高速I/O传输的能力，还要处理复杂的数据计算、数据分析和数据可视化问题。


[image: ]
图1-1　数据／计算密集型计算


数据密集型计算（Data Intensive Computing，DIC）目前尚未统一定义。在《数据密集型计算手册》这本书中，数据密集型计算是指能推动前沿技术发展的对海量和高速变化的数据的获取、管理、分析和理解[5]。维基百科（Wikipedia）将数据密集型计算定义为采用数据并行方法实现数量达TB（太字节，1TB＝1012 BYTE）或PB（拍字节，1PB＝1015 BYTE）级数据并行计算应用。本书如下定义数据密集型计算：

数据密集型计算是用可扩展的并行方式来解决大量数据的即时处理，以及支持这种并行处理的有关软硬件技术，包括算法、计算模型、软件平台、硬件体系结构和系统等。数据密集型计算是大数据的核心支撑技术。

数据密集型计算的特征体现在复杂的数据与计算的多样性、复杂的编程模型、非本地计算等方面，主要包括以下四点[6]：

1）数据密集型计算处理的数据是大规模、快速变化、分布式和异构的

数据密集型应用的数据可达到PB级，所以传统的数据存储、索引技术已经不再适用。即使是执行非常简单的查询操作，在数据密集型计算下也会变得十分复杂，例如以80MB/s的速度从1GB（吉字节，1GB＝109 BYTE）数据中顺序扫描需要12.5s。如果数据量变成1PB，那么就需要145d，这对于任何一个计算任务来说都无法接受。这些数据呈现出地理上分布的、数据模型异构的、表达方式多样的等特征，这些都给访问、整合造成了诸多不便。数据的源头各不相同导致数据格式的多样性和异构性，也导致除了传统的结构化数据存在以外，半结构化和非结构化数据也大量涌现。另外，这些数据的快速变化对数据实时处理提出了要求，传统的静态数据库管理技术很难满足需求。

2）计算具有多种含义

“计算”包括从数据管理到分析、理解的全过程[7]。一些科学研究领域，例如地球科学、天文学，会使用非常复杂的计算模型。在这些计算过程中，问题的局部优化计算和数据管理的计算复杂度对计算模型提出了新的挑战。

数据密集型计算中的数据处理操作除了包括搜索、查询和其他传统数据处理操作以外，还包括数据分析理解等智能处理操作。数据的分析理解过程不只表示简单的数据分析挖掘算法，它还要求算法能够适用于大规模、分布式、异构的数据管理平台。为每一个数据存储、索引、分析任务都开发一个适合数据管理平台的新算法显然无法实现，因此数据密集型计算需要数据管理平台的支持，它要求存在高度灵活、可定制、易于搜索、查询和分析的工具以支持复杂的数据分析理解应用。

3）编程模型复杂

数据密集型计算系统需要一些通用的编程模型和编程方法。例如，当前流行的MapReduce编程模型简化了编程工作，提高了数据处理的效率，被广泛应用于索引系统、机器学习、基于统计学的机器翻译以及日志分析。但是在迭代计算、小数据集处理和数据实时处理等方面，MapReduce模型的处理效率低下。

4）数据密集型计算通常不在本地完成

数据密集型计算需要大规模的高性能存储计算平台，用户本地计算机显然不能胜任。为此，让远程服务器提供给用户Web服务接口是一种简单有效的解决方法。不同于高性能计算，用户的请求可能包括数据采集、预处理和数据分析过程。在这些复杂的过程中，数据密集型计算服务接口必须要提供完整的功能说明，使得客户端和服务器之间具有良好的交互。

数据密集型计算的这些特征，在面对当前常见的PB或ZB（泽字节，1ZB＝1021 BYTE）量级的海量数据处理和请求任务时，会对当前的高性能计算机和集群系统造成很大的难题，诸如高并发微处理器设计、高性能读写（I/O）存储、低功耗设计方法等研究课题也应运而生[8]。2007—2008年，卡耐基·梅隆大学等相继提出了“数据密集型超级计算”（Data Intensive Supercomputing）和“数据密集型可扩展计算”（Data Intenseive Scalable Computing）的概念，数据密集型计算在新时代背景下面临与以往不同的新的问题和挑战。


1.2　大数据时代的数据密集型计算技术

当前的数据密集型计算呈现出多样化的格式、严格的时间限制、复杂的底层分布构架等特点。以下为数据密集型计算的典型例子[4]：

（1）LSST（The Large Synoptic Survey Telescope，大型综合巡天望远镜）项目每年将生成PB级的新图像和日志。SKA（The Square Kilometer Array，平方千米阵）项目每秒将生成约200GB的原始数据并需要PFLOPS乃至EFLOPS的处理速度来得出详细的天空图谱。处理这个数量级的数据并用科学社区使用的格式来表示是个很大的挑战。

（2）预测、检测、回应网络攻击要求入侵检测系统能以GB级的速度来处理网络包。理想情况下，这些系统应该在几小时几分钟甚至几秒钟内得出可使用的结果，以使防御操作可以在攻击发生时即时启动。

（3）Internet Archive（www.archive.org）、MySpace（www.myspace.com）这些站点存储了大量必须在几秒钟内处理、检索、发布给全因特网用户的内容。这一数据规模对系统构架和算法极具挑战。

当前，数据密集型计算面临的数据规模不断扩大，远远超出了之前研究者的预期[8]，数据密集型计算正面临来自“大数据”的挑战。

随着大数据时代的到来，商业、政府组织不断产生大量结构化的、半结构化的以及非结构化的信息。Google的Vinton Cerf曾把这一现象称为“信息雪崩”，并指出“必须在信息量无止境的淹没我们之前治理因特网的能量”[9]。对这些信息进行检索、分析、挖掘以及可视化的基本前提是实现对大量数据的存储、访问、处理技术，而如何实现这些技术是当前面临的巨大挑战[10]。2003年，LexisNexis公司把这些问题定义为“数据鸿沟”现象，即收集的信息量远远超过有效使用量的一种现象。

为了解决“数据鸿沟”问题，亟须开发可扩展的数据密集型系统。同时，为了解决大数据时代面临的种种问题，数据密集型计算系统要满足一些必要的要求。这些要求可以概括为：

（1）并行编程中解决数据并行执行的方法；

（2）有高可靠性、高效率、高可用性、高扩展性的数据密集型计算平台；

（3）编程模型、编程语言、支持并行表达式的算法等编程抽象；

（4）识别出符合当前并行化编程抽象的应用，判断如何改进当前并行化编程抽象以支持新出现的数据密集型应用。

这四个方面，概括了大数据时代数据密集型计算的硬件和软件需求，也是大数据时代数据密集型计算呈现出的与以往时期不同的主要方面。美国太平洋西北国家实验室指出，“开发新型的、可以快速扩展的、能以高效率提供即时分析处理结果的软硬件和算法是解决高速增长的数据量的必要条件”[11]。由此可见，计算平台的扩展性、编程模型的多样性、新算法的时效性是当前大数据时代的数据密集型计算所亟待解决的问题。


1.3　数据密集型计算与高性能计算、云计算的关系

互联网将全世界的企业和个人连接起来，人们对软件的认识和使用已经发生改变，由此给计算模式带来一系列挑战。数据密集型计算和高性能计算、云计算这三种计算模式既有关联，又有区别。

1.3.1　数据密集型计算与高性能计算

高性能计算（High Performance Computing，HPC）通常是一个计算机集群系统，通过各种互连技术将多个计算机系统连接在一起，利用所有相连接系统的综合计算能力来处理大型计算问题，所以又称为高性能计算集群。由于计算集群利用多台计算机进行并行计算，因此其计算速度比一台计算机的计算速度快得多。长期以来，HPC的主要应用领域是科学与工程计算，诸如高能物理、核爆炸模拟、气象预报、石油勘探、地震预报、地球模拟、药品研制、CAD设计中的仿真与建模、流体力学的计算等。目前，有多种HPC系统存在，其范围囊括了从标准计算机大型集群到高度专用的硬件体系结构[12]。

数据密集型计算所处理的对象是数据，是围绕数据而展开的计算，其计算方式不同于传统的高性能计算，事实上HPC系统并不完全适合于数据密集型计算。首先，HPC系统动辄高达数百万甚至上千万元的价格，使其很难应用到民用领域；其次从技术角度看，HPC的计算方式需要将数据从存储节点传输到计算节点，而对于高达PB级的海量数据而言，数据读取的时间将远高于数据处理所需的时间。

数据密集型计算面向的是海量数据的处理，这些处理任务应最大限度在存储节点本地进行，避免数据的迁移，因此数据密集型计算系统中的计算和存储应是一体化的，节点之间是对等的。

当大规模计算的数据量达到PB级时，传统的高性能计算系统的存储子系统难以满足海量数据处理的读写需要。数据密集型计算系统在系统结构方面面临的最大挑战是如何在存储超大规模数据量的同时保证存储系统与计算系统之间的I/O带宽[13]。由于数据密集型计算处理的数据呈现出大规模、快速变化、分布式和异构等特征，因此容错是急需解决的问题。目前被广泛采用的方法是数据冗余，通常一份数据存储有多个副本，分别存储在不同的节点上，从而提高系统的性能和访问容错[14]。

1.3.2　数据密集型计算与云计算

云计算（Cloud Computing）是一种基于互联网的计算方式，通过这种方式，共享的软硬件资源和信息可以按需提供。云计算建立在一个高效的、高度自动化的、虚拟化的IT基础架构上。

云计算可以根据需求提供三种不同的服务模式：①基础设施即服务（Infrastructure as a Service，IaaS），它向最终用户提供计算能力、存储、网络等资源，用户可以选择不同的操作系统，定制应用程序，然后按照使用资源的情况支付费用。②平台即服务（Platform as a Service，PaaS），它是一个更高层次的抽象，提供开发环境，托管应用程序。③软件即服务（Software as a Service，SaaS），它通过客户端接口向最终用户提供访问应用服务。在数据密集型应用中，使用者需要一个能够提供强大计算能力、海量存储空间、高速互联网络的硬件环境，并且这个硬件环境最好是动态灵活可伸缩的，在这个硬件环境上运行的应用最好可以方便地提供给使用者。而云计算所提供的三种不同的服务模式恰恰可以满足数据密集型应用对运行环境及交付方式的要求。特别是在计算能力和存储能力方面，云计算为数据密集型应用提供了非常可观的支持。

云计算是分布式计算（Distributed Computing）、并行计算（Parallel Computing）和网格计算（Grid Computing）的发展。它不仅能提供网格计算所具有的分布式计算能力，还具有网格计算所不具备的处理多用户大量请求的能力。

云存储是一种网络在线存储（Online Storage）模式，即把数据存放在通常由第三方托管的多台虚拟服务器上。云存储通常需要几十台到几百台服务器来保证系统冗余。云存储具有高度可扩展性以保证服务的运营者可以在需要的时候动态无缝地调整容量。

目前，有许多数据密集型应用被部署在云上。得益于云计算所提供的并行计算能力、弹性存储能力以及高可用性，应用的开发者和运营者能够方便快捷地将应用提供给使用者。


1.4　数据密集型计算的应用领域

数据密集型计算有着广泛的应用领域，其中主要包括社会管理、教育、医疗、交通、农业、金融、食品安全、科学、制造和电力等多个领域。哪里有大量数据的产生及分析需求，哪里就有数据密集型计算应用。

1.4.1　社会管理领域

近些年来，飞速的城市化进程和愈加复杂的社会关系以及日趋严峻的国际恐怖主义问题三者夹杂在一起，使得我国的社会管理受到了前所未有的挑战。在这一情况下，如何保证人民群众的生命及财产安全，把握社会舆论导向，及时公布政务信息，已经成为国家管理者及社会公众所日益关心的问题。数据密集型计算技术，可以为这些问题提供良好的解决途径，海量社会信息在数据密集型计算技术的作用下能够纵向、横向地全方位关联到一起并得到充分的提炼和挖掘，从而为社会管理提供各个方面的帮助。

1.4.1.1　公共安全

1）反恐

通过截获通信双方的通信时间、地点、设备、参与者、电话及邮件等内容，并对通信内容、关键词以及对互联网上其他数以亿兆计的数据进行存储和分析，调查人员可以快速地发现海量信息中与被监控对象相关的重要线索。比如，如果一个国内的恐怖分子用电子邮件与海外同伙进行了联系，那么他们之间的发信时间、地点、设备、频率等基本数据将会被收集到数据库中。以往，这样的信息是相对孤立的，不能形成有价值的破案线索，安全部门会把更多精力放在搜集信件内容上。而通过数据密集型计算技术，这些相互关联的繁杂信息在经过计算机的分析后，就会显露出以前不易察觉的规律，从而形成有效的反恐情报。

2）信息安全

如果能够将全球骇客在什么样的时间、攻击什么样的网站、使用什么样的攻击工具、有着什么样的配合等攻击事件的详细信息进行记录，那么这些海量的数据在经过多维度的自动整合与输出后，能够生成漏洞支持库、骇客行为特征库、全球被骇客站库等数据库。信息安全部门在将这些数据库进行横向或纵向匹配后，能够根据那些看似不相关的蛛丝马迹，判断出是否有攻击行为发生，甚至锁定攻击者以做到有效、准确的定位及预警。

3）治安执法

大数据还可以用于预防和打击犯罪。研究人员利用大数据来协助警方筛选出有哪些容易受到犯罪分子袭扰的城区，利用大量数据构造各类犯罪高发区的时间及空间犯罪趋势图。另外，在研究一个区域的犯罪概率时，将其相邻区域的各种社会因素列为评估参数能够进一步提高犯罪预警的广度和深度。随着更多社会信息加入到治安执法的数据库中来，能够在额外变量如何影响犯罪率这一问题上得到更准确的结论，帮助公安部门更准确地锁定犯罪易发点、抓获逃犯。

此外，犯罪嫌疑人的生物特征信息，如图像、语音等数据的处理及存储一直是公安部门花费巨大人力和财力成本却又难以高效解决的问题。利用大数据技术，上述问题将会迎刃而解。通过数据密集型计算技术对数据进行分析、挖掘，实现对人像、指纹等信息的比对，卡口等数据的融合处理，公安部门的指挥决策、情报分析将会获得有力的信息支撑，警务系统的整体工作能力也将会因此得到提升，广大公安人员可以从海量数据中解放出来，快速高效地侦破案件。

4）舆情分析

微信、微博、QQ等社交工具的兴起已经改变了人们的交流方式。在使用这些社交工具的过程中，用户留下了大量的使用痕迹，在这些使用痕迹的背后，蕴藏着巨大的信息资源。如果能够充分挖掘这部分信息，国家的决策者就能对人民群众的价值取向、社会价值观等重要情况有更清晰的把握。另外，人民群众的舆论导向可能会随时发生改变，随着这些社交工具的广泛使用，舆论的传播速度和范围将会因为这些社交软件的应用而进一步加快和扩大。通过数据密集型计算技术对社交工具上收集的海量通信数据进行分析，能够准确及时地进行舆情监控。

1.4.1.2　城市管理

社会管理和城市管理是大数据的重要应用领域。我国在经历了一段时间的粗放型经济发展后，环境的破坏和过快的城市化进程，造成流行病的多发、交通的拥堵以及教育资源的不均衡分配。利用大数据技术，城市管理者能够更准确地预测疾病暴发、建立交通模型、合理地分配教育资源。另外，我国城市管理也面临着预算超支、基础设施建设滞后以及在飞速进行的城乡一体化进程中遇到的其他各种各样的问题。通过政府公共数据公开化以及市民生活的数字化，再结合大数据技术，这些城市管理中遇到的问题将能够得到极大的缓解。

1）政务信息发布和传播

客观的市政数据是消除争端、保证社会公平的基础。如何让公民能够及时地获取这些数据，政府还需要依赖更多的产品和技术。而智能手机的兴起跨越了个人与个人、个人与政府之间的数字鸿沟。手机应用软件打通了政府和数以亿计公民之间的信息通道。伴随着国家政务的数字化进程以及政务数据的透明化，利用数据密集型计算技术和通信技术，公民将能准确获得政府信息，了解政府运作效率。

2）公共管理

数据密集型计算技术在公共管理中发挥着越来越重要的作用。急剧扩大的城市规模为公共管理带来了交通、医疗、建筑等各方面的压力，城市管理者迫切需要能够更合理地进行资源布局和调配的方法，而依托数据密集型计算技术所建立起来的智慧城市正是城市公共管理的一个解决方案。智慧安防、智慧交通、智慧医疗、智慧城管等技术的应用，使得城市的管理变得更精确更智能。

3）城市平安

在城市平安管理方面，及时发现和预测公共场合发生了什么异常情况对政府来说非常重要。以北京市的地下室租住问题为例，居住在人防工程中的流动人口有15万左右，而北京市住建委2009年的统计数据显示，北京的1.7万套普通地下室中，还居住着近80万人口。这意味着，在北京市中心城区的地下空间中，住着近百万的流动人口。如此众多的人口居住在狭窄阴暗的地下室内，造成了巨大的治安、防火隐患，如何保证此类地区居民及建筑物安全是一个亟待解决的问题。国外一些城市利用数据密集型计算技术，探索了一些较为有效的解决策略。例如，美国纽约市政府通过对整个城区建筑物的统计分析发现了许多安全隐患爆发的规律。比如，如果发现原来只能容纳6个人，后来却住入了60个人，这样的建筑比较容易发生火灾，而且这些建筑物的逃生口往往被堵塞，危害更大。在此情况下，可以根据危险建筑物的地理分布，有针对性地安排消防力量[15]。

1.4.2　教育领域

在教育中有两个特定的领域会用到数据密集型计算技术：教育数据挖掘和学习分析。教育领域的数据挖掘是通过应用统计学、机器学习等技术对教学和学习过程中收集的数据进行分析的过程。教育领域的数据挖掘能够检验教学理论并引导教育实践。学习分析是利用应用信息科学、社会学、心理学、统计学等技术，对教育管理和服务过程中收集的数据，创建应用程序直接影响教育实践的过程。基于这两点所获得的有效数据，数据密集型计算的应用可以扩展到教育领域的各个方面[16]。

1）教育政策的实证的决策

教育是国家的百年大计，正确的教学方式和教育制度是关乎国家科教兴国战略成败的基石。与数据密集型计算在农业、商业决策中的应用一样，它也可以推进教育界基于教育数据的验证和决策的能力。毫无疑问，数据能够全面和真实地反映和呈现事物的特性、发展状况及规律，相对于完全根据个人经验和直觉做出的决策而言，基于数据的决策更为客观、科学、有效和合理。特别是在当前，我国的高考制度、高校教育方式等教育改革在不断探索和深化的情况下，“用数据说话”是验证教育改革是否沿着正确方向前进的重要依据。

2）学生个性化教育

我国拥有世界上最大的学生群体，相对于数量庞大的学生群体，我国的教师数量、教学资料数量相对较匮乏。面对这一情况，过去学校的教育计划往往是面向大多数学生甚至是成绩优异的学生，学校趋向于将有限的教育资源集中在能给本校带来升学数量、学校声誉等利益的学生身上。这造成了教育资源的分配不公正，成绩较差的学生得不到老师有针对性的辅导和帮助。利用数据密集型计算技术，能够从海量的学生历史数据中挖掘和学生学习有关的规律性信息，更精确地获得学生的个人学习情况和需要获得的帮助。

3）学生成绩实时动态监控

随着人口流动性越来越大和教育区域改革的深化，如何做到教育的个性化，使得每个学生都因材施教，甚至根据每个学生每个学习阶段的情况施教，一直是教育界不懈的追求。而数据密集型计算的一个特点就是数据流速快，处理速度快和时效性强。基于数据密集型计算的智能自适应教学系统可以根据所收集的学生背景、行为、成绩等数据即时决定和随时调整每个学生每一步的学习内容，以及提供相应的反馈和指导[17]。

1.4.3　医疗领域

我国卫生统计部门拥有覆盖国家、省、市、县、乡、村六级的，从业人员达10万人的工作网络，90余万家医疗卫生机构通过统计直报系统上报年报及月报。国家利用这些资源，建立了医疗卫生机构、卫生人力、卫生资源、卫生服务利用、疾病报告与健康监测等大型数据资源库。此外，卫生部门还有覆盖全国31个省份的家庭基本信息、人口基本信息、患病、就医、基本医疗卫生服务利用等200余项指标的数据库。这两种数据库，存储了可进行时间序列分析的一系列海量数据。如果能将这些海量的数据有效地关联在一起，并深度挖掘其潜在价值，将会对我国的卫生事业起到巨大的促进作用。

1）药品的使用和研发

在医药的使用方面，通过对各类医疗卫生数据的分析和处理，如对患者甚至大众的行为和情绪的细节化测量，挖掘其症状特点、行为习惯和喜好等，可以找到更符合个人特点或症状的药品和服务，并针对性地进行调整和优化用药。在医药研发方面，通过数据密集型计算技术分析来自互联网及各大医院数据库中的公众疾病药品需求趋势，确定更为有效的投入产出比，合理配置有限研发资源。除研发成本外，医药公司还能够优化物流信息平台及管理，更快地获取回报，提早将新药推向市场。

2）疾病的诊疗

通过对医疗机构多年采集的居民健康数据进行分析，专家可以对居民健康程度做出诊断，预警可能发生的健康问题，避免慢性病患者病情恶化，减轻居民在医疗方面的开支。对于医疗机构而言，通过对在线问答系统及远程医疗系统产生数据进行分析，医院可以对病人进行预诊和分流，减少医院的门诊负担。通过对当前系统产生的数据及历史数据的大数据分析，医院还能够获得就诊资源的使用情况，实现各医疗部门的科学管理，提高医疗卫生服务的效率，优化医疗卫生资源的科学规划和配置。利用数据密集型计算技术，还能实现个性化医疗，比如基于基因科学的医疗模式。

3）公共卫生管理

数据密集型计算技术可以连接和整合各个卫生部门的公共卫生数据，提高国家对疾病的预报和预警能力，防止疫情暴发。公共卫生部门可以通过覆盖城乡的卫生综合管理信息平台和居民健康信息数据库，及时探测到传染病的流行，进行疫情的监测和传播趋势预告，并通过与政府的传染病预警机制相连接，对疫情进行快速响应，将能有效降低传染病感染率。通过提供及时和广泛的公众健康咨询和科普，将会大幅提高公众健康风险意识，降低传染病感染风险，免除公众在面对传染病威胁时的恐慌心理。

4）居民健康管理

利用多年建立起来的居民医疗档案，数据密集型计算技术可以促进居民健康管理服务，改变现代营养学和信息化管理技术的模式，更全面深入的从环境、心理、运动、营养的角度给每个居民提供全面的健康保障服务，指导居民有效的保护身心健康。另外，大数据可以对患者健康信息进行整合，为疾病的诊断和治疗提供更好的远程数据参考，通过数据挖掘对居民健康进行智能化预防和检测，通过移动设备的位置信息对影响居民健康的环境因素进行分析等，进一步提升居民健康管理水平。

5）健康危险因素分析

互联网、物联网、医疗卫生信息系统及相关信息系统的普遍使用，不断地收集影响居民健康的各方面数据，包括环境、生物、社会、个人习惯、心理、卫生环境、生物遗传等。利用数据密集型计算技术对这些影响居民健康的因素进行比对关联分析，根据不同区域、不同人群的发病特征遴选出影响居民健康的危险因素，进一步制作健康监测评估图谱和知识库，提出有针对性的居民健康干预计划，促进居民健康水平的提高[18]。

1.4.4　交通领域

随着城市的迅速发展，交通拥堵、交通污染日益严重，交通事故频繁发生，这些都是各大城市亟待解决的问题。在这一情况下，及时、高效、准确获取交通数据成为分析交通管理机制、构建合理城市交通管理体系的前提，而数据密集型计算技术可以有效地解决上述问题[19]。

1）交通实时监控

通过数据密集型计算技术可将分散、独立的图像采集点进行联网，实现跨区域、全国范围内的统一监控、统一存储、统一管理、资源共享，并且数据采集系统可扩展支持移动终端，改变传统意义上将视频监控作为静态交通检测方式的观念。另外，通过对大数据分析可以对外提供实时服务，比如，交通事故地点、交通拥挤路段、畅通路段等，可以通过信息广播电台自动将信息发布出去，以最快的速度提供给驾驶员和交通管理人员，实现交通问题的自动处理。因此，数据密集型应用可以跨越行政区域的限制，较好地配置公共交通信息资源，进而促进公共交通均衡性发展。

2）公共车辆管理

采用数据密集型计算技术对车辆进行电子识别，获取车辆的运行信息（如车牌号、车辆位置、车辆违章信息等），同时将车辆信息和道路实时监控信息相结合，构成一个大数据环境，并实现驾驶员与调度管理中心之间的双向通信，以及公共车辆信息与终端的实时链接（如公交车到站时间预测、乘客附近出租车的位置等信息），不仅可以提升商业车辆、公共汽车和出租车的运营效率，还可以提高交通运转效率，促进交通的智能化管理。

1.4.5　农业领域

在我国的产业结构中，农业是第一大产业，是人民安居乐业、国家繁荣昌盛的根基。在大数据时代，农业与大数据必然发生各种联系，利用数据密集型计算技术，将能极大地推动农业的信息化发展。数据密集型计算技术可以应用到销售、灌溉、播种、耕地、杀虫、施肥、收割、育种等各个环节，推动农业产业的跨业务、跨专业发展。

1）面向三农的直接应用

在过去的农业问题决策中，经验往往是做出决定的重要参考，数据密集型计算在农业上的应用将为农业发展的决策提供更有力、更准确的指导，不仅能为农民的生产、生活提供方便，而且将为国家农业的发展和政府决策提供科学、准确的依据。利用面向农业市场的数据密集型计算应用系统，农民在田间地头就能及时获知各种农业产品的市场信息；利用面向农业的移动智能大数据传感器网络，农民将能实时地获得农作物的生长情况。

2）农业数据预测

近些年，农产品的价格起伏不定，价格便宜导致农民权益得不到保证，价格过高导致农民们蜂拥而上开始种植或饲养该农产品。农产品的价格周期问题和农业产品与信息不对称的难题可以通过数据密集型计算技术来解决。通过数据密集型计算技术，能够对农产品的生长、位置、市场、收益等细节全面掌握，过去那种盲目的市场行为必将减少。如果全国所有农户及产品市场的信息可以统一整合，然后通过数据密集型计算技术对庞大的数据进行研究、分析、判断，研究出一个模型，建立信息系统，农业生产将会变得更加科学化[20]。

3）跨农业的数据整合

目前我国的农业生产管理，几乎没有建立在科学的模型基础之上，农民依靠经验来管理生产生活，难免会遇到考虑片面、决策失误等情况。通过将与农业相关的各个行业的各种数据进行存储、分析，将能够为农民的生产管理提供横向的参考依据。大数据驱动的农业，将会使得农民的生产生活更高效、更精细。另外，基于数据密集型计算技术所获得的分析结果，也能够为政府提供农业政策的反馈信息，及时纠正农业生产中的偏差和失误。

1.4.6　金融领域

过去几十年，分析师们都依赖来自Hyperion、Microstrategy和Cognos的商业智能软件产品的海量数据分析报告。这些商业软件能够很好地得到企业的增长速度、产品利润、销售人员个人业绩等分析结果。然而这些分析结果往往是结构化的数据，如果涉及决策和规划方面的非结构化数据的时候，传统的商业智能软件则不能给出答案。大多数传统商业智能软件都受到以下两个方面的局限：首先，它们都是“预设-抓取”工具，由分析师预先确定收集什么数据用于分析。其次，它们都专注于报告“已知的未知”，也就是知道问题是什么，然后去找答案。而大数据会给出一些未知的未知，也就是没有想到的一些问题的结果[21]。而数据密集型计算技术的引入将为商业领域的决策和规划提供强有力的支撑，通过对海量历史数据及行业内部数据的分析，凭借数据密集型计算技术对非关系型数据处理的先天性优势，商业分析软件将被赋予辅助用户决策和规划的能力。

1）信用评估

从经济的角度理解“信用”，它是指“借”和“贷”的关系。信用实际上是指“在一段限定的时间内获得一笔钱的预期”。比如，借款者借得一笔钱，实际上就相当于借款者得到了对方的一个“有期限的信用额度”，而借款者之所以能够得到对方的这个“有期限的信用额度”，大部分是因为对方对借款者的信任。然而在商业往来中，交易双方不可能总是两个相互熟悉的个人或企业，那么如何减少坏账，提前预警发现不守信用的个人或企业从而拒绝给其提供金融服务是商业生活中一个需要解决的命题。

无论从经济角度还是从人力角度，银行或交易双方都不可能完全依赖人工对申请进行审批，因此需要根据大量客户历史数据建立数学模型，寻找出有关客户信用风险的特征值和规律，然后利用这个数学模型为新的信用申请者或已有的客户进行风险评估。基于数据密集型计算的信用评估系统有着比人工主观判断更客观公正的评判与预测能力，可以大大降低商业活动中诈骗、违约等行为的发生。

2）客户挽留

客户挽留是指运用科学的方法对将要流失的有价值的客户采取措施，争取将其留下的一种营销活动。它将有效地延长客户购买服务的周期，保持企业市场份额和运营效益。数据密集型计算为客户挽留注入新鲜的血液，它利用对海量历史数据的分析，帮助用户分析客户流失的根本原因，预测客户流失的时间规律，甄选流失客户中那些需要挽留的客户，从而保证客户规模，并减少挽留客户所花费的成本。传统上，商家都有业已形成的客户挽留体系，依靠大数据技术，商家能够完善甚至重建他们的客户挽留体系，更精确及时地预测客户的流失，挽留有价值的客户。

3）精准营销

利用大数据技术，企业可以通过对客户的商品购买历史及浏览历史分析，获得客户的购物偏好和消费能力，为客户提供更为精准的产品和服务。也就是说，利用数据密集型计算技术，商家能够精确地预知客户下一步的购买计划并及时地将自己符合客户需求的商品推荐给客户，在激烈的市场竞争中那些能从大数据中提炼出客户需求的企业将更具有市场竞争力。另外，利用大数据分析所获得的结果，企业能够将传统上使用的、面向所有受众的广告投放策略精细化为面向潜在购买者的点投放策略，从而减少广告投放成本、提高广告投放回报。最后，通过分析客户在购买时所搭配购买的商品，商家可以了解顾客购买商品之间的关联度。通过对商品销售数据及商品关联度的分析，可以发现哪些商品搭配在一起销售更能提高商品的销量，从而刺激顾客购买、提高商家商品的销量。

1.4.7　其他领域

1.4.7.1　食品安全

民以食为天，食品安全是关系国计民生的重大问题。近几年来，毒胶囊、镉大米、痩肉精、洋奶粉等事件不断发生，让人们对食品安全产生了担忧。因此，迫切需要建立食品安全风险监测数据密集型计算平台，专门负责汇聚政府各部门的食品安全监管数据、食品检验监测数据、食品生产经营企业索证索票数据、食品安全投诉举报数据等，并在动态监测中对食品进行及时分析、跟踪、监测和评估，进行食品安全预警，发现潜在的食品安全问题，促进政府部门间联合监管，为企业、第三方机构、公众提供食品安全大数据服务。

1.4.7.2　科学领域

科学数据的爆炸式增长给前沿科学项目带来了巨大挑战，科学计算变得更日益复杂和庞大，但是科学计算的使用者对尽快获得计算结果的要求并没有降低。所以，如何更快速高效地为科学计算提供支撑，成为目前科学计算领域一个亟待解决的问题。

大多数的科学数据分析以分级步骤进行。在第一步中，对数据子集进行抽取，这一工作要通过过滤某些属性（如去除错误的数据）或抽取数据列的垂直子集完成。在第二步中，通常以某种方式转换或聚合数据。而随着数据集的日益增大，传统的高性能计算方法越来越不适应当前的科学计算要求，一个有效的解决方法是尽可能地使分析功能与数据密切结合，使大多数的数据很容易通过集合型的表述语言来表达，这种语言的运用可以从基于成本的查询优化、自动并行化和索引中获得巨大收益[22]。在此基础上，MapReduce、BSP等数据密集型计算模型将计算用于数据，而非将数据用于计算，已经成为分布式数据分析和计算的普遍范式。同时，为数据密集型计算而设计的分布式体系结构，其简易、低成本和总体高性能的特性足以弥补数据分布式存储和处理额外产生的复杂性。这些数据密集型计算模型和体系结构已经在处理巨量科学计算时显示出了巨大的优势，极大地提高了科学计算的效率。

1.4.7.3　制造领域

制造业的运营越来越依赖信息技术，它的整个价值链和产品的整个生命周期都涉及诸多的数据，并且呈现出爆炸式增长的趋势。同时，随着互联网社区的发展，制造业还需要考虑对互联网上相关的新闻、咨询、文章、博客、QQ群、微博、微信等传播媒介的信息进行监控，为企业的运营服务及时规避风险。因此制造业对大数据的分析与处理提出了迫切的需求。

大数据的管理与应用对制造业的安全和灾备策略起到至关重要的作用，同时合理地利用大数据可以改进制造业的发展，主要体现在以下几个方面：针对科学评价生产系统规划、降低产品缺陷率等需求，建立制造业大数据系统；整合已有的物理工厂、质量体系、工序数据、成本核算等建模数据，建立仿真工厂，对已有的生产实际数据进行生产仿真，模拟工厂运行，为工厂实际建设提供决策依据；收集产品生产过程各环节的实时质量数据，实现敏捷的一体化质量监测和管控，并支持产品质量追溯，形成基于大数据的一贯过程质量控制及分析系统，并向第三方提供服务。

1.4.7.4　电力领域

长期以专业信息系统为主的信息化建设，导致电力生产在发电、输电、变电、配电、用电和调度各个环节的专业数据彼此独立，形成信息孤岛，严重影响了数据潜在价值的挖掘，阻碍了电力业的发展，并且随着数据量的快速增加，对数据的存储和处理也带来了极大的挑战。采用数据密集型计算对电力大数据进行深度分析和处理已经成为必然的趋势。

数据密集型计算技术对电力领域的改进主要体现在以下几个方面：针对智能电网建设、维护和管理的需求，收集发电厂实时运行数据，建立发电厂数字仿真模型，为提高生产安全性、提高发电效率（降低单位电能煤耗、厂用电指标）提供决策依据；实时收集电网电力资产状态数据，实现电力资产在线状态检测、电网运行在线监控、主动安全预警及调度维保，保障电网可靠高效运行；快速收集用电数据，为需求响应、负荷预测、调度优化、投资决策提供支持。


1.5　大数据带来的挑战

随着数据的规模和种类越来越多，对数据集成、分析、处理等提出了新的需求，数据密集型计算面临着新的挑战。

1.5.1　大数据集成

1）广泛的异构性

传统的数据集成中也会面对数据异构的问题，但是在大数据时代这种异构性出现了新的变化，主要体现在[23]：①数据类型从以结构化数据为主转向结构化、半结构化、非结构化三者的融合。②数据产生方式的多样性带来的数据源变化。传统的电子数据主要产生于服务器或者个人电脑，这些设备位置相对固定。随着移动终端的快速发展，手机、平板电脑、GPS（Global Positioning System）等产生的数据量带有很明显的时空特性。③数据存储方式的变化。传统数据主要存储在关系数据库中，但越来越多的数据开始采用新的数据存储方式来应对数据爆炸，比如存储在Hadoop分布式文件系统（Hadoop Distributed File System，HDFS）中。这就必然要求在集成的过程中进行数据转换，而这种转换的过程是非常复杂和难以管理的。

2）数据质量

数据量大并不能代表信息量或者数据价值增大，相反可能意味着垃圾信息的泛滥。一方面很难有单个系统能够容纳下从不同数据源集成的海量数据；另一方面，如果在集成的过程中仅仅简单地将所有数据聚集在一起而不作任何的数据清洗，会使得过多的无用数据干扰后续的数据分析过程。因为相对细微的有用信息混杂在庞大的数据量中，因此大数据时代的数据清洗过程必须更加谨慎。如果信息清洗的粒度过细，很容易将有用的信息过滤掉；清洗粒度过粗，又无法达到真正的清洗效果，因此在数据的质与量之间需要进行仔细的考量和权衡[23]。

1.5.2　大数据分析

传统意义上的数据分析主要针对结构化数据展开，且已经形成了行之有效的分析体系。但是随着大数据时代的到来，半结构化和非结构化数据量的迅猛增长，给传统的数据分析技术带来了巨大的冲击和挑战，这也是数据密集型计算的难题，主要体现在以下几个方面[23]：

1）数据处理的实时性

随着大数据时代的到来，更多应用场景的数据从离线分析转向了在线分析，开始出现实时处理的需求。大数据时代的数据实时处理面临着一些新的挑战，主要体现在数据处理模式的选择及改进。在实时处理的模式选择中，主要有三种思路：即流处理模式、批处理模式以及二者的融合。虽然已有一些研究成果，但是仍未有一个通用的大数据实时处理框架。各种工具实现实时处理的方法不一，支持的应用类型都相对有限，这导致实际应用中往往需要根据自己的业务需求和应用场景对现有的这些技术和工具进行改造才能满足要求。

2）动态变化环境中索引的设计

关系数据库中的索引能够加速查询速率，但是传统的数据管理中模式基本不会发生变化，因此在其上构建索引主要考虑的是索引创建、更新等的效率。大数据时代的数据模式随着数据量的不断变化可能会处于不断的变化之中，这就要求索引结构的设计简单、高效，能够很快地适应数据模式变化。在数据模式变更的假设前提下设计新的索引方案将是大数据时代的主要挑战之一。

3）先验知识的缺乏

传统数据分析主要针对结构化数据展开，这些数据在以关系模型进行存储的同时隐含了这些数据内部关系等先验知识，比如知道所要分析的对象会有哪些属性，通过属性又能大致了解其可能的取值范围等。这些知识使得数据分析在分析过程之前就已经对数据有了一定的理解。而在面对大数据分析时，一方面半结构化和非结构化数据大量存在，很难以类似结构化数据的方式构建出这些数据内部的正式关系；另一方面很多数据以流的形式源源不断地到来，这些需要实时处理的数据很难有足够的时间去建立先验知识。

1.5.3　计算机体系结构面临的挑战

大数据也给经典的计算机体系结构带来了挑战。在计算部件方面，面对海量数据，仅具有一个逻辑处理单元的CPU所能提供的数据吞吐量和处理速度已经不能满足数据处理的需要。为使数据的使用者尽快地获得数据的计算和分析结果就需要有更快的计算部件出现。CPU体系结构的发展为该问题的解决提供了强有力的硬件支持，多核、众核、CPU＋GPU混合结构的出现使得计算机系统单机的处理能力得到了质的飞跃，同时利用集群技术，海量的数据可以被分配到众多单机系统里同时处理，进一步提高了计算机系统对海量数据的处理速度。

在存储部件方面，大数据对传统存储设备提出了两个方面的挑战，一个是如何快速地访问如此多的数据，另一个是如何为海量的数据提供存储空间。为了迎接第一个挑战，片上存储技术和内存计算技术通过将重要数据暂存于快速存储器之上来提高数据的访问速度。为了迎接第二个挑战，分布式存储技术通过建立存储集群，将海量数据分散地保存于各个存储节点之上来为数据的存储提供无限的扩展空间。

在网络部件方面，依托经典的七层网络结构所建立的数据中心，虽然依旧能够胜任海量数据的存储，但是却越来越不适用于海量数据的处理。为了快速处理海量的数据，面向大数据处理的数据中心应该具备动态地、灵活地分配任务和资源的体系特征，将数据分配到合适的计算节点上处理，并尽量减少数据的流动。同时，面向大数据的数据中心之间还应该具有2层和3层网络连接，使得地理上分散的数据中心之间能够灵活的分配工作负载，避免访问热点的产生。

可见，为了迎接大数据对计算机体系结构的挑战，引入了复杂的计算部件、存储部件、网络部件。如何能够统一高效地管理这些硬件资源，又成了摆在大数据研究和工程人员面前的一道难题。软件定义部件试图将这些复杂的硬件资源抽象成资源池，并通过虚拟资源管理系统加以控制，从而使得资源的使用更方便、更灵活。

1.5.4　编程模型面临的挑战

海量数据分析通常在概念上比较简单，比如对索引进行排序、计算给定日期内最常用的查询等。由于输入的数据非常大，为了能在合理的时间内处理完数据，计算通常分布到成百上千台计算机上去执行。如何分布数据、如何并行计算、如何处理失效等相关问题合在一起就会导致原本简单的计算淹没在为解决这些问题而引入的代码中，导致应用程序非常复杂。这对编程模型提出了以下新的挑战[24]：

1）编程模型的易用性

编程模型为开发人员提供一个简洁而强大的编程抽象，让开发人员可以轻松地编写在成百上千台计算机上并行执行的程序。开发人员只需要关注要解决的问题，不需要关心应用程序在大规模集群上运行的细节（如数据分布、任务调度和容错处理等）。编程模型对开发人员隐藏这些细节，有助于应用程序清晰地表达对数据的处理过程，使得代码更容易理解、重用和维护，从而最大限度地减轻开发人员编程的负担。

2）编程模型的性能

编程模型除了要保证应用程序在大规模集群上能够高效率、高可靠和可扩展地运行外，也要允许多个作业并行的运行、共享集群资源，提高整个集群的资源利用率和作业的吞吐量。在大规模集群系统上高效地实现一个编程抽象需要面临很多的挑战。例如，如何尽量利用本地数据以减少网络传输，如何解决机器的异构性问题，如何保证作业之间的公平性等。
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在大数据时代，传统计算机体系结构的计算、存储、网络等部件已经逐渐不能适应数据的爆炸性增长以及商业模式的快速变迁。为此，研究者们相继提出了云计算、大数据等面向海量数据处理的新型数据处理模型。这些面向海量数据处理的数据处理模型，一方面依托既有的、面向海量数据处理的硬件资源如多核、众核、分布式存储、数据中心网络等，以期能够迅速、经济地形成生产力；另一方面，为了进一步挖掘新型数据处理模型的性能，并且更灵活地分配系统中的硬件资源，研究者提出了软件定义基础设施等新概念技术，以期从系统软件层面对海量数据的处理提供支持。


2.1　计算部件

自计算机诞生至今，计算机的计算能力经历了翻天覆地的变化，计算部件的变化直接反映了计算机计算能力的变化。工业界通过不断提高CPU（Central Processing Unit，中央处理器）的内核（Core）频率来提升CPU的计算能力，当内核频率的提升遇到瓶颈之后，工业界选择了多核结构，并通过简化内核结构来避免片内线延迟的影响。多核处理器集成了多个独立处理器内核，有效提高了计算能力。但是随着计算密集型计算需求的出现，通过优化多核体系结构来降低多核通信代价的方法变得越来越低效。众核是通过提高制作工艺和减少内核的计算能力，换取处理器内核数量的提高，从而提高计算能力的一种新技术。另外，研究人员也将目光投向了原本用于图形处理的图形处理器（Graphic Process Unit，GPU），利用GPU天然具有的优良并行性处理海量通用任务的处理器一般被称为通用型图形处理器（General Purpose Graphic Process Unit，GPGPU）。为了进一步满足更高的计算要求，集群计算这种以低廉成本获得强大计算能力的计算机系统应运而生。通过高速互联网络，可以将一组相互独立的计算机连接在一起，从而构成超级计算机系统。

2.1.1　多核

由于受到生产工艺和散热等问题的制约，凭借提高处理器主频来提高处理器性能的方法已不能满足处理器发展的需求，多核体系结构的出现为处理器性能的提高提供了新思路。多核是指在一个单一的处理器芯片中，集成两个或两个以上的独立中央处理单元，每一个独立的中央处理单元称为一个处理器内核。在多核架构中，多个处理器内核共同完成以往由一个内核独立完成的任务，以提高CPU的处理性能。多核处理器的硬件构架如图2-1所示[1]。每个处理器内核可拥有单独的Cache，也可以多个处理器核共享一个Cache。
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图2-1　多核的硬件构架


与多处理机系统类似，多处理器核之间的互连可以采用总线或者交叉开关甚至多级网络实现，具体选择哪种互连方式需要在可扩展性和复杂性之间进行权衡。多个处理器核通过共享Cache数据单元或共享存储器单元实现信息交换和同步。多核处理器除了要考虑传统的多处理机的Cache一致性问题外，还需要考虑芯片内多处理器内核之间的Cache一致性问题。Cache一致性维护方法与多处理机系统Cache一致性维护方法类似，在多核间采用总线互连时，通常采用监听一致性协议；当多核之间采用非总线互连时，可以采用基于目录的一致性协议。另外，板级多处理机的Cache一致性接口可以由多处理器核共享，需要考虑该接口能否满足多处理器核的带宽[1]-[2]。多核间的互连系统和共享的二级（或三级）Cache将因多核争用而成为性能瓶颈，提高带宽或者降低通信代价可以有效提高多核的性能。

多核处理器体系结构的设计，也是当前研究和实践的热点。多核研究的重点方向包括：①融合异构加速内核设计，以获取更高性能功耗比，回避暗硅问题；②采用可扩展的片上网络（NoC，Network on Chip）结构，以支持不同处理器核数量配比关系；③采用多级缓存、多体存储、多存储端口和新型存储器件，为多核计算能力提供数据和指令，缓解访存墙压力；④根据应用需求，综合利用单发射、乱序多发射、分支预测、顺序流水线、同时多线程和前瞻执行等已有的处理器流水线和体系结构研究成果。

2.1.2　众核

随着芯片设计进入多核时代，一个CPU开始具有多个独立的内核，每个内核都有自己复杂的内部结构。为了追求更高的性能功耗比和性能面积比，人们在提高芯片制作工艺的同时，通过减少处理器内核的内部复杂度，在一个芯片上可以集成更多的处理器内核，达到成百上千甚至更多，形成众核处理器。

相对于多核处理器，众核处理器不仅仅是内核数的增加，芯片内部结构也发生了变化。比如Intel的80核北极星（Polaris）处理器，每个核集成了两个浮点数运算引擎和一个路由单元，路由单元通过3D片上网络负责和其他处理器核的互连通信。由于众核处理器内核数量成百上千，全局的总线同步和存储通信将成为处理器内核性能提升的沉重负担，所以众核处理器引入了片上路由网络机制，片上路由可以实现点对点的通信，适合更细粒度的任务。

Intel SCC的众核芯片结构如图2-2所示，每个节点包含两个IA-32处理器内核和两个256KB二级Cache体，节点之间通过片上路由器实现点对点的通信。典型的片上路由逻辑原理如图2-3所示，路由器包含东西南北和本地的五个输入队列。仲裁逻辑依据优先级从五个输入队列中选取一个输出至五个方向中的一个。通过这种方式来实现点对点的通信，最终完成片内计算单元之间的通信。
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图2-2　Intel SCC的众核芯片结构示意图
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图2-3　片上路由逻辑原理图


Intel最新的众核架构协处理器至强融核（Xeon Phi）基于传统X86结构，采用22nm 3D晶体管工艺制造，外形则采用标准规格的PCI-E扩展卡。Xeon Phi可以兼容Intel至强处理器的许多编译程序，例如常用的C语言、C＋＋和Fortan。

融核系列的“Xeon Phi 5100P”拥有60个核，主频1.053GHz，双精度浮点性能1.011TFlops，一级指令／数据缓存1.875MB（每个核为32KB），二级缓存30MB（每个核为512KB），搭载十六通道、512-bit位宽的8GB GDDR5显存，等效频率5GHz，带宽320GB/s。可见融核系列的协处理器可以很好地支持并行运算，大大提高数据密集型计算的计算能力。

2.1.3　GPU＋CPU混合异构

根据提供计算类型多样性的形式，可将异构计算分为系统异构计算和网络异构计算两大类。SHC（System Heterogeneous Computing）以单机多处理器形式提供多种计算类型，NHC（Network Heterogeneous Computing）则以网络连接的多计算机形式提供多种计算类型[3]。

主流计算机中的处理器主要包括CPU和GPU。其中，GPU传统上主要负责图形的渲染，但随着GPU可编程性的不断提高，可编程浮点单元已经成为GPU内部的主要运算单元，GPU除了负责图形渲染外，也越来越多地参与通用计算。

图2-4对CPU与GPU中的逻辑架构进行了对比。由于图形渲染的高度并行性，GPU可以通过增加并行处理单元和存储控制单元来提高处理能力和存储器带宽，而且成本和功耗上也无须付出过高代价。因此GPU在处理能力和存储器带宽上相对于CPU具有明显优势。
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图2-4　CPU与GPU的逻辑架构对比


CPU的整数计算、分支、逻辑判断和浮点运算分别由不同的运算单元执行。因此，CPU面对不同类型的计算任务会有不同的性能表现。而GPU是由同一个运算单元执行整数和浮点计算的，因此，GPU的整型计算能力与其浮点能力相似。

CPU-GPGPU是一种SHC异构体系结构，在这种体系结构中，GPGPU作为CPU的协处理器来完成图形计算和通用计算，其以外部设备的形式，通过PCI-E总线和CPU通信。CPU和GPU拥有各自的存储系统，它们之间通过DMA操作实现数据传递。以AMD R600（图2-5）为例，R600主要包含四大部件：数据并行处理器阵列（Data Parallel Processing Array，DPPA）、命令处理器、片上内存单元、存储控制器。其中，命令处理器负责管理GPGPU的整个运行过程，片上内存单元是GPGPU的本地存储器件，存储控制器完成对系统主存和本地内存的数据访问，DPPA负责执行各种渲染程序以完成计算任务[4]。
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图2-5　GPGPU体系结构


DPPA是真正执行通用计算程序的功能单元，如图2-6所示，R600的DPPA拥有四个单指令多数据流（Single Instruction Multiple Data，SIMD）引擎，它们同时处理一个内核程序，并且每个SIMD引擎又由共用一个PC的16个线程处理器组成，因此处理器之间能够完全同步执行。另外，线程处理器是一个超长指令字（Very Long Instruction Word，VLIW）处理单元，包括四个标量计算核和一个超级计算核。一个线程处理器通过阻塞多线程的方式同时运行四个线程。可见，R600拥有320（4×16×5）个计算核，可以同时运行256（4×16×4）个线程，通过提高计算核规模和线程规模可以提高处理海量数据的能力[2]。
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图2-6　功能单元结构图


虽然GPGPU表现出了强大的计算能力，但是在显卡进行计算的同时，处理器处于闲置状态。如果能够使得CPU和GPU协同运算，将两种计算单元有机地融合在一起，那么计算机的处理能力将被推向一个新的高峰。在这一思想的指导下，在SHC领域，CPU厂商提出了“融聚”的概念，在NHC领域，“天河”、“美洲虎”等超级计算机被设计出来。

“融聚”的中心思想是将CPU和GPU整合到一个芯片中，但这种技术不是简单地在CPU里集成显卡，而是将CPU、GPU更加无缝地紧密联系在一起，相比CPU-GPGPU体系结构的PCI-e总线，CPU与GPU之间的总线带宽将获得极大地提高。不仅如此，系统中的任何计算单元都能访问统一的内存，并且任何一个计算单元对内存的更新对于其他所有计算单元都是可见的；同时，计算可以在GPU和CPU上交替进行，应用程序能够始终在最适合的计算单元上高效地执行。从硬件角度看，通过内存的统一编址，极大地提高了CPU、GPU两种计算单元之间的数据带宽。从软件角度看，应用开发将变得更为简便，程序开发者不必再关心CPU、GPU之间的差异。

“天河”、“美洲虎”等NHC体系结构的大型机，使用高速网络连接了上万个通用CPU和GPU，这些计算单元分布在不同计算节点之中，以充分发挥不同计算部件的优势。当需要进行较多逻辑计算时，可以使用CPU节点完成。当需要大量的浮点运算时，则使用GPU节点加速运算。如果其他处理单元的某些核正处于空闲状态，也可以让其加入计算中来。这种分布式的体系结构属于“集群”的范畴，将在下一节进行介绍。

2.1.4　集群

集群是一组相互独立的、通过高速网络互连并以单一系统模式加以管理的计算机群构成的系统。一个客户端与集群相互作用时，集群以一个独立服务器的形态向客户提供服务。

在一些计算密集型任务中，比如在天气预报中，需要计算机有很强的运算处理能力，一般的单机很难达到要求。另外采用集群比使用相同计算能力的大型计算机具有更高的性价比。集群具有高可扩展性，扩展的代价相比单机要小得多。更重要的是，集群具备单机所不具备的高稳定性。正是因为集群所具有的这些优点，所以集群非常适用于进行数据密集型计算。

一个集群系统一般可以分为四个部分：计算节点、管理节点、集群管理软件和高速网络。典型的集群系统如图2-7所示，多个计算节点通过高速网络互连，对使用者提供统一的接口，隐藏内部具体细节，管理者通过集群软件来管理整个集群。
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图2-7　典型的集群系统结构


典型的Linux集群可以分为三类：

（1）科学计算集群。主要是为了开发并行应用程序，用来解决复杂的科学问题。科学计算集群通常由十到上万个独立的处理器组成。

（2）负载均衡集群。提供和节点个数成比例的负载能力，比较适合大量的Web访问，可以动态地实现负载均衡，同时拥有容错能力。在负载均衡集群服务器上面的中间层通常有一个分发器（Director），它位于多台服务器上面的中间层，当有服务请求的时候，分发器根据负载均衡算法从服务器集群中选取一个来响应请求。

（3）高可用性集群。运行于两个或者两个以上的节点上，一个称为主节点，负责任务处理；其他节点称为次节点，通常是主节点的备份。当主节点发生故障时，则由次节点代替主节点，在系统出现某些故障的情况下，仍能继续对外提供服务，最大限度地减少系统的中断时间。


2.2　存储部件

随着近十几年来信息技术的突飞猛进和广泛的应用，人类掌握了前所未有的海量数据。面对如此巨大的数据量，如何更快速地访问和存储这些数据，成为当前数据密集型计算领域内一个亟待解决的问题。为了解决存储器的读写速度落后于CPU访问速度的问题，业界将存储器嵌入CPU内部，以提高数据带宽和访问速度，解决CPU对部分关键数据的快速访问问题。在CPU外部，为了提高CPU对本地磁盘上大量数据的访问效率，研究者们提出了一些更为高效的存储方式，例如数据的列式存储等。另外，为了给海量数据的存储提供更大、更安全的空间，集群存储等分布式存储系统也应运而生。

2.2.1　片上存储

随着CPU速度的迅速提高，CPU与片外存储器的速度差异越来越大，为了让CPU与外部存储器速度相匹配，通常采用Cache或者片上存储器。片上存储器主要采用分块结构，以便CPU使用多条数据线并行访问存储器，部分存储器块为双端口随机存储器（Dual-Port Random Access Memory，DPRAM），一个周期内执行两个存储访问。

按照数据访问频率，片上存储器的分配一般有以下几种策略：①通过静态分析的方法，将访问次数比较多的变量分配到片上存储器，加快平均访问数据的速度；②动态的方法，根据程序执行时数据的使用频度动态地分配存储器；③把大的数据矩阵进行拆分，分时存储到片上存储器。

存储器的分配策略需要考虑存储器端口的特性，单端口随机存储器（Single Access Random Access Memory，SARAM）在一个周期内仅能执行一个存储访问操作，而双端口随机存储器则能一个周期内执行两个存储器访问。只有两个数据分配在不同的存储器块内，或者双端口存储器块内时，同一周期同时访问这两个数据才不会产生延时。CPU的总线结构导致某些特殊指令（或DMA操作）可能会在一个周期内访问同一存储器块的两个数据[5]。

2.2.2　本地存储

随着数据量的急剧增长，如何更快、更密集地存储数据成为摆在研究和工程技术人员面前的一道难题。在传统的关系数据库中，数据按行进行存储，CPU只需进行一次寻址，就可以方便地完成数据插入、删除及修改等操作。所以行式数据库系统非常适用于频繁进行更新操作的数据库系统。但传统的行式存储存在一些不足，例如：①在行式数据库中要读取某列时，必须读取整行数据；②因为行的长度不相等，修改数据可能会导致行迁移；③当行数据量太大时，可能导致行链。

相对于传统的行式存储，列式存储的定义为数据在物理上基于列存储。列式存储一方面可以减少查询数据的数据量，另一方面数据易于压缩。行式和列式数据存储方式如图2-8所示[6]。
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图2-8　行式和列式数据存储比较


1）列式存储主要采用的数据压缩方法

（1）行程编码算法（Run Length Encoding）。行程编码算法用一个三元组记录数据值、数据出现的起始位置和持续长度（即行程），代替具有相同值的若干连续原始数据，使三元组的存储长度少于原始数据的长度。

（2）词典编码算法（Dictionary Encoding）。词典编码算法生成一个“原始值-替代值”的对照词典，并使替代值的长度小于原始值的长度，存储的时候，只存储替代值，从而达到压缩存储空间的目的。

（3）位向量编码算法（Bit Vector Encoding）。位向量编码算法为每一个不同的取值生成一个位向量，根据位向量（串）中不同的位置取值0或1来对应并确定不同的原始值。

上述几种是目前比较常用的轻量级压缩算法，目前有很多基于上述算法改进和优化而来的算法，但就目前的列数据库而言，行程编码算法是一种最容易实现的存储方法[6]。

2）列式存储的一些关键技术

除数据压缩之外，列式存储还采用了以下关键技术：

（1）延时物化。为了说明延时物化，首先介绍元组物化的概念，元组物化也称为物化，即将常用元组或可能用到的逻辑元组由实际物理存储的状态生成为实体化的元组，存储在内存中，在随后查询时，直接读取已经物化的元组，以提高查询的效率。而元组物化有两种方案，分别是提前物化和延时物化，前者在提交查询之前物化元组，后者尽量推迟物化元组的时间，在查询中间的某个时刻物化元组。

对于列数据库来说，提前物化需要解压所有已经压缩的数据，导致很大的时间和空间开销。同时，提前物化会涉及很多不必要的列，有悖于列数据库按列存储、按需读取用的初衷。因此，在列数据库领域，提出了延时物化的思想。延时物化最主要的优点在于其高效的压缩传输数据开销，在执行计划中用位图（位向量）来标志行的位置，直到最后必须读取属性值时再实际读取相应列的值，尽可能地避免不必要的数据传输开销。延时物化非常适合在列数据库中使用。

（2）成组迭代。若要处理一系列记录，行数据库要对每个记录依次进行迭代，从每个记录的操作接口中选取需要的属性或者执行函数的调用。这是一个高成本的操作，故而可以成组地调用函数，以节约资源。对于CPU而言，CPU在缓存中找到有用的数据被称为命中；当缓存中没有CPU所需的数据时（即未命中时），CPU才访问内存。所以，CPU访问内存的频率越低，查询的效率越高。列式存储具有高度的可压缩性。假设对一列使用行程编码压缩，如果占10个字节，那么利用64字节的高速缓存行，可以将6个压缩的列值载入一个高速缓存行。这样，每次访问内存读取的压缩列值是6个，而这些压缩的列值对应的实际数据就远远不止6个。此外，如果列被设定为固定宽度，这些值可以直接对应为一个数组。把数据当作一个数组来操作，可以使单个记录的处理代价最小化。所以，列数据库的存储方式可以大大提高CPU的吞吐量。

（3）不可见连接。这是一种专门针对数据库进行查询效率优化的技术，采用位向量的方式来标定各个表的属性查询中的符合条件的情况，之后对这些位向量进行逻辑与或运算，得到最终可用于标定结果的位向量。整个过程没有属性或列之间直接的值连接操作，这些直接的操作被位向量直接的逻辑与或运算所替代，因此被称为不可见连接。不可见连接充分利用按列存储的便利，采用位向量的方式来标定和连接符合条件的中间结果，尽可能地避免原始数据传输、处理和缓存的开销。

通过这些技术可以有效提高列式存储的效率，使列式存储在数据密集型计算中的优势更加明显。

2.2.3　分布式存储

随着数据存储量的剧增，服务器的负荷越来越大，繁重的数据存储任务严重地降低了服务器的性能。通常，为了提高网络服务的性能，将服务和存储分离，因此出现了分布式存储方式。分布式系统通过连接大量的普通计算机作为存储节点来提供高性能、可扩展的分布式网络存储服务[7]-[8]。

分布式存储技术如图2-9所示[9]。底层主要涉及数据分布、负载均衡以及容错等技术。底层为上一层提供各种服务，比如分布式锁服务等。最上层则是分布式存储的具体应用，如分布式文件系统、分布式表格系统、分布式数据库以及访问加速等。这些应用都有具体实现，比如谷歌文件系统（Google File System，GFS）就是一种分布式文件系统的实现。
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图2-9　分布式存储技术体系


2.2.3.1　数据分布

与传统的单机系统不同，分布式存储能够将数据分布到多个节点上，并且在多个节点之间实现负载均衡。数据分布的主要方式有两种[9]，一种是哈希分布，另外一种是顺序分布。

1）哈希分布

哈希分布取模的基本思想是根据数据的某一种特征计算哈希值，并将哈希值与集群中的服务器建立映射关系，从而将不同哈希值的数据分布到不同的服务器上。

分布式集群的服务器可以按0到N-1（N为服务器的数量）进行编号，根据数据的主键（hash（key）％N）或者数据所属的用户id（hash（user_id）％N）计算哈希值，进而决定将数据映射到哪一台服务器。但是当添加服务器或者有服务器发生故障的时候，N值将发生变化，原来的映射关系将被打乱，导致大规模的数据迁移。

一种解决办法是不再简单地将哈希值和服务器个数进行取模映射，而是将哈希值与服务器的对应关系作为元数据，交由专门的元数据服务器来管理。访问数据时，首先计算哈希值，然后从元数据服务器中查得该哈希值对应的服务器。这样分布式集群在扩容时，可以将部分哈希值分配给新加入的机器，并迁移对应的数据。

另一种办法就是采用分布式哈希表（Distributed Hash Table，DHT）算法给系统中的每一个节点分配一个随机Token，这些Token构成一个哈希环。执行数据存放操作时，首先计算Key（主键）的哈希值，然后存放到顺时针方向第一个大于或者等于哈希值的Token所在的节点。这样，当节点加入或者删除时，只会影响到哈希环中的相邻节点，而不会影响其他节点。

2）顺序分布

哈希散列破坏了数据的有序性，只支持随机的读取操作，不支持顺序扫描。某些系统可以在应用层作折中，顺序分布在分布式表格系统中较常见，一般的做法是将大表顺序划分为连续的范围，每个范围称为一个子表，总控节点负责将这些子表按照一定的分布策略存储节点上。

如图2-10所示[9]，在分布式存储体系中，用户（User）表的主键范围为［1，7000］，划分为多个子表，分别对应数据范围［1，1000］，［1001，2000］，…，［6001，7000］。元数据表（Meta表）是可选的，某些系统只有根（Root）表一级索引，在Root表中维护用户表的位置信息，即每个User子表在哪个存储点上。为了支持更大的集群规模，Bigtable这样的系统将索引分为两级，由Meta表维护User表的位置信息，而Root表用来维护Meta表的位置信息。
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图2-10　顺序分布


2.2.3.2　负载均衡

分布式存储系统的每个集群中一般有一个主控节点，其他节点为工作节点，由主控节点根据全局负载信息进行整体调度。工作节点刚上线时，总控节点需要将数据迁移到该节点。另外，系统运行过程中也需要不断地执行迁移任务，将数据从负载较高的工作节点迁移到负载较轻的工作节点。

工作节点通过“心跳（Heartbeat）包”将与节点负载有关的信息发送给主控节点。主控节点计算出工作节点负载以及需要迁移的数据，生成迁移任务放入迁移队列中等待执行。在分布式存储系统中存储数据一般有多个副本，其中一个副本为主副本，其他为备副本。在数据的迁移过程中，如果是迁移备副本，则不会对服务造成影响。迁移主副本时可以首先将数据的读写服务切换到其他备副本，迁移过程对使用者完全透明。

假设有一份存储的数据D有两个副本D1和D2，分别存储在工作节点N1和N2。其中，D1为主副本，提供对外读写服务，D2为备副本。如果需要将D1从工作节点N1中迁移出去，主要流程如下：

（1）将数据D的读写服务从工作节点N1切换到N2，此时D2变成主副本；

（2）增加副本，选择某个节点，例如B节点增加D的副本，即B节点从N2节点获取D的副本数据，并且与它保持同步；

（3）删除工作节点N1上的D1副本。

这样，D1就从工作节点N1迁移到了节点B。


2.3　网络部件

网络部件在计算机体系结构中起到连接节点设备的作用，而对于数据密集型计算而言，大量数据的快速流动更需要快速和高带宽的网络部件支持。从处理器的角度来讲，数据密集型计算所使用的计算部件中，多核、众核、GPU等都是由一定数量的计算单元集成到一片处理器内而构成的，同时为了能够让处理器内数据的流动更快速，就需要合理的片上互连网络。从设备互联的角度来讲，需要行之有效的软、硬件及协议的支持，以保证海量数据能够在不同计算节点之间畅通无阻地流动。从数据中心的角度来讲，数据中心内部以及数据中心之间需要拥有更高带宽和更高可靠性的网络结构，从而支持外部数据访问和内部数据迁移，这些网络被称为数据中心网络和数据中心互连网络。对于设备互联而言，其网络架构一般服从经典的七层网络结构，故本书不再复述。

2.3.1　片上通信

随着片上系统（System on Chip，SoC）复杂度的增加，多处理器系统的性能提升主要取决于各个处理器核之间的有效通信和负载均衡，而不仅是处理器核的速度，因此片上通信成为片上系统的性能瓶颈。目前，常用的片上通信结构主要有五种：共享总线、交叉开关、点对点全连接、片上网络和片上混合互连。

1）共享总线

共享总线通信结构分为单总线、多总线和层次化总线。尽管共享总线通信结构能够适合大量的应用，而且现有系统芯片通信结构也一般采用共享总线。系统芯片中各种各样的IP模块都有各自的通信需求，因此，在SoC内部，应当具有多条数据总线，以满足具有不同流量特点的各模块需求。如存储单元需要高带宽的总线，而一些实时数据通信则需要低延迟的总线。现有的标准片上共享总线结构都采用了两种不同的总线，一种适合于处理器和存储器等大通信量模块进行通信的总线，另一种适合于慢速I/O及通信量较小的总线。

2）交叉开关

基于交叉开关的通信结构已经有很长历史，从规则的阵列处理器到共享主存的UMA多处理器系统都采用了交叉开关通信网络，它包括单级交叉开关和多级交叉开关。一些研究认为，对于多处理器的并行计算应用，采用交叉开关作为通信结构，其效率是最高的，但其实现的代价较大。近些年，随着集成电路工艺特征尺寸的逐渐缩小，交叉开关通信结构在SoC中得到了进一步的应用。

3）点对点

点对点片上通信结构是指各个IP核之间都有专用的通信链路。相比共享总线，点对点片上通信结构具有独特的优点：①容性负载相对较小，有较小的通信延时。②由于每个IP核之间都有专用的通信链路，可以实现并行通信，避免了共享总线互连结构中的竞争现象。③在每个通信周期中，只有进行通信的链路被使用，而不像共享总线中所有总线都被使用，因此其功耗相对较小。④由于通信链路的专用性，因此每条链路的物理性能可以被分别优化。⑤可以采用全局异步、局部同步的互连技术解决多时钟域的亚稳定性问题。但是，由于每对IP核之间都有通信链路，因此其互连线资源增多，造成布局布线的困难，同时每个IP核也需要更多的通信端口，增加了芯片的硬件开销。

4）片上网络

Standford大学的De Micheli教授在2002年提出了采用计算机网络通信技术对SoC片上通信结构进行设计的思想，认为片上网络可以为SoC带来更高带宽的通信链路和易于扩展的特点，同时可以根据不同的应用需求，提高SoC的服务质量（Quality of Service，QoS）。在宏观网络中，为了减少复杂度、提高设计的模块化和复用性，将通信协议分为五层：物理层、数据链路层、网络层、传输层和应用层。

对于SoC通信结构来说，其各个节点之间的通信协议结构不需要如此清晰，数据链路层、网络层、传输层部分功能可以合并在一起实现。数据采用报文交换，将消息划分成固定长度的报文，每个报文的前几个字节包含路由和控制信息。每个报文从源节点到目的节点独立路由，报文在向下一个节点转发之前完全缓冲在每个中间节点中，中间路由器提取头信息，从而确定报文转发的输出链路。在报文转发中，路由算法决定报文的传输路径，交换算法决定两个相邻路由节点之间的数据传输方式。由于报文可以通过不同的链路进行传输，因此多个报文可以同时传输，链路的使用率提高。此外，由于报文在各个节点之间的路由可以看成是一个分布式的处理过程，报文交换具有内在的局部同步、全局异步性质，因此在多时钟域处理方面，性能优于共享总线片上通信结构[10]。

5）片上混合互连

混合互连采用不同片上通信结构的组合，使得片上通信结构变得多样化。通过把整个芯片分为几个孤岛，每个孤岛可能采用不同的电压和时钟频率，从而达到对系统性能参数，如功耗、吞吐率进行优化的目的。尤其是片上计算机网络的提出，使得片上通信网络的组合越来越丰富。通过以上提到的四种片上通信结构组合，利用各种通信方式的优点，如共享总线开销较小，且对需要大量共享数据应用场合的传输性能高，而微型计算机网络的片上通信结构可以增加数据传输的可靠性以及并行性，具有较高的通信带宽，因此，这种组合为高性能片上系统通信结构设计提供了新的设计思路[11]。

2.3.2　数据中心网络

数据中心通过由成百上千服务器组成的数据中心网络（Data Center Network，DCN）向使用者提供数据密集型计算服务。通过大量数据中心，在线服务提供商可以向使用者提供可扩展、高可用的服务。

2.3.2.1　典型数据中心网络设计

现代数据中心网络可以追溯到20世纪90年代和21世纪初，起初它是为了支持企业级商业应用而设计的。那时的数据中心大多基于分层网络模型，分层数据中心网络方案视图如图2-11所示。
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图2-11　典型数据中心网络结构


数据中心网络的访问层负责数据中心中服务器资源池的连通性。访问层的设计受服务器密度、形状特征、服务器虚拟化所允许的最大接入数量等很多因素的影响。通常采用End-of-Row交换机、Top-of-Rack交换机或者集成交换机的方法来保证访问层的连通性。另一种形式的集成交换机是软件交换机，它被安装到服务器管理程序或者嵌入综合型服务器网卡中。每一种方法都有优点和缺点，主要是依据服务器硬件和应用的需求来选择。

数据中心的聚合层充当连接到访问层交换机的聚合点。聚合层可以为多层应用服务器之间建立连接，就像在校园网、WAN或者因特网上，通过核心网络连接到客户端。最重要的是，聚合层为数据中心中的三层路由和以太网广播域划分了界限。交换机通过802.1q、VLAN和Trunk技术连接到聚合层，可以将不属于同一个VLAN和IP子网的服务器连接到物理交换机。

在数据中心网络中，核心层最重要的功能是在数据中心与电话网、骨干网之间实现高可用性、高性能的面向IP的三层交换。在某些情况下，通过私有WAN或者MAN（Metropolitan Area Network，城域网）将属于一个服务提供商的、多个地理上分散的数据中心连接起来。通常会在这种地理上分散的数据中心的网络拓扑结构核心交换机之间建立对等三层路由。为了核心交换机的控制面不被广播域上的终端节点感知到，或者为了防止生成树协议（Spanning Tree Protocol，STP）二层网络的回路，可以将所有连接到核心网络的链路配置成点对点的三层网络连接。

2.3.2.2　典型数据中心网络体系结构面临的挑战

典型的数据中心网络体系架构以及当今的二层、三层网络设备，都曾很好地支持了企业级服务器客户端应用。然而随着计算密集型模型的出现，典型的数据中心体系架构受到了前所未有的挑战。应用的任务动态地分布在包含成百上千台服务器的大型服务器池中，为了保证高可用性和动态可扩展性，数据中心网络必须保证任务能够灵活地分配到任意一个服务器上。现代计算密集型数据中心一般都有Hadoop和Spark之类的中间件，中间件可以让工作量动态地分配到合适的服务器节点上。然而典型的数据中心体系结构不具备动态地、灵活地分配工作量和资源的体系特征，比如带宽一致性、低延时性、高可用性等。

1）带宽一致性

在现代数据中心中，网络的带宽通常是不一致的，这主要是因为网络中树状网络拓扑结构以及过度订阅所导致的。两个服务器之间的通信量越大，那么经过树状网络的路径就会分配到越少的带宽。假设两台通过交换机连接的服务器通过三层网络结构进行了一次通信，每层过度订阅比例为1∶5，那么分配到这条通信路径上的带宽就只有1/125。在典型数据中心环境下，同一个ToR或者VLAN中，一般通过预先配置服务器支持的工作量来最大限度地解决这个问题。但在数据密集型计算环境下，这个情况发生了重大的变化，MapReduce编程框架将从一个巨大的服务器池中分配资源，而典型数据中心网络不具备带宽一致性将会导致服务器池碎片的产生。这是由于：一方面，网络淤塞和计算任务的不均匀分配是集群中普遍存在的现象；另一方面，数据中心中其他节点的空闲资源不能被有效利用。因此，在计算密集型网络环境中，从服务器通信带宽一致的角度看，必须保证每个节点都是对等的。

2）低延时性

高延时是数据中心网络体系结构进行数据密集型计算的主要性能瓶颈。研究表明，在一个包含数千服务器的大型数据中心中，延迟时间是200～500μs，拥堵时刻的峰值可高达几十毫秒。网络延时的主要原因是数据中心网络体系结构引入了大量的路由跳转。

高延时严重制约了数据密集型计算。由于MapReduce计算模型将把一个应用拆分为一系列的并行任务，而这个应用所需要访问的数据却是顺序存放于节点当中。如果不能保证数据中心网络的低延时，这一情况将导致MapReduce框架在涉及随机存取的应用中难以使用。

3）可靠性和可利用性

在典型数据中心的网络设计中，使用STP协议来确保桥接以太网层是一个无回路的拓扑结构。STP也可以预防桥接回路和网络风暴的发生，在许多现代数据中心中，当一条或者多条链路失效的时候，生成树也用于动态地提供冗余链路，避免桥接回路的出现。

在这样的设计中，恢复模型的活动链路和冗余链路按照1∶1的比例进行配置。如图2-11所示，恢复模型让数据中心50％的上行链路处于空闲状态，就是为了确保能够处理活动链路的失效。虽然有一些技术，比如链路聚合（Link Aggregation，LAG）可以改善这一情况。然而，由于LAG本身也需要占用主干网带宽，用于两个虚拟端口之间的内部网络连接。因此，链路聚合不能用于创建一个完整的冗余数据中心，因为其不能防范单交换的失败。更加有效的方法是在交换机和终端之间创建多条路径，利用等价多路径（Equal-Cost Multipath Routing，ECMP）来防止一个或者多个设备（链路或交换机）的失效。

2.3.2.3　数据密集型数据中心设计原则

网络技术和体系结构对大规模数据中心的发展提供了有力的支持，其中最具代表性的是网络大规模数据密集型计算环境。虽然支持数据密集型计算的网络技术和体系结构还不够成熟，但是已经出现了一些面向未来数据中心和商用交换设备的设计理念。

1）互不干涉网络

数据密集型应用对带宽一致性和点对点通信的低延迟性要求意味着其使用的理想网络必须是一种互不干涉网络。互不干涉的网络是类似于非阻塞电路交换网络里的分组交换技术。对于分组交换应用来说，非阻塞网络是一个过渡，因为在一次分组交换的过程中，只要能做到以下两点，就可以使得不同的会话和报文流可以共享一个连接而没有相互干涉：①链路带宽大于数据流量。②为链路分配的资源（如缓存和带宽）能够满足在为一个流提供服务的同时不会拒绝向另一个流提供服务。资源的分配约束可以通过端对端的流控制机制来实现。如果一个包交换网络符合以上两条特征，那么这种网络就可以被称为互不干涉网络[12]。

互不干涉网络将会给数据密集型计算带来很多优势，比如可以使本网络中的节点无论处于什么位置，都能获得带宽一致性和精确的端对端的传输延迟。互不干涉网络应用于数据中心网络的最直接结果是，在网络中上下行链路内不再有过度的订阅。然而，1∶1的订阅不能满足互不干涉网络的通信需求，为了流量传播的一致性（避免热点和拥塞），应该设计一个合适的网络拓扑和路由算法。

一般来说，一个好的互不干涉数据中心网络的路由算法需要一个均衡的流量传输方案来避免网络中热点的形成。

在数据密集型数据中心环境下，流量模型是完全不规则和不可预测的。在这样的环境下，Valiant负载平衡（Valiant Load Balancing，VLB）随机路径是一种实现传输一致性的优秀解决方案。

2）平面网络拓扑和多路径

服务器和终端之间需要有平面网络拓扑结构和多路径功能以减少网络延迟；保证网络可靠性，克服由目前网络拓扑结构和以太网路径选造成的带宽利用率限制。当使用了像中间系统到中间系统的路由选择协议（Intermediate System to Intermediate System Routing Protocol，IS-IS）或开放短路径优先（Open Shortest Path First，OSPF）这样的三层链路状态路由协议来选择路径时，基于两级Leaf-Spine设计的折叠克洛斯网络可以在任意对等服务器间实现多路径。这一设计需要Leaf交换机和Spine交换机像三层交换机一样运转，利用路由表和ECMP等路由功能使得服务器之间的数据沿着多路传播。

目前，有许多方案可以将多路功能加入到二层交换机上。透明多链路互联（Transparent Interconnection of Lots of Links，TRILL）是在互联网工程任务组的发展过程中提出的一个标准。TRILL提出了一个由设备来实现的IETF协议，被称作R网桥或者说是路由网桥。TRILL结合了网桥和路由的优点，是通过链路状态机制解决VLAN使用者桥接问题的一种实际应用。TRILL使用IS-IS链路状态路由协议来进行路由选择。最短路径网桥（Shortest Path Bridge，SPB）是由IEEE（IEEE 802.1aq）发展出来的，旨在解决和TRILL一样的问题，但是稍有不同。SPB同样使用IS-IS协议来进行路由选择。

除了基于网络的TRILL和SPB方法之外，还有一些实验性的方案。比如Greenberg提出了一种在主机辅助下实现的解决方案。通过在服务器网络协议栈内插入含有终端系统地址解析、OSPF路由、负载平衡、随机路由选择等功能的2.5层以达到流量分布均衡和多路径的能力。这些基于网络的解决方案保证了数据中心网络能够在任意服务器之间拥有多路冗余路径的两层拓扑结构，从而降低了网络延迟，增加了链路的有效利用，改善了网络在遇到交换机和链路故障时的可靠性。

3）分层数据中心

许多大规模在线服务提供商已经采用了双层网络设计，用来优化数据中心和服务交付。在这样的体系结构下，服务的产生和提交是通过两层数据中心完成的，前端层和后端层服务器最主要的区别是规模的大小不同。比如Web搜索服务，集中式大型数据中心非常适合海量数据分析的应用，而分布式的微型数据中心，通常为了降低延迟和传输代价，每个节点都接近入口中心，适合交互式的前端应用。

2.3.3　数据中心互联网络

数据中心互联网络（Data Center Internetwork，DCIN），用来连接多个数据中心，让使用者获得数据密集型计算服务的无缝用户体验，为地理上分散的数据中心提供任务分配的灵活性，避免需求热点，同时充分利用可用资源。为了达到这一目的，需要网络能够提供数据中心之间的三层和二层连接以及存储连接。这些连接必须在不影响数据中心自主工作和网络稳定性的前提下提供服务。

1）数据中心互联网络的要求

典型专用虚拟网络能够连接多个数据中心并提供安全的通信服务。这些特性能够支持数据密集型计算对动态任务的分配和数据移动的需求。而数据中心互联网络是一种特殊的、拥有独特架构解决方案的网络结构，其主要的技术要求如下：

（1）IP地址保留。不管工作移动到哪个数据中心，与任务相关的IP地址应该保持一致，这是保证数据密集型应用完整的关键。

（2）独立传输。数据中心之间的传输质量会受到数据中心的位置、网络服务质量等因素的影响。一个好的数据中心传输解决方案应该允许网络的设计者对应用环境隐藏其信息传输细节。一个实用的方案是利用IP层进行传输，这一方案还能提供额外的灵活性。

（3）带宽优化。数据中心互联网络的带宽需要进行必要的优化，以获得最优的连通性和最佳的性能，平衡和加速所有路径上的负载，同时在数据中心之间提供高灵活性的连接。此外，多播和广播机制也需要进行优化以减少带宽消耗。

（4）操作简单。静态的二层VPN可以提供数据中心之间的扩展连接，但是很难适应新型分布式应用的需求，这些需求通常包括提供复杂的协议变换操作、分布式配置和操作密集型层次扩展模型。在数据中心互联网络内，由一个拥有简单点对点配置的上层协议提供数据密集型计算应用所需的动态需求。

2）多数据中心层-2扩展

在典型数据中心网络的设计要求中，二层环境终端需要放置于数据中心的核心交换层。单个数据中心的二层连接扩展给数据密集型计算带来了巨大的便利，因为它允许任务在不被中断的情况下，动态地迁移到另一个数据中心。LAN扩展也可以帮助应用程序设计者在跨数据中心环境下简化程序在Web层、应用层和数据库层上的可伸缩性。其中，叠加传输虚拟化（Overlay Transport Virtualization，OTV）就是一个用以在数据中心间提供LAN扩展的架构解决方案。

OTV是一个基于IP协议，为任何传输设备提供层-2扩展的解决方案。它可为二层设备、三层设备、IP交换机等网络设备提供二层扩展。其实现的唯一前提是在两个数据中心之间能够建立IP连接。使用OTV技术可以轻松地在两个站点部署数据中心互联网络，而不需要改变或者重新配置现有的网络。更重要的是，使用OTV技术可以将不同地理域的数据中心站点构建成统一的虚拟计算资源群集，实现工作主机的动态迁移、业务弹性以及较高的资源利用性。

OTV引入了MAC路由的概念，即利用平面控制协议被用来交换MAC的可达性信息，这种交换存在于两个数据中心的网络设备之间，提供LAN扩展功能。需要强调的是，在OTV里，数据中心之间的二层通信更加类似路由而不是交换。

OTV还引入了另一个概念——动态封装层-2流，即那些不需要发送给远端数据中心的流。每个以太网帧被各自封装进IP数据报，跨广域网网络进行发送。这不需要在数据中心之间建立虚拟电路。其最直接的好处是提升了数据中心互联网络的灵活性，管理者可以方便地在这个OTV上增加或删除数据中心，从而有效地使用WAN带宽。

最后，OTV还具有基于自动检测的多归属能力，这对于提高整个数据中心互联网络的高可用性来说非常重要。两个或多个数据中心之间，可以利用其他数据中心来提供LAN扩展功能，并且不会有端到端Loop的风险。这得益于使用同样的控制平面协议来交换MAC地址信息，而不是在OTV网上配置Spanning Tree协议。表2-1和图2-12展示了基于二层网络扩展的数据中心网络方案。

表2-1　基于二层网络扩展的数据中心网络结构



	广域网传输层
	描　述
	LAN扩展封装选项


	暗光纤以及服务提供商
一层
	用户独占或者服务提供商提供租赁
	本地以太网，IP，MPLS


	服务提供商
二层
	服务提供商二层服务。
私有的以太网
	本地以太网，IP，MPLS


	服务提供商
二层
	在线的IP租赁商
	IP，MPLS
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图2-12　基于Layer-2网络扩展的数据中心网络结构图


3）本地和应用ID分离

在现行的互联网体系结构内，IP地址充当了两种不同的功能。从应用的角度来看，一个IP地址识别一个主机，IP地址作为对等主机的标志符，这一特性被称为识别功能。从网络的角度来看，IP地址代表着主机连接到当前拓扑网络的接口，用于在特定网络中寻找到主机。当主机移动或者其依附的网络接口迁移到另一个地方的时候，IP地址也会改变，这一特性被称为定位功能。

对于计算密集型应用，当工作量需要通过数据中心网络动态地无缝移动的时候，IP的双重功能就给数据中心体系结构带来巨大的挑战。当任务在一个数据中心内迁移的时候，这个问题并不突出。因为二层网络是基于MAC地址的，而不是IP地址。但是，当任务在数据中心之间迁移时，由于使用三层路由，IP地址的双重功能就会成为一个问题。

解决这个问题的一个方法是，在计算中心之间的网络扩展一个单独的LAN域，从而避免使用IP地址。科研人员已经提出了一些基于不同体系结构的解决方案。

一般来说，这些解决方案都是提出使用两个IP地址，一个用于识别应用，另一个用于识别位置。网络设备通过位置IP地址来计算路由路径；应用则使用专门的应用地址以区别于其他应用，不管是因为虚拟机的迁移或者是工作量的重新分配而导致的主机位置的变化，应用IP都不会改变。根据第二地址插入位置的不同，这些解决方案可以分为基于主机的和基于网络的。

主机识别协议（Host Identifier Protocol，HIP）方案是基于主机识别的方案。当主机迁移的时候，由于主机标志符（应用地址）从网络堆栈中引入，同时迁移动作会被目录服务所截取，因此当应用迁移的时候主机的位置地址将能够被重新绑定。

探测器分离协议（The Locator/ID Separation Protocol，LISP）方案是基于网络识别的方案。通过网络来检测主机ID，产生网络定位器，建立两者的映射关系。无论主机在网络中怎么移动，ITRs和ETRs始终保持动态绑定主机。

4）四层网络服务

在DCIN体系结构下，四层网络服务扮演着很重要的角色。应用防火墙保证了使用者数据和应用任务在数据中心之间传输的安全性。服务器负载均衡器保证了任务能够均匀地、按照计划地下发到数据中心内的各个服务器上。WAN加速器提供了WAN优化，加速目标任务在网络上传输，同时确保应用所处的位置对使用者完全透明。

尽管现在的数据中心有四层网络服务，但数据密集型计算仍然对典型网络服务结构提出了挑战。这是因为四层服务需要动态地获得任务所处的具体位置。比如，为了负载均衡，一个应用可能会被动态地从一个数据中心迁移到另一个数据中心。那么该如何确保WAN加速器和防火墙能够在没有重新配置的情况下识别新的应用？因此，如何高效利用数据密集型计算环境下的四层网络服务将会是未来的研究热点。


2.4　软件定义部件

所谓软件定义部件或软件定义基础设施就是尽量将计算、存储、网络甚至数据中心等硬件资源统一抽象、虚拟化为资源池，使得资源的管理者和使用者能够脱离硬件资源物理结构所造成的隔阂与束缚，统一、灵活地管理和使用这些资源。软件定义部件的核心就是要强化体系结构对服务器虚拟化、存储虚拟化和网络虚拟化的支持，并在此基础上进一步提升对这些资源管理和使用的自动化程度。软件定义部件的最终目标是将虚拟化扩展至数据中心的计算、存储、可用性、网络及安全等所有资源及服务上。

2.4.1　软件定义计算

2.4.1.1　虚拟机介绍

虚拟化（Virtualization）概念很早就已经出现。抽象地说，虚拟化就是资源的逻辑表示，不受物理限制的约束。具体来说，虚拟化技术的实现形式是在系统中加入一个虚拟化层，虚拟化层将下层的资源抽象成另一形式的资源供上层使用。通过空间的分割时间的分时以及模拟，虚拟化可以将一项资源抽象成多份。

虚拟机是虚拟化的一种，其抽象的粒度是整个计算机。通过虚拟化技术可以虚拟出一台或者多台虚拟计算机系统，简称虚拟机（Virtual Machine，VM）。每个虚拟机都拥有自己的虚拟硬件（CPU、内存、设备等），提供独立的虚拟执行环境。

通过虚拟化层模拟，虚拟机中的操作系统认为自身仍然独占一台计算机在运行。每个虚拟机中的操作系统可以完全不同，并且它们的执行环境是完全独立的。这个虚拟化层被称为虚拟监控器（Virtual Machine Monitor，VMM）。典型的虚拟机系统结构如图2-13所示[14]。
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图2-13　虚拟机系统结构


2.4.1.2　处理器虚拟化

一般来说，VMM在设计时应当满足以下三个基本特性：①所有在VMM上运行的程序必须和在原始硬件上运行的效果相同，而且确保对操作系统的透明性；②大多数指令必须能够直接在真实的物理处理器上执行，而不需要通过解释才能执行，以此保证虚拟机系统性能不会下降；③VMM必须能完全控制硬件，任何虚拟机都不能越过VMM而直接访问硬件，以确保虚拟机之间运行时能做到相互间的安全隔离。

X86处理器中有一些能够显示或者修改处理器状态信息的非特权指令，称之为敏感指令。根据对这些敏感指令处理方式的不同，把虚拟机的实现方式分为两类：全虚拟化和准虚拟化[13]。

全虚拟化能完全满足上述三个基本特性。当前虚拟机系统中主要采取使用二进制翻译的方法来实现全虚拟化：在VM代码运行前，VMM分析将要执行的二进制代码，然后将敏感指令代替为功能相同的非敏感指令或者调用VMM程序的指令。而在准虚拟化虚拟机上，当系统执行敏感指令时将会陷入VMM，由VMM来模拟执行这些指令。

2.4.1.3　内存虚拟化

现代计算机系统一般通过采用虚拟内存的方式支持多进程，并实现进程间的隔离保护。进程访问内存时利用内存管理单元（Memory Manage Unit，MMU）根据页表将虚拟地址转换为物理地址，并根据物理地址（Physics Address，PA）来访问物理内存。物理内存的地址从0X0开始并且连续，OS负责物理内存的管理调度。使用VMM后，内存由VMM来负责管理和调度，而且内存由多个Guest OS共享，Guest OS不再拥有对内存的最终管理权限。为了区别机器上真实的内存和Guest OS“看到”的物理内存，业界一般将机器内存地址称为机器地址（Machine Address，MA），因此在虚拟机系统中就存在三种地址，需要执行两次地址翻译过程。

为了完成上述两个翻译过程，VMM在Guest OS构造的分区表的基础上再构造一个虚拟地址（Virtual Address，VA）到MA翻译的页表，这个页表被称为影子页表（Shadow Page Table，SPT）。处理器实际使用的就是VMM构造的SPT，而不再是OS建立的分区表。影子页表的构造在准虚拟化和全虚拟化这两种方式中有所不同。在准虚拟化方式下，Guest OS在修改页表的时候可以主动调用VMM的程序实现同步影子页表的更新。但是在全虚拟化系统中，VMM只有在Guest OS加载新页表的时候截获该操作然后构造影子页表，并将存放在Guest OS页表的内存页面属性值设置为只读，一旦Guest OS修改页表内容，VMM就能截获该操作并同步影子页表[13]。

2.4.1.4　I/O虚拟化

目前，虚拟机中I/O虚拟化实现方式有以下三种：VMM-Based I/O模型适合服务器的虚拟机系统；Host-Based I/O模型适合面向个人计算机的I/O虚拟化；Direct I/O模型适合高性能计算。下面分别做出介绍[14]。

1）VMM-Based I/O模型

如图2-14所示，在VMM-Based I/O模型中，由VMM实现对物理I/O设备的驱动。通过虚拟化技术，给每一个VM虚拟出一个独享的设备，而且这个设备可以和物理设备不同。当VM访问虚拟I/O设备时，会陷入VMM，VMM再根据虚拟设备的状态执行相关指令。当一个完整的操作能够执行的时候，比如已设置好虚拟网卡的相关寄存器并启动发送网络包时，VMM将会在真实的I/O设备中执行该操作。虽然这种模型性能优异，但由于计算机系统中I/O设备具有多样性和复杂性，为其开发驱动是一个极其繁重的工作，因此这种模型一般在面向服务器的虚拟机系统中使用。
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图2-14　VMM-based I/O模型


2）Host-Based I/O模型

在Host-Based I/O模型中，直接利用操作系统中的驱动程序来直接访问I/O设备，可以显著简化虚拟机的设计。这种模型的结构如图2-15所示。该模型使用一个运行在VM上的OS来实现I/O设备驱动的功能，并且在OS上运行I/O设备模拟程序，这个OS称为HostOS。当有I/O设备访问请求的时候，VMM将I/O请求递交给HostOS上的设备模拟程序，最终通过调用OS的系统调用来完成物理I/O设备的访问。这种方式的优点在于简化了I/O驱动的开发，可以广泛应用，兼容性比较好，但是其代价是显著增加了I/O访问延迟，降低了I/O吞吐量。在虚拟机Xen中，在HostOS和GuestOS之间建立一个共享页面，可以减少数据复制次数，并且采用批处理的方式发送I/O请求。使得GuestOS访问I/O设备的性能可以接近于HostOS的性能。
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图2-15　Host-Based I/O模型


3）Direct I/O模型

Direct I/O模型又称为直接I/O模型，为了减少通信延迟，运行在OS上的应用程序直接和I/O设备通信，绕过了OS和VMM。这种虚拟化模式可以有效地降低通信延迟，可以更加适合高性能计算的要求。这种模型的结构如图2-16所示。
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图2-16　Direct I/O模型


2.4.2　软件定义存储

2.4.2.1　软件定义存储介绍

1）软件定义存储概述

软件定义存储（Software-Defined Storage，SDS）是一种存储行业内革命性的技术，它是软件定义网络（Software-Defined Networking，SDN）和软件定义数据中心（Software-Defined Data Centers，SDDC）的一个重要组成。关于软件定义存储的定义，目前没有一个统一的标准。它主要要求存储功能要和存储硬件本身分离，使用智能软件在标准硬件中实现自动的、基于一定策略的针对应用需求的存储服务[15]。

这些标准硬件包括磁盘存储、网络设备（主要是交换机和网络接口）和服务器（存储管理进程常驻在服务器上）。磁盘存储主要包括存储区域网络（Storage Area Network，SAN）、网络附加存储（Network Attached Storage，NAS）、磁盘冗余阵列（Redundant Array of Independent Disks，RAID）或简单磁盘组（Just a Bunch of Disks，JBODS）等。SAN是一种高速网络，提供了计算机与存储系统之间的数据传输，典型的SAN是一个企业计算机网络的一部分，通常SAN会通过与其他计算资源紧密地结合来实现远程备份和档案存储过程。NAS是基于标准网络协议的数据传输技术，它可以为网络Windows、Linux、Mac OS提供文件共享和数据备份。NAS与SAN的不同之处主要体现在NAS有文件操作和管理系统，它比SAN更简单灵活，但没有SAN的高效可扩展特征。RAID和JBODS都是由独立磁盘组成的阵列，不同之处在于RAID配合数据分散排列的设计来冗余存储以提高数据的安全性，而JBODS不提供冗余存储和性能优化的作用，单个磁盘只是在整个磁盘空间中被当作一个独立的逻辑分卷来对待。

软件定义的基本特征主要有：自动存储管理功能，比如信息生命周期管理（Information Life Cycle Management，ILCM）、存储虚拟化、对存储体和数据底层构造的独立管理。相比传统存储系统使用硬件控制器来实现这些功能，软件定义存储多使用特殊的RAID控制器和定制的固件来实现这些存储功能。

2）软件定义存储的优势

将软件定义存储技术应用于大型数据中心有着突出的优势，主要体现在灵活性、自动化管理、较低的花费、良好的可扩展性等方面：①灵活性上，传统的分布式存储平台，诸如SAN和NAS，需要特定的系统支持。例如，SAN需要复杂的SAN交换机、存储阵列和一些其他的组件来实现。软件定义存储可以打破这些硬件的限制，使用在一般性的、已有的硬件上。它甚至可以使用在异构的硬件组件上，提高这些组件的总体工作效率。②自动化管理方面，软件定义存储使用包括信息存活周期管理、磁盘Cache管理、存储快照（Snapshots）、备份、数据分条（Stripping）、集群化（Clustering）等功能来实现存储系统自动管理。③从费用上来讲，软件定义存储不必使用大量专有的昂贵的硬件设备，使得企业或组织在使用软件定义存储时可以利用已有的硬件来组织软件定义存储，大大减少了费用。④扩展性上，软件定义存储可以快速将相对独立的标准硬件加入分布式系统，来提高整体存储性能和安全性。

2.4.2.2　SDS数据管理

软件定义存储意味着数据的存储位置对应用程序而言是透明的。如果存储体使用了诸如磁盘冗余阵列、存储集群等硬件设备，可以使用并行技术取得更高的访存性能。为了充分利用SDS带来的高性能访存特性，还需要一系列的数据管理软件工具来支持。SDS数据管理通常包括存储空间管理、数据安全性控制和空间使用控制三个方面的管理[16]。

1）SDS的空间管理
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图2-17　SDS对RAID访存的性能优化


一般地，软件定义存储需要通过集群和网络来实现存储，因此需要把数据存放在集群中任一磁盘的任何位置。SDS使用磁盘阵列作为标准硬件设备，为了合理使用存储体，SDS存储管理使用了一些优化方法。图2-17展示了SDS空间管理中，存储系统把多个写入I/O聚合成少数大的磁盘I/O并写入一个RAID条带中。每两个写入时间点最长不会超过10s，多个写I/O将被暂时记录下来以便同时写入。这样的优化大量减少了磁头的机械移动，以此获得极高的磁盘写性能。如果在使用了RAID的系统中加入了非易失性内存（Non-Volatile Memory，NVM），通常在写入磁盘前，数据会暂时存放在NVM中。对于普通使用者而言，数据写入NVM中就意味着写入已经完成，这是因为NVM的断电不丢失数据的特征保证了数据的安全写入。这种NVM-RAID访存方式不依赖于特定的协议，无论是网状信道协议（Fibre Channel Protocol，FCP）还是网络文件系统（Network File System，NFS）都可以使用。

同时，为了保证SDS可扩展的特征，通常不会使用校验信息分散在各个磁盘上的RAID5技术，因为校验信息分散排列会导致校验信息在新的磁盘加入时重新计算，如果磁盘数太多，将会产生极大的时间开销，使得扩展磁盘存储变得十分不易。RAID4可以保证这种可扩展性，因为RAID4把一块磁盘作为专门的校验盘，意味着在加入新的磁盘时，只要保证磁盘中各位都格式化为0，那么在校验盘中得出的校验码将不变（因为校验码各位加0，结果不变）。同时，为了增加SDS空间管理中的可靠性，需要对RAID进行改进，使用两个专门的校验盘，如图2-18所示，这被称为RAID/DP（Redundant Array of Independent Disks/Double Parity，双校验磁盘冗余阵列）技术。双校验盘可以保证在磁盘阵列中有两个磁盘同时出现错误的情况下纠正错误，大大提高数据存放的可靠性。
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图2-18　RAID/DP技术


另一方面，SDS空间管理需要同时注意到对用户空间配额的控制。在传统的存储空间分配方式（图2-19）中，用户在分配使用空间时，会把空间固定分配给各个部门。这种做法的缺点在于，分配空间如果不能预先掌握各个部门的时间空间使用，可能在使用过一段时间后出现一部分部门存储空间紧缺、其他部门空间盈余的情况。为了达到SDS存储虚拟化的特征，SDS使用存储空间预分配策略，对各个部门先预定空间使用配额，但在使用中如果未用到则不实际占用存储空间。如果某个部门出现空间不够的情况，可以再增加空间份额。如图2-20所示，这种可伸缩式的空间分配可以动态地调整部门配额，实现用户对存储空间的虚拟化。
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图2-19　传统集群空间分配
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图2-20　SDS可伸缩集群空间分配


2）数据安全性控制

SDS使用数据快照（Snapshot）、数据克隆等保证数据安全性。数据快照是对SDS文件系统某个时间点状态的保存。如图2-21所示，生产数据需要把数据块D修改为D'，为了保存之前的状态，可以对之前的状态做一个数据快照，然后新分配一个磁盘块给生产数据，把修改后的D'存放在新的数据块中。数据快照文件用与一般文件相同的格式存放在SDS虚拟存储空间中，简化了存储管理，而且不需要设置额外的空间给快照。
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图2-21　数据快照技术


一旦出现因为使用者误操作等原因引起的数据错误的情况，数据快照可以快速恢复到数据出错之前的状态。为了达到这个目的，数据快照技术需要对被修改的数据块进行标记，在恢复过程中，只需要对被标记的数据块做恢复，这样就可以在短时间内完成数据恢复。

数据克隆技术是另一种数据安全策略。图2-22展示了一种数据克隆技术方案。图中，克隆数据和数据快照一样只记录原始文件系统的状态，换句话说，它们在实现中只记录一个对原始数据的索引文件。之后生产数据更改也和数据快照技术一样，会得到新分配的空间而不直接对原始数据进行修改。如果有必要对克隆的数据进行修改，那么克隆数据可以独立于生产数据进行改动，只要保留最初的数据快照，生产数据和克隆数据就可以随时恢复到之前的状态。
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图2-22　数据克隆技术


这样做的优势是时间和空间开销小。相比而言，另一种数据克隆实现方法需要把原本的数据实际拷贝到新的存储空间中，这样做增加了时间空间的浪费。

3）空间使用控制

SDS在使用过程中常常会出现数据重复的现象，因此有必要对这些重复出现的数据进行单独的检测和释放，以节约存储空间。SDS空间释放对使用者应用透明，既可以是数据块级的重复识别，也可以是卷级的操作。卷级操作需要支持各个协议，包括FTP、HTTP、NFS、网络数据管理协议（Network Data Management Protocol，NDMP）等。

信息生命周期管理（ILCM）是另一种合理使用空间的策略。大量的数据在创建后就不再被使用，数据被修改之后经历的时间越长，它被使用的可能性往往就更低，因此有时需要定期释放这些不被使用的空间。然而，单纯的自动删除超过修改时间阈值的文件也是不可取的，因为一些应用可能需要保存这些数据很长时间。ILM使用用户定制的方法来解决这些问题，它包括两个方面的操作：文件布局管理和文件操作管理。文件布局管理自动检测一个文件所在的物理位置。例如，如果一个SDS硬件使用了SSD和磁盘阵列的混合式布局，那么用户可以把活跃的、经常要读取的文件定制到SSD中，以求得到更高的读取速度，一旦用户指定了这一功能，ILM进程就可以自动完成对活跃文件存储位置的检测和安排。文件操作管理负责对特定文件做移动、复制、删除等操作。例如，如果某个文件占用了超过给定阈值的空间，就在一个报告文件中记录下该文件。ILM可以在很短时间内检测大量的文件元数据。对于那些使用了大数据的应用，ILM是自动化文件操作的优秀辅助工具。

2.4.2.3　SDS集群配置

SDS的集群配置根据硬件和任务来决定，集群配置一般独立于数据管理，为了应对不同性能、地域需求的应用，SDS集群配置主要有以下三种方法[15]。

1）共享磁盘
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图2-23　共享磁盘SDS集群配置


共享磁盘集群是一种最基础的集群环境，这种配置要求存储体通过特定的网络连接到服务器上，实现服务器和存储体分离，存储体为所有服务器共享。在图2-23中，集群服务器通过TCP/IP协议的存储局域网（Storage Area Network，SAN）连接存储体。

共享磁盘是为较小的集群设计的，通常要求集群中服务器在50个以内。共享磁盘配置方法是三种集群配置方法中访存性能最快的。对于数字媒体、数据分析等需要高速访问的应用来说，共享磁盘配置是很好的选择。

2）网络簇

传统的文件系统使用“簇”作为磁盘上访问数据的基本单位。操作系统在格式化磁盘时会指定“簇”的大小，然后以簇为单位对磁盘进行整体读写。网络簇也是类似的一种配置方法。
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图2-24　网络簇SDS集群配置


图2-24展示了网络簇的工作原理。集群配置首先需要有一个统一的簇级网络接口实现对数据的访问，这被称为网络共享磁盘（Network Shared Disks，NSD）协议。使用NSD协议的集群可以实现对客户端服务器透明的I/O操作。图中，全部服务器中一小部分被用作NSD服务器，它们负责对存储体进行簇级的抽象。当客户端服务器有I/O请求时，首先会通过特定的网络发给NSD服务器一个访问请求，这些特定的网络可能是LAN，也可能是WAN。接着，NSD服务器根据请求的虚拟地址转换到实际物理存储地址，然后把得到的数据传输给客户端服务器，整个过程对应用保持透明。图中展示了存储体通过SAN和NSD服务器连接，客户端服务器通过LAN和NSD服务器连接的网络簇配置的例子。

NSD服务器数量的选择由服务器上的应用对性能的要求和存储体的容量来决定。客户端服务器和NSD服务器之间的网络如果选择高带宽的LAN网络连接，则该集群可以被用作大数据量传输的集群。网络簇集群配置方法支持各种网络技术，例如lGb、10Gb以太网、IPoIB（Internet Protocol over InfiniBand，IB网络协议）等组成的TCP/IP网络。其中IPoIB无线带宽技术是一种高性能计算中常使用的交换结构通信技术。它的性能可以达到56Gb/s，非常适合高I/O需求的应用。

对于大集群的环境，使用共享磁盘配置方式可能会使得时间开销和管理复杂度过高。而使用NSD服务器对存储体进行抽象的网络簇配置方式则可以取得更好的性能。

3）授权全球通信

以上两种SDS集群配置方式可以在单一地域的集群上取得很好的性能，如果要让大跨度的多集群联合为一个SDS集群，则需要通过授权的通信来实现。联合的集群需要有一个跨地域的全球命名空间，如果数据在一个地方被改写，所有其他地方的集群在读取该数据时也要得到更新过的数据。这显然对数据共享提出了更高的要求。关于授权全球通信方式的SDS集群配置方式，将在下一节“SDS数据共享”中重点讨论。

2.4.2.4　SDS数据共享

当SDS集群出现跨地域集群间通信时，不可避免地需要对多个集群间数据进行共享管理。根据集群地域跨度和规模，可以把数据共享分为两类：多集群数据共享和全球范围数据共享[15]。

1）多集群数据共享

在SDS集群配置中，网络簇配置方式使用NSD协议来统一数据访问接口。对于集群之间互相访问的情况，集群也需要使用NSD协议来获得全局一致的访存接口。多集群数据共享使用挂载对象集群文件系统来实现数据的共享。

例如在图2-25中，集群B没有自己的存储体。集群A有着自己独立的存储体和文件系统，它授权给集群B访问自己的文件系统。通过传递安全检查信息，集群B就可以通过NSD协议访问和使用集群A的数据，通过集群A的存储体实现数据的共享。
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图2-25　多集群数据共享


多集群数据共享环境非常适合于企业或组织为了合作计算、小组讨论等目的而对数据进行共享交换的场合。多集群数据共享一般需要相对可靠的网络，如果网络连接地域跨度很大而且不够可靠，多集群数据共享环境就难以搭建。

2）全球范围数据共享

要建立大范围的、各自独立的集群间共享数据，就不能像多集群数据共享那样，把数据都通过网络直接共享，因为这种情况下NSD协议的访存时延变得很难预测。这时候，就需要用户在自己的集群上先建立数据的备份，而不是直接访问数据源。

这类似于Cache技术，传统的操作系统在内存管理中，为了增加访存的性能，在CPU和内存之间加入了Cache，Cache其实是内存一部分的镜像，CPU可以直接和Cache进行数据交换，然后再把修改好的数据写回到内存中。

全球范围数据共享也是类似的方法，当本地集群要访问远程数据时，首先在本地建立一个拷贝了源数据的镜像文件，并把源数据原本所在的文件定为该镜像文件的目标文件。同一个目标文件的多个镜像文件都有自己的配置参数，只是它们共享了逻辑存储。镜像文件也可以设置为只读，以阻止对该文件的修改。文件中的数据按需要被拷贝进本地集群中，比如打开文件或者预读取。每个文件作为目标文件时，可以配置自己的镜像数量上限来控制带宽的使用。不同的镜像文件之间不必知道彼此的存在。

镜像文件如果设置为只读，那么只要保证数据在需要时从目标文件处得到拷贝就可以了。但是如果设置了独立写，那么数据将可以在各个不同的集群中被读取并修改。此时目标文件的数据将根据最后一次更新的镜像文件来决定。图2-26展示了三个站点共同看到全部数据的单一视图的例子。在该例中，每个站点一开始在本地都只有所有数据的1/3，然后它们会把另两个集群中的文件作为目标文件来获得源数据。结果，用户无论登录哪个站点都可以看到相同的文件系统视图，如果该文件还没有被拷贝进登录的站点，那么读取该文件需要花费稍长一点的时间。
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图2-26　全球范围数据共享


全球范围数据共享的目标文件和镜像文件互相独立的模型使得该策略可以获得很好的扩展性。即使有很多的镜像文件，它们也可以在不感知到其他镜像文件的情况下独立完成各自的工作。与内存管理中的Cache技术不同，全球范围数据共享并不要求文件只能是镜像文件或者是目标文件，这意味着用户可能看到“瀑布式的镜像-目标文件关系”：比如说企业B的一个镜像文件是以企业A集群中的某文件为目标文件的，同时它也可以提供给企业C作为目标文件。

2.4.3　软件定义网络

2.4.3.1　软件定义网络简介

软件定义网络（Software Defined Network，SDN）是一种新型的网络架构，它的设计理念是将网络的控制平面与数据转发平面分离，并实现可编程化控制。SDN的典型架构共分三层，最上层为应用层，包括各种不同的业务和应用；中间的控制层主要负责处理数据平面资源的编排，维护网络拓扑、状态信息等；最底层的基础设施层负责基于流表的数据处理、转发和状态收集。SDN体系结构如图2-27所示[17]。
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图2-27　SDN网络结构


现有网络中对数据流的转发都依赖于网络设备的自主控制，这些网络设备一般都集成了与业务紧密相关的系统软件和硬件，这些软件和硬件来自不同的厂商或企业联盟，彼此不能完全兼容。而在SDN网络中，网络设备只负责单纯的数据转发，可以采用通用的硬件，而原来负责控制的操作系统将被提炼为独立的网络操作系统，负责对不同业务特性进行适配，而且网络操作系统和业务特性以及硬件设备之间的通信都可以通过编程实现[18]。

SDN本质上具有“控制和转发分离”、“设备资源虚拟化”和“通用硬件及软件可编程”三大特性，这带来了一系列的优势：

（1）设备硬件归一化。硬件只关注转发和存储能力，与业务特性解耦，可以采用相对廉价的商用的架构来实现；

（2）网络的智能性全部由软件实现。网络设备的种类及功能由软件配置而定，对网络的操作控制和运行由服务器作为网络操作系统（NOS）来完成；

（3）对业务响应相对更快。可以定制各种网络参数，如路由、安全、策略、QoS、流量工程等，并实时配置到网络中，开通具体业务的时间将缩短。

2.4.3.2　SDN实现方案

SDN的核心理念是控制平面和转发平面的分离、支持全局的软件控制。遵循这一理念，各种类型的厂商结合自身优势提出了很多类型的实现方案，总体可分为三类：基于专用接口的方案、基于叠加（Overlay）网络的方案和基于开放协议的方案。三种控制平面方案如图2-28所示[19]。
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图2-28　三种控制平面方案


1）基于专用接口的方案

基于专用接口方案的实现思路是不改变传统网络的实现机制和工作方式，通过对网络设备的操作系统进行升级改造，在网络设备上开发出专用的API接口，管理人员可以通过API接口实现网络设备的统一配置管理和下发，改变原先需要登录每台设备进行配置的手工操作方式，同时这些接口也可供用户开发网络应用，实现网络设备的可编程。这类方案由目前主流的网络设备厂商主导。

2）基于叠加网络的方案

基于叠加网络方案的实现思路是以现行的IP网络为基础，在其上建立叠加的逻辑网络（Overlay Logical Network），屏蔽掉底层物理网络差异，实现网络资源的虚拟化，使得多个逻辑上彼此隔离的网络分区，以及多种异构的虚拟网络可以在同一共享网络基础设施上共存。该类方案的主要思想可被归纳为解耦、独立、控制三个方面。

3）基于开放协议的方案

基于开放协议方案是当前SDN实现的主流方案，ONF SDN和ETSI NFV都属于这类解决方案。该类解决方案基于开放的网络协议，实现控制平面与转发平面的分离，支持控制全局化，获得了最多的产业支持，相关技术进展很快，产业规模发展迅速，业界影响力最大。

2.4.3.3　SDN核心技术

1）交换机及南向接口技术

在SDN网络中，数据的转发由SDN交换机实现。传统网络结构中使用的数据转发设备，如路由器、交换机等，一般通过内部存储的数据转发表对数据进行转发。与传统数据转发设备不同，SDN交换机内的转发表并不是由设备自身根据周边的网络环境自动生成的，而是由SDN网络控制器统一生成的，因此在SDN交换机中不再存在链路发现、地址学习、路由计算等各种控制逻辑。SDN交换机因此得以忽略控制逻辑的实现，而专注于数据的转发处理。另外，为了实现SDN网络与传统网络的兼容，同时支持传统网络和SDN网络的交换机也是当前各大厂商技术研发的热点。同时，随着虚拟化技术的兴起，虚拟化环境也将是SDN网络的一个重要应用场景，因此SDN控制器及交换机不仅会有硬件形态的设备，而且还会以软件形态出现。

2）控制器及北向接口技术

SDN控制器控制整个网络的运行，SDN控制器性能的提升是提升SDN网络性能的关键。目前，很多网络设备厂商都有基于OpenFlow控制协议的控制器实现，例如NOX、Floodligh、Onix等。虽然不同厂商生产的控制器在功能和性能上存在一定的差异，但是相对于在传统网络设备中出现的不兼容问题，这些SDN网络控制器已经向设备兼容方向前进了一大步。

SDN北向接口是控制器向上层业务开放的应用接口，使得业务应用能够方便地调用底层的网络资源。北向接口是直接为业务应用提供服务的，在设计北向接口时需要着重考虑业务的实际需求。与有国际标准的南向接口不同，北向接口还没有业界统一的标准，因此北向接口也成为目前SDN领域技术竞争的热点。目前，REST API就是一种在北向接口中比较流行的规范。此外，一些网络设备厂商在其生产的网络设备上开放的面向上层的可编程功能也可以被视为一种北向接口。

2.4.4　软件定义数据中心

2.4.4.1　软件定义数据中心概念的提出

在传统的数据中心中，每台服务器所提供的服务往往是独立的。服务器上的硬件，如CPU、内存、磁盘等设备为本服务器的使用者所独享，服务器上所安装的各种软件，如操作系统、数据库、监控软件也都是专门为服务器的使用者所订制。如果在数据中心中有大量服务器运行在这种状态下，将造成硬件、软件以及功耗上的浪费。如果可以将所有服务器的软硬件资源统一使用和管理，将会极大地节省数据中心的架设和运行成本。

在传统数据中心中，数据的存储系统是由多部磁盘阵列、交换机、服务器所组成。这种存储系统构成模式在各种应用场景当中已经服役了几十年，然而随着目前数据量的爆炸性增长，逐渐浮现出的三个矛盾是传统数据中心存储体系难以解决的：管理过于复杂，存储硬件成本过高，难以保证服务水平协议（Service-Level Agreement，SLA）。因此这种存储模式已经很难满足用户的需要，用户需要一种能够快速部署和配置的新型存储结构。

传统数据中心的网络是依照典型的七层网络协议及经典的网络拓扑结构组成的。这种网络结构在过去几十年的使用当中表现良好。然而，随着虚拟化技术的出现及大量网络设备的涌现，传统的网络结构已经越来越难以满足需求。这主要表现在：虚拟网络设备和物理网络设备的管理和使用方式不同，传统网络结构难以统一管理和使用这些网络设备；传统网络的扩展需要按部就班地依照既定拓扑结构扩充，然而随着网络终端的爆炸性增长，拓扑结构中的其他设备也要随之增加，这给用户带来了巨大的复杂性和设备成本。用户需要一个能够动态调整拓扑结构，并且可以灵活使用系统中所有网络资源的网络体系。

传统的IT管理，往往将应用和基础架构垂直地绑定在一起，从而造成了许多服务器孤岛。同时，在一个数据中心中，用户可能使用了多种管理平台上所分配的资源，而这些平台上的资源又可能分属于不同的服务提供商。这些复杂的从属及服务关系使得数据中心的管理变得异常困难。另外，传统上一个数据中心从架设到使用需要经过预算和服务的评估、硬件采购、硬件交货、硬件架设、硬件配置、软件安装、软件配置、系统测试、产品部署等一系列烦琐的步骤，一个数据中心在使用之前需要耗费漫长的建设时间，这是身处激烈市场竞争和千变万化的产品需求中的运营商和用户所不能接受的。如果数据中心的部署和管理，能够按照一个统一的规范自动进行，那么一个数据中心从架设到使用仅需经过预算和服务的评估、软件的安装、软件的配置、系统测试、产品部署五个步骤即可实现，这将会为数据中心的维护及用户的使用带来极大的方便。

为了解决上述传统数据中心所遇到的问题，软件定义数据中心应运而生。软件定义数据中心是一个架构方法扩展的IT基础设施虚拟化的概念，其抽象、“池化”、自动化所有的数据中心资源，以实现它作为一个服务提供给用户。可见软件定义数据中心，是一个由软件定义计算、软件定义存储、软件定义网络、系统管理等系统构成的新型数据中心结构。软件定义数据中心旨在尽可能的虚拟化、软件化传统数据中心的一切资源，并将这些资源变成一种IT服务提供给客户。通过软件定义数据中心，客户不仅可以轻松获得所需的各种物理资源，而且能够按需进行扩展。更重要的是，这些虚拟化资源的部署和调配变得非常方便和快捷。

2.4.4.2　软件定义数据中心的结构

软件定义数据中心的形成需要经过从物理环境到虚拟环境，再到云计算环境三个层次的抽象。因此，在数据中心的演进过程中，如果能将硬件和软件抽象化，就能不断提高数据中心的敏捷性和自动化程度。软件定义数据中心核心思想是采用资源“池化”的方法，将整个数据中心的资源虚拟化为计算池、存储池、网络池，每个资源池均可实现动态的资源配置。通过软件重新定义的数据中心，使得资源的使用方式从孤立的使用转变为集合的共享，并且能够根据实际情况自动部署并动态调整资源分配，形成一个基于业务的资源共享、灵活配置、面向服务和自动化管理的新型数据中心。

传统数据中心的组织结构往往是一种应用的发布者维护一台或一组性能相近、并且安装了相同操作系统和应用软件的服务器。这些服务器彼此独立，拥有本地的计算、存储、管理及网络设备，服务器之间的通信通过数据中心内部的交换机完成，如图2-29所示。由于服务器本地的硬件结构、操作系统和应用软件的不同，数据中心的服务器难以进行统一的运行和维护，而数据中通信所依赖的传统网络拓扑结构也难以满足数据中心迅速扩展的需求。
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图2-29　传统数据中心逻辑结构图


为了克服上述传统数据中心面临的问题，在计算机虚拟化、软件定义存储、软件定义网络及数据中心虚拟化等技术的基础上，将数据中心所有服务器、存储器以及网络都虚拟化为统一的硬件资源池。当用户需要使用数据中心的硬件资源时，向数据中心租赁能够满足自身需要的硬件资源，在获得相应硬件资源后，用户可以在属于自己的硬件资源上安装必要的操作系统平台并发布自己所运营的应用。由于数据中心所含有的计算、存储、网络等资源已经被软件定义，因此，软件定义的数据中心也具有了相应的软件属性。数据中心的管理者能够通过管理平台统一地分配、管理和维护数据中心的资源，而不用考虑这些资源是由哪些用户在使用，以及运行了哪些应用，如图2-30所示。而用户也不用再独自维护自己所使用的硬件资源，而且当用户的应用规模需要扩展时，可以由数据中心的管理者动态无缝地为用户分配更大的资源空间。
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图2-30　软件定义数据中心逻辑结构图


图2-31展示了一个典型的软件定义数据中心的结构图，软件层面由面向数据中心管理者的业务流程平台，面向用户提供的服务，以及用户部署的应用构成。硬件资源由计算机、存储设备、传统网络设备以及OpenFlow交换机等新型网络设备构成。软件定义的计算、存储、网络资源及控制器介于软件层面与硬件层面之间。
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图2-31　软件定义数据中心物理结构图


在软件定义数据中心中，服务器等计算机资源被VMware、Xen等虚拟机抽象为计算资源池，业务流程平台通过Vcloud、CloudStack、OpenStack、Nova等云平台的计算组织控制器控制和分配这些计算资源。NAS、FC、ISCSI、OBJ等存储设备统一通过存储管理计划规范（SMI-S）接口抽象为存储资源池，业务流程平台通过OpenStack Cinder等块存储管理模块控制和分配这些存储资源。SAN、路由器、虚拟路由器、防火墙、ADX等网络设备通过OpenFlow或传统网络接口抽象为网络资源池，业务流程平台通过OpenStack Quantum等北向接口控制和分配这些网络资源。用户所部属的应用必须依赖业务流程平台提供的服务以使用属于自己的计算和存储资源，但可以直接使用REST网络协议直接控制软件定义网络控制器以利用属于自身的网络资源。

对于用户而言，用户所部署的应用通过软件定义数据中心所提供的服务获得所需要的计算、存储及网络资源。属于用户的应用获得这些资源后，对于网络链接任务可以直接通过软件定义网络的北向接口与其他虚拟机或者物理机通信。而对于存储和计算任务，则需要通过业务流程平台提供的服务，向业务流程平台发出计算或存储的要求，在软件定义计算或软件定义存储控制器的参与下，对数据进行计算和存储。

对于数据中心管理者而言，软件定义数据中心利用虚拟化软件将其管辖的所有计算机、存储、网络等硬件资源统一虚拟化为计算池、存储池、网络资源池。这些虚拟化的资源分别通过软件定义计算控制器、软件定义存储控制器以及软件定义网络控制器管理。数据中心管理者只需通过业务流程平台控制相应的软件定义控制器即可动态地控制和维护整个数据中心。


2.5　虚拟资源管理系统

在将计算部件、存储部件、网络部件等硬件资源虚拟化为资源池后，如何向用户提供这些资源以及如何管理这些虚拟资源是数据中心所必须面临的问题。通常，这一功能是通过虚拟资源管理系统（或称之为云平台）完成的，也就是说虚拟资源管理系统管理着整个分布式计算机体系结构：

首先，虚拟资源管理系统集成了数据中心的租户管理系统，使用者通过向虚拟资源管理系统申请计算或存储资源而得到数据本身的虚拟资源，实现虚拟资源的隔离和私有化。

其次，在面向数据密集型应用的使用者时，虚拟资源管理系统能够充分调动其管理的分布式计算机系统，为使用者提供与“超级计算机”同样强大的并行计算服务。

再次，数据密集型应用所存储的数据是庞大的，数据量的增长也非常迅速，因此存储部件的动态扩容是不可避免的问题，典型的存储部件的扩容需要使用者独立完成，然而并不是所有数据密集型应用的运营人员都能够胜任这一工作，这无疑阻碍了数据密集型应用的发展。而借助虚拟资源管理系统先天的云特性，数据中心将能够弹性地向应用的设计者和运营人员提供存储空间，使用者不用关心存储设备扩容的细节即可实现容量的无缝扩展。

最后，由于虚拟资源管理系统统一管理了数据中心的所有资源，因此在系统层面虚拟资源管理系统就已经保证了数据密集型计算应用所使用的计算、存储、网络等资源上的负载是均衡分配的，从而避免了访问热点的出现。

2.5.1　典型虚拟资源管理系统

2.5.1.1　ConVirt

1）软件架构

ConVirt是一个直观的、图形化的虚拟机管理工具，可以对虚拟机的整个生命周期进行管理，它是虚拟机KVM和Xen的管理平台。ConVirt使用无代理模式工作，当需要管理的目标节点提供SSH登录方式时，ConVirt通过SSH登录到计算节点，在计算节点上直接运行相对应的虚拟化管理命令。当需要管理的目标节点提供HTTP/HTTPS/XML-RPC远程调用接口时，ConVirt插件可通过目标节点所提供的远程调用接口实现对目标平台的管理。ConVirt 3.0提供了面向Amazon EC2/Eucalyptus的用户接口，使得ConVirt用户能够在同一个Web管理界面下同时管理Amazon EC2/Eucalyptus提供的虚拟计算资源。其体系结构如图2-32所示。
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图2-32　ConVirt架构图


2）开源版本和企业级比较

ConVirt分为开源版本和企业版本。开源版本使用GPLv2授权协议，不需要安装许可证，可免费使用，而企业版本使用自定义的商业授权协议，需要在管理服务器上安装许可证才能使用，购买的许可证针对特定版本永久有效。

3）软件优势

（1）开放性。ConVirt的浏览器界面是开源的，用户可以对其进行定制化，将自己所需要的其他功能添加到同一个用户界面中。ConVirt的图形界面的优点在于以图形的方式直观地展示从机房到虚拟机的健康状况。

（2）可管理性。ConVirt提供基于VNC的虚拟机控制台，使用者可以基于模板部署新的虚拟机。不仅如此，授权用户还可以通过图形界面方便地进行资源池和虚拟机生命周期管理。ConVirt通过时程图的方式在不同的层次上直观地展示计算资源（包括物理资源和虚拟资源）的利用情况和健康状况。在整个数据中心和资源池的层面，ConVirt能够实时显示资源池数量、物理服务器和虚拟机数量、虚拟机密度、存储资源使用状况、负载较高的物理服务器和虚拟机。在物理服务器和虚拟机的层面，ConVirt实时显示CPU和内存使用情况，监控人员可以通过CPU和内存时程图及时地发现或者是调查系统异常情况。

（3）企业级功能。企业版本凭借以下改进，增强了ConVirt开源管理工具：

①高可用性。提供了全面的高可用性功能，包括虚拟机和物理机故障切换功能，确保关键应用软件总是在正常运行。

②存储和网络自动化。存储配置模块可自动配置各种类型的存储系统，包括网络文件系统（NFS）、iSCSI、基于以太网的ATA（AoE）、光纤通道和逻辑卷管理器（Logical Volume Manager，LVM），从而为服务器池的存储统一了标准。而网络集成模块提供了便于管理虚拟网络的集中接口。

③备份和恢复。支持计划备份和按需备份，有助于应对计划内停机和计划外停机。恢复模式可用于恢复最近的状态或任何之前的备份，虚拟机状态和存储资源都能因此而记录下来，从而确保虚拟机恢复后状态与停机前一致。

④基于角色的访问控制。用户基于其角色，可以获得自动分配的权限以及针对受管理实体的访问权。此外，在系统的使用过程中，用户的操作不断受到审查，系统将会密切跟踪环境出现的变化，以确保合法的用户能够访问和控制本系统。

⑤警报和通知。可设置警报和通知机制，以便出现问题时，可自动发送报警电子邮件。

⑥集成功能。包括开放式存储库、命令行接口和编程用户接口（API），以便ConVirt 2.0企业版与其他工具进行集成、编写脚本来执行批量操作，或者根据存储库运行自定义报告。

此外，ConVirt还提供了其他企业级功能：为企业版本添加了有助于管理托管云或私有云的功能。它提供了全面的多租户安全机制，这样多个客户就能够共享基础架构资源，同时又确保完全隔离；为选择委托给每个客户的控制程度提供了充分的灵活性；可以根据事先确定的计划表或时间表，自动配置虚拟基础架构；能够对资源进行限制，确保客户没有超出分配给他们的资源限额；支持虚拟设备目录，应用软件开发商或自行创建参考映像的客户可以填充虚拟设备目录。

（4）易用性。ConVirt的官方文档非常完备，按照文档操作能够顺利地完成安装和配置过程。虽然ConVirt仅仅支持Xen和KVM两种虚拟化技术，但是其安装配置相对简单、文档详尽、功能齐全、界面美观，是比较容易上手的虚拟化管理软件。更重要的是，Convirt的监控报表功能直观地展示了从数据中心到虚拟机的CPU、内存利用情况，使得用户对整个数据中心的健康状况一目了然。

2.5.1.2　OpenStack

1）软件架构

OpenStack主要有以下几个组成部分：Compute、Object Storage、Image Service以及两个最近添加的项目Dashboard和Identity（KeyStone），如图2-33所示。
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图2-33　Nova、Glance和Swift的关系


OpenStack Compute是云组织的控制器，它提供一个工具来部署云，包括运行实例、管理网络以及控制用户和其他项目对云的访问。它底层的开源项目名称是Nova，其提供的软件能控制IaaS云计算平台，类似于Amazon EC2和Rackspace Cloud Servers。

OpenStack Object Storage是一个可扩展的对象存储系统。对象存储支持多种应用，比如复制和数据存档，图像或视频服务、存储次级静态数据，开发数据存储整合的新应用，存储容量难以估计的数据，为Web应用创建基于云的弹性存储。

OpenStack Image Service是一个虚拟机镜像的存储、查询和检索系统，其RESTful应用接口（API）允许用户通过HTTP请求查询VM镜像元数据，以及检索实际的镜像。

2）OpenStack的优点与缺点

（1）优点。

①与开源社区的合作广泛。

②积极的客户支持。

③支持所有应用。

（2）缺点。

①项目面临风险，虽然OpenStack几乎支持所有的虚拟化管理程序，不论是开源的Xen、KVM还是商业的Hyper-V、VMWare，但是对它们的支持仅仅是开启、关闭。

②厂商之间的利益冲突。

③兼容性差与开发成本高。

3）OpenStack特点

（1）镜像即服务。范围内存储和检索虚拟机镜像。

（2）多格式、多容器支持。与所有通用镜像格式兼容。

（3）镜像状态。提供可见和可用的结构。

（4）元数据。存储和检索关于镜像的信息。

（5）镜像核对。确保数据整合。

（6）大量的日志。

（7）整合测试。核实虚拟机功能。

（8）后端存储选项。更大灵活性支持Swift、Local、S3或者HTTP。

4）用户权限管理

OpenStack将用户分成如下几个类别：

（1）Admin。云服务管理员，拥有所有管理权限。

（2）Itsec。IT安全管理员，具有隔离有问题的虚拟机实例的权限。

（3）Projectmanager。项目管理员，可以增加属于该项目的新用户，管理虚拟机映像，管理虚拟机生命周期。

（4）Netadmin。网络管理员，负责IP分配，管理防火墙。

（5）Developer。开发人员，可以登录进入属于本项目的虚拟机，管理虚拟机生命周期。

相比于同样模仿Amazon EC2的开源云平台Eucalyptus、OpenNebula，OpenStack提供了粒度最细的用户权限管理模式。

5）虚拟化技术支持

当前大多数的OpenStack的开发环境中使用KVM/ubnntu和Xen这两种虚拟化技术，对这两种技术的社区支持更多，其中Xen hypervisor中的XenServer、Xen Cloud Platform不包括在内。

OpenStack不提供虚拟机控制台功能，用户可以通过SSH连接到自己所管理的虚拟机。正在开发中的OpenStack-Dashboard，基于浏览器提供了比较完整的资源池管理功能和虚拟机生命周期管理功能，虽然界面还比较简单，但是已经处于可用的状态。

OpenStack的模板和虚拟机实例机制与Eucalyptus类似，OpenStack根据某种算法自动决定用户的虚拟机将在哪个物理服务器上运行，用户对物理服务器的状况一无所知。

2.5.1.3　XenServer

XenServer是一种全面而易于管理的服务器虚拟化平台，基于强大的Xen Hypervisor程序，Xen技术被广泛看作业界最快速、最安全的虚拟化软件。XenServer是为了高效地管理Windows®和Linux®虚拟服务器而设计的，可提供经济高效的服务器整合和业务连续性。

1）软件架构

XenServer架构如图2-34所示。
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图2-34　XenServer架构图


Control Domain（或称为Domain 0）是一个Linux虚拟机，对硬件而言，具有比客户操作系统更高的优先级。Control Domain管理所有客户VM的网络和存储I/O，而且由于它使用的是Linux设备驱动程序，所以能广泛支持各种物理设备。

Xen虚拟机管理程序是运行于硬件上的一个软件层。Xen提供一个允许每台服务器运行一台或多台“虚拟服务器”的抽象层，有效地将OS及其应用程序与底层硬件分离开来。

硬件层包含物理服务器组件，包括内存、CPU和磁盘驱动器。虚拟机包含Linux虚拟机和Windows虚拟机。Linux虚拟机包括半虚拟化内核和驱动程序，通过Control Domain访问存储和网络资源，通过硬件上的Xen访问CPU和内存。Windows虚拟机使用半虚拟化驱动程序，通过Control Domain访问存储和网络资源。Xen经过设计可以充分利用Intel VT和AMD-V处理器虚拟化功能。硬件虚拟化可实现Windows内核的高性能虚拟化，而无须使用传统的仿真技术。

2）开源版本和企业级版本比较

XenServer主要有四个版本：铂金版、企业版、标准版、Express版。

Express版是免费的，其他的版本均为收费的，Express版本提供了基本的虚拟化功能，但是相对其他版本，功能上受到限制。

3）XenServer的优势

（1）开放性。XenServer是基于开源Xen®系统管理程序创建的，它是众多IT厂商广泛参与的一个开源项目，XenServer充分利用Intel®VT平台和AMD®VTM平台进行硬件辅助虚拟化，提供了更快捷、更高效的虚拟化计算能力。

（2）高性能。XenServer的基于裸金属的原生64位构架，以及结合使用硬件虚拟化辅助技术和半虚拟化技术是其取得高性能特性的保证。

Xen引擎使用一种称为“半虚拟化”的技术来使虚拟机意识到其正被虚拟化，并与系统进行协作以确保获得最佳性能。Xen在X86平台上率先开发应用半虚拟化技术，XenServer VM对存储和网络设备使用了半虚拟化驱动程序。同上一代的仿真驱动程序相比，半虚拟化驱动程序可以极大地改善性能。

（3）互操作性。Xen使用业界标准的Linux设备驱动程序，硬件支持广泛。对各版本的Linux支持良好，同时支持Windows平台及其上面的各种服务器应用。XenServer是第一个完全通过微软SVVP验证的解决方案，不管采用的是32位还是X64虚拟机，Intel还是AMD处理器，或者是多达8个CPU的服务器。

XenServer在存储上支持IDE、SATA、SCSI、SAS本地存储和iSCSI、光纤通道和NFS等共享存储，还能与NetApp、Dell/EqualLogic和IBM Storage N系列实现本地集成。

（4）强大的企业级功能和稳定性。以大量经实践检验的企业级功能为基础，如动态迁移、资源池和工作负载置备等，最新的XenServer版本新增了100多种增强型虚拟化功能，包括高可用性（High Available，HA）和灾难恢复能力的提升。这些功能还包括业界最先进的HA、自动重启和故障转移等灾难恢复技术，这些技术还可以通过扩充实现无缝升级，以适合大多数关键业务应用的完全容错需求。

（5）易用性和可管理性。XenServer的安装和配置十分简单，整个安装过程在类图形化的向导的指引下，只需10min。管理员通过XenCenter管理工具在Windows客户端上方便地对多个XenServer服务器进行统一集中的管理。尽管大型数据中心的虚拟机数量增长极快，但通过XenCenter让管理员可以轻松地掌握虚拟机的动态。

2.5.1.4　OpenNebula

1）软件架构

OpenNebula是开放源代码的虚拟基础设备引擎，它用来在一群实体资源上动态部署虚拟机器，OpenNebula最大的特色在于将虚拟平台从单一实体机器扩展到一群实体资源。OpenNebula专为Linux VM设计，它是开放云社区项目中的一个组件，OpenNebula是完全开源的。其层次结构如图2-35所示。
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图2-35　OpenNebula层次图


OpenNebula的目标是将一群实体Cluster转换弹性的虚拟基础设备，且可动态调适服务器工作负载的改变，OpenNebula在服务器和实体机设备间产生新的虚拟层，这个层可支持子集的服务器执行和加强虚拟机的效益。目前OpenNebula可支持Xen、KVM和实时存取EC2，也支持磁盘印象文件的传输、复制和虚拟网络管理网络。

2）OpenNebula的优势

（1）支持多种身份验证方案。OpenNebula支持的验证方案包括基本的用户名、密码验证（使用SQLlite或MySQL数据库管理用户信息）和通过SSH密钥验证，还有一个新的LDAP插件。

（2）支持多种插件。OpenNebula支持的插件包括LDAP身份认证、计费、VMware驱动和OpenNebula快速安装程序。OpenNebula还有一个插件安装oneacct命令，它允许查看实例运行时长、运行人员、所在主机和其他细节信息，这些信息可以用于计费。

（3）模块化设计。OpenNebula的模块化设计使得它具有更灵活的使用方式，和其他开源软件一起，让创建私有云平台变得更廉价。

（4）多种工具支持。OpenNebula包含许多有用的工具，但它的强项还是在核心工具上，因此适合开发人员和管理人员使用。

OpenNebula允许客户将Xen、KVM或VMware ESX一起建立和管理私有云，同时还提供Deltacloud适配器与Amazon EC2相配合来管理混合云。OpenNebula的构架包括驱动层、核心层、工具层三部分。驱动层直接与操作系统打交道，负责虚拟机的创建、启动和关闭，为虚拟机分配存储，监控物理机和虚拟机的运行状况。核心层负责对虚拟机、存储设备、虚拟网络等进行管理。工具层通过命令行界面／浏览器界面方式向用户提供交互接口，通过API方式提供程序调用接口。OpenNebula架构如图2-36所示。
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图2-36　OpenNebula架构图


用户利用OpenNebula可以构建私有云、混合云、公开云。OpenNebula自动决定用户的虚拟机将在哪个物理服务器上运行，而用户不需关心物理机的具体运行状态。

2.5.1.5　CloudStack

1）软件架构

CloudStack是新一代、无关管理程序的云基础平台，采用了“框架＋插件”的系统构架，通过不同的插件来提供对不同虚拟化技术的支持。对于标准的Xen/KVM计算节点，CloudStack需要在计算节点上安装Agent与控制节点进行交互；对于XenServer/VMWare计算节点，CloudStack通过XenServer/VMWare所提供的XML-RPC远程调用接口与计算节点进行交互。

CloudStack本身是一个虚拟化管理平台，但是它通过CloudBridge提供了与Amazon EC2相兼容的云管理接口，对外提供IaaS服务。CloudStack总体架构如图2-37所示。
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图2-37　CloudStack总体架构图


2）CloudStack优势

CloudStack同时支持VMwareESX、Xen、KVM以及Hyper-V。它提供了大量云计算界面管理工具，如VM自助式供应、动态工作负荷管理、多租期等。它同时还支持Windows和Linux的用户访问方式。CloudStack对物理资源的管理完整地模拟了一个物理机房的实际情况，按照“机房（Zones）→机柜（Pods）→集群（Cluster）→服务器（Server）”的结构对物理服务器进行组织，使得管理员能够在管理界面里面的计算资源和机房里面的计算资源建立起直观的一一对应关系。

授权用户可以通过图形界面方便地进行资源池和虚拟机生命周期管理。在图形界面上可以直观地监控物理服务器和虚拟机的计算资源（CPU、内存、存储、网络活动）使用情况，提供基于VNC的虚拟机Console，可以基于模板部署新的虚拟机。

综上所述，XenServer是在Xen基础上的进一步封装，社区规模大，企业化应用广泛。但是社区版要求对每台物理服务器都要每年更新一次许可证。对于拥有大量物理服务器的公司来说，管理和维护成百上千个许可证将耗费巨大的人力成本。XenServrt的图形用户界面是同类软件中最好的，XenCenter的图形界面的优点在于提供了独一无二的用户体验。OpenStack完全开源免费，发展较快，社区规模很大，技术交流快捷方便。虽然CloudStack最新、功能最强大、对虚拟化支持较好，但是社会规模较小，因此一旦遇到问题，可能难以解决。

私有云强调虚拟资源调度的灵活性。从这个意义上来讲，XenServer、CloudStack比较适合提供私有云服务。公有云服务于公众，强调虚拟资源的标准性，并且公有云提供商通过将计算资源切割成标准化的虚拟机配置，通过标准的服务合同（Service Level Agreement，SLA）以标准的价格出售计算资源。当用户对计算资源的需求出现改变时，用户只需要缩减或者增加自己所使用服务的容量即可。从这个意义上来讲，OpenStack提供了与Amazon EC2兼容或者是类似的接口，比较适合提供公有云服务，表2-2给出了上述几种虚拟资源管理系统的横向比较。


表2-2　各种虚拟资源管理系统的比较
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2.5.2　云计算一体机

一般来讲，云计算平台的建设需要用户分别购买软件和硬件，这就需要建设单位具有一定的技术实力，而这一需求也成为阻碍云平台建设的障碍。为了解决云平台建设中软件和硬件集成及部署的问题，一些公司和科研院所推出云计算机的一揽子解决方案——云计算机，紫光云就是其中一种。紫光云计算机（紫云1000）借助云计算虚拟化技术，采用与个人计算机和超级计算机完全不同的分布式体系构架，将多个成本相对较低的计算资源融合成一台具有强大计算能力的计算机。云计算机可高效支持大数据处理、高吞吐率和高安全信息服务等多类应用需求，其计算能力、存储能力是动态可伸缩并无限可扩充的[21]。

紫光云计算机主要包含三大模块，分别是虚拟化模块、大数据模块和快速部署模块。

1）虚拟化模块

软硬件资源的虚拟化通过紫云平台实现。紫云平台是针对紫光云计算机所设计的云计算一体化管理平台，是整合数据中心IT资源的提供计算和数据存储处理兼顾的综合平台。

通过平台的可视化界面，用户可对集群资源进行统一的管理、分配、部署、监控和备份。而其采用的资源封装模式，还能方便服务的开发和交付，缩短客户服务的上线时间，使用户能够通过快速、简单和可扩展的方式创建和管理大型复杂的IT基础设施。

2）大数据模块

大数据平台是源于目前数据量爆发式增长、传统设备不足以应付大数据的情况，而特别开发的具有海量数据处理、存储和检索功能的模块。平台采用主流的分布式系统构架，是一个能够对海量数据，尤其是对非结构化数据进行处理的软件系统，可处理从GB级到PB级的数据。

3）快速部署模块

云计算机在被使用前，需要预安装OS和Hadoop，这一系列的安装比较烦琐，需要一位非常专业的Hadoop工程师需要花费几个小时才能安装完成一个节点。为减少安装复杂性和客户的安装时间，云计算机可通过快速部署模块，采用PXE自动安装系统快速安装各个节点。
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内存计算要解决的是处理器访问磁盘存储器的时延问题。尽可能将要处理的数据存放在访问延时更少的内存当中，就地进行计算，以减少数据的访问时间。对于数据密集型计算而言，内存计算技术的引入具有非常实际的意义。数据密集型计算需要处理存储在磁盘当中的海量数据，由于处理器运算速度和磁盘访问速度之间的巨大鸿沟，数据密集型计算的执行时间很大一部分消耗在对磁盘的访问上，内存计算技术的应用将使影响数据密集型计算效率的海量磁盘I/O延迟问题得到根本性的解决。可以说，内存计算技术是数据密集型计算领域各种计算模型性能的倍增器和催化剂。


3.1　内存计算的概念

为了解决对海量数据的计算、存储及分析，学术界及相关企业一方面提出了并行计算、分布式计算、云计算等计算模型，以提高对海量数据的计算能力。另一方面，对传统计算机体系结构也进行了进一步的改进，多核、众核、GPU、集群等高性能体系结构相继被应用到数据密集型计算当中，从物理上提高了数据密集型计算的性能。然而，由于存储器技术发展缓慢，磁盘、内存等存储器性能的提高严重滞后于计算机计算性能的提高，成为影响计算机系统性能的瓶颈。特别是对于数据密集型计算而言，用以分析及计算的海量数据绝大多数都存储于磁盘等存储设备内，CPU对这些存储设备的访问延迟严重制约了数据密集型计算的性能。随着商业模式和用户对数据密集型计算要求的提高，能够进行更快速甚至实时的数据密集型计算已经成为亟待解决的问题。为了解决这一问题，内存计算应运而生。
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图3-1　各存储器的访问速度


众所周知，CPU对寄存器、Cache、内存、磁盘等存储设备的访问速度按照与CPU总线距离的增加而依次降低，如图3-1所示。计算机在处理数据时，CPU首先从其Cache中寻找数据，Cache中找不到，再从内存中找；如果内存里没有，再从磁盘上读取。如果将海量数据迁移到内存中，让计算、查询、分析在读写速度快很多倍的内存中直接进行，而不用访问物理磁盘，将会大大降低磁盘对整个计算系统性能的影响，显著提升计算机处理性能。

进一步，如果能将计算单元嵌入内存当中，让内存分担一部分计算任务，就能缩短内存与计算单元之间的总线距离，从而减少计算单元与存储单元的访问延迟。如果能够利用多个含有计算单元的内存结构进行并行计算、分布计算，那么对海量数据的计算就可以分解为若干个在本地内存进行的子计算，数据在内存→CPU→内存之间的流动时间将被彻底消除，进一步提高计算系统的运算能力。

可见，内存计算可为两个层次的概念，一个是将海量数据从磁盘迁移到内存当中进行查询、分析，这类内存计算非常适合处理海量数据，比如可以将一个企业近十年几乎所有的财务、营销等各方面的数据一次性地保存在内存里，并在此基础上进行数据的分析。当企业需要做快速地账务分析或市场分析时，内存计算就能够快速地按照需求完成。另一个概念是上一个概念的进一步深化，内存不仅可以完成传统的数据存储功能，还可以独立地对存储在自身上的数据直接进行计算。这类内存计算不仅可以胜任前一种内存计算的工作，还能将分布式计算的概念带入内存当中，更适合于大规模数据的科学计算、图像处理等领域。图3-2描绘了两种内存计算系统的结构图。


[image: ]
图3-2　两种内存计算系统结构图


综上所述，内存计算是一种面向大数据处理，通过对体系结构及编程模型等进行重大革新，最终显著提升数据处理性能的新型计算模式。


3.2　内存计算的硬件结构

为了将磁盘中的海量数据迁移到内存当中，需要内存具有以下三个重要的特征：①需要具有很高的容量-价格比，传统内存的价格远远高于磁盘，为了将海量的数据存入内存，需要进一步降低内存价格使其接近磁盘的价格。②具有磁盘一样的非易失性。传统内存在系统掉电后将会失去存储在自身上的所有数据，这将严重威胁到内存中的海量数据，因此，一种能够持久保存数据的内存才能够用来作为内存计算的存储器。③具有较高的访问速度和总线带宽。如果用于内存计算的内存在具有上面两个特点的前提下具有接近传统内存的访问速度，那么这将是一种理想的用于内存计算的存储器。

为了更快速地处理内存中的数据，工程和学术界主要采用两种方式，一种是将传统计算机体系结构进行改进，以支持更大的内存容量和更高的数据带宽；另一种是为内存计算设计全新的体系结构，这种体系结构赋予内存以计算能力，尽可能地将内存数据在原地进行计算，达到减少数据流动和I/O访问的目的。

3.2.1　用于内存计算的专用内存

传统的计算机内存一般由动态随机存储器（DRAM）构成。DRAM的每个存储单元都有一个小的蚀刻晶体管，这个晶体管通过小电容的电荷保持存储状态，充满电代表“1”，放电后代表“0”。但是被充电的电容会因放电而丢掉电荷，为了保证保存在晶体管上的数据不丢失，必须有新电荷持续地为电容充电。因此，传统内存上数据的存储需要在通电的情况下进行，并定时为DRAM充电刷新。一旦断电，DRAM保存的数据将会被丢失，因此DRAM是一种易失性存储器。

然而从内存计算的需求上来看，需要在遇到服务器宕机、系统断电的情况下依然能够保证海量数据的存储。非易失性内存可以满足这个要求，然而传统的非易失性存储器写入操作次数有限，而且写入性能一般较差（缓慢）。

为了满足内存计算的需求，用户需要一种非易失性、快速存取的，同时没有读取／写入限制的内存。在这种需求的推动下，以下几种存储级内存应运而生：

1）BBSRAM（Battery Backed Static Random Access Memory，带电池静态随机存储器）

BBSRAM的结构为SRAM＋锂电池＋监控保护电路，有些还带有实时时钟。监控保护电路探测内存外置电源输入电压的变化，在意外断电时将供电电源自动切换到内置锂电池供电。系统恢复供电后，监控保护电路再将SRAM的供电电路切换到外置电源供电，从而保证SRAM内数据不丢失。BBSRAM的缺点是需要内置电源，因此存储器体积通常较大，而且稳定性和使用寿命会受到内置电池的影响，不适合大规模使用。

2）NVRAM（Non-Volatile Random Access Memory，非易失性静态随机存储器）

NVRAM是一种双体结构的非易失性DRAM，这种存储器内部包含两个存储体：一个是供用户读写的普通DRAM，另一个是与DRAM容量相同、供数据备份用的NAND FLASH。正常工作状态下，微处理器访问的是DRAM，在意外断电时，通过基于超级电容的免电池电源供电，驻留在DRAM中的重要数据保存到主板上的NAND闪存上。当电源恢复时，从闪存中读取数据，使DRAM恢复到断电时的状态。结合符合行业标准的DRAM和NAND闪存技术，NVRAM能够提供低延迟和非易失性存储。

3）FRAM（Ferroelectric Random Access Memory，铁电存储器）

FRAM的核心技术是铁电晶体材料。这一特殊材料使得铁电存储器同时拥有RAM和ROM的特性。晶阵中每个自由浮动的原子只有两个稳定状态，一个用来记忆逻辑“0”，另一个用来记忆逻辑“1”。数据状态可保持100年以上。FRAM内存具备一系列超级特性。比如，高速随机读写（存取时间只有55ns）、超低功耗（只有EEPROM的1/2500）和几乎无限次的读写周期（可达1014）。与NVDRAM不同，FRAM的数据写入与备份是同步进行的，因此不存在恢复操作。FRAM在性能和可生产性上都优于NVDRAM。

4）MRAM（Maynetic Random Access Memory，磁阻内存）

与传统的RAM不同，MRAM是依靠磁场极化的形式，而不是靠电荷的形式来保存数据的。MRAM存储介质是磁性隧道层（Magnetic Tunnel Junction，MTJ），每个MTJ包括两个磁性层和一个隧道栅层。一个磁性层的电磁方向固定，另一磁性层的电磁方向可以通过外部电磁场改变。当两个磁性层的方向一样时，MTJ的电阻低，代表“0”；当两个磁性层的方向相反时，MTJ的电阻高，代表“1”。MRAM存储单元结构如图3-3所示，最上面是自由层，中间是隧道栅层，下面是固定层。自由层的磁场方向是可以改变的，固定层的磁场方向是固定不变的。
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图3-3　MRAM表示数据的方式


MRAM写入数据的原理是通过改变穿越隧道栅层的电流来改变自由层的磁性，通过检测存储单元电阻的高低来判断存储的数据是“0”还是“1”。这种机制的运作速度快，但十分耗电。

5）STT RAM（Spin Transfer Torque Random Access Memory，自旋转移力矩随机存取存储器）

STT RAM，第二代磁性随机存取内存技术，与MRAM不同，它是通过改变MTJ的自旋偏振电流来改变自由层的磁场方向，随着MTJ尺寸的降低，使状态发生翻转的阈值电流也会降低，从而获得比MRAM更好的功耗。

6）RRAM（Resistive Random Access Memory，阻变随机存储器）


[image: ]
图3-4　RRAM的物理结构


RRAM的典型结构如图3-4所示，其上下电极之间是一种能够发生电阻转变的阻变材料。在外加偏压的作用下，器件的电阻会在高低阻态之间发生转换，从而实现“0”和“1”的存储。与传统浮栅型Flash的电荷存储机制不同，RRAM是非电荷存储机制，因此可以解决Flash中因隧穿氧化层变薄而造成的电荷泄漏问题，具有更好的可缩小性。RRAM以其优越的性能受到越来越多的关注，被认为是最有可能替代SRAM、DRAM、Flash、HDD成为下一代“通用”存储器的候选者之一。

7）PCM（Phase Change Memory，相变存储器）
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图3-5　PCM的物理结构


PCM的物理结构如图3-5所示，在顶部和底部两个电极之间放置着一种相变材料。在这种相变材料在晶态时呈现低电阻，非晶态时呈现高电阻，分别代表“1”和“0”两个状态，通过电压或不同强度的电流脉冲来控制相变材料相变的发生。PCM每个存储单元均有一个微型加热器，通过熔化然后再冷却材料，来促进晶体熔化或禁止晶体熔化，每个位就会在晶态与非晶态之间转换。一旦电流超过临界值，进入预先设定的温度区间后，此时晶格内的热能足以使相变材料产生变化，进入相变内存的写入区间。当晶格温度到达相变膜结晶温度时，材料由非晶态相变成结晶态，将数据“1”写入内存。当外加电流持续提高，直到晶格温度高过相变材料的熔点时，通过快速降温的焠火步骤将结晶的相变材料转化为非晶态，将数据“0”写入内存。因此，相变内存这种读取、存储方式属于“非破坏性”读、“非挥发性”存取方式，在读取电压范围内不会破坏原有之记忆（结晶）状态[1]。

8）赛道内存（Racetrack Memory）

赛道内存是一种没有机械结构的纳米级磁盘驱动器。赛道内存内部的绝缘基板上有一条磁性纳米线环，赛道存储体通过纳米线传送“磁道”，利用电子的自旋进行读写。使用时，存储的数据在自旋极化电流短脉冲的作用下沿着纳米线上下或前后移动，由一个写入自旋的写入头和一个读出自旋的读取头担当“磁头”的作用。除了不以旋转磁碟的方式来读取下一值外，每个赛道就像是磁盘机上的单一磁道，如图3-6所示。赛道内存的关键优势在于原子不会被移动，数据的存取是通过转动自旋（Rotating the Spin）完成的，因此不会造成交互作用，或导致任何疲乏与耐久性问题，理论上可以无限次地读取、写入或抹除赛道内存。
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图3-6　赛道内存原理


9）HMC（Hybrid Memory Cube，混合内存立方）

混合内存立方的基本理念是通过特殊的半导体工艺，把多个DRAM芯片层堆叠在一起。内存的内部就像建高楼一样，由一层层DRAM晶圆芯片堆叠起来，最终组成一个大容量的内存“芯片”。芯片内部堆叠的DRAM层通过硅穿孔技术（Through Silicon Via，TSV）互连。采用这种方式可以大幅缩小芯片的尺寸，提高芯片内的晶体管密度，改善层间电气性能，提升芯片运行速度，以及降低芯片的功耗。

利用TSV技术将很多DRAM晶圆芯片堆叠在一个模组里，内存的数据传输、带宽控制更加复杂。如果跟以前一样直接交由主板或CPU的内存控制器来管理，将会严重影响系统的执行效率。为此，HMC内存中引入了一颗逻辑芯片。这颗逻辑芯片相当于一个次内存控制器，受控于主内存控制器，负责管理HMC内存中各内存芯片之间的数据传输、带宽控制。通过逻辑芯片的方式不仅提高了效率，还解决了另一个问题。现在处理器核心增加的趋势非常明显，而目前的内存必须通过外部内存控制器这唯一的路径与处理器连接，无法为处理器的各个内核及时提供数据。HMC内存则不同，逻辑芯片能够从特定的存储层向某个处理器的内核定向发送数据。这样处理器的每一个内核都能够与内存模块建立直接的连接，并且每一个连接都能够以最高的速度运行。因此，HMC内存在处理器内核数量持续增多的情况下，通过逻辑芯片可提供更多的连接，保证内存与处理器之间数据的高速传输。

3.2.2　用于内存计算的计算机体系结构

3.2.2.1　基于传统X86的体系结构

为了顺应海量数据实时处理、分析的潮流，SAP等公司推出了HANA等内存计算相关软件。为了对海量的数据进行处理、分析和存储，内存计算软件对传统X86系统提出了三个新的要求：①CPU应具有更多内核和更高的扩展性，进一步提高对海量数据的计算能力；②系统应能够支持TB甚至PB级容量的内存，存储海量数据；③系统应具有更高的可用性和鲁棒性，保证内存中的海量数据不会丢失。然而，在上一代X86体系结构中，CPU的扩展性达不到几十路到上百路的规模；对内存容量的支持也仅能勉强达到1TB的级别；对于海量数据在易失性内存中的安全保存也没有作非常好的优化，很难满足上述三个要求。为了让X86架构能够更好地支持内存计算，X86架构的CPU厂商（主要是Intel）推出了新一代为内存计算而优化的体系结构（至强E7），如图3-7所示
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图3-7　新旧两代X86服务器CPU的比较。


1）更强的计算能力

早期处理器性能的提升主要依赖于主频的提高，但由于能耗与散热条件的限制，这种方法在2005年左右碰到了障碍。于是业界开始转向多核处理器的设计，即每个处理器内包含多个相互独立的计算内核。在多核处理器之前，英特尔开发了超线程技术，允许一个处理内核可以在同一时间执行多条指令线程，从而更好地利用CPU的片上资源。多核、多线程、高可扩展的SMP（Symmetrical Multi-Processing，对移多处理技术）架构，为X86服务器奠定了运行内存计算应用的基础。

与上一代至强7500相比，至强E7的内核数量由8核16线程增加到了10核20线程；同时得益于QPI（Quick Path Interconnect，快速通道互联）总线架构，基于至强E7的服务器可以从双路扩展到四路、八路，直至256路。这些技术进步使得内存计算应用可以在单一系统内获得更多的计算资源，用户甚至可以部署1000以上内核的系统，实现更复杂的实时分析。

2）更大的内存容量支持

对于内存计算来说，内存子系统的性能非常重要。一方面，64位操作系统的普及，使得今天的X86服务器内存可以超过32位的4GB，理论上达到几乎无限制的18 Exabyte（即180亿GB）；另一方面，随着平台技术的发展，以及每GB内存价格的下降，服务器系统内存容量越来越大。

新一代至强E7通过大容量缓存、更高内存带宽以及更大容量的内存来满足这一需求。比如，至强7500的三级缓存是24MB，至强E7达到了30MB，这使得在内存计算应用中，CPU计算内核可以直接从缓存中读取更多的数据，访问速度更快。在内存方面，以四路服务器为例，至强7500系统支持16GB内存条，最大内存容量为1TB，而至强E7系统可以支持32GB的内存条，系统内存容量扩大到2TB。另外在内存计算应用中，快速的I/O也很关键，至强E7通过QPI互连总线，大大提高了CPU与内存之间、CPU与CPU之间以及节点之间的数据传输速率。

3）更高的可用性

面向海量数据实时分析的系统对稳定可靠性的要求是不言而喻的。新的至强E7服务器平台在安全可靠性（RAS）方面提供了更多的支持。比如双机数据恢复（Double Device Data Correction，DDDC）允许当内存同时出现两个错误时，这对内存计算非常有用。又比如机器校验结构（Machine CheckArchitecture，MCA）恢复技术使得内存计算应用可以与操作系统一起，从许多无法纠正的内存错误中不停机就可以恢复数据。在至强E7中，类似这样的RAS技术还有20多项。

X86系统架构为内存计算所进行的这些改进极大地提高了系统内存计算的效率，在一个针对32亿条POS机销售记录的复杂模型中，英特尔与SAP进行了联合测试，测试表明，跟上一代的至强7500相比，至强E7的性能提高了1.37倍。另外，同样基于至强E7平台，英特尔超线程技术性能提升1.21倍，NUMA技术提升1.07倍，睿频加速（TurboBoost）技术提升1.04倍。

3.2.2.2　基于计算型内存的体系结构

基于X86体系结构的内存计算系统做出的最重要的改进是将海量数据保存在内存当中进行计算，避免了传统计算机体系结构中CPU需要到磁盘当中访问海量数据所引起的I/O延迟问题。然而，在数据密集型计算中将海量数据从磁盘迁移到内存中来提高计算性能是不够的，因为内存与CPU之间的速度鸿沟仍然存在，内存到CPU之间数据通路的带宽也没有增加，内存中的数据仍然是串行调入内存进行处理的。如果能将CPU或者运算单元和内存之间的距离进一步缩短，甚至直接将运算单元嵌入内存当中去，那么计算机整体的性能将会得到极大的提高[2]，具体表现在：①访问速度更快。由于CPU与内存之间的距离被缩短，存储访问延迟将进一步缩小。同时，内存与内存之间的数据流动不再依赖CPU→内存总线的参与，直接在内存之间进行，消除了传统内存数据迁移所必须经历的内存→CPU→内存的繁复过程，从另一个方面提高了数据访问的速度。②系统功耗更低[3]。由于减少了数据的流动，系统将不再为数据的搬运消耗太多的电力，同时，为了保证内存中嵌入计算单元后结构能够简单高效，这些计算单元往往是简单、专用的逻辑单元，将会比复杂的CPU具有更低的能耗。③带宽更高[4]。在内存中嵌入计算单元后，每个带有计算单元的内存成为相互独立的个体，一个内存地址被分配到行地址和列地址上，而传统上的内存的编址是通过行地址和列地址复用地址总线来达到的。通过将计算单元嵌入内存当中，对于相同容量的内存，内存的位宽得到了平方倍的扩增。④使用更灵活[6]。嵌入运算单元的内存结构可以被设置为两种工作模式：内存计算模式和普通内存模式。当需要进行内存计算时，将内存切换为内存计算模式，从而提高对数据密集型计算的计算能力。当计算机系统进行一般的计算时，可以将嵌入了计算单元的内存设置为普通内存模式，从而使之适合一般计算的使用。⑤计算并行[6]。由于每一个嵌入计算单元的内存都具有一定的计算能力，如果将一个计算任务分配到多个内存单元当中去计算就能达到并行计算的目的，更进一步，如果能够合理地分配计算任务，使得每个内存单元所分配到的计算任务是都是围绕本地数据进行的，那么整个系统的执行效率将得到更显著的提升。

这种将计算单元与内存单元集成的内存称为计算内存，大概可以分为两类，一类是CPU和内存相互独立，CPU具有较为完整的结构和功能，内存和CPU通过总线连接，这种结构称为“岛式计算内存结构”；另一类是将简单的逻辑运算单元在生产过程中就与内存单元集成到一起，这种结构称为“全集成计算内存结构”。两种结构的比较如图3-8所示[7]。
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图3-8　岛式计算内存（a）和全集成计算内存（b）的结构比较


目前，较有代表性的计算型内存有FlexRAM[8]、CIMM[9]、IRAM[10]-[11]、Activepages[12]、DIVA[13]-[14]等，它们的设计思想虽然都是将内存与计算单元集成到一起从而达到提高计算性能的目的，但是在实现上却有着各自不同的结构和原理，下面将对这些具有代表性的计算内存进行逐一介绍。

1）FlexRAM结构及原理

FlexRAM是一个种全集成式计算型内存结构，该系统有较高的内存带宽，能够在不重新编译的情况下直接运行在X86系统上运行的程序。FlexRAM系统结构如图3-9所示，FlexRAM存储系统外部通过传统内存总线和主计算机（P．Host）和传统内存相连。FlexRAM包含多个简单的计算单元（P．Array），P．Array完全和DRAM宏单元集成在一起。为了避免P．Array之间形成复杂的互连关系，限定每个P．Array只能访问部分片上DRAM。为了提高P．Array的可用性，芯片上还加入了一种低发射的超标量RISC处理核（P．Mem），用以协调和管理P．Array，同时执行和串行相关的任务。P．Mem的加入使得CPU不用负责P．Array的管理，减轻了CPU的负担。
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图3-9　FlexRAM系统结构


每个P．Array与1MB的DRAM集成到一起，为了使P．Array面积与DRAM面积保持合理的比例，每个P．Array必须非常简单。因此，P．Array是一个简单的32位定点RISC计算单元，主频为400MHz，包含4级流水线和16个通用寄存器、1个存储缓冲器，没有cache，拥有28条16位指令。每四个P．Array构成一个逻辑环，环内四个P．Array共享一个乘法器和一个8KB的4端口的SRAM指令存储器。除每个P．Array自身的1MB DRAM外，还能访问相邻两个P．Array的1MB DRAM。非邻居P．Array之间的通信必须通过P．Mem进行，P．Mem可以访问所有的存储器[8]。P．Array的数据路径如3-10所示。
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图3-10　P．Array数据流动路径


P．Array之间的同步通过全局P．Array栅栏（Barrier）实现，栅栏使用两个原语：通知（Notification）和广播（Broadcast）。每个P．Array通过通知总线向P．Mem“通知寄存器”的对应位发送置位“通知”。P．Mem可以巡回检测该寄存器，或者当某种位模式出现时被中断，P．Mem通过全局总线向所有P．Array广播“通知寄存器”和广播标志位。P．Array接收该通知寄存器和广播标志位，通过检测广播标志位，获知数据是否到达。

P．Mem是一个双流水线超标量处理器，主频400MHz，支持浮点运算，含有16KB的一级指令和数据Cache。P．Mem之间通信通过片间互连网络进行，片内只有一个输入队列、一个输出队列和简单的消息报文逻辑。消息报文路由由片外路由器IC来完成。

P．Host负责控制P．Mem和运行操作系统等工作。P．Host与P．Mem的交互是通过内存总线完成的，在内存总线上P．Host与P．Mem遵循以下协议进行通信：P．Host向P．Mem的特定寄存器写入该P．Mem需要执行的程序地址，P．Mem收到该地址后从该地址获得机器指令并开始执行程序。当P．Host需要获得P．Mem的执行结果时，P．Host首先通过内存总线读取P．Mem上的另一个特定寄存器尝试获得执行结果，如果在P．Mem上执行的任务还没有完成，P．Mem将会发送一个通知信号到内存总线控制器，内存总线控制器将会缓存这个信号并且定时查询这个信号，内存控制器一旦发现该任务完成，将会通知P．Host，P．Host收到该通知后会再次读取P．Mem上的特定寄存器，最后获得P．Mem的执行结果。

为了提高可编程性，P．Mem、P．Array使用虚拟存储器。在一个程序中，P．Mem、P．Array与P．Host共享虚拟内存地址。在编写程序时，程序员可以显式地指明数据在P．Mem、P．Array中的分布方式，如果编译器足够强大，数据在P．Mem、P．Array中的分布方式可以由编译器自动完成。在每一个P．Mem中，虚拟地址与物理地址的转换关系保存在本地的TLB中并且备份在存储器页表中，由所有P．Mem共享。而在每一个P．Array中，为了节约内存空间，虚拟地址的转换表被保存在一个8路全相连TLB中。如果TLB不命中，P．Array将访问存储器，那里保存着P．Array自身DRAM体与两个相邻DRAM体的完整映像信息。与TLB不同，存储器里的P．Array映像信息不是按虚实页号对应表来组织的，而是按每个数据结构起止页号表构成的。在这个表格里，内存中由于DRAM体内的每个数据结构都是以连续方式分配的，因此一旦在表格里找到了正确的数据结构，通过简单的计算就能直接产生正确的TLB信息。值得注意的是，这一系列地址映射关系仅是针对数据的存取而设计的，指令是由各计算单元直接从专门存放指令的内存中读取，因此不需要地址转换[8]。

2）CIMM结构及原理

CIMM系统是一种集成式计算内存结构，被用来做视频编码中的运动估计。CIMM中的计算内存与主内存使用同一个地址空间。不同于其他并行系统的是，CIMM系统可以分为软硬件两个部分，系统软件由传统计算机处理器执行，而运动估计算法则由计算内存完成。CIMM的编程方式也与其他系统不同，程序员必须使用CIMM专用的指令进行编程。可见，在CIMM系统中，计算内存是作为执行运动估计算法的功能单元来使用的。

CIMM系统由高性能通用处理器、计算内存阵列、一个或多个协处理器、内存以及输入输出设备组成，如图3-11所示。计算内存阵列作为一个独立的设备存在于系统当中，并与其他设备一样挂载在同一条系统总线上。图中的内存计算阵列是由多个专用计算内存单元（ACME）组成的。每个计算内存单元由一个执行单元（CE）、一个内存单元以及一个有限状态机（FSM）构成。
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图3-11　CIMM结构图


通用处理器能访问所有ACME存储器。而每个ACME存储器是每个CE的私有存储器。ACME之间有专用高速通道连接，这种连接通道是CIMM内存树解码器的一部分。ACME之间的数据一致性由程序员控制。FSM负责ACME内部所有工作的执行。
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图3-12　CIMM内部结构


3）DIVA结构及原理

DIVA是一种岛式内存计算结构。DIVA的设计目标是实现一种通用的内存计算系统。在DIVA系统中，计算内存充当着主存和计算单元的双重角色。由于DIVA脱胎于传统计算机体系结构，因此DIVA能够支持广泛的应用程序，同时又具有计算内存体系结构高总线带宽、低访存延时等特点。DIVA由主处理器、内存控制器、主处理器本地总线、系统总线、总线接口单元和挂接于系统总线上的其他设备构成，如图3-13所示。系统中的计算结果合并、数据同步、非本地数据的访问，都是通过消息通信来完成的。从程序员的角度来看，DIVA系统是一个由消息通信和共享内存支撑起来的编程模型，是对传统消息传递机制和内存共享机制的一个折中。在没有主处理器参与情况下，DIVA系统通过消息传递，DIVA系统完成了各个PIM之间，在没有主处理器参与情况下的通信，这种机制减轻了主处理器的负担，同时提高了PIM单元之间信息传递的效率。
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图3-13　DIVA结构图


在DIVA系统中，PIM之间通过PIM-PIM内部总线连接，相邻的PIM挂接在一个PIM路由元件上，PIM之间的消息通过路由组件转发，如图3-14所示。从一个PIM发出的消息先缓存在PBUF内等待发送，而当一个PIM收到消息后，该消息会自动保存在本地的PBUF中，等待PIM将其读走。PIM与主处理器的连接通过标准的JEDEC内存接口协议实现，因此从主处理器的角度来看，消息的发送、接收和传统的内存访问没有区别。PIM支持单一、顺序指令执行，包括32位指令和32位地址。两条数据通路通过一个单执行控制单元来协调工作，标量数据通路用来传输顺序执行的32位指令，通用数据通路用来传输并行的256位指令。两条数据通路都在一个5级流水线的控制下执行一条指令，另外还有一些指令能够不通过内存直接传输。
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图3-14　DIVA内部结构图


4）Active pages结构及原理

Active pages是一种岛式计算内存，与其他计算内存的结构不同，Active pages的计算单元是可编程逻辑器件，因此Active pages计算内存结构是可以重构的。在Active pages体系结构中，整个计算内存部分的内存被分成许多个内存页，与这些内存页集成的计算单元不是通用的处理器，而是面向内存页数据计算的可编程运算单元，如图3-15所示。比如，如果一个内存页上存储的是一个数组，那么与该内存页集成的逻辑器件可能会有插入、删除、查找等硬件逻辑函数。Active pages计算内存需要在通用处理器的指挥下完成工作，然后将工作结果再传给通用处理器进行计算。在这个过程中，通用处理器通过内存映射和内存写操作，直接调用Active pages的硬件功能函数，得到计算结果。然后通用处理器以同样的内存映射和内存写操作，直接调用各个Active pages单元的数据收集硬件功能函数，将各个Active pages内的计算结果收集到通用处理器中来。如果需要，通用处理器再对收集到的数据作进一步的处理。
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图3-15　Active pages内部结构图


RADram是Active pages计算内存体系结构的一个具体实现，它由一个主频为1GHz的通用处理器、一个64kb的一级I-Cache、一个64kb的一级D-Cache，以及256个主频为100MHz的可编程逻辑器件构成。每个可编程逻辑器件都含有一个4输入的逻辑查找表，用以实现硬件的功能函数，这个查找表的大小足以支持这些由512KB倍数大小的Active pages所产生的计算结果。

RADram使用处理器仲裁各个Active pages之间的通信。当一个Active pages功能函数需要使用一块特定大小的内存，而本地内存又不能满足Active pages对内存大小的需要时，Active pages将会产生一个通用处理器中断，通用处理器收到这个中断信号后，会将这个功能函数所使用的部分数据交给其他Active pages处理。

表3-1给出了各种计算型内存的比较，计算型内存依据不同的成本要求、不同的应用场合，以及组成计算型内存的计算单元种类，可以分成多种类型。但是，计算型内存的设计初衷都是遵循减少访存时间、提高并行能力、降低系统功耗的原则设计的[15]-[16]。


表3-1　各种计算内存的比较
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3.3　内存计算的系统软件

用于内存计算的专用内存具有传统内存所不具备的非易失性，因此能够像磁盘一样永久地保存海量的数据。但是，由于内存设备与磁盘设备先天的不同，内存能够更精确和快速地寻址，具有有限的寿命和独特的读写机制。因此，需要一种专用的文件系统用来管理和放置内存中的海量数据，同时延长内存的使用寿命，并且合理地回收被释放的内存空间。而对于那些集成了计算单元的计算型内存，为了进一步发掘其运算性能，减少数据的流动和访问，需要为其设计专用的数据及任务分配和调度策略。这些分配和调度策略有些是基于编译的，有些是根据系统状态动态调整的。由于计算型内存体系结构的多样性，这些策略没有统一的模型，本节将对一些具有代表性的调度策略进行分析。

3.3.1　内存文件系统

由于内存计算常使用非易失性内存（NVM），断电时不丢失数据使得操作系统可以花费更少的精力在把内存的数据换到外存中，这样就可以获得更好的性能。因此，传统的文件系统需要进行改进以适应非易失性内存。这些修改主要集中在外存的文件和它的元数据的存储方式、文件在操作过程中的数据管理、文件系统一致性控制以及NVM文件系统特有的对写次数的优化。

3.3.1.1　文件的存储和分配方式

元数据是描述数据的数据。在文件系统领域每一个文件对应一个元数据结构体。这个结构体包括文件的属性，比如文件拥有者、权限、映射信息还有文件的创建、修改及访问时间等。文件系统使用文件的元数据来描述文件并组织文件在物理存储上的空间。文件的存储方式主要是以元数据的存储方式来区别的。

传统的文件存储方法大体分为连续分配、链接分配、索引分配。而对于使用了NVM的内存计算系统来说，目前文件的存储方式多趋向使用索引分配。树状存储方式、混合索引存储方式即是基于索引分配的。映射表存储方式是一种比较新的文件存储方法，它有些类似于内存管理中页式管理，之所以这样做是充分利用了NVM的非易失性。下面将分析它们的具体实现。

对于本地文件系统，传统的UNIX系统使用inode数据结构来存储文件元数据信息，使用混合索引的方式来组织分配元数据。对于像PCM这样的非易失性存储体来说，可以在UNIX存储方法的基础上进行改进。目前比较常见的文件存储方式如下。

1）树状存储方式

树状的文件系统类似于应用于网络的WAFL文件系统[17]，它使用树数据结构来管理文件的元数据。对于不同的文件类型，索引结点的结构会有一定的变化。在树状存储方式中，文件类型有三种：①索引文件（inode file）。由一系列固定大小的、类似UNIX的索引组成，每一个都代表一个独立的文件或文件目录。其中，树根结点中包含一个指向下级结点的指针，同时包含索引文件树结构的高度。树根结点在文件系统启动后被存放在NVM中的一个固定位置，以便需要时快速读出。索引结点中包含了诸如根目录、文件大小之类的元数据。图3-16中上半部分即是一个索引文件的示意图。其中虚线的部分即是该索引文件中的数据：一个由索引组成的表单，每个索引表中的条目指向一个目录文件或者数据文件。②目录文件。由许多“目录入口”组成，这些目录入口包含相关文件的索引文件指针（inumber）和文件名。图3-16中目录文件中虚线框出的部分即是目录文件的目录入口。③数据文件。只包含了文件的实际内容。
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图3-16　树状的元数据存储方式


三种文件的元数据都存放在一定大小、结构相同的索引块中，树的叶子结点代表了文件的单个数据块，例如用户数据、目录入口和单条索引。树的内部结点包含了指向下级的指针，例如使用了512个64位的指针组成4KB数据块。

三种文件使用相同的组织方式，树的高度通常在根节点指针后面给出。以4KB数据块、64位指针的情况为例，假定树的高度为0，那么根结点中指针将直接指向一个数据块；当树的高度为1时，根指针先指向一个内部的有512个指针的结点，其中的每个指针又指向一个4KB的数据块。以此类推，高度为3的索引树可以最大存放1GB数据，高度为5的索引树则扩大到256TB。当然这并不意味着一个指定高度的索引树必然指向最大的文件，如果高度为3的索引树指向小于1GB的文件，那么索引块中一些指针必然未被使用，这些指针将被赋值为NULL，以表示它们未被使用。

文件在操作过程中可能会增大到原本的树结构不能完全描述的程度，所以在这个过程中树结构将发生一些变化，这些变化将在下一节文件操作中提到。

2）混合索引存储方式

混合索引存储方式同样使用索引结点来实现文件系统数据结构[19]。与树状存储方式不同，混合索引存储方式使用既定的多级指针，在文件较小时，可以取得更快的读取速度。混合索引存储方式一个典型的应用是使用了Flash Memory和NVM作为外存构架的文件系统。

图3-17是一个混合索引存储方式的元数据结构。顶部列出了索引结点的类型。超级块用于存储整个文件系统的一些描述信息，索引位图和数据页位图用来管理文件系统中的空闲块，数据块信息用来记录Flash Memory块的信息，文件名、目录名存储在NVM中。
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图3-17　混合索引存储方式的元数据结构


图中的索引结点中除了包含一些文件的元数据外，主要包含了44个直接块指针、2个1级间接块指针和2个2级间接块指针。44个直接块指针指向文件的头44个数据块。1级间接块指针指向含有128个块指针的数据块，而2级间接块指针则指向含有1级间接块指针的数据块。

和树状存储方式一样，混合索引方式把目录文件按与一般文件同样的方法组织索引结点。只是目录文件的数据是其他文件和目录的索引块指针。然而，直接存放目录文件列表会导致目录文件查找时间开销过大的问题。在实际中常使用Hash表来提高文件访问的效率。目录中的文件名通过Hash函数映射到目录文件中一个位置，以后如果要访问目录中一个文件，只需要通过Hash函数映射到该位置来得到数据。混合索引的索引结点较树状存储方式更易于实现，这使得用Hash表的方式来组织目录成为可能。

3）映射表存储方式

映射表存储方法是一种不同的存储管理方法[20]，尽管它也用索引结点来记录文件的基本信息。映射表存储方式在从文件名到外存地址的转换过程中加入了一个从文件名到虚拟地址的转换。如图3-18所示，映射表存储方式的核心部分是物理内存空间中第二部分的内存映射表。在文件名转换到虚拟地址之后，映射表完成类似于内存管理中页表的作用，它把一个文件的“虚拟地址页”转换到实际的物理块上。
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图3-18　映射表存储方式


图3-19展示了映射表存储方式的存储结构：元数据、内存映射表、系统文件空间依次存储于物理地址空间内。元数据部分记录了存储体的一些基本信息，包括物理空间的大小、映射表大小等。内存映射表反映了虚拟地址到物理地址的转换关系。系统文件空间指示了虚拟内存中文件的组织结构。在虚拟内存空间中，超级块包含了整个文件系统的块大小、索引结点总数目、块总数目之类的文件系统信息，此外超级块也是文件的索引结点集合。每一个文件的索引结点中记录了文件的基础信息：文件名、文件权限、文件虚拟地址的起点等。这其中最重要的是文件的虚拟地址起点，当一个文件被读取的时候，首先要读出它的索引结点中的虚拟地址起点，由于文件在虚拟地址空间中是连续存放的，所以只要知道了要访问的地址（在虚拟地址空间中它是偏移量），加上虚拟地址起点，就可以得到要访问地址的虚拟地址。得到虚拟地址后就可以查找内存映射表，把虚拟地址页转换成物理内存中的物理块地址，最后就得到了文件在物理内存上的地址。
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图3-19　映射表存储方式的目录结构


映射表存储方式的目录结构类似于树状存储方式和混合索引存储方式，目录像普通文件一样被存储，其中包含了目录下文件的索引结点虚拟地址。不同之处在于，由于映射表存储方式由于在转换地址过程中增加了访问地址到虚拟地址的转换，使得文件实际物理大小可以和在虚拟地址空间中的大小不一致。实际上，映射表存储方式常使用空间预分配策略，这一策略会在物理存储体中预先分配空的文件，如图3-19所示。它们没有实际的内容，但也被分配到一些物理块上。空文件在文件操作时起到了优化工作效率的作用，这将在下一节的文件操作中更细致地讨论。

为了理解空文件在映射表存储系统中所起的作用，可以用三个不同的占用尺寸即文件占用大小，映射地址占用大小，虚拟地址占用大小来分析。文件占用大小即文件的实际大小，映射地址占用大小是文件在物理存储体上占用的大小，虚拟地址占用大小是文件在虚拟地址空间上占用的大小。虚拟地址占用大小总是大于等于映射地址占用大小，这意味着文件在分配过程中总存在着物理存储体上的空间浪费。通常会使用垃圾回收机制来循环利用这些空间。空文件没有实际的内容，所以它没有文件占用大小。但空文件仍然有映射地址占用大小，只是这个空间专属新分配的文件块使用。空文件同样占用虚拟地址空间，意味着它可以被虚拟地址空间统一管理。

3.3.1.2　文件操作

文件按特定的存储方式和目录形式被安排到外存中以后，并不意味着就可以静态地保留元数据和文件内容。只有在读文件内容的时候，文件的元数据和基本的数据结构才保持静态。在写文件、创建新文件等操作时，不同存储方式的文件系统会有不同的策略。

1）文件的基本操作

文件根据一定的方法被分配到特定的外存块上时，由于文件大小和基本信息的改变，文件的元数据和物理存储会发生一些变化。这些文件操作会有不同的实现机制。

基本的文件操作包括：①创建文件。系统为新文件分配外存空间，并在文件系统的目录中建立相应的目录项。②删除文件。删除系统目录中相应的目录项并回收存储空间。③读文件。根据用户提供的目录和文件名读取文件在外存中的内容。④写文件。根据文件名和文件在内存中的地址修改文件在内存中的数据。⑤打开文件。为了方便一个文件的多次读写，会先将文件的元数据读到内存的打开表中，以便用户对文件的快速修改和读出。⑥关闭文件。与打开文件相对，删除内存打开表中的文件元数据。

文件操作通常需要一个额外的进程来帮助实现，为了操作整个文件系统，它首先要得到一个索引结点的指针。以树状存储方式为例，进程会首先得到索引文件的根结点的指针，同时读取树状索引的高度、文件偏移量上限以及一个回调函数。回调函数将在得到正确的外存地址之后被调用。

由于文件操作使得元数据变多，这时候如果索引树的高度或者内部指针发生变化，文件操作进程将作相应的处理：在树的高度变化之前，文件操作进程首先检查访存请求地址是否超过目前索引树所能容纳的范围；如果超过，进程将分配一个新的指针块，使这个块的第一个指针指向树的特定结点，并使该结点指针指向新分配的结点。递归地调用这一过程直到文件大小符合要求。下面具体讨论树状存储方式的文件系统在特定的文件操作时的操作。

（1）打开文件。文件操作进程分析用户提供的路径一步步找到文件系统中的目录入口。该文件的目录入口将被写入内存中，当文件下一次文件操作发生时将可以直接调出该目录入口。如果文件不存在或者要求创建，一个空闲表中的块将被使用并填写到索引中。

（2）读出文件。文件操作进程将在打开文件的列表中找出要读的文件并调用读出函数。如果该文件是数据文件，文件系统将文件拷贝到用户指定的缓冲区，如果文件是目录，文件操作进程将把其中的目录项内容拷贝到指定的目录项缓冲池，然后搜索要读的下一级目录或文件并读出该文件的索引结点。

（3）文件写操作。文件写操作需要对数据进行修改，所以要注意文件系统一致性问题，这将在后面着重讨论。如果文件系统使用了写时拷贝（copy-on-write）策略，进程将首先根据目录项找出文件的索引文件，然后尝试询问是否使用了原地写策略；如果是，则立即在文件数据上更改，否则先建立一个数据块的备份，再在备份上作修改。进程同时也会相应地修改文件元数据中的相关信息。

（4）关闭文件。文件操作进程首先检查文件或目录是否已被标记成删除。如果是，进程将通过目录找到文件的索引文件指针并将其修改为空指针。接着进程将修改空闲块表来保持文件系统一致性。

混合索引的文件操作和传统的文件系统类似，下面分析映射表存储方式的文件操作。映射表存储方式为了优化文件操作的性能使用了空文件。当创建新文件或增加一个文件的占用空间时，文件系统要给一个新的文件分配物理块。这时映射表存储方式的文件操作进程首先会找一个空的文件分配给它。空文件在文件系统中充当了空闲块的作用。如果一个文件在操作中变小，这个文件占用的虚拟地址空间的大小不会变化，结果文件的剩余部分不被利用；如果一个文件被删除，这个文件会变成空文件而不被从文件系统中删除。这样的操作使得文件空闲块可以整合到文件存储方式中。

文件在操作中不可避免地会调用文件的元数据，这些元数据通常存放在索引结点中。与传统的文件系统不同，基于NVM的系统可以尽量减少元数据的写回操作，以降低文件操作的系统开销。具体来说，对于固定位置的元数据，诸如超级块、位示图，文件系统在启动时已将其读入NVM。而对于不固定位置的元数据，诸如文件、目录索引块，文件系统仅在需要时将其读入NVM。作为一种利用NVM的优化，文件系统在运行中将不会把元数据写回到外存中。如果需要，用户可以通过特定的系统调用把全部的元数据写回到外存中。即使文件系统出现崩溃，元数据页也会被组织成列表存放在NVM中，这样就保证了文件系统的一致性。

2）垃圾收集机制

垃圾收集是一种特殊的文件操作，通常它在空闲块不够用而又有新的文件块请求时被自动调用以循环利用外存中的块[21]。比较有效的垃圾收集机制往往可以快速找到外存中已经修改过的数据块，因为数据块已经过时。目前比较有效的策略是找出那些在内存中频繁更新的数据，这些数据通常称为热数据，这是因为热数据的更改会使得外存中所对应的块过时。

为了回收过时的块，垃圾收集机制可以先从元数据着手。元数据在读写文件或修改文件信息时很频繁地被修改。元数据块往往存储在内存的NVM中，文件系统不需要频繁地将其写出，因此外存元数据块是最好的垃圾收集的候选。

一些特殊存储机制如映射表存储方式有着特殊的空闲块分配方法，它的垃圾收集机制也会随之有所变化。映射表存储机制会创建很多空文件，这占用了很多外存空间。当外存中没有被映射进映射表的虚拟地址空间的块少于一个既定的阈值时，将启动垃圾收集机制，垃圾收集进程会先检测那些已经被分配出去的空文件，以把它们分配给请求的数据块。如果还需要更多的外存空间，垃圾收集机制会根据外存块的最后修改时间，选出外存中已经长时间没有修改的块调出到内存NVM中，这样可以有效避免那些经常被写回到外存中的块被收集进内存后再次被调出的情况。

3.3.1.3　文件系统一致性

文件系统一致性控制是文件系统要处理的首要问题。在传统的文件系统中，如果出现断电等原因导致文件系统崩溃，可能导致文件数据错误。例如，如果一个文件系统使用了上述的分块转换策略，在交换分块过程中把块a的数据写到临时块中，然后块b的数据覆盖了块a，如果这时候断电，就会发现块b的数据在两个块中同时出现的问题。

文件系统一致性包含了三个层次的概念[18]：元数据一致性、数据一致性和版本一致性。元数据一致性是最底层的一致性，它只保证元数据没有差错，但不能保证数据本身没有错误。数据一致性同时也包含了元数据的一致性，同时保证数据本身没有错误。版本一致性是最高级的一致性保证，它要求数据可以恢复到以前修改过的版本。

传统的计算机系统构架下有许多方法可以用来保证文件系统一致性。例如Fsck检查机制可以在系统崩溃之后检查文件系统一致性，并尝试纠正发现的错误。近年来出现了一些新的文件系统检查方法如Recon，也被用来检查文件系统在运行中发生错误引起的文件系统不一致。

日志是一种常见的维持文件系统一致性的方法。它是一种基于事务和检查点的文件恢复技术。它用写之前登记的方法解决一致性的问题。像Ext3、Ext4、JFS、NTFS等经典的文件系统都使用了日志来维护文件系统一致性。由于即使很小的改动也会让数据块写进日志区，对于元数据这样的频繁修改的数据块，日志系统可能会花费过多的时间用在日志操作上，因此对于使用了NVM的构架来说，需要对原本的系统作改进。

另一种常见的方式是影子分页技术，它不在原文件上直接修改而是拷贝一份新的数据块来修改。影子分页技术要用到更多的时间空间开销，但在使用了NVM后得到改善。一些新的文件系统，像ZFS和Btrfs都使用了影子分页来维护文件系统一致性。下面分析使用NVM系统构架后对原本系统的改进。

1）改进后的影子分页技术

在传统的影子分页技术中，每个对原文件数据的修改都要重建一个新的数据块，这样一个文件所有的数据块形成一棵树的结构。如果文件被保存到外存中，则将把所有的这些修改数据全部修改，并用最新一次的修改覆盖到外存中，这种技术被称为copy-on-write。由于其复制操作需要开销大，传统的影子分页技术不是一种高效的数据一致性维护策略，需要在引入NVM后进行一定的改进。图3-20所示为经过改进的影子分页技术在树状存储方式中的应用。
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图3-20　经过改进的影子分页技术在树状存储方式中的应用


经过改进的影子分页技术使用三种不同写策略来维护数据的一致性：

（1）原地写策略。这也是三种策略中最高效的一种。原地写策略只能适用于64位以下数据的写，这是因为一般的硬件只能保证64位以下操作是原子性操作。就元数据这样的数据块，原地写策略足够胜任。因为元数据都是由一个个小的记录组成的，这样可以分别用原地写策略来更改。

（2）原地增加策略。该策略利用一个文件中未使用的块。以树状存储方式为例，对于一个高度为3的2叉树结构（未包括根结点），最多可以有四个叶子结点。如果一个文件未使用完这四个叶子结点，那么要修改的数据可以申请存放在第四个叶子结点中。如果这个时候出现文件系统崩溃，那么未完成的修改将被恢复到系统崩溃之前的状态。

（3）部分copy-on-write。这是一种影子分页方法更一般的策略。在图3-20c中，用户要修改第三、第四个叶子结点上的数据，于是在原本树状存储方式基础上多分配两个结点并把第三、四个叶子结点的数据拷贝出去修改。这种方法由于只拷贝了要修改的数据块而使得效率提高。

2）改进后的日志技术

日志是传统文件系统中更常见的一种维持文件系统一致性的策略。日志记录了文件数据的修改情况，它通常包含了大量的文件修改后的状态。虽然日志文件在传统文件系统中大量使用，旦它因为维持了过多的状态而影响了整体性能。在使用了NVM之后，日志文件可以有效地存放在NVM上，以保证在断电等意外情况下也可以保留。这样，日志文件可以一直记录文件的修改操作，直到用户将最后版本的数据提交到外存。

NVM的容量并不适合含有大量状态的日志文件。修改过的日志系统同样使用事务来管理元数据的不同版本。为了提升性能，改进后的日志文件仅维持三个状态：原始状态，也就是文件从外存读入时的最初状态；更新状态，上一次修改前的状态；提交状态，即目前的状态。这样，如果用户要提交数据，提交状态会被写入外存中代替原始数据，然后NVM中的日志文件可以被删除。这样可以在维持文件系统一致性的基础上克服NVM访问速度和外存访问速度不匹配的问题。

3.3.1.4　文件系统对于写次数的优化

由于使用了NVM（以相变存储器PCM为代表）作为内存的材料，根据NVM的特点，写操作有着较DRAM明显的次数限制。例如PCM利用硫族化合物在晶态和非晶态巨大的导电性能差异来存储数据，写操作利用了PCM在通电时导电性的改变，这也就决定了PCM相比DRAM来说有着明显的写寿命限制。由于内存中大量的数据重复性写入，所以文件系统在设计过程中必须特别注意对NVM写次数的优化，是以NVM作为内存材料的内存计算文件系统相比传统文件系统的一个特别之处。

一些文件系统写次数优化策略可以用来更加平均地使用内存中的NVM。下面介绍几种常见的写次数优化策略。

1）强制换出策略

强制换出策略需要一个计数器来记录一个NVM块的写次数[22]。如果系统在使用过程中发现一个NVM块的写次数过于频繁（超过了一个预定的阈值），则将该块强制换出到外存。图3-21中以Flash Memory作为外存，NVM块8被强制换出然后终止计数器。这种策略使得换出的NVM块在一段时间内不再被使用。如果此时换出的块再次被访问，文件系统将自动分配一个其他的在NVM中的块，以保护之前的频繁写的块。
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图3-21　强制换出策略和词条转换策略


2）词条转换策略

强制换出策略可以在数据块层次上保持一个NVM的写次数限制，但是对于一个块中单个词条记录来说，仍然不能控制。例如，如果一个块中包含了一个文件的索引文件，而这个文件的大小信息不断修改，则只凭强制换出策略不能有效控制该块中单个数据在NVM中的写次数。词条转换策略在更细颗粒度的层次上控制写次数。如图3-21所示，只要文件系统交换了数据块，该系统将改变单条数据在一个数据块中的偏移量。这样就防止了一个特定数据结构中单个数据的重复写问题。

3）分块转换策略

类似于词条转换策略，也可在块的颗粒度上实现转换。这需要首先有一个记录块写次数的总计数器，在图3-22的左边可以看到。计数器包括分区表、使用次数、用来寻找空闲块的位示图。这有点类似于垃圾处理机制中的Hot-Cold机制。如果文件系统中最多写的块和最少写的块次数之差超过了一个阈值，则交换这两个块来平均整个文件系统块的写次数。
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图3-22　分块转换策略


3.3.2　任务及数据的调度

嵌入了计算单元的计算型内存为数据的并行计算带来了可能，而如何充分利用计算型内存的并行性成为提高整体内存计算体系结构性能的关键。目前，主要有两种方法用来提高并行计算的性能：①面向计算型内存体系结构优化的编译器。这些编译器可以通过分析计算过程中所使用的数据类型，所需要的内存带宽等信息动态地调整和优化整个系统的内存带宽[23]、缓存结构[24]-[25]，达到优化内存计算并行性的目的。②面向计算型内存体系结构优化的负载调度策略。通过优化的负载调度策略，系统中原有的工作负载被合理地分配到不同级别或不同位置的计算单元中，达到优化内存计算负载的目的。

3.3.2.1　编译器优化

由于编译器与计算机体系结构紧密联系在一起，因此，针对各种计算型内存系统一般都有专用编译器，有的可以根据数据类型动态地调整位宽，有的可以根据计算型内存的需要重新配置缓存栈的大小，有的根据编译时产生的信息优化代码位置或地址映射方式。然而，通过重新配置系统硬件的编译器优化方法不具普遍性，下面将对具有普遍意义的软件优化方法进行介绍。

在程序编译的过程中，编译器可以获得大量的有关代码数据结构、内存空间、逻辑嵌套等信息。利用这些信息，可以针对计算型内存的体系结构特点进行编译级别的优化。例如，通过对传统编译器得出的程序编译的结果进行分析，得到程序中代码段和数据段的内存分布和使用情况。然后，对这些内存地址进行分析，能够得到在程序地址空间内哪些虚拟内存被反复使用，并且这些被反复使用的内存是被哪些进程使用。获得这些信息后，面向计算内存的编译器就可以将代码段和数据段尽可能分配到一块计算内存当中，减少系统的访存延时。另外，由于计算型内存所集成的内存单元多为静态内存，因此在优化代码的过程中，编译器可以将使用频繁的内存页缓存起来，这样计算过程中产生的中间结果就能得到充分的利用。同样地，如果将计算内存内部频繁使用的静态内存地址保存下来，那么在程序运行的后续过程中，可以不通过查找页表等地址转换过程直接使用这块内存。

3.3.2.2　负载均衡

如上所述，通过对编译器优化，能够合理地分配带宽和缓存结构，达到优化任务执行的目的。然而，仅为计算型内存体系结构设计专用的编译器是远远不够的。在计算型内存体系结构中，整个计算机系统由多种不同的计算单元组成。这些计算单元拥有不同的内部结构和计算性能，如何将任务合理分配到这些计算单元当中，使整个系统具有更好的负载均衡策略也是一项非常重要的工作。由计算型内存组成的计算机体系结构，在任务并行当中会遇到四种传统负载均衡算法无法解决的问题。

（1）传统计算机体系结构中，计算部件是由一定数量且具有相同性能的计算单元组成，负载调度算法能够将任务均匀分配到各个计算单元中就能达到设计目的。而在计算型内存组成的体系结构中，不同计算单元具有不同的总线宽度和计算能力，因此传统的负载探测机制和调度策略在计算型内存所组成的体系结构上是行不通的。

（2）在数据访问层面，传统计算机所有的数据存储于共享的内存和磁盘中，各个CPU对数据的访问速度是平等的。而在计算型内存所组成的体系结构中，数据散布在主存和与子计算单元集成在一起的内存单元之中。因此，在最理想的情况下，每个计算单元所要计算的数据应该尽可能地存在于与本计算单元集成的内存单元当中，而在传统的计算机体系结构中，这一需求是难以满足的。

（3）对于计算型内存所构成的计算机体系结构，一定数量具有不同计算能力的计算单元紧密耦合地连接在一起，传统的并行编程模型如SIMD或者MIMD不能满足这种体系结构的并行编程需要。面对这种新型的体系结构，需要设计一种中等粒度的任务分割方法和并行机制以充分利用这些计算单元。

（4）业界已经为传统计算机体系结构研究出了很多实现并行计算的库函数，毫无疑问，由于系统结构的不同，这些库函数不能直接应用于计算型内存所构成的计算机上。如果能找到所有计算型内存所构成的计算机系统的共性，那么就能摸索出一种适合于新型体系结构的编程模型。进一步地，基于该模型，可以开发出专用的并行计算库函数。

为了克服计算型内存体系结构所遇到的上述四点困境，业界提出了很多解决方案。但总的来讲，一般是从现有机制的不足和计算内存体系结构的特点出发，从任务负载评估、数据分布及访存算法、任务分割三个方面进行研究的。

1）任务负载评估

在传统计算系统中，往往通过对程序部分执行代码的分析来预测程序的执行总时间，或者根据程序代码不同指令的执行时间表估算整个程序的总执行时间。前一个方法能够较为精确地估算，但是对于计算内存体系结构来讲，这种估算并不合理，并且每次的估算结果也不能作为其他程序估算的参照。后一个办法虽然能够应用于含有不同计算单元的计算内存体系结构，但是这种方法所得出的结果不够精确。

业界对如何精确估算计算内存体系结构的执行时间做出了许多研究。其中，SAGE是一种面向FlexRAM结构的解决方案。SAGE将以上两种方法融合在一起[26]，能够精确地估算运行于FlexRAM系统上的程序执行时间。SAGE将系统行为分为三个基本类型，即运算、内存访问和代码动态执行，并以这三种行为作参数，形成一张行为权重表。在SAGE的操作系统中，有一个守护进程负责初始化并实时更新这张权重表。系统启动时，这张表为空，每当一个行为被执行，守护进程将查找权重表内是否有该行为。如果没有，那么守护进程将根据执行这个行为的处理器类型和指令类型，得出该行为的权重，并将权重值记入权重表。当权重表内有足够的信息后，根据特定的负载均衡算法，将任务合理地分配到各种计算单元，以达到负载均衡和减少各计算单元之间同步次数的目的，如图3-23所示。
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图3-23　SAGE计算型内存任务分配策略


2）数据和任务分发

集成了计算单元的计算型内存打破了传统冯·诺伊曼结构所带来的内存墙，提高了内存带宽和容量。但是，这种计算型内存面临的一个重大问题是，数量众多的计算内存之间的通信给系统带来了额外的负担。因此需要合理地将数据分配到各个计算内存单元之中，降低计算内存阵列之间的通信及数据流动。实验证明，行排列和列排列的分配方法都会降低系统的性能，因此一种能够在系统初始化的时候合理地分配数据，并能够在系统运行时合理地移动数据的调度算法是提高系统性能的一个关键因素。计算内存体系结构上的数据分布可以分为系统初始化数据分布和系统运行时数据分布两个方面。

为了尽可能减少系统中数据在各个计算单元之间的流动，需要在系统启动的初期就将数据合理地分配到各个执行单元中保存，这些数据应该与本计算单元有极高的耦合度，保证在计算开始后就能够尽量减少计算单元对数据的访问时间。为了将数据合理地分配到各个计算单元当中，需要满足以下规则[27]：


for each data i do
  for each processor node j do
    compute the total communication cost when data i put in node j
      od
      sort processor nodes using the cost as a key in ascending order
      put data i in the node with minimum total communication cost
od


经过上述计算过程，系统中的总访问时间被降到最低。然而，这需要所有计算单元所集成的内存单元都足够容纳计算所需的计算数据。对于大多数应用场景，计算单元所集成的内存是有限的，因此会出现计算单元集成的内存不足以容纳数据的情况，这就造成了数据与计算内存之间的分配冲突。在PetaFlop内存计算系统中，使用了一种启发式算法，用以解决数据在计算内存阵列当中分配的问题，对数据与计算内存之间的分配问题的研究有一定的借鉴作用。该算法首先遵循前面提到的数据分配规则，试图将数据合理地分配到各个计算内存当中。当出现数据分配冲突时，系统就把冲突的数据放入等待队列当中，等到其他数据被合理地分配到最佳的计算内存中去之后，再重新为这些缓存数据分配存储位置，算法可以表示如下：


for each data i do
   for each processor node j do
    compute the total communication cost when data i put in node j
   od
   sort the processor nodes in ascending order of the communincation cost
   save in the processor list
   u=pop(processor list)
   if u's memory is not full then assign data i to u
   else put data i into the waitingQueue
   fi
od
while waitingQueue not empty do
    dequeue(data,waitingQueue)
    u=(processor list)
    if u's memory is not full then assign data i to u;break
    else enqueue data i into the waitingQueue
    fi
od


当需要计算的数据和程序依据上面提到的初始化规则被分配到计算内存中后，系统开始执行程序。在程序执行过程中，程序所需的数据可能会发生变化，这就需要对系统运行时的数据和程序进行分发。在PetaFlop中，系统为数据向各个计算单元的移动所付出的代价进行估算，形成一张边加权无环图，然后从这张图中找到消耗最小的路径，并通过这条路径将数据分配到计算内存中[28]：


for each data i do
   for each processor node j do
    compute the total communication cost when data i put in node j
   od
  construct the cost-graph for data i
  obtain the shortest path from s
assign data i to the processor lying on the shortest path in each execution window
od


3）任务分割

在传统计算机体系结构里，CPU由一定数量的结构相同的计算单元组成，因此每个计算单元的计算能力是类似的。而且，由于计算单元统一通过系统总线与存储设备相连接，因此每个计算单元与数据的距离也是相等的。所以，如果要各个计算单元能够并行地执行任务，只要将程序中的工作合理地分配到计算机的各个运算单元中就能达到目的。而在分布式系统中，往往借助消息传递接口（Message Passing Interface，MPI）、BSP等方式将任务并行化。但在计算内存所构成的体系结构中，计算单元的结构和性能各不相同，各种计算单元之间的互连网络也多种多样。因此，很难借鉴传统的计算机体系结构和分布式系统结构的任务分割方式。SAGE实现了一种面向计算内存体系结构的任务分割方式。首先SAGE分析程序，然后依照依赖关系将程序分割成一些代码块。并根据这些代码块所需要的计算能力，为每个代码块分配一个权重值。最后，根据这些代码块的权重值将它们分发到与之匹配的计算单元中。与其他并行系统不同，SAGE进行代码分析的单位是代码块而不是循环结构。


3.4　内存数据库

在传统数据库体系结构里，数据库中的数据主要保存在磁盘上。因此，事务处理不可避免地需要对磁盘进行频繁的I/O操作。为了减少数据访问延迟，传统数据库一直以减少磁盘读写次数作为优化目标，尽可能避免磁盘I/O。然而随着数据库中数据量的增加和用户对数据库实时性要求的提高，传统数据库已经很难满足应用系统对数据高效访问的需求。内存数据库（Main Memory Database，MMDB）的主要设计理念是将数据从磁盘迁移到内存中，从而直接消除磁盘I/O对数据库速度的影响，达到提高数据库事务处理性能的目的[29]。内存数据库非常适合于需要快速响应和高事务吞吐量的应用环境。与DRDB（Disk Resident Database，磁盘数据库）相比，MMDB具有如下优点：①完成同样功能所需的机器指令大大减少；②不再需要缓冲区管理器；③简化了内存管理，降低了内存开销[30]。

3.4.1　内存数据库的结构

内存数据库依托操作系统提供的共享内存机制，将整个数据库装入一块共享内存当中，访问数据库的进程只需要将整个数据库或数据库的一部分映射到本进程的虚地址空间，即可实现对该数据库的直接访问。不仅如此，由于数据库的关系和索引数据驻留在内存中，应用进程可以通过指针或地址偏移量访问数据，无须像传统数据库一样通过缓冲区管理器访问数据，内存数据库与传统数据库的结构对比如图3-24所示[30]。
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图3-24　传统数据库和内存数据库的比较


3.4.2　内存数据库的关键技术

3.4.2.1　存储

对于磁盘数据库而言，由于其数据存放在磁道上，导致其适合于顺序读取数据。如果要随机读取数据，I/O延迟将变得很严重。相比之下，内存数据库把数据存放在可以随机读取的内存上，访问速度是磁盘的几十倍。因此内存数据库在数据存储上的主要性能瓶颈不再是I/O延迟，而转变为内存数据访问的延迟和处理器运行数据管理算法的延迟。为了尽量减少这些延迟，一般采用空间换时间的策略。

在内存数据库的设计和使用中，也要考虑到对传统磁盘数据库的兼容。一些内存数据库管理系统使用和磁盘数据库相同的记录存储格式，以提高在两个系统之间转换的效率。然而对于内存数据库中各个记录属性的访问通常通过指针来直接访问，这比磁盘数据库使用变长属性在记录中的偏移量访问属性的方法更高效。

利用指针访问数据同样可以为应用程序带来更大的灵活性，应用程序可以直接操纵内存中的数据。但这也会带来一些问题，由于处理器和内存之间的缓存（Cache）广泛存在于现今的计算机硬件构架中，因此通过指针直接访问内存数据库不能很好地配合Cache。在一些内存数据库系统如Dali系统中，底层的API可以提供给用户直接访问数据库文件的方法。然而，用户需要自己保证数据指针的正确性，而且随机访问内存中的数据会出现不同程度的内存块反复装入Cache的现象。因此，内存数据库存储设计不仅要考虑内存访问方式，也要考虑缓存对数据访问的影响，这是目前一些内存数据库仍没有解决的问题[31]。

3.4.2.2　数据访问

大多数磁盘数据库在数据访问中所使用的数据结构不能直接使用在内存数据库上。例如，磁盘数据库中广泛出现的B＋树索引结构，索引中只有磁盘地址，数据访问需要先得到其地址，再在磁盘上对数据访问。这降低了内存数据库的访问效率，这是因为内存数据库完全可以把一部分数据直接存放在索引结构中，以换取更高的效率。对于那些不能存放在索引结构中的数据，内存数据库使用指针“间接”访问数据。由于内存访问速度较磁盘快很多，B＋树的深度增加也只是增加了几次内存访问，所以B＋树深度在内存数据库中对数据访问性能的影响不再像在磁盘数据库中那样明显。

除了对传统的磁盘数据库数据访问机制做出改进之外，在内存数据库系统刚刚兴起时，学术界也提出了不少针对内存数据库系统的索引，例如T树、Hash索引等。T树的结构类类似于平衡二叉树，与平衡二叉树不同之处在于其每个结点中有多个索引项。T树的优点是它的高空间利用率，其每个结点上的索引项都存储直接指向记录的指针[32]。Hash索引的实现方式根据策略的不同而异，它的优点在于对指针的查询时延很小。但是，Hash索引对一个区域的数据进行查询时就不再具有优势，这是因为Hash索引需要多次重复查询每一个数据指针，而不能像其他索引树那样顺次得到指针，这是由Hash索引对数据指针的散列存放决定的。尽管这些数据结构对内存数据库的访问起到了一定推动作用，然而随着目前学术界对处理器缓存作用认识的逐渐加深，内存数据库数据访问技术的热点研究方向愈发转变到如何更好地利用处理器缓存来加速访存上，以期性能可以得到最大优化。之前用到的索引结构，比如T树，没有对缓存作足够的重视，导致其缓存利用率低，反而制约了其性能潜力的发掘。因此学术界又相继提出了缓存敏感索引和多种针对缓存效率的索引优化方法。在MMDB系统刚刚兴起时，学术界提出了不少适合于MMDB系统的索引，例如T树、Hash索引等。T树基本上是平衡二叉树，但是它的每个结点上有多个索引项，并且不包含其他中间结点。T树具有相当好的空间利用率，每个结点上的索引项都存储直接指向记录的指针[32]。Hash索引可以根据不同的策略采取多种不同的实现方式。Hash索引对指针的查询很快，但是对区域查询（Range Scan）就无法快速地完成，需要多次重复查询。因为在树上可能相邻的两个元素，在Hash表里很可能被分配到不同的桶上。但是目前，随着对处理器缓存作用认识的逐渐加深，MMDB数据访问技术的热点研究方向是在访问的过程中如何更好地利用处理器缓存，使得性能能得到最大优化。学术界重新研究了在MMDB系统中曾普遍使用的索引，例如T树，发现其对缓存的利用率很差，反而制约了其性能潜力的发掘。因此学术界又相继研制出了对缓存敏感的索引，例如CSS树、CSB＋树等。同时多种针对缓存效率的索引优化方法也被使用。

3.4.2.3　查询

内存数据库查询操作的开销主要是处理器的计算时间和内存访问时间。内存数据库使用一些方法来减少这两种开销。例如，可以将表中外键用外键指针来标志，这样相同的外键值可以使用相同的指针。当数据库执行Join操作时，可以直接比较外键指针而不是外键的值，这种方法在外键值类型为字符串时可以取得尤为明显的效率提升。同样的，在物化的中间结果上也只需要保存指向实际值的指针，而不必将实际数据拷贝到中间结果表上[33]。

在一些内存数据库中，Join操作不再使用磁盘数据库中使用的归并排序。这是因为归并排序这种基于“分治”思想的排序方法虽然非常适用于需要从磁盘中读取部分数据到内存的磁盘数据库，但是对于内存数据库而言，它的处理时间开销和大量中间结果的空间开销可能导致查询效率的降低。一些研究数据显示基于T树的归并Join可以取得比归并排序更好的性能。但是，由于归并排序可以通过对缓存作优化来得到更高的效率，目前它仍然是内存数据库中一种重要的排序方法。在DRDB系统上，查询处理的时间消耗以磁盘的I/O操作时间为主，而在MMDB上，因为没有磁盘的I/O操作，因此处理器的计算时间和缓存的利用成为最主要的开销。在MMDB上，有不少特殊的查询处理方法。例如将表里面的外键值用指向外键值的指针来替换。外键的值相同就使用相同的指针。这样在执行Join操作时，可以直接比较外键指针，而不是比较外键的值，在外键的值是字符串类型的时候这种方法是比较高效的。同样的道理，在物化的中间结果上也只需要保存指向实际值的指针，而不必将实际数据拷贝到中间结果表上[33]。

3.4.2.4　并发控制

内存数据库由于其高速的内存数据访问而大大缩减了事务的执行时间。因此，基于锁的内存数据库并发控制不需要很长的加锁时间。在磁盘数据库中，并发控制需要时刻注意锁的控制和操作，小粒度的锁可以用来减少对锁的竞争。内存数据库则可以使用大粒度的锁，例如表级锁，来简化锁管理，以达到更高的性能。

内存数据库也同时支持对整个数据库加锁。对数据库加锁使得所有的事务串行化执行，这可以带来很多并行执行所没有的优点：首先，可以消除许多并发控制上的开销，例如加锁和放锁、对死锁的检测和处理等。其次，事务的串行化执行使得在处理过程中的处理器缓存上下文无须切换，因此可以在连续执行事务指令、读取事务数据的前提下更好地利用处理器的指令缓存和数据缓存。

在并发条件下，一个事务在等待锁的时候，处理器将调度其他符合执行条件的事务开始执行，这会导致新的指令和数据切换操作，耗费一定的处理时间。另一方面，串行执行在对长事务处理时将导致其他事务长时间不能处理，这显然是不可行的。一些内存数据库通过对锁并发控制方式进行改进以对两者进行折中。由于内存数据库把数据对象存储在可以高速访问到的内存中，因此可以让数据对象本身也附带一些锁信息，来标示自身的加锁状态，同样的方法用在磁盘数据库上将会导致过多的数据访问开销。例如，事务在访问数据对象时，不必先通过全局的加锁Hash表获得数据对象的加锁状态信息，而是尝试访问数据对象，并直接读取对象的加锁状态信息。如果对象还没有被加锁，则事务可以对其进行相应的操作；如果对象已经加锁，则事务管理器将唤醒其他的等待事务，进入执行状态。如此事务对数据对象的加锁和锁释放操作只需要少量的指令，而不要通过Hash表来找寻要操作的锁[34]。由于内存的访问速度比磁盘快，因此MMDB的事务执行速度通常也较快。在采用基于锁的并发控制的系统中，这意味着锁的时间不会保持太长。因此，MMDB的并发控制不必像DRDB那样时刻注意对锁的控制和操作。MMDB对锁的管理与DRDB有不同的设计思路。通常，数据库系统会通过选择小的加锁粒度来减少对锁的竞争。但在MMDB系统中，数据已经常驻内存且对数据上锁的持有时间又很短，使用低粒度锁的优点就不再明显，因此使用大粒度的锁（例如表级锁）不仅能简化锁管理而且具有性能上的优势。

在MMDB中，对整个数据库加锁成为可能。对数据库加锁使得所有的事务都将串行化执行。串行化执行有很多优势：首先，可以消除许多并发控制上的开销，例如加锁和放锁，对死锁的检测和处理等。其次，由于事务的串行化执行，使得在执行单个事务的过程中，处理器的缓存上下文无须切换，可以在事务指令和事务所访问数据的连续性基础上，更好地利用处理器的指令缓存和数据缓存。因为在并发条件下，当一个事务在等待锁的时候，需要调度激活另外一个符合执行条件的事务开始执行。原先在处理器缓存中的事务指令和数据都将作废，需要重新切换加载新的指令和数据。这将耗费不少的处理器时间。但是在有长事务出现的情况下串行化执行就丧失了执行效率。可以考虑使用某种策略，使得短事务能够和长事务并发执行。在锁的实现过程中，MMDB可以在被加锁的数据对象上使用新的技术。在DRDB中，存储在磁盘上的数据对象本身并不带有任何的锁信息。而在MMDB中，数据对象存储在内存中，可以用简便的方法使得数据对象本身也附带一些锁信息，来标示自身的加锁状态。例如，事务在访问数据对象时，不必通过全局的加锁Hash表来判断当前数据的对象的加锁状态，而是直接在访问数据对象时，读取对象自身的加锁状态信息。如果对象还没有被加锁，则事务可以对数据对象进行相应的操作。如果时间对象已经加锁，则像通常的处理流程一样，事务管理器将唤醒其他的等待事务，进入执行状态。这样一来，事务在对数据对象的加锁和锁释放操作只需要少量的指令就能完成，而不要通过Hash表来找寻要操作的锁[34]。

3.4.2.5　日志处理

日志技术广泛地应用于数据库系统中，内存数据库也不例外。事务在提交时，其日志将被写入非易失性存储体中，如果内存数据库使用的内存不是非易失性的内存，日志将被写入磁盘。以此产生的I/O开销将可能成为事务处理的性能瓶颈。

一种用来减少日志写入磁盘的方法是只将Redo日志写入非易失性储存体中。有些恢复算法[35]将Redo日志写入系统日志中，而将Undo日志记录写入其他本地的日志中，例如事务的缓冲区空间里。只有在事务失败时，Undo日志记录才会被写入系统日志中。这种策略减少了事务日志写入磁盘的次数以换取更高的性能。还有一些恢复算法使用影子分页技术而不是直接更新数据库中的数据。所谓影子分页即执行数据的一个副本，所有对数据的操作都在这个副本上执行。当事务被提交时，所有的影子分页上的更新将写入到内存数据库中；如果事务失败，影子分页上的更新就可以直接丢弃，不需要Undo日志记录来回滚之前的操作。

另一种对事务提交时日志写入操作的优化方法是“分组提交”。具体做法是，把事务提交操作按一定数量成组写入磁盘，而不对每一次事务提交直接写入。这种做法可以减少日志写入磁盘的次数，但是要以事务提交处理时间的增加作为代价。

预提交也是一种很好的提高日志处理性能的方法。它在把日志记录写入磁盘时，首先把日志记录写入日志缓冲区，然后立即释放事务的锁，其他事务可以立即得到处理而无须等待日志提交操作的完成。这种做法有些类似于设备管理中的SPOOLING技术，预提交策略旨在通过增加事务提交和事务处理之间的并行性来提高日志处理的性能。

如果内存数据库系统中使用了非易失性内存，事务提交时产生的Redo日志记录将首先被写入非易失性内存中，由于非易失性内存的断电数据不丢失的特性，日志记录可以在之后合适的时间在统一写入磁盘中而不影响事务处理。即使事务处理中断或者系统停机，这些在非易失性内存中的日志记录也不会丢失，从而很好地在保证日志安全性的前提下提高了日志处理的性能。

3.4.3　主流内存数据库及其优缺点

3.4.3.1　TimesTen

内存数据库TimesTen支持的系统包括实时计费系统、股票交易系统、呼叫中心系统、航线运营系统等。TimesTen是内存数据库中非常优秀的一员，在全球的客户包括Amdocs、亚斯贝克通信公司、爱立信、JP摩根、NEC、诺基亚、斯普林特、美国航空等。TimesTen中的这个Ten据说就是指速度能达到基于磁盘的RDBMS的10倍，适合作为大事务数据库的前端数据库。

1）TimesTen优势

（1）能够和Oracle后台数据库无缝集成，数据可以在TimesTen和Oracle之间双向实时流动。

（2）TimesTen支持多节点并行提供服务的模式，数据可以在多个TimesTen节点之间直接传输，进一步提高了系统的扩展性和可靠性。

（3）符合RDBMS独立内存数据库服务标准。

（4）支持SQL92。

（5）支持ODBC ＆ JDBC。

（6）高性能。

（7）可作为Oracle数据库的前端Cache。

（8）支持本地高速访问和网络访问方式可靠性高。支持完整日志，支持镜像复制功能。

2）TimesTen劣势

（1）代码不开源，需要较高费用。

（2）目前不支持存储过程和触发器。

3.4.3.2　SAP HANA

SAP HANA摒弃磁盘而采用内存，将交易型数据库和分析型数据库合二为一，可以认为是真正意义上的实时数据平台。SAP对SAP HANA的定义是使用列式和行式混合存储的内存计算技术，实现OLTP和OLAP的通用数据库平台。

SAP HANA是专门为支持运营应用和分析应用而设计的一款内存计算平台，它能够对大量多结构数据进行实时分析，并将分析结果嵌入业务应用中。

SAP HANA适用于执行实时分析处理及实时事务处理功能，还可用于开发和部署实时应用软件。

1）SAP HANA优势

（1）秒级处理实时决策。行式和列式存储，完全存于内存。

（2）大规模数据运算。内存排序，无须考虑优化。

（3）并行处理。低成本运行，普通PC服务器。

2）SAP HANA劣势

SAP HANA只能运行在Suse Linux企业版（SLES）上，软硬件平台较昂贵。

3.4.3.3　SolidDB

IBM SolidDB系列数据库的特点在于使用了内存型关系数据库技术。这种技术能够提供非常快的运行速度，比基于磁盘的传统数据库的运行速度快10倍。IBM SolidDB（简写为SolidDB）是一个功能全面的内存关系数据库，它提供了非常快的速度和非常高的可用性，满足实时应用程序对性能和可靠性的要求。单个SolidDB实例中可以同时包含内存表和基于磁盘的表。SolidDB使用熟悉的SQL语句，使应用程序能够在每秒钟内获得几万个事务，而响应时间是按微秒计算的。

1）SolidDB优势

（1）没有大数据块结构。

（2）检查点和耐久性。

（3）SolidDB还使用其他一些技术来加快数据处理，例如一种获得专利的检查点（checkpointing）方法。这种方法产生一个快照一致性检查点，同时并不阻塞正常的事务处理。

除了这些性能优点外，SolidDB还带来其他好处。它将一个完全事务性的内存中数据库和一个强大的、基于磁盘的数据库组合到一个紧凑的解决方案中，并且可以透明地将同一个数据库的一部分驻留在内存中，一部分驻留在磁盘上。而且，SolidDB是市场上唯一一个可以作为几乎任何其他基于磁盘的关系数据库的前端高速缓存来部署的数据库软件。最后，SolidDB还提供超高的可用性。

2）SolidDB劣势

SolidDB在透明查询中，首先将节点增加到两个，然后将模式设置为HA HotStandby模式。不支持其他方式的数据分区。

3.4.3.4　SQL Server

微软SQL Server数据库服务器提供了从服务器到终端的数据库的完整的解决方案，其中数据库服务器部分是一个数据库管理系统，用于建立、使用和维护数据库。内存数据库是SQL Server 2014的新功能之一，SQL Server的Hekaton引擎由两部分组成：内存优化表和本地编译存储过程。虽然Hekaton集成了关系数据库引擎，但访问它们的方法对于客户端是透明的，这也意味着从客户端应用程序的角度来看，并不会知道Hekaton引擎的存在。

1）SQL Server优势

（1）内存优化表完全不存在锁的概念，虽然之前的版本有快照隔离这个乐观并发控制的概念，但快照隔离仍然需要在修改数据的时候加锁。

（2）内存优化表Hash-Index结构使得随机读写的速度大大提高。

（3）内存优化表可以设置为非持久内存优化表，从而也就没有了日志（适合于ETL中间结果操作，但存在数据丢失的危险），通过内存优化表＋本地编译存储过程有接近几十倍的性能提升。

2）SQL Server劣势

（1）目前SQL Server 2014内存优化表的Hash-Index只支持固定的Bucket大小，不支持动态分配Bucket大小。

（2）就目前来说，数据库镜像和复制是无法与内存优化表兼容的，但AlwaysOn、日志传送、备份还原是完整支持。

3.4.3.5　eXtremeDB

全球首款嵌入式内存实时数据库eXtremeDB，是实时嵌入式实时数据库公司McObject LLC专为高性能、低开销、稳定可靠的极速实时数据管理而设计的，它的性能可以达到微秒级的速度。

作为一款内存数据库系统（In-Memory Database System，IMDS），eXtremeDB通过消除磁盘和文件	I/O、缓存管理以及其他造成延迟的因素，实现了性能突破。由于直接使用主内存中的数据，eXtremeDB能够有效避免磁盘数据库管理系统（DBMS）固有的数据复制和传输开销。用户可以在共享内存中创建数据库，支持多个进程的并发访问。

1）eXtremeDB优势

（1）进程内嵌入式数据库架构，能够完全在应用程序进程中运行，消除了客户端和服务器模块之间的进程间通信（IPC）。IPC消息是关系DBMS以及一些基于客户端／服务器设计的内存和面向列的数据库系统造成延迟的固有原因。

（2）代码路径非常短。核心数据库系统约150K的内存开销体现了McObject在不断地消除微小的延迟。通过减少每个数据库操作所需的CPU周期数和提高操作代码位于一级／二级CPU缓存的可能性，这种短路径的特点能够有效加快代码的执行。

（3）安全特性保证。页面级别的循环冗余检验（CRC）能够检测是否对存储的数据进行了未经授权的修改，RC4加密技术可利用用户提供的密码防止非法访问或篡改。

2）eXtremeDB劣势

（1）不支持存储过程和脚本级别的触发器。

（2）不支持外键。

（3）数据库定义（表结构）在运行的过程中不能修改。

（4）和其他数据库同步需要二次开发。

3.4.3.6　ALTIBASE

ALTIBASE是一家提供内存数据库性能解决方案的公司。该公司创建了世界上第一个混合关系型数据库管理系统，ALTIBASE的混合架构是内存数据库管理的首选解决方案，帮助企业及组织解决当前大数据和云计算方面的不断变化的挑战。

1）ALTIBASE优势

（1）内存操作。为了高效管理大容量数据库，ALTIBASE被设计成高效使用每一层内存。ALTIBASE内存管理模块的设计和实现机制是使用自己的内存池管理内存。ALTIBASE的存储管理层（Storage Management Layer）管理内存中优化过的数据页，通过最大化各数据页之间的关系高效地存储和管理数据库。ALTIBASE的查询处理层（Query Processing Layer）在处理查询时高效管理内存空间，尽量减少由于不必要的内存分配和释放导致的性能下降。

（2）磁盘操作。作为大容量数据库高效管理的方案，ALTIBASE在一个DBMS中提供内存和磁盘存储区。同内存一样，基于磁盘的存储支持DRDBMS的LRU算法的缓冲池和物理磁盘存储管理。用户将希望的数据加载到缓冲池，与高性能内存存储区的数据最小化性能最低。

（3）表精简功能。在内存数据库中，当大量数据被插入特定表之后频繁地发生更新或删除操作时，一个表可能会占用一些不必要的空间。在该情况下，DBMS可以将不必要的内存返回给系统，提高内存空间的使用效率。ALTIBASE提供表的精简功能，使用户高效管理表和内存。

2）ALTIBASE劣势

（1）不保证持久化。

（2）没有同步复制。

（3）没有和Oracle通信的CacheConnect类似的东西。

除了上述，还有MeayunDB、Berkeley DB等其他内存数据库。这些内存数据库各有优劣，使用者在选择时除了要考虑性价比之外，更重要的是要根据自己的业务场景选择。内存数据库从某种程度上代表了数据库体系结构的发展趋势，它不仅能够大幅提升数据库的性能，还能够减轻数据库开发和管理人员的调优工作。目前，磁盘数据库仍然是无法取代的，但在不久的将来，相信内存数据库能够取代磁盘数据库，成为市场的主流。
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金融、交通、医疗、安防等众多应用领域数据量的剧增和数据类型的多样化（结构化、半结构化与非结构化），催生了众多面向大数据处理的并行计算模型。本章将重点介绍MapReduce模型的原理、MapReduce模型的实现以及MapReduce模型的改进工作。


4.1　MapReduce模型简介

目前，MapReduce模型[1]-[2]已经得到了工业界和学术界的广泛应用与研究，它将待解决的数据集分解成若干个可以进行并行处理的小数据集，使分布式并行程序的编写变得更加简单。

4.1.1　MapReduce模型概念及原理

以前大量的原始数据和各种类型的衍生数据主要通过数以百计的专用计算方法进行处理，例如文档抓取、Web请求日志、倒排索引、Web文档图结构表示等。但是由于数据的输入量巨大，此类计算方法很难在预期的时间内完成运算，因此为了提高数据处理速度，将计算任务分布在计算机集群中进行并行处理，然而如何并行化计算、分布数据、处理失败任务等一系列问题交织在一起，使得原本简单的数据处理方法变得十分复杂。

为解决上述问题，2004年Jeffrey Dean和Sanjay Ghemawat正式提出了一个新的抽象模型——MapReduce模型[3]-[4]，将并行计算、容错、数据分布、负载均衡等复杂的细节隐藏在一个库里，使用者只需表述想要执行的简单运算。这个抽象模型的设计灵感来自Lisp（List Processor，列表处理语言；约翰·麦卡锡在1960年左右创造的一种基于λ演算的函数式编程语言）和许多其他函数式语言的Map和Reduce原语。Lisp Map作为输入函数可以对输入的数据进行初始排序划分，Lisp Reduce函数对Map函数的输出值进行合并，形成一个简单的输出结果，Map和Reduce函数组成了此模型的主要实现。

MapReduce模型原理如图4-1所示，其最初设计方案是将MapReduce模型运行在由低端计算机组成的大型集群上。集群中每台计算机包含一个工作节点（Worker）、一个较快的主内存和一个辅助存储器[2]。其中，工作节点用于数据的处理；主内存用于暂存工作节点的输出数据；辅助存储器组成了集群的全局共享存储器，用于存储全部的初始数据和工作节点的输出数据，并且计算机之间可以通过底层网络实现辅助存储器的同步远程互访。


[image: ]
图4-1　MapReduce模型原理图


由图4-1可知，一个MapReduce作业由Map和Reduce两个阶段组成，每一个阶段包括数据输入、计算处理和数据输出三个步骤。其中每一个阶段的输出数据被当作下一阶段的输入数据，而且只有当每一个计算机都将它的输出数据写入共享存储器并完成数据同步后，计算机才可以读取它前一个阶段写入共享存储器的数据进行数据互相访问。除此方式以外，各个计算机之间不存在其他的数据交互方式（主节点Master除外）。

4.1.2　MapReduce模型工作机制

本小节首先对MapReduce作业的运行进行剖析[4]-[5]，然后对MapReduce的容错机制和负载均衡进行详细介绍。

4.1.2.1　MapReduce作业的运行机制

1）主节点（Master）

MapReduce模型将MapReduce作业（Job）分成若干个任务（Task）来执行，其中，MapReduce作业作为客户端执行的一个工作单元，主要包括输入数据、MapReduce程序和配置信息，任务主要包括Map和Reduce两类。

主节点对每一个Map任务和Reduce任务的状态（空闲、工作中或完成）和工作节点（非空闲任务）的标志进行存储，并负责将Map任务产生的中间数据存储区域的位置信息传递到Reduce。因此，对于每个已经完成的Map任务，首先利用主节点存储其产生的R个中间数据存储区域的大小和位置；然后，当所有Map任务完成时，以逐步递增的方式将所有的中间数据存储区域的大小和位置信息传送给正在工作的Reduce任务。

另外，主节点内部含有一个HTTP服务器，用于输出MapReduce执行的状态报告。状态信息页面不仅包含了计算执行的进度（比如已经完成了多少任务、有多少任务正在处理、输入的字节数、中间数据的字节数、输出的字节数、处理百分比等），还包含了指向每个任务输出的标准错误和输出的标准文件的连接。使用者可以根据这些数据来预测计算的执行时间，决定是否需要为这个计算增加额外的计算资源，还可以根据这些页面信息分析计算执行较慢的原因。

2）数据分片（Data Split）

任意格式的输入文件都可作为MapReduce作业的数据初始存储，在文件被处理之前，MapReduce库首先将输入文件划分为M片（M为使用者定义），每一片通常16～64MB（可以通过参数控制，进而适应不同集群），然后再将每个数据片保存在多个节点上，在集群中形成多份拷贝（一般是三份拷贝）。

MapReduce库主要支持以下几种格式的输入：

（1）输入分片（FileInputFormat）与记录，每一个Map操作只处理一个输入分片，每个分片被划分为若干个记录，每个记录为一个＜Key；Value＞对；

（2）文本输入（TextInputFormat），默认格式，每条记录是一行输入，键为字节偏移量，值为行的内容；

（3）二进制输入（SequenceFileInputFormat），二进制格式，键为使用者自定义，值为使用者自定义；

（4）多种输入（MultipleInputs），允许为每条输入路径指定InputFormat和Mapper；

（5）数据库输入（DBInputFormat），用于从数据库中读取数据；

（6）KeyValueInputFormat，将行解析为＜Key；Value＞对，Key为第一个Tab字符前的所有字符，Value为行剩下的内容。

3）Map端

数据划分结束之后，MapReduce作业首先为每个分片构建一个Map任务（Map任务的数量由数据分片数量所决定，和数据分片成一一对应或者多对一的关系）；然后，由该任务来运行使用者自定义的Map函数，进而处理分片中的每条记录。在构建Map任务之前，MapReduce作业使用Fork将使用者进程拷贝到集群内其他机器上，并由主节点负责调度，为空闲工作节点分配任务（Map任务或者Reduce任务）。
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图4-2　Map端工作流程图


Map端的工作流程如图4-2所示，详述如下：

（1）数据输入。工作节点执行Map任务时，首先读取分片数据，从输入数据中抽取＜Key；Value＞对；然后将每一个＜Key；Value＞对作为参数传递给Map函数。当Map任务运行在有相应数据分片的节点上时性能达到最佳（实现数据本地化）。

（2）Partition。虽然Map任务输出的＜Key；Value＞对在Reduce任务里进行合并，但MapReduce作业中含有多个Reduce任务（可能是一个），在此阶段需要指定当前＜Key；Value＞对最终所归属的Reduce任务。因此，MapReduce提供了Partitioner接口，可根据Key或Value及Reduce的数量来解决定当前的＜Key；Value＞对的归属问题。

Partiton默认的分配方式是对Key Hash后再以Reduce任务数量取模，此方式可平均Reduce的处理能力。当使用者对Partitioner有特殊分配需求时，可以采用订制的方式将需求设置到Job上。

（3）数据溢出写（Data Spill）。每个Map任务都有一个环形内存缓冲区，用于暂存Map的输出结果，但是当Map任务的输出结果超出内存的存储能力时，需要在一定条件下将缓冲区中的数据临时写入磁盘，然后重新利用这块缓冲区。这个从内存向磁盘写数据的过程称为溢出写（Spill），溢出写是由后台单独线程来完成，不影响Map结果写入缓冲区的线程。

缓冲区默认大小是100MB（可以设置具体大小），整个缓冲区溢出写的比例默认是0.8，当缓冲区的数据达到阈值，溢出写线程启动，锁定80％的内存执行溢出写过程，Map任务的输出结果可以继续向剩下的20％内存中写入，互不影响。但是，在写磁盘过程中，如果缓冲区被写满，Map会被阻塞直到写磁盘过程完成。

因为Map任务的输出需要发送到不同的Reduce端，而内存缓冲区未对将发送到相同Reduce端的数据进行合并（这种合并只是体现在磁盘文件中的），因此在溢出写过程中，如果多个＜Key；Value＞对发送到某个Reduce端，需要将这些＜Key；Value＞对拼接到一起，减少与Partition相关的索引记录。

（4）聚合（Merge）阶段。当内存缓冲区达到溢出写的阈值时，将建立一个新的溢出写文件，因此在Map任务写完其最后一个输出记录之后，可能会产生多个溢出写文件。Merge概念为：在任务完成之前，将溢出写文件合并成一个已经分区且排序的输出文件（配置属性控制着一次最多能合并多少流，默认值是10），使Map任务最终只输出一个溢出写文件。

如果已经指定合并器（Combiner），并且溢出写次数至少为3时，合并器会在输出文件写到磁盘之前反复运行（不影响最终结果），使Map输出更为紧凑，进而减少写到本地磁盘和传给Reducer的数据量。此外，写磁盘时可以采用压缩Map输出的方式（默认情况下对输出结果不压缩，需要在属性中设置），使写入磁盘的速度更快，同时节约磁盘空间。

（5）写入本地存储器。最后，Map任务将其输出结果临时写入本地磁盘。因为其输出数据是MapReduce作业的中间结果，因此作业完成后Map的输出结果将被删除。

4）Shuffle＆Sort

Shuffle＆Sort主要描述数据从Map任务输出到Reduce任务输入的过程，并确保每个Reducer任务的输入都按键排序。在MapReduce作业执行过程中，大多数Map任务与Reduce任务的执行均基于不同的节点，而且多数Reduce任务执行时需要跨节点去读取其他节点上Map任务的结果。因此Shuffle＆Sort过程需要保证数据完整地从Map端传输到Reduce端，并且在跨节点读取数据时，尽可能地减少对带宽的不必要消耗，同时还要减少磁盘I/O对任务执行的影响。MapReduce模型的Shuffle＆Sort原理如图4-3所示。
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图4-3　Shuttle＆Sort工作原理图


首先，将写入本地存储器的＜Key；Value＞对（由Map任务输出）分为R个区（R的大小由使用者定义），每个分区对应一个Reduce任务；然后，将中间＜Key；Value＞对的位置信息发送到主节点；最后，由主节点负责将信息转发到Reduce的工作节点。当运行Reduce任务的工作节点接收到其所负责的分区的位置信息（由主节点发送的每个Map任务产生的中间＜Key；Value＞对可能映射到所有R个不同分区）时，Reduce工作节点将读取其负责的所有中间＜Key；Value＞对，并对＜Key；Value＞对进行排序，使键值相同的＜Key；Value＞对聚集在一起。

5）Reduce端

Reduce端的任务流程如图4-4所示，详述如下：
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图4-4　Reduce任务流程图


（1）复制阶段。Reduce进程启动数据Copy线程（默认为5个线程，可进行修改）并行获取Map任务的输出文件（Map任务已结束，这些文件存在本地磁盘中）。但是，由于每个Map任务的完成时间可能不同，因此当有一个任务完成时，Reduce任务即可复制其输出。

（2）聚合（Merge）阶段。当所有Map输出被复制完成后，Reduce任务进入排序阶段。如果Map输出小于内存，输出结果被复制到Reduce工作节点的内存，否则被复制到磁盘。聚合有三种形式：第一，内存到内存（默认情况下不启用），在启用的情况下，如果内存缓冲区的使用达到阈值，输出数据合并后溢出写到磁盘中；第二，内存到磁盘，Map端没有输出数据时运行结束；第三，磁盘到磁盘，生成最终文件。

（3）Reducer的输入文件。经过多次聚合后生成一个存储于磁盘上或内存中的文件，默认情况下此文件存放于磁盘中（可通过性能优化使文件存放于内存中直接作为Reducer的输入）。

（4）写入输出文件。最后，执行Reducer将输出结果直接写到分布式文件系统（一般是HDFS）上。

Reduce输出结果的格式主要包括以下几种：

①文本输出（TextOutputFormat），默认的输出格式，将每条记录写为文本行，并以＜Key；Value＞对的方式输出行；

②二进制输出（SequenceFileOutputFormat），将输出写为一个顺序二进制文件，适合于子MapReduce作业的输入；

③多个输出（MultipleOutputFormat），可对输出的文件名进行控制，或设置每个Reducer输出多个文件；

④延迟输出（LazyOutputFormat），封装输出格式，可以保证指定分区第一条记录输出时才真正创建文件；

⑤数据库输出，写到关系数据库和HBase的输出格式；

⑥NullOutputFormat，忽略收到的数据，即不作输出。

4.1.2.2　容错机制

1）工作节点容错

主节点周期性地Ping每个工作节点，如果在约定的时间范围内未接收到工作节点的返回信息，此工作节点将被主节点标记为失效。所有由此失效工作节点完成的Map任务被重新设置为初始的空闲状态，等待其他工作节点的重新调度执行。并且，工作节点失效时正在运行的Map或Reduce任务也将被重新置为空闲状态。

当工作节点发生故障时，虽然完成的Map输出已经被存储在此节点上，但是工作节点故障造成其输出已不可访问，因此必须重新执行。而已经完成的Reduce任务的输出存储在全局文件系统上，因此不需要再次执行。

当一个Map任务首先被工作节点A执行，之后由于工作节点A失效被调度到工作节点B执行时，“重新执行”的信息会被发送到所有执行Reduce任务的工作节点，将需要从工作节点A读取数据的Reduce任务转向从工作节点B读取。

MapReduce可以处理大规模工作节点失效情况。比如，MapReduce操作执行期间，由于网络维护引起正在运行的集群中多台机器在几分钟内不可访问，MapReduce主节点会再次执行不可访问的工作节点完成的工作，之后继续执行未完成的任务，直到最终完成此MapReduce操作。

2）主节点容错

主节点周期性地将其数据写入磁盘，并建立检查点（Checkpoint），如果主节点任务失效，可从最后一个检查点（Checkpoint）启动另一个主节点进程。但是，由于主节点进程再恢复工作十分繁杂，因此目前采用的方法是，如果主节点失效，立即中止MapReduce运算，使用者通过此状态信息重新执行MapReduce操作。

3）任务语义容错

由于Map和Reduce任务的输出是原子提交，并且每个作业中的任务将它的输出写到私有临时文件中（每个Map任务生成R个此类文件，每个Reduce任务生成一个此类文件），因此当Map和Reduce的输入为确定性函数（即相同的输入产生相同的输出）时，在程序正确并且顺序执行的基础上，其所产生的结果应当与分布式计算在任何环境下的输出相一致。具体实现为：

当一个Map任务完成时，工作节点向主节点发送一个包含R个临时文件名的完成消息。如果主节点从一个已经完成的Map任务再次接收到一个完成消息，主节点将忽略此消息；否则，主节点将R个文件的名字记录在数据存储里。

当Reduce任务完成时，Reduce工作节点进程以原子的方式把临时文件重命名为最终输出文件。如果同一个Reduce任务在多台机器上执行，针对同一个最终输出文件将有多个重命名的操作，此时可根据底层文件系统提供的重命名操作的原子性保证最终文件系统状态仅包含一个Reduce任务产生的数据。

4.1.2.3　负载平衡

以下将从作业调度、任务本地调度、任务备份和计数器四个方面对MapReduce模型的负载均衡进行介绍。

1）作业调度

采用作业调度器管理使用者提交的多个作业，可最大限度实现使用者之间资源分配的公平性，目前调度算法主要包括以下几种：

（1）FIFO（First Input First Output，先进先出）。所有使用者的作业被提交到唯一队列中，按照优先级的高低和提交时间先后的顺序进行执行。FIFO实现简单，集群调度开销较少，最大缺点是在MapReduce模型中存在大作业的情况下小作业响应时间较长。

（2）HOD（Hadoop on Demand）。在改善对小作业响应时间方面较FIFO有较大进步。但其本身也存在缺陷：较差的数据本地化和较低的资源利用率。

（3）公平调度算法（Fair Scheduling）。针对HOD调度算法产生的缺陷，公平调度算法最大限度保证每个使用者都获得相等的资源份额。

（4）能力调度（Capacity Scheduler）。针对多使用者调度，采用多个队列组成（类似于Fair Scheduler的任务池，这些队列可能是层次结构的）集群，并且每个队列都具有分配能力，在每一个队列内部，作业根据FIFO方式进行调度。

2）任务本地调度

主节点在调度Map任务时，首先判断输入文件的位置信息，优先将Map任务分配到包含其输入数据拷贝的节点上执行，如果失败，主节点将尝试在存有其输入数据拷贝的节点的附近机器上执行。

3）任务备份

MapReduce模型将作业分解成多个可并行执行的任务，从而使作业的完成时间大大小于将各个任务进行顺序执行的时间和，但是在并行执行中运行缓慢的任务会成为作业执行时间的瓶颈，然而当一个作业由成百上千个任务组成时，又极易出现少数运行缓慢的任务。比如一个机器的磁盘出现故障，在读取数据时要不断地进行读取纠错操作，导致读取数据的速度降低；如果集群的调度系统在同台机器上另外调度了其他任务，由于CPU、内存、本地磁盘和网络带宽等竞争因素的存在，导致执行MapReduce代码的执行效率更加缓慢。

针对上述情况，MapReduce模型提出了任务的“推测执行”机制。其执行过程为：首先启动某一作业的所有任务，等待作业运行一段时间后判断任务的平均进度；然后，重复启动一个比平均进度慢的任务作为推测任务；最后，当有一个任务成功完成后，任何正在运行的重复任务都将被中止，如果原任务在推测任务之前完成，推测任务将被中止，否则原任务被中止。

4）计数器

计数器是一种收集作业统计信息的有效手段。MapReduce模型的计数器主要用于以下两个方面：第一，统计不同事件发生次数，比如：统计已经处理了多少个单词、已经索引多少篇German文档等；第二，对操作的完整性进行检查。比如，在某些MapReduce操作中，用户需要确保输出的＜Key；Value＞对精确地等于输入的＜Key；Value＞对，或者处理的German文档数量在处理的整个文档数量中属于合理范围等。

在MapReduce模型中，计数器的值附加在ping的应答包中，并周期性地从各个单独的工作节点上传递到主节点。主节点将执行成功的Map和Reduce任务的计数器值进行累计，并在MapReduce操作完成之后，返回到用户代码。另外，一些计数器的值是由MapReduce自动维持的，比如已经处理的输入＜Key；Value＞对的数量、输出＜Key；Value＞对的数量等。

MapReduce模型将计数器与主节点状态页面进行链接，使计数器的当前值在主节点的状态页面上进行显示，进而使用者可以获得当前计算的进度。但是由于备用任务和失效后重新执行任务会导致相同的任务被多次执行，因此在累加计数器值时，主节点首先检查重复运行的Map或者Reduce任务，避免重复累加。

4.1.3　MapReduce模型优缺点

4.1.3.1　优点

（1）硬件要求低。MapReduce模型的设计是面向由数千台中低端计算机组成的大规模集群，并能够保证在现有的异构集群中运行。

（2）接口化。MapReduce模型通过简单的接口实现了大规模分布式计算的自动并行化，屏蔽了需要大量并行代码去实现的容错、负载均衡和数据分布等复杂细节，程序员只需关注实际操作数据的Map函数和Reduce函数。

（3）编程语言多样化。MapReduce模型支持Java、C、C＋＋、Python、Shell、PHP、Ruby等多种开发语言。

（4）扩展性强。MapReduce模型采用的Shared-Nothing结构保证了其良好的伸缩性，同时，使其具有了各个节点间的松耦合性和较强的容错能力，节点可以被任意地从集群中移除，几乎不影响现有任务的执行。

（5）数据分析低延迟。基于MapReduce模型的数据分析，无须复杂的数据预处理和写入数据库的过程，而是直接基于平面文件进行分析[3]，这种移动计算而非移动数据的计算模式可以将分析延迟最小化。

4.1.3.2　缺点

（1）无法达到数据实时处理。MapReduce模型设计初衷是为解决大规模、非实时数据问题，因此在大数据时代，MapReduce并不能满足大数据实时处理的需求。

（2）程序员负担增加。MapReduce模型将文件存储格式的设计、模式信息的记录以及数据处理算法的实现等工作全部交由程序员完成，从而导致程序员的负担过重。

（3）I/O代价较高。MapReduce的输入数据并不能“贯穿”整个MapReduce流程[3]，在Map阶段结束后数据由内存写入本地存储，Reduce阶段的输入数据需要从本地存储重新读取，这种基于扫描的处理模式和对中间结果步步处理的执行策略，导致了较高的I/O代价。


4.2　基于MapReduce模型的实现

随着大数据时代的到来，支持大数据处理的MapReduce模型的实现被不断推出，本节将重点介绍一些典型的实现。

4.2.1　Hadoop

4.2.1.1　Hadoop简介

Hadoop[5]-[6]是一个开源的可运行在大型分布式集群上的并行计算框架，主要由HDFS和MapReduce模型组成，其编程语言包括Java、C、C＋＋、Python、Shell、PHP、Ruby等。

基于Hadoop的项目主要包括：

（1）Common。一组分布式文件系统和通用I/O的组件与接口。

（2）Avro。一种支持高效、跨语言的RPC以及永久存储数据的序列化系统。

（3）Pig。一种数据流语言和运行环境，运行在MapReduce和HDFS的集群上。

（4）Hive。一个分布式、按列存储的数据仓库，管理HDFS中存储的数据，并提供基于SQL的查询语言用以查询数据。

（5）HBase。一个分布式、按列存储数据库，使用HDFS作为底层存储，同时支持MapReduce的批量式计算和点查询（随机读取）。

（6）ZooKeeper。一个分布式、可用性高的协调服务。

（7）Sqoop。一个在数据库和HDFS之间高效传输的数据工具。

Hadoop优点主要包括以下几个方面：

（1）高可靠性。Hadoop按位存储的特点、分布式文件系统的备份恢复机制以及MapReduce的任务监控机制保证了分布式处理的可靠性。

（2）高扩展性。运行Hadoop的计算机集群可以动态地扩展到数以千计的节点。

（3）高效性。Hadoop能够在节点之间动态地移动数据，并保证各个节点的动态平衡。

（4）高容错性。Hadoop能够自动保存数据的多个副本，并且可以自动对失败的任务进行重新分配。

Hadoop最大缺点是对小块数据处理的速度较慢，而且数据处理过程中产生的中间文件较大时会增加网络传输的开销。

4.2.1.2　HDFS

1）HDFS概念

Hadoop主要支持以下几种分布式文件系统：

（1）Local。使用客户端校验和的本地磁盘文件系统。

（2）HDFS。Hadoop的分布式文件系统，与MapReduce结合使用。

（3）HFTP。在HTTP上提供对HDFS只读访问的文件系统。

（4）HSFTP。在HTTPS上提供对HDFS只读访问的文件系统。

（5）HAR。构建在其他文件系统之上用于文件存档的文件系统。

（6）hfs（云存储）。采用C＋＋编写的类似于HDFS或谷歌GFS的文件系统。

（7）S3。由Amazon S3支持的文件系统。

目前，Hadoop主要采用HDFS系统对文件进行创建、删除、移动以及重命名等操作。HDFS的架构由一个NameNode和大量DataNode组成，并且其内部通信采用标准的TCP/IP协议。

（1）NameNode。NameNode是一个运行在单独机器上的软件，负责管理文件系统命名空间，维护系统内的所有文件和目录。NameNode将管理维护信息存储在命名空间镜像文件（FsImage）和编辑日志文件（EditLog）中，并将这两个文件永久地保存在本地磁盘上。同时，为了防止文件损坏或NameNode系统丢失，MapReduce复制了FsImage和EditLog文件副本。

NameNode的管理方式为：只有表示DataNode和块文件映射的元数据经过NameNode，而实际的I/O事务并不经过NameNode，当外节点发送请求要求创建文件时，NameNode以块标志和该块第一个副本的DataNode IP地址作为响应，并同时通知其他将要接收该块副本的DataNode。

（2）DataNode。DataNode也是一个运行在单独机器上的软件，通常以机架的形式进行组织，并且机架通过一个交换机将所有系统连接起来（假设在Hadoop中，机架内部节点之间的传输速度快于机架间节点的传输速度）。

DataNode主要用于响应来自HDFS客户机的读写请求和NameNode对块的创建、删除和复制命令。它的工作方式为：每个DataNode定期向NameNode发送一个包含块报告的“心跳（Heartbeat）”消息，NameNode可根据此消息验证块映射和其他文件系统的元数据；当DataNode无法发送心跳消息时，NameNode将采取修复措施，重新复制在该节点上丢失的块。

2）文件操作

Hadoop的本质是一个批处理系统，数据被引入HDFS并分发到各个节点进行处理。当节点向HDFS中写入文件时，首先将该文件缓存到本地的临时存储，然后判断缓存数据与HDFS块的大小，如果缓存的数据小于所需的HDFS块大小，直接对文件进行存储，否则创建文件的请求将被发送至NameNode，NameNode不仅以DataNode标志和目标块响应客户机，而且也将通知要保存文件块副本的DataNode，并在客户机开始将临时文件发送给第一个DataNode时，通过管道方式将块内容转发给副本DataNode。

当最后的文件块发送之后，NameNode将文件创建提交到它的持久化元数据存储（EditLog和FsImage文件）中。

4.2.1.3　Hadoop工作流

Hadoop工作流如图4-5所示。
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图4-5　Hadoop工作流图


Hadoop的工作流由客户端、JobTracker、TaskTracker和HDFS四个独立部分控制，其流程主要包括以下几部分：

1）提交作业

当客户端提交一个新的MapReduce作业时，向JobTracker请求一个新的Job ID，同时检查作业的输出说明和作业的输入分片，如果输出说明不合法（如没有指定输出目录或者输出目录已经存在）或者分片无法计算（如输入路径不存在），则作业不会被提交。

2）复制资源

作业提交通过之后，运行作业所需的资源将被复制到一个以Job ID命名的目录下（目录在JobTracker的文件系统中，如HDFS）。资源主要包括作业JAR（Java Archive，Java归档文件）、配置文件、计算的输入分片等，其中作业JAR的副本较多（由mapred．submit，replication属性控制，默认值为10），因此在运行作业的任务时，集群中有很多个副本可供TaskTracker访问。

3）作业初始化

JobTracker接收到作业后，将其存放到一个内部作业队列里，由作业调度器对其进行调度和初始化，其中初始化包括创建一个表示正在运行作业的对象、用来封装任务和记录信息（用于跟踪任务的状态和进度）等方面。

当作业调度器调度某一作业时，首先为作业创建任务运行列表，然后从文件系统中获取已经计算好的输入分片信息，最后为每个分片创建一个Map任务（所需创建的Reduce任务的数量由mapred．reduce，task属性决定）。

4）任务分配

TaskTracker利用循环定期向JobTracker发送“心跳”，“心跳”告知JobTracker其是否仍在运行（“心跳”还携带其他信息，例如当前Map任务完成的进度信息等）。并且TaskTracker作为“心跳”的一部分，可指明其是否能够运行新的任务，如果是，JobTracker将为它分配一个新任务，并使用“心跳”的返回值与TaskTracker进行通信。

JobTracker为TaskTracker选择任务之前，必须选定任务所属的作业。对于Map任务和Reduce任务，TaskTracker有固定数量的任务槽，精确的数量由TaskTracker核的数量和内存大小来决定。并且默认调度器在处理Reduce任务之前会填满空闲的Map任务槽，然后才选择Reduce任务。

JobTracker在选择Map任务时，会优先考虑TaskTracker的网络位置，选取一个距离其输入分片文件最近的TaskTracker。根据距离可以把任务分为三种类型（三种类型的任务比例可以通过计数器获得）：数据本地化，任务运行在输入分片所在的节点上；几架本地化，任务和输入分片在同一个机架，但不在同一个节点上；既不是数据本地化也不是机架本地化，任务从与它们自身运行的不同机架上检索数据。而JobTracker在选择Reduce任务时，只是简单地从待运行的Reduce任务列表中选取下一个来执行，无须考虑数据的本地化和机架的本地化。

5）执行任务

当TaskTracker接收到一个可执行的新任务时，它首先实现作业的JAR文件本地化（即通过共享文件系统把作业的JAR文件复制到TaskTracker所在的文件系统中），并将应用程序所需的全部文件从分布式缓存复制到本地磁盘；然后，为任务创建一个本地目录，把JAR文件中的内容解压到此文件夹下；最后，新建一个TaskRunner实例来运行该任务，并且TaskRunner在运行每个任务时都将启动一个新的JVM，以便使用者定义的Map和Reduce函数的软件问题不会影响到TaskTracker。

6）更新进度和状态

每一个作业和它的每一个任务都具有一个在执行期间不断变化的状态信息，其内容主要包括作业或任务的状态（如运行状态、成功完成、失败）、Map和Reduce的进度、作业计数器的值、状态消息或者描述（可以由使用者代码设置）等。

如果任务报告了其进度，系统便会设置一个状态变化信息（将被发送到TaskTracker）标志，并且通过一个独立的线程每隔三秒对标志搜索一次，若搜索到标志则“告诉”TaskTracker当前的任务状态信息。同时，TaskTracker每隔5s发送“心跳”到JobTracker（“心跳”时间间隔根据实际集群的大小来决定，5s是最小值），并且由TaskTracker运行的所有任务状态都将被发送到JobTracker，JobTracker将这些更新合并起来，产生一个所有运行作业及其所含任务的状态全局视图。最后，JobClient通过每秒查询JobTracker来接收最新状态。

7）完成作业

当JobTracker收到作业最后一个任务已完成的通知后，会将作业的状态设置为“成功”，客户端查询状态时被告知已经成功完成，最后JobTracker清空作业的工作状态，并且指示TaskTracker也清空作业的工作状态。

4.2.1.4　Hadoop的容错

1）任务失败

任务失败主要分为四种：①子任务失败，是指Map或Reduce任务中的使用者代码拋出运行异常，当发生此情况时，子任务进程在退出之前向其父TaskTracker发送错误报告，并被记入使用者日志，同时，TaskTracker将此次任务尝试（Task Attempt）标记为Failed，并释放一个任务槽；②流任务（Streaming Task）失败，如果流（Streaming）进程以非零退出代码退出，则被标记为Failed；③子进程失败，如果子进程突然退出，TaskTracker会“察觉”到自己的进程已经退出，并尝试将自己标记为Failed；④任务挂起，如果TaskTracker在预定时间内（任务失败的超时时间间隔一般为10min，可以进行设置）未收到进度的更新信息，便将任务标记为Failed，并且在此之后，子进程被自动杀死。

JobTracker得知一个Task Attempt失败后，将重新调度该任务的执行，并尝试避免重新调度具有失败记录的TaskTracker上的任务。如果一个任务的失败次数超过4次（次数可以设置），将不被重试。另外，存在一类允许少数任务失败的作业，在可保障作业运行的情况下为作业设置允许任务失败的最大百分比。

2）JobTracker失败

JobTracker失败的概率较小，暂无容错机制，它是一个单点故障，一旦JobTracker失败整个作业需要人为重新启动。

3）TaskTracker失败

如果一个TaskTracker由于崩溃或运行过于缓慢而失败，将停止向JobTracker发送“心跳”（或很少发送“心跳”），并且当TaskTracker超过时间间隔没有向JobTracker汇报心跳时，JobTracker则视之为死亡，将其从调度池中剔除。如果TaskTracker上面的失败任务数远远高于集群的平均失败任务数，此TaskTracker将会被列入“黑名单”。被列入黑名单的TaskTracker可以通过重启的方式从JobTracker的黑名单中移出。

4.2.2　Phoenix

4.2.2.1　简介

多核技术的普及，为并行计算模型提供了新的舞台，为了简化并行编码，需要一个模型和一个有效运行时系统作指导，Phoenix在此背景下被提出。Phoenix[7]-[8]作为斯坦福大学EE382a课程的一类项目，由斯坦福大学计算机系统实验室开发，它的设计目的是为了共享内存缓冲区的通信，减少数据拷贝产生的开销。

Phoenix是共享内存的体系结构上的MapReduce模型的实现，主要用于数据密集型任务处理。它的目标是适合于共享内存的多处理器计算机（SMP和ccNUMA）以及多核计算机，使程序执行得更高效，而且使程序员不必关心并发的管理。

Phoenix使用线程创建并行化的Map和Reduce任务，通过任务调度器给可用的处理器动态调度任务，实现负载均衡和最大化吞吐量，并通过调整任务粒度和并行任务的分配来进行局部管理。

第一个版本为Phoenix；后经过大量修改，Phoenix 2在可扩展性和移植性方面得到加强，并可以支持Linux系统；Phoenix＋＋是Phoenix的C＋＋实现。其主要应用包括：

（1）Word Count。统计文件集的词频。

（2）Reverse Index。遍历html，统计链接，将引用了同一链接的网页组成链表。

（3）Matrix Multiply。矩阵乘法，每一个Map任务用于计算一个以行排列的输出矩阵集合，以（x，y）坐标作为返回结果的Key值，以计算结果作为Value值。

（4）String Match。处理两个文件：一个是加密后文件，包含了一系列加密的单词；另一个是明文文件，包含了一个明文单词列表。目标是找出明文文件里哪些单词出现在加密文件中。每个Map函数负责一部分的明文单词，中间值以单词为键，匹配标记为值。

（5）KMeans。迭代聚类算法对3D数据点分组。

（6）PCA。对矩阵进行主成分分析。

（7）Histogram。分析一幅位图，计算每个像素出现的频率，每个Map处理一部分位图。

（8）Linear Regression。线性规划，根据坐标集画出近似直线。将点分配给不同的Map函数，统计之后交由Reduce汇总。

4.2.2.2　实现机制

Phoenix包括一个简单的应用程序编程接口（API）和一个高效的运行时系统。其中Phoenix的接口相对较小，对程序员可见；高效的运行时系统具有线程管理、资源管理、故障恢复等功能。

系统运行通过调度程序进行控制，并由用户代码对调度程序进行初始化。调度程序不仅创建和管理运行时的Map任务或Reduce任务线程，还管理用于任务间通信的缓冲区，并通过scheduler_args_t结构体为调度程序提供数据和函数指针。同时，在初始化后，调度程序还决定计算所需的内核，而且每个内核产生一个动态分配Map和Reduce任务数量的工作线程。其工作流程如图4-6所示。
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图4-6　运行时系统的基本数据流


在执行Map阶段之前，由调度器使用划分器（Splitter）来划分输入对，形成可以由Map任务处理的同样大小的单位。每个Map任务调用一次划分器，并且返回一个指向Map任务将要处理的数据的指针。Map任务是动态分配的，而且每个任务都产生一个中间＜Key，Value＞对，然后由Partition函数将中间＜Key；Value＞对分割成单元的形式，确保所有Key值相同的Value来自同一个单元。在Map阶段的最后，对缓冲区中的数据基于Key值进行排序，以协助最终排序。调度程序必须等待所有Map任务结束才能建立Reduce阶段。

Reduce任务如同Map任务一样也是动态分配。一个不同之处是，Map任务中可以自由地分组，而在Reduce任务中，必须在一个任务中处理所有Key值相同的Value的分组。因此，该阶段体现出高度的不平衡性，从而使动态调度显得更重要。每个Reduce任务的输出已经按Key值排序，并且所有任务的最终输出被合并成一个按值排序的单一缓冲区，合并步数log2（P/2），其中P是Workers的数量。

在Phoenix的执行过程中，不同阶段共需要两种类型的临时缓冲器，所有的缓冲区被分配在共享内存中，经过有指定的方式进行访问。每当必须重新安排缓冲器（例如分割到不同的任务）时，只需操纵指针而不必操作实际的＜Key；Value＞对，而且中间缓冲区并不对用户代码直接可见。

MapReduce缓冲区用于存储中间输出对。每个工作节点都有自己的一组缓冲区，缓冲区最初大小为缺省值，根据需要动态调整大小。在初始阶段，由于相同的Key值可能存在多个＜Key；Value＞对，因此为了加快分区功能，使用Emit_intermediate函数存储同一个缓冲区相同Key值的所有Value，并在Map任务结束时，通过Key顺序的为每个缓冲区排序。另外，Reduce-Merge缓冲区在进行排序前被用来存储Reduce任务的输出，在此阶段中，每个Key只有一个与它相关联的Value，排序后可在用户分配的输出数据缓冲区得到最后的输出。

由于Phoenix处理的是海量数据，所以容错机制必不可少。Phoenix通过超时机制或者滞后任务的发生机制检查错误，然后采用类似重新计算的策略在其他工作线程上重复执行该任务进而来实现容错功能。

4.2.3　其他实现

另外，基于MapReduce模型的实现还包括以下几种。

1）MapReduce.NET

MapReduce.NET[9]是一种基于.NET的、编程语言为C＃的MapReduce模型的实现，其设计运行在Windows上，可最大限度地重用Windows组件，同时可以与CIFS（Common Internet File System，通用的网络文件系统）或者NTFS（NT File System，NT文件系统）所兼容。

2）Cell MapReduce

Cell MapReduce[10]是由威斯康星大学麦迪逊分校计算机科学系垂直研究小组开发。它是基于Cell宽带引擎的MapReduce实现，执行过程为：首先通过块DMA（Direct MemoryAccess，直接内存存取）传输预先分配Map和Reduce任务的输出区域，然后通过双缓冲区和流数据的内存交换来实现计算并行化，最后通过双阶段分隔（Partition）和分类（Sort）处理来实现逻辑聚合。最大的缺点是Cell宽带引擎没有为众多SPE（Synergistic Processing Element，协处理器）提供一致性的存储器，编程难度高。

3）Skynet

Skynet[11]-[12]是一个编程语言为Ruby的开源实现。在Skynet上，一个耗时的连续任务（例如计算代价很大的Rails）可以简洁快速地转化成一个运行在多台机器上的分布式程序。Skynet具有自适应、自升级、无单点故障等特点，并且使用一个“对等恢复”系统使工作节点相互检测。如果一个工作节点发生故障，其他工作节点不仅接收到故障消息，而且接收失败工作节点上的所有任务并继续执行。同时Skynet未设置特殊的主节点，所有工作节点可以在任何时间作为任何任务的主节点，如果此主节点失败则任务会被其他工作节点接收后继续执行。

4）GridGain

GridGain[13]是一个以MapReduce模型为核心的、编译语言为Java的开源云平台，其允许使用者在私有云或者公有云上开发和运行应用程序。GridGain定义了将原始任务划分成多个子任务的过程，同时定义了对这些子任务进行并行和聚类（Reduce）操作后返回最终结果的过程。另外，GridGain MapReduce增加了新的特性，主要有分布式任务会话、为长时间运行任务设置检查点、初期和晚期的负载均衡、数据网格的紧密协同定位等。

5）Misco

Misco[14]是一种由加利福尼亚大学、雅典大学和Nokia研究中心联合开发的、编程语言为Erlang和Python的MapReduce实现。它主要是基于移动分布式平台，核心部分由Erlang语言开发，外部编程接口采用Python语言开发，主节点和工作节点之间采用基于轮询的通信机制，使用HTTP的方式传输数据，其最大的缺点是轮询的时间间隔不易确定。

6）Mars

Mars[15]是一种由香港科技大学与微软、新浪合作开发的基于GPUs的MapReduce实现。它的编程语言为C和C＋＋，并且目前已经包含字符串匹配、矩阵乘法、倒排索引、字词统计、网页访问排名、网页访问计数、相似性评估和K均值等应用，能够在32位与64位的Linux平台下运行。它主要利用众多的GPU线程来完成Map和Reduce的工作，最大的缺点是若输入数据划分不均匀，易出现负载不均衡和写冲突。

7）FPMR

FPMR[16]是一种由清华大学和微软亚洲研究中心合作开发的应用于高性能计算的MapReduce实现，具有可重构性、高灵活性和严格遵守摩尔定律等特点。它主要在片上实现多个Map任务和Reduce任务，并利用动态调度策略实现较高的资源利用率和负载均衡，同时利用高效的数据获取策略解决带宽瓶颈。最大的缺点是不支持动态内存管理，需要进一步验证其效率和生产力，目前其模型仍不够成熟。

8）Ussop

Ussop[17]是一种由我国台湾地区成功大学和立德大学合作开发的基于公共资源网格环境的MapReduce实现，它根据网格节点的计算能力，自适应Map输入的粒度，使在广域网中传输中间数据的开销达到最小化。其最大的缺点是缺乏高效的容错策略。


4.3　MapReduce模型的改进

目前随着研究的不断深入，MapReduce模型的应用范围越来越广泛，但其自身存在的缺陷限制了其在各个应用领域内的应用，如在迭代计算、小数据集处理分析和数据实时处理等方面，MapReduce模型的效率低下。针对MapReduce模型不足，国内外研究学者做了大量的改进工作[18]-[19]，主要包括以下几个方面。

4.3.1　Spark

4.3.1.1　Spark概念及架构

Spark[20]-[21]是由UC Berkeley AMPLab开发的一种基于MapReduce算法的分布式计算框架。它不仅支持内存中数据集的保存和恢复，而且Spark启用了内存分布数据集，除了能够提供交互式查询外，还可以优化迭代工作的负载，实现MapReduce的迭代计算。另外，Spark作为一种批处理的交互式实时处理类型，对外提供了丰富的Java、Python等API扩展了其应用开发范围。

Spark架构如图4-7所示，详述如下：
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图4-7　Spark架构图


（1）数据分布式管理。Spark不仅可以直接对HDFS进行数据的读写，同时还支持Amazon S3、Hypertable、HBase等系统。

（2）运行平台包括本地运行、Standalone、Mesoes、YARN等。

（3）抽象组成。弹性分布式数据集和并行操作。并且Spark可以与MapReduce运行于同集群中，共享存储资源与计算。

（4）Spark关联系统。Shark、Spark Streaming和Bagel。

4.3.1.2　Spark抽象组成

Spark主要为并行程序设计提供了两个抽象的概念：弹性分布式数据集和并行操作。不仅如此，Spark还提供了两种限定类型的共享变量，用于控制函数在集群上的运行。

1）弹性分布式数据集（Resilient Distributed Datasets，RDD）

弹性分布式数据集是一个对象划分的只读集合，在弹性分布式数据集的处理过程中，如果节点失败，可对丢失的数据集合进行重建。同时，因为Spark采用Scala语言实现，因此每一个弹性分布式数据集合可以被一个Scala对象所描述，Scala可以像操作本地集合对象一样操作分布式数据集。

Spark构建弹性分布式数据集合的方式有以下几种：

（1）将文件输入一个共享文件系统（例如HDFS）进行创建。

（2）通过在驱动程序中并行化一个Scala集合，将集合进行切片划分，并发送到多个节点。

（3）通过转化现有弹性分布式数据集，利用FlatMap将一种类型元素组成的数据集转换成另一种类型元素组成的数据集。

（4）改变现有弹性分布式数据集的持久性。默认情况下，弹性分布式数据集合具有惰性和短暂性，在并行操作时对数据集进行强行划分，并且在内存使用完之后被“丢弃”。因此改变持久性分为两个执行过程：Cache改变数据集的惰性；Save评估数据集合并将它们写入分布式文件系统。

2）并行操作

RDDs上的并行操作主要包括：

（1）Reduce。在驱动程序中，使用关联函数合并数据集的元素并产生一个输出结果。

（2）Collect。将所有的数据集元素发送到驱动程序。

（3）Foreach。通过使用者提供的函数传输每一个元素。

3）共享变量

程序员主要是通过传递闭包（函数）到Spark的方式来调用Map、Filter和Reduce等操作，而闭包在创建范围内可以视为变量，当Spark在一个工作节点上运行一个闭包时，变量将被复制到工作节点。并且，Spark允许程序员创建两个限定类型的共享变量，用于支持以下两个简单而通用的使用模式：

（1）广播变量。如果一个大型只读数据（例如一个查找表）被用于多个并行操作，最优的方式是将数据一次性分配到工作节点上，而不采用每一个闭包来封装数据。Spark使程序员创建一个广播变量对象可以包装数据值，并且确定一次性分配给每一个工作节点。

（2）累加器。工作节点可用其统计关联操作，而且其参数值只有驱动程序可以访问。并且由于累加器的“Add-Only”语义，使程序更易于容错。

4.3.2　Data Freeway和Puma

虽然建立在Hadoop、HBase、Hive、Scribe等开源工具基础上的大数据处理架构能够很好地解决扩展性和容错性等多方面的问题，但是它们的处理延迟较大，针对此问题Facebook在数据的流式处理方面做出了两方面改进：优化数据的传输通道和优化数据的处理系统[22]-[23]。

1）优化数据通道

优化后的数据通道为Data Freeway，它包含Scribe、Calligraphus、Continuous Copier和PTail四个组件，并提供了文件到消息、消息到消息、消息到文件和文件到文件的四种传输方式。Data Freeway结构如图4-8所示，详述如下：
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图4-8　Data Freeway架构图


（1）Scribe。客户端发送数据。

（2）Calligraphus。对数据进行排序聚类，并将处理后的数据写到HDFS，同时利用Zooleeper作为辅助工具，实现日志文件种类的管理。

（3）Continuous Copier。文件拷贝，将文件从一个HDFS拷贝到另一个HDFS。

（4）PTail。并行地监控多个HDFS上的目录，并将文件数据写为标准输出。

2）优化数据的处理系统

（1）Puma2。早期数据处理系统的工作流如图4-9所示。
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图4-9　Puma2数据流图


首先，PTail将数据以流的方式传递给Puma2；然后，Puma2以聚合（Aggregation）的方式并且以时间为序列对流消息进行操作；最后，Puma2为处理后的每一条消息发送“增加（Increment）”操作到HBase，并将数据存储到HBase。但是由于Puma2的服务器是对等的，因此可能有多个Puma2服务器修改HBase中的同一行数据，所以HBase支持一条“增加”操作修改同行数据的多个列。

Puma2优点为：

①架构简单易于维护，在上游数据周期性地存储到HBase的过程中，Puma2只需监控Ptail的检查点；

②采用的对称结构易于集群的扩展和故障处理。

Puma2缺点为：

①由于HBase的随机读效率很低，因此HBase的“增加”操作开销较大；

②HBase不支持复杂的聚合操作，需要在HBase编写大量的代码去实现；

③由于HBase的“增加”操作和PTail的检查节点均不是原子操作，因此Puma2在故障时会产生少量重复数据。

（2）Puma3。Puma3针对Puma2的缺陷进行了改进，结构如图4-10所示。Puma3的改进方面主要包括：
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图4-10　Puma3数据流图


①Puma3将聚合操作由HBase转向本地内存，有效地降低了处理延迟；

②在传输通道的Calligraphus阶段，通过聚合Key对Puma3中的数据进行分片，用于支持内存中的聚合操作；

③HBase只作为持久化存储，Puma3定期将内存中的数据存储到HBase中，只有Puma3故障时才从HBase中读相关数据进行恢复。

4.3.3　Storm

4.3.3.1　Storm概念及原理

Storm[24]-[25]是一个分布式实时计算系统，对外提供了一系列用于批处理的组件，可有效的应用于信息流处理（Stream Processing）、连续计算（Continuous Computation）和分布式远程过程调用（Distributed RPC）。Storm结构简单，可以兼容多种开发语言，并且其集群类似于Hadoop集群。不同之处在于Hadoop集群运行MapReduce Job（作业），而Storm运行Topologies。Job和Topologies存在的差异主要是，MapReduce Job最终会被完成，而Topologies进程将一直运行，除非该进程被“杀死”。

在Storm集群中存在两个节点：主节点和工作节点。主节点上运行着一个守护进程“Nimbus”，它类似于Hadoop的“JobTracker”，主要负责为集群分配代码、将任务分派到机器、检测失败等。每一个工作节点上运行着一个守护进程“Supervisor”，主要负责监听分派给机器的工作以及根据需求开始或者停止“Nimbus”分配给它的进程，同时每一个工作节点进程执行着一个由分布在多个机器上的工作节点进程组成的Topologies子集。Storm的结构如图4-11所示：
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图4-11　Storm架构图


由图4-11可知，Storm通过Zookeeper协调Nimbus和Supervisors的调度关系，并且由于Nimbus和Supervisor守护进程均无状态（所有的状态保存在Zookeeper或者锁在磁盘中），因此当“杀掉”一个Nimbus或者Supervisor进程时，它们像未被“杀掉”一样立即开始对Nimbus或者Supervisor进程进行备份，此设计提高了Storm的健壮性。

4.3.3.2　Storm组件

1）Topologies

在Storm上进行实时计算时，首先需要创建Topologies，每个Topology等价于一个图的计算，并且在每个Topology中的每一个节点包含了处理逻辑和节点之间的链接，主要负责指定数据传输到哪一节点。

2）Streams

Stream是Storm中核心的抽象对象，一个Steam可视为一个无边界Tuple序列。Storm为一个Stream转化成另一个Stream（在一种分布式的且可靠的方式下）提供了“Spouts”和“Bolts”等基础元件，其中，Spouts是Streams的来源，Bolts主要是接收输入Streams进行处理，并可能生成一个新的Stream。

Spouts和Bolts通过Stream Grouping链接在一起，组成一个被封装在Topology里的网状图，因此一个Topology可被定义为一个Stream的转化图，图中每一个节点代表一个Spout或Bolt。图的边缘指定了Bolts和Stream的指向关系，当一个Spout或者Bolt向Stream发送一个Tuple时，Storm将Tuple发送到每一个Bolt，由相应的Bolt指向Tuple所属的Stream。Topology网状图如4-12所示。
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图4-12　Topology的网状图


3）Stream Groupings

在一个Topology中，Tuples在两个组件之间的传送主要是基于Stream Grouping，原理如图4-13所示。


[image: ]
图4-13　Stream Grouping原理图


4.3.4　Nephele/PACTs

4.3.4.1　简介

针对MapReduce模型处理流程单一和不能够直接支持多个数据源的处理等问题，Battre Dominic等人提出了一种构建于Nephele模型之上的数据处理模型——Nephele/PACTs[26]。它是MapReduce模型的扩展，包括PACTs（Parallelization Contracts），一个基于MapReduce的并行编程模型和并行计算引擎Nephele。使用PACT和Nephele可以将MapReduce与流处理结合，结合方式为：Nephele使用专用协议保证各项功能的效率，通过通信、同步和容错机制将PACT程序转换成Nephele数据流，进而实现不同类型数据流的优化处理。

如图4-14所示，PACTs模型有两大要素：用户自定义函数（UDF）和Contract。用户自定义函数是指使用者自己编写的一定功能的代码，Contract是一些常用的数据处理操作，可分为输入Contract和输出Contract，比如连接、匹配、分配等。PACT的数据处理流程为：数据首先输入Contract进行处理，然后在交由用户自定义函数，在用户自定义函数对数据处理完成之后，在将输出数据交由输出Contract进行处理，最后由输出Contract给出最后结果。因此用户自定义函数可以认为是被Contract所封装。
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图4-14　PACT的组成图


在PACT编程模型中，程序的执行是通过将特定的用户代码组合成一个工作流来实现。PACT模型为相关的用户函数的输入输出定义了属性，在输入Contract部分对并行性进行评估，在输出Contract部分允许优化器推断UF输出数据的特定属性，并且输出Contract作为PACT的可选部分，可为特定的用户函数所产生的数据提供保证。

4.3.4.2　执行机制

Nephele计算模型的思想是为某一个作业分配合适的资源，而不是为某一个固定的资源分配任务。在该模型中，使用者需要将处理作业描述成有向无环图（Directed Acyclic Graph，DAG），系统在接收到有向无环图之后，会将该图转换成执行流程图。相对于有向无环图来说，执行流程图具有所有和监控、调度、执行相关的信息，系统可以根据执行流程图所具有的信息，准确无误地执行任务。

Nephele/PACTs模型也需要用户构建有向无环图，图的顶点表示由Contract封装的用户自定义函数，图的边表示了各个顶点之间的依赖关系。当系统接收到该有向无环图的时候，会将该图转换成Nephele的作业流程图。之后，再由Nephele系统根据作业流程图完成数据处理，如图4-15所示。
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图4-15　PACT程序的编译过程图


对于所有的输入集，Match函数将每一个＜Key；Value＞对映射到一个单独的分区。由于＜Key；Value＞对里键相同的值包含在同一并行单元中，所以Match函数满足内部等值连接的要求。

首先，编译器将PACT程序转化为一个Nephele DAG，并将Nephele DAG交付给Nephele系统。Nephele DAG表示并行数据流，描述了各个任务直接的依赖关系和数据传输方法，它由边和点组成，其中，每一个顶点包含由PACT代码封装的用户自定义函数，PACT代码负责输入数据的预处理工作；顶点之间的边表示UFs之间的数据通信。

其次，Nephele系统贯穿整个Nephele DAG，通过为每个顶点创建多个实例来获得并行数据流，并且每个顶点允许有不同数量的并行实例。并行实例作为顶点的一个参数，由PACT编译器初始化。

Nephele/PACTs模型良好地封装了一些常用的数据处理操作，降低了使用者编程的难度。该模型不仅能够描述MapReduce模型所能描述的操作，同时也能描述更加复杂的数据处理流程。

4.3.5　其他改进工作

另外，研究学者对MapReduce模型的改进工作还包括以下几个方面。

4.3.5.1　Barrier-less MapReduce

Barrier-less MapReduce[27]-[28]是伊利诺伊大学计算机科学系独立开发的，其设计思想是修改Reduce函数，使其能够处理中间值＜Key；Value＞对，省去排序和聚合的时间。

Barrier-less MapReduce的实现主要面临两个问题：

（1）屏蔽模型的排序机制，减少I/O对Reduce端的影响；

（2）修改Reduce函数的调用机制，使其能够单独地调用数据，不必通过指定的Key值调用其所对应的Value值。

Barrier-less实现过程如下：

（1）采用流水线的形式实现Reduce阶段对Map阶段输出数据的远程读取和Reduce任务对数据的处理，减少了I/O对Reduce任务的干扰；

（2）在Barrier-less MapReduce中，每一个Mapper作为一个异步线程，将所输出的数据全部存储到一个单独的缓冲区，Reduce任务以独立线程的形式被执行，并且线程之间采用先进先出的方式对Map端缓冲区的数据进行操作，此方式避免了以Key值指定Reduce端数据的机制，实现了Reduce任务对数据的单独调用。

虽然此模型节省了MapReduce模型的运行时间，但是Barrier-less MapReduce模型存在一个缺陷：用户需要对其定义的Reduce函数作相应的修改，增加了用户编程的负担。

4.3.5.2　Map-Reduce-Merge

Map-Reduce-Merge模型[29]是由UCLA计算机科学系和雅虎联合开发，可以处理多个异构数据集，其设计思想是在Map阶段和Reduce阶段之后增加Merge阶段，将Reduce阶段已分割和分类的数据进行有效的合并。

MapReduce模型和Map-Reduce-Merge模型的特征对比[11]-[12]如下：

（1）MapReduce模型的Map和Reduce过程：


Map:(key1,v1)→[(k2,v2)]

Reduce:(k2,[v2])→[v3]



其中，k代表Key值，v代表对应的Value值。

①Map函数对输出数据（k1，v1）进行计算，生成中间＜Key；Value＞对［（k2，v2）］；

②Reduce函数根据Key值k2合并值列表［v2］，生成最终结果值列表［v3］。

（2）Map-Reduce-Merge模型的Map、Reduce和Merge过程：


Map:(k1,v1)α→[(k2,v2)]α

Reduce:(k2,[v2])α→(k2,[v3])α

Merge:((k2,[v3])α,(k3,[v4])β)→[(k4,v5)γ]



其中α，β，γ代表数据集血统，k代表Key值，v代表对应的Value值。

①Map函数使用转换规则，将输入的＜Key；Value＞对（k1，v1）转化成中间＜Key；Value＞对列表［（k2，v2）］；

②Reduce函数根据Key值k2聚合值列表［v2］，生成一个值列表［v3］（仍然和k2关联）；

③前两步中Map函数和Reduce函数的计算属于同一个数据集血统α。另一对Map函数和Reduce函数产生的中间＜Key；Value＞对（k3，［v4］）属于数据集血统β。merge函数基于k2和k3合并来自两个不同血统的＜Key；Value＞对，并生成属于数据集血统γ的＜Key；Value＞对［（k4，v5）］。如果α＝β，merge函数进行自我合并，类似于关系代数中的自我结合。

4.3.5.3　KPNs

1）简介

KPNs（Kahn Process Networks，Kahn处理网络）是由挪威奥斯陆大学信息学系独立开发，可自动执行迭代计算，在将串行算法改写成KPNs形式时只需在对应的位置插入通信状态[30]-[32]。但是该模型仍需大量的实验来验证其性能与可扩展性。

2）优点及实现过程

KPNs的优点主要包括：

（1）编程灵活，MapReduce模型将数据操作的形式限定＜Key；Value＞对，而KPNs并未要求固定的限制，将一个顺序算法转化为一个KPNs的过程中，只需修改小部分代码，在适当的位置插入通信语句。

（2）独立流程进行序列编码，程序通常采用顺序的编写方式，隐藏明确的代码通信单元同步（消息从发送到接收）。

（3）可组合性，连接网络计算的输出函数f（x）和网络计算的输入函数g（x）保证输出结果为g（f（x））。组件可以单独地开发和测试，然后聚集在一起进而完成更加复杂的任务。

（4）可靠的错误重现机制，可以实现错误重现，更加方便错误的调试。

（5）任意通信图，可以直接实现模型的迭代算法。

基于KPNs实现并行应用程序需要以下三步：

（1）识别独立的子任务和组件，以及它们相应的输入输出；

（2）执行子任务，存在在已有的组件中“填写空白”的执行方式，例如在适当位置填写Reduce函数和多路聚合函数（Merge Function）；

（3）确定子任务的数量和它们之间的通信。

4.3.5.4　Oivos

1）简介

Oivos[33]是由挪威特罗姆瑟大学计算机系独立开发，主要由编译器、任务调度程序和文件系统三部分组成，其对传统MapReduce模型的改进为：自动管理执行多次MapReduce过程或MapReduce Merge过程。MapReduce模型在实现并行计算时迫使程序员考虑辅助功能（任务调度、同步性、容错等）的实现，Oivos通过更高层次的抽象化对这一问题进行了解决，使一个单独的Oivos程序可以指定无数MapReduce的传递内容，包括多个异构的记录集等。同时，在Oivos中，一个程序可以指定一切所关联的外部信息，一旦消息传递到执行的程序上，它将持续到程序的结束。

另外，Oivos为程序提供了语义相似检查，例如，在事件当中，如果一个先前的Oivos运行被中止，或者一个文件子集在一个先前的Oivos刚运行时就被修改，此时Oivos将通过检查保存在底层分布式系统中的时间节点自动决定需要重新执行的任务。

2）表操作

Oivos的执行过程主要是对表进行操作，因此在执行之前首先对代表同类数据集的数据表进行抽象。表可以被声明为输入表，也可通过应用操作派生出其他表，并且表的操作经常被使用者指定的函数参数化。

Oivos采用的是声明式编程，Oivos程序执行之前只需声明所有的表，无须指定执行顺序。对表的操作包括：

（1）Map操作。为表中的每一条记录信息申请一个使用者指定的Map函数。

（2）Sort操作。通过使用者指定的Key值合并表中的数据信息。

（3）Reduce操作。为表中的每一个Key值申请一个使用者指定的Reduce函数，并且Reduce函数接收一个Key值和一个用于归约表中所有记录信息的迭代器。

（4）合并（Combine）操作。根据Key值将表中的所有记录合并成一个单一的记录。

（5）聚合操作——一个二元操作。基于相同Key值将两个异类的输入表合成一个新的表，为每一个Key值申请一个使用者指定的Merger函数。
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BSP（Bulk Synchronous Parallel，整体同步并行）模型[1]是英国著名科学家Leslie G．Valiant为架起并行体系结构和并行编程语言之间的桥梁而提出的一种并行计算模型，从提出至今一直受到学术界和工业界的广泛关注，尤其是进入数据密集型时代，BSP模型更是获得了空前的关注。本章主要介绍BSP模型的原理以及基于BSP模型的编程框架。


5.1　BSP模型简介

本节介绍BSP模型的概念及其基本原理，并在此基础上对BSP模型的优缺点进行分析。

5.1.1　BSP模型概念

冯·诺依曼模型在串行计算方面的成功在于，它实际上是一个位于硬件和软件之间的有效的桥接模型，高层次的语言可以有效地在这种模型之上编译。为了架起并行体系结构和并行编程语言之间的桥梁，英国著名的计算机科学家Leslie G．Valiant提出了BSP模型。BSP模型可以定义为以下三个属性的结合：

（1）具有执行计算或存储功能的组件；

（2）提供组件之间点对点消息传递的选路器；

（3）用于在每个时间间隔L对所有或部分组件实现同步功能的设施，其中L为周期参数。

5.1.2　BSP模型原理


[image: 166-01]
图5-1　BSP模型工作原理


BSP模型的工作原理可以用图5-1来表示。在BSP模型中，计算由一系列超步（Superstep）组成，在每一超步中，每个组件执行局部计算，传递和接收消息。每一周期时间间隔L作一个全局检查，以确定该超步中是否所有组件已经完成任务，如果完成则进入下一超步；否则，下一个时间周期分配给未完成的超步。第i超步的计算时间可以表示为叫wi＋ghi＋L，其中，wi表示第i超步中最大运算步数，hi表示该超步中每个组件发送和接收的最大消息包数，g表示选路器吞吐率，L表示执行一个全局路障同步或发送／接收一条信息包的最小延迟时间，则一个具有s超步的程序执行时间为[image: ]。

5.1.3　BSP模型优缺点

许多在BSP方面的工作验证了BSP模型在并行计算方面的优势：

（1）不易死锁。BSP模型将计算和通信相分离。在计算阶段，每个处理器执行本地计算，在通信阶段，每个处理器将需要发送的消息发送给别的处理器，将消息发送出去后执行同步操作，路障同步用来保障所有的消息已经发送到目的地。在下一个超步中，所有的处理器可以获取到从别的处理器发送过来的消息。在这一过程中，同步障作为一个中间阶段用于保障消息发送的完毕和消息可以获取的时间节点，发送消息的处理器和接收消息的处理器之间不易产生死锁。

（2）易于编程。在BSP模型中，计算过程可以用串行程序在实现，开发人员只需要确定子任务之间消息交互的内容和时刻即可。

（3）性能可预测。BSP模型最大的优势之一在于其计算时间是可以预测的，开发人员在开发一个并行应用时，可以提前预测出并行应用的执行时间。

（4）BSP模型与具体的硬件结构无关。正是由于这一优势，无论是在并行机、网格环境、多核环境还是云计算平台，BSP模型都工作良好。

BSP模型也存在一些缺点：BSP模型把所有的处理器以及处理器之间的通信同等看待，没有区分计算节点之间的能力差异以及通信距离的远近，导致在每一次超步都需要等待最慢的那个节点。


5.2　BSP模型发展概况

由于BSP模型具有不易死锁、容易编程和性能可预测等优点，从提出至今一直备受学术界和工业界的广泛关注。

5.2.1　BSP模型初级阶段

5.2.1.1　DBSP模型

BSP模型对任意一对处理器之间的通信同等看待，在很多算法中不能利用通信局部性（处理器仅与相邻的处理通信），没有区分通信距离的远近，而产生过于悲观的时间复杂度估计。

DBSP（Decomposable Bulk Synchronous Parallel，可分解的整体同步并行）模型[2]可以表示为，（p，g（p），l（p）），其中p为处理器个数，g（p）和l（p）为特定的路由性能函数。在DBSP模型中，处理器可以执行指令split（i），i∈（1，…，p），将计算机群分割为子机群C1，…，Cs，其中s是指令split（i）中i的不同值的个数，在split指令中指定具有同样i的处理器属于pi处理器的同一子机群，在子机群Ci中，处理器分配新的编号1，…，pi，作为子机群内消息发送的目标地址。在接下来的超步中，所有子机群作为独立的Ci＝DBSP（pi，g（pi），l（pi））独立计算，直到执行join指令，所有的处理器又作为一个标准的BSP模型一起工作。

在同一个计算中，机群可能重复分解，从一个split到另一个split的划分可能不同。子机群可以递归地分解，每个join操作对应同一层split操作，例如：[image: ]，不同子机群内的处理器不能通信，如果想通信，必须先执行join操作。

BSP模型没有试图获取子机群位置，若能利用子机器位置信息，则可以通过优化通信来减少运行时间。不论处理器之间通信数据量是否相同，BSP模型在计算所需的运行时间时，取其中最大的通信数据量作为计算参数，所以导致运行时间估计过高。Pilar de la Torre等人提出一种BSP模型的改进模型D-BSP（Decomposable，BSP）[3]，由处理器的子集的集合S组成，包括P自身，每个子集可以看作一个子机群。子机群内的处理器可以作为一个自治的D-BSP进行信息交换并进行同步。D-BSP允许任意的分解，分解可以递归进行。D-BSP主要的优势在于消息限定在范围更小的簇内，这种通信方式的代价更小。Alexandre Tiskin对D-BSP模型做了进一步的研究[4]，讨论了在一个分布式内存环境中支持共享内存抽象，利用网络邻近性来改善网络拥塞和存储体竞争的管理。

5.2.1.2　NBSP模型

F．de Sande等人提出一种NBSP（Nested Bulk Synchronous Parallel，嵌套的整体同步并行）模型[5]，用处理器集合扩展BSP模型。利用Division函数可以对处理器集合进行分割，处理器执行组聚集操作意味着所有的处理器在同一个集合中。

NBSP模型可以表示为元组（N，Div，Col，（g）r∈｛1，…，N｝，（L）r∈｛1，…，N｝）。其中N是处理器个数，Div和Col分别是划分和聚集函数的集合，通信能力由一些带宽参数（g）r∈｛1，…，N｝和延迟参数（L）r∈｛1，…，N｝来刻画，值gr和Lr是规模为r的任意子机群的带宽和延迟。在任何时候，限定处理器执行下面三个操作中的一个：

（1）任意类型的串行计算：赋值，循环，函数调用等；

（2）操作D∈Div；

（3）操作C∈Col。

5.2.1.3　进程迁移BSP模型

在标准的BSP模型中，一个BSP应用由一个或多个超步组成。每个超步包含计算和通信阶段，跟随着一个同步障，同步障必须等待最慢的进程。为了解决这个问题，Rodrigo da Rosa Righi等人提出了一种在BSP应用中控制进程重调度的模型MigBSP（Migration Model for Bulk-Synchronous Parallel，迁移整体同步并行）[6]。它的主要思想是利用运行环境搜集到的信息，自适应地调整进程位置使负载达到平衡，以减少超步时间。为了评估模型迁移的可能性，MigBSP模型除了考虑计算和通信，也考虑内存和迁移代价。

Bonorden等人通过迁移扩展BSP模型[7]，在每个同步障阶段之后，加入一个迁移阶段，进程可以迁移到别的主机以适应负载的变化。迁移阶段的代价为m*g，其中m是一个处理器的所有进程将发送或接收的消息包数的最大值。

若利用工作站网络中的空闲计算能力来运行并行程序，则处理器不稳定特征会导致BSP程序在这种环境中性能较低。为解决这个问题，Mohan V．Nibhanupudi等人[8]提出了一种基于状态数据的急切复制和进程的惰性（Lazy）复制（仅当需要时计算才被复制）的策略。利用计算状态的动态复制、惰性进程复制和进程迁移，支持自适应的并行度，以响应可用工作站个数的改变，该策略已经整合到牛津大学的BSP库中。

5.2.1.4　异构环境的BSP模型

BSP模型假定所有的组件具有同样的计算和通信能力，不适合异构并行环境。Tiffani L．Williams等人[9]提出一种基于BSP模型的HBSP（Heterogeneous Bulk Synchronous Parallel，异构的整体同步并行）模型，作为一种异构并行环境下应用程序开发架构。HBSP引入反映异构计算组件相对速度的参数，每个处理器j都有一个相对最慢处理器的相对速度参数cj，根据处理器速度参数分配计算负载。

为了解决不平衡的通信模式，即处理器发送或接收不同的数据量，E-BSP模型[10]对BSP模型进行扩展，把每个通信模式看作一个（M，h1，h2）关系，每个节点最多发送h1信息，最多接收h2信息，路由的总的信息量不超过M。E-BSP也考虑网络邻近性，延迟依赖于互联网络中处理器的相对位置。

5.2.1.5　共享内存的BSP模型
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图5-2　BSPRAM


BSP最初定义为一个分布式内存模型，共享内存风格的BSP模型必须由PRAM模拟实现，这种方法破坏了数据局部性，导致很多实际问题效率较差。Alexandre Tiskin提出一种新的BSP类型的模型BSPRAM[11]，允许共享内存风格的编程同时保持数据局部性。BSPRAM模型中，通信网络以随机存取共享内存单元的形式实现（图5-2）。内存有两层，即各自的局部内存和一个共享的全局内存。超步由输入阶段、局部计算阶段和输出阶段组成。在输入阶段，处理器可以从主存读取数据；在输出阶段，可以往主存写入数据。

5.2.2　多核BSP

Multi-BSP（Multi-Bulk Synchronous Parallel，多核整体同步并行）[12]用两种方式扩展BSP模型。首先，它是一个层数不限的分层模型。它不但能够识别单芯片，而且可以识别多芯片体系结构内多层内存和缓存的物理实体，目标是对整个体系（甚至整个数据中心）的所有层一起建模。其次，在每层中，Multi-BSP把内存大小作为第四个参数，深度为d的Multi-BSP模型由4d（p1，g1，L1，m1）（p2，g2，L2，m2）（p3，g3，L3，M3）…（pd，gd，Ld，md）参数指定，这是一个深度为d的树，内存／缓存在内部节点，处理器在叶子节点，每层上的四个参数分别为子组件个数、通信带宽、同步代价、内存／缓存大小定量。

5.2.3　BSP模型在云平台上的应用

5.2.3.1　OSL

OSL（Orleans Skeleton Library，Orleans框架库）[13]是一个用C＋＋语言在MPI通信库基础上编写的BSP算法框架库，包括数据并行框架（Data Parallel Skeletons）和通信框架（Communication Skeletons）。OSL的目标是为广泛使用的编程语言提供一个易用的库，允许基于一个简单可移植的性能模型，来分析影响并行程序的性能因素。

OSL试图提供一种结构化的方法来描述应用的并行性：算法框架（Algorithmic Skeletons）可视为函数式语言中的高阶函数，能方便地表示算法的并行模式如管道传递、并行归约等；使用OSL库来编写并行应用，就是对这些算法框架进行组合。

分布式阵列（Distributed Array）是OSL库的基本数据结构，所有的数据并行框架和通信框架都在分布式阵列上完成，这个数据结构隐藏了数据的分散和收集的细节。分布式阵列作为一个通用类实现，可以限定全局空间大小。

算法框架在面向对象编程语言（包括C＋＋）不能直接处理函数，为了将一个函数作为参数传递给另一个函数，一般做法是先把函数封装到一个对象，然后将这个对象作为参数传递。要作为参数传递的任何函数对象，都要求继承自一元操作符类（Unary Operator Class）或二元操作符类（Binary Operator Class）。

OSL库实现了四类典型的数据并行框架map、map_index、zip和zip_index。这些数据并行框架都作为函数对象实现。OSL也以函数对象的形式实现了三类常见的通信框架：右移（Shift_right）、左移（Shift_left）和子阵转置（Permute_partition）。这些通信框架都隐藏了一个BSP路障同步以确保通信的完成。OSL支持两种BSP同步：标准的同步，用MPI_Barrier作为同步原语实现；不经意的同步（Oblivious Synchronization）。不经意的同步是一种松弛的同步，意味着不同处理器同一时刻可以处于不同的超步中，最初用在PUB库（The Paderborn University BSP Library）中。

5.2.3.2　BSPCloud

BSPCloud[14]是一套云环境下BSP编程工具软件，目的是为开发人员提供一套BSP编程函数库，可用于开发云平台上I/O密集型的应用。

BSPCloud编程工具采用分布式内存和共享内存混合编程。如图5-3所示，BspJobTracker负责作业的调度和控制作业的运行。当用户提交一个作业到云平台后，作业不是立即执行，而是放到调度模块Schedule中，由Schedule负责调度作业运行。当调度器取出一个作业后，BspJobTracker将作业划分成若干子任务，并将这些子任务分配到虚拟机，由BulkTracker负责调度运行。BulkTrakcer启动若干个线程，这些线程完成细粒度任务计算。
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图5-3　BSPCloud编程工具架构图


5.2.4　BSP模型在大数据时代的应用

许多实际应用问题中都涉及大型的图算法，比如网页链接关系和社会关系图等。这些图都有相同的特点：规模超大，常常达到数十亿的顶点和上万亿的边。这么大的规模，给需要在其上进行高效计算的应用提出了巨大的难题。为了解决大规模图算法问题，Grzegorz Malewicz等人基于BSP模型实现了一个大规模图处理框架Pregel[15]。Pregel具有高效、可扩展、容错、容易编程等特点，可部署在上千台计算节点的集群上。

HAMA[16]是基于BSP模型的通用并行计算框架。作为Hadoop项目中的一个子项目，HAMA在Hadoop架构的基础上提供了高层次的BSP模型原语，用于大规模的科学计算。

GPS[17]（Graph Processing System，图像处理系统）是一个完全开源的高可扩展性、可容错性和易于编程的大规模图处理系统。GPS与Google的Pregel类似，都是基于BSP模型。GPS与Pregel相比具有三个不同的特征：①可扩展的API使全局通信更易于表达和高效；②可以基于消息模式在计算过程中重新划分顶点到不同的工作节点；③在所有计算节点上划分相邻高度数节点列表以减少通信开销。

Giraph[18]是一个迭代的图处理系统，最初作为Pregel的开源实现。Giraph在Pregel的基础上增加了主节点计算、共享聚合、面向边的输入、核外计算等特征。Giraph可用于图数据处理和分析，例如，Facebook用Giraph来分析由用户之间关系生成的社会网络图。

上述适合大规模数据处理的BSP编程框架，将在下节给出更详细的阐述。


5.3　基于BSP模型的编程框架

随着数据密集型时代的到来，掀起了基于BSP模型的并行计算框架的开发热潮，本节将详细介绍一些基于BSP模型的开源并行计算框架。

5.3.1　Pregel

5.3.1.1　概述

图算法通常具有本地内存访问局部性差、每个顶点的计算量少以及在执行过程中并行度会发生变化等特点，高效地处理大规模图是一项极具挑战性的任务。在众多机器上分布执行加剧了本地内存访问局部性差的问题，并且增大了在计算过程中机器发生故障的可能性。尽管大规模图无处不在，但是目前还没有一种可扩展的、通用的系统可以在大规模分布式环境下针对各种图表示方法来实现图算法。

目前，实现一种大规模图处理算法通常意味着以下几个方案的抉择：

（1）定制特定的分布式计算框架，该框架需要对新的图算法或者图表示方法重新实现。这种方案的可重用性较差。

（2）基于已有的分布式计算平台。但是，这些平台通常并不完全适合图处理应用。比如MapReduce非常适合大规模的计算问题，有时候也用来解决大型图问题，但是它并不是图处理问题的最优解决方案，也不是最合适的方案。对这些分布式计算平台的数据处理模型进行扩展，用于聚合以及类SQL的查询方式，但这些扩展方式通常对大型图计算这种消息传递模型来说并不理想。

（3）使用单机的图算法库如BGL、LEAD、NetworkX、JDSL、Standford GraphBase和FGL等，但是单机计算方式对图的规模有很大的限制。

（4）使用已有的并行图处理系统。例如，并行的BGL和CGM图计算库提供了并行图计算的方式，但是没有提供容错等支持大规模分布式系统的技术。

以上四种方案用于大规模图处理问题时都有很大的限制。为了解决大规模图处理问题，Grzegorz Malewicz等人开发了一个可扩展的、具有容错功能的分布式计算框架Pregel[15]，可以灵活地表示任意的图算法。Pregel计算系统的灵感来自Leslie G．Valiant提出的BSP模型。Pregel计算由一系列的迭代组成，每一次的迭代称为一个“超步”。在每一次的超步中，Pregel都会调用每个顶点上用户自定义的函数，在概念上这个过程是并行的。用户自定义的函数定义了在一个顶点V以及一个超步中需要执行的操作，该函数可以读取上一个超步中发送给顶点V的消息，并将该消息发送给别的顶点，使得这些顶点可以在下一步超步中读取到数据，并修改顶点V的状态以及其出边。消息通常通过顶点的出边发送，但一个消息也可能被发送到任何标志为可知的顶点。

这种以顶点为中心的方法很容易使人联想到MapReduce，因为它们都让用户只需要关注应用的执行逻辑，而把容错、并行等大量复杂的任务交给系统负责。这种计算模式非常适合分布式实现：它没有限制每个超步的执行顺序，所有的通信都仅限于从超步S到超步S＋1。

这种计算模式的高同步性使得推断程序执行的语义变得简单，同时也保证了Pregel程序在异步系统中能够免疫临界资源竞争从而避免死锁，原则上Pregel程序的性能可以与并行松弛的异步系统相当。通常情况下图计算应用中顶点的数量要比机器的数量大得多，所以必须要平衡各机器之间的负载使得超步之间的同步不会增加额外的延迟。

5.3.1.2　计算模型

Pregel计算的输入是一个有向图。该有向图的每个顶点都有一个唯一的字符串类型的顶点标志。每个顶点有一个用户定义的值，该值可以被修改。每条有向边都与其源顶点相关联，并且有一个用户定义的值和目标顶点的ID，有向边的值也可以被修改。

一个典型的Pregel计算过程包括读取输入数据、初始化图、运行一系列的被全局路障隔离的超步直到整个计算结束、输出结果。

在每一个超级步中，顶点的计算都是并行的，每个顶点执行相同的由用户自定义的函数。每个顶点可以修改其自身的状态或它出边的信息，接收在上一个超步中别的顶点发送给它的消息，发送消息到别的顶点，或者修改图的拓扑结构。在这种计算模式中，“边”并不是核心对象，没有相应的计算运行在边上。
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图5-4　状态机制图


算法是否结束取决于是否所有的顶点都已经达到“Halt”状态。在计算开始时，所有的顶点置于活跃状态，每个活跃的顶点都参与所有超步的计算。一个顶点可以通过将自身的状态设置为“Halt”而使它处于非活跃状态，处于非活跃状态的顶点不需要再进行计算，除非受到外部的触发。在接下来的超步中处于非活跃状态的顶点将不再执行，除非它接收到来自别的顶点的消息。如果一个顶点因接收到来自别的顶点的消息而处于活跃状态，接下来，必须将该顶点重新设置为非活跃状态。当所有的顶点都处于非活跃状态且没有消息传输时，整个算法才会终止。图5-4描述了这种简单的状态机制。

Pregel程序的输出是所有顶点输出的集合。Pregel程序的输出结果通常是与输入图同构的一个有向图，但是并非一定是这样，因为在计算过程中，可以对顶点和边进行添加和删除操作。比如一个聚类算法，就有可能从一个大图中选出满足需求的一些不相连的顶点；一个图的挖掘算法就可能仅仅是输出从图中挖掘出来的聚合数据。

图5-5给出了一个简单的示例：给定一个强连通图，图中每个顶点都包含一个它所有相邻节点的最大值，顶点在执行过程中向其他顶点传播最大值。在每个超步中，任何一个顶点若接收到一个比其当前值更大的消息，那么就将这个值传送给它所有的相邻顶点。当在某一个超步中没有顶点的值发生改变时，整个计算将终止。
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图5-5　最大值示例（点画线代表消息，阴影顶点的状态转为“Halt”）


Pregel采用一种纯消息的传递模式，忽略远程数据读取和其他模拟共享内存的方式。这样做有两个原因：①消息传递可以足够表达顶点之间的通信，没有必要使用远程读取。目前尚未发现在某种图算法中消息传递不够表达顶点之间通信的情况。②为了提高Pregel应用的性能。在一个集群环境中，从远程机器上读取数据会产生很高的延迟，这种延迟很难避免，而Pregel的消息传递模式可以通过批量异步消息传递的方式来缓解从远程机器读取数据的延迟。

图算法也可以写成一系列的链式MapReduce函数，采用基于BSP模型的Pregel进行图处理主要是基于可用性和性能的考虑。在Pregel中，顶点和边的运算在本地机器上执行，网络仅仅用来传输消息。而MapReduce本质上是面向函数的，因此，将图算法用一系列的链式MapReduce来表示需要将整个图的状态从一个阶段传输到另一个阶段，这样就需要更多的通信开销和相关的序列化开销。另外，在一系列的MapReduce函数中，需要对各个阶段的工作进行协调，这增加了编程的难度，而Pregel各个超步的迭代操作可以避免这种情况。

5.3.1.3　Pregel的API

本小节主要介绍Pregel的C＋＋API中几个最重要的方面。编写一个Pregel程序应该包含Pregel中已预先定义的一个子类——Vertex类（表5-1）。

表5-1　顶点API的基类




template＜typename VertexValue,
typename EdgeValue,
typename MessageValue＞
class Vertex{
public:
virtual void Compute(MessageIterator*msgs)=0;
const string& vertex_id( )const;
int64superstep( )const;
const VertexValue& GetValue( );
VertexValue* MutableValue( );
OutEdgeIterator GetOutEdgeIterator( );
void SendMessageTo(const string& dest_vertex,
const MessageValue& message);
void VoteToHalt( );
};




该类模板参数中定义了与顶点、边和消息相关的三种类型，每个顶点有一个相关指定类型的值，这种模式看上去有点局限性，但是用户可以通过使用灵活的类型来管理，边和消息的类型与此类似。用户需要重写Vertex类的虚函数Compute( )，在每个超步中，每个活跃的顶点将会执行Compute( )函数。预定义的Vertex方法允许Compute( )函数查询当前顶点和其边的信息，并发送消息到其他的顶点。Compute( )函数可以通过调用GetValue( )函数来检查与其顶点相关的值，或者通过调用MutableValue( )函数来修改当前顶点的值，它还可以通过出边迭代器提供的方法来检查和修改出边的值。这种状态的更新是立即生效的。由于这种可见性仅限于修改的顶点，所以不同的顶点在并发访问数据的时候不存在数据间的竞争关系。

在跨越超步时，只有与顶点和边相关联的值的状态可以被保存，把由Pregel计算框架管理的图状态限制为每个顶点或边的单一值，可以简化计算周期、图分布和容错。

1）消息传递机制

顶点之间的通信是通过消息传递的方式，每个消息都包含一个消息值和目的顶点的名称。消息值的数据类型则由用户通过Vertex类的模板参数来指定。

在一个超步中，一个顶点可以发送任意多次的消息。当顶点V的Compute( )函数在第S＋1个超级步中被调用时，所有在第S个超步中发送给顶点V的消息都可以通过一个迭代器来使用。迭代器并不保证消息的顺序，但是可以保证消息一定会交付且不会重复。

一种通用的使用方式为：对一个顶点V，遍历其自身的出边，并发送消息到每条边的目的顶点，如下面所示的PageRank算法那样，但是，目的顶点不能是顶点V的相邻顶点。一个顶点可以从前几次超步获取的信息中得到非相邻顶点的标志，或者顶点标志可以隐式地得到。比如，图可能是一个分团问题，具有已知的顶点标志（从V1到Vn），这些顶点的信息可以不用显式地包含在图的边中。



算法5.1　PageRank




class PageRankVertex: public Vertex＜double,void,double＞{
  //PageRank算法
public:
virtual void Compute(MessageIterator* msgs){
if(superstep( )＞=1){
double sum=0;
for(;Imsgs-＞Done( );msgs-＞Next( ))
sum+=msgs-＞Value( );
               *MutableValue( )=0.15/NumVertices( )+.85*sum;
                  }
if(superstep( )＜30){
const int64 n=GetOutEdgeIterator( ).size( );
SendMessageToAllNeighbors(GetValue( )/n);
}  else{
VoteToHalt( );
             }
             }
                 }




当一个消息的目标顶点不存在时，便执行用户定义的Handlers，一个Handler可以创建不存在的顶点或从其源顶点中删除这条边。

2）Combiners

当一个顶点发送消息，尤其是发送到另外一台机器的顶点时，会产生一些开销。在某些情况下，可以通过用户的帮助来降低这些开销。比如，假如Compute( )函数接收整数类型的消息，而它仅仅关心的是这些值的和，而不是每一个值，这种情况下，系统可以将多个消息合并成一个消息，该消息仅包含这些消息值的和，这样就可以减少传输和缓存的开销。

Combiners在默认情况下并没有开启，这是因为没有一种与所有用户Compute( )函数都一致的有效的合并函数。用户如果想要开启Combiners的功能，可以继承Combiner类，重写其虚函数Combine( )。Pregel框架并不保证哪些消息会合并而哪些不会，也不保证传送给Combiners的值和合并操作的执行顺序。所以Combiners应该仅仅在减少关联和交互开销的情况下使用。

对于某些算法来说，比如单源最短路径，可以通过使用Combiners将消息传输量降低4倍多。

3）聚合器（Aggregators）

Pregel的聚合器是一种提供全局通信和监控的机制。每一个顶点都可以在超级步S中向一个聚合器提供一个数据，系统会使用一种规约操作来合并这些值，合并后的值会在超步S＋1中被所有的顶点使用。Pregel中包含许多预定义的聚合器，比如对一些整型或字符串类型值的Min、Max和Sum等操作。

聚合器可以用来作统计。例如，一个求和聚合器可以用来统计每个顶点的出度，并可得到图中边的总数。更多复杂的规约操作可以产生一些历史统计信息。

聚合器也可用来作全局协同。例如，Compute( )函数的一个分支可以在某些超步中执行，直到一个求和聚合器确定所有顶点满足一些条件后，Compute( )函数的另一个分支才可以执行。又比如一个用于顶点ID的最小值或最大值聚合器，可以用来选择一个顶点在一个算法中扮演某种重要角色。

用户可以通过继承预定义的聚合器类来定义一个新的聚合器，并指定聚合器的值如何在接收到输入数据前进行初始化，以及如何将部分聚合值合并成一个值。聚合操作也应该满足交换律和结合律。

默认情况下，一个聚合器仅用来从一个超步中减少输入值，但是，用户也可能用它来定义一个sticky聚合器，它可以从所有的超步中接收数据。这是非常有用的，比如，要维护全局的边数，那么就仅仅在增加和删除边的时候才调整这个值。

聚合器还有更高级的用法，比如，可以用来为△-stepping最短路径算法实现一个分布式优先队列。聚合器根据每个顶点当前距离为它分配一个优先级。在一个超步中，顶点将它们的值汇报给最小值聚合器。在下一个超级步中，最小值聚合器将最小值广播给所有工作节点。

4）拓扑结构变化（Topology Mutations）

一些图算法可能需要改变图的拓扑结构。比如在一个聚类算法中，可能将每个聚类用一个顶点来替换；又比如在一个最小生成树算法中，可能会删除组成一个最小树的边除外的所有边。就像一个用户自定义的Compute( )函数可以发送消息一样，它同样可以发起在图中增加或删除顶点或边的请求。

在同一个超步中，多个顶点发出的请求可能发生冲突（比如两个请求都要求增加同一个顶点V，但初始值却不同），Pregel中采用两种机制来决定如何选择：局部有序和Handlers。

和消息一样，当请求发起后，拓扑结构会在超步中生效。在有删除操作的超步中，会先删除边，后删除顶点，因为顶点的删除通常也意味着其边的删除。而在有增加顶点或边的超步中，就需要先增加顶点后增加边，并且所有拓扑的改变都会在Compute( )函数调用前完成。这种局部有序就决定了大多数访问冲突的时序。

其他访问冲突可以通过用户自定义的Handlers来解决。如果在同一超步中有多个请求需要创建同一个顶点，在默认情况下，系统会任意选择一个请求，但有特殊需求的用户可以通过在Vertex子类中定义一个合适的Handler函数来指定一个更好的冲入解决策略。同一种Handler机制用于解决由于多个顶点删除请求或者多个边增加或删除请求而造成的冲突。为了使Compute( )函数的代码简单，Pregel委托Handlers来解决冲突，这限制了Handlers和Compute( )函数的交互，但在实际应用中并没有产生影响。

在图的拓扑使用之前，不需要对全局拓扑进行协调，Pregel的这种设计便于流式处理，直观来讲，对顶点V修改的冲突由V自己来处理。

Pregel同样也支持局部的拓扑改变，比如，一个顶点可以添加或删除其自身的出边或删除其自己，局部拓扑的改变不会引发冲突，且可以通过使用一个简单的串行编程语义使局部拓扑的改变立即生效来简化分布式编程。

5）输入输出（Input and Output）

Pregel有许多可能的图的文件格式，比如文本文档、关系数据库中的一系列顶点或者Bigtable中的行。为了避免强迫用户使用一种特定的文件格式，Pregel将输入文件解析为图的任务从图计算中分离出来。类似地，计算的输出可以生成任意一种格式和可以用一个给定的应用最适合的方式存储。Pregel库为许多普通的文件格式提供了读取和写入操作，但是具有不常用文件格式需求的用户可以继承抽象函数Reader和Writer类来定义他们自己的读写方式。

5.3.1.4　Pregel的具体实现

Pregel是为Google的集群架构而设计的。每一个集群都包含上千台商业PC机，这些机器分列在许多机架上，机架之间有非常高的内部通信带宽。集群之间是内部互联的，但在地理上分布在不同的地方。

应用通常在一个集群管理系统上执行，该管理系统用来对作业进行调度以优化集群的资源分配，有时候会“杀死”实例或将实例迁移到其他机器上去。集群系统包含一个名称服务系统，所以实例可以由逻辑名称来引用，该逻辑名称独立于它当前绑定的物理机。持久化的数据存储在分布式存储系统GFS或Bigtable中，而临时数据则存储在本地磁盘中。

1）基本体系结构（Basic Architecture）

Pregel库将一张图分解成许多子图，每一子图包含一系列顶点和所有这些顶点的出边。将一个顶点分配到某个子图上仅仅取决于该顶点的ID，这意味着当一个顶点在不同的机器上，甚至顶点不存在时，也可以知道这个顶点属于哪个子图。默认的划分函数是Hash（ID）mod N，其中，N为划分总数，但是用户可以替换这个划分函数。

为顶点分配工作节点在Pregel中是不透明的。有些应用在默认的分配策略下可以很好地工作，而有些应用可以利用用户自定义的分配函数来利用图的天然局部性。比如，一种典型的启发式Web图可以将来自同一个站点的网页顶点数据分配到同一个工作节点上进行计算。

在不考虑出错的情况下，一个Pregel程序的执行过程包含以下几个步骤：

（1）用户程序的多个副本在集群上开始执行，其中的一个副本作为主节点运行。这时候主节点还没有对图进行划分，只是用来协调工作节点。工作节点利用集群管理系统的名称服务来发现主节点的位置，并发送注册信息到主节点。

（2）主节点决定将图划分成多少个子图，并为每个工作节点分配一个或多个子图，用户也可以控制每个工作节点分配子图的数量。一个工作节点有多个子图时允许并行执行这些子图，可以更好地实现负载均衡，从而提高性能。每个工作节点负责维护分配给它的子图的状态，对子图的顶点执行用户自定义的Compute( )函数，并管理发送到别的工作节点和从别的工作节点发送过来的消息。

（3）主节点将用户输入中的一部分分配给每个工作节点。这些输入被看作一系列的记录，每一条记录都包含一些顶点和边。输入的划分与图本身的划分是正交的，通常都是基于文件边界。如果一个工作节点加载的顶点刚好属于该工作节点分配的子图，那么对图数据结构的修改会立即生效；否则，该工作节点将向拥有该顶点的工作节点发送一个消息。当所有输入的加载完成后，所有的顶点标记为活跃顶点。

（4）主节点通知每个工作节点运行一个超步，工作节点遍历其活跃顶点，为每个子图分配一个线程。工作节点为每个活跃的顶点调用Compute( )函数，并把在上一个超步中发给它的消息交付给它。消息的发送是异步的，以使计算和通信重叠，但必须在上一个超步结束前交付。当一个工作节点完成计算后，将向主节点报告，告诉主节点在下一个超步中有多少个活跃顶点。只要有顶点处于活跃状态或有消息还在传输，这个过程将一直重复执行。

（5）当计算终止后，主节点会通知工作节点保存它拥有的那部分图的结果。

2）容错（Fault Tolerance）

Pregel的容错是通过检查点来实现的。在每个超步开始的时候，主节点通知工作节点将它分配到的子图的状态保存到持久存储设备。保存的状态包括顶点值、边的值和从别的工作节点发送的消息。主节点自己单独保存聚合器聚合的值。

工作节点的失效是通过主节点周期性地给工作节点发送Ping消息才检测的，如果一个工作节点在一个特定的时间间隔内没有接收到Ping消息，该工作节点进程将终止。如果主节点在一定时间间隔内没有接收到某工作节点的返回信息，主节点将标记该工作节点进程失效。

当一个或多个工作节点发生故障时，分配给这些工作节点的子图的当前状态将会丢失。主节点将重新将这些子图分配给可用的工作节点，这些工作节点会在一个超步开始的时候从最近可用的检查点重新加载子图的状态信息，这个检查点可能比最近完成的超步早好几个超步，因此需要恢复丢失的那几个超步。检查点频率的选择基于一个平均时间失效模型，以平衡检查点和恢复开销。

Pregel还支持密闭恢复策略，以改善恢复执行的开销和延迟。除了基本的检查点，工作节点还保存载入图和各个超步的计算中分配到该节点上的子图发送出去的消息。这样恢复就受限于那些丢失的子图信息。系统利用从健康的子图获取的日志消息重新计算从丢失的超步到最近完成的超步之间的部分。

这种在恢复过程中仅仅重新计算丢失的子图的方法可以节省计算资源，且由于每个工作节点可能只恢复很小一部分子图，所以可以改善恢复延迟。保存工作节点所分配子图的输出信息增加了开销，但是通常一台机器有足够的磁盘带宽来确保I/O不会成为瓶颈。

密闭恢复策略需求用户算法是确定的，以避免保存的消息与恢复过程中的新消息混淆。随机算法可以通过基于超步和划分产生一个伪随机数来使算法变得确定。非确定性算法可以关闭密闭恢复策略而使用基本的恢复机制。

3）工作节点的实现（Worker Implementation）

一个工作节点负责维护分配给它的内存中的部分图的状态。从概念上讲，这可以看做从顶点ID到顶点状态的一个映射。其中，每个顶点的状态包含当前值、出边信息的列表、输入信息的列表和顶点是否处于活跃状态的标志。当工作节点执行一个超步时，对所有的顶点进行迭代，且为每个顶点调用Compute( )函数，传给该函数当前顶点的值、一个接收消息的迭代器和一个出边的迭代器。这里没有对入边的访问，这是因为入边其实是源顶点的所有出边的一部分，通常在另外的工作节点上。

出于性能的考虑，活跃顶点标志与输入消息队列是分开存储的。此外，当仅有一个顶点值和边值的副本时，将存在两份活跃顶点标志和输入消息队列副本，一个用于当前超步，另一个用于下一个超步。当一个工作节点在超步S中处理分配给它的顶点时，同时会利用另一个线程从执行同一超步的其他工作节点接收消息。由于顶点接收的是上一个超步发送的消息，超步S和超步S＋1的消息必须保持隔离。同样，一个顶点v接收到消息意味着顶点v在下一个超步属于活跃顶点，而不是在当前超步活跃。

当Compute( )请求发送一个消息到其他顶点时，工作节点首先确认目标顶点是属于远程的工作节点还是属于当前工作节点。如果目标顶点是在远程工作节点上，那么消息就会缓存，当缓存大小达到一个阈值，最大的缓存数据将会异步发送出去，每个信息将作为一个单独的网络消息传输到目标工作节点。如果目标顶点是当前工作节点，那么就可以作相应的优化：消息会直接放到目标顶点的输入消息队列中。

如果用户提供了Combiner，那么在消息加入输出队列和到达输入队列时，会执行Combiner操作，后一种情况并不会减少网络开销，但是可以节省用于存储消息的空间。

4）主节点的实现（Master Implementation）

主节点主要负责协调工作节点的活动。每个工作节点在向主节点注册的时候会分配一个唯一的标志。主节点维护一个当前所有活动的工作节点列表，该列表包含工作节点的标识、地址信息和分配到的部分图。主节点用于保存这些信息的数据结构的大小与图所划分的个数成比例，而与图中顶点和边的个数无关。因此，一个主节点可以协调一个非常大的图的计算。

主节点的大部分操作，包含输入、输出、计算、保存和从检查点中恢复，会在路障同步的时候终止。在操作开始的时候，主节点会向每个活动的工作节点发送一个相同的请求，并等待工作节点的响应。如果有工作节点失效，主节点会进入恢复模式。如果路障同步成功，主节点便进入下一个阶段。例如，一个计算路障同步成功后，主节点会增加全局超步索引，并进入下一个超步。

主节点同时还维护计算进展和图的状态的统计信息，包括图的大小、顶点出度的分布图、活跃顶点的个数、最近超步的执行时间和信息传输量以及所有用户定义的聚合器的值。为了方便用户监控，主节点运行一个HTTP服务器来显示。

5.3.2　HAMA

5.3.2.1　HAMA概述

许多数据密集型科学应用如大规模数值分析、计算物理、生物信息学和图形绘制等，要用到大规模矩阵计算或图计算。图计算也是机器学习、信息检索、数据挖掘和社会网络分析等多种工程应用的主要原语。为了能够高效地支持科学计算和工程应用，Sangwon Seo等人开发出一个分布式处理框架HAMA[16]。与MapReduce相比，HAMA支持消息传递模式的应用开发，提供了灵活、简单且易于使用的编程API，可以避免在通信过程中发生死锁[19]。

5.3.2.2　体系架构图

HAMA是一个建立在Hadoop平台上的分布式框架[16]，主要用于大规模矩阵计算和图计算。HAMA为各种科学应用提供了一个强大的工具，并用简单的API为应用开发者和研究人员提供基本的原语。HAMA已被Apache软件基金会列为Hadoop的一个子项目。

图5-6给出了HAMA的总体架构。HAMA采用一种分层体系结构，主要由三部分组成：为矩阵计算和图计算提供许多原语的HAMA Core、一个交互式用户控制台HAMA Shell和HAMA API。HAMA Core也用于选取合适的计算引擎。目前，HAMA支持三种计算引擎：Hadoop的MapReduce引擎、BSP引擎以及微软的Dryad引擎[20]（本书第6章将给出Dryad的详细介绍）。Hadoop的MapReduce引擎常用于矩阵计算，而BSP和Dryad模型通常用于图计算。BSP和Dryad的主要区别是，BSP更多地利用本地数据因而表现更为高效，而Dryad通过控制通信图从而提供非常灵活的计算。
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图5-6　HAMA的体系架构图


5.3.2.3　主要优点

为了以一种原子的方式操作分布式元数据事务控制，HAMA充分利用了Zookeeper。另外，HAMA还提供了灵活的数据管理接口，默认接口是位于HDFS（Hadoop分布式文件系统）之上的HBase。

概括来说，HAMA的主要优点有：

（1）兼容性。HAMA能充分利用Hadoop的所有功能以及它的相关包，这是因为HAMA与已有的Hadoop接口兼容。

（2）可扩展性。由于HAMA的兼容性，它可以在不作任何修改的情况下充分利用大规模分布式的互联网基础设施和服务，比如Amazon的EC2服务。

（3）灵活性。为了利用自身的灵活性以支持不同的计算模式，HAMA提供了简单的计算引擎接口，任何遵循该接口的计算引擎均可以插件的形式自由加入和离开。目前有MapReduce、BSP和Dryad三种计算模型可以使用。

（4）适用性。HAMA提供的原语可以应用到需要矩阵计算和图计算的各种应用中。

5.3.2.4　应用案例：线性代数

在许多情况下，复杂的科学计算应用需要求解线性代数。作为一个案例，这里介绍两种基本的原语：矩阵乘法和求线性解。

1）用HBase表示矩阵

为了能够在HDFS上面处理矩阵计算，选择HBase作为NO-SQL数据库。与传统的关系型数据库不同，HBase中的数据是基于列的和半结构化的。这些数据可以分布在1000个以上的节点中，具有很高的可扩展性。

为了在HBase上表示矩阵，HAMA中设计了两种结构：一个管理表和一个矩阵结构。把管理表命名为HAMA.admin.table，把具体的矩阵结构命名为HAMA.matrix_XXX。表5-2和表5-3分别给出了管理表和矩阵的结构。表5-2所示的管理表包含了三个元数据列成员和一个用于标明位于表5-3中矩阵路径的参数“actual_matrix_path”。需要特别注意的是：attribute：purpose参数用来指明一个矩阵是一个实矩阵还是一个图的邻接矩阵。矩阵的数据结构见表5-3，它包括用于存储行或列大小的必要元数据、类型、特征对以及每个行索引的列向量。不同于表5-2中的attribute：purpose，在表5-3中的attribute：type参数表示所选矩阵属于稀疏矩阵还是稠密矩阵，算法可以根据矩阵的类型进行优化。

表5-2　HAMA.admin.table HBase模式表



	Row
	Column Families


	matrix_name（alias）
	actual_matrix_path


	Metadata
	attribute：created_data


	attribute：owner


	attribute：purpose



表5-3　具体矩阵的HBase模式表



	Row
	Column Families


	matrix row index
	column vector


	metadata
	alias：name


	attribute：columns


	attribute：rows


	attribute：type


	eival：value


	eival：ind


	eivec：value


	cache：value



需要注意的是，这种矩阵的表示方法仅仅在处理临时矩阵计算时有效。这是因为只有通过管理表（表5-2）中所提供的别名，mapper和reducer才能使用矩阵中的数据。

2）矩阵乘法

Hama可以用两种方法来实现矩阵乘法：迭代法和块方法。前者适合用于稀疏矩阵的计算，后者适合通信开销较低的稠密矩阵。

（1）迭代法。迭代法比较简单。首先，每个Map任务接收矩阵B的一个行索引作为一个键，该行索引的列向量作为相应的值。然后，将矩阵A所有列的第i行乘以接收到的列向量。最后，一个reduce任务会将第i行的计算结果写入结果矩阵中。迭代方法的伪代码如算法5.2。



算法5.2　迭代法伪代码




INPUT:key,/*the row index of B*/
      value，/*the column vector of the row*/
      context/*I0 interface(HBase)*/
void map(ImmutableBytesWritable key,Result value，Context context)  {
    double ij-th=currVector.get(key);
    SparseVector mult=new SparseVector(value).scale(ij-th);     /*Multiplication*/
    context.write(nKey,mult.getEntries( ));
}
INPUT:key，/*key by map task*/
      value，/*value by map task*/
      context/*I0 interface(HBase)*/
void reduce(IntWritable key,Iterable＜MapWritable＞values,Context context)  {
    SparseVector sum=new SparseVector( );
    for(MapWritable value:values){  sum.add（new SparseVector(value));
                                  }
}




（2）块方法。为了计算两个稠密矩阵A和B的乘积，需要在MapReduce的预处理阶段建立“采集表”。采集表是一维的，由二维的矩阵A、B变换而来。采集表的每一行都包含两个子矩阵A（i，k）和B（k，j），具有（n*n*i）＋（n*j）＋k个行索引，其中n表示矩阵A和矩阵B行的大小。把这些子矩阵称作块。每个Map任务只需处理采集表而不是原始的矩阵，因此可以显著地降低数据的网络迁移。算法5.3给出了预处理阶段之后的分块算法。每个Map任务接收一个block ID作为一个键名，并将A和B的两个子矩阵作为相应的键值，然后将A[i][j]和B[j][k]这两个子矩阵相乘。接着，一个reduce任务将用公式S[i][k]＋＝multipliedblocks来计算块的总和。



算法5.3　块方法伪代码




INPUT:key,/*the blockID*/
      value,/*two submatrices of A and B*/
      context/*I0 interface(HBase)*/
void map(ImmutableBytesWritable key,Result value,Context context)  {
    SubMatrix a=new SubMatrix(value,0);
    SubMatrix b=new SubMatrix(value,1);
    SubMatrix c=a.mult(b);/*In-memory*/
    context.write(new BlockID(key.get( )),
    new BytesWritable(c.getBytes( )));
}
INPUT:key,/*key by map task*/
      Value,/*value by map task*/
      context/*I0 interface(HBase)*/
void reduce(BlockID key,Iterable＜BytesWritable＞values,Context context)  {
     SubMatrix s=null;
     for(BytesWritable value:values）{
        SubMatrix b=new SubMatrix(value);
        if(s==null)s=b;
        else s=s.add(b);
     }
     context.write(…);
}




5.3.3　GPS

GPS（Graph Processing System，图形处理系统）是一个可扩展的、具有容错功能和易于执行大规模图算法的完全开源的系统[17]，以下将对GPS系统进行介绍。

5.3.3.1　GPS概述

通过MapReduce框架以及它的开源实现Hadoop，来建立一个处理海量数据的系统已经变得非常容易。这些系统不仅提供了自动的可扩展性以应对超大规模数据，而且提供了自动容错能力，以及用于实现一些功能的简单编程接口。然而，这些系统并不总是适合于处理大规模图数据。如果有一个能够像MapReduce一样具有可扩展性、容错功能并且易于编程的面向大规模图数据处理的框架，那么它将具备很高的使用价值。Pregel系统就是为这个目的而开发的。受到Pregel的启发，Semih Salihoglu等人实现了一个开源系统GPS，用于大规模图数据处理。与Pregel系统相比，Giraph具有以下特点：

（1）只有以顶点为中心的算法易于用Pregel提供的API实现，GPS提供的API进行了扩展，可以有效地实现包含一个或多个以顶点为中心的计算和全局计算相结合的算法。

（2）与Pregel不同，GPS在计算的过程中可以通过在工作节点之间对图进行重新划分，来减少通信。

（3）GPS具有一个LALP（Large Adjacency List Partitioning，大邻接表分区）的优化机制，该机制可以在工作节点上对度数高的顶点的邻接表进行划分，这将进一步减少通信量。

GPS和Pregel的计算框架均是基于BSP模型。在开始计算的时候，图的顶点分布在工作节点上，计算过程由一系列超步的迭代组成。在每个超步，与MapReduce架构中的Map函数和Reduce函数类似，所有顶点都会并行地运行一个用户自定义的函数Vertex.compute( )。在Vertex.compute( )函数内部，每个顶点要做如下工作：更新自己的状态信息（可能是基于接收到的信息），向其他顶点发送下一次迭代所需的信息，设置一个标志变量以指明该顶点是否准备停止运算。在每个超步的最后阶段，所有的工作节点都必须在下一个超步开始之前完成同步操作。当所有的顶点结束运算时，迭代停止。和Hadoop相比，GPS模型具有内在的迭代性，并且可以在计算的过程中将图数据保存在内存中，因此更适合于图计算。

在Vertex.compute( )函数中实现图计算，适合于一些特定的算法如PageRank算法、最短路径算法或寻找连通图算法，所有这些算法都完全可以用一种以顶点为中心的方式执行，因此可以并行运行。然而，一些算法是以顶点为中心和全局计算两种方式的结合，比如，k-means-like图聚类算法由四个部分组成：①随机选择k个顶点作为“簇中心”，用于整个图的全局计算；②将每个顶点分配到一个簇中心，参与以顶点为中心的计算；③通过统计交叉簇中边的数量来评估簇的优度；④如果该簇的优度足够好，则停止全局计算，否则从①开始重新计算。GPS可以通过指定主节点的方式在Vertex.compute( )函数中实现全局计算。然而，这种方法有两个问题：①主节点在一个超级步中执行全局计算的时候，所有其他顶点处于闲置状态，造成了资源的浪费。②Vertex.compute( )函数中的代码变得难以理解，因为它既要包含所有顶点的公共部分，又要包含特殊顶点那一部分。为了使全局计算更容易更高效，GPS用master.compute( )函数对Pregel提供的API进行了扩展。

和Pregel一样，在GPS中，不同工作节点上的顶点之间通过网络传递消息，除了Master.compute( )函数之外，GPS中还有两个新的特征用于减少网络I/O。第一，GPS在计算过程中可以根据顶点的消息发送方式，在工作节点之间自动地对图的顶点进行重新划分，GPS把那些相互间频繁发送消息的顶点放在同一工作节点上。第二，在许多图算法中，如PageRank算法和寻找连通图算法，每个顶点向它的相邻顶点发送相同的信息。比如位于工作节点i上的一个高维度的顶点v在工作节点j上有1000个邻接顶点，则v在工作节点i和j之间发送1000次相同的信息。GPS提供的LALP优化机制可以将上述1000条信息的发送量削减为1条。

在默认情况下，GPS和Pregel将图的顶点随机地分配给工作节点。在这里需要探讨的一个GPS图分区问题是：如果在计算开始之前就将图的顶点智能地分配给工作节点，是否会提高一些算法的性能？比如对于PageRank算法，如果根据网页的域名进行划分，也就是说，所有具有相同域名的网页被划分到同一个工作节点上，在这种划分下PageRank算法的性能会有提高吗？如果在PageRank、最短路径或其他算法运算之前，采用流行的METIS算法来对图的顶点进行划分，那么这些算法的性能会提高吗？使用GPS的动态划分策略，能进一步提高算法的性能吗？GPS开发小组人员通过大量的实验表明，在某些环境下，上述答案都是肯定的；同时还发现，在使用一个精妙的划分方案时，维护计算节点之间的负载均衡并不容易，但对提高算法的性能是至关重要的。

5.3.3.2　GPS系统

GPS采用了Pregel中基于块同步处理的分布式消息传递模型。GPS模型可以概括如下：GPS的输入是一个有向图，图中的每个顶点维护一个用户定义的值和一个用于指明该顶点是否处于活跃状态的标志Flag，图中的边可以带有权值，每一次迭代的计算过程称为一个超步，每个超步都在图中所有顶点均处于非活跃状态时才终止。在第i个超步中，每个处于活跃状态的顶点都并行地执行以下运算：①接收在第i-1个超步中发送给本顶点的消息；②修改顶点的值；③向图中的其他顶点发送消息并且决定是否将该顶点设置为非活跃状态。在第i个超步中由顶点u发送给顶点v的消息，在第i＋1个超步中顶点v才可以使用。每个顶点的操作封装在Vertex.compute( )函数中，该函数在每个超步中刚好执行一次。

1）总体架构

GPS的体系结构如图5-7所示。和Pregel一样，GPS有两种类型的计算部件元素：一个主节点和k个工作节点（W0，…，Wk-1）。主节点负责维护节点标志和物理工作节点之间的映射关系。工作节点使用该映射的一个副本用于节点之间的通信。节点之间的通信采用Apache的MINA，它是一个基于java．nio的网络应用框架。GPS是用Java实现的。工作节点运行HDFS系统，这个系统主要用于存储持久数据，例如输入图和检查点文件。
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图5-7　GPS体系结构图


2）在工作节点输入分区图

输入图G是在HDFS文件系统中用一种简单的格式指定：每一行从顶点u的ID开始，紧随其后的是以u为出发点的各邻接顶点的ID，输入文件可以选择性地指定顶点值和边值。和Pregel一样，GPS使用简单的轮询方案，将图G的顶点u分配给工作节点W（u mod k）。当使用更复杂的划分方案时，会先运行一个预处理步骤对各节点的ID进行划分，以使得轮询式划分方法能将节点的ID都分配到工作节点上去。GPS还支持在计算过程中选择性地在工作节点之间重新对图进行划分。

3）主节点和工作节点实现

主节点和工作节点的计算过程也与Pregel类似。主节点通过向工作节点发送指令来协调工作节点之间的工作，具体包含：①开始解析输入文件；②启动一个新的超步；③终止计算；④查询检查点的状态以进行容错。主节点等待所有工作节点的消息，并指导工作节点下一步要做什么，因此主节点也是超步之间工作节点同步的中心位置。在每个超步开始的时候，主节点也会调用Master.compute( )函数。

工作节点会存储顶点的值、激活状态标志，并维护当前和下一个超步所需的消息队列。每个工作节点由三个“线程组”组成：

（1）一个计算线程用于对工作节点中的顶点进行迭代操作，并在每个活跃的顶点执行Vertex.compute( )函数。它为自己以及集群中的所有工作节点维护一个出边消息缓冲区。当缓冲区饱和后，它要么通过网络发送给MINA线程，要么直接传递给本地消息解析器线程。

（2）MINA线程用于发送和接收消息缓冲区中的消息，也用于简单地协调主节点和工作节点之间的消息。当一个消息缓冲区接收到消息时，它将消息传递给消息解析器线程。

（3）消息解析器线程对输入消息缓存区中的消息进行解析，将发送到不同顶点的消息分离，并将消息放到相应顶点的接收消息队列中去，用于下一个超步中。

这种线程结构的优势之一是只有两个轻量级的同步点：计算线程将消息缓存区中的消息直接发送给消息解析器线程时，和MINA将消息缓冲区中的消息发送给消息解析器线程时。由于消息缓冲区足够大（默认大小为100KB），这种同步很少发生。

4）API

与Pregel类似，GPS程序员可以通过继承Vertex类来定义顶点值、消息和可选项边值类型，可以通过实现函数Vertex.compute( )来定义以顶点为中心的计算的逻辑关系。在Vertex.compute( )函数内部，可以访问顶点的值、接收的消息和一个全局对象的Map操作。全局对象用于协调主节点和工作节点之间的消息、数据共享和统计汇总。在每一个超步的开始，每个工作节点都有一个相同的全局对象映射副本。在一个超步中，顶点可以更新工作节点本地映射的对象，在超步结束的时候，主节点会使用一个由用户自定义的Merge函数对这些对象进行合并。当计算结束后，一个顶点可以通过调用API中的VoteToHalt( )函数声明自身处于不活跃状态。

可以完全用以顶点为中心的方式表示的算法很容易使用GSP提供的API实现，下面通过两个具体的例子来进行说明。

HCC是从一个有向图中寻找弱连通子图的算法。该算法中每个顶点首先将自身的值设置为它的ID值，然后，在迭代过程中，顶点的值设置为它的邻节点和它当前值中的最小值。当顶点值收敛时，每个顶点v的值是它所属的节点中具有最小ID的顶点，这些值可以用来确定最弱连通子图。HCC可以很容易地利用Vertex.compute( )函数来实现，如算法5.4所示。



算法5.4　寻找连通子图




class HCCVertex extends Vertex＜IntWritable,IntWritable＞{
@Override
void compute(Iterable＜IntWritable＞messages,
int superstepNo){
if(superstepNo==1){
setValue(new IntWritable(getId( )));
sendMessages(getNeighborIds( ),getValue( ));
}else{
int minValue=getValue( ).value( );
for(IntWritable message:messages){
if(message.value( )＜minValue){
minValue=message.value( );}}
if(minValue＜getValue( ).value( )){
setValue(new IntWritable(minValue));
sendMessages(getNeighborIds( ),getValue( ));
}else{
voteToHalt( );}}}}




考虑简单的k-means图聚类算法，并在算法5.5中列出。该算法有两个Vertex-centric部分：

（1）分配每个顶点到最接近的聚类中心（算法5.5第5行），这个过程是由算法从单源最短路径的简单扩展中寻找。

（2）数集群交叉边（算法5.5第6行）的数量。



算法5.5　简单的k-means图聚类




Input:undirected G(V,E),k,T
int numEdgesCrossing=INF;
while(numEdgesCrossing＞T)
int[]clusterCenters=pickKRandomClusterCenters(G)
assignEachVertexToClosestClusterCenter(G,clusterCenters)
numEdgesCrossing=countNumEdgesCrossingClusters(G)




现在考虑算法5.5中的第2行和第3行：检查最新簇的结果和确定是否达到阈值或者选择新的簇中心。利用前面提到过的API，必须把这种逻辑放到Vertex.compute( )函数内，并指派一个主节点来做这件事情。因此，在While循环的每次迭代中，在某个顶点用一个超步来完成这种非常短暂的计算，全局对象仅仅用于存储值，而不用于这种计算。

5.3.4　Giraph

5.3.4.1　概述

Giraph是Apache的一个开源项目[18]，是一个迭代的图处理系统。一个Giraph计算可以作为一个Hadoop作业运行，因此任何已有的Hadoop用户可以立即从Giraph中受益。Giraph的工作节点使用Zookeeper选择一个主节点来协调计算。当图在工作节点上载入和划分后，主节点负责决定工作节点启动超步计算的时间。一旦计算终止，工作节点会保存输出数据。检查点的时间间隔由用户自定义，当一个工作节点失效后会自动重启应用程序。任何一个工作节点都可以当作主节点，当主节点失效之后，一个工作节点将自动接管失效主节点的所有工作。

Giraph提供了一些机制用来帮助实现一些大规模的图算法。可以从任何输入源输入顶点和边，同时可以支持多种Hadoop和Hive表的输入格式。聚合器（Aggregators）程序可用于计算各个顶点所提供数据的一个全局值。默认情况下，顶点的值、边的值和消息都存储在工作节点的内存中，也可以选择存储在磁盘上，比如在内存有限但磁盘空间足够的Hadoop集群下。

5.3.4.2　运行机制
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图5-8　单源最短路径算法执行图


一个Giraph计算的输入是一个由顶点和有向边组成的图（图5-8）。例如，一个顶点可以表示一个人，边可以表示朋友之间的请求。每个顶点和边均存储一个值。因此，输入不仅决定了图的拓扑结构，也决定了顶点和边的初始值。作为一个例子，考虑一个社会网络图中用来发现从预先定义的人到任何人之间距离的计算。在这个计算中，每条边的值是一个浮点数，代表相邻的人之间的距离。一个顶点v的值也是一个浮点数，代表一个预定义的顶点s到v的最短路径距离。预定义的源点s的初始值为0，任何其他顶点的初始值是无穷大。

图5-8是一个单源最短路径算法在Giraph上的执行说明。输入是一个具有三个顶点和两条边的图链，边的值分别为1和3。该算法用来计算最左边的顶点到别的顶点的距离。顶点的初始值是0、无穷大和无穷大（第一行）。距离上界以消息的形式发送，导致顶点值的更新（连续往下排），连续持续三步。

Giraph计算过程为一系列的迭代，每次迭代称为一个超步。最初，每个顶点都是活跃的。在每个超步，每一个活跃顶点调用用户提供的计算方法，这种方法实现了图算法，将在输入图中执行。

Giraph计算方法可以表示为：

（1）接收在上一个超步中发送给该顶点的消息；

（2）使用接收到的消息、顶点和出边的值进行计算，这可能导致顶点值的修改；

（3）发送消息到别的顶点。

计算方法不能直接访问其他顶点和它们出边的值，顶点之间通过发送消息进行通信。

在单源最短路径的例子中，一个计算方法将：①每个顶点找出其接收到的消息的最小值；②如果该值小于顶点的当前值；③最小值将作为顶点的值；④该值加上边的值将沿着每个出边发送出去。下面是一个简单地用Java实现的代码。



算法5.6　单源最短路径




public void compute(Iterable＜DoubleWritable＞messages){
double minDist=Double.MAX_VALUE;
for(DoubleWritable message:messages){
minDist=Math.min(minDist,message.get( ));
    }
if(minDist＜getValue( ).get( )){
setValue(new DoubleWritable(minDist));
for(Edge＜LongWritable,FloatWritable＞edge:getEdges( )){
double distance=minDist+edge.getValue( ).get( );
sendMessage(edge.getTargetVertexId( ),new DoubleWritable(distance));
       }
     }
voteToHalt( );
  }




算法5.6是一个单源最短路径计算的计算方法，该方法计算到达消息的最小距离且沿着每条边发送距离消息。图中的每个顶点在每个超步中执行这个方法。

连续的超步之间存在一个路障，这意味着：①任何当前超步发送的消息，仅在下一个超步才可以被目标顶点使用；②每个顶点完成当前超步的计算后才可以开始下一个超步的计算。

图可以在计算过程中通过添加或者删除顶点或边发生改变。例子中最短路径算法的图没有发生改变。

顶点的值在跨过路障后会保留，也就是说，当图的拓扑结构没有改变时，任何顶点或边在一个超步开始的时候的值等于在上一个超步末端相对应顶点或边的值。例如，当一个顶点已经设定距离上界为D，那么在下一个超步开始的时候，距离的上界将仍然是D。当然，在任何超步中，顶点和出边的值可以修改。任何顶点可以在任何超步之后停止计算，只需将自身设置为非活跃状态即可。然而，任何输入的消息可以使处于不活跃状态的顶点再次处于活跃状态。当顶点选择终止且没有消息传递时，Giraph计算将终止，每个顶点输出一些本地的信息，这些信息通常就是最终顶点的值。

Giraph应用从存储（通常是分布式）设备读取输入数据，运行一系列计算超步，然后写回输出。输入数据包含一个图的表示，通常在顶点和边上有一些元数据。输出数据通常包含顶点的最终值，也可以包含图本身，但图可能已被修改。例如，在一个标准的PageRank算法实现中，输入包含图的边，输出包含所有顶点最终的PageRank值。Giraph本身不指定一个特定的存储格式。相反地，用户实现一个通用的API，该API将可以在用户选择的数据类型和Giraph主类（顶点和边）之间转换。
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Dryad是Michael Isard等人为处理海量数据而提出的一种分布式执行引擎[1]-[2]，它被用于帮助缺乏并行编程经验的开发人员在．Net平台上编写高效的、大规模的分布式并行应用程序。本章主要介绍Dryad的原理、执行机制以及基于Dryad的执行引擎。


6.1　Dryad简介

Dryad专注于简化编程模型以及改善应用程序的可用性、有效性和可扩展性。如图6-1所示，Dryad构建在集群服务（Cluster Services）和分布式文件系统（Cosmos[3]或CIFS／NTFS）之上，可以处理任务的创建、执行、资源管理、任务状态追踪、监控、可视化、容错以及任务调度等工作。与其他分布式计算平台不同，Dryad具有良好的伸缩性，能够应用于单台多核计算机、计算机集群，以及由成千上万台计算机组成的数据中心。


[image: ]
图6-1　Dryad技术架构


6.1.1　Dryad系统概述

Dryad系统主要用来构建能够用有向无环图（Directed Acycline Graph，DAG）描述的并行程序，根据程序的要求进行任务调度，自动完成任务在各个节点上的运行。在Dryad平台上，每个任务或并行计算过程都可以表示为一个有向无环图。图6-2中的每个节点表示一个执行的程序，节点之间的边表示数据通道中数据的传输，采用文件、TCP、管道或共享内存等方式进行传输。
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图6-2　Dryad系统架构


如图6-2所示，Dryad系统构架主要包含以下几个组成部分：

（1）任务管理器（Job Manager，JM）。用于控制任务的执行，将一个任务实例化为有向无环图，并将作业分配到集群上的计算节点，监控各个节点的执行情况并收集一些信息，同时通过重新执行的方式来提供容错功能，并且能够根据用户配置的策略动态地调整工作图。

（2）集群（Cluster）。指部署Dryad架构的分布式集群。

（3）命名服务器（Name Server，NS）。命名服务器持有集群中所有可用节点的信息，以及每个节点的网络拓扑结构，为任务管理器中任务的分配提供依据。

（4）守护进程（PDaemon，PD）。守护进程是运行在集群中每个节点上的简单进程，负责在任务管理器实例化的节点上创建进程。当任务第一次执行时，它的数据会从任务管理器传输给守护进程，然后从缓存中执行。守护进程作为一个代理，便于任务管理器可以通过它监控任务在节点中的运行状况。

使用Dryad平台时，首先需要在任务节点上建立自己的任务，每个任务由一些处理过程以及在这些处理过程之间的数据传输组成。任务管理器获取有向无环图之后，便会在程序的输入通道进行准备，从命名服务器那里获得一个可用的计算机列表，当有可用机器的时候，通过节点机上的守护进程来调度这个程序。

6.1.2　Dryad图描述

Dryad通过使用一门简单的语言，可以很容易地指定常用通信方法。目前它主要是采取嵌入C＋＋库的形式（混合的方法调用和操作符重载）。

图通过子图组合的方式创建，所有对图的操作都必须保证最终生成的图是无环图。在图中，一个顶点的输入输出边是有序的，一条边连接一对顶点的特定端口。因此，一对给定的顶点可能连接着多条边。对图的操作主要包括：创建新的顶点、添加图的边和合并图。

有向无环图中所有顶点上的程序都继承自Dryad库中的一个C＋＋基类，每一个顶点上的程序的程序名不能相同，具有唯一性，每一个顶点通过调用合适的静态工厂方法创建。

有向无环图中最基本的操作就是顶点的克隆[4]，用操作符“∧”表示，如图6-3a、b所示，分别将A、B顶点克隆n次。这个操作通过定义多个顶点完成相同任务来实现Dryad程序的并行化。不难理解，Dryad的有向无环图整体上实现了一种任务并行模式，而每一个任务在局部上则采用数据并行模式。Dryad为了简化Job的管理，采用“Job Stages”来描述单一Job的多个任务的数据并行，而不考虑单一任务顶点多次克隆时的数据并行。

单一任务顶点可以采用克隆实现并行化，但当不同任务顶点需要通信时，则需要使用如图6-3c和图6-3d中所示的“＞＝”和“＞＞”操作符。“＞＞”操作符用于构建完成二部图（即图中A的每个顶点与B的每个顶点有且仅有一条边相连）。而“＞＝”操作则会根据A、B任务克隆的顶点数决定实际产生的有向无环图。若A、B克隆顶点数相等，即｜OA｜＝｜IB｜，则将所有A顶点的输出以循环方式作为B顶点的输入，比如图6-3f中任务A、C所示。

另外一个比较重要的操作就是“｜｜”，如图6-3e、g、h所示，通过将简单的图合并成新图，用于提升Dryad的灵活性。图6-3h使用合并操作来实现Fork／Join、管道传输等通信模式。
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图6-3　图描述语言的操作


6.1.3　Dryad执行机制

Dyad的执行过程可以看作一个二维管道流的处理过程，其中每个节点可以执行多个程序，这种方法可以处理大规模数据。在每个节点进程（Vertices Processes）上都有一个处理程序在运行，并且通过数据管道（Channels）的方式在它们之间传送数据。二维的Dryad管道模型通过定义一系列操作来动态地建立并且改变这个有向无环图。这些操作包括建立新节点、在节点之间加入边、合并两个图以及对任务的输入和输出进行处理等。

网站或系统经常会出现无法承载大规模用户并发访问的问题[5]。解决该问题的传统方法是使用数据库，通过数据库所提供的访问操作接口来保证处理复杂查询的能力。例如当访问量增大，单数据库处理不过来时便增加数据库服务器。假设选择增加三台服务器，再把用户分成三类：A（学生）、B（老师）、C（工程师）。每次访问时先查看用户属于哪一类，然后直接访问存储那类用户数据的数据库，则可将处理能力增加3倍，这个例子实现了一个分布式的存储引擎过程。

可以通过Dryad分布式平台来解决云存储扩容困难的问题。在上一个例子中如果这三台服务器也承载了很大的数据要求，则需要增加到五台服务器，那必须更改分类方法把用户分成五类，然后重新迁移已经存在的数据，这时候就需要非常大的迁移工作，这种方法显然不可取。另外，当群集服务器进行分布式计算时，每个资源节点处理能力可能有所不同（例如采用不同硬件配置的服务器），如果只是简单地把机器直接分布上去，性能高的机器得不到充分利用，性能低的机器处理不过来。Dryad解决此问题的方法是采用虚节点，把上面的A、B、C三类用户都想象成一个逻辑上的节点。一台真实的物理节点根据其性能可以创建一个或者几个虚节点（逻辑节点）。视机器的性能而定。而一个任务程序可以分成Q等份（每一个等份就是一个虚节点），这个Q要远大于资源数。现在假设有S个资源，那么每个资源就承担Q／S个等份。当一个资源节点离开系统时，它所负责的等份要重新均分到其他资源节点上；当一个新节点加入时，要从其他的节点“偷取”一定数额的等份。

在这个策略的建模算法下，当一个节点离开系统时，虽然需要影响到很多节点，但是迁移的数据总量只是离开那个节点的数据量。同样，一个新节点的加入，迁移的数据总量也只是一个新节点的数据量。之所以有这个效果是因为Q的存在，使得增加和减少节点的时候不需要对已有的数据作重新哈希（D）。这个策略的要求是Q＞＞S（存储备份上，假设每个数据存储N个备份则要满足Q＞＞S*N）。如果业务快速发展，使得不断地增加主机，从而导致Q不再满足Q＞＞S，那么这个策略将重新变化。

Dryad算法模型就是一种简化并行计算的编程模型，它向上层用户提供接口，屏蔽了并行计算特别是分布式处理的诸多细节问题，让那些没有多少并行计算经验的开发人员也可以很方便地开发并行应用，避免很多重复工作。这也就是Dryad算法模型的价值所在，通过简化编程模型，降低了开发并行应用的入门门槛，并且大大地减轻了工程师在开发大规模数据应用时的负担。

由上述，可以看到Dryad通过一个有向无环图的策略建模算法，提供给用户一个比较清晰的编程框架。在这个编程框架下，用户需要将自己的应用程序表达为有向无环图的形式，节点程序则编写为串行程序的形式，而后用Dryad将程序组织起来。用户不需要考虑分布式系统中关于节点的选择。节点与通信的故障处理方法都简单明确，嵌在Dryad框架内部，满足了分布式程序的可扩展性、可靠性和对性能的要求。DryadLINQ可以根据工程师给出的LINQ查询生成可以在Dryad引擎上执行的分布式策略算法来建模（运算规则），并负责任务的自动并行处理及数据传递时所需要的序列化等操作。此外，它还提供了一系列易于使用的高级特性，如强类型数据、Visual Studio集成调试以及丰富的任务优化策略（规则）算法等。这种模型策略开发框架也比较适合采用领域驱动开发设计（DDD）来构建“云”平台应用，并能够较容易地做到自动化分布式计算。


6.2　SCOPE脚本语言

SCOPE是运行在Dryad平台上的一种声明式的、可扩展的脚本语言，由它编写的脚本程序会作为一个任务提交到Cosmos执行环境，SCOPE帮助应用程序在集群上高效地并行执行。如今提供云计算服务的公司越来越需要存储和分析海量数据集，如搜索日志和点击流。由于成本和性能的原因，典型的做法是在大型集群上进行处理。当务之急是开发出一个隐藏底层系统的复杂性，并且允许用户扩展功能以满足各种需求的灵活的编程模型。

数据分析在众多方面越来越具有价值，例如提高服务质量、支持新颖功能、探索随时间变化模式以及辨别欺诈行为等。由于数据集容量过大导致传统的并行数据库处理方法使用成本过高，为了在符合成本效益的前提下完成网络规模的数据分析，一些公司在大型无共享服务器集群中研发了分布式数据存储和处理系统，包括GFS、Bigtable、MapReduce、Hadoop、Pig、Neptune以及Dryad等。由于典型的集群系统通过高速宽带网络连接成千上万台商业机器，所以设计一种能高效使用集群中的所有资源，在最大程度上实现并行，并且易于编写的编程模型是一种挑战。

MapReduce编程模型在计算机集群中提出了一组分组和聚合操作的抽象。编程人员提供一个映射函数实现分类，使用规约函数实现聚类。底层的运行时系统通过数据划分，然后同时在多台机器上运行不同的数据块来实现并行处理。

但是，这种模型存在一定的局限性，如用户不得不将其应用映射到MapReduce模型中，才能进行并行处理，而一些应用非常不适用于这种映射操作。即使是一些简单的操作，用户都必须提供Map方法和Reduce方法来实现，这些自定义代码容易出错且几乎不能重复使用。对于复杂的应用可能需要多重映射，这会产生如何验证评价策略以及执行次序的问题。用户提供Map方法和Reduce方法的实现，对用户有较高的要求，如果所采用的方法不是最优的，那么就可能导致性能呈量级下降。

SCOPE是一种针对大规模数据分析的脚本语言。由于许多用户已经熟悉了关系型数据库和结构化查询语言，SCOPE就是建立在此基础上并作了一定的简化来适用于新的执行环境。熟悉SQL的用户能够快速熟练地运用SCOPE。SCOPE运行时提供了许多标准物理操作的实现，用户能有效地避免使用重复的操作。除一些辅助命令外，所有的命令都是数据转化操作。在实际应用中，SCOPE用于对大量的数据进行分析以及数据挖掘。SCOPE是一种说明性语言，它允许用户关注解决问题所需的数据转换，隐藏了底层平台的复杂性和实现细节。SCOPE的编译器和解释器负责产生高效的执行计划并且将在运行时的执行开销降到最低。SCOPE支持高度可扩展，用户可以根据需要自定义函数来实现一些操作，例如解析操作、处理方法、规约操作以及组合操作等。这种灵活性很大程度上拓展了SCOPE语言的应用范围，允许用户解决一些传统SQL方法不易解决的问题。SCOPE提供的一项功能类似于SQL中的视图。这个特点极大地增强了SCOPE语言的模块化和代码的可重用性，也可以用于限制对敏感数据的访问。SCOPE支持使用传统的嵌套SQL表达式或者一系列简单的数据转换来编写程序。常常将计算过程想象成一系列步骤的程序员通常更倾向于后一种风格。下面通过一个QCount查询的例子来说明SCOPE的使用范围。

QCount查询操作用来计算关键字的搜索频率，即查询关键字出现的次数。QCount查询有若干个变量，例如，一个QCount查询只返回前N个使用频率最高的查询，或者只返回出现次数超过M次的查询。然而，所有的QCount查询都包括在一个大的数据集上的一些简单聚合操作以及一些筛选条件之中。

在这个例子中，需要在搜索日志中找出点击率至少达到1000次的热门搜索。使用SCOPE来表达是非常简单的，如下所示：


SELECT query,COUNT(*)AS count FROM "search.log" USING LogExtractor
GROUP BY query HAVING count＞1000 ORDER BY count DESC;
OUTPUT TO "qcount.result";


这个筛选命令与SQL中的筛选命令非常相似，它使用一个内置的日志解析器来解析每个日志记录和获取所请求的列。默认情况下，一个命令将前一个命令的输出作为它的输入。在这种情况下，输出命令将筛选结果写到文件“qcount．result”中。

同样的查询在SCOPE中也可写成逐步计算的形式，如下所示：


e = EXTRACT query FROM "search.log" USING LogExtractor;
s1 = SELECT query,COUNT(*)as count FROM e GROUP BY query;
s2 = SELECT query,count FROM s1 WHERE count＞1000;
s3 = SELECT query,count FROM s2 ORDER BY count DESC;
OUTPUT s3 TO "qcount.result";


这个脚本也非常容易理解。提取命令表示的是从日志文件中提取所有的需要查询的字符串。第一个筛选命令表示的是计算每个查询字符串出现的次数。第二个筛选命令表示的是只保留那些出现次数大于1000的行。第三个筛选命令表示的是根据出现次数的大小对保留的行进行排列。最终，由输出命令将筛选结果写到文件“qcount.result”中。

在脚本的执行过程中，用户都不需要进行任何操作，也不用关心如何在大型的集群中高效执行查询操作。SCOPE编译器和解释器负责将脚本转换为一个高效、并行的执行计划。


6.3　DryadLINQ

DryadLINQ是一个把LINQ程序转化为分布式计算指令，以便运行于Dryad的编译器。DryadLINQ也可以说是一种分布式编程语言[6]。由DryadLINQ语言编写的程序通过编译器转化后在Dryad平台上执行。它通过两种方式对执行环境（如SQL、MapReduce、Dryad）进行扩展，一种是通过强类型的.NET对象来表达数据模型，另一种是通过高级编程语言在数据集中进行命令式编程和声明式操作。DryadLINQ的设计目标是通过提供一种高级语言接口，使开发人员能够轻易地编写在大规模集群上运行的分布式应用程序。DryadLINQ结合了Dryad和LINQ两种关键技术。

DryadLINQ程序是一个由LINQ表达式组成的串行程序，可以在.NET开发工具中开发和调试。DryadLINQ保留了LINQ编程模型，并扩展了少量新操作符和数据类型以便于更好地适用于数据并行编程。DryadLINQ系统自动和透明地将并行数据转化成分布式执行计划并把它提交到Dryad执行平台。

1）DryadLINQ特点[7]

（1）声明式编程。使用类似SQL的高级语言来表达计算。

（2）自动并行化。DryadLINQ编译器将串行的声明式代码，转化为在大规模集群中高度并行的查询计划。

（3）集成Visual Studio。在DryadLINQ中，使用者可以充分利用Visual Studio中的组件，例如智能提示、代码重构、集成调试、源代码管理等。

（4）集成.NET。所有的.NET类库，包括Visual Basic和动态语言都可以自由使用。

（5）类型安全。在分布式计算中，会进行静态类型检查。

（6）自动序列化。自动处理数据传输机制中的所有.NET对象类型。

（7）作业图的优化。通过在查询计划中使用一组静态查询优化规则，可以使查询计划具有更好的局部性和更好的性能。同时，对已处理完的数据集进行统计，可以作为查询计划优化的依据。

（8）简洁。在DryadLINQ程序中，因为不用考虑集群情况，所以DryadLINQ程序和普通程序一样简洁，而不用采用类似MapReduce中的编程框架。

2）DryadLINQ执行流程

DryadLINQ采用分层技术使开发人员在DryadLINQ编程环境中能够编写健壮的、高效的分布式应用程序[8]。其执行流程如图6-4所示，详述如下：
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图6-4　DryadLINQ执行流程


（1）一个.NET用户应用程序的执行。它先创建一个DryadLINQ表达式对象，由于LINQ的延迟，不会发生DryadLINQ表达式的执行。

（2）应用程序通过调用ToDryadTable来触发数据并行执行。然后将LINQ表达式对象交付给DryadLINQ。

（3）DryadLINQ编译LINQ表达式，生成一个能够在Dryad引擎上执行的执行计划。编译执行：将表达式分解成能够在Dryad顶点上单独运行的子表达式；为远程Dryad顶点生成代码和静态数据；为所需的数据类型生成序列化代码。

（4）DryadLINQ调用Dryad任务管理器。任务管理器的执行可能在集群防火墙之后。

（5）任务管理器将第（3）步中的执行计划生成作业图的形式。它根据集群中的可用资源，将作业图上的节点实例化到集群的节点上。

（6）每一个Dryad节点运行由第（3）步生成的序列化代码。

（7）Dryad作业成功执行完成后，将数据写入输出表中。

（8）当任务管理器进程终止后，它将控制权交给DryadLINQ。DryadLINQ创建本地DryadTable对象来封装执行结果，因为这些对象有可能在用户程序中作为输入数据。当DryadTable中的数据对象确定不会被引用时，它会被写入本地文件。

（9）将控制器交给用户应用程序。在DryadTable中的迭代器接口允许用户读取它的内容作为.NET对象。

（10）应用程序可能会生成后续的DryadLINQ表达式，通过重复第（2）～（9）步来执行。


6.4　Cosmos

Cosmos作为Dryad平台下的分布式文件系统，用于存储和分析大量数据集。Cosmos运行在由成千上万台服务器组成的大型集群上，磁盘存储分布在具有一个或多个直接附加磁盘的服务器集群上。

对于Cosmos来说，高层次的设计目标包括以下几个方面[9]：

（1）高可用性。Cosmos可以有效处理多种硬件故障，能够避免整个系统瘫痪。文件数据在整个系统中多次备份，文件元数据由2f＋1个服务器组成的仲裁集管理，这使得Cosmos容许f个故障。

（2）高可靠性。Cosmos系统架构能够识别硬件的不稳定状态，以避免损坏系统。系统组件在端到端进行校验和检查，并把恢复机制应用到崩溃的故障组件中。保存在磁盘上的数据在被系统使用之前会定期地检查以发现数据损坏。

（3）高可扩展性。Cosmos系统的可扩展性好，具有存储和处理PB级数据的能力。存储和计算能力可以方便地通过增加集群中的服务器来提高。

（4）性能。Cosmos在几千个独立服务器组成的集群上运行，数据分散在各个服务器上。作业被分解成小的计算单元，分布在大量CPU和存储设备中，能显著减少作业完成时间。

（5）开销。对于解决相同的问题，就成本而言，相对传统方式，建立、管理和扩展Cosmos系统要低很多。解决这种大规模计算问题，购买大量低成本服务器比起买数量略少但是价格昂贵的高性能服务器要更经济。
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图6-5　Cosmos架构图


图6-5所示的Cosmos平台主要包括以下组件：Cosmos存储层、Cosmos执行环境和SCOPE。

（1）Cosmos存储层。一种分布式存储子系统，设计目标是可靠并且能够高效地存储超大序列化文件。

（2）Cosmos执行环境。一个部署、执行和调试分布式应用的环境。

（3）SCOPE。一种用于编写数据分析程序的高级脚本语言。SCOPE的编译器和解释器将脚本转化为高效的并行执行方案。

6.4.1　Cosmos存储系统

Cosmos存储系统能够存储PB级的数据，并且只支持添加操作，即更新数据时只能在文件后面追加新的内容，而不能修改已有内容。该系统针对I/O进行了优化，能够高效地处理超大流文件的I/O操作。在这个系统中，数据通过分布式存储并多次备份来提高容错能力。并且Cosmos对数据进行压缩以节省容量，能有效地提高I/O的吞吐率。

一个Cosmos存储系统提供多层命名空间，可以存储超大序列化文件。文件在物理上由一系列的存储块组成，存储块是最小的分配单元，通常大小为几百MB。一个计算单元通常需要较少的存储块，为了保证可靠性需要对存储块进行冗余备份，并定期检查以防止位错误。

一个存储块内的数据由一系列的附加块组成。块的边界由应用程序定义。附加块通常为几个MB，包含一个应用程序定义的记录。附加块被压缩存储，压缩和解压的过程都对客户端透明。

6.4.2　Cosmos执行环境

Cosmos执行环境的底层仅保证任意可执行代码在服务器上是可运行的。用户通过Cosmos执行协议将程序代码和程序资源上传至系统，响应服务器为任务分配优先级，并在合适的时间使程序在集群上运行。用户依赖于执行引擎提供的高层编程接口来编写应用程序，同时Cosmos的实时系统会对程序执行的细节进行优化、容错、数据分区和资源管理。否则在这种环境下编写的且具有容错性的并行应用程序是烦琐、耗时而且容易出错的。

一个应用程序可表示为一个数据流图：一个顶点代表处理过程，边代表数据流。执行引擎的运行时组件叫做作业管理器（Job Manager），管理整个应用的执行过程。任务管理器的基本功能是构造并执行运行时DAG。当完成所有输入后，任务管理器将DAG顶点安排至系统工作节点并监测它的执行过程，在发生故障时，重新执行部分DAG。

Dryad执行引擎建立在Cosmos平台上。实现了一个任务管理器和一种由流程图构建的语言，并将计算顶点和顶点之间的通信通过图的边组合起来。


6.5　MapReduce与Dryad的比较

MapReduce作为大规模数据处理的编程模型，使非专业的分布式程序编写人员也能够为大规模集群编写应用程序而无须顾虑集群的可靠性、可扩展性等问题。MapReduce通过“Map（映射）”和“Reduce（规约）”这两个简单的函数来完成运算，用户只需提供自己的Map函数以及Reduce函数就可以在集群上进行大规模的分布式数据处理。

与传统的分布式程序设计相比，MapReduce封装了并行处理、容错处理、本地化计算、负载均衡等细节，还提供了一个简单而强大的接口。通过这个接口，可以把大量的计算任务自动地分布式执行，从而使编程变得更加容易。这使得由普通PC构成的巨大集群能够达到极高的性能。另外，MapReduce也具有较好的通用性，大量不同的问题都可以简单地通过MapReduce来解决。

与MapReduce不同，Dryad使用DryadLINQ进行编程，DryadLINQ使用的是.NET的LINQ查询语言模型，有效地解决了传统分布式数据库SQL语句功能受限、类型系统受限等问题，与此同时还解决了MapReduce模型中的计算模型受限和没有系统级优化等问题。通过DryadLINQ，开发人员可以轻松获得对象封装、自动并行化、自动序列化和任务图的优化等好处，结合Visual Sudio 2010，DryadLINQ程序可以得到比BigTable＋MapReduce更快的联合查询的效率。所以在进行大规模数据处理时，使用．Net平台的用户更倾向于选择DryadLINQ语言。

Dryad是针对运行Windows HPC Server系统的计算机集群而设计的，并没有兼顾Linux系统，而目前Apache的Hadoop环境只支持Linux。
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并行计算模型通常是从特定的应用领域中抽象而来，都有其适用的领域和范围。尚未出现能解决所有数据密集型应用的通用计算模型。随着数据类型日渐丰富，业界掀起了计算模型的研究热潮。本章将介绍一些其他的并行计算模型。


7.1　All-Pairs

虽然并行和分布式计算系统可以提供强大的计算能力，但非专业的使用者却很难有效地使用这种系统。一个庞大的计算任务可能会由于使用者没有并行和分布式方面的经验且盲目操作，而因此出现很明显的滥用共享资源的情况，将会导致性能低下。为了解决这个问题，并行和分布式系统需要为使用者提供高层次的抽象，使之可以简单地表达和高效地执行数据密集型工作负载。All-Pairs就是一种用于解决一类数据密集型科学计算的编程抽象，All-Pairs抽象易于使用，且性能可达传统人工优化方法的两倍[1]。

7.1.1　All-Pairs简介

许多科学家需要利用并行和分布式系统来解决大规模科学计算问题，然而他们大都不是并行和分布式领域的专家，且没有分布式计算的经历和经验。对于整合了大量资源的分布式系统和软件，不熟悉分布式计算的人很难使用。不恰当的选择就会导致性能极度低下，甚至会导致应用的完全失败，从而出现低效率地使用共享资源和滥用分布式系统的现象，比如滥用工作队列和计算软件等。

针对某一类问题提供一个编程抽象是一种避免分布式计算缺陷的方法，这种抽象隐藏了具体的实现细节，为用户提供一个编程接口，使用者可以根据数据和计算需求定制自己的应用。编程抽象可以对不熟悉的人隐藏细节，降低做出灾难性决定的概率。它的设计目标不是减少使用者的控制力，而是使分布式计算对非专业人士也更易用。

All-Pairs就是针对科学计算领域一类问题的一个编程抽象。具体实现主要包含以下几步。首先，对工作流进行建模，来预测基于网格和工作量参数的执行，例如主机的数量。然后，将分布式数据通过最大生成树分布到工作节点上，依据灵活的方式选择资源和目标。最后，当批量的任务完成时，将结果以一个规范的表格形式呈现给终端使用者，并且删掉工作节点上的中间数据。

7.1.2　All-Pairs的应用

All-Pairs问题可以简单地描述为：

All-Pairs（集合A，集合B，函数F）返回矩阵M：

通过函数F将集合A中的所有元素与集合B中的所有元素进行比较，生成矩阵M，例如：

M［i，j］＝F（A［i］，B［j］）

目前，科学和工程领域存在着各种各样的All-Pairs问题，这些领域研究者的目标是理解一个在集合A和集合B上新创建函数F的行为，或者在一个标准的内积F上学习集合A和集合B的协方差。在此介绍生物统计学和数据挖掘两个领域的使用群体对All-Pairs计算的使用情况。

在生物统计学中，All-Pairs主要通过对人体属性进行一些测量进而对人体进行识别，测量参数主要包括人脸照片、声音记录以及人体结构等。识别算法可以被理解为一个接收函数，例如，将两张照片作为函数的输入，然后输出0到1之间的一个值用于反映两张照片中人脸的相似度。

假设一个研究者发明了一个新的人脸识别算法，并用代码实现了比较函数。为了评估此算法，在生物统计学领域公认的流程为：获取一个已知的图像集合，然后利用比较函数将集合中所有的图像与其他每一个图像进行比较，最后形成一个比较结果的返回矩阵。因为已知图像集来自同一个人，因此返回矩阵代表了比较函数的准确性，并且可以和其他的算法（定量图像集）作比较[2]。

数据挖掘技术主要用于从大数据集中提取信息。知识发现的重要步骤是对数据集中的偏见和噪声进行过滤。为了提高过滤的准确性，需要确定不同的分类器运行在相应的噪声上。为达到上述目的，使用数据集的分布作为函数的一个输入，噪声分布作为另一个输入。函数为每一个分类器返回一个数据集，可以根据返回集确定哪一个分类器最适用于此类型噪声。

7.1.3　All-Pairs面临的挑战

解决All-Pairs看起来很简单。比如一个典型的单机程序F，它接受两个文件作为输入，然后进行比较，对F进行测试之后，使用者连接到计算中心执行一个如下的脚本：


Foreach $i in A
Foreach $j in B
Submit_job F $i $j


从非专业人士的角度去看，这似乎是一个完美的、合理的大数据应用。但是对于使用者而言这也许会导致非常差的性能，甚至导致共享计算资源的浪费。如果这些工作负载在独享的集群内完成，并且使用单一的交换网络，那么唯一需要考虑的因素就是资源使用率。然而事实并非如此，许多科学任务通常需要使用很多人共享的资源，比如高校计算中心、大型网格计算系统。不合理地分配工作负载，比如滥用计算和存储资源、网络连接，以及管理软件资源都会给其他用户和管理员带来问题。

如何让任务高效执行对于分布式计算专家来说不算很难的问题，但是对于非专业的普通使用者而言，这些问题很难解决。

任务分配就是一个解决这一问题的很重要的环节。在分配任务的过程中，CPU需要进行很多网络操作，包括通信双方的身份确认、资源访问等，这些操作都会产生延时。很多任务系统的执行需要很长时间：可能需要几个小时甚至更久，在这些任务中短暂的延时是可以容忍的。但是对于一个比较小的任务，延时就会产生很大的性能问题。假设执行一次分配任务需要消耗CPU 1s而任务本身执行只需要4s，那么将产生25％的延时，导致很低的效率。

另外，还有很多其他因素需要考虑，例如失败的可能性、工作节点的数量、分布式数据的存储等，这些问题都会影响任务的执行效率。

7.1.4　All-Pairs的具体实现

为了让共享计算系统避免上述问题，使用者需要给出将要执行程序的抽象声明。在有限的可利用资源的前提下，引擎需要选择如何实现这个声明。要特别指出的是，这个抽象必须包含执行引擎所需的工作负载数据。传统计算集群和抽象计算集群的区别如图7-1所示。在一个传统的集群中，使用者通过名字来指定任务执行，为每一个任务分配一个CPU，并将I/O操作统一到一个共享的文件系统中，系统不关心数据和任务什么时候进入执行。在使用All-Pairs这样的抽象模型时，使用者需指定数据和计算需求，以允许系统分割和分布数据，进而分派任务。


[image: ]
图7-1　集群体系结构对比


可以利用从本地存储到每个CPU的连接，在传统批处理系统的顶层执行来构建一个All-Pairs引擎的原型。执行过程可以分为系统建模、数据分布、作业分配以及收集结果和数据清理四个阶段。

1）系统建模

传统的系统很难预测工作负载的性能，因为它取决于系统的很多内在因素，比如每个任务的I/O的细节、网络情况等。在使用抽象的时候，系统可以通过本地存储取代网络存取，进而最小化这些因素的影响。引擎可以根据每一个输入元素、输入元素个数n和元素集大小m这三个参数来处理输入数据。提供的函数可以通过在小规模数据集上进行测试，来决定每次运行时间t所调用的函数。

2）数据分布

对于工作负载较大的并行运算，需要考虑的主要问题是寻找到合适的工作节点。大数据集通常不会被复制到每一个工作节点，所以需要预先将要访问的数据存放在合适的节点或者服务器上。图7-2所示是一种采用生成树算法决定分布节点的数据分布方法。它的过程为：一个文件分配器负责将所有的数据依据贪心算法分配到一些合适的节点上，然后这些合适的节点作为每一个中间节点，将一个新的转移目标节点当成源节点，直到整个传输过程完成。
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图7-2　采用生成树算法的文件分布


然而在一个共享的计算环境中，数据转移不一定能成功。目标节点失去连接、配置出错，或者可用空间不足都可能导致整个传输完全失败。在共享网络的竞争环境中，CPU和虚拟内存文件系统负载过重时，这个传送可能会出现明显的延迟，而且要解决延迟问题需要找出每一个超时的传送操作，这项工作几乎无法完成，结果导致延迟问题很难得到有效的解决。最好的解决办法是设置一个可以满足大部分传输需求的超时时间。

3）作业分配

当数据传输到节点以后，All-Pairs引擎对每一个任务组构建一个批处理脚本，在数据可用的节点上形成一个批处理队列。

All-Pairs可以监视运行环境以及判断本地资源是否过载，比如，判断批处理任务队列的稳定性时，当遇到一次性排列1000个批处理任务的不合理需求时，All-Pairs可以限制队列中的任务数量，使所有的主机避免过载运行，并且确保任务可以在某个期限内完成。另外，对于在这种高负载下出现的批提交失败的情况，引擎可以对批提交进行恢复或者重新提交。

另一方面，All-Pairs的结构可以用来评估任务完成的时间。如果每个函数实例的执行时间接近预期执行时间，则可以通过模型计算出任务的执行时间。对于其他类似大小的任务，All-Pairs可以预判出执行较慢的任务，并通过提交一份重复的任务或者对此任务进行重新提交的方式来避免工作负载延迟。

4）收集结果和数据清理

当批处理系统完成工作时，抽象引擎必须收集结果并将结果进行整理，比如将所有的结果整理成一个规范格式的单个文件。这些操作体现了All-Pairs容错性：如果函数的输出不符合使用者提供的模板，这个任务需要被重新提交，而且确保在将结果提交给使用者之前校正错误。

当一个工作负载执行完毕时，抽象引擎负责删除数据分布过程中产生的所有数据。在共享的环境中，这一点至关重要，因为在共享资源中残留下来的数据会影响共享资源的继续使用。


7.2　DOT

DOT是Yin Huai、Rubao Lee等人提出的一个软件开发模型[8]，旨在为应用程序和底层软件框架之间架起桥梁，用于指导大数据分析软件的开发。本节主要介绍DOT模型架构，侧重介绍其基本概念及发展方向。

7.2.1　DOT简介

随着大数据时代的来临，信息技术领域需要一个统一的、普遍的、具有代表性的软件开发模型来指导大数据分析软件的开发，DOT模型就是在这样的背景下诞生的。

大数据分析将有助于有关行业和组织从巨大而无序的数据集中提取有用的信息，应用于商业和科学中。为了应对大数据分析的需求，业界提出了多种大数据处理模型，其中具有代表性的包括Google的MapReduce、Hadoop、Dryad、Pregel。这些系统框架的实现有两个共同目标：

（1）为分布式应用提供可伸缩、高容错的基础设施和支撑环境；

（2）通过隐藏并行化的技术细节，为软件开发人员提供一个易于使用的编程模型。

尽管上述系统能够提供大数据分析所需的性能，但是以下三个问题急需解决：

（1）行为抽象。目前有一些软件框架声称具有可伸缩性和高容错性，但是关于任务执行具有可伸缩性和高容错性的依据和规则没有统一。为了解决这一问题，需要一个通用的模型去准确地判断抽象任务是否具有可伸缩性和高容错性。

（2）应用优化。当前大数据分析程序的优化主要依赖于软件底层框架，导致优化算法只适用于特定的软件框架和特定的系统。而应用程序和底层软件架构之间的桥接模式使程序的优化能够独立于软件架构和具体的系统，性能和效率将得到提高。采用桥接模式，系统设计者和应用人员可以只专注于一组常规的优化规则，不需要考虑软件架构和底层基础设施。

（3）系统的比较、模拟和迁移。由于大数据分析应用的不同需求，从而引发了应用程序需要在软件设计框架之间进行比较和迁移。然而，目前没有一个通用的抽象模型去分析各种软件框架，所以，很难比较不同框架的可扩展性、容错和功能。此外，由于应用程序与底层软件架构的桥接模型是透明的，因此把应用程序从一个软件框架迁移到另一个框架难以实现。

综上所述，可以得出，大数据分析需要一个通用的模型在应用程序和底层软件框架之间架起桥梁。在可扩展的分布式系统上，大数据处理软件的开发需要的既不是更快的硬件支持，也不是高性能计算的垂直扩展模型（Scale-up Model），而是一个水平扩展（Scale-out）的软件开发模型以保证数据高通量（Data Throughput）的可持续性增长。DOT就是这样一个模型，DOT有着特殊的含义，D代表分布式数据集（Distributed Data Sets），O代表并行数据处理操作（Concurrent Data Processing Operations），T代表数据转换（Data Transformations）。DOT以矩阵的形式精确地描述了一个处理大数据软件的基本行为，并给出了以下软件开发的指导原则：

（1）DOT给出了一个大数据处理软件可扩展和可容错性的充分条件；

（2）DOT提供了一个比较各种不同的大数据处理软件的分析工具；

（3）DOT定义了一系列矩阵优化规则，用于指导高性能软件的开发；

（4）DOT给出了一个为设计和验证大数据处理软件而做的模拟器框架，这样可以大大减少不必要的人力开销。

7.2.2　DOT模型

DOT模型由三部分组成，共同完成大数据分析的工作：一个基本的DOT模块，一个可扩展的复合的DOT模块，和一个数据流方法的DOT模块。

7.2.2.1　基本的DOT模块

在DOT模型中，基本的DOT块作为根块，由以下部分组成：

（1）一个大数据集，分布式存储在分布式系统中。

（2）一组工作节点，即并行数据处理单元，每一个节点都能作为一个工作节点来处理和存储数据。

（3）节点的工作机制，规范工作节点的处理模式。首先，由于大量的工作节点并发地处理大数据集，节点之间没有依赖关系，每个节点处理一部分数据，然后输出中间结果。然后，通过一个根工作节点收集所有的中间结果。最后，由单个节点将中间结果进行数据转换和存储，作为最终的结果。

如图7-3所示，基本的DOT由一个三层架构构成。最底层（D-Layer），D1到Dn表示分布式存储的大数据集。中间层（O-Layer），Oi表示的是工作节点与Di相对应，每一个工作节点处理一个数据块然后存储中间结果。最上层（T-Layer），单个工作节点t收集所有的中间结果，根据中间结果进行最终的数据转换，输出最终的结果。
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图7-3　一个基本块架构


7.2.2.2　复合的DOT模块

在一个基本的DOT块中，只有一个工作节点根据中间结果执行最终的数据转换。由于中间结果的数据量往往是巨大的，所以很容易联想到使用多个工作节点来收集中间结果和数据转换所引起的复杂性，因此一组独立的基本DOT块是必要的，而复合DOT块是基本的DOT块的延伸。复合DOT块由一组独立的基本块构成，它们具有相同的中间层，并共享数据集。假设一个复合块由m个基本DOT块组成，每个块在中间层对应着n个工作节点，这将形成如图7-4所示的结构。
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图7-4　一个复合的DOT块架构


基于复合DOT块构架，各个工作节点之间的通信有以下三个限制：

（1）中间层的各个节点之间不能相互通信；

（2）顶层的各节点之间不能通信；

（3）中间层工作节点向顶层工作节点的数据传输是一个复合DOT块中唯一出现的通信。

7.2.2.3　大数据分析

在DOT模型中，数据流、全局信息和停止条件用来描述大数据分析工作。

（1）数据流。大数据分析工作的数据流是由基本的或复杂的DOT模块的特定的或非特定的数字来表示的。对于数据流来说，任何两个DOT模块都存在着独立或依赖关系。对于两个基本或复杂的DOT模块来说，如果一个模块所产生的结果直接或者间接地消耗另外一个模块，那么这个模块必须在另一个模块之前完成，它们之间是依赖的关系，否则是独立的关系。

（2）全局信息。框架有时候需要访问一些轻量级的全局信息，例如系统参数。在DOT模型中，这种全局信息可以从协调者或分布式系统的主节点获得。在一个DOT模块中可以随时访问到全局信息。

（3）停止条件。停止条件决定在何时和何种条件下停止工作。如果使用特定数字的基本／复合DOT模块来表示工作，那么它在给定数字的模块完成后结束，在这种情况下，不需要结束条件。当由递归关系来表示工作时[9]，需要给出一个或者多重条件，来决定是否停止。例如，在迭代算法中收敛条件和最大迭代次数是两种常用的停止条件。
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图7-5　大数据分析的例子


图7-5描述了一个带有5个DOT模块的数据流。模块1、2、3用来输入数据。模块4利用模块1、2的结果。模块5利用模块3和4的结果作为输入来产生最终结果。全局数据可以被所有的模块来访问和更新。因为模块5结束后工作就会停止，所以不需要结束条件。

图7-6描述了用一个无特定数字的DOT模型表示迭代工作。每次迭代后都对停止条件进行评估。如果所有停止条件都为真，那么工作就结束。
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图7-6　无特定数字的DOT模块表示迭代工作


7.2.3　DOT展望

DOT模型主要给出并行程序编写的指导思想，在程序编写之前就可以把框架通过模型表现出来。在此基础上，程序开发者可以考察编程模型的诸多性能，例如是否具有可伸展性、是否具有冗余能力等，以此减少计算机软件开发周期。

使用DOT模型有以下几个优势：①降低开发费用，在大数据分析软件的设计过程中，通过DOT模型可以判定软件是否具有伸缩性和容错性，从而减少开发成本；②通过DOT模型，可以找出一些软件优化的切入点，从而加快软件开发速度；③通过DOT模型可以比较不同的大数据分析软件，为企业选择大数据分析软件提供依据。

未来DOT的研究将在以下两个方向展开：

（1）扩展和完善DOT模型，探索其他影响大数据处理软件可伸缩性和可容错性的因素；

（2）为大数据处理软件框架设计和实现一个模拟器，以及一个能够使应用程序在不同软件框架中迁移的自动化工具。


7.3　Pig Latin

Pig是基于MapReduce计算框架的海量数据分析平台，Pig Latin是为其提供类似SQL的查询语言。本节主要介绍Pig Latin语言的特点、数据模型以及Pig Latin程序的执行实例。

7.3.1　Pig Latin简介

对海量数据的处理需求不断增加，尤其是对于互联网公司，它们的技术革新主要依赖于对每天收集的数据的分析处理能力。要提高如此巨大数据集的存储和分析效率，必须采用高度并行的系统，例如并行数据库产品Teradata提供了一种解决方案，但是这种方案的Web规模扩展开销太大、性价比不高，而且为程序员提供了一种不太自然的编程语言——SQL。

事实上很多程序员更加偏爱过程式程序设计语言，因为这种语言的数据流更加清晰，便于分析和调试。这也是MapReduce编程模型流行的原因之一。另外MapReduce运行于普通商业硬件组成的集群中，软件框架保证了它的可靠性和可用性，通过低端硬件实现了高性能计算，这也是MapReduce的优势所在。

尽管如此，MapReduce也存在一些限制，它的单输入、两阶段数据流编程模式过于苛刻。对于超出该限制之外的数据分析任务，需要进行一些额外的数据转换。另外，它没有通用的操作集，即使是常用操作，如Projection和Filtering等。这些限制导致MapReduce代码重用性和可维护性不高、任务的分析语义不够清晰，将对系统性能优化造成影响。

基于以上问题，开发了一种新的基于数据流的大规模数据分析处理语言——Pig Latin，Pig Latin是一种顺序执行的编程语言，每一步都完成一次数据转换。这种风格为很多程序员所喜爱。同时每步的转换也都是高级抽象，例如Filtering、Grouping、Aggregation等，抽象级别类似于SQL。Pig Latin的实现系统叫Pig。Pig Latin程序编译为MapReduce作业，在Hadoop上执行[4]。

7.3.2　Pig Latin的功能及原理

Pig的首要设计目标是能吸引有经验的程序员，并适用于专门的大数据分析。因此，从传统的数据库和SQL来看，Pig Latin语言有很多突出的功能。下面将介绍Pig的功能及原理。

7.3.2.1　数据流语言

Pig Latin与SQL语言在编程上有较大差异，前者关注程序执行数据流，后者只关注最终结果。对于经验不够丰富的程序员或者小规模数据集，SQL是一个不错的选择，但是，针对大规模的数据集，Pig Latin更加适合，并且要求操作人员具有丰富的编程经验。

尽管Pig Latin程序提供了一个明确的操作序列，然而该操作的执行没必要按照这个顺序进行。类似于传统数据库优化，Pig Latin通过使用高层次的关系代数风格的原语，使执行顺序得到一定的优化。

例如，假设某人对类型为Spam的网页的url感兴趣，并且要求高Pagerank分数，在Pig Latin中，可以写为：


spam_urls=FILTER urls BY isSpam(url);
culprit_urls=FILTER spam_urls BY pagerank＞0.8;


根据上面的语句片段，通过isSpam函数，可以找到spam urls，然后通过Pagerank过滤它。当isSpam是一个大开销的使用者自定义函数时，这不是一种高效的方式。更高效的方法是通过Pagerank过滤urls，然后只通过页面调用isSpam。

7.3.2.2　快速开始与协同工作

Pig主要用于特定的数据分析，如果用户有一个数据文件，想进行转储，可以使用Pig Latin直接查询它。前提是提供一个函数，使Pig能够解析文件的内容，提取需要的元组。因此，Pig不需要像传统的数据库管理系统那样，在查询之前要进行一个耗时的数据导入过程。同样，Pig程序的输出可以根据用户提供的函数转换为特定格式的字节序列。这就简化了后续应用程序对Pig输出结果的使用，例如可视化和电子表格应用程序。

在大多数数据生态系统中，Pig只不过是其中的一个应用程序，由于Pig采用的是在外部文件中存储数据，而不是接管控制数据，所以很容易与生态系统中的其他应用程序交互。传统数据库系统需要将数据导入系统管理表主要是因为以下三点：

（1）保证事务的一致性；

（2）通过元组标志实现高效的点式查询；

（3）为用户管理数据、记录存储模式，以方便其他用户理解数据。

Pig只支持只读数据分析，对数据的读取是顺序式的，所以不需要保证事务一致性与索引查询。Pig通常用于分析每天或者每两天产生的临时数据集，不需要长期保留，因此数据托管和模式管理也是多余的。Pig对存储模式的支持是可选的，用户可以在任何时候提供模式信息，也可以不提供。

7.3.2.3　用户自定义函数UDF

对于搜索日志、爬虫数据、点击流等，数据分析的关键就是定制化处理。例如，用户可能对自然语言填充感兴趣或者判断一个特殊的网页是不是Spam，都需要定制化处理。

为了完成专门的数据处理任务，Pig Latin支持用户自定义函数（User-Defined Function，UDF）扩展。Pig Latin的所有处理（包括Grouping、Filtering、Joining和Per-tuple Processing）都可以通过UDF定制。UDF的输入和输出比较灵活，都可以使用嵌套式数据模型。因此，在Pig Latin中，UDF可以采取非原子参数作为输入，也可以输出非原子值。

例如，根据Pagerank为每一组category找出前十的urls，在Pig Latin中，可以表示为：


groups=GROUP urls BY category;
output=FOREACH groups GENERATE
category,top10(urls)


toplO( )就是一个UDF。接收一组urls，根据Pagerank输出每组前十的urls，该输出包含非原子字段。Pig UDFs使用Java实现，正在开发对其他语言的支持，以便于程序员使用。

7.3.2.4　并行化

Pig Latin是为处理Web大规模数据设计的，并未考虑非并行计算，它只实现了一些容易并行处理的原语，不容易并行处理的原语（如非等价表连接以及相关子查询）刻意地被排除在外。但是，这些操作可以通过编写UDF来实现。然而，由于语言不提供明确的原语操作，难以判断程序是否并行运行。

运行在MapReduce模式时，需要告诉Pig每个作业要用多少个Reducer。这需要在Reduce阶段的操作中使用PARALLEL子句。在Reduce阶段使用的操作包括所有的“分组”和“连接”操作以及DISCTINCT和ORDER。在默认的情况下，Reducer的个数为1（和在MapReduce中相同）。因此，在大规模数据集上运行时，设置并行度就变得尤为重要[5]。设置Reduce任务个数比较好的方式是把该参数设为稍小于集群中Reduce任务槽数。Map任务的个数由输入的大小决定，不受PARALLEL子句的影响．

7.3.3　Pig数据模型

在了解Pig Latin有哪些功能前，首先需要了解Pig的数据模型。这包括Pig的数据类型、Pig的处理思想，以及Pig对缺失数据的处理等。

7.3.3.1　基本类型

Pig的数据类型可以分为两大类：基本类型和复杂类型，其中基本类型只能包含一个简单的数值[6]。由于Pig是基于Java开发的，它的基本类型在大多数编程语言里都可以找到。Pig提供的基本类型包括int、long、float、double、chararray（string）和bytearray（字节类型）。除bytearray外，其他基本类型都是java，lang包中对应类型的实现，这使它们易于在用户自定义函数中被使用。

7.3.3.2　复杂类型

Pig的数据模型包括四种复杂数据类型：Atom、Tuple、Bag和Map。复杂类型可以包含其他所有类型。

（1）Atom。一个原子类型包括一个简单的原子值，可以是字符串或数字等，例如‘alice’。

（2）Tuple。一个元组由一系列字段组成，每个字段可以是任意数据类型，例如（‘alice’，‘lakers’）。Tuple可以理解为Java中的List或Python中的Tuple［元组］，可表示为（1，“abc”，1.5）等。

（3）Bag。一个Bag由一组Tuples构成，其中tuples字段可以重复出现。组成Bag的每个元组是很灵活的，即Bag中每个Tuple不需要具有相同的字段数和字段类型。例如：
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通过上面的示例可以看出Tuple是可以嵌套的，Bag中的第二组Tuple（‘ipod’，‘apple’）是作为字段嵌套出现的。

（4）Map。一个Map是由一个数据项的集合和与它们关联的索引键组成的。和Bag一样，Map中数据项的组成模式非常灵活，即在Map中所有的数据项不需要相同类型。但是，为了实现高效查询，索引键必须是原子类型的数据。例如：
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在上面的Map中，索引键‘fan of’被映射为一个包含两个Tuple的Bag，索引键‘age’被映射为原子类型20。Map类型非常适用于建模模式随时间变化的数据集，例如：如果Web服务器想添加一个新字段来存储日志信息，新字段可以通过Map中添加一个索引键来完成，这样就不需要改变现有的程序，而且新程序又允许访问新字段。

7.3.3.3　嵌入式数据模型

很多时候，程序员想使用嵌套数据结构，例如：为获取术语在一组文件中出现的位置信息，程序员一般会希望为每个术语创建一个类似于Map＜documentId，set＜positions＞＞的结构。对于数据库而言，只允许扁平式表的存在，即只有原子字段可以作为列，否则会违反第一范式（1NF）。在满足第一范式的条件下抓取术语位置信息要求创建两个表，对数据进行标准化处理：


term_info:(termId,termString,…)
position_info:(termId,documentId,position)


然后按照termId进行表连接，再按照termId和documentId进行分组。

Pig Latin具有灵活的、完全嵌套的数据模型，允许复杂的非原子数据类型（Set，Map，Tuple）作为一个表的字段。嵌套数据类型比1NF更适合Pig的执行环境，主要是出于以下考虑：嵌套式数据模型更符合程序员在编程过程中的需求，对他们来讲这种数据模型比标准化数据格式更加自然。

存储在磁盘上的数据本身往往具有嵌套的特点。比如，Web爬虫程序为每个url和来自该url的外部连接集合产生输出。而利用Pig直接对文件进行操作，将这种Web规模的数据进行标准化，然后再通过多次表连接进行数据重组，这显然是不现实的。

嵌套数据模型有助于实现代数式语言程序，即逐步执行，每步只完成一次数据转换。例如，GROUP原语产生的每个输出元组都会有一个非原子字段（来自GROUP输入中属于每个组的所有元组的嵌套集合）。嵌套数据模型有助于用户写出各式各样的用户定义函数（UDF）。

7.3.4　Pig实现

Pig Latin在Pig系统中得到全面的实现。Pig被设计为允许不同系统以插件形式作为Pig Latin的执行单元。目前采用Hadoop作为执行平台，在Hadoop系统中Pig Latin程序被编译成MapReduce作业，运行在Hadoop上。下面将首先介绍Pig系统如何为Pig Latin程序建立逻辑计划，然后介绍如何将逻辑计划编译成可以在Hadoop上执行的MapReduce作业。

7.3.4.1　建立逻辑计划

当客户端发出Pig Latin命令后，Pig解释器会首先分析它，并验证命令中输入的文件和Bags的有效性。例如，如果用户输入“c=COGROUP a BY…,b BY…,”命令，Pig会验证a和b两个Bags是否被定义。Pig为用户定义的每一个Bag建立一个逻辑计划，当命令定义了一个新的Bag的时候，Pig系统将输入Bag和这条命令的逻辑计划结合在一起作为新Bag的逻辑计划。因此在上面的例子中，c的逻辑计划包含a和b的逻辑计划。

当逻辑计划建立后并没有任何处理过程发生，处理过程只发生在用户调用STORE命令后。这时，逻辑计划将被编译成具体的计划并执行。这种惰式执行方式有许多好处，它允许使用内存管道以及其他优化，比如跨多个Pig Latin的命令重定序。

Pig系统的Pig Latin解析和逻辑计划的建立独立于执行平台。只有逻辑计划被编译成具体的执行计划时才依赖于特定的执行平台。

7.3.4.2　MapReduce计划的编译

把Pig Latin逻辑计划编译成MapReduce作业很简单。MapReduce的本质特点是具有大规模分组聚集的能力，即Map任务通过指派Keys对数据进行分组，Reduce任务每次处理一个组的数据。编译器通过它自身的Map和Reduce函数将逻辑计划中每个COGROUP命令转化为不同的MapReduce作业，如图7-7所示。

与COGROUP命令C相关联的Map函数首先基于C中的BY短语将Keys指派给元组；Reduce函数最初不做任何操作，不同MapReduce作业的界限就是COGROUP命令。第一个COGROUP命令C1的命令都由C1对应的Map函数处理（图7-7）。在Ci与Ci＋1之间的COGROUP命令序列要么由Ci的Reduce函数处理，要么由Ci＋1的Map函数处理。目前Pig通常选择由Ci的Reduce函数处理，因为Grouping经常跟随在Aggression之后，这种方法有利于减少不同MapReduce作业之间的数据量。
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图7-7　Pig Latin的MapReduce编译


当COGROUP操作的输入为多个数据集时，Map函数会为每个元组附加一个字段来标志元组的起源。与之相应的Reduce函数会对该信息进行解码并把它插入合适的nested bag处。

LOAD的并行性通过HDFS实现（文件存储在HDFS上），另外由于一个给定的MapReduce作业或者多个Map和Reduce实例是并行执行的，因此该操作同样可以实现Filter和Foreach操作的自动并行化。COGROUP的并行性是通过将多个Map实例产生的输出划分为不同部分，每个部分对应一个Reduce实例而实现的。

ORDER命令被编译为两个MapReduce作业实现。第一个作业通过对输入取样来确定排序键的数量；第二个作业根据排序键数量确定划分区域（保证均匀划分），接下来在Reduce阶段进行本地排序，最后产生一个全局的排序文件。

由于MapReduce并不灵活的处理模式，由Pig Latin编译为MapReduce作业时会产生额外开销。例如，MapReduce过程中的数据必须以冗余的方式存储在分布式文件系统上，处理多个输入数据集时必须对每个元组添加一个额外字段以标志数据来源。虽然Hadoop的MapReduce模型给Pig带来了额外开销，但与之相比其带来的优势更多，如并行化、负载均衡、容错等。另外，使用者也可以通过插入其他的执行平台以补充MapReduce的不足之处，减少不必要的开销。


7.4　GraphLab

许多并行数据处理模型简化了对大规模数据处理系统的设计与实现，这导致它们不能高效地支持许多数据挖掘或机器学习算法。为解决这个问题，业界提出了GraphLab图计算模型。在共享内存的基础上，GraphLab实现了异步、动态的并行图计算功能，同时也保证了数据的一致性[11]-[12]。

7.4.1　GraphLab出现背景

机器学习的算法主要有以下两个特点：①数据依赖性强，运算过程中在各个机器之间需要进行频繁的数据交换；②流处理复杂，在处理的过程中需要多次迭代，数据的处理条件分支多。

随着机器学习和数据挖掘应用需求的快速增长以及需求复杂度的提高，业界需要一个能够在大规模集群上快速执行数据挖掘和机器学习算法的系统。不仅如此，该系统还需要能够保证可以像亚马逊弹性云计算那样，在不具备实体集群的情况下进行大规模分布式计算。然而现有的、基于并行分布式机器学习和数据挖掘的系统，都不能很好地满足需求。为解决以上问题，2010年，CMU的Select实验室提出了GraphLab框架。

GraphLab是面向机器学习的流处理并行框架。同年，GraphLab基于并行处理技术实现了1.0版本，较其他模型而言在机器学习的流处理和并行性能方面得到很大的提升，引起了业界的广泛关注。2012年GraphLab升级到2.1版本，其并行模型得到进一步的优化。

7.4.2　GraphLab特性

GraphLab在大规模分布式机器学习、数据挖掘的应用中具有一些其他分布式框架不具备的特性。它的典型特性包括以下几个方面：

1）图结构计算

机器学习、数据挖掘方面的研究主要集中在对数据相关性的建模上。通过对数据相关性进行建模，使用者能够从包含不相关信息的数据中抽取出更多有价值的信息。例如，与单一的处理购物者数据相比，对相似购物者的相关性建模就能够得出更好的分析结果。但是类似于MapReduce的分布式数据处理模型并不能适应相关性计算需求，而并行处理特性又是很多机器学习、数据挖掘算法所需要的。尽管在某些特定情况下可以将相关性计算映射到MapReduce计算模式中，但是很难实现计算结果的转换，而且很可能导致执行效率的降低。

与Pregel类似，支持数据相关性计算的GraphLab采用以顶点为中心的计算模型，并把计算作为核心在每个顶点上执行。GraphLab建立在有序共享内存的基础上，每个顶点均可以读写相邻顶点的数据。GraphLab并行执行的稳定性为执行效率提供了保障。开发者在使用GraphLab时可以不用考虑并行数据的流动，而将主要注意力放在算法各部分的执行顺序上。因此，GraphLab可以让图的并行算法在设计和实现上更为简单。

2）异步迭代计算

很多常用的机器学习、数据挖掘算法需要迭代更新大量参数。由于底层采用图数据结构，因此顶点或者边上的参数更新依赖于相邻顶点或边的参数。同步型系统在更新参数时会使用上一迭代步骤输出的参数值作为输入，同时将参数更新到集群中的各个节点上。同样情形下，异步型系统可以使用最新的参数作为输入更新参数值。因此，异步系统给很多算法带来了性能提高。例如，线性系统（很多机器学习-数据挖掘算法都是线性系统）已经被证实如果能够解决异步问题，其执行性能将会因此得到很大的提升。除此之外，还有很多例子（如置信传播、最大期望化、随即优化等）都是异步执行的性能优于同步执行的性能。

同步计算将会带来高昂的性能损失，这是因为每一个步骤的执行时间都是由运行最慢的机器决定的。最慢机器的不佳表现由很多因素导致产生，包括负载和网络的不稳定、硬件变化、一机多用（云主机中首要因素）。如果使用同步计算，运行速度慢的机器导致非常严重的性能问题。

另外，就算图结构可以被均匀地分割到各个节点，运行时多个节点聚合也会产生额外的不确定性。在实际应用中，图谱会受到幂律分布特征的影响，导致运行时间曲线产生很大的倾斜，甚至图谱被随机切分。此外，每个节点实际运作会以特定方式和数据产生依赖关系。

3）动态计算

在许多机器学习和数据挖掘算法中，不同参数之间存在收敛速度差异性。例如，在参数最优化的计算中，有的参数会在迭代几次后就收敛，而有的参数会迭代很多次后慢慢收敛。优先计算可以对包含PageRank在内的图算法进行深入的收敛优化。如果总是更新所有的参数，会让很多已经收敛的参数重复计算以致浪费大量时间。相反地，如果能够尽早地将计算聚集在那些较难收敛的参数上，那么能够加速它们的收敛。

4）可串行化

所有的并行化执行都能够转化为串行化执行，串行化能够消除很多在并行算法的设计、实现和使用中遇到相关难题。

在程序的运行中，数据竞争会带来“脏数据”，而在并行程序运行过程中调试程序又非常困难。GraphLab的强制串行化计算框架能够消除由一致性问题引入的复杂度，能够让机器学习和数据挖掘程序的开发者把更多的注意力放在算法和模型的设计上。很多其他异步框架例如Piccolo也提供最初级的弥补数据竞争的机制，但GraphLab支持多种一致性级别，允许程序从中选择能够保证算法正确性的合理级别。

7.4.3　GraphLab框架

GraphLab框架主要由三部分组成：数据图，更新函数和同步操作。图状数据描述用户可修改的程序状态，而且存储了用户自定义数据和稀疏矩阵编码的计算相关性。更新函数代表在用户图上被分解出来的计算和操作，负责在上下文中数据的转换。而同步操作负责维护数据图的全局聚合统计表。

1）数据图

GraphLab框架把程序状态存储为一个有向数据图。数据图G（V，E，D）是一个管理用户定义数据D的容器，其中数据主要是指模型参数、算法状态和统计数据。用户可以将特定的数据同图中的每个顶点v和边e（u，v）关联起来。然而，由于GraphLab框架不依赖边的方向，所以使用u↔v表示u和v之间存在双向边。虽然图状数据容易改变，但图的结构是静态的，在程序执行的过程中不会改变。

2）更新函数

在GraphLab框架中，计算将被编码成更新函数的形式。更新函数是一个无状态的程序，这个程序可以在一个顶点的作用域内修改数据，也可以对其他顶点将要执行的更新函数进行调度。顶点的作用域，指的是顶点中存储的数据和存储在所有相邻节点和相邻边中的数据。GraphLab框架更新函数以顶点v和它的作用域Sv作为输入，返回更新过数据的作用域Sv以及顶点集合T。函数如下所示：

Updata：f（v，Sv）→（Sv，T）

更新函数被执行完成后，被修改后的数据Sv会被更新到数据图中。相比于采用消息传递和数据流的模型，GraphLab允许使用者定义更新函数来实现在相邻顶点和边上自由读取和修改数据。这样可以简化代码，而且使用者不需要了解数据是怎么流动的。通过控制那些执行后返回集合T的顶点，GraphLab更新函数能够高效地实现自动适配计算。

3）同步操作

在许多机器学习算法里，必须要有维持全局状态的数据图。比如，在很多统计算法中需要追踪全局收敛量。为了达到这个目的，GraphLab向全局参数赋予可以被更新函数读取，但只能通过同步操作写入的特性。在Pregel模型中每个超级步执行过后系统都会进行聚合，而GraphLab为确保全局参数保持为最新，需要在后台进行持续的同步操作。


7.5　工作流

CloudWF是基于Hadoop的一个轻量级的、可扩展的计算工作流计算系统。它采用一个简单的原型工作流描述语言，把工作模块和模块之间的依赖关系分别编码为可独立执行的组件；采用一种新的工作流存储方法，即用Hadoop中的HBase稀疏表来存储工作流的内部信息，并且为了工作流的高效执行重新组织其中的工作流块；采用支持Hadoop DFS系统的文件部署方式；使工作流在空间和时间上分布执行，程序的执行管理依赖于MapReduce架构的任务调度和容错[13]-[14]。

7.5.1　工作流简介

在商业和学术领域，云计算得到越来越多的关注。云计算提供了一种按照硬件的需求来分配资源的方案。云计算软件框架管理着云资源，并且为全局统一的、透明的硬件用户接口提供了可扩展的、高容错的计算单元。比如，Hadoop[15]是一种常用的开源云计算框架，适用于目前各种各样的应用场景，且性能良好，它的MapReduce框架为计算任务和计算数据提供了透明的分布式机制，这种机制不仅具备数据局部优化功能而且提供了任务级的容错性能。

CloudWF的分布式文件系统（Distributed File System，DFS）为容错性提供了数据备份，这使得它能为用户提供一个全局化的接口，用户通过这个接口可以从任意节点获取需要的数据，并且HBase的稀疏数据存储允许管理DFS顶层之上的元数据。由于云计算所具有的可扩展性、容错性、透明性和易于部署性，Hadoop和其他云计算框架可以快速地把那些大型数据集分成小的数据块，这些小的数据块在运行时彼此之间仅存在有限的内部任务交互。在云环境下，由于Hadoop不支持工作流任务，因此大型数据集需要复杂的计算工作流，并且在Hadoop顶层尚未出现一个行之有效的计算工作流系统来完成数据的自动处理。

复杂的计算进程需要通过相互依赖的多个计算步骤以及步骤之间的数据传输来执行，CloudWF是一个基于Hadoop的计算工作流系统，其主要目标是使这些复杂的计算进程变得更有序且能自动执行。CloudWF以接收xml格式文件的使用者工作流、工作流模块和连接器作为工作流组件，这些组件存储在Hadoop的HBase中，通过数据流和存储在DFS中的程序进程来调用Hadoop的MapReduce框架，进而处理工作流数据。

在CloudWF中，每个工作流模块包含一个MapReduce程序或者一个传统的程序（没有使用MapReduce API的程序）。每个工作流连接件包含从块到块的依赖体，这些依赖体将参与块与块之间的文件复制。DFS文件系统在不同块之间采用分散的存储文件，并且此操作可以在不同的云节点上执行。由于HBase记录了工作流中的组件，每个工作流的数据块依赖关系树将得到保持和强化，因此所有的块和连接器都可以独立工作。

由于工作流的执行是离散的，因此不会为了追踪工作流任务间的依存关系而对每一个工作流实例单独地作执行控制。CloudWF系统将对工作流进行统一调度，所有工作流中的块和连接器都会在一个给定时间内得到执行。CloudWF的这种特性使得它在同时处理多个工作流时保持很高的并行性和可扩展性。

在CloudWF和Hadoop云环境下，使用者可以轻松连接到MapReduce或为工作流请求调用通用的unix命令行程序，而且使用者几乎无需对代码进行重写就可适用于工作流描述语言。同时，使用者无须考虑块之间的存储细节：使用者可以假设工作流命令描述中用到的文件已经存到本地机器，无须考虑文件位置和访问协议的一致性。

与网格的工作流[16]-[18]以及近期出现的数据流系统比较，CloudWF具有易用性、可容错性、高可扩展性。

CloudWF的特点主要体现在以下几个方面：

（1）采用一种简单的工作流描述语言原型。工作流模块独立分开，类似于可独立执行的组件。如图7-8所示，CloudWF无须为每一个工作流实例作集中化的执行控制，也无须为每个工作流指明数据流方向，大大提高了其可扩展性。
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图7-8　拆分工作流示意图


图7-8中，CloudWF拆分两个工作流的组件集成到独立的模块和连接器中。HBase中的表隐含着存储组件之间的依赖关系。

（2）采用一种新的工作流存储方法。CloudWF使用HBase稀疏表存储工作流的内部信息，重构工作流的依赖关系。工作流的有向无环图被编码成稀疏HBase表，表中数据不仅适合构造图，而且支持高效的图连接查询。

（3）采用DFS来存储相互连接的块文件。使用DFS时，使用者和工作流系统拥有一个全局的文件存储库，并且使用DFS存储和转发文件时，可以大大降低在分布式环境下处理文件的复杂性。

（4）采用Hadoop的MapReduce框架来进行简单的调度和任务级的容错。

（5）既可以简单地逐步执行，又可以在几乎不影响工作流组件的情况下处理实时工作流的变化。

7.5.2　CloudWF的系统设计

CloudWF将基本功能集成到云中，使用者通过在一个简单的界面中，提交xml描述的规范工作流文件或命令来启动工作流，并且监视它们的执行。在启动工作流之前，使用者需要将输入文件和程序放在使用者的DFS空间，同时此空间还用于保存工作流的输出文件（注意：DFS分为两部分，一个是系统空间用来转存工作流块，另一个是使用者空间用来存储工作流输入输出文件）。

当云的前端收到使用者的工作流描述文件后，CloudWF首先将文件放到独立的工作流组件中，并将组件存储到三个HBase表中。其中，在工作流表中，存储工作流的元数据（Metadata），比如工作流ID；在工作流块表（WFBlock）中，存储块的元数据，比如ID号和执行状态；在工作流连接件表（WFconnector）中，存储块与块依赖关系的信息，包括所有从源块到目标块的转换。

然后，块代理在一个最小时间间隔内轮循查询“WFBlock表”，提交封装好的待执行块，以及管理块状态变化；连接器代理查询“WFConnector”表，提交包装好的待执行的连接器，以及管理连接器状态变化；MapReduce的工作节点使用MapReduce框架提交块和连接器，更新对应的表中相应的块和连接器的状态，以便块和连接器代理可以通过HBase查询执行结果。

最后，通过监视器获得实时工作流状态，当前端接收到检查工作流状态命令后，CloudWF调用监视器，从三个HBase表中获取信息，通过前端将获取的结果返回给使用者。

7.5.2.1　工作流描述

CloudWF拥有自身的工作流原型描述语言，此语言可以使使用者通过对已有的MapReduce程序和传统的unix命令行调用程序中作最小的改变，来简单快速地构建自身的工作流。创建工作流原型描述语言的因素主要体现在以下三个方面：①目前存在一些轻量级的语言可以直接使用，而无须使用复杂度类似于Bash类的脚本语言；②需要一种专门的语言来处理命令行程序和MapReduce程序；③当工作流在大规模的Hadoop云环境下执行时，需要一个可扩展的描述工作流的语言，减少在处理语言上花费的额外开销。

以下为两个需要嵌入工作流的命令行调用例子，一个是传统unix命令行，另一个是MapReduce程序：


①legacy unix command line:cat inCl inC2＞outC
②MapReduce command line:
/HadoopHome/bin/hadoop jar wordcount.jar org.myorg.WordCount
/user/c15zhang/wordcount/input/user/c15zhang/wordcount/output


第一个例子（图7-9a）是简单的unix cat命令，连接两个输入文件。当它执行时，两个输入文件和一个输出文件都存储在云节点的unix本地文件系统的工作目录中。而第二个例子（图7-9b）是Hadoop的单词计数程序，包含一个输入文件和一个输出文件（使用DFS文件通常通过引用DFS文件的绝对路径，因为在Hadoop或者DFS中没有工作目录的概念）。在第二个例子中，当Hadoop真正执行时，wordconut．jar驻留在云节点的LFS中的unix工作目录。
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图7-9　两个工作流


7.5.2.2　工作流存储——HBase表

CloudWF使用HBase来存储工作流组建信息，主要有三方面的原因：①CloudWF需要类似于数据库的可靠容器来存储各种类型的工作流元数据，此数据主要用于控制工作流的执行，例如保存工作流执行的中间结果能够容错和再利用；②设计一系列稀疏表，可以避免使用复杂的关系型数据库和数据库查询语句；③HBase与Hadoop框架的紧密结合性，使其比其他主流数据库更易于部署。

HBase中包含三个表：WF表、WFBlock表和WFConnector表。CloudWF主要通过上述三个表来存储数据和控制执行。并且，一个工作流模块的依赖关系树隐含地存储在WFBlock和WFConnector中，可用于快速地找到下个要执行的块。

7.5.2.3　使用DFS存储文件

工作流管理的主要问题是文件存储。CloudWF通过将DFS作为文件全局访问仓库，使出现在工作流组件的、命令行中的文件可以存储到任意一台云机器上。

在CloudWF中，有两种类型的文件存储。第一种是块之间的文件存储，另一种是用户DFS空间和工作流之间的文件存储。DFS被划分为用户空间和CloudWF系统空间，并且云节点上的每个本地文件系统（Local File System，LFS）均被创建ClondWF系统区域。当工作流执行时，CloudWF为每个已经执行的块创建两个工作目录：一个DFS工作目录，存储在可以全局访问的系统分区；一个LFS工作目录，存储在执行块所在的云节点的LFS系统分区。

7.5.2.4　工作流的执行

当块和连接件进入预备执行状态时，CloudWF开始对块和连接进行执行，如图7-9a、b所示。当WFBlock表中块A和块B的状态被设置为“Ready for Execution”时，使用者通过前端对执行进行初始化，并经过轮循查询块代理查找处于准备执行状态的块，提交封装器到云池中。

当块A执行完时，起源于A的连接器被设置成“Ready for Execution”，然后通过连接器代理选取和提交执行。当完成从A到C的连接件，C的依赖关系计数减一。当所有与C相关的连接件都执行时，C的状态变成准备执行。当有一个封装器失败时，它就要按照MapReduce框架重新自动执行，默认最多重新执行6次。如果所有的重试均失败，不仅此任务失败，而且全部的工作流均失败。如果封装器顺利执行，但是提交的组件执行失败，封装器查出失败的组件，重新启动执行失败的组件命令。如果命令再次失败，封装器将组件状态标记为执行失败，并造成整个工作流失败。

7.5.3　工作流的特性

CloudWF的设计支持一些高级特性，而且这些特性的原型已经实现。

（1）虚拟起始块和终结块。CloudWF为每一个工作流实例创建一个虚拟起始块和终结块，虚拟块不通过连接件与所有的块相连。工作流执行时设置起始块状态为“Ready for Execution”，当工作流完成时，只需删除虚拟终结块。

（2）工作流模板和嵌套工作流。CloudWF不仅支持重复利用已经存在的工作流组件，而且将工作流组件当作模板来避免代码重复，同时也支持工作流嵌套。

（3）指导和运行工作流结构转化。基于块和连接器之间的耦合性，工作流可以逐步在交互中执行。而且，当部分组件处于执行状态时，工作流结构转化可以支持修改未执行的组件。
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