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本书简介


目标：


聚焦于使用数据科学领域中比较流行的Python语言来进行数据采集、数据加工处理、数据分析、数据挖掘、文本挖掘和海量数据分析处理。帮助读者掌握从事数据科学工作的必备技能。


内容组织：


本书分为基础编、分析编、挖掘编和提高编4部分。

基础编包括数据科学简介（第1章）和Python基础知识（第2章）两章。涉及数据科学的概念、数据科学的学习方法、数据科学家的概念、数据科学家的应备技能、Python与数据科学的关系、数据科学领域中常用的Python包。如果您对Python编程还知之甚少，第2章详细介绍了Python语言编程的基本知识。

分析编包括Python数据获取和数据预处理（第3章）和利用Python进行数据分析（第4章）两章。内容包括Python数据获取的各种方式：从文件中、从数据库中、从Web网页中获取数据，对获取的数据可采用Python Pandas进行数据清洗、数据集成与数据转换等数据预处理工作。利用Python进行数据分析则先介绍了Python的Numpy、Scipy包的使用，然后介绍了t检验、卡方检验、方差分析、主成分分析、线性回归的Python方法。

挖掘编包括利用Python进行数据挖掘（第5章）和利用Python进行文本挖掘（第6章）两章。在数据挖掘部分首先简单介绍了Python的Scikit-Learn数据挖掘库的安装与使用，然后结合实例详细介绍数据挖掘中常用的几个算法：k最近邻算法、决策树算法、朴素贝叶斯分类器、逻辑回归的、关联分析的Apriori与FP-growth算法、聚类算法与异常检测、随机森林等。在文本挖掘部分首先详细介绍文本挖掘的一般流程，以及如何使用Python来进行文本挖掘，然后以文本自动分类、文本聚类、文本情感分析、全文检索这四个应用为例结合Python实例做具体介绍。

提高编则介绍了Python在海量数据分析处理上的应用（第7章），首先介绍了大数据操作系统Spark的安装使用，然后以PageRank和推荐系统这两个典型的海量数据分析（大数据分析）为例来介绍Python在这一方面的应用。

本书的编写过程中时猛、曹梦莉、徐欢、江毅、陈超、周超、范午攸、张梦莹、金叶、方侠辉、高岽鸣在书稿的资料收集整理与代码校验中作了贡献。本书所有作者均为华东师范大学工商管理学院的老师或学生。

本书的Python代码和数据可在出版社的网站上下载，建议使用Python的数据科学版本（IPython+notebook）来学习使用本书的代码。关于IPython的相关知识请参见www.ipython.org。

本书在写作过程中参考了大量的国内外文献，谨对有关作者表示衷心的感谢。书中难免有疏漏错误之处，敬请批评指正。


基础编

1 数据科学简介

数据科学（Data Science）是近几年学界和业界的热门话题。数据科学已经在诸如IT、金融、医学、自动驾驶等领域得到广泛使用。数据科学家是这个时代的宠儿。要想成为数据科学家则需要掌握一定的技能，Python语言将在这方面助您一臂之力。


1.1 什么是数据科学

近几年，“数据科学”的概念被媒体和大众炒得越来越热，但究竟什么是“数据科学”，不同的时期、不同的专家给出了不同的答案。Naur认为，数据科学是计算机科学的一个替代性称谓。Wu则认为，数据科学就是统计学。而Cleveland则认为数据科学是统计学加上它在计算技术方面的扩展。Conway 则认为数据科学是计算机科学技术、数学与统计学知识、专业应用知识三者的交集。客观来讲，迄今数据科学还没有一个统一成熟的定义，Chikio Hayashi、Mike Loukides等人曾先后撰文专门探究“什么是数据科学”。作为一门交叉科学，我们认为数据科学是一门包括了计算机技巧，数学和统计知识，实质性的专业知识的强调以数据为导向的分析与决策的科学。

事实上，数据科学是利用计算机的运算能力对数据进行处理，从数据中提取信息，进而形成“知识”的一门科学。它已经影响了计算机视觉、信号处理、自然语言识别等计算机分支，也已经在IT、金融、医学、自动驾驶等领域得到广泛使用，甚至在总统竞选方面都出现了数据科学的身影。在美国2012年总统大选奥巴马胜利后，推特上疯狂转载着一条消息：NATE SILVER ELECTED 44TH PRESIDENT OF UNITED STATES。当然这是一句玩笑话，缘起于号称“竞选预测之神”的Nate Silver，2008年的总统大选他预测对了最终结果，而且美国50个州的投票结果，他预测对了49个；2012年的总统大选他又预测对了，并且是50个州全对。Silver的工作就像机器学习中的“集成学习”（他自己的描述是“贝叶斯统计”，用自己的先验信息和数据得到后验），集合众多民意调查结果，根据自己的经验判断去平均它们。除了Silver和其他一大批统计学家做预测之外，奥巴马还有一个数据分析部门，利用各种预测建模和数据挖掘手段来提高奥巴马连任总统的概率。

正如微软公司的Tony Hey等人在《第四范式：数据密集型科学发现》这本书中将科研范式变革描述的那样：它从几千年前的经验科学演化到近几百年的理论科学，直到几十年前兴起的计算科学乃至到当前的eScience科研模式。当科学研究演进到第四范式，各个学科领域都逐步演化为计算学和信息学两大主要分支，例如在生物领域的计算生物学与生物信息学等。在第四范式的科研模式中，大数据时代的背景特色浓郁,大数据由科研而生又服务于科研，对于数据的生产、使用、管理、传播等都提出了要求，而这些数据需求并不仅仅停留在机械化的工程任务角度，而是更多地需要从数据全生命周期探讨数据管理的艺术性。 数据利用的经济性，数据研究的科学性，数据工作者的地位逐渐提升，“数据科学家”的标签提升了数据工作者的社会认可度,数据更需要从科学的、系统的、全面的角度得到审视与研究，专业的数据研发团队力量的膨胀等，都推动着一种暂且称之为“数据科学” 的学科快速发展。数据科学是一门交叉的、复杂的、外延可以广泛延伸的、具有巨大实践意义的新兴学科。


1.2如何学习数据科学
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图1-1 Drew Conway的数据科学韦恩图

数据科学的学习是一项既有趣又艰辛的工作，Metamarket公司的CEO Mike Driscoll曾说过：研究数据科学，一方面需要如极客那般刻苦钻研，另一方面需要像统计学家那样拥有完美的理论。数据科学家不仅仅是极客——极客只关心如何调试一行Bash脚本或Pig脚本，没人会在意非欧氏距离矩阵。数据科学家也不仅仅是统计学家——后者只关注如何完成一个理论的证明或构建出一个完美的模型，很少有人会使用R语言将数据文件读入系统，从而进行后续的分析。数据科学是一门关于数据的工程，它需要同时具备理论基础和工程经验，需要掌握各种工具的用法。Driscoll随后引用了2010年Drew Conway的韦恩图来说明研究数据科学需要的技能，如图1-1所示。


1.3 什么是数据科学家

数据科学集成了多个领域的不同元素，包括信号处理，数学，概率模型技术和理论，机器学习，计算机编程，统计学，数据工程，模式识别和学习，可视化，不确定性建模，数据仓库，以及从数据中析取规律和产品的高性能计算。而且，数据科学并不局限于大数据，但是数据量的扩大必然使得数据科学的地位越发重要。数据科学家，顾名思义就是数据科学的从业者。这个头衔首次出现于2008年，由D.J.Patil和Jeff Hammerbacher所提出，他们后来分别成为LinkedIn和Facebook的数据和分析团队的负责人。目前已经有数千位数据科学家供职于创业公司和成熟的大型企业。数据科学家在行业中的忽然走俏，反映了这样一个现状，企业需要处理的信息正以从未遇见过的规模和渠道涌现。

曾经投资过Facebook、LinkedIn的格雷洛克风险投资公司把数据科学家描述成“能够管理和洞察数据的人”。在IBM的网站上，数据科学家的角色被形容成“一半分析师，一半艺术家”。他们代表了商业或数据分析这个角色的一个进化。

数据科学家的工作可能不像人们想象的那样酷炫有趣。由于Data是一切分析的基础，所有公司都会雇佣一些人集中做最基本的数据收集和整理，主要用SQL，可能写一些简单的程序、做一些粗浅的分析，但是整体上工作比较枯燥无聊，也可以说是“底层人群”；用Machine Learning或者统计建模的则属于高级人群；同时，分析数据要用到各种软件工具，可能需要高级的软件系统来支持experiments，自然也就需要软件工程师来支持。分析结果最终要用来帮助公司盈利，所以公司的管理层和直接带来盈利的部门（sales、marketing、business development）也会参与，并作出最终的决策（decision making）。

用Thomas H.Davenport（埃森哲战略变革研究院主任）和 D.J.Patil（美国科学促进会科学与技术政策研究员，为美国国防部服务）的话来总结：

■ 数据科学家倾向于用探索数据的方式来看待周围的世界。（好奇心）

■ 把大量散乱的数据变成结构化的可供分析的数据，还要找出丰富的数据源，整合其他可能不完整的数据源，并清理成结果数据集。（问题分析整理能力）

■ 新的竞争环境中，挑战不断地变化，新数据不断地流入，数据科学家需要帮助决策者穿梭于各种分析，从临时数据分析到持续的数据交互分析。（快速学习能力）

■ 数据科学家会遇到技术瓶颈，但他们能够找到新颖的解决方案。（问题转化能力）

■ 当他们有所发现，便交流他们的发现，建议新的业务方向。（业务精通）

■ 他们很有创造力地展示视觉化的信息，也让找到的模式清晰而有说服力。（表现沟通能力）

■ 他们会把蕴含在数据中的规律建议给Boss，从而影响产品，流程和决策。（决策力）


1.4 数据科学家需要掌握的技能

Driscoll还引用了Nathan Yau 2009年的一个关于“数据科学家正在涌现”的帖子，其中介绍了数据科学家们应该具备的各种技能：

■ 统计学（做传统分析时需要的技能）

■ 数据处理（解析、提取和格式化数据）

■ 可视化（图表、工具等）

详细来说，学习数据科学需要在以下几个方面努力和付出：

■ 计算机科学

■ 数学

■ 统计学

■ 机器学习

■ 某一领域的专业知识

■ 沟通和演讲的技巧

■ 数据可视化

尽管我们需要尽量在以上各个方面努力，但也几乎不可能有人在每个方面都做到最好，所以有所侧重，有所专长也是十分必要的。


（1）计算机能力：数据的获取和整理


任何数据分析项目的第一步都是数据整理，对应着数据获取、清洗、格式转换等工作，使之成为可用数据。现在有各种各样的数据格式：数字、表格、Web网页、文本，甚至包括语音和视频。在处理凌乱的原始数据时，脚本语言（例如Perl和Python）是必不可少的。

传统的关系型数据库在大规模数据条件下已经不再有效。为了有效地存储庞大的数据集，我们看到的数据库出现了新品种。这些通常被称为非关系数据库，例如谷歌的BigTable和Amazon的Dynmo，它们有非常灵活的架构设计，分布在多个节点，以提供“最终一致性”。

存储数据只是数据平台建设的一部分，在目前的大规模数据集计算问题上，谷歌推广MapReduce方法，基本上它是利用非常庞大的计算集群进行分布计算。最流行的MapReduce开源实现方法就是Hadoop。Hadoop使“敏捷”数据分析成为可能。在软件开发中，“敏捷”意味着更快的产品周期，开发商和消费者之间更密切的互动。传统的数据分析需要极长的周转时间。它可能要几个小时甚至几天才能完成。但是在Hadoop帮助下可以很容易地建立集群，以执行大规模数据集的迅速计算。更快的计算速度使你更容易地测试不同的假设，不同的数据集和不同的算法。


（2）数学和统计学能力：数据挖掘


机器学习是数据科学家的另一项必不可少的工具。目前有许多机器学习库可以利用：在Python中有Scikit-Learn,在Java中有Weka，谷歌刚刚宣布了他们的Prediction API，使其机器学习算法得以公开使用。Stanford的机器学习课程，是计算机科学中最流行的课程之一，推荐学习。

虽然在这里没有强调传统的统计模型在数据分析中的重要作用，但是统计是“数据科学的语法”。它是至关重要的。数据科学不只是获取数据然后来猜测其意义，它也包含了假设检验，确保你的数据结论是有效的。统计已成为一项基本技能。它并没有被机器学习或商业智能所取代。


（3）图形可视化：数据的提炼和展现



1.5 Python与数据科学

随着Numpy、Scipy、Matplotlib、ETS等众多程序库的开发，Python越来越适合于做科学计算。与科学计算领域最流行的商业软件Matlab相比，Python是一门真正的通用程序设计语言，比Matlab所采用的脚本语言的应用范围更广泛，有更多程序库的支持，适用于Windows和Linux等多种平台，完全免费并且开放源代码。虽然Matlab中的某些高级功能目前还无法替代，但是对于基础性、前瞻性的科研工作和应用系统的开发，完全可以用Python来完成。

Python理所当然地被视为一门通用的程序设计语言，非常适合于网站开发、系统管理以及通用的业务应用程序。它为诸如YouTube这样的网站系统、Red Hat操作系统中不可或缺的安装工具以及从云管理到投资银行等大型企业的IT系统提供技术支持，从而赢得了如此高的声誉。Python还在科学计算领域建立了牢固的基础。Python这种广泛的适用性在于，这些看似不同的应用领域通常在某些重要的方面是重叠的。易于与数据库连接、在网络上发布信息并高效地进行复杂计算的应用程序对于许多行业是至关重要的，而Python最主要的长处就在于它能让开发者迅速地创建这样的工具。

实际上，Python与科学计算的关系源远流长。Guido van Rossum创建这门语言只是作为“课余”的开发，但是很快其他人也开始为之作出贡献。从1994年开始的头几次Python研讨会，都是在大洋彼岸的科研机构举行的。当时Python 1.0刚刚发布，与会者们就已经开始打造Python的数学计算工具。10多年过去了，我们欣喜地看到，我们在开发具有惊人能力的工具集以及建设多彩的社区方面做出了如此多的成绩。

Guido他本人并不是科学家或工程师。他在CWI的计算机科学部门时，为了缓解为阿米巴（amoeba）操作系统创建系统管理工具的痛苦，他创建了Python。当时那些系统管理工具都是用C语言编写的。于是Python就成了填补Shell脚本和C语言之间空白的工具。但是从Python诞生开始，世界各地的许多科学家就成了它最早期的采用者。Guido成功地创建了一门能与他们的C和Fortran代码完美结合的、具有优雅表现力的程序语言。并且，Guido是一位愿意听取建议并添加关键功能的语言设计师，例如支持复数就是专门针对科学领域的。随着Numpy的前身——Numeric的诞生，Python获得了一个高效且强大的数值运算工具，它巩固了在未来几十年中，Python作为领先的科学计算语言的地位。

对于一些人来说，“科学计算编程”会让人联想起Numerical Recipes in C中描述的那些复杂算法，或是研究生们在深夜中努力打造程序的场景。但是真实情况所涵盖的范围更广泛——从底层的算法设计到具有高级绘图功能的用户界面开发。而后者的重要性却常常被忽视了。然而，Python更加平易近人。一方面，各种各样的开发人员都熟悉Python并在广泛的应用领域使用它。不像R几乎只用于数据分析，一个开发人员在第一次编写他的网站脚本或其他应用程序时，就可以体验到Python。

随着企业竭尽所能地使用数据，他们也正在努力寻找合格的数据科学家。然而，在公司内对员工培训一些简单的大数据技术，比培训新雇佣的数据科学家复杂的商业知识更有效率。但是，除了可以利用现成的Python开发者资源，用Python语言做数据科学的最大好处之一是：在不同的应用程序中使用一种编程语言所增加的效率。一方面，当你可以用同一种语言做所有的事情的时候，你就不必一直提醒自己。另外，你不需要再担心项目的不同模块采用不同语言的接口问题。Python为具有不同背景的员工（尤其是工程师、数学家和分析师）提供了一种常见的、容易理解的语言，可用于公司将新功能进行标准化。

相比R丰富的数据分析能力，Python尚有很多不足，但是它正在迅速地缩小差距。请记住：Python成功的关键并不是它比R或其他分析工具能够处理更神秘的功能，而在于它的平易近人和通用的性质。数据科学正在走出头号怪胎的领域，在最近几次的Python Data大会在纽约举行的O'Reilly's Strata会议上这一点尤为明显：过去的与会者多是学术领域的博士，现在则是关键的业务分析师和其他被企业要求去弄清楚大数据业务的人。

相比R，这种新的，早期的“数据科学家”，将更多地使用Python。Python使用起来相对简单，而且他们可能已经将其用于一个项目中了。至于在其他市场，相比于那些功能强大但复杂的工具，熟悉或者容易学习的工具更容易取胜。


1.6 数据科学领域常用的Python包

掌握以下五个Python包，就可以完成绝大多数数据分析任务。下面逐一简单介绍这五个包，并为你提供一些最好的教程来学习它们。


（1）Numpy


对于科学计算，它是Python创建的所有更高层工具的基础。标准安装的Python中用列表（list）保存一组值，可以用来当作数组使用，不过由于列表的元素可以是任何对象，因此列表中所保存的是对象的指针。这样为了保存一个简单的[1,2,3]，需要有3个指针和三个整数对象。对于数值运算来说这种结构显然比较浪费内存和CPU计算时间。

此外Python还提供了一个array模块，array对象和列表不同，它直接保存数值，和C语言的一维数组比较类似。但是由于它不支持多维，也没有各种运算函数，因此也不适合做数值运算。Numpy的诞生弥补了这些不足，Numpy提供了两种基本的对象：ndarray（N-dimensional array object）和 ufunc（universal function object）。ndarray（下文统一称之为数组）是存储单一数据类型的多维数组，而ufunc则是能够对数组进行处理的函数。以下是它提供的一些功能：

① N维数组，一种快速、高效使用内存的多维数组，它提供矢量化数学运算。

② 你可以不需要使用循环，就对整个数组内的数据进行标准数学运算。

③ 非常便于传送数据到用低级语言（如C或C++）编写的外部库，也便于外部库以Numpy数组形式返回数据。

Numpy不提供高级数据分析功能，但有了对Numpy数组和面向数组的计算的理解，能帮助你更有效地使用像Pandas之类的工具。


（2）Scipy


Scipy是一款方便、易于使用、专为科学和工程设计的Python工具包。它包括统计，优化，整合，线性代数模块，傅里叶变换，信号和图像处理，常微分方程求解器等。Scipy库依赖于Numpy，它提供便捷和快速的N维向量数组操作。Scipy库的建立就是和Numpy数组一起工作，并提供许多对用户友好的和有效的数值例程，如：数值积分和优化。


（3）Pandas


Pandas是Python的一个数据分析包，最初由AQR Capital Management于2008年4月开发，并于2009年底开源出来，目前由专注于Python数据包开发的PyData开发团队继续开发和维护，属于PyData项目的一部分。Pandas最初被作为金融数据分析工具而开发出来，因此，Pandas为时间序列分析提供了很好的支持。 Pandas的名称来自面板数据（Panel data）和Python数据分析（data analysis）。Panel data是经济学中关于多维数据集的一个术语，在Pandas中也提供了Panel的数据类型。

Pandas是为了解决数据分析任务而创建的，Pandas 纳入了大量库和一些标准的数据模型，提供了高效地操作大型数据集所需的工具。Pandas提供了大量能使我们快速便捷地处理数据的函数和方法。你很快就会发现，它是使Python成为强大而高效的数据分析环境的重要因素之一。Pandas包含高级数据结构，以及让数据分析变得快速、简单的工具。它建立在Numpy之上，使以Numpy为中心的应用变得简单。

① 带有坐标轴的数据结构，支持自动或明确的数据对齐。这能防止由于数据没有对齐，以及处理不同来源的、采用不同索引的数据而产生的常见错误。

② 使用Pandas更容易处理缺失数据。

③ 合并流行数据库（如：基于SQL的数据库）。

Pandas是进行数据清洗/整理（data munging）的最好工具。


（4）Matplotlib


Matlplotlib是Python的一个可视化模块。它让你方便地制作线条图、饼图、柱状图以及其他专业图形。使用Matplotlib，你可以定制所做图表的任一方面。在IPython中使用时，Matplotlib有一些互动功能，如：缩放和平移。它支持所有的操作系统下不同的GUI后端（back ends），并且可以将图形输出为常见地矢量图和图形格式，如：PDF、SVG、JPG、PNG、BMP和GIF等。通过数据绘图，我们可以将枯燥的数字转换成容易被人们接受的图表，从而让人留下更加深刻的印象。Matplotlib是基于Numpy的一套Python工具包，这个包提供了丰富的数据绘图工具，主要用于绘制一些统计图形，你可以找到很多各式各样的例子：
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图1-2各种统计图形
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图1-2各种统计图形（续）
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图1-3三维图

Matplotlib有一套允许定制各种属性的默认设置。你可以控制Matplotlib中的每一个默认属性：图像大小，每英寸点数，线宽，色彩和样式，子图（axes），坐标轴和网格属性，文字和字体属性，等等。虽然Matplotlib的默认设置在大多数情况下相当好用，你却可能想要在一些特别的情形下更改一些属性。如图13所示是一个三维图：


（5）Scikit-Learn


Scikit-Learn是基于Python的机器学习模块，基于BSD开源许可证。这个项目最早由DavidCournapeau在2007年发起的，目前也是由社区志愿者进行维护。Scikit-Learn的官方网站是：http：//scikit-learn.org/stable/，在上面可以找到相关的Scikit-Learn的资源、模块下载、文档、例程，等等。

Scikit-Learn的安装需要Numpy、Scipy、Matplotlib等模块，Windows用户可以到http：//www.lfd.uci.edu/~gohlke/pythonlibs直接下载编译好的安装包以及依赖，也可以到这个网站下载http：//sourceforge.jp/projects/sfnet_scikit-learn/。Scikit-Learn的基本功能主要被分为六个部分，分类、回归、聚类、数据降维、模型选择、数据预处理，具体可以参考官方网站上的文档。

Scikit-Learn自带有一些经典的数据集，比如用于分类的iris和digits数据集，还有用于回归分析的boston house prices数据集。该数据集是一种字典结构，数据存储在.data成员中，输出标签存储在.target成员中。Scikit-Learn建立在Scipy之上，提供了一套常用机器学习算法，让使用者通过一个统一的接口来使用。Scikit-Learn有助于你迅速地在你的数据集上实现流行的算法。

还有其他一些库，如：用于自然语言处理的Nltk、用于网站数据抓取的Scrappy、用于网络挖掘的Pattern、用于深度学习的Theano等。但是，如果你正开始学习Python，建议你首先熟悉这五个库，这些教程都非常适合初学者。

Python有着像Matlab一样强大数值计算工具包Numpy；有着绘图工具包Matplotlib；有着科学计算工具包Scipy（基于Numpy和Matplotlib的）。这三者为Python提供了像Matlab一样强大的矩阵控制能力，这是Python完胜Perl和Ruby的地方。对于数据科学领域而言，Python可能是最重要的语言了，如前文所述，它有着非常丰富的生态系统。Python直接能够处理数据，而Pandas几乎可以像SQL那样对数据进行控制。Matplotlib能够让你对数据和结果进行可视化，以便快速理解你的数据。Scikit-Learn提供了机器学习算法支持，Theano提供了深度学习框架（还可以使用GPU加速）。


本章小结

数据科学是利用计算机的运算能力对数据进行处理，从数据中提取信息，进而形成“知识”的一门科学。

数据科学的学习是一项既有趣又艰辛的工作。需要刻苦钻研，需要一些理论基础和工程经验。

数据科学家是能够管理和洞察数据的人，需要掌握统计学、数据处理、可视化、计算机科学、机器学习、沟通和演讲的技巧以及某一领域的专业知识。

Python在数据科学方面常用的工具包有Numpy、Scipy、Pandas、Matplotlib、Scikit-Learn等。
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2 Python基础知识

Python是一种面向对象、直译式的计算机编程语言，也是一种功能强大的通用型语言，至今已经具有二十多年的发展历史，成熟且稳定。值得一提的是，它的语法非常简捷和清晰，与其他计算机程序设计语言最大的不同在于，其采用缩进来定义语句块。它包含了一组完善且容易理解的标准库，能够轻松完成很多常见的任务，功能非常强大，而且它有着众多的公共资源可以供我们调用。总的来说，Python 语言使用方便，不需要进行复杂的编译，用途也非常广泛，可以进行各种软件的开发，包括网站、图形界面、网络编程、数据库编程、图形图像处理、科学计算、手机编程等。Python目前在国际上也非常流行，例如谷歌在很多项目中使用Python作为网络应用的后端，包括Google Groups、Gmail、Google Maps等，美国宇航局也从1994年开始把Python作为主要开发语言，微软公司也已经开始提供Python语言的软件，国内的豆瓣与知乎等著名网站是基于Python开发的，除此之外还有很多游戏也是基于Python开发的。根据上述的简单介绍，我们可以看到Python这个非常灵活的语言正在得到越来越多的重视。下面我们将逐一介绍Python的相关概念。


2.1 Python基本概念

Python是由荷兰人Guido van Rossum（吉多·范罗苏姆）在20世纪90年代开发出来的，当初只是为了自娱自乐尝试编写一种替代ABC这类编程语言的脚本语言，没想到受到大家的喜欢，一直发展至今，后来引入了对多平台的支持。Python语法相对简单，符合人的思维习惯，通过集成环境或解释器直接执行源程序。它可以运行在Windows、Linux等操作系统平台上，具有丰富的功能库以处理各种工作，它最强大之处就在于它丰富实用的第三方库，使得编写程序的速度非常快。

Python是美国大学计算机科学系入门课程最受欢迎的编程语言。计算机科学系Top10中有8家，Top39中有24家在入门课程中教授Python。三家最大的MOOC网络课程服务商edX、Coursera和Udacity也全都提供了Python入门编程语言。Top39中最流行的入门课程编程语言分别是：Python、Java、Matlab、C++、C、Scheme和Scratch。

我们还可以从增长速度看出开发人员有多么喜欢Python，PYPL人气指数是分析用户在Google中搜索各种编程语言教程的数量来推断编程语言的受欢迎程度/人气，特定语言教程的搜索量越多，则认为该语言越受欢迎。PYPL指数是一种先行指标，其原始数据来自Google 趋势，如果按过去5年中份额增长量来算，Python 则是增长速率最快的语言。

严格意义上的说，Python是一种脚本语言，编程语言有多种多样，但是有开源和闭源之分，Python就是一个开放核心源代码的编程语言，它开发代码的效率非常高，代码编写后非常易读，非常适合用于多人参与的项目。它支持面向对象的编程方式，同样也可以面对过程，非常灵活，它不但免费，而且可以任意Copy分发。Python是开源自由软件，容易获得，可以阅读它的源程序并修改它。Python在编程领域的占有率近年来上升很快，应用也日渐广泛，可以用于系统编程、图形处理、数学处理、文本处理、数据库编程、网络编程、多媒体编程等方面。

同时，Python是一种功能强大而完善的通用语言，也是一种直译式计算机程序设计语言。该语言借鉴了脚本和解释性语言的易用性，能够高效地完成各种复杂的高层次任务。本章接下来将简单介绍Python的基础知识和特性。


（1）安装Python


在开始学习Python前，需要安装一些应用软件。下面简要介绍如何下载和安装Python。如果想直接跳到安装过程的介绍而不看详细的向导，可以直接访问网址：http：//www.python.org/download,下载并安装Python的最新版本。

要在Windows系统中安装Python，请参照下面的步骤进行。

① 打开Web浏览器，访问http：//www.python.org；

② 点击Download链接；

③ 可以在这里看到几条链接，名字类似于Python2.7 Windows installer。点击Windows Installer链接并且下载安装文件；

④ 将Windows Installer文件放在计算机的任何位置均可；

⑤ 在Windows浏览器中双击运行所下载的文件，这样会开启一个Python的安装向导。该向导使用起来很简单，只需要接受默认设置，等到安装程序完成，就能使用Python了。

如果安装一切正常，应该能在Windows的开始菜单中找到新的程序。按照“开始→程序→Python→IDLE（Python GUI）”的步骤启动Python的开发环境，启动好的Python运行窗口如图2-1所示，“>>>”是Python IDLE运行窗口的提示符，可以在后面输入Python命令。
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图2-1启动好的python运行窗口


（2）Python基础概念


① 常量

一个字面意义上的常量的例子是如键入文档的引述或关注点的摘要，可将文本框放置在文档中的任何位置。可使用“文本框工具”选项卡更改重要引述文本框的格式。

如同15、1.823、10.25E3这样的数，或者如同"How are you"、"It's a square!"这样的字符串。它们具备字面的意义，按照它们的字面意义使用它们的值。数2总是代表它自己，而不会是别的什么东西——它是一个常量，因为不能改变它的值。因此，所有这些都被称为字面意义上的常量。Python中逻辑常量为True（真）和False（假）。

② 编码

所谓文件编码指的是Python源码的编码格式，一般用notepad++能看到源码文件的编码。源码文件的格式会影响到在源码中定义的字符串，假设源码的编码格式为utf8，那么下面定义的字符串的编码格式就是utf8。源码的编码格式为utf8，所以s1的编码格式为utf8。若要想将格式转换为gb2312，则必须先解码（decode）成系统缺省编码，然后再编码（encode）成gb2312。

③ 转义符

如果想要在一个字符串中包含一个单引号（'），例如，这个字符串是What's your name?。如果用'What's your name?'来指示它，Python会弄不明白这个字符串从何处开始，何处结束，因为这里的'都被认为是字符串的标识符，但又不成对。所以，要指明单引号而不是字符串的标识，可以通过“\”来完成,如,'What\'s your name?'。第2个'前有一个“\”表示它就是单引号，而不是字符串的标识符。这里的“\”就是转义符。

另一个表示这种字符串的方法是"What's your name?"，即用双引号。类似地，要在双引号字符串中使用双引号本身的时候，也可以借助转义符。另外，可以用转义符\\来指示反斜杠本身。

表2-1 转义字符列表
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转义字符\可以转义很多字符，比如\n表示换行，\t表示制表符，字符\本身也要转义，所以\\表示的字符就是\，可以在Python的交互式命令行用print打印字符串：
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如果字符串里面有很多字符都需要转义，就需要加很多\，为了简化，Python还允许用“r”表示内部的字符串默认不转义：
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④ 整数和浮点数

在Python中包含有两种类型的数（number）：整数（int）、浮点数（float）。

A.整数

Python可以处理任意大小的整数，当然包括负整数，在程序中的表示方法和数学上的写法一模一样，例如：1，100，-8080，0，等等。

计算机由于使用二进制，所以，有时候用十六进制表示整数比较方便，十六进制用0x前缀和0-9，af表示，例如：0xff00，0xa5b4c3d2，等等。

B.浮点数

浮点数也就是小数，之所以称为浮点数，是因为按照科学计数法表示时，一个浮点数的小数点位置是可变的，比如1.23×109和12.3×108是相等的。浮点数可以用数学写法，如1.23，3.14，-9.01，等等。但是对于很大或很小的浮点数，就必须用科学计数法表示，把10用e替代，1.23×109就是1.23e9，或者12.3e8，0.000012可以写成1.2e-5，等等。

整数和浮点数在计算机内部存储的方式是不同的，整数运算永远是精确的，而浮点数运算则可能会有四舍五入的误差。

⑤ 字符串

字符串是以' '或""括起来的任意文本，比如'abc'，"xyz"等。请注意，''或""本身只是一种表示方式，不是字符串的一部分，因此，字符串'abc'只有a，b，c这3个字符。如果'本身也是一个字符，那就可以用""括起来，比如"I'm OK"包含的字符是I，'，m，空格，O，K这6个字符。如果字符串内部既包含'又包含"，可以用转义字符\来标识，比如：'I\'m \"OK\"!'表示的字符串内容是：I'm "OK"!

如果字符串内部有很多换行，用\n写在一行里不好阅读，为了简化，Python允许用'''...'''的格式表示多行内容：
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⑥ 布尔值

布尔值和布尔代数的表示完全一致，一个布尔值只有True、False两种值，要么是True，要么是False，在Python中，可以直接用True、False表示布尔值（请注意大小写），也可以通过布尔运算计算出来：
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布尔值可以用and、or和not运算。and运算是与运算，只有所有都为True，and运算结果才是True：
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or运算是或运算，只要其中有一个为True，or运算结果就是True：
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not运算是非运算，它是一个单目运算符，把True变成False，False变成True：
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⑦ 空值

空值是Python里一个特殊的值，用None表示。None不能理解为0，因为0是有意义的，而None是一个特殊的空值。

此外，Python还提供了列表、字典等多种数据类型，还允许创建自定义数据类型，我们后面会继续讲到。

⑧ 变量及其命名规范

变量的概念基本上和初中代数的方程变量是一致的，只是在计算机程序中，变量不仅可以是数字，还可以是任意数据类型。变量在程序中用一个变量名表示的，变量名必须是大小写英文、数字和_的组合，且不能用数字开头，比如：a=1，变量a是一个整数。t_007='T007'，变量t_007是一个字符串。Answer=True，变量Answer是一个布尔值True。在Python中，等号=是赋值语句，可以把任意数据类型赋值给变量，同一个变量可以反复赋值，而且可以是不同类型的变量，例如：
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这种变量本身类型不固定的语言称之为动态语言，与之对应的是静态语言。静态语言在定义变量时必须指定变量类型，如果赋值的时候类型不匹配，就会报错。例如Java是静态语言，赋值语句如下（// 表示注释）：
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和静态语言相比，动态语言更灵活，就是这个原因。另外不要把赋值语句的等号等同于数学的等号，比如：
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如果从数学上理解x=x+2那无论如何是不成立的，在程序中，赋值语句先计算右侧的表达式x+2，得到结果12，再赋给变量x。由于x之前的值是10，重新赋值后，x的值变成12。最后，理解变量在计算机内存中的表示也非常重要。当我们写：a='ABC'时，Python解释器干了两件事情：在内存中创建了一个'ABC'的字符串；在内存中创建了一个名为a的变量，并把它指向'ABC'。也可以把一个变量a赋值给另一个变量b，这个操作实际上是把变量b指向变量a所指向的数据，例如下面的代码：
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最后一行打印出变量b的内容到底是'ABC'呢还是'XYZ'？如果从数学意义上理解，就会错误地得出b和a相同，也应该是'XYZ'，但实际上b的值是'ABC'，让我们一行一行地执行代码，就可以看到到底发生了什么事：

执行a='ABC'，解释器创建了字符串'ABC'和变量a，并把a指向'ABC';

执行b=a，解释器创建了变量b，并把b指向a指向的字符串'ABC';

执行a='XYZ'，解释器创建了字符串'XYZ'，并把a的指向改为'XYZ'，但b并没有更改;

所以，最后打印变量b的结果自然是'ABC'了。

变量是标识符的例子。 标识符是用来标识某样东西的名字。除变量外，使用标识符的例子还有函数名、类名等。在命名标识符的时候，要遵循下列规则：

■ 第一个字符必须是字母表中的字母（大写或小写）或者一个下划线（‘ _ ’）。

■ 其他部分可以由字母（大写或小写）、下划线（‘ _ ’）或数字（0～9）组成。

■ Python标识符对大小写是敏感的。例如，name和Name被认为是两个标识符。

■ 变量名全部小写，由下划线连接各个单词，如：color=WHITE，this_is_a_variable=1。变量名不应带有类型信息，因为 Python 是动态类型语言。如 iValue、names_list、dict_obj 等都是不好的命名。

⑨ 缩进

空白在Python中非常重要。行首的空白称为缩进，它决定逻辑行的缩进层次，从而用来决定语句的分组。同一层次的语句必须有相同的缩进量（缩进几个字符）。每一组这样的语句称为一个块。语句块是进行处理的同一批语句。简言之，Python是用连续相同层次缩进表示语句块的。例如for语句后缩进量相同的连续语句是其循环体。

注意，不要混合使用制表符和空格来缩进，因为这在跨越不同的平台的时候，无法正常工作。建议在每个缩进层次使用单个制表符或两个或四个空格。

⑩注释

在Python中，从#号开始至行末的文字为注释。没有多行注释。同代码不一致的注释比没注释更差。当代码修改时，始终优先更新注释!注释应该是完整的句子，如果注释是一个短语或句子，首字母应该大写，除非它是一个以小写字母开头的标识符（永远不要修改标识符的大小写）。如果注释很短，最好省略末尾的句号。


（3）输入和输出


① 输入

现在已经可以用print输出你想要的结果了。但是，如果要让用户从电脑输入一些字符怎么办？Python提供了一个raw_input，可以让用户输入字符串，并存放到一个变量里。比如输入用户的名字：
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当输入name=raw_input（）并按下回车后，Python交互式命令行就在等待输入了。这时，可以输入任意字符，然后按回车后完成输入。输入完成后，不会有任何提示，Python交互式命令行又回到>>>状态了。刚才输入的内容存放到name变量里了。可以直接输入name查看变量内容：
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在计算机程序中，变量不仅可以为整数或浮点数，还可以是字符串，因此，name作为一个变量就是一个字符串。要打印出name变量的内容，除了直接写name然后按回车外，还可以用print语句：
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② 输出

用print加上字符串，就可以在屏幕上输出指定的文字。比如输出'hello,world'，用代码实现如下：
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print语句也可以跟上多个字符串，用逗号“,”隔开，就可以连成一串输出：
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print会依次打印每个字符串，遇到逗号“,”会输出一个空格，因此，输出的字符串是这样拼起来的：
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print也可以打印整数，或者计算结果：
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因此，我们可以把计算100+200的结果打印得更漂亮一点：
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对于100+200，Python解释器自动计算出结果300，但是，'100+200='是字符串而非数学公式，Python把它视为字符串，请自行解释上述打印结果。

有了输入和输出，我们就可以把上次打印'hello,world'的程序改成有点意义的程序：
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运行上面的程序，第一行代码会让用户输入任意字符作为自己的名字，然后存入name变量中；第二行代码会根据用户的名字向用户说hello，比如输入Michael：
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但是程序运行的时候，没有任何提示信息告诉用户：“嘿，赶紧输入你的名字”，这样显得很不友好。raw_input可以让你显示一个字符串来提示用户，于是我们把代码改成：
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再次运行这个程序，你会发现，程序一运行，会首先打印出please enter your name：，这样，用户就可以根据提示，输入名字后，得到hello,×××的输出：
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每次运行该程序，根据用户输入的不同，输出结果也会不同。输入是Input，输出是Output，因此，我们把输入输出统称为Input/Output，或者简写为IO。raw_input和print是在命令行下面最基本的输入和输出，但是，用户也可以通过其他更高级的图形界面完成输入和输出，比如，在网页上的一个文本框输入自己的名字，点击“确定”后在网页上看到输出信息。


（4）运算符及字符串的运算


① 运算符

Python 中包含数学中的多种运算法则，详细见下表：

表2-2 Python的运算符
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② 运算符优先级

表2-3给出Python的运算符优先级，从最低的优先级（最松散地结合）到最高的优先级（最紧密地结合）。这意味着在一个表达式中，如果没有括号，Python会首先计算表中较下面的运算符，然后再计算列在表上部的运算符。建议使用圆括号来对运算符和操作数进行分组，以便能够明确地指出运算的先后顺序，使程序尽可能地易读。

表2-3 运算符优先级
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③ 计算顺序

默认地，运算符优先级表决定了哪个运算符在别的运算符之前计算。具有相同优先级的运算符按照从左向右的顺序计算。通常可以使用圆括号改变计算次序，例如，在表达式12+3 * 4中乘法先进行运算，而表达式（12+3）* 4中，加法先进行运算。

④ 字符串的运算

字符串是程序中经常使用的元素，字符串的运算也很多，包括连接两个字符串，取一个字符串中的一部分，称为取子字符串，大小写转换，字符串与数值的转换等。

A.字符串连接

Python中可使用+进行字符串的连接操作。其实在实际应用中需要使用字符串连续相加是很少的，更多的操作是几个字符串的连接，当有这样的需求时，使用+操作符其实是最快的方式。
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B.取部分字符串
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得到从<起始位置>开始，间隔<步长>，到<终止位置>前一个字符结束的字符串。<起始位置>可省略，表示起始位置为0。<终止位置>可省略，表示终止位置为末尾。<步长>省略表示步长为1。例如：
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C.其他的字符串处理函数

其他的字符串处理函数还有：
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D.库中的字符串处理函数

上面的字符串处理函数可以直接使用，而要使用字符串的大小写转换、查找等功能，需要引入string库，方法是在程序开头写“import string”，例如：
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字符串模块中的常量：

string.digits：数字0~9

string.letters：所有字母（大小写）

string.lowercase：所有小写字母

string.printable：可打印字符的字符串

string.punctuation：所有标点

string.uppercase：所有大写字母


注意：


表达式是计算机程序的组成部分，它用于标示值。简单的表达式是通过使用运算符和函数对字面值进行处理而构建起来的。通过联合简单的表达式可以建立更加复杂的表达式，表达式中也可以包含变量。

变量是一个名字，它表示某个值，通过例如x=2这样的赋值可以为变量赋予新的值。赋值也是一类语句。


2.2 序列和基本语句

序列类型是指容器内的元素从0开始的索引顺序访问，一次可以访问一个或者多个元素。之前提到过的字符串和下面要提的列表，元组，我们可以统称为序列。

序列有着相同的访问模式：它的每一个元素都可以通过指定一个偏移量的方式得到，而要想一次得到多个元素，我们可以使用切片，下标偏移量从0开始，总元素数减1结束。

下面举几个例子，先看看几个简单的字符串，列表，元组的例子。

字符串：
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列表：
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元组：
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（1）列表


列表是Python中最基本的数据结构，列表是最常用的Python数据类型，列表的数据项不需要具有相同的类型。列表中的每个元素都分配一个数字——它的位置，或索引，第一个索引是0，第二个索引是1，以此类推。

列表是对象的有序集合。列表的内容可以修改，列表的长度可变。

列表的定义：
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其中多个列表项用逗号隔开，它们的类型可以相同，也可以不同，还可以是其列表。例如：
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均是合法的列表。 使用时，通过<列表名>[索引号]的形式应用，索引号从0开始，即0是第1项的索引号。例如date[0]的值是2011，day[1]得到“mon”，data[1][3]得到“wed”。下列程序：
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运行结果为：
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① 创建一个列表

只要把逗号分隔的不同的数据项使用方括号括起来即可。如下所示：
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与字符串的索引一样，列表索引从0开始。列表可以进行截取、组合等。

② 访问列表中的值

使用下标索引来访问列表中的值，同样你也可以使用方括号的形式截取字符，如下所示：
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以上实例输出结果：
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③ 更新列表

你可以对列表的数据项进行修改或更新，你也可以直接改变列表位置上的值，如下所示：
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以上实例输出结果：
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④ 删除列表元素

可以使用del语句来删除列表的元素，如下实例：
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以上实例输出结果：
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⑤ Python列表脚本操作符

列表对“+”和“*”的操作符与字符串相似。+号用于组合列表，* 号用于重复列表。如下：

表2-4 Python列表脚本操作符

[image: ]


⑥ Python列表截取

Python的列表截取，如下所示：

列表为：L=['a','b','c']，进行截取操作：

表2-5 Python列表截取
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⑦ Python列表操作的函数和方法

列表操作包含以下函数：

表2-6 Python列表操作的函数
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列表操作包含以下方法：

表2-7 Python列表操作的方法
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（2）元组


元组和列表十分类似，只不过元组和字符串一样是不可变的，即不能修改元组。元组通过圆括号中用逗号分隔的项目定义。当一组数据只使用不修改时使用元组。元组的使用与列表相同，只是不能修改、删除、增加其元素。例如：
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运行结果如下：

[image: ]


元组的运算如表2-8所示：

表2-8 元组的运算
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续表
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元组与列表的最大不同：一是定义时用一对圆括号，二是内容不能修改。


（3）字典


字典是无序的对象的集合，通过键进行操作。类似于通讯录，通过姓名来查找电话、地址等信息，则姓名就是键。字典要求一定要没有同名的人。

字典的定义为：

<字典名>={键1：值1,键2：值2,键3：值3,…}

其中，键1，键2，键3不相同，值可以是任何类型的数据，可以是列表或元组。注意，字典定义中使用的是大括号，项通过逗号隔开，每个项有键部分和值部分，键和值之间用冒号隔开。只可使用简单的对象作为键,而且不能改变，但可以用不可变或可变的对象作为字典的值。例如：
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运行结果如下：
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字典的操作如下：

表2-9 字典的运算
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① 创建字典

Python字典是另一种可变容器模型，且可存储任意类型对象，如字符串、数字、元组等其他容器模型。

可以创建词典：
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每个键与值用冒号隔开（：），每对用逗号分隔，整体放在花括号中（{}）。键必须独一无二，但值则不必。值可以取任何数据类型，但必须是不可变的，如字符串，数或元组。

② 访问字典的值

把相应的键放入熟悉的方括弧，如下实例：

[image: ]


以上实例输出结果：
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如果用字典里没有的键访问数据，会输出错误如下：
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以上实例输出结果（dict字典中没有Alice,所以出错）：
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③ 修改字典

向字典添加新内容的方法是增加新的键/值对，修改或删除已有键/值对，如下实例：
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以上实例输出结果：
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④ 删除字典元素

能删单一的元素也能清空字典，清空只需一项操作。显示删除一个字典用del命令，如下实例：
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但这会引发一个异常，因为用del后字典不再存在：
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⑤ 字典键的特性

字典值可以没有限制地取任何Python对象，既可以是标准的对象，也可以是用户定义的，但键不行。但是两个重要的点需要记住：

A.不允许同一个键出现两次。创建时如果同一个键被赋值两次，后一个值会被记住，如下所示：
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以上实例输出结果：
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B.键必须不可变，所以可以用数，字符串或元组充当，所以用列表就不行，如下实例：
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以上实例输出结果：
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⑥ 字典内置函数和方法

Python字典包含了以下内置函数：

表2-10 字典内置函数
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Python字典包含了以下内置方法：

表2-11 字典内置方法
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续表
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（4）基本语句


对于Python程序中的执行语句，默认时是按照书写顺序依次执行的，这时我们说这样的语句是顺序结构的。但是，仅有顺序结构还是不够的，因为有时候我们需要根据特定的情况，有选择地执行某些语句，这时我们就需要一种选择结构的语句。另外，有时候我们还可以在给定条件下重复执行某些语句，这时我们称这些语句是循环结构的。有了这三种基本的结构，我们就能够构建任意复杂的程序了。下面将主要介绍Python的一些入门语句,主要包括if语句、while语句、for语句的使用,其风格和C语言、Java的很类似。

① 条件选择语句

Python的if语句的功能跟其他语言的非常相似，都是用来判定是否满足给出的条件，然后根据判断的结果（即真或假）决定是否执行给出的操作。if语句是一种单选结构，它选择的是做与不做。它是由三部分组成：关键字if本身、测试条件真假的表达式（我们简称为条件表达式）和表达式结果为真（即表达式的值为非零）时要执行的代码。if语句的语法形式如下所示：if语句用来检验一个条件，如果<条件>为真，我们运行一块语句（称为if块 ），否则我们处理另外一块语句（称为 else块 ）。 else 从句是可选的。

具体格式如下：
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if语句的语句体只有当条件表达式的值为真，即非零时，才会执行；否则的话，程序就会直接跳过这个语句体，去执行紧跟在这个语句体之后的语句。我们这里的语句体，既可以包含多条语句，也可以只有一条语句组成，但是语句体由多条语句组成时，要有统一的缩进形式，否则就会出现逻辑错误，即语法检查没错，但是结果却非预期。

② while循环语句

在Python语言中，除了顺序结构和选择结构之外，还有一种常见的结构：循环结构。所谓循环结构，就是在给定的条件为真的情况下，重复执行某些操作。具体而言，Python语言中的循环结构包含两种语句，分别是while语句和for语句。这两种语句是编程的基本元素，例如当我们需要用户输入十个整数时，如果使用循序结构的话，则需要使用十条输入语句，但是使用循环结构的话，我们只需要一条语句就够了。由此可见，循环结构能够给我们的开发工作带来极大的便利。

Python的while语句的功能是，当给定的条件表达式为真时，重复执行循环体（即内嵌的语句），直到条件为假时才退出循环，并执行循环体后面的语句。while语句的语法形式如下所示：
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举例：
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在循环中，<条件>后有一个冒号，<循环体>要使用缩进的格式。while语句的功能是当<条件>成立（为真）时，执行循环体，然后再次检验<条件>，如果成立，再次执行循环体，直到<条件>不再成立，然后执行后面的程序。

③ for循环

for是用来循环的，是从某个对象那里依次将元素读取出来。
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它在一序列的对象上递归，即逐一使用队列中的每个项目，对每个项目执行一次循环体。应用中常用的格式是：
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其中，N1表示起始值，N2表示终止值，N3表示步长。<循环变量>依次取从N1开始，间隔N3，到N2-1终止的数值，执行<循环体>。例如：
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结果为：
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在这个程序中，打印了一个序列的数，而这个序列是使用内建的range函数生成的。例如，range（1,5）给出序列[1,2,3,4]。默认地，range的步长为1。range（1,10,3）给出[1,4,7]。range 向上延伸到第二个数，但不包含第二个数。for循环在这个范围内递归——for i in range（1,10,3）等价于for i in [1,4,7]，这就如同把序列中的每个数（或对象）赋值给i，然后依次对每个i的值执行这个程序块。

④ 使用dict和set

首先我们来看一下dict，Python内置了字典：dict的支持，在其他语言中也称为map，使用键值（key-value）存储，具有极快的查找速度。

举个例子，假设要根据同学的名字查找对应的成绩，如果用list实现，需要两个list：
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给定一个名字，要查找对应的成绩，就先要在names中找到对应的位置，再从scores取出对应的成绩，list越长，耗时越长。如果用dict实现，只需要一个“名字”“成绩”的对照表，直接根据名字查找成绩，无论这个表有多大，查找速度都不会变慢。用Python写一个dict如下：
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为什么dict查找速度这么快？因为dict的实现原理和查字典是一样的。假设字典包含了1万个汉字，我们要查某一个字，一个办法是把字典从第一页往后翻，直到找到我们想要的字为止，这种方法就是在list中查找元素的方法，list越大则查找越慢。第二种方法是先在字典的索引表里（比如部首表）查这个字对应的页码，然后直接翻到该页，找到这个字，无论找哪个字，这种查找速度都非常快，不会随着字典大小的增加而变慢。dict就是第二种实现方式，给定一个名字，比如'Michael'，dict在内部就可以直接计算出Michael对应的存放成绩的“页码”，也就是95这个数字存放的内存地址，直接取出来，所以速度非常快。这种key-value存储方式，在放进去的时候，必须根据key算出value的存放位置，这样，取的时候才能根据key直接拿到value。

把数据放入dict的方法，除了初始化时指定外，还可以通过key放入：
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由于一个key只能对应一个value，所以，多次对一个key放入value，后面的值会把前面的值冲掉：
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如果key不存在，dict就会报错：
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要避免key不存在的错误，有两种办法：

A.通过in判断key是否存在：
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B.通过dict提供的get方法，如果key不存在，可以返回None，或者自己指定的value：
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要删除一个key，用pop（key）方法，对应的value也会从dict中删除：
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dict内部存放的顺序和key放入的顺序是没有关系的，和list比较，dict有以下几个特点：

A.查找和插入的速度极快，不会随着key的增加而增加；

B.需要占用大量的内存，内存浪费多；

C.查找和插入的时间随着元素的增加而增加；

D.占用空间小，浪费内存很少。

dict是用空间来换取时间的一种方法，可以用在需要高速查找的很多地方，需要牢记的第一条就是dict的key必须是不可变对象。这是因为dict根据key来计算value的存储位置，如果每次计算相同的key得出的结果不同，那dict内部就完全混乱了。这个通过key计算位置的算法称为哈希算法（hash）。要保证hash的正确性，作为key的对象就不能变。在Python中，字符串、整数等都是不可变的，因此，可以放心地作为key。而list是可变的，就不能作为key：
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下面我们再来看一下set，set和dict类似，也是一组key的集合，但不存储value。由于key不能重复，所以，在set中，没有重复的key。要创建一个set，需要提供一个list作为输入集合：
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传入的参数[1,2,3]是一个list，而显示的set（[1,2,3]）只是告诉你这个set内部有1，2，3这3个元素，显示的[]不表示这是一个list。

重复元素在set中自动被过滤：
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通过add（key）方法可以添加元素到set中，可以重复添加，但不会有效果：
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通过remove（key）方法可以删除元素：
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set可以看成数学意义上的无序和无重复元素的集合，因此，两个set可以做数学意义上的交集、并集等操作：
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set和dict的唯一区别仅在于没有存储对应的value，但是，set的原理和dict一样，所以，同样不可以放入可变对象，因为无法判断两个可变对象是否相等，也就无法保证set内部“不会有重复元素”。试试把list放入set，看看是否会报错。

再议不可变对象：

上面我们讲了，str是不变对象，而list是可变对象。

对于可变对象，比如list，对list进行操作，list内部的内容是会变化的，比如：
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而对于不可变对象，比如str，对str进行操作呢：
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虽然字符串有个replace（）方法，也确实变出了'Abc'，但为什么变量a最后仍是'abc'？

我们先把代码改成下面这样：
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值得注意的是，a是变量，而'abc'才是字符串对象。有些时候，我们经常说，对象a的内容是'abc'，但其实是指，a本身是一个变量，它指向的对象的内容才是'abc'。

当我们调用a.replace（'a','A'）时，实际上调用方法replace是作用在字符串对象'abc'上的，而这个方法虽然名字叫replace，但却没有改变字符串'abc'的内容。相反，replace方法创建了一个新字符串'Abc'并返回，如果我们用变量b指向该新字符串，就容易理解了，变量a仍指向原有的字符串'abc'，但变量b却指向新字符串'Abc'了。所以，对于不变对象来说，调用对象自身的任意方法，也不会改变该对象自身的内容。相反，这些方法会创建新的对象并返回，这样，就保证了不可变对象本身永远是不可变的。


注意：


序列是一种数据结构，它包含的元素都进行了编号（从0开始）。典型的序列包括列表、字符串和元组。其中，列表是可变的（可以进行修改），而元组和字符串是不可变的（一旦创建了就是固定的）。通过分片操作可以访问序列的一部分，其中分片需要两个索引号来指出分片的起始和结束位置。想要改变列表，则要对相应的位置进行赋值，或者使用赋值语句重写整个分片。

基本语句是告诉计算机做某些事情的指令。它可能涉及改变变量（通过赋值）、向屏幕打印内容等其他大量复杂的操作。


2.3 函数和模块

很多时候，Python程序中的语句都会组织成函数的形式。函数就是完成特定功能的一个语句组，这组语句可以作为一个单位使用，并且给它取一个名字，这样，我们就可以通过函数名在程序的不同地方多次执行（这通常叫做函数调用），却不需要在所有地方都重复编写这些语句。另外，每次使用函数时可以提供不同的参数作为输入，以便对不同的数据进行处理；函数处理后，还可以将相应的结果反馈给我们。


（1）函数


有些函数是用户自己编写的，通常我们称之为自定义函数；此外，系统也自带了一些函数，还有一些第三方编写的函数，如其他程序员编写的一些函数，我们称为预定义的Python函数，对于这些现成的函数用户可以直接拿来使用。

① 定义函数

当我们自己定义一个函数时，通常使用def语句，其语法形式如下所示：
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其中，函数名可以是任何有效的Python标识符；参数列表是调用该函数时传递给它的值，可以由多个、一个或零个参数组成，当有多个参数时各个参数由逗号分隔；圆括号是必不可少的，即使没有参数也不能没有它；函数体是函数每次被调用时执行的代码，可以由一个语句或多个语句组成，函数体一定要注意缩进。此外，有时候会忘记圆括号后面的冒号，这会导致语法错误。

这里介绍一下形式参数和实际参数，在定义函数时函数名后面圆括号中的变量名称叫做“形式参数”，或简称为“形参”；在调用函数时，函数名后面圆括号中的变量名称叫做“实际参数”，或简称为“实参”。请看下面的函数定义，这里定义的函数将传给它的数值增1，然后将增加后的值返回给调用者：
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其中，return语句的作用是结束函数调用，并将结果返回给调用者。不过，对于函数来说，该语句是可选的，并且可以出现在函数体的任意位置；如果没有return语句，那么该函数就在函数体结束位置将控制权返回给调用方，这时相当于其他编程语言中的“过程”。在本例中，return语句是将变量x的值传递给调用者。

② 调用函数

Python内置了很多有用的函数，我们可以直接调用。要调用一个函数，需要知道函数的名称和参数，比如求绝对值的函数abs，只有一个参数。可以直接从Python的官方网站查看文档，也可以在交互式命令行通过help（abs）查看abs函数的帮助信息。

调用abs函数：
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调用函数的时候，如果传入的参数数量不对，会报TypeError的错误，并且Python会明确地告诉你：abs（）有且仅有1个参数，但给出了两个：
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如果传入的参数数量是对的，但参数类型不能被函数所接受，也会报TypeError的错误，并且给出错误信息：str是错误的参数类型：
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而比较函数cmp（x,y）就需要两个参数，如果x<y，返回-1，如果x==y，返回0，如果x>y，返回1：
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③ 数据类型转换

Python内置的常用函数还包括数据类型转换函数，比如int（）函数可以把其他数据类型转换为整数：
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函数名其实就是指向一个函数对象的引用，完全可以把函数名赋给一个变量，相当于给这个函数起了一个“别名”：
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④ 自定义函数

在Python中，定义一个函数要使用def语句，依次写出函数名、括号、括号中的参数和冒号，然后，在缩进块中编写函数体，函数的返回值用return语句返回。

我们以自定义一个求绝对值的my_abs函数为例：
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函数体内部的语句在执行时，一旦执行到return时，函数就执行完毕，并将结果返回。因此，函数内部通过条件判断和循环可以实现非常复杂的逻辑。如果没有return语句，函数执行完毕后也会返回结果，只是结果为None。return None可以简写为return。

A.空函数

如果想定义一个什么事也不做的空函数，可以用pass语句：
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实际上pass可以用来作为占位符，比如现在还没想好怎么写函数的代码，就可以先放一个pass，让代码能运行起来。pass还可以用在其他语句里，比如：
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如果缺少了pass，代码运行就会有语法错误。

B.参数检查

调用函数时，如果参数个数不对，Python解释器会自动检查出来，并抛出TypeError：
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但是如果参数类型不对，Python解释器就无法帮我们检查。试试my_abs和内置函数abs的差别：
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当传入了不恰当的参数时，内置函数abs会检查出参数错误，而我们定义的my_abs没有参数检查，所以，这个函数定义不够完善。

让我们修改一下my_abs的定义，对参数类型做检查，只允许整数和浮点数类型的参数。数据类型检查可以用内置函数isinstance实现：
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添加了参数检查后，如果传入错误的参数类型，函数就可以抛出一个错误：
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C.返回多个值

函数可以返回多个值,比如在游戏中经常需要从一个点移动到另一个点，给出坐标、位移和角度，就可以计算出新的坐标：
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这样我们就可以同时获得返回值：
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但其实这只是一种假象，Python函数返回的仍然是单一值：
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原来返回值是一个tuple，但是，在语法上，返回一个tuple可以省略括号，而多个变量可以同时接收一个tuple，按位置赋给对应的值，所以，Python的函数返回多值其实就是返回一个tuple，但写起来更方便。

⑤ 函数的参数

定义函数的时候，我们把参数的名字和位置确定下来，函数的接口定义就完成了。对于函数的调用者来说，只需要知道如何传递正确的参数，以及函数将返回什么样的值就够了，函数内部的复杂逻辑被封装起来，调用者无须了解。Python的函数定义非常简单，但灵活度却非常大。除了正常定义的必选参数外，还可以使用默认参数、可变参数和关键字参数，使得函数定义出来的接口，不但能处理复杂的参数，还可以简化调用者的代码。

我们仍以具体的例子来说明如何定义函数的默认参数。先写一个计算x2
 的函数：
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当我们调用power函数时，必须传入有且仅有的一个参数x：
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如果要计算x3，可以再定义一个power3函数，但是如果要计算x4、x5……，则可以把power（x）修改为power（x,n），用来计算xn
 ：
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对于这个修改后的power函数，可以计算任意n次方：
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但是旧的调用代码失败了，原因是我们增加了一个参数，导致旧的代码无法正常调用：
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这个时候，就需要使用默认参数。由于我们经常计算x2
 ，所以，完全可以把第二个参数n的默认值设定为2：
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这样，当我们调用power（5）时，相当于调用power（5,2）：
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而对于n > 2的其他情况，就必须明确地传入n，比如power（5,3）。可以看出，默认参数可以简化函数的调用。设置默认参数时，有几点要注意：

A.必选参数在前，默认参数在后，否则Python的解释器会报错。

B.在设置默认参数时，当函数有多个参数时，把变化大的参数放前面，变化小的参数放后面。变化小的参数就可以作为默认参数。使用默认参数最大的好处是能降低调用函数的难度。举个例子，假设要在屏幕上画一个圆，由于画圆只需要确定圆心坐标（x,y）和半径r就可以了，所以，我们假设可以这样调用该函数：
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⑥ 常用函数

Python中常用函数主要有如下一些：

表2-12 Python常用函数

[image: ]


⑦ 缺省参数

在定义函数时，我们可以用赋值符号给某些形参指定默认值，这样当调用该函数的时候，如果调用方没有为该参数提供值的话，则使用默认值；如果调用该函数的时候为该参数提供了值的话，则使用调用方提供的值——像这样的参数我们称之为缺省参数。

需要注意的是默认参数在形式参数表中的位置，即默认参数必须在所有标准参数之后定义，例如：
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这里，我们给后两个参数arg2和arg3指定了默认值，函数体的作用是输出该函数三个参数的值。在交互式环境下执行该函数的情况如下所示：
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现在对上述实验做一些解释。首先，看一下通过f（10）进行函数调用时的情形，因为arg1没有缺省值，所以必须为它提供实参，所以f（10）中的实参10将传递给形参arg1，由于没有给缺省参数arg2和arg3传递实参，所以它们采用默认值2和3。然后，又用了f（10，10）来调用函数，这次第一个实参按顺序给arg1，第二个实参按顺序传给arg2，所以这时缺省参数的值将是10，而非缺省值2。对于arg3，由于没有给它传递实参，所以它的值依旧为缺省值3。最后，我们又用了f（10，10，10）来调用函数，这次传递了三个实参，所以它们的值都会变成10，包括后两个缺省参数。

使用缺省参数的好处是，如果某个参数大部分情况下都取某个固定的值，那么就可以为这个参数定义一个默认值，这样在以后使用这个函数时带来很大的便利，因为大部分时间都不用给它传参数；如果偶尔情况有变，还可以给它传递更适合的值。

⑧ 局部变量和全局变量

在Python中的任何变量都有其特定的作用域，比如在一个函数中定义的变量一般只能在该函数内部使用，这些只能在程序的特定部分使用的变量我们称之为局部变量；比如在一个文件顶部定义的变量可以供该文件中的任何函数调用，这些可以为整个程序所使用的变量称为全局变量。

上面是从空间的角度来考察变量的局部性和全局性，如果从时间的角度来看，不妨简单地认为在程序运行的整个过程中，全局变量一直占据着内存，并且它的值可以供所有函数访问；而局部变量则是只有在其所在函数被调用时才给它分配内存，当函数返回时，其所占内存就会被释放，所以它只能供其所在的函数访问——换句话说，当某个函数退出时，其局部变量原先所占的内存将被分配给其他函数的局部变量。

下面提供一个例子来了解局部变量和全局变量，代码如下所示：
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上述代码中，我们定义了一个全局变量globalInt，该变量将在整个程序中有效；然后定义了一个函数myAdd（），并在这个函数中定义了一个局部变量localInt，该局部变量只能在函数myAdd（）中有效。代码的最后部分，我们先打印了函数的返回值，然后分别打印全局变量globalInt和局部变量localInt的值。代码结果为：
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代码的执行结果表明，函数myAdd（）既可以访问其内部自己定义的局部变量localInt，也可以使用在其外部定义的全局变量globalInt，所以调用该函数时返回的结果为12。然后打印了全局变量globalInt的值，其为9，这说明它全局可用。最后打印局部变量localInt时遇到了错误，错误提示说“localInt”没有定义，这是因为局部变量localInt只能在定义它的函数myAdd（）中有效，或者说可见，而超出函数范围之外的代码是看不到它的，根据先定义后使用的原则，Python解释器会认为该程序使用了未定义的变量名。


（2）模块


模块基是一个包含了已定义的函数和变量的文件。为了在其他程序中重用模块，模块的文件名必须以.py为扩展名。

Python模板其实也是一个Python文件，首先是一个文件的概念，里面放着代码，不过也不能完全按照这个概念来理解，在Python里模块有另外 一个含义就是名字空间的意思，那什么是名字空间呢？名字空间从字面意思理解就是存放名字的地方，我们把模块里面定义的方法或者变量当作模块的属性，其实你也可以按照面向对象的方法来理解，因为Python是面向所有对象的语言，把模块当作对象，里面定义的方法和变量就是模块的属性，下次你在其他的地方调用模块的属性或者方法的话，则可以直接通过模块名，属性名或者方法名来调用。

模块有下面的几种特性：

A.模块语句在第一次导入的时候就执行了。在代码的任何地方导入一个模块，它都会生成一个空对象，然后从头到尾执行模块里面的语句。比如你在模块里面定义了：def 语句，或者赋值语句，系统都会先生成好模块对象的属性，然后存储到模块的名字空间里。

B.如果你想查看模块里面的属性的话，可以通过dir（）方法。

C.模块里的变量和函数里的变量不太一样，模块里的变量是在模块第一次导入以后就可以使用了，而函数里的变量是在函数运行的时候才能够使用。

① 模块的定义

模块名就是不包含扩展名的文件名，且该文件与当前文件在同一个文件夹中。使用函数时，函数名前有模块名再加一个点号“.”。例如，编写两个模块文件，其中一个模块有一个求最大值的函数，另一个模块文件，要使用前面的模块文件中的求最大值函数。

模块文件，文件名module_max.py
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② 模块的调用

Python有三种调用模块的方法。

A.import modname

模块是指一个可以交互使用，或者从另一Python 程序访问的代码段。只要导入了一个模块，就可以引用它的任何公共的函数、类或属性。模块可以通过这种方法来使用其他模块的功能。用import语句导入模块，就在当前的名称空间（namespace）建立了一个到该模块的引用。这种引用必须使用全称，也就是说，当使用在被导入模块中定义的函数时，必须包含模块的名字。所以不能只使用 funcname，而应该使用 modname.funcname
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B.from modname import funcname

from modname import fa,fb,fc

或者from modname import *

这种方法与第一种方法的区别是：funcname 被直接导入到本地名字空间去了，所以它可以直接使用，而不需要加上模块名的限定。 * 表示该模块的所有公共对象（public objects）都被导入到当前的名称空间，也就是任何只要不是以”_”开始的东西都会被导入。 modname没有被定义，所以modname.funcname这种方式不起作用。并且，如果funcname如果已经被定义，它会被新版本（该导入模块中的版本）所替代。如果funcname被改成指向其他对象，modname不会觉察到。值得注意的是：

■ 如果你要经常访问模块的属性和方法，且不想一遍又一遍地敲入模块名，使用 from module import。

■ 如果你想要有选择地导入某些属性和方法，而不想要其他的，使用 from module import。

■ 如果模块包含的属性和方法与你的某个模块同名，你必须使用import module来避免名字冲突。

■ 尽量少用 from module import *，因为判定一个特殊的函数或属性是从哪来的有些困难，并且会造成调试和重构都更困难。

C.内建函数__import__（）

除了前面两种使用import关键字的方法以外，我们还可以使用内建函数 __import__（）来导入 module。两者的区别是，import 后面跟的必须是一个类型（type），而__import__（）的参数是一个字符串，这个字符串可能来自配置文件，也可能是某个表达式计算结果。例如mymodule=__import__ （'module_name'），要注意的是：

■ 模块的内容都放在一个模块文件中，如 mymodule 的内容应该放在PYTHONPATH 目录下的一个mymodule.py中，C实现的除外。

■ 包可以将几个模块名称空间组织起来,如A.b 就表示在包A中的一个子模块b。

可以单独导入某一个子模块，如Python文档中给出的例子 ：import sound.effects.echo，这样必须使用全称对里面的对象进行引用，如下所示：
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还可以使用下面的语句来加载echo子模块：from Sound.Effects import echo，它在没有包前缀的情况下也可以使用，所以它可以按如下方式调用：echo.echofilter（input,output,delay=0.7,atten=4）。

不主张从一个包或模块中用import * 导入所有模块，因为这样通常会导致可读性很差。from Package import specific_submodule的用法并没有错，实际上这还是推荐的用法，除非导入的模块需要使用其他包中的同名子模块（the importing module needs to use submodules with the same name from different packages）。

从以上阐述的内容可知，一般情况应该使用import，但有几个例外：

■ module文档告诉你要用from-import的；

■ 导入一个包组件。需要一个包里面的某个子模块，一般用from A.b import c比import A.b.c 更方便且不会冒混淆的危险。

③ 作用域

Python是静态作用域语言，尽管它自身是一个动态语言。也就是说，在Python中变量的作用域是由它在源代码中的位置决定的，这与C有些相似，但是Python与C在作用域方面的差异还是非常明显的。

下面阐述下Python的作用域规则，在这中间也会稍微说明一下Python与C在作用域方面的不同。在Python中，并不是任何代码块都能引入新的作用域，这与C有很大的不同：
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在这段代码中，if子句引入了一个局部作用域，变量i就存在于这个局部作用域中，但对外不可见，因此，接下来在printf函数中对变量i的引用会引发编译错误。

但是，在Python中却并非如此：
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在这段代码中，if子句并没有引入一个局部作用域，变量i仍然处在全局作用域中，因此，变量i对于接下来的print语句是可见的。实际上，在Python中，只有模块，类以及函数才会引入新的作用域，其他的代码块是不会引入新的作用域的。在Python中，使用一个变量之前不必预先声明它，但是在真正使用它之前，它必须已经绑定到某个对象；而名字绑定将在当前作用域中引入新的变量，同时屏蔽外层作用域中的同名变量，不论这个名字绑定发生在当前作用域中的哪个位置。
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运行结果将显示：NameError：global name 'i' is not defined。Python首先在函数f的本地作用域中查找变量i，查找失败，接着在全局作用域和内置作用域中查找变量i，仍然失败，最终抛出NameError异常。
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运行结果显示：8和0。i=8是一个名字绑定操作，它在函数f的局部作用域中引入了新的变量i，屏蔽了全局变量i，因此f内部的print语句看到的是局部变量i，f外部的print语句看到的是全局变量i。
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运行结果显示：UnboundLocalError：local variable 'i' referenced before assignment。在这个例子当中，函数f中的变量i是局部变量，但是在print语句使用它的时候，它还未被绑定到任何对象之上，所以抛出异常。
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不论是以交互的方式运行，还是以脚本文件的方式运行，结果都显示：NameError：name 'i' is not defined。这里的输出结果又与上一个例子不同，这是因为它在顶级作用域（模块作用域）的缘故。对于模块代码而言，代码在执行之前，没有经过什么预处理，但是对于函数体而言，代码在运行之前已经经过了一个预处理，因此不论名字绑定发生在作用域的哪个位置，它都能感知出来。Python虽然是一个静态作用域语言，但是名字查找确是动态发生的，因此直到运行的时候，才会发现名字方面的问题。

在Python中，名字绑定在所属作用域中引入新的变量，同时绑定到一个对象。名字绑定发生在以下几种情况中：

■ 参数声明：参数声明在函数的局部作用域中引入新的变量；

■ 赋值操作：对一个变量进行初次赋值会在当前作用域中引入新的变量，后续赋值操作则会重新绑定该变量；

■ 类和函数定义：类和函数定义将类名和函数名作为变量引入当前作用域，类体和函数体将形成另外一个作用域；

■ import语句：import语句在当前作用域中引入新的变量，一般是在全局作用域；

■ for语句：for语句在当前作用域中引入新的变量（循环变量）；

■ except语句：except语句在当前作用域中引入新的变量（异常对象）。

在Python中，类定义所引入的作用域对于成员函数是不可见的，这与C++或者Java是很不同的，因此在Python中，成员函数想要引用类体定义的变量，必须通过self或者类名来引用它。嵌套作用域的加入，会导致一些代码编译不同或者得到不同的运行结果，在这里Python解释器会帮助你识别这些可能引起问题的地方，给出警告。

locals函数返回所有的局部变量，但是不会返回嵌套作用域中的变量，实际上没有函数会返回嵌套作用域中的变量。

④ 安装第三方模块

在Python中，安装第三方模块，是通过setuptools这个工具完成的。Python有两个封装了setuptools的包管理工具：easy_install和pip。目前官方推荐使用pip。

A.pip install

如果使用Mac或Linux，安装pip本身这个步骤就可以跳过了。如果使用Windows，确保安装时勾选了pip和Add python.exe to Path。在命令提示符窗口下尝试运行pip，如果Windows提示未找到命令，可以重新运行安装程序添加pip。

现在，让我们以一个第三方库——Python Imaging Library为例子来安装，这是Python下非常强大的处理图像的工具库。一般来说，第三方库都会在Python官方的pypi.python.org网站注册，要安装一个第三方库，必须先知道该库的名称，可以在官网或者pypi上搜索，比如Python Imaging Library的名称叫PIL，因此，安装Python Imaging Library的命令就是：
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耐心等待下载并安装后，就可以使用PIL了。有了PIL，处理图片易如反掌。就能找个图片生成缩略图：
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其他常用的第三方库还有很多，诸如MySQL的驱动：MySQL-Python，用于科学计算的Numpy库：Numpy，用于生成文本的模板工具Jinja2
 等。

当我们试图加载一个模块时，Python会在指定的路径下搜索对应的.py文件，如果找不到，就会报错：
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默认情况下，Python解释器会搜索当前目录、所有已安装的内置模块和第三方模块，搜索路径存放在sys模块的Path变量中：
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如果我们要添加自己的搜索目录，有两种方法：

a.直接修改sys.path，添加要搜索的目录：
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这种方法是在运行时修改，运行结束后失效。

b.设置环境变量PythonPath，该环境变量的内容会被自动添加到模块搜索路径中。设置方式与设置Path环境变量类似。注意只需要添加你自己的搜索路径，Python自己本身的搜索路径不受影响。

B.easy_install

除了pip install，第二种方法就是easy_install。 这种方法直接在命令行执行就可以下载了，方便了很多。

首先下载easy_setup.py的源代码，下载地址：

http：//pypi.python.org/pypi/setuptools

存放源代码用.py后缀名，在命令行执行即可，这样你就可以在Python的安装目录下Python\Scripts这个目录看到有好几个关于easy_install的文件，说明这个easy_install安装好了，具体安装步骤如下：

首先，打开cmd,命令行，进入到Python\Scripts目录下，这个目录下执行easy_install python-dateutil，即可以安装dateutil这个模块，easy_install pyparsing就可以安装pyparsing这个模块了。


本章小结

Python已经成为最受欢迎的程序设计语言之一。Python语言具有易学易用的特点。Python语法简洁清晰，特色之一是强制用空白符（white space）作为语句缩进。

Python的基本数据结构有列表、元组和字典。Python的一些入门语句,主要包括if语句、while语句、for语句的使用,其风格和C语言、Java的也很类似。

Python中的函数就像数学中的函数：它们可以带有参数，并且返回值。

算法是描述如何完成一项任务的方法。实际上，在编写程序的时候，就是要使用计算机能够理解的语言（如Python）来准确地描述算法。这类对机器友好的描述就叫做程序，程序主要包含表达式和语句。

模块可以直接导入到Python中，从而扩展Python的功能。例如，Math模块提供了很多有用的数学函数。通过学习模块的安装和调用，能帮助我们快捷便利地实现很多功能。


习题

1.编写一个Python程序，输入两个数，比较它们的大小并输出其中较大者。

2.用Python编程，假设一年期定期利率为3.25%，计算一下需要过多少年，一万元的一年定期存款连本带息能翻番？

3.从键盘接收一百分制成绩（0~100），要求输出其对应的成绩等级A~E。其中，90分以上为'A'，80~89分为'B'，70~79分为'C'，60~69分为'D'，60分以下为'E'。

4.输入一个时间（小时：分钟：秒），输出该时间经过5分30秒后的时间。

5.使用Python编程，求1～100间所有偶数的和。

6.编程，解决猴子吃桃问题。

猴子第一天摘下若干个桃子，当即吃了一半，还不过瘾，又多吃了一个。第二天早上又将剩下的桃子吃掉一半，又多吃了一个。以后每天早上都吃了前一天剩下的一半零一个。到第10天早上想吃时，只剩下一个桃子了。求第一天共摘多少个桃子。（迭代法）

7.从键盘接收若干个整数（直接输入回车表示结束），用冒泡法或选择法进行排序（从小到大），并将排序结果在屏幕上输出。同时估计算法的复杂度。

8.小王希望用电脑记录他每天掌握的英文单词。请设计程序和相应的数据结构，使小王能记录新学的英文单词和其中文翻译，并能很方便地根据英文来查找中文。

（参考：数据结构建议用集合。集合添加：dic[key]=value 判断key是否在集合中：if key in dic）。

9.写一判素数的函数，在主函数中输入一个整数，调用该函数进行判断并输出。

10.以下程序：x=int（input（"x="））y=int（input（"y="））print（"x+y=",x+y）;该程序要求接收两个整数，并输出相加结果。但如果输入的不是整数（如字母、浮点数等），程序就会终止执行并输出异常信息。请对程序进行修改，要求输入非整数时，给出“输入内容必须为整数！”的提示，并提示用户重新输入，直至输入正确。
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分析编

3 Python数据获取与数据预处理

本章我们将介绍如何获取和处理数据，一般来说数据获取是进行数据分析与数据挖掘的基础，而数据预处理则是影响数据挖掘结果好坏的关键因素。在下面章节中的数据获取部分，我们将通过具体实例讲述使用Python获取数据的各种方式，并深入分析数据获取的过程中常见的一些问题。而在数据预处理部分，我们将结合Python的Pandas工具包详细介绍如何进行数据清洗、数据集成与数据转换等工作，最后我们使用一个基于Pandas的案例对数据预处理的整个流程作了详细介绍。


3.1 Python数据获取

数据获取是指从数据源采集数据，为数据分析与数据挖掘做数据准备的工作。现在我们已经学习了Python的基础知识，掌握了各种数据的结构，可以尝试放一些数据进去了，如何获取数据就将成为首先要解决的问题。

在数据获取方面首先将介绍从各类文件如txt，word，excel等的文件中将数据读取出来；接着将介绍Python如何操作一些数据库如sqlserver,mysql,mongodb等，最后介绍网络爬虫的概念，并对静态网页与动态网页的爬取分别进行了探讨。

文件的读取以及数据库的相关操作虽然是很基础的，但是也是最重要的部分，因为通过其他方式获得的数据通常也是保存在这几种介质之中，所以前两部分介绍的较为详细。而网络爬虫作为一门技术，入门并不难，虽然现在有许多的爬虫软件，但是有时候无法满足我们对于数据特定的要求，所以作为一名数据分析人员，知道如何从互联网上获得想要的信息是很重要的。


（1）从键盘、文本文件、Office文件获取数据


每种语言获取数据最基本的方式往往都是通过用户从键盘输入获取，Python亦不例外。这里我们将介绍两个很有用的内置函数即raw_input和input。

① 从键盘获取数据

A.用raw_input函数获取数据

首先我们来介绍raw_input，其作用是从键盘上读取一行文本。“raw”意味着它将以字符串的形式返回用户输入的一切内容，哪怕有些内容看上去像是数字：
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如果您希望用户输入一个数字，那么就必须用int或float将得到的字符串转换为所需的类型：
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而含有字母或下划线的字符串是无法用int或float转换成数字类型的：
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此外，raw_input还可以接收一个字符串参数，该参数用于对用户进行提示：
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B.用input函数获取数据

raw_input是把读入的数据转换成字符串；而input是把读入的数据默认为Python表达式。其实，这两个函数均能接收字符串，但raw_input直接读取控制台的输入（任何类型的输入它都可以接收）。而对于input，直接输入字符串会引发报错。
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对于input函数,输入字符串时要用引号将其转化为合法的Python表达式。
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input在对待纯数字输入时具有自己的特性，它返回所输入的数字的类型为整数型或浮点型。input可以接受合法的Python表达式，当输入数字运算表达式时，输出的是运算值，而非字符串。

总之，当我们从键盘获取数据的时候，raw_input和input函数适用于不同的情形，但一般我们用来接受用户输入的时候，我们更多的使用raw_input，而非input。

② 从文本文件获取数据

在实际的操作中，大部分的数据都是以文本文件的形式存储的，最常见的就是从txt等文件中读取所需的数据。

A.用open函数获取文件内容

为了从一个文件中读取数据，我们必须先将其打开（利用Python的内置函数open）：

代码如下：
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其中：

第一个参数是文件名称，包括路径；第二个参数是打开的模式mode。

'r'：只读（缺省。如果文件不存在，则抛出错误）

'w'：只写（如果文件不存在，则自动创建文件）

'a'：附加到文件末尾

'r+'：读写

如果需要以二进制方式打开文件，需要在mode后面加上字符"b"，比如"rb""wb"等。

读取数据：
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参数size表示读取的数量，可以省略。如果省略size参数，则表示读取文件所有内容。

[image: ]


读取文件一行的内容：

[image: ]


读取所有的行到数组里面[line1,line2,...lineN]。在避免将所有文件内容加载到内存中，这种方法常常使用，便于提高效率。

示例：
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上面的代码则会把第一行的数据打印在编译器中，如果想要打印出所有的数据，则需要使用readlines（）。
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在执行完毕之后，为了安全起见，最好还是给打开的文件对象指定一个名字，这样在完成操作之后可以迅速关闭文件，防止一些无用的文件对象占用内存。

除非要读取的文件非常巨大，不然一次性读出所有内容放进内存并进一步处理是最快和最方便的办法。

B.用linecache模块获取指定行的内容

与open函数不同，使用linecache模块可以进行缓存优化，日常编程中涉及读取大文件，可以提高读取文件的效率。如果我们要从一个文件中读取其第2行数据：
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引入linecache模块，该模块允许使用getline （filename,lineno）函数从任意文件里得到任意的行；使用getlines（filename）函数从文件中得到全部内容，输出为列表格式。使用clearcache（）函数清除缓存。

③ 从Microsoft软件的文档中获取数据

在获取数据进行相关操作的过程中，我们常常要从Microsoft软件的文档中获取数据，尤其是Microsoft Word和Microsoft Excel。

A.从Microsoft Word获取数据

要先下载安装win32com包，下载地址：http：//sourceforge.net/projects/pywin32/files/；其次，加载包，创建对象实例；再次，打开并输出Word文件（例如Word文件010301.doc）；最后，关闭文档。代码如下：
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B.从Microsoft Excel获取数据

从Microsoft Excel获取数据，有多种途径和方式，我们将分别介绍以下4种：1.查看所有标签的名称；2.获取行数和列数；3.获取整行或整列的值；4.获取特定单元格内的值。

首先，要先下载安装xlrd包，下载地址：http：//pypi.python.org/pypi/xlrd；其次，加载包；然后，打开Excel文件010302.xls（可以用自己的excel文件），按照以下代码运行：
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（2）从数据库获取数据

Python标准数据库接口为 Python DB-API，Python DB-API为开发人员提供了数据库应用编程接口。

Python数据库接口支持非常多的数据库，你可以选择适合你项目的数据库：
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不同的数据库你需要下载不同的DB API模块，例如你需要访问Oracle数据库和Mysql数据，你需要下载Oracle和MySQL数据库模块。

DB-API是一个规范.它定义了一系列必需的对象和数据库存取方式,以便为各种各样的底层数据库系统和多种多样的数据库接口程序提供一致的访问接口。

Python的DB-API，为大多数的数据库实现了接口，使用它连接各数据库后，就可以用相同的方式操作各数据库。

Python DB-API使用流程：

a.引入 API 模块。

b.获取与数据库的连接。

c.执行SQL语句和存储过程。

d.关闭数据库连接。

DBAPI中定义了一些数据库操作的错误及异常，下表列出了这些错误和异常：

表3-1 Python DB-API操作异常代码
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① 从Microsoft SQL Server获取数据

Microsoft SQL Server 2008 是在Microsoft的数据平台上发布的，在工作学习中十分常见、好用且基础易学的一种数据库。

我们常常需要从该数据库中获取数据。首先，要下载并安装pymssql包,下载地址：https：//pypi.python.org/pypi/pymssql/2.1.1；其次，引入包；再次，执行指定的SQL语句，读取并打印master.dbo.spt_value中第一行的数据；最后，关闭数据库链接。

使用pymssql.connect（）来初始化创建一个数据库连接，host是服务器的ip地址，如果是本机可以用"."，user是访问用户名，password是密码，database是数据库名，比ADO的连接似乎简单一些。
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它允许如下的参数：

dsn：连接字符串，主要用于与之前版本的pymssql兼容

user：用户名

password：密码

trusted：布尔值,指定是否使用windows身份认证登录

host ：主机名

database：数据库

timeout：查询超时

login_timeout：登录超时

charset：数据库的字符集

as_dict：布尔值,指定返回值是字典还是元组

max_conn：最大连接数

连接成功之后，则要获得游标，来执行对数据库的操作。 使用游标（cursor）的一个主要的原因就是把集合操作转换成单个记录处理方式。用SQL语言从数据库中检索数据后，结果放在内存的一块区域中，且结果往往是一个含有多个记录的集合。游标机制允许用户在SQL server内逐行地访问这些记录，按照用户自己的意愿来显示和处理这些记录。

一般地，使用游标都遵循下列的常规步骤：

a.声明游标。把游标与T-SQL语句的结果集联系起来。

b.打开游标。

c.使用游标操作数据。

d.关闭游标。

在此处，游标的方法如下：

[image: ]


执行代码如下：
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如果我们想获得查询的n条返回结果，我们可以调用fetchmany（size=None）函数；而如果我们想获得查询的所有结果，我们可以调用fetch all函数。

其他的操作，如增、删、改、查等基础操作只要修改上例中的执行语句即可，在此不作介绍。

注意事项：

a.使用pymssql进行中文操作时候可能会出现中文乱码，解决的方案有：

文件头加上 #coding=utf8

b.sql语句中有中文的时候进行encode
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c.连接的时候加入charset设置信息
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② 从MySQL数据库获取数据

MySQLdb 是用于Python连接Mysql数据库的接口，它实现了 Python 数据库 API 规范 V2.0，基于 MySQL C API 上建立的。

首先，安装MySQL-python，下载地址：https：//pypi.python.org/pypi/MySQL-python/，下载MySQL-python-1.2.5.zip 文件之后直接解压。进入MySQL-python-1.2.5目录，在DOS命令行下执行：python setup.py install

其次，测试安装的模块是否可以使用。测试非常简单，检查MySQLdb模块是否可以正常导入。
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没有报错提示MySQLdb模块找不到，说明安装好了。在使用Python 操作数据库之前，读者最好要掌握Mysql的基本操作。

以下实例链接Mysql的TESTDB数据库，请读者对照自己的数据库进行相关的修改：
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结果如下：
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从上可以看出，在连接Mysql数据库的时候，connect（）方法用于创建数据库的连接，里面可以指定参数：用户名，密码，主机等信息。这只是连接到了数据库，要想操作数据库需要创建游标。
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A.创建数据库表

如果数据库连接存在我们可以使用execute（）方法来为数据库创建表，如下所示创建表EMPLOYEE：
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B.数据库插入操作

以下实例使用执行SQL INSERT语句向表EMPLOYEE插入记录：
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C.数据库查询操作

Python查询Mysql使用 fetchone（）方法获取单条数据,使用fetchall（）方法获取多条数据。

fetchone（）：该方法获取下一个查询结果集。结果集是一个对象。

fetchall（）：接收全部的返回结果行。

rowcount：这是一个只读属性，并返回执行execute（）方法后影响的行数。

查询EMPLOYEE表中salary（工资）字段大于1000的所有数据：
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以上脚本执行结果如下：
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其他相关操作，请读者自行实验。

③ 从MongoDB获取数据

MongoDB是一个面向文档的数据库，是目前非常流行的一种非关系型数据库（NoSql），mongodb中有三元素：数据库，集合，文档。其中“集合”就是对应关系数据库中的“表”，“文档”对应“行”。Python来开发MongoDB程序需要安装pymongo。

首先运行easy_install pymongo命令安装pymongo。然后执行操作：

A.创建连接

创建Connection时，指定host及port参数（假设你是默认安装在本机）：
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B.连接数据库（假设数据库为ChatRoom，有一个集合是Account）
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C.连接集合
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D.查看全部集合名称
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E.查看集合的一条记录
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F.查看聚集的字段
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G.查看聚集的多条记录
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H.查看聚集的记录统计
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I.聚集查询结果排序
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J.聚集查询结果多列排序
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（3）从互联网上获取数据


爬虫，即网络爬虫（又被称为网页蜘蛛，网络机器人，在FOAF社区中间，更经常的被称为网页追逐者），是一种按照一定的规则，自动的抓取万维网信息的程序或者脚本。大家可以理解为在网络上爬行的一只蜘蛛，互联网就比作一张大网，而爬虫便是在这张网上爬来爬去的蜘蛛，如果它遇到资源，那么它就会抓取下来。

比如它在抓取一个网页，在这个网中它发现了一条道路，其实就是指向网页的超链接，那么它就可以爬到另一张网上来获取数据。这样，整个连在一起的大网对这只蜘蛛来说触手可及，分分钟爬下来不是事儿。

现在只有一小部分的网页属于静态的网页，爬虫不需要伪装成浏览器即可自行抓取数据，类似的网站有中关村显示器论坛的数据；而很大一部分的网页是动态的，是js的，所以使用爬虫抓取这部分网页时，必须模拟浏览器。

在接下来的案例中，将通过XPath对元素进行定位。XPath即为XML路径语言，它是一种用来确定XML（标准通用标记语言的子集）文档中某部分位置的语言。XPath基于XML的树状结构，提供在数据结构树中找寻节点的能力。关于这一部分的知识，还请读者参考其他资料。

接下来我们将对这两种类型的网页进行一一的抓取。

① 静态网页的抓取

在网站设计中，纯粹HTML（标准通用标记语言下的一个应用）格式的网页通常被称为“静态网页”，静态网页是标准的HTML文件，它的文件扩展名是.htm、.html，可以包含文本、图像、声音、Flash动画、客户端脚本和ActiveX控件及Java小程序等。静态网页是网站建设的基础，早期的网站一般都是由静态网页制作的。静态网页是相对于动态网页而言的，是指没有后台数据库、不含程序和不可交互的网页。静态网页更新起来相对比较麻烦，一般适用于更新较少的展示型网站。

在Python中，自带的模块urllib以及urllib也可以对静态网页进行抓取，但是由于效率的原因，在此不做考虑，而是利用第三方模块requests 来对网页进行抓取，并将抓取到的数据以需要的格式保存到excel中。

案例：抓取泡泡网显示器论坛中某一品牌的帖子的信息，如发帖人，发帖时间，回复数，浏览数等。网址：http：//bbs.pcpop.com/forum301.html。

A.安装模块，所需模块为：requests，lxml，xlwt；

B.抓取帖子标题中有优派两个字的帖子的信息。
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② 动态网页的抓取

与静态网页相对的则是动态网页。所谓的动态网页，是指跟静态网页相对的一种网页编程技术。静态网页，随着HTML代码的生成，页面的内容和显示效果就基本上不会发生变化了——除非你修改页面代码。而动态网页则不然，页面代码虽然没有变，但是显示的内容却是可以随着时间、环境或者数据库操作的结果而发生改变的。值得强调的是，不要将动态网页和页面内容是否有动感混为一谈。这里说的动态网页，与网页上的各种动画、滚动字幕等视觉上的动态效果没有直接关系，动态网页也可以是纯文字内容的，也可以是包含各种动画的内容，这些只是网页具体内容的表现形式，无论网页是否具有动态效果，只要是采用了动态网站技术生成的网页都可以称为动态网页。

总之，动态网页是基本的HTML语法规范与Java、VB、VC等高级程序设计语言、数据库编程等多种技术的融合，以期实现对网站内容和风格的高效、动态和交互式的管理。因此，从这个意义上来讲，凡是结合了HTML以外的高级程序设计语言和数据库技术进行的网页编程技术生成的网页都是动态网页。

由于动态网页是由JS动态生成的，所以在此需要模拟浏览器。在Python中Selenium模块以及 Phantomjs插件。

Selenium是一个用于Web应用程序测试的工具。Selenium测试直接运行在浏览器中，就像真正的用户在操作一样。支持的浏览器包括IE、Mozilla Fi
 refox、Chrome等。

Phantom JS是一个服务器端的JavaScript API的WebKit。其支持各种Web标准：DOM处理,CSS选择器,JSON,Canvas,和SVG。

安装Selenium模块在此不再细说。Phantomjs则要到其官方网站http：//phantomjs.org/down
 load.html，下载“Down
 load phantomjs-1.9.0-windows.zip （7.1 MB）”；随后打开这个压缩包，将phantomjs.exe这一个文件解压到系统路径所能找到的地方，如果之前已经将“C：\Python27\Scripts”目录添加入Path之中，则可直接解压到这个目录。

案例：太平洋显示器论坛的帖子的相关信息是由JS动态生成的。

网址：http：//itbbs.pconline.com.cn/diy/f300118.html?qq-pf-to=pcqq.group

抓取字段：帖子类型、帖子类型链接、帖子标题、帖子所在页、帖子排名、帖子链接、帖子作者、帖子、发帖时间、帖子回复数、帖子浏览数、帖子回复ID、帖子回复时间。

代码如下：
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这种方法虽然可以解决大部分抓取的问题，但是由于需要模拟浏览器，占用内存较大，所以在大量抓取的时候就不适合采用这种方法，而且建议不要采用Python自带的编译器执行上一段代码，否则就会出现如cmd样的窗口，在此建议采用wing ide 101。


（4）获取数据过程中的常见问题


数据获取常常会碰到很多问题,总结如下：

第一，用户输入的数据，用不同的模块、函数，在不同的模式下需要用户输入不同格式的数据。需要在程序设计之初，做好准备工作，提醒用户注意输入的格式。

第二，数据源格式不同，要注意用不同的编码处理。数据源格式常常各异，涉及诸如数值、货比符、时间、日期、分数，尤其是语言类型，需要用不同的方式处理。而中文编码是最常见的问题，我们在实践中一定要切实注意。

第三，数据源版本、环境不同，常常引发数据无法获取的问题。获取数据的来源如数据库、网络接口等版本的不同，以及计算机系统版本、环境的不同，尤其是当Python程序需要加载特定的包获取数据时，常常会碰到各种各样的问题，这就需要我们耐心调试，可以通过各种途径学习相应的解决办法，必要时也可以尝试换不同的包或代码获取数据，以及将数据源转换成代码可以获取的版本等方法解决。

第四，数据获取量很大时，注意选择高效的获取方式。当数据获取量很大时，一方面，要注意选择合适的模块、函数，否则不止影响计算速度，更甚可能造成电脑死机。另一方面，我们在获取数据时，需要根据项目的要求，灵活地选取可能有用的数据源。对于无用的数据源，可以放弃获取，而不必拘泥于非要把整个数据库、整张表、整个网站或整张网页的数据都获取到。

总之，除此之外，在数据获取的实践中还会碰到很多的、细小的、琐碎的问题。我们要明白“千里之行，始于足下。”作为数据挖掘的第一步工作，难免会碰到很多困难，我们一定都要有耐心和信心，同时更要灵活地处理问题。


3.2 Python数据预处理

对于数据分析而言，数据是显而易见的核心。但是并不是所有的数据都是有用的，大多数数据是参差不齐的，概念层次不清的，数量级不同的，这就给后续的数据分析和数据挖掘带来了极大的麻烦，甚至导致错误的结论。所以有必要对数据进行预处理。

数据预处理（data preprocessing）是指在对数据进行数据挖掘以前，先对原始数据进行必要的清洗、集成、转换、离散和归约等一系列的处理工作，以达到挖掘算法进行知识获取研究所要求的最低规范和标准。通常数据预处理包含四个部分：数据清洗、数据集成、数据变换和数据规约。


（1）数据清洗


数据清洗指的是填充缺失数据、消除噪声数据等操作，主要是通过分析“脏数据”的产生原因和存在形式，利用现有的数据挖掘手段和方法去清洗“脏数据”，将“脏数据”转化为满足数据质量要求或应用要求的数据，从而提高数据集的质量，满足现阶段数据分析的需求。

① 数据质量

从宏观上说，数据质量的研究目标是确保正当的利益相关者在正确的地点和时间，拥有正确格式的正确信息。目前，数据质量的定义还没有统一的形式。其中的一些定义如下：

■ 数据质量指信息系统满足模式和数据实例的一致性、正确性、完整性和最小性4个指标的程度。

■ 数据质量是数据适合使用的程度（fit for use）。

■ 数据质量是数据满足特定用户期望的程度。

数据质量维度是数据质量的特征，它们为度量和管理数据的质量提供了一种途径和标准。每一数据质量维度需要不同的度量工具。

数据质量主要有如下10个维度：

■ 数据规范（data specification）：对数据标准、数据模型、业务规则、元数据和参考数据进行有关存在性、完整性、质量及归档的测量标准；

■ 数据完整性准则（data integrity fundam
 entals）：对数据进行有关存在性、有效性、结构、内容及其他基本数据特征的测量标准；

■ 重复（duplication）：对存在于系统内或系统间的特定字段、记录或数据集意外重复的测量标准；

■ 准确性（accuracy）：对数据内容正确性进行测量的标准；

■ 一致性和同步（consistency and syn
 chronization）：对各种不同的数据仓库、应用和系统中所存储或使用的信息等价程度的测量，以及使数据等价处理流程的测量标准；

■ 及时性和可用性（timeliness and avai
 lability）：在预期时段内数据对特定应用的及时程度和可用程度的测量标准；

■ 易用性和可维护性（ease of use and main
 tain
 ability）：对数据可被访问和使用的程度，以及数据能被更新、维护和管理程度的测量标准；

■ 数据覆盖（data coverage）：相对于数据总体或全体相关对象数据的可用性和全面性的测量标准；

■ 表达质量（presentation quality）：如何进行有效信息表达以及如何从用户中收集信息的测量标准；

■ 可理解性、相关性和可信度（perception，relevance and trust）：数据质量的可理解性和数据质量中执行度的测量标准，以及对业务所需数据的重要性、实用性及相关性的测量标准。

根据数据源为单数据源或多数据源，数据质量问题出现在模式层或实例层，可将数据质量问题分为单数据源模式层、单数据源实例层、多数据源模式层和多数据源实例层4类问题，如图31所示，列出了每一类典型的数据质量问题。
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图3-1

单数据源数据质量问题可以分别从模式层和实例层两个方面来考虑。

模式层问题主要由缺少完整性约束和低水平模式设计造成。有些单数据源，如文件和Web数据没有数据模式，缺少统一的模式规范，使得错误和不一致问题更易发生；尽管数据库系统具有特定的数据模型和完整性约束，但也会因缺少完备的数据模型或特定的完整性约束而引起数据质量问题。可以通过改进模式设计和模式转化避免模式层问题。

实例层问题在模式层次上不可见，很难通过改进模式避免。经常会由于人为失误造成拼写错误和相似或重复记录等问题。如某字段是自由格式的字符串类型，地址信息和参考文献等其他类别的内容也可能存储到该字段中。

多数据源中的模式层问题除了低水平的模式设计，还存在命名冲突和结构冲突等问题。多数据源中，不同的对象可能使用同一名称命名，同一对象也可能使用不同的名称命名；同一对象在多数据源中的表示方式会不同，如字段类型、组织结构或完整性约束不同，会导致结构冲突。多数据源中模型和模式的不同，在数据汇总中很容易带来质量问题。

在实例层，单数据源中出现的问题在多数据源中都有可能发生。同时，还会出现矛盾数据和不一致问题。尽管多数据源中同一字段表示同一内容，但表达方式不同也会带来问题，如性别字段，有的数据源可能用“0/1”表示，其他数据源可能用“F/M”表示；对货物质量的描述，有的数据源用kg（千克）表示，其他数据源用t（吨）表示。

② 数据质量问题分类

数据质量问题在模式层和实例层都可能出现，本章主要讨论实例层数据质量问题。数据在其生命周期内，要经历人员交互、计算和传输等操作步骤，每一环节都可能引入错误，产生数据异常，导致数据的质量问题。主要包括以下4种数据质量问题来源：

A.数据录入/更新

当录入人员从声音中提取信息，及依据书写或打印资料键入数据时，由于印刷错误或对原始数据资料的曲解，可能造成数据录入错误；当录入人员不知道正确值时，经常编造一个容易输入的默认值，或他们认为的典型值录入，引入“脏数据”以达到所谓的伪完整性（spurious integrity），这样的数据通常可以通过数据完整性约束和数据输入系统的数据完整性初步测试，而在数据库中没有无意义或异常的迹象，具有相当的隐蔽性；软件缺陷也可造成数据异常，如删除某条记录时，没有删除与其关联的记录，再进行添加操作而引起了错误。

B.测量

不包括测量工具本身的问题，主要指以下两类人为引入的数据异常：无意的人为错误，如方案问题（如不合适的调研和采集策略等），以及方案执行中的问题（如测量工具误用等）；有意的人为舞弊，即出于某种不良意图的造假，如虚报产品产量和夸大设备完好率等，该类数据可以直接导致统计分析系统决策错误，造成严重后果。

C.简化

许多情况下，原始数据入库前需预处理和简化，这一过程中多种操作可以导致信息损失：如减少原始数据复杂性或噪声；执行数据库管理员对所不了解的统计分析，使用一些编辑偏好以减少数据占用存储空间为目的的简单处理（如数据稀化）。以上操作导致在入库的简化数据中，或与简化相关的最终分析中产生错误风险，造成数据质量下降。

D.数据集成

在数据库建立过程中，常将多个数据源中的数据并入一个数据库，这种数据集成任务需解决数据库之间的不一致或冲突问题，在模式层主要是命名冲突和结构冲突，在实例层主要指因集成而产生的相似或重复问题。一些文献将各数据源之间的不一致和冲突视为数据质量问题，其实，在没有事先约定的情况下，多数据源之间的冲突和不一致的存在是正常的，合并过程中解决这些不一致和冲突是数据集成过程中必要的步骤，模式层问题主要用数据提取转换和加载工具解决。在解决多数据源之间的不一致和冲突时，基于多数据源的数据集成过程中可能会导致数据异常，如不一致和冲突的解决不彻底，甚至可能引入新的异常，或冲突记录的误识别。因此，数据集成是造成数据质量问题的一个来源。

③ 数据清洗的定义

数据清洗（data cleaning），又叫数据清理（data cleansing）或数据净化（data scrubbing），主要应用于数据仓库、数据挖掘和全面数据质量管理三个方面。针对这些不同的方面，对于数据清洗的认识也不尽相同。目前为止，数据清洗还没有一个公认的定义，但主要内容大体相同。一般来说，只要是有助于解决数据质量问题的处理过程就被认为是数据清洗。不同领域的数据清洗定义有所不同：

■ 在数据仓库领域中，数据清洗被定义为清除错误和不一致数据的处理过程，同时需要解决重复问题和数据孤立点问题等。数据清洗并不是简单地对脏数据进行检测和修正，还涉及一部分数据的整合与分解。

■ 在数据挖掘领域中，数据预处理过程就是数据清洗的过程。各种不同的数据挖掘系统都是针对特定的应用领域进行数据清洗的。

■ 在全面数据质量管理领域中，一般将数据清洗过程定义为一个评价数据正确性并改善其质量的过程。全面数据质量管理可以有效解决整个信息业务过程中的数据质量问题以及数据集成问题。

现今数据清洗的研究主要涉及以下几个方面：

■ Web领域的数据清洗研究：搜索引擎为用户在互联网上查找信息提供了方便，它通过为网页内容进行索引而实现。但是具体到对网页中的哪些部分需要进行索引是一个很重要的问题，比如网页中的广告及一些Flash动画就不需要索引。按照网络数据清洗的粒度不同，可以将网络数据清洗划分为两类：Web页面级别的数据清洗和基于页面内部元素级别的数据清洗。前者以Google公司提出的Page Rank算法和IBM公司Clever系统的HITS（hypertext induced topic search）算法为代表；而后者思路则集中体现在作为MSN搜索引擎核心技术之一的VIPS算法上。

■ 特殊领域的数据清洗研究：主要针对金融、保险等行业中存在的“脏数据”的数据清洗研究。这些脏数据包括错误数据、不一致数据、重复数据以及业务逻辑错误的数据。这些数据主要指的是实例层的数据。

■ 数字化文献服务领域的数据清洗研究：在进行数字化文献资源加工时，OCR软件有时会造成字符识别错误，标引人员的疏忽也可能导致标引词的错误等，这些错误的纠正都是数据清洗需要完成的任务。

■ 射频识别（radio frequency identification，简称RFID）领域的数据清洗研究：随着云计算研究的兴起，射频识别也已经成为研究的热点。射频识别领域中的信息识别问题是一个很重要的问题，例如识别一些模糊不清的数据以及一部分信息丢失的数据。

④ 数据清洗原理

数据清洗的原理就是通过分析脏数据的产生原因及存在形式，对数据流的过程进行考察、分析，并总结出一些方法（数理统计、数据挖掘或预定义规则等方法），将脏数据转化成满足数据质量要求的数据。

⑤ 数据清洗的基本方法

数据清洗是提高数据质量技术中的主要研究内容，主要针对实例层的数据进行清洗。清洗内容主要包括：缺失数据处理、相似重复对象检测、异常数据处理、逻辑错误检测和不一致数据等。下面分别介绍这5种清洗方法：

A.缺失数据处理

缺失值问题是真实数据集中一种普遍现象，一种处理缺失值的简单方法是忽略含有缺失值的实例或属性，但是浪费的数据可能相当多，且不完整的数据集可能带来统计分析的偏差。所以，需要根据数据间的关联性估计出准确的缺失值，并通过合适的方法对缺失值进行填充。可以采用人工填写空缺值法手工检测并填写属性值，对于有些不影响整体数据情况的空值可以采用忽略元组法。在有些特殊情况中，也可以使用属性的平均值、中间值、最大值、最小值或更为复杂的概率统计函数值填充空缺值法。如果拥有合适的填补方法，则能得到高质量的数据，数据挖掘结果也会得到改善。

B.相似重复数据检测

对多数据源和单数据源数据进行集成时，多个记录代表同一实体的现象经常存在，这些记录称为重复记录。同时，有些记录并非完全重复，其个别字段存在一定差别，但表示的却是同一对象，此类记录即为相似重复记录。相似重复记录检测是数据清洗研究的重要方面，在信息集成系统中，重复记录不仅导致数据冗余，浪费了网络带宽和存储空间，还提供给用户很多相似信息，起到误导作用。重复数据检测主要分为两个方面：基于字段和基于记录的重复检测。基于字段的重复检测算法主要包括编辑距离（如Smith Waterman、Jaro）算法、树编辑距离算法、TI Similarity相似匹配算法、Cosine相似度函数算法等。其中，编辑距离算法是最常用的算法，易于实现，但是对于单词位置互换及长词的插入、删除操作结果较差；TI Similarity算法的时间复杂度较小，并具有较好的适用性，但是对于缩写字符串的比较存在不足；而Cosine算法更多地适用于文本的字段重复检测。基于记录的重复检测算法主要包括排序邻居算法（Sorted-Neighborhood method，简称SNM）、优先队列算法、Canopy聚类算法。排序邻居算法相对较小，但是该算法过于依赖关键字，关键字的选取对算法的结果影响较大；优先队列算法的适应性较好，但是对于阈值的设置尤为关键；Canopy算法采用“分类+合并删除”的思路进行检测，降低了算法的计算量。但是，不易选取参数K（距离阈值），而参数K会影响算法的准确程度。

排序邻居算法（SNM）基于排序比较的思想，已得到广泛使用。利用依赖图的概念，计算数据表中的关键属性，根据关键属性值将记录集划分为小记录集，在每个小记录集中进行相似重复记录检测。分割法，将某一字符串分割成几个组成部分来处理，一定程度上能够解决同一对象多种表示形式的问题。非结构化数据清洗是清洗技术的难点，近年来，针对非结构化数据的重复检测技术也在不断发展。

C.异常数据处理

异常数据指数据库或数据仓库中不符合一般规律的数据对象，又称为孤立点。异常数据可能由执行失误造成，也可能因设备故障导致。异常数据可能是去掉的噪声，也可能是含有重要信息的数据单元。异常数据的探测主要有基于统计学、基于距离和基于偏离3类方法。采用数据审计的方法可以实现异常数据的自动化检测，该方法也称为数据质量挖掘（DQM）。DQM主要由2步构成：第一步，采用数理统计方法对数据分布进行概化描述，自动获得数据的总体分布特征；第二步，针对特定的数据质量问题进行挖掘以发现数据异常。

D.逻辑错误检测

数据逻辑错误指数据集中的属性值与实际值不符，或违背了业务规则或逻辑。在实际信息系统中，对于具体应用采用一定的方法解决数据逻辑错误问题，具有实际意义。不合法的属性值是一种常见的数据逻辑错误，如某人的出生日期为“1986/13/25”，超出了月份的最大值。通过检测字段中各属性值有效数值范围，可以判断该值是否正确。属性错误值检测主要包括统计法、聚类方法以及关联规则方法，这些方法都是以统计和总结规律的方式计算并查找错误值，进而修正错误数据。Fellgi于1976年提出了一个严格的形式化模型——Fellegi-Hot模型。其主要思路是：在具体的应用领域，根据相应领域知识制定约束规则，利用数学方法获得规则闭集，并自动判断字段值是否违反规则约束。该方法数学基础严密，自动生成规则，在审计和统计领域得到了广泛应用。

E.不一致数据

多数据源数据集成时，由于不同数据源对同一现实事物可能存在不一致的表示，从而产生不一致的数据。不一致数据一般通过手工或者自动化方式检查。常见的不一致数据有：（1）包含大量空数据值的列，如个人对某些敏感信息回避，故意漏填部分信息；（2）包含过多或者过少的单一状态的列，如一对一关系的列，或者仅包含一个值的列；（3）远离或超出某列正态分布的记录，如出现负工资和课程零学时的问题；（4）不符合特定格式的行，如不同的日期格式；（5）同一记录的不同属性比较时，缺失意义的列，如客户选购某产品的日期早于该顾客的出生日期。目前，常用的消除数据不一致的方法有排序、融合和基于规则3种方法。

⑥ 数据清洗模型的简介

在数据清洗问题研究的过程中，人们总结并提出了一些数据清洗模型，用于企业和生产管理。主要的数据清洗模型包括以下几类：

A.Trillium的过程模型。它是由Harte Hanks Data Technologies的Trillium Software System部门创建的企业范围的数据清洗工具。主要处理常见数据包括名称、头衔、电话号码、身份证号码、自由文本等，它可接受多种方式格式化和编码的数据，具有可伸缩性，独立于平台并适合多种环境。此模型主要应用于专业的金融、保险等行业。

B.AJAX的过程模型。该模型是逻辑层面的模型，以数据的业务逻辑流程作为主要的检测过程，通过数据映射、匹配、聚集操作、数据合并以及数据视图显示5个过程进行数据清洗。该模型从数据输入开始检测，直到数据输出结束检测，检测范围囊括了数据流的整个过程，主要应用在数据挖掘方面。

C.Kimball的过程模型。它认为数据清洗绝不是简单地将记录更新为正确的数据，还包括严肃的数据净化过程，如数据的解析和重新装配。此模型的提出加深了人们对数据清洗问题的理解，让人们更加重视数据解析后的数据清洗问题。

⑦ 数据清洗框架和工具

数据清洗研究基本针对具体应用和特定领域展开，由于领域相关性强，数据清洗框架的通用性、可扩展性研究发展受到限制。为了使数据清洗具有一定的通用性，提出了一个数据清洗的一般性系统框架，该框架由准备（Preparation）、检测（Detection）、定位（Location）、修正（Modification）、验证（Validation）5部分组成，简称为PDLMV，如图32所示。
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图3-2

对图3-2中的一般性系统框架的5个部分进一步说明如下。

A.准备。包括需求分析、信息环境分析、任务定义、方法定义、基本配置，以及基于以上工作获得数据清洗方案等。通过需求分析明确信息系统的数据清洗需求，通过信息环境分析明确数据所处的信息环境特点，任务定义要明确具体的数据清洗任务目标，方法定义确定合适的数据清洗方法，基本配置完成数据接口等的配置，要形成完整的数据清洗方案，并整理归档。

B.检测。包括检测必需的数据预处理，并进行相似重复记录、不完整记录、逻辑错误、异常数据等数据质量问题的检测，对检测结果进行统计，以获得全面的数据质量信息，并将相关信息整理归档。

C.定位。包括数据质量问题定位、数据追踪分析，并根据检测结果对数据质量进行评估，分析问题数据及修正的业务影响，分析产生数据质量问题的根本原因，进而确定数据质量问题性质及位置，给出数据修正方案，并将相关信息归档。根据定位分析情况，可能需要返回“检测”。

D.修正。在定位分析的基础上，对检测出的实例层数据质量问题进行修正，具体包括问题数据标记、不可用数据删除、重复记录合并、缺失数据估计与填充等，并对数据修正过程进行数据世系管理。

E.验证。验证修正后的数据与任务定义的符合性（用到部分检测操作），如果结果与任务目标不符合，则做进一步定位分析与修正，甚至返回“准备”中调整相应准备工作。


（2）数据集成


数据集成是指将多个数据源中的数据合并并存放到一个一致的数据存储（如数据仓库）中。这些数据源可能包括多个数据库、数据立方体或一般文件。在数据集成时，有许多问题需要考虑，例如模式集成和对象匹配可能需要技巧；来自多个信息源的现实世界的等价实体如何实现匹配。这涉及实体识别问题。每个属性的元数据包括名字、含义、数据类型和属性的允许取值范围，以及处理空白、零或null值的空值规则。这样的元数据可以用来帮助避免模式集成的错误。元数据还可以用来帮助变换数据。

另外冗余也是一个重要问题。一个属性可能是冗余的，如果它能由另一个或另一组属性导出。属性或维命名的不一致也可能导致结果数据集中的冗余。

数据集成的第三个重要问题是数据值冲突的检测与处理。例如，对于现实世界的同一实体，来自不同数据源的属性值可能不同。


（3）数据变换


数据变换是指不同来源所得到的数据可能导致不一致，所以需要进行数据变换，构成一个适合数据挖掘的描述形式。

数据转换包含的处理内容有：

① 属性的数据类型转换。当属性之间的取值范围可能相差很大时，要进行数据的映射处理，映射关系可以去平方根、标准方差以及区域对应。当属性的取值类型较小时，分析数据的频率分布，然后进行数值转换，将其中字符型的属性转换为枚举型。

② 属性构造。根据已有的属性集构造新的属性，以帮助数据挖掘过程。很多情况下需要从原始数据中生成一些新的变量作为预测变量。

③ 数据离散化。将连续取值的属性离散化成若干区间，来帮助消减一个连续属性的取值个数。例如年龄字段取值大于0，为了分析的方便，根据经验，可以将用户的年龄段分成几个不同的区间：0～15、16～24、25～35、36～55、大于55，分别用1，2，3，4，5来表示。

④ 数据标准化。不同来源所得到的相同字段定义可能不一样。如性别用男、女来表示，需要将定义标准化，把它们的定义和取值区间统一起来。如性别定义1（男）、2（女）、3（缺失）。数据标准化过程还用来消除变量之间不同数量级造成的数值之间的悬殊差异，消除个别数值较高的属性对聚类结果的影响。


（4）数据归约


对海量数据进行复杂的数据分析和挖掘将需要很长时间，使得这种分析不具有可操作性。数据归约技术可以减小数据集容量，但仍接近保持原数据的完整性。这样，对归约后的数据集挖掘将更有效，并产生相同（或几乎相同）的分析结果。用于数据归约的计算时间不应当超过或“抵消”对归约数据挖掘节省的时间。

① 数据立方体存储多维聚集信息

每个单元存放一个聚集值，对应于多维空间的一个数据点，每个属性可能存在概念分层，允许在多个抽象层进行数据分析。数据立方体提供对预计算的汇总数据进行快速访问，因此，适合联机数据分析处理和数据挖掘。

在最低抽象层创建的立方体称为基本方体（base cuboid）。基本方体应当对应于感兴趣的个体实体。即最低层应当是对于分析可用的或有用的。最高层抽象的立方体称为顶点方体（apex cuboid）。对不同抽象层创建的数据立方体称为方体（cuboid），因此数据立方体可以看作方体的格（lattice of cuboids）。每个较高层抽象将进一步减少结果数据的规模。当回答数据挖掘查询时，应当使用与给定任务相关的最小可用方体。

② 属性子集选择

用于分析的数据集可能包含数以百计的属性，其中大部分属性与挖掘任务不相关或冗余。属性子集选择的基本方法包括以下几种：

A.逐步向前选择：该过程由空属性集作为归约集开始，确定原属性集中最好的属性，并将它添加到归约集中。在其后的每一次迭代步，将剩下的原属性集中最好的属性添加到该集合中。

B.逐步向后删除：该过程由整个属性集开始。在每一步，删除尚在属性集中最差的属性。

向前选择和向后删除的结合：可以将逐步向前选择和向后删除方法结合在一起，每一步选择一个最好的属性，并在剩余属性中删除一个最差的属性。

C.决策树归纳：决策树算法最初是用于分类的。决策树归纳构造一个类似于流程图的树状结构，其中每个内部（非树叶）节点表示一个属性的测试，每个分枝对应于测试的一个输出；每个外部（树叶）节点表示一个类预测。在每个节点，算法选择“最好”的属性，将数据划分成类。

③ 维度归约

使用编码机制减小数据集的规模，如：小波变换和主成分分析。

A.小波变换

离散小波变换是一种线性信号处理技术，当用于数据向量X时，将它变换成数值上不同的小波系数向量x'。两个向量具有相同的长度。当这种技术用于数据归约时，每个元组看作一个n维数据向量X=（xl，xZ，…，'），用来描述n个数据库属性在元组上的n个测量值。小波变换后的数据可以截短。仅存放一小部分最强的小波系数，就能保留近似的压缩数据。

B.主成分分析

搜索k个最能代表数据的n维正交向量，其中k<=n。这样，原来的数据投影到一个小得多的空间，导致维度归约。PCA通过创建一个替换的、更小的变量集“组合”属性的基本要素。原数据可以投影到该较小的集合中。PCA常常揭示先前未曾察觉的联系，并因此允许解释不寻常的结果。

④ 数值归约

用替代的、较小的数据表示替换或估计数据，如参数模型（只需要存放模型参数，不是实际数据）或非参数方法，如聚类、抽样和使用直方图。

⑤ 离散化和概念分层产生

属性的原始数据值用区间值或较高层的概念替换。数据离散化是一种数据归约形式，对于概念分层的自动产生是有用的。离散化和概念分层产生是数据挖掘强有力的工具，允许挖掘多个抽象层的数据。


（5）利用Python Pandas进行数据预处理


在此，我们将介绍Python中强大的Pandas库来对数据进行清洗。

Pandas是Python的一个数据分析包，最初由AQR Capital Management于2008年4月开发，并于2009年底开源出来，目前由专注于Python数据包开发的PyData开发team继续开发和维护，属于PyData项目的一部分。Pandas最初被作为金融数据分析工具而开发出来，因此，Pandas为时间序列分析提供了很好的支持。 Pandas的名称来自面板数据（panel data）和Python数据分析（data analysis）。Panel data是经济学中关于多维数据集的一个术语，在Pandas中也提供了Panel的数据类型。Pandas 是基于Numpy构建的含有更高级数据结构和工具的数据分析包。

① Pandas的引入

在Python中，我们习惯这样引入Pandas：
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② Pandas中的数据结构

在Pandas中有以下几种数据结构：

■ Series：一维数组，与Numpy中的一维Array类似。二者与Python基本的数据结构List也很相近，其区别是：List中的元素可以是不同的数据类型，而Array和Series中则只允许存储相同的数据类型，这样可以更有效地使用内存，提高运算效率。

■ Time-Series：以时间为索引的Series。

■ DataFrame：二维的表格型数据结构。可以将DataFrame理解为Series的容器。

■ Panel：三维的数组，可以理解为DataFrame的容器。Panel很少使用，然而是很重要的三维数据容器。Panel data源于经济学，也是pan（el）-da（ta）-s的来源。

■ Panel4D：Panel4D是像Panel一样的4维容器，作为N维容器的一个测试。

■ PanelND：PanelND是一个拥有factory集合，可以创建像Panel4D一样N维命名容器的模块。

因在实际使用中，Series与DataFrame最常见，因此在此介绍Series与DataFrame的相关知识。

A.Series
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Series是一个类似一维的数组对象，包含一个数组的数据（任何Numpy的数据类型）和一个与数组关联的数据标签，被叫做索引。最简单的Series是由一个数组的数据构成。

Series 对象包含两个主要的属性：index 和 values，分别为上例中左右两列。因为传给构造器的是一个列表，所以 index 的值是从 0 起递增的整数，如果传入的是一个类字典的键值对结构，就会生成 index-value 对应的 Series；或者在初始化的时候以关键字参数显式指定一个 index 对象：
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Series 对象的元素会严格依照给出的 index 构建，这意味着：如果 data 参数是有键值对的，那么只有 index 中含有的键会被使用；以及如果 data 中缺少相应的键，即使给出 NaN 值，这个键也会被添加。

另外，Series 对象和它的 index 都含有一个 name 属性：
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B.DataFrame

一个DataFrame表示一个表格，类似电子表格的数据结构，包含一个经过排序的列表集，它们每一个都可以有不同的类型值（数字、字符串、布尔等）。DataFrame有行和列的索引；它可以被看作是一个Series的字典（每个Series共享一个索引）。

有很多方法来构建一个DataFrame，但最常用的一个是用一个相等长度列表的字典或Numpy数组：
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由此产生的DataFrame和Series一样，它的索引会自动分配，并且对列进行了排序：
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如果你设定了一个列的顺序，DataFrame的列将会精确的按照你所传递的顺序排列：
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和Series一样，如果你传递了一个行，但不包括在 data 中，在结果中它会表示为NA值：
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和Series一样，在DataFrame中的一列可以通过字典记法或属性来检索：

[image: ]


行也可以使用一些方法通过位置或名字来检索，例如 ix 索引成员（field）。
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列可以通过赋值来修改。例如，空的 ‘debt’ 列可以通过一个纯量或一个数组来赋值：
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③ 数据清洗

A.处理缺失数据

缺失数据（missing data）在大部分数据分析应用中都很常见。Pandas的设计目标之一就是让缺失数据的处理任务尽量轻松。

Pandas使用浮点值NaN （not a number）表示浮点和非浮点数组中的缺失数据。它只是一 个便于被检测出来的标记而已：
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Python内置的None值也会被当作NA处理：
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Pandas中NA的主要表现为 np.nan，另外Python内建的None也会被当作NA处理。处理NA的方法有四种：dropna，fillna，isnull，notnull。

is（not）null，这一对方法对对象做元素级应用，然后返回一个布尔型数组，一般可用于布尔型索引。

dropna，对于一个 Series，dropna 返回一个仅含非空数据和索引值的 Series。

问题在于对 DataFrame 的处理方式，因为一旦 drop 的话，至少要丢掉一行（列）。这里的解决方式与前面类似，还是通过一个额外的参数：dropna（axis=0,how='any',thresh=None），how参数可选的值为any或者all。all仅在切片元素全为NA时才抛弃该行（列）。另外一个有趣的参数是thresh，该参数的类型为整数，它的作用是，比如thresh=3，会在一行中至少有3个非NA值时将其保留。

fillna，fillna（value=None,method=None,axis=0）中的value参数除了基本类型外，还可以使用字典，这样可以实现对不同的列填充不同的值。

过滤掉缺失数据的办法有很多种。纯手工操作永远都是一个办法，但dropna可能会更实用一些。对于一个Series,dropna返回一个仅含非空数据和索引值的Series：
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而对于DataFrame对象，事情就有点复杂了。你可能希望丢弃全为NA或含有NA的行或列。dropna默认丢弃任何含有缺失值的行：
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传入however将只丢弃全为NA的那些行：
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要用这种方式丢弃列，只需传入axis=l即可：
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另一个滤除DataFrame行的问题涉及时间序列数据。假设你只想留下一部分观测数据，可以用thresh参数实现此目的：
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不想滤除缺失数据（有可能会丢弃跟它有关的其他数据），而是希望通过其他方式填补那些“空洞”。对于大多数情况而言，fillna方法是最主要的函数。通过一个常数调用fillna就会将缺失值替换为那个常数值：
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若是通过一个字典调用fillna，就可以实现对不同的列填充不同的值：
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可以利用fillna实现许多别的功能。比如说，你可以传入Series 的平均值或中位数：
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B.检测和过滤异常值

异常值（outlier）的过滤或变换运算在很大程度上就是数组运算。如下一个（1000,4）的标准正态分布数组：
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假设要找出某一列中绝对值大小超过 3 的项：
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要选出全部含有 “绝对值超过 3 的值” 的行，可以利用布尔型索引和 any 方法：
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C.移除重复数据

DataFrame中常常会出现重复行。下面就是一个例子：
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DataFrame的duplicated方法返回一个布尔型Series，表示各行是否是重复行：

[image: ]


还有一个与此相关的drop_duplicates方法，它用于返回一个移除了重复行的DataFrame：
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这两个方法默认会判断全部列，你也可以指定部分列进行重复项判断。假设你还有一列值，且只希望根据k1列过滤重复项：
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duplicated和drop_duplicates默认保留的是第一个出现的值组合。传入take_last=True则保留最后一个：
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④ 数据集成

在Python中，pandas.merge可根据一个或多个键将不同DataFrame中的行连接起来；pandas.concat可以沿着一条轴将多个对象堆叠到一起；实例方法combine_first可以用一个对象中的值填充另一个对象中对应位置的缺失值。

A.使用键参数的 DataFrame合并
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其中，on=None用于显示指定列名（键名），如果该列在两个对象上的列名不同，则可以通过 left_on=None,right_on=None来分别指定。或者想直接使用行索引作为连接键的话，就将 left_index=False,right_index=False设为True。

how='inner' 参数指的是当左右两个对象中存在不重合的键时，取结果的方式：inner代表交集；outer代表并集；left和right分别为取一边。

suffixes=（'_x','_y'）指的是当左右对象中存在除连接键外的同名列时，结果集中的区分方式，可以各加一个小尾巴。
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B.轴向连接

merge 算是一种整合的话，轴向连接 pd.concat（）就是单纯地把两个表拼在一起，这个过程也被称作连接（concatenation）、绑定（binding）或堆叠（stacking）。

参数axis，用于指定连接的轴向。

本函数的全部参数为：pd.concat（objs,axis=0,join='outer',join_axes=None,ignore_index=False,keys=None,levels=None,names=None,verify_integrity=False）。

其中，objs 就是需要连接的对象集合，一般是列表或字典；axis=0 是连接轴向；

join='outer' 参数作用于当另一条轴的 index 不重叠的时候，只有 'inner' 和 'outer' 可选。
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⑤ 数据变换

A.利用函数或映射进行数据转换

Series或DataFrame的列都可以调用一个.map（）方法。该方法接受一个函数或字典作为参数，并将之应用于对象的每一个元素，最后返回一个包含所有结果的Series。
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B.替换值

fillna方法填充缺失值可以看作值替换的一种特殊情况，map也可以用来修改对象的数据子集，而.replace（to_replace=None,value=None,inplace=False,limit=None,regex=False,method='pad',axis=None）方法则提供了实现该功能的一种更简单、更灵活的方式。
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C.重命名轴索引

Pandas对象的index参数是不可变（immutable）的，即不可以直接对其元素进行赋值操作。但你却可以对其使用obj.index.map（）方法。

也可以直接对数组对象调用obj.rename（index=None,columns=None）方法。
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跟Series一样，轴标签也有一个map方法：
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可以将其赋值给index，这样就可以对DataFrame进行就地修改了：
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如果想要创建数据集的转换版（而不是修改原始数据），比较多使用的方式是rename：
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D.离散化和面元划分

为了便于分析，连续数据常常被离散化或拆分为“面元”（bin）。假设有一组人员数据，而你希望将它们划分为不同的年龄组：
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接下来将这些数据划分为“18到25”、“26到35”、“35到60”以及“60以上”几个面元。要实现该功能，你需要使用Pandas的cut函数：
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Pandas返回的是一个特殊的Categorical对象。你可以将其看作一组表示面元名称的字符串。实际上，它含有一个表示不同分类名称的levels数组以及一个为年龄数据进行标号的labels属性：
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跟“区间”的数学符号一样，圆括号表示开端，而方括号则表示闭端（包括）。哪边是闭端可以通过right=False进行修改：
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（6）案例


① 载入数据
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这是一个足球运动员的数据，其中：

表3-2
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② 列的重命名

A.列名称的小写化
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可以看到，所有的列名称中的字母全部变成了小写字母。

B.特定列名称的重新命名
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可以看到，列名被重置。

③ 运用函数处理数据

A.改变列中的值
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可以看到，球员薪水一列中的单位“m”被去除。

B.增加新列
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可以看到，新增了“position”与“team”这两列，且其值为空。

C.处理球员列
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从上可以看出，原来球员一列中的项被分为了三项，分别存放到了player、position、team列中。

D.处理项中的大写字母
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可以看到，上述三列中的元素中的大写字母全部被小写化。

④ 处理NaN值

A.计算存在NaN的列数
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可以看到，一共有三列的数据中存在着NaN。

B.选择存在NaN的列
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C.选择没有NaN的列

[image: ]


[image: ]


D.对NaN进行填充
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可以看到，原来的NaN已经被0填充。

⑤ 行的处理

A.增加新行
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可以看到，在原数据的基础上增加了新的一行。

B.对新行进行赋值
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⑥ 排序以及重新索引
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A.在排序后，重塑索引
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B.更新列
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C.使用球员列作索引
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D.更新薪水列的值
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E.重新设置索引
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⑦ 数据库式检索

A.选择在Arsenal 或 Chelsea效力的球员
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B.选择Arsenal队中的前锋
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本章小结

在数据获取方面首先介绍从文本文件如txt，word，excel等的文件中将数据读取出来；接着介绍Python如何操作一些数据库如sqlserver,mysql,mongodb等，最后介绍了网络爬虫的概念，利用Python的requests、lxml、Selenium包对静态网页与动态网页的爬取分别进行了探讨。

数据预处理（data preprocessing）是指在对数据进行数据挖掘以前，先对原始数据进行必要的清洗、集成、转换、离散和归约等一系列的处理工作，以达到挖掘算法进行知识获取研究所要求的最低规范和标准。通常数据预处理包含四个部分：数据清洗、数据集成、数据变换和数据规约。

Pandas包提供了快速便捷地处理结构化数据的大量数据结构和函数，它依赖于Numpy包。它是使Python成为强大而高效的数据分析环境的重要因素之一。用得最多的Pandas对象是DataFrame，它是一个面向列（column-oriented）的二维表结构。本章通过实例给出了Pandas在数据预处理方面的应用。


习题

1.尝试从一个记事本文件中获取全部内容的数据。

2.尝试从一个Excel文件中获取第一张表第三行、第二列的数据。

3.尝试从一个SQL Server数据库中获取第一个数据库第一列的全部数据。

4.尝试为酷派显示器公司在中国村的论坛上爬用户评论取数据。（供学有余力的同学练习）

5.使用Pandas来执行一些常见的Excel任务。

（1）导入名为excel-comp-data.xlsx的excel文件；

（2）计算excel文件的行数与列数；

（3）查看表格部分数据；

（4）查看数据的统计特征；

（5）添加一个总和栏total_all来显示Jan+Feb+Mar三个月的销售总额；

（6）添加一个新行来显示Jan+Feb+Mar三个月的销售总额，没有的以NAN显示（需对数据进行变换）；

（7）将所有列的名字大写化；

（8）找出所有Jan中数据大于100000的项。
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4 利用Python进行数据分析

数据分析的数学基础在20世纪早期就已确立，但直到计算机的出现才使得实际操作成为可能，并使得数据分析得以推广。数据分析是数学与计算机科学相结合的产物，它是指用适当的统计分析方法对收集来的大量数据进行分析，以求最大化地开发数据资料的功能，发挥数据的作用。它是为了提取有用信息和形成结论而对数据加以详细研究和概括总结的过程。在实际运用中，数据分析可帮助人们做出判断，以便采取适当决策。随着人们对数据分析价值的认识不断提高以及各种新技术的不断出现，数据分析将逐步在企业或政府单位、医疗保健领域、智慧城市领域和社会管理等领域内发挥自己的积极作用。目前可用于数据分析的软件与编程语言有很多，比如R语言、SAS、Matlab等，而Python因其自身特有的优势，使其成为数据分析处理的可能。本章我们将详细介绍如何利用Python的Numpy与Scipy这两个工具包来进行数据分析。


4.1 数据分析与Python


（1）数据分析简介


数据分析是一类统计方法，其主要特点是多维性和描述性。有些几何方法有助于揭示不同的数据之间存在的关系，并绘制出统计信息图，以便于更简洁地解释这些数据中包含的主要信息。而其他一些几何方法则用于收集数据，以便弄清哪些是同质的，从而更好地了解数据。

数据分析可以处理大量数据，并确定哪些数据是其中最有用的部分。数据分析是数学与计算机科学相结合的产物。数据分析的数学基础在20世纪早期就已确立，但直到计算机的出现才使得实际操作成为可能，并使得数据分析得以推广。而Python是一款开源的软件，里面包含了多个数据分析常用的库，这些库的功能非常强大，能够满足用户所需的多数数据分析要求，并且能够达到用户数据分析预想的效果。


（2）Python语言在数据分析上的特点


Python语言除了语法清晰、易于操作、有大量的开发文档之外，在数据分析方面还有以下特点。

① 较强的数据处理能力

默认安装的Python开发环境已经附带了很多高级数据类型，如列表、元组、字典、集合等，无须进一步编程就可以使用这些数据类型的操作。这些数据类型的使用让抽象的数学概念变得非常简单。Python语言提供了丰富的正则表达式函数以及很多访问Web页面的函数库，使得从HTML中提取数据变得非常简单直观。

② 大量方便实用的数据分析包

在科学和金融领域，Python语言得到了广泛应用。Scipy和Numpy等许多科学计算包实现了向量和矩阵操作，这些函数库强化了代码的可读性，学过线性代数的人都可以看懂代码的实际功能。另外，科学计算包Scipy和Numpy使用底层语言（C和Fortran）编写，提高了相关程序的计算性能。

③ 开源且具有较强的编程能力

诸如Matlab和Mathematica等高级程序语言也允许用户进行矩阵操作，Matlab甚至还有许多内嵌的特征可以轻松地构造机器学习应用，而且Matlab的运算速度也很快。然而Matlab的不足之处是软件的费用太高了，单个软件授权就要花费数千美元。虽然也有适合Matlab的第三方插件，但是没有一个有影响力的大型开源项目。

Java和C等强类型程序语言也有矩阵数据库，然而对于这些程序设计语言来说，最大的问题是即使完成简单的操作也要编写大量的代码。程序员首先需要定义变量的类型，对于Java来说，每次封装属性时还需要实现getter和setter方法。另外还要记着实现子类，即使并不想使用子类，也必须实现子类方法。为了完成一个简单的工作，我们必须花费大量的时间编写很多无用冗长的代码。Python语言则与Java和C完全不同，它清晰简练，而且易于理解，即使不是编程人员也能够理解程序的含义，而Java和C对于非编程的人员来说像天书一样难于理解。Python语言是高级的编程语言，我们可以花费更多的时间来处理数据的内在含义，而无须花费太多的精力解决计算机如何得到数据结果。Python语言使得我们很容易表达自己的目的。

④ Python语言的缺点

Python语言唯一的缺点就是性能问题。Python程序运行的效率不如Java或者C代码高，但是我们可以使用Python调用C编译的代码。这样，我们就可以利用C和Python的优点，逐步地开发我们想要的程序。


（3）常用的Python数据分析包


Python在数据分析上的优势有很多，下面就介绍一下它在数据分析方面常用到的第三方模块Numpy和Scipy。Numpy为Python带来了真正的多维数组功能，并且提供了丰富的函数库处理这些数组。它将常用的数学函数都进行数组化，使得这些数学函数能够直接对数组进行操作，将本来需要在Python级别进行的循环，放到C语言的运算中，明显地提高了程序的运算速度。而Scipy则在Numpy基础上添加了众多的科学计算所需的各种工具包，有了这两个库，Python就有几乎和Matlab一样的处理数据和计算的能力了。

① Numpy——快速处理数据

在用Python进行机器学习算法学习研究的时候会涉及很多线性代数的知识，因此会经常用到Numpy函数库。如果不熟悉线性代数的同学也不用着急，这里用到的线性代数只是为了简化不同的数据点上执行的相同的数学运算。将数据表示为矩阵形式，只需要执行简单的矩阵而不需要复杂的循环操作。在你编写你需要的程序之前，你必须确保可以正确运行Python开发环境，同时正确安装了Numpy。Numpy函数库是Python开发环境的一个独立模块，而且大多数Python发行版没有默认安装Numpy函数库，因此在安装Python之后必须单独安装Numpy函数库。在Python shell开发环境中输入以下命令：
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上述的命令将Numpy函数库中的所有模块引入当前的命名空间。

标准安装的Python中用列表（list）保存一组值，可以用来当作数组使用，不过由于列表的元素可以是任何对象，因此列表中所保存的是对象的指针。这样为了保存一个简单的[1,2,3]，需要有3个指针和三个整数对象。对于数值运算来说这种结构显然比较浪费内存和CPU计算时间。

此外Python还提供了一个array模块，array对象和列表不同，它直接保存数值，和C语言的一维数组比较类似。但是由于它不支持多维，也没有各种运算函数，因此也不适合做数值运算。

Numpy的诞生弥补了这些不足，Numpy提供了两种基本的对象：ndarray（N-dimensional array object）和 ufunc（universal function object）。ndarray（下文统一称之为数组）是存储单一数据类型的多维数组，而ufunc则是能够对数组进行处理的函数。

A.ndarray对象

函数库的导入,本书中将以下述方式导入Numpy函数库：

[image: ]


首先我们需要创建数组才能对其进行其他操作。我们可以通过给array函数传递Python的序列对象创建数组，如果传递的是多层嵌套的序列，将创建多维数组（如下例中的变量c）：
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数组的大小可以通过其shape属性获得：
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数组a的shape只有一个元素，因此它是一维数组。而数组c的shape有两个元素，因此它是二维数组，其中第0轴的长度为3，第1轴的长度为4。还可以通过修改数组的shape属性，在保持数组元素个数不变的情况下，改变数组每个轴的长度。下面的例子将数组c的shape改为（4,3），注意从（3,4）改为（4,3）并不是对数组进行转置，而只是改变每个轴的大小，数组元素在内存中的位置并没有改变：
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当某个轴的元素为-1时，将根据数组元素的个数自动计算此轴的长度，因此下面的程序将数组c的shape改为了（2,6）：
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使用数组的reshape方法，可以创建一个改变了尺寸的新数组，原数组的shape保持不变：
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数组a和d其实共享数据存储内存区域，因此修改其中任意一个数组的元素都会同时修改另外一个数组的内容：
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数组的元素类型可以通过dtype属性获得。上面例子中的参数序列的元素都是整数，因此所创建的数组的元素类型也是整数，并且是32bit的长整型。我们还可以通过dtype参数在创建时指定元素类型：
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上面的例子都是先创建一个Python序列，然后通过array函数将其转换为数组，这样做显然效率不高。因此Numpy提供了很多专门用来创建数组的函数。如arange、linspace、logspace、frombuffer、fromstring、fromfile等函数，感兴趣的同学可自己查阅函数用法，此章节中就不再逐一叙述了。

B.ufunc运算

ufunc是universal function的缩写，它是一种能对数组的每个元素进行操作的函数。Numpy内置的许多ufunc函数都是在C语言级别实现的，因此它们的计算速度非常快。让我们来看一个例子：
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先用linspace产生一个从0到2*PI的等距离的10个数，然后将其传递给sin函数，由于np.sin是一个ufunc函数，因此它对x中的每个元素求正弦值，然后将结果返回，并且赋值给y。计算之后x中的值并没有改变，而是新创建了一个数组保存结果。如果我们希望将sin函数所计算的结果直接覆盖到数组x上去的话，可以将要被覆盖的数组作为第二个参数传递给ufunc函数。例如：
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sin函数的第二个参数也是x，那么它所做的事情就是对x中的每个值求正弦值，并且把结果保存到x中的对应的位置中。此时函数的返回值仍然是整个计算的结果，只不过它就是x，因此两个变量的id是相同的（变量t和变量x指向同一块内存区域）。我用下面这个小程序，比较了一下numpy.math和Python标准库的math.sin的计算速度：
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在我的电脑上计算100万次正弦值，numpy.sin比math.sin快将近20倍。这得益于numpy.sin在C语言级别的循环计算。numpy.sin同样也支持对单个数值求正弦，例如：numpy.sin（0.5）。通过上面的例子我们了解了如何最有效率地使用Math库和Numpy库中的数学函数。因为它们各有长短，因此在导入时不建议使用*号全部载入，而是应该使用import numpy as np的方式载入，这样我们可以根据需要选择合适的函数调用。Numpy中有众多的ufunc函数为我们提供各式各样的计算。除sin这种单输入函数之外，还有许多个输入的函数，add函数就是一个最常用的例子。先来看一个例子：
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add函数返回一个新的数组，此数组的每个元素都为两个参数数组的对应元素之指定计算结果所要写入的数组，如果指定的话，add函数就不再产生新的数组。由于Python的操作符重载功能，计算两个数组相加可以简单地写为a+b，而np.add（a,b,a）则可以用a+=b来表示。下面是数组的运算符和其对应的ufunc函数的一个列表，注意除号''/''的意义根据是否激活__future__.division有所不同。
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数组对象支持这些操作符，极大地简化了算式的编写，不过要注意如果你的算式很复杂，并且要运算的数组很大的话，会因为产生大量的中间结果而降低程序的运算效率。

通过组合标准的ufunc函数的调用，可以实现各种算式的数组计算。不过有些时候这种算式不易编写，而针对每个元素的计算函数却很容易用Python实现，这时可以用frompyfunc函数将一个计算单个元素的函数转换成ufunc函数。这样就可以方便地用所产生的ufunc函数对数组进行计算了。

当使用ufunc 函数对两个数组进行计算时，ufunc函数会对这两个数组的对应元素进行计算，因此要求这两个数组的形状相同。如果形状不同，会进行如下的广播（broadcasting）处理：

■ 让所有输入数组都向其中维数最多的数组看齐，shape属性中不足的部分都通过在前面加1补齐。

■ 输出数组的shape属性是输入数组的shape属性在各个轴上的最大值。

■ 如果输入数组的某个轴长度为1或与输出数组对应轴的长度相同，这个数组就能够用来计算，否则出错。

■ 当输入数组的某个轴长度为1时，沿着这条轴运算时都用此轴上的第一组值。上述4条规则理解起来可能比较费劲，下面让我们看一个实际的例子。

先创建一个二维数组 a，其形状为（6,1）：
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再创建一维数组 b，其形状为（5,）：
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计算数组 a 和 b 的和，得到一个加法表，它相当于计算两个数组中所有元素组的和，得到一个形状为（6,5）的数组：
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由于数组a和b的维数不同，根据规则①，需要让数组b的shape属性向数组a对齐，于是将数组b的shape属性前面加1，补齐为（1,5）。相当于做了如下计算：
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这样一来，做加法运算的两个输入数组的shape属性分别为（6,1）和（1,5），根据规则②，输出数组各个轴的长度为输入数组各个轴长度的最大值，可知输出数组的shape属性为（6,5）。由于数组b第0轴的长度为1，而数组a第0轴的长度为6，因此为了让它们在第0轴上能够相加，需要将数组b第0轴的长度扩展为6，这相当于：
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经过上述处理之后，数组a和b就可以按对应元素进行相加运算了。当然，在执行“a+b”运算时，Numpy内部并不会真正将长度为1的轴用repeat（）进行扩展，这样太浪费空间了。由于这种广播计算很常用，因此Numpy提供了快速产生能进行广播运算的数组的ogrid对象。
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ogrid 是一个很有趣的对象，它和多维数组一样，用切片元组作为下标，返回的是一组可以用来广播计算的数组。其切片下标有两种形式：

■ 开始值、结束值、步长和“np.arange（开始值,结束值,步长）”类似。

■ 开始值、结束值、长度 j，当第三个参数为虚数时，它表示所返回数组的长度，其和“np.linspace（开始值，结束值，长度）”类似。
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利用 ogrid 的返回值，可以很容易计算出二元函数在等间距网格上的值。下面是绘制三维曲面 f（x,y）=xex2
 -y2

 的程序：
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图4-1 mlab库快速绘制3D曲面图

此程序使用Mayavi的Mlab库快速绘制3D曲面：

ufunc的方法还有很多，在这里就不加以赘述了，可以自己去加深了解。

② Scipy——数值计算库

Scipy函数库在Numpy库的基础上增加了众多的数学、科学以及工程计算中常用的库函数。例如线性代数、常微分方程数值求解、信号处理、图像处理、稀疏矩阵等等。由于其涉及的领域众多，本书没有能力对其逐一的进行介绍。作为入门介绍，让我们简单用两个例子来了解一下Scipy，看看如何用Scipy进行最小二乘拟合的运算以及如何求函数最小值。

A.最小二乘拟合

假设有一组实验数据（x[i],y[i]），我们知道它们之间的函数关系：y=f（x），通过这些已知信息，需要确定函数中的一些参数项。例如，如果f是一个线型函数f（x）=k×x+b，那么参数k和b就是我们需要确定的值。如果将这些参数用 p 表示的话，那么我们就是要找到一组 p 值使得如下公式中的S函数最小：
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这种算法被称之为最小二乘拟合（Least-Square fitting）。Scipy中的子函数optimize已经提供了实现最小二乘拟合算法的函数leastsq。下面是用leastsq进行数据拟合的一个例子：
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这个例子中我们要拟合的函数是一个正弦波函数，它有三个参数 A,k,theta，分别对应振幅、频率、相角。假设我们的实验数据是一组包含噪声的数据 x,y1
 ，其中y1
 是在真实数据y0的基础上加入噪声的。通过leastsq函数对带噪声的实验数据x,y1
 进行数据拟合，可以找到x和真实数据y0之间的正弦关系的三个参数：A,k,theta。下面是程序的输出：
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图4-2 调用leastsq函数对噪声正弦波数据进行曲线拟合

}tc}（注释：图中真实数据与拟合数据曲线几乎重叠在一起）

我们看到拟合参数虽然和真实参数完全不同，但是由于正弦函数具有周期性，实际上拟合参数得到的函数和真实参数对应的函数是一致的。

B.函数最小值

optimize库提供了几个求函数最小值的算法：fmin，min_powell，fmin_cg,fmin_bfgs。下面的程序通过求解卷积的逆运算演示fmin的功能。对于一个离散的线性时不变系统h，如果它的输入是x，那么其输出y可以用x和h的卷积表示：y=x×h

现在的问题是如果已知系统的输入x和输出y，如何计算系统的传递函数h；或者如果已知系统的传递函数h和系统的输出y，如何计算系统的输入x。这种运算被称为反卷积运算，是十分困难的，特别是在实际的运用中，测量系统的输出总是存在误差的。下面用fmin计算反卷积，这种方法只能用在很小规模的数列之上，因此没有很大的实用价值，不过用来评价fmin函数的性能还是不错的。
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下面是输出的程序：
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Scipy还可以进行很多的运算，如对非线性方程的求解，BSpline样条曲线，对定积分的数值求解，解常微分方程组等，大家可以自己进一步地探讨Scipy的强大功能。


4.2 基本统计分析

统计分析是指运用统计方法及与分析对象有关的知识，从定量与定性的结合上进行的研究活动。它是继统计设计、统计调查、统计整理之后的一项十分重要的工作，是在前几个阶段工作的基础上通过分析从而达到对研究对象更为深刻的认识。它又是在一定的选题下，集分析方案的设计、资料的搜集和整理而展开的研究活动。系统、完善的资料是统计分析的必要条件。这一节将讲述Python对于基本统计分析的应用，将从t检验、卡方检验、方差分析这三个方面来体现Python在统计分析方面的功能。并一一用Python代码实现。


（1）t检验


① t检验由来

学生t检验是威廉·戈斯特为了观测酿酒品质于1908年所提出的,“学生”则是他的笔名。基于克劳德·健力士（Claude Guinness）聘用从牛津大学和剑桥大学出来的最好的毕业生，以将生物化学及统计学应用到健力士工业流程的创新政策，戈斯特受雇于都柏林的健力士酿酒厂担任统计学家。戈斯特提出了t检验以降低啤酒质量监控的成本。戈斯特于1908年在《Biometrika》期刊上公布t检验，但因其老板认为其为商业机密而被迫使用笔名。实际上，其他统计学家是知道戈斯特真实身份的。

② t检验含义

学生t检验（英语：Student's t-test）是指零假设成立时的任一检定统计有学生t分布的统计假说检定，属于母数统计。学生t检验常作为检验一群来自常态分配母体的独立样本之期望值是否为某一实数，或是二群来自常态分配母体的独立样本之期望值的差是否为某一实数。今日，它更常被应用于小样本判断的置信度。t检验（t-test）是以t分布为理论基础，对一个或两个样本的数值变量资料进行假设检验常用的方法，属于参数检验。

③ 何为参数检验

参数检验（param
 etric test）是依赖总体分布的具体形式的统计方法，简称参数法。常用的参数法有χ2
 检验、t检验、F检验等。使用条件是抽样总体的分布已知。它的优点是能充分利用样本信息、检验效率较高。缺点则是应用条件限制较多、手工计算较烦琐。

④ t检验前提假设

大多数的t检验的统计量具有t=Z/k的形式，其中Z与k是已知资料的函数。Z通常被设计成对于对立假说有关的形式，而k是一个尺度参数，使t服从于t分布。以单样本t检验为例，[image: ]
 ，其中[image: ]
 为样本平均数，n为样本数，σ为资料母体之标准偏差。至于k在单样本t检验中为[image: ]
 /σ，其中[image: ]
 为样本的标准偏差。在符合零假说的条件下，t检验有以下前提：

a.Z服从标准正态分布；

b.（n-1）k2服从自由度（n-1）的卡方分布；

c.Z与k互相独立。

⑤ t检验应用

最常用t检验的情况有以下几种：

A.单样本检验：单样本t检验（one sample t test）亦称样本均数与总体均数的比较的t检验。用于从正态分布的总体中获得含量为n的样本，算得均数和标准差，判断其总体均数μ是否与某个已知总体均数μ0相同。已知总体均数一般为标准值、理论值或经大量观察得到的较稳定的指标值。即检验一个正态分布的总体的均值是否在满足零假设的值之内，例如检验一群人的身高的平均是否符合170厘米。

B.样本检验：其零假设为两个正态分布的总体的均值之差为某实数，例如检验两群人的身高之平均是否相等。这一检验通常被称为t检验。但更为严格地说，只有两个总体的方差是相等的情况下，才称为t检验；否则，有时被称为Welch检验。以上谈到的检验一般被称作“未配对”或独立样本t检验，我们一般是在两个被检验的样本没有重叠部分时用到这种检验方式。

C.对t检验又称成对t检验（paired t-test）。是将对子差数d 看作变量，先假设两种处理的效应相同，μ1-μ2=0，即对子差值的总体均数μd=0，再检验样本差数的均数d与0之间差别有无显著性，推断两种处理因素的效果有无差别或某些处理因素有无作用。

D.独立样本t 检验（independent sample t-test）亦称两样本t 检验或成组t 检验。适用于完全随机化设计两个独立样本的比较，目的是推断两个独立样本均数所代表的未知总体均数μ1与μ2是否有差别。

E.“配对”或者“重复测量”t检验：检验同一统计量的两次测量值之间的差异是否为零。举例来说，我们测量一位病人接受治疗前和治疗后的肿瘤尺寸大小。如果治疗是有效的，我们可以推定多数病人接受治疗后，肿瘤尺寸变小了。

F.检验一条回归线的斜率是否显著不为零。

⑥ 独立样本t检验Python代码示例
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（2）卡方检验


卡方检验是一种用途很广的计数资料的假设检验方法。它属于非参数检验的范畴，主要是比较两个及两个以上样本率（构成比）以及两个分类变量的关联性分析。其根本思想就是在于比较理论频数和实际频数的吻合程度或拟合优度问题。它在分类资料统计推断中的应用，包括两个率或两个构成比比较的卡方检验；多个率或多个构成比比较的卡方检验以及分类资料的相关分析等。

① 卡方检验的基本思想

卡方检验是以χ2
 分布为基础的一种常用假设检验方法，它的无效假设H0是观察频数与期望频数没有差别。该检验的基本思想首先是先假设H0成立，基于此前提计算出χ2
 值，它表示观察值与理论值之间的偏离程度。根据χ2
 分布及自由度可以确定在H0假设成立的情况下获得当前统计量及更极端情况的概率P。如果P值很小，说明观察值与理论值偏离程度太大，应当拒绝无效假设，表示比较资料之间有显著差异；否则就不能拒绝无效假设，尚不能认为样本所代表的实际情况和理论假设有差别。

② 卡方值的计算与意义

χ2
 值表示观察值与理论值之间的偏离程度。计算这种偏离程度的基本思路如下：

A.设A代表某个类别的观察频数，E代表基于H0计算出的期望频数，A与E的差称之为残差。

B.显然，残差可以表示某一个类别观察值和理论值的偏离程度，但如果将残差简单相加以表示各类别观察频数与期望频数的差别，则有一定的不足之处。因为残差有正有负，相加后会彼此抵消，总和仍然为0，为此可以将残差求平方之后再求和。

C.另一方面，残差大小是一个相对的概念，相对于期望频数为10时，期望频数为20的残差非常大，但相对于期望频数为1000时20的残差就很小了。考虑到这一点，人们又将残差平方除以期望频数然后再求和，来估计观察频数与期望频数的差别。

进行上述操作之后，就得到了常用的χ2
 统计量，由于它最初是由英国统计学家Karl Pearson在1900年首次提出的，因此也称之为Pearson χ2
 ，其计算公式为：
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其中，Ai为i水平的观察频数，Ei为i水平的期望频数，n为总频数，pi为i水平的期望频率。i水平的期望频数Ti等于总频数n×i水平的期望概率pi，k为单元格数。当n比较大时，χ2
 统计量近似服从k-1（计算Ei时用到的参数个数）个自由度的卡方分布。

由卡方的计算公式可知，当观察频数与期望频数完全一致时，χ2
 值为0；观察频数与期望频数越接近，两者之间的差异越小，χ2
 值越小；反之，观察频数与期望频数差别越大，两者之间的差异越大，χ2
 值越大。换言之，大的χ2
 值表明观察频数远离期望频数，即表明远离假设。小的χ2
 值表明观察频数接近期望频数，接近假设。因此，χ2
 是观察频数与期望频数之间距离的一种度量指标，也是假设成立与否的度量指标。如果χ2
 值“小”，研究者就倾向于不拒绝H0；如果χ2
 值“大”，就倾向于拒绝H0。至于χ2
 在每个具体研究中究竟要大到什么程度才能拒绝H0，则要借助于卡方分布求出所对应的P值来确定。

③ 卡方检验的样本量要求

卡方分布本身是连续型分布，但是在分类资料的统计分析中，显然频数只能以整数形式出现，因此计算出的统计量是非连续的。只有当样本量比较充足时，才可以忽略两者间的差异，否则将可能导致较大的偏差，具体而言，一般认为对于卡方检验中的每一个单元格，要求其最小期望频数都大于1，且至少有4/5的单元格期望频数大于5，此时使用卡方分布计算出的概率值才是准确的。如果数据不符合要求，可以采用确切概率法进行概率的计算。

④ 卡方检验的用途

卡方检验最常见的用途就是考察某无序分类变量各水平在两组或多组间的分布是否一致。实际上，除了这个用途之外，卡方检验还有更广泛的应用。具体而言，其用途主要包括以下几个方面：

A.检验某个连续变量的分布是否与某种理论分布相一致。如是否符合正态分布、是否服从均匀分布、是否服从Poisson分布等。

B.检验某个分类变量各类的出现概率是否等于指定概率。如在36选7的彩票抽奖中，每个数字出现的概率是否各为1/36；掷硬币时，正反两面出现的概率是否均为0.5。

C.检验某两个分类变量是否相互独立。如吸烟（二分类变量：是、否）；是否与呼吸道疾病（二分类变量：是、否）有关；产品原料种类（多分类变量）是否与产品合格（二分类变量）有关。

D.检验控制某种或某几种分类因素的作用以后，另两个分类变量是否相互独立。如在上例中，控制性别、年龄因素影响以后，吸烟是否和呼吸道疾病有关；控制产品加工工艺的影响后，产品原料类别是否与产品合格有关。

E.检验两种方法的结果是否一致。如采用两种诊断方法对同一批人进行诊断，其诊断结果是否一致；采用两种方法对客户进行价值类别预测，预测结果是否一致。

⑤ 卡方检验Python代码示例
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（3）方差分析


方差分析（analysis of variance，简称ANOVA）是一种特殊形式的统计假设测试，广泛应用于实验数据的分析中。统计假设测试是一种根据数据进行决策的方法。测试结果（通过原假设进行计算）如果不仅仅是因为运气，则在统计学上称为显著。统计显著的结果（当可能性的p值小于临界的“显著值”）则可以推翻原假设。在方差分析的经典应用中，原假设是假设所有数据组都是整体测试对象的完全随机抽样。这说明所有方法都有相同效果（或无效果）。推翻原假设说明不同的方法，会得到不同的效果。在操作中，假设测试限定I类型错误（假阳性导致的假科学论断）达到某一具体的值。实验者也希望II型错误（假阴性导致的缺乏科学发现）有限。II型错误受到多重因素作用，例如取样范围（很可能与试验成本有关），相关度（当实验标准高的时候，忽视发现的可能性也大）和效果范围（当对一般观察者来说效果明显，II型错误发生率就低）。

方差分析（ANOVA）为资料分析中常见的统计模型，主要为探讨连续型（continuous）资料型态之因变量（dependent variable）与类别型资料型态之自变量（independent variable）的关系，当自变项的因子中包含等于或超过三个类别情况下，检定其各类别间平均数是否相等的统计模式，广义上可将t检定中变异数相等（equality of variance）的合并t检定（pooled t-test）视为是方差分析的一种，基于t检定为分析两组平均数是否相等，并且采用相同的计算概念，而实际上当方差分析套用在合并t检定的分析上时，产生的F值则会等于t检定的平方项。

方差分析依靠F分布为概率分布的依据，利用平方和（sum of square）与自由度（degree of freedom）所计算的组间与组内均方（mean of square）估计出F值，若有显著差异则考虑进行事后比较或称多重比较（multiple comparison），较常见的为Scheffé's method、Tukey-Kramer method与Bonferroni correction，用于探讨其各组之间的差异为何。

在方差分析的基本运算概念下，依照所感兴趣的因子数量而可分为单因子方差分析、双因子方差分析、多因子方差分析三大类，依照因子的特性不同而有三种型态，固定效应方差分析（Fixed-effect analysis of variance）、随机效应方差分析（Random-effect analysis of variance）与混合效应方差分析（Mixed-effect analysis of variance），然而第三种型态在后期发展上被认为是Mixed model的分支，关于更进一步的探讨可参考Mixed model的部分。

方差分析优于两组比较的t检定之处，在于后者会导致多重比较（multiple comparisons）的问题而致使第一型错误（type one error）的机会增高。因此比较多组平均数是否有差异则是方差分析的主要命题。

在统计学中，方差分析（ANOVA）是一系列统计模型及其相关的过程总称，其中某一变量的方差可以分解为归属于不同变量来源的部分。其中最简单的方式中，方差分析的统计测试能够说明几组数据的平均值是否相等，因此得到两组的t测试。在做多组双变量t测试的时候，错误的概率会越来越大，特别是I型错误。因此，方差分析只在二到四组平均值的时候比较有效。

① 方差分析模式型态

A.固定效应模式（Fixed-effects models）：用于方差分析模型中所考虑的因子为固定的情况，换言之，其所感兴趣的因子是来自特定的范围，例如要比较五种不同的汽车销售量的差异，感兴趣的因子为五种不同的汽车，反应变数为销售量，该命题即限定了特定范围，因此模型的推论结果也将全部着眼在五种汽车的销售差异上，故此种状况下的因子便称为固定效应。

B.随机效应模式（Random-effects models）：不同于固定效应模式中的因子特定性，在随机效应中所考虑的因子是来自所有可能的母群体中的一组样本，因子方差分析所推论的并非着眼在所选定的因子上，而是推论到因子背后的母群体，例如，借由一间拥有全部车厂种类的二手车公司，从所有车厂中随机挑选5种车厂品牌，用于比较其销售量的差异，最后推论到这间二手公司的销售状况。因此在随机效应模型下，研究者所关心的并非局限在所选定的因子上，而是希望借由这些因子推论背后的母群体特征。

C.混合效应模式（Mixed-effects models）：此种混合效应绝对不会出现在单因子方差分析中，当双因子或多因子方差分析同时存在固定效应与随机效应时，此种模型便是典型的混合型模式。

② 方差分析的模式假设

方差分析之统计分析假设通常会依照各种模式型态不同而有差异，但广义而言，方差分析一共有三大前提假设：

A.各组样本背后所隐含的族群分布必须为正态分布或者是逼近正态分布。

B.各组样本必须独立。

C.族群的变异数必须相等。

a.总变量（TSS）：
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b.i为组别（i=1,2 …,I），j为观测值个数（j=1,2,3,…,J），Yij
 为第i组第j个观测值，[image: ]
 为所有观测值的平均数。

c.组间变异量（BSS）：
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d.ni为i组内观测值总数，[image: ]
 i为第i组的平均数。

e.组内变异量（WSS）：
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由上述的计算公式可知，BSS代表所有观测值的期望值与分组后各组内的期望值差异，换言之，当各组的期望值没有差异的时候，BSS=0，这个时候我们会认为各组间平均值就没有差异存在，但并不代表所有观测值的一致性也会很高，因此计算WSS来帮助我们判断所有期望值的差异量多寡，当WSS=0的情况，代表各组内的所有观测值与各组的期望值没有差异存在，因此只有WSS与BSS都为0情况下，我们才能断定所有观测值达到完美的一致，然而当WSS>0,BSS=0的情况，则是各组期望值达到一致，但组内却存在变异；WSS=0,BSS>0，则是组内没有变异存在，但各组间却存在差异，然后真实状况不可能如此极端，因此必须比较WSS与BSS的差异来判断方差分析的结果，也就是各组期望值是否有差异存在。而这个部分在比较变异量的过程中，必须考虑到各组变易量会受到观测数量与组别数量的多寡而有所差异，因此必须进行自由度的调整，也就是计算出均方值来比较组内变异与组间变异量。

A.组间均方BMSS（between means sum of squares）：
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B.组内均方WMSS（within means sum of squares）：
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C.其中k为组别数量，N为观测值总数。两个均方值的比较为[image: ]
 。

此比较值也就是目前惯称的F检定值，F越大，则组间均方大于组内均方，也就是组间变异量大于组内变异量，各组间的差异远超出总期望值离差，代表各组的平均数存在明显的差异，相反的，F越小甚至于逼近于0，则是组间变异量小于组内变异量，代表各组间的差异很小，各组平均数则不存在明显的差异。整个分析概念中，受到方差分析所规范的族群的变异数必须相等的条件下，组内变异量成为基准，因此组间变异量的多寡就成了判定方差分析结论的重要数值，然而F值仅为提供判断虚拟假设存在的可能性，为了方便下结论，由alpha值决定可容许的错误判断概率为5%，因此F值所计算的虚拟假设概率值若小于0.05，则下定论为各组存在差异，其隐含的意义则是否定了各组间无差异的概率，也就是容许了各组无差异可能成真的错误判断概率，因为判断错误的概率太小而能容许，但并不代表不可能判断错误，因此任何F检定的结果均只能下定论为达到统计上的意义，而非绝对意义。

③ 方差分析Python代码示例

[image: ]
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4.3 主成分分析（PCA）

主成分分析（principal component analysis，简称PCA）是指将多个变量通过线性变换以后选出较少个重要变量的一种多元统计分析方法。又称主分量分析。在实际课题中，为了全面分析问题，往往提出很多与此有关的变量（或因素），因为每个变量都在不同程度上反映这个课题的某些信息。主成分分析首先是由K.皮尔森对非随机变量引入的，尔后H.霍特林将此方法推广到随机向量中。信息的大小通常用离差平方和或方差来衡量。


（1）基本原理


主成分分析是数学上对数据降维的一种方法。其基本思想是设法将原来众多的具有一定相关性的指标X1
 ，X2
 ，…，Xp
 （比如p个指标），重新组合成一组较少个数的互不相关的综合指标Fm
 来代替原来指标。那么综合指标应该如何去提取，使其既能最大程度地反映原变量Xp
 所代表的信息，又能保证新指标之间保持相互无关（信息不重叠）便是很关键的。

设F1
 表示原变量的第一个线性组合所形成的主成分指标，由数学知识可知，每一个主成分所提取的信息量可用其方差来度量，其方差Var（F1
 ）越大，表示F1
 包含的信息越多。常常希望第一主成分F1
 所含的信息量最大，因此在所有的线性组合中选取的F1
 应该是X1
 ，X2
 ，…，Xp
 的所有线性组合中方差最大的，故称F1
 为第一主成分。如果第一主成分不足以代表原来p个指标的信息，再考虑选取第二个主成分指标F2
 ，为有效地反映原信息，F1
 已有的信息就不需要再出现在F2
 中，即F2
 与F1
 要保持独立、不相关，用数学语言表达就是其协方差Cov（F1
 ,F2
 ）=0，所以F2
 是与F1
 不相关的X1
 ，X2
 ，…，Xp
 的所有线性组合中除去F1
 之外方差最大的，故称F2
 为第二主成分，依此类推构造出的F1
 、F2
 、…、Fm
 为原变量指标X1
 、X2
 ……Xp
 第一、第二、…、第m个主成分。
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根据以上分析得知：

A.Fi
 与Fj
 互不相关，即Cov（Fi
 ，Fj
 ）=0,并有Var（Fi
 ）=ai
 ′Σai
 ，其中Σ为X的协方差阵。

B.F1
 是X1
 ，X2
 ，…，Xp
 的一切线性组合（系数满足上述要求）中方差最大的,……,即Fm
 是与F1
 ，F2
 ，…，Fm-1
 都不相关的X1
 ，X2
 ，…，Xp
 的所有线性组合中方差最大者。

F1
 ，F2
 ，…，Fm
 （m≤p）为构造的新变量指标，即原变量指标的第一、第二、…、第m个主成分。

由以上分析可见，主成分分析法的主要任务有两点：

A.确定各主成分Fi
 （i=1，2，…，m）关于原变量Xj
 （j=1，2，…，p）的表达式，即系数aij
 （i=1，2，…，m；j=1，2，…，p）。从数学上可以证明，原变量协方差矩阵的特征根是主成分的方差，所以前m个较大特征根就代表前m个较大的主成分方差值；原变量协方差矩阵前m个较大的特征值 （这样选取才能保证主成分的方差依次最大）所对应的特征向量就是相应主成分Fi
 表达式的系数ai
 ，为了加以限制，系数ai
 启用的是对应的单位化的特征向量，即有ai
 ′ai
 =1。

B.计算主成分载荷，主成分载荷是反映主成分Fi
 与原变量Xj
 之间的相互关联程度：[image: ]



（2）主成分分析法的计算步骤


① 计算协方差矩阵，计算样品数据的协方差矩阵：Σ=（sij
 ）p×p，其中
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② 求出Σ的特征值λi
 及相应的正交化单位特征向量ai
 ，Σ的前m个较大的特征值λ1
 ≥λ2
 ≥…λm
 >0,就是前m个主成分对应的方差，λi
 对应的单位特征向量ai
 就是主成分Fi
 的关于原变量的系数，则原变量的第i个主成分Fi
 为：

Fi
 =a′i
 X （4.10）

③ 选择主成分：最终要选择几个主成分，即F1
 ,F2
 ,…,Fm
 中m的确定是通过方差（信息）累计贡献率G（m）来确定。
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当累积贡献率大于85%时，就认为能足够反映原来变量的信息了，对应的m就是抽取的前m个主成分。

④ 计算主成分载荷：主成分载荷是反映主成分Fi
 与原变量Xj
 之间的相互关联程度，原来变量Xj
 （j=1，2，…，p）在诸主成分Fi
 （i=1，2，…，m）上的荷载lij
 （i=1，2，…，m；j=1，2，…，p）。
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⑤ 计算主成分得分：计算样品在m个主成分上的得分：

Fi
 =a1i
 X1
 +a2i
 X2
 +…+api
 Xp
 i=1，2，…，m （4.13）

实际应用时，指标的量纲往往不同，所以在主成分计算之前应先消除量纲的影响。消除数据的量纲有很多方法，常用方法是将原始数据标准化，即做如下数据变换：
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其中：
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根据数学公式知道，① 任何随机变量对其作标准化变换后，其协方差与其相关系数是一回事，即标准化后的变量协方差矩阵就是其相关系数矩阵。② 另一方面，根据协方差的公式可以推得标准化后的协方差就是原变量的相关系数，亦即，标准化后的变量的协方差矩阵就是原变量的相关系数矩阵。也就是说，在标准化前后变量的相关系数矩阵不变化。

根据以上论述，为消除量纲的影响，将变量标准化后再计算其协方差矩阵，就是直接计算原变量的相关系数矩阵，所以主成分分析的实际常用计算步骤是：

a.计算相关系数矩阵;

b.求出相关系数矩阵的特征值λi
 及相应的正交化单位特征向量ai
 ;

c.选择主成分;

d.计算主成分得分。

总结：原来指标的相关系数矩阵相应的特征值λi
 为主成分方差的贡献，方差的贡献率为ai
 =λi
 /[image: ]
 ，ai
 越大，说明相应的主成分反映综合信息的能力越强，可根据λi
 的大小来提取主成分。每一个主成分的组合系数（原变量在该主成分上的载荷）就是相应特征值λi
 所对应的单位特征向量。


（3）主成分分析Python代码示例
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运行结果：
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图4-3 主成分分析结果


4.4 线性回归


（1）认识回归


回归是统计学中最有力的工具之一。机器学习监督学习算法分为分类算法和回归算法两种，其实就是根据类别标签分布类型为离散型、连续性而定义的。顾名思义，分类算法用于离散型分布预测例如kNN、决策树、朴素贝叶斯、adaboost、SVM、Logistic回归都是分类算法；回归算法用于连续型分布预测，针对的是数值型的样本，使用回归，可以在给定输入的时候预测出一个数值，这是对分类方法的提升，因为这样可以预测连续型数据而不仅仅是离散的类别标签。

回归的目的就是建立一个回归方程用来预测目标值，回归的求解就是求这个回归方程的回归系数。预测的方法当然十分简单，回归系数乘以输入值再全部相加就得到了预测值。


（2）线性回归含义


线性回归是利用称为线性回归方程的最小二乘函数对一个或多个自变量和因变量之间关系进行建模的一种回归分析。这种函数是一个或多个称为回归系数的模型参数的线性组合。只有一个自变量的情况称为简单回归，大于一个自变量的情况叫作多元回归。（这反过来又应当由多个相关的因变量预测的多元线性回归来进行区别，而不是一个单一的标量变量。）

在线性回归中，数据使用线性预测函数来建模，并且未知的模型参数也是通过数据来估计。这些模型被叫作线性模型。最常用的线性回归建模是给定X值的y的条件均值是X的仿射函数。不太一般的情况，线性回归模型可以是一个中位数或一些其他的给定X的条件下y的条件分布的分位数作为X的线性函数表示。像所有形式的回归分析一样，线性回归也把焦点放在给定X值的y的条件概率分布，而不是X和y的联合概率分布（多元分析领域）。

线性回归是回归分析中第一种经过严格研究并在实际应用中广泛使用的类型。这是因为线性依赖于其未知参数的模型比非线性依赖于其位置参数的模型更容易拟合，而且产生的估计的统计特性也更容易确定。


（3）线性回归的实际用途


如果目标是预测或者映射，线性回归可以用来对观测数据集的和X的值拟合出一个预测模型。当完成这样一个模型以后，对于一个新增的X值，在没有给定与它相配对的y的情况下，可以用这个拟合过的模型预测出一个y值。

给定一个变量y和一些变量X1
 ,…,Xp
 ，这些变量有可能与y相关，线性回归分析可以用来量化y与Xj
 之间相关性的强度，评估出与y不相关的Xj
 ，并识别出哪些Xj
 的子集包含了关于y的冗余信息。

线性回归模型经常用最小二乘逼近来拟合，尽管“最小二乘法”和“线性模型”是紧密相连的，但它们是不能画等号的。


（4）理论模型


给一个随机样本（Yi
 ,Xi1
 ,…,Xip
 ）,i=1,…,n，一个线性回归模型假设回归值Yi
 和回归量Xi1
 ,…,Xip
 之间的关系是除了X的影响以外，还有其他的变数存在。我们加入一个误差项εi
 （也是一个随机变量）来捕获除了Xi1
 ,…,Xip
 之外任何对Yi
 的影响。所以一个多变量线性回归模型表示为以下的形式：

Yi
 =β0
 +β1
 Xi1
 +β2
 Xi2
 +…+βp
 Xip
 +εi
 ,i=1,…,n （4.16）

其他的模型可能被认定成非线性模型。一个线性回归模型不需要是自变量的线性函数。线性在这里表示Yi
 的条件均值在参数β里是线性的。例如：模型

Yi
 =β1
 Xi
 +β2
 X2
 i
 +εi
 （4.17）

在β1
 和β2
 里是线性的，但在X2
 i
 里是非线性的，它是Xi
 的非线性函数。


（5）数据和估计


区分随机变量和这些变量的观测值是很重要的。通常来说，观测值或数据（以小写字母标记）包括了n个值

（yi
 ,xi1
 ,…,xip
 ）,i=1,…,n （4.18）

我们有p+1个参数β0
 ,…,βp
 需要决定，为了估计这些参数，使用矩阵标记是很有用的，其中Y是一个包括了观测值Y1
 ,…,Yn
 的列向量，ε包括了未观测的随机成分ε1
 ,…,εn
 以及回归量的观测值矩阵X：
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X通常包括一个常数项。如果X列之间存在线性相关，那么参数向量β就不能以最小二乘法估计除非β被限制，比如要求它的一些元素之和为0。

线性回归Python代码示例：

这里standMaReg实现的是利用矩阵分解进行最基本的线性回归参数求解；而standBaGradReg中是利用梯度下降的batch方式进行参数求解，这里设定了iter_num循环求解的次数，每次都基于m个训练集数据进行参数更新，这里对参数weights进行更新时没有考虑参数m、对参数alpha也没有考虑变速而是固定值；lwlr函数实现的是局部加权线性回归，求解采用的是矩阵方式；ridgeRegres实现的是岭回归，这里的lamda默认设定是0.2。
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运行结果：
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图4-4 线性回归


本章小结

Python在数据分析上的优势有很多，常用到的第三方模块有Numpy和Scipy。Numpy为Python带来了真正的多维数组功能，并且提供了丰富的函数库处理这些数组。它将常用的数学函数都进行数组化，使得这些数学函数能够直接对数组进行操作，将本来需要在Python级别进行的循环，放到C语言的运算中，明显地提高了程序的运算速度。而Scipy则在Numpy基础上添加了众多的科学计算所需的各种工具包，有了这两个库，Python就有几乎和Matlab一样的处理数据和计算的能力了。

Python基本统计分析的应用，主要体现在t检验、卡方检验、方差分析等方面。t检验（t-test）是以t分布为理论基础，对一个或两个样本的数值变量资料进行假设检验常用的方法，属于参数检验。卡方检验是一种用途很广的计数资料的假设检验方法。它属于非参数检验的范畴，主要是比较两个及两个以上样本率（构成比）以及两个分类变量的关联性分析。方差分析（ANOVA）是一种特殊形式的统计假设测试，广泛应用于实验数据的分析中。统计假设测试是一种根据数据进行决策的方法。测试结果（通过原假设进行计算）如果不仅仅是因为运气，则在统计学上称为显著。统计显著的结果（当可能性的p值小于临界的“显著值”）则可以推翻原假设。

主成分分析（PCA）是指将多个变量通过线性变换以后选出较少个数重要变量的一种多元统计分析方法，又称主分量分析。在实际课题中，为了全面分析问题，往往提出很多与此有关的变量（或因素），因为每个变量都在不同程度上反映这个课题的某些信息。主成分分析首先是由K.皮尔森对非随机变量引入的，尔后H.霍特林将此方法推广到随机向量中。信息的大小通常用离差平方和或方差来衡量。

线性回归是利用称为线性回归方程的最小二乘函数对一个或多个自变量和因变量之间关系进行建模的一种回归分析。这种函数是一个或多个称为回归系数的模型参数的线性组合。只有一个自变量的情况称为简单回归，大于一个自变量的情况叫做多元回归。（这反过来又应当由多个相关的因变量预测的多元线性回归来进行区别，而不是一个单一的标量变量。）


习题

1.概述数据分析基本过程。

2.什么是统计分析，说出统计分析基本步骤；写出文章中没有提到过的统计分析方法。

3.求矩阵的特征值和特征向量用的是Python中numpy.linagl.eig方法，它需要一个二维数组作为参数，输出一个一位数组（元素为特征值）和一个二维数组（特征向量组），学习Numpy中相应的函数，完成矩阵特征值的计算。

4.矩阵的乘积可以使用dot函数进行计算。对于二维数组，它计算的是矩阵乘积，对于一维数组，它计算的是其点积。下面自己用两个三维数组的乘积演示一下dot乘积的计算结果。

5.solve函数可以求解多元一次方程组。下面是solve函数的一个例子：
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solve函数有两个参数a和b。a是一个N*N的二维数组，而b是一个长度为N的一维数组，solve函数找到一个长度为N的一维数组x，使得a和x的矩阵乘积正好等于b，数组x就是多元一次方程组的解。请按照例子自己试着对多元一次方程进行求解。

6.optimize库中的fsolve函数可以用来对非线性方程组进行求解。它的基本调用形式如下：fsolve（func,x0）。了解fsolve函数的应用，对例子进行求解。下面是一个实际的例子，求解如下方程组的解：
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7.根据第二节基本统计分析中的独立样本t检验来完成下题。原例子中只比较了两组数据在scoreA上差异，先要同时表示出在scoreB上的差异，请写出实现该结果的程序。

8.第2节例子中只介绍了独立样本t检验，请自学相关样本t检验的原理来用Python实现相关样本t检验，比较两者的不同。
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挖掘编

5 利用Python进行数据挖掘

数据挖掘算法是根据数据创建数据挖掘模型的一组试探法和计算，常分为监督学习和非监督学习。监督学习是指通过已有的一部分输入数据与输出数据之间的对应关系，生成一个函数，将输入映射到合适的输出，非监督学习是指直接对输入数据集进行建模。首先我们简单介绍Python的Scikit-Learn数据挖掘库的安装与使用，并结合实例详细介绍数据挖掘中常用的几个算法：k最近邻算法、决策树算法、朴素贝叶斯分类器、逻辑回归、关联分析的Apriori与FP-growth算法、聚类算法与异常检测、随机森林等。下面我们将结合Python深入探讨数据挖掘的各类算法。


5.1 数据挖掘与Python


（1）数据挖掘


数据挖掘（data mining），又译为资料探勘、数据采矿。它是数据库知识发现（knowledge-discovery in databases，简称KDD）中的一个步骤。数据挖掘一般是指从大量的数据中通过算法搜索隐藏于其中的信息的过程。数据挖掘通常与计算机科学有关，并通过统计、在线分析处理、情报检索、机器学习、专家系统和模式识别等诸多方法来实现上述目标。

数据挖掘技术已广泛运用在电子商务、生物医药、金融等领域。例如我们可以收集不同种类的花的特性，如萼片宽度、萼片长度、花瓣宽度和花瓣长度的数据，运用聚类算法，发现紧密相关的观测值组群，使同一组群的观测值尽量类似，以对所有的花进行分类；也可以运用关联规则算法发现顾客经常购买的商品，以发掘各类商品中可能存在的交叉销售的商机；还可以运用分类算法，通过分析信用卡持卡人的存款金额、还款历史、年龄、学历以及工作等多项个人信息对客户进行分类。

Python数据挖掘库非常多，而且大多数开源，例如：NLTK、Mlpy、Shogun、PyBrain
 、PyML、Orange等。这里我们推荐使用scikit-learn。


（2）Scikit-Learn快速入门


Scikit-Learn是一个基于Numpy,Scipy,Matplotlib的开源机器学习工具包。这个项目最早由David Cournapeau 在2007 年发起，目前也是由社区志愿者进行维护。Scikit-Learn的基本功能被分为六个部分：分类、回归、聚类、数据降维、模型选择和数据预处理，涵盖了大量常用算法、例如SVM、逻辑回归、朴素贝叶斯、随机森林、k-means等。Scikit-Learn的官方网站是http：//scikit-learn.org，官方网站提供了所有相关资源，包括模块下载、文档、例程等。

① 软件包安装

安装scikit-learn要求Python（>=2.6 或者 >=3.3），Numpy（>=1.6.1），Scipy（>=0.9），Python大多数机器学习库都依赖于这两个模块，绘图和可视化部分则依赖于Matplotlib模块。在安装完成Numpy、Scipy和Matplotlib后（建议Numpy、Scipy从http：//www.lfd.uci.edu/~gohlke/pythonlibs/上下载安装），Windows用户可直接用pip工具进行安装，在命令行里输入pip install -U scikit-learn就可以自动完成Scikit-Learn最新版的安装和更新。

② 数据源

A.内置数据集

sklearn 中的数据一般存放为二维数组，形状为[n_sam
 ples,n_feartures]。n_sam
 ples表示样本数量，而n_feartures则表示样本的特征数量。sklearn 提供了一些小规模数据集，我们可以通过 datasets.load_+Tab键或datasets.fetch_+Tab键来查看，随后使sklearn.datasets.get_data_home（）查看下载目录。比较常用的数据集有：

表5-1 内置常用数据集
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下面，我们会用shell里的Python解释器来加载digits数据集。数据集类似字典对象，包括了所有的数据和关于数据的元数据（metadata）。数据被存储在.data成员内，是一个 n_sam
 ples*n_features的数组。在有监督问题的情形下，一个或多个因变量（response variables）被储存在.target成员中。
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查看数据集的关键字、样本数量以及特征数量。
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查看每个特征的具体值。例如，在digits数据集中，digits.data是可以用来分类数字样本的特征。
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查看数据集的标签向量。例如，digits.target给出了digits数据集的真实值，即每个数字图案对应的我们想预测的真实数字。
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数据是一个二维n_sam
 ples*n_features的数组，尽管原始数据集可能会有不同的形式。在digits数据集中，每个原始样本是一个8*8的数组，可以用以下方式访问：
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B.导入数据

大多数数据的格式都是M个N维向量，分为训练集和测试集。所以，知道如何导入向量（矩阵）数据是最为关键的一点。这里要用到Numpy来协助。假设数据格式是：
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那么导入方法如下：
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此外，Scikit-Learn支持很多随机生成样本数据的方法，例如sklearn.datasets.make_classification、sklearn.datasets.make_blobs、sklearn.datasets.make_multilabel_classification等，这里不再赘述。

③ 模型接口

在Scikit-Learn中，创建一个机器学习的模型非常简单：
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如上，我们创建了一个线性回归模型并命名为model，使用print model，可查看模型参数情况。

Scikit-Learn对所有的模型提供的接口：

A.对所有模型提供的接口

●model.fit（）：训练模型。对于监督模型需要接受两个参数样本集X和标签y，即 fit（X,y），对于非监督模型只需要接受一个样本集参数，即 fit（X）。

B.对监督模型提供的接口

●model.predict（X_new）：给定训练好的模型来判别新的样本。

●model.predict_proba（X_new）：对于分类问题，某些模型可以返回每种分类标签的概率，model.predict（）返回的就是具有最大概率的类标签。

●model.score（）：对于分类或者回归问题，几乎所有的预测器都会提供一个计算得分的方法，计算出的得分处于[0,1]之间，且得分越高，模型匹配度越高。

C.对非监督模型提供的接口

●model.transform（）：从数据中学到新的“基空间”。

●model.fit_transform（）：从数据中学到新的基，并将这个数据按照这组“基”进行转换。

例如，在digits数据集中，我们的任务是给定一个图案，预测其表示的数字是什么。我们的样本有10个可能的分类（数字0到9），我们将匹配一个预测器（estimator）来预测（predict）未知样本所属的分类。在Scikit-Learn中，分类的预测器是一个Python对象，来实现fit（X,y）和predict（T）方法。

下面这个预测器的例子是classsklearn.svm.SVC，实现了支持向量机分类。
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这里我们暂时手动设置了参数值。实际运用中可以通过一些工具例如网格搜索（grid search）和交叉验证（cross validation）来自动找到参数的最佳取值。

我们给预测器取名为clf（claasifier）。现在预测器必须来匹配（fit）模型，即它必须从模型中学习（learn）。这个过程是通过将训练集传递给fit方法来实现的。我们将除了最后一个样本的数据全部作为训练集。通过Python语法[：-1]来选择训练集，这会生成一个新的数组，包含了除最后一个条目的digits.data：
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利用predict（）预测新值。例如，我们可以使用数据集中最后一个数字来询问分类器，digits数据集里最后一个图案所代表的数字是什么。
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④ 模型保存

我们可以使用Python内建的持久性模型pickle来保存对于已经创建好的scikit的模型clf。
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5.2 k最近邻（k-Nearest Neighbor）


（1）算法简介


k最近邻（k-Nearest Neighbor,简称kNN）分类算法是数据挖掘分类技术中最简单的方法之一，属于有监督的学习算法。所谓k最近邻，就是k个最近的邻居的意思，说的是每个样本都可以用它最接近的k个邻居来代表。

kNN算法的核心思想是如果一个样本在特征空间中的k个最相邻的样本中的大多数属于某一个类别，则该样本也属于这个类别，并具有这个类别上样本的特性。

表5-2 k最近邻算法流程
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图5-1 最近邻示意图

如图51所示，有两类不同的样本数据，分别用正方形和三角形表示，而图正中间的圆点则表示待分类的数据。圆点是从属于哪一类（正方形还是三角形）是未知的，下面，我们来给这个圆点分类。

k代表最接近的圆点的k个邻居，所以：

① 如果k=3，离圆点的最近的3个邻居是2个三角形和1个正方形，少数服从多数，我们判定这个待分类的圆点属于三角形一类。

② 如果k=5，离圆点的最近的5个邻居是2个三角形和3个正方形，还是少数服从多数，我们判定这个待分类的圆点属于正方形一类。

由此我们看到，当无法判定当前待分类点是从属于已知分类中的哪一类时，我们可以依据统计学的理论看它所处的位置特征，衡量它周围邻居的权重，而把它归为（或分配）到权重更大的那一类，这就是k近邻算法的核心思想。由于kNN方法主要靠周围有限的邻近的样本，而不是靠判别类域的方法来确定所属类别的，因此对于类域的交叉或重叠较多的待分样本集来说，kNN方法较其他方法更为适合。


（2）距离度量表示


所谓“近邻”，就是找相似性，在特征空间中两个实例点之间的相似性程度可由两个实例点的距离反映出来。k近邻模型的特征空间一般是n维实数向量空间，使用的距离可以是欧式距离，也可以是其他距离，下面具体阐述常用距离度量的表示法。

① 欧氏距离（Euclidean distance）

欧氏距离是最常见的两点之间或多点之间的距离表示法，又称之为欧几里得度量，它定义于欧几里得空间中，如点x=（x1
 ,x2
 ,…,xn
 ）和点y=（y1
 ,y2
 ,…,yn
 ）之间的距离为：
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② 标准化欧氏距离（Standardized Euclidean distance）

标准化欧氏距离是针对简单欧氏距离的缺点而作的一种改进方案。标准欧氏距离的思路：既然数据各维分量的分布不一样，那先将各个分量都“标准化”到均值、方差相等。假设样本集X的数学期望或均值为m，标准差为s，那么标准化后的值=（标准化前的值－分量的均值 ）/分量的标准差，而且标准化变量的数学期望为0，方差为1。

即，样本集的标准化过程用公式描述就是：
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两个n维向量a（x11
 ,x12
 ,…,x1n
 ）与b（x21
 ,x22
 ,…,x2n
 ）的标准化欧氏距离的公式为：
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③ 曼哈顿距离（Manhattan distance）

曼哈顿距离是在欧几里得空间的固定直角坐标系上两点所形成的线段对轴产生的投影的距离总和。例如在平面上，点P1
 （x1
 ,y1
 ）与点P2
 （x2
 ,y2
 ）的曼哈顿距离为：|x1
 -x2
 |+|y1
 -y2
 |，要注意的是，曼哈顿距离依赖坐标系统的转度，而非系统在坐标轴上的平移或映射。

两个n维向量a（x11
 ,x12
 ,…,x1n
 ）与b（x21
 ,x22
 ,…,x2n
 ）的曼哈顿距离为：
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④ 切比雪夫距离（Chebyshev distance）

切比雪夫距离得名自俄罗斯数学家切比雪夫。数学上，切比雪夫距离或是L∞度量是向量空间中的一种度量，它将两个点之间的距离定义为其各坐标数值差的最大值。以（x1
 ,y1
 ）和（x2
 ,y2
 ）两点为例，其切比雪夫距离max（|x2
 -x1
 |,|y2
 -y1
 |）。

若将国际象棋棋盘放在二维直角坐标系中，格子的边长定义为1，坐标的x轴及y轴和棋盘方格平行，原点恰落在某一格的中心点，则王从一个位置走到其他位置需要的步数恰为两个位置的切比雪夫距离，因此切比雪夫距离也称为棋盘距离。任何一个不在棋盘边缘的位置，和周围八个位置的切比雪夫距离都是1。

两个n维向量a（x11
 ,x12
 ,…,x1n
 ）与b（x21
 ,x22
 ,…,x2n
 ）的切比雪夫距离为：

d12
 =maxi
 （|x1
 i-x2
 i|）（5.5）

等价于：
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（3）k值的选择


k值的选择会对k近邻算法的结果产生重大影响：如果选择较小的k值，就相当于用较小的领域中的训练实例进行预测，“学习”近似误差会减小，只有与输入实例较近或相似的训练实例才会对预测结果起作用，与此同时带来的问题是“学习”的估计误差会增大，换句话说，k值的减小就意味着整体模型变得复杂，容易发生过拟合；如果选择较大的k值，就相当于用较大领域中的训练实例进行预测，其优点是可以减少“学习”的估计误差，但缺点是“学习”的近似误差会增大。这时候，与输入实例较远（不相似的）训练实例也会对预测器作用，使预测发生错误，且k值的增大就意味着整体的模型变得简单。

在实际应用中，k值一般取一个比较小的数值，例如采用交叉验证法（简单来说，就是一部分样本做训练集，一部分做测试集）来选择最优的k值。


（4）k最近邻算法的优缺点


① 优点：

a.简单、易于理解和实现。

b.基于实例预测，无须估计参数和训练模型。

c.适合对稀有事件进行分类。

d.特别适合于对象具有多个类别标签的分类问题。

② 缺点：

a.当样本不平衡时，如一个类的样本容量很大，而其他类样本容量很小时，有可能导致当输入一个新样本时，该样本的k个邻居中大容量类的样本占多数。

b.对每一个待分类的文本都要计算它到全体已知样本的距离，才能求得它的k个最近邻点，计算量较大。

c.可理解性差，无法给出像决策树那样的规则。

d.基于局部预测，对噪声敏感，需要给出适当的k值，否则分类器可能会做出错误的预测。


（5）Python实现


① 导入Numpy、matplotlib.pyplot、matplotlib.colors以及sklearn内置的数据集datasets和算法包neighbors。
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② 加载内置数据集iris。iris以鸢尾花的特征作为数据来源，数据集包含150条数据。这些数据分为3类（类别值分别为0、1、2），每类50条数据。每条数据由4个特征组成：萼片的长度、萼片的宽度、花瓣的长度、花瓣的宽度。iris是在数据挖掘、数据分类中非常常用的数据集。
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内置数据集一般将数据部分和每条数据所对应的类别标签分别存储在datasetName.data和datasetName.target中。我们可以通过以下语句来查看数据的基本属性：
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我们将数据集的前两个属性所在的列存储到变量X中，类别标签所在的列则存储到变量y中，然后调用kNN分类器KNeighborsClassifier（），这里我们仅设置了最近邻数n_neighbors=15和权重weights，权重参数默认设置为' uniform'，表示每个近邻域中的所有点都被赋予相等的权重，其他可设置参数可通过print模型来查看。导入数据到fit（），对模型进行训练，最后得到kNN分类器clf。
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③ 为了将不同类别的点所在的区域用不同的颜色进行填充，我们需要通过创建网格来方便绘图。分别以第一列和第二列的最小值为开始值，最大值为终值，按照0.02的步长，使用arange（）函数创建两个表示等差数列的一维数组。meshgrid（x,y）的作用是输入的坐标向量返回坐标矩阵，输入坐标向量（x,y）,返回两个维度为（leng（y）,leng（x））的矩阵，一个以坐标向量x的行填充，一个以坐标向量y的列进行填充。函数ravel（）则负责将这两个矩阵变为按顺序输出的一维数组，最后我们将两组一维数组，两两组队，得到的数据使用predict（）函数进行预测。
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我们可以在shell中输入以下语句，观测网格的创建过程。
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④ 设定网格和点的填充颜色，使用figure（）函数创建一个绘图对象，并且使它成为当前的绘图对象，并按照预测结果利用pcolormesh（）函数给网格填充颜色。然后调用scatter（）函数，按照原始数据集的分类标签，给所有点填充颜色，最后通过show（）函数显示创建的所有绘图对象如下图。可以看到红色的点基本上被正确分类了，但一些绿色和蓝色的点混在了一起，决策边界并没有完全正确的区分出它们的类别。
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最后我们来计算一下正确率。由于只选取了两个特征，正确率只有约47%。
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图5-2 只选取两个特征的kNN分类结果


5.3 决策树（Decision Tree）


（1）算法简介


数据挖掘中决策树是一种常用算法，可以用于分析数据，同样也可以用来作预测。常用的决策树算法有ID3、C4.5、C5.0、CART。

那么什么是决策树呢？决策树（Decision Tree）是在已知各种情况发生概率的基础上，通过构成决策树来求取净现值的期望值大于等于零的概率，评价项目风险，判断其可行性的决策分析方法，是直观运用概率分析的一种图解法。决策树是一个预测模型，是一种有监督的学习算法。它代表的是对象属性与对象值之间的一种映射关系。树中每个节点表示某个对象，而每个分叉路径则代表的某个可能的属性值，而每个叶结点则对应从根节点到该叶节点所经历的路径所表示的对象的值。决策树仅有单一输出，若欲有复数输出，可以建立独立的决策树以处理不同输出。

假设一家高尔夫俱乐部想通过天气预报来寻找什么时候人们会打高尔夫，以适时调整雇员数量，节省人力成本。于是该俱乐部记录了一些关于天气状况，气温，相对湿度，有无风，顾客是否光顾的数据，如下表：

表5-3 天气状况与是否打高尔夫
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那么，我们就可以根据某些规则，建立一棵这样的决策树：
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图5-3 决策树示意图

所以我们可以得出一些结论，例如：

■ 如果天气是多云，人们总是选择打高尔夫。

■ 如果天气是晴天，但湿度大于70%，人们则倾向于不打高尔夫。

■ 如果天气是雨天，但无风，人们还是会选择打高尔夫。

知道了这些规律，高尔夫俱乐部就知道怎样合理雇佣员工了。


（2）如何构建决策树


决策树构建的基本步骤如下：

a.开始将所有记录看作一个节点。

b.遍历每个变量并计算每一种划分方式，找到最好的划分点（属性）。

c.划分成两个节点N1和N2。

d.对N1和N2分别继续执行2～3步，直到停止分裂为止。

那么现在的问题是如何找到最好的划分点以及何时停止分裂，对于第一个问题，简单地说，决策树是根据“信息纯度”来构建的，为了更具体的说明，我们引入“信息熵”、“信息增益”、“信息增益率”以及“Gini不纯度”这四个概念。

① 信息熵（entropy）

信息熵是信息论中的基本概念。信息论是C.E.Shannon于1948年提出并由此发展起来的，主要用于解决信息传递过程中的问题，也称统计通信理论。该理论认为：信息传递是通过一个由信源、信道和信宿组成的传递系统实现的。其中信源是信息的发送端，信宿是信息的接收端。传递系统存在于一个随机干扰环境中，因此传递系统对信息的传递是存在随机误差的。如果将发送的信息记为X，接受的信息记为Y,那么信道可看作信道模型，记为P（X|Y）。

这个信道模型是一个条件概率矩阵，称为信道传输概率矩阵。
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且有∑P（xi
 |yj
 ）=1（i=1,2,…,n）。

同样的，信息xi
 发生的概率P（xi
 ）组成的信源数学模型也满足∑P（xi
 ）=1（i=1,2,…,n）。

在实际通信之前，信源会发出什么具体信息信宿不可能了解，即存在不确定性，在实际通信之后这种不确定性才会慢慢减少或消除。但由于传递系统存在于一个随机干扰环境中，干扰会导致信息传递产生误差，所以在通信完成后，这种不确定性也不能被完全消除。可见，信息是用来消除随机不确定性的，而信息量的大小即所消除的随机不确定性的大小。举个例子，一个人故事讲得越详细，消除的随机不确定性越多，我们所得到的信息量就越大了。

信息熵是信息量的数学期望，即平均信息量，定义为：
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信息熵越大，变量的不确定性越大。回到之前的高尔夫俱乐部的例子，我们一开始并不知道人们是否会打高尔夫，所以此时的不确定性是最大的，但我们可以根据天气状况、气温、相对湿度、有无风这样的属性来逐步减小不确定性，最终产生一个判断。所以我们可以将输出变量即是否打高尔夫看作信源发出的信息X，输入变量看作是信宿接收到的一系列信息Y。那么接下来我们需要选择一个最好的划分点，也就是选择一个最适合划分的输入变量（属性）。比较好的做法是，遍历整个数据集，计算每种划分方案下的信息增益值，选取信息增益最大的划分方案。

② 信息增益（information gain）

若是否打高尔夫（目标属性）的概率分布为P（X），输入变量值（参考属性）为Y=yj
 ，信息熵为：
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所以
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因为Ent（X|Y）<Ent（X），信息增益为信息熵的有效减少量，该量越高，表明目标属性在该参考属性那里失去的信息熵越多，用公式表示：

Gains（X,Y）=Ent（X）-Ent（X|Y）（5.11）

ID3算法就是以“信息熵”为核心，通过计算每个属性的信息增益，每次划分选取信息增益最高的属性为划分标准，重复这个过程，直至生成一个能完美分类训练样例的决策树。ID3算法最早是由J.Ross Quinlan于1975年在悉尼大学提出的。

但这种选择标准存在一定的问题，除了ID3算法只能处理离散属性外，还表现在类别值较多的输入变量比类别值少的输入变量更有机会成为当前最佳划分点，所以Quinlan提出了C4.5算法，C4.5算法能够完成对连续属性的离散化处理，更重要的是C4.5算法用信息增益率来选择属性。

③ 信息增益率（information gain ratio）

信息增益率用公式表示为：

GainsR（X,Y）=Gains（X,Y）/Ent（Y）（5.12）

如果输入变量的类别较多，那么它的熵就会偏大，我们用信息增益除以熵，这时的信息增益率会因此而降低，这样就克服了用信息增益选择属性时偏向选择取值多的属性的不足。

④ Gini不纯度

ID3算法和C4.5算法虽然在对训练样本集的学习中可以尽可能多地挖掘信息，但其生成的决策树分支较大，规模较大。为了简化决策树的规模，提高生成决策树的效率，又出现了根据Gini系数来选择测试属性的决策树算法CART。

CART算法采用一种二分递归分割的技术，与基于信息熵的算法不同，CART算法对每次样本集的划分计算Gini系数，Gini系数越小则划分越合理。CART算法总是将当前样本集分割为两个子样本集，使得生成的决策树的每个非叶结点都只有两个分枝。因此CART算法生成的决策树是结构简洁的二叉树。

在CART算法中,基尼不纯度表示一个随机选中的样本在子集中被分错的可能性。基尼不纯度为这个样本被选中的概率乘以它被分错的概率。当一个节点中所有样本都是一个类时，基尼不纯度为零。

假设有n个类，样本点属于第n类的概率为P（i），则Gini系数定义为：
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所以，给定的样本集合D，Gini系数值为：
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则在属性A的条件下，集合D的Gini系数为：
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⑤ 停止分裂

决策树的构建过程是一个递归的过程，所以需要确定停止条件，否则过程将不会结束。一种最直观的方式是当该节点下面的所有记录都属于同一类，或者当所有的记录属性都具有相同的值时停止，但是这样往往会使得树的节点过多，导致过度拟合问题。

过度拟合（overfitting）是指直接生成的完全决策树对训练样本的特征描述得“过于精确”，无法实现对新样本的合理分析，所以此时它不是一棵分析新数据的最佳决策树。一棵完全决策树能非常准确地反映训练集中数据的特征，但因此失去了一般代表性而无法用于对新数据的分类或预测。

一种可行的方法是当前节点中的记录数低于一个最小阈值，那么就停止分割，采取多数表决的方法决定叶节点的分类。另一种可行的方法就是对树进行剪枝。


（3）树剪枝


一般情况下可以使用如下两类方法来减小决策树的规模：

■ 在决策树完美分割学习样例之前，停止决策树的生长。这种提早停止树生长的方法，称为预剪枝方法。

■ 与预剪枝方法尽量避免过度分割的思想不同，一般情况下即使决策树可能出现过度拟合现象，算法依然允许其充分生长。在决策树完全生长之后，通过特定标准去掉原决策树中的某些子树。通常称这种方法为后剪枝方法。

① 预剪枝（pre-pruning）

预剪枝方法实际上是对决策树停止标准的修改。在原始的ID3算法中，节点的分割一直到节点中的实例属于同一类别时才停止。对于包含较少实例的节点，可能被分割为单一实例节点。为了避免这种情况，我们给出一个停止阈值a。当由一个节点分割导致的最大的不纯度下降小于a时，就把该节点看作是一个叶子节点。在该方法中，阈值a的选择对决策树具有很大的影响：

■ 当阈值a选择过大时，节点在不纯度依然很高时就停止分割了。此时由于生长不足，导致决策树过小，分类的错误率过高。假设在一个两类问题中，根节点Root一共包含100个学习样例，其中正例和负例均为50。并且使用属性b可以将正例与负例完全分开，即决策树在学习样例上的分类精度R（T）=100%。由信息增益公式可知，使用属性b分割节点可以得到不纯度下降的最大值0.5。如果设a=0.7，因为Gain
 （Root，a）=0.5<0.7，所以根节点Root不需要分割。此时导致决策树在学习样例上的分类精度下降为R（T）=50%。

■ 当阈值a选择过小时，例如a近似为0，节点的分割过程近似等同于原始的分割过程。由此可见，预剪枝方法虽然原理简单，但是在实际应用中，阈值a的选择存在相当大的主观性。如何精确地给出适当的阈值a以获得适当规模的决策树是十分困难的。

② 后剪枝（post-pruning）

后剪枝法从一个“充分生长”树中，按照自底向上的方式修剪掉多余的分支，修剪有两种方法：

■ 用新的叶子结点替换子树，该叶子结点的类标号由子树记录中的多数类确定。

■ 用子树中最常用的分支代替子树。

计算修剪前后的预期分类错误率，如果修剪导致预期分类错误率变大，则放弃修剪，保留相应结点的各个分支，否则就将相应结点分支修剪删去。在产生一系列经过修剪的决策树候选之后，利用一个独立的测试数据集，对这些经过修剪的决策树的分类准确性进行评价，保留下预期分类错误率最小的（修剪后）决策树。

与预剪枝相比，后剪枝倾向于产生更好的结果，因为与预剪枝不同，后剪枝是根据完全生长的树做出的剪枝决策，预剪枝则可能过早终止决策树的生长。 常用的后剪枝方法有：悲观错误剪枝（Pessimistic Error Pruning，简称PEP），最小错误剪枝（Minimum Error Pruning，简称MEP）和代价复杂度剪枝（Cost Complexi
 ty Pruning，简称CCP）。


（4）Python实现


首先我们需要导入实现算法所需要的库，我们仍使用iris数据集来训练分类器，scikit-learn提供的DecisionTreeClassifier既可以做二元分类，也可以做多元分类。
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训练好决策树模型之后，即可使用模型来预测新的样本，然后我们查看模型的准确率（precision）、召回率（recall）、F1
 值（F1-score）。

在机器学习、推荐系统、信息检索、自然语言处理、多媒体视觉等领域，经常会用到准确率、召回率、F1
 -score 来评价算法的准确性。以文本检索为例，准确率表示算法检索出来的有多少是正确的，召回率表示所有准确的条目中有多少被检索出来。通常，我们希望准确率和召回率均越高越好，但事实上这两者在某些情况下是矛盾的。比如我们只搜出了一个结果，此结果是正确的，求得precision等于1。但是由于只搜出一个结果，recall值反而很低，接近于0。F1
 -score 的计算公式为：F1
 =2 * （precision * recall）/ （precision+recall），所以F1
 -score为准确率和召回率的综合考量,其值越高，通常表示算法性能越好。我们可以看到F1-score为0.97，所以这个模型的效果还是很不错的。

[image: ]


利用Python中的pydot模块就可以方便地生成PDF格式的决策树的效果图，我们需要安装pyparsing模块和pydot模块，另外需要在电脑上安装Graphviz软件。需要注意的是pyparsing模块必须是旧版本的，比如pyparsing1.5。
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图5-4 决策树生成图

为了更直观地查看分类情况，我们也可以将4个特征两两组对，画出散点图以及决策边界。创建DecisionTreeClassifier.py文件，添加如下代码，运行结果如图。
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图5-5

上图结果中将4个特征两两组对，一共6种组合，两个为一组的画出散点图以及决策边界，这样能更加直观地查看整体数据的分类情况。

监督学习一般使用两种类型的目标变量：标称型和数值型。标称型目标变量的结果只在有限集合中取值，比如鸢尾花数据集的目标变量集合{setosa、versicolor、virginica}以及是否打高尔夫球的目标变量集合{yes、no}；数值型目标变量则可以从无限的数值集合中取值，如0.003、34.125、123.45等。标称型目标变量主要用于分类，而数值型目标变量则主要用于回归。决策树算法也可用于具有数值型目标变量的回归分析，由于本章重点在于分类问题，下面我们仅通过一个例子，来看看决策树回归是怎样实现的。创建DecisionTreeRegressor.py文件，添加以下代码：
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图5-6a 两种深度回归树拟合情况
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图5-6b 三种深度回归树拟合情况

可以看到决策树回归模型是怎样对数据点进行划分的。其中最大深度为6的模型产生了过拟合的情况；而最大深度为2的模型过于简单，拟合度却欠佳；最大深度为4的模型就比较合适了。


5.4 朴素贝叶斯（Naive Bayesian）


（1）算法简介


贝叶斯定理，这个在250多年前发明的算法，在信息领域内有着无与伦比的地位。贝叶斯分类是一系列分类算法的总称，这类算法均以贝叶斯定理为基础，故统称为贝叶斯分类。朴素贝叶斯算法（Naive Bayesian）是其中应用最为广泛的分类算法之一。贝叶斯定理有效地解决了现实生活里经常遇到的问题：已知某条件概率，求两个事件交换后的概率，即已知P（A|B）的情况下如何求得P（B|A）。

① 条件概率与贝叶斯定理

P（A|B）表示事件B已经发生的前提下，事件A发生的概率，叫做事件B发生下事件A的条件概率。其基本求解公式为：
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我们可以很容易就能得出P（A|B），但我们更关心如何求解P（B|A），贝叶斯定理就为我们打通从P（A|B）获得P（B|A）的道路。当A、B相互独立时：

P（AB）=P（A）*P（B|A）=P（B）*P（A|B） （5.17）

得到贝叶斯定理：
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② 朴素贝叶斯分类的原理与流程

朴素贝叶斯分类是一种十分简单的分类算法，之所以称为“朴素”，就是因为只做了最原始最简单的假设：

■ 假设所有变量对分类均是有用的，即输出依赖于所有的属性。

■ 假设这些变量是相互独立的，即不相关的。

朴素贝叶斯的核心思想是，对于给出的待分类项，求解在此项出现的条件下各个类别出现的概率，哪个类别的概率最大，就认为此待分类项属于哪个类别。

表5-4 朴素贝叶斯分类流程
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那么现在的关键问题就是如何计算各个条件概率。我们可以按照以下步骤来求解：

a.找到一个已知分类的待分类项集合，即训练样本集。

b.统计得到在各类别下各个特征属性的条件概率估计。即：

P（a1
 |y1
 ）,P（a2
 |y1
 ）,…,P（am
 |y1
 ）; P（a1
 |y2
 ）,P（a2
 |y2
 ）,…,

P（am
 |y2
 ）; …; P（a1
 |yn
 ）,P（a2
 |yn
 ）,…,P（am
 |yn
 ）

c.如果各个特征属性是条件独立的，则根据贝叶斯定理：
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因为分母对于所有类别为常数，所以我们只要求出上式的分子即可。又因为各特征属性是独立的，所以有：
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由上文看出，当特征属性为离散值时，计算各个划分的条件概率P（a|y）只要统计训练样本中各个划分在每个类别中出现的频率即可，下面重点讨论特征属性是连续值的情况。当特征属性为连续值时，通常假定其值服从高斯分布（也称正态分布）。即：
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P（ak
 |yi
 ）=g（ak
 ,μyi
 ,σyi
 ），因此只要计算出训练样本中各个类别中此特征项划分的各均值和标准差，代入上述公式即可得到需要的估计值。


（2）算法示例


我们现在来试验一下朴素贝叶斯算法，还是利用之前的气象数据，给出新的一天的气象指标数据：sunny,cool,high,TRUE，判断一下是否会去打高尔夫球。

表5-5 天气状况与是否打高尔夫
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① 分别统计每个特征值在不同的取值下yes和no的频数。

表5-6 频数表
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② 分别计算在给定测试集下yes和no的概率。

给定测试集为x={sunny,cool,high,TRUE}，记a1
 =sunny，a2
 =cool，a3
 =high，a4
 =TRUE。

我们需要计算的是P（yes|x）和P（no|x），比较P（yes|x）和P（no|x）的大小，就可以决定测试集的类别了。分母P（E）实际上是不需要计算的。

根据贝叶斯定理：
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所以

[image: ]


0.0206>0.0053，所以人们选择不打高尔夫球的概率更大一些。

若我们给出具体的温度和湿度值，即测试集中有两个连续值：x={overcast,66,90,TRUE}，则需要利用正态分布的概率密度函数来估计条件概率，即求P（TEMPERATURE=66|yes）和P（HUMIDITY=90|yes）。


（3）Python实现


Scikit-Learn提供三种朴素贝叶斯方法：GaussianNB、MultinomialNB、BernoulliNB。MultinomialNB和BernoulliNB适合离散数据，GaussianNB适合特征属性是连续值时的情况。我们依然以鸢尾花数据集为例，这次我们使用Scikit-Learn提供的标准化数据方法StandardScaler和分割数据集方法train_test_split，这样就不用自己计算和手动分割数据了。
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到此为止，我们一共介绍了三种分类方法，分别是：k最近邻、决策树和朴素贝叶斯。下面我们用这三种方法对不同形态的数据进行分类。画出数据点和决策边界，对比其区别。创建文件kNN_DTree_NBayes.py，添加以下代码：
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图5-7 分类算法比较

对于第一种形态的数据，k最近邻的模型评分为0.97，要优于决策树和朴素贝叶斯；对于第二种环形数据，显然决策树的对数据划分的不是很准确，模型评分只有0.70；对于第三种数据，决策树的表现要好于其余两种算法。


5.5 逻辑回归（Logistic Regression）


（1）算法简介


logistic回归又称logistic回归分析，主要在流行病学中应用较多，比较常用的情形是探索某疾病的危险因素，根据危险因素预测某疾病发生的概率等。例如，想探讨胃癌发生的危险因素，可以选择两组人群，一组是胃癌组，一组是非胃癌组，两组人群肯定有不同的体征和生活方式等。这里的因变量就是是否胃癌，即“是”或“否”，为两分类变量，自变量就可以是年龄、性别、饮食习惯、幽门螺杆菌感染等。自变量既可以是连续的，也可以是分类的。通过logistic回归分析，就可以大致了解到底哪些因素是胃癌的危险因素。logistic回归最常用的三个用途：

■ 寻找危险因素：例如寻找某一疾病的危险因素。

■ 预测：根据建立的logistic回归模型，预测在不同的自变量情况下，发生某种情况的概率的大小。

■ 判别：和预测相类似，根据logistic回归模型预测的在不同的自变量情况下发生某种情况的概率的大小，判断到底属于哪种情况。


（2）二项逻辑回归方程


在解释逻辑回归之前，我们还得从线性回归说起。

回归分析（Regression Analysis）是一种统计学上分析数据的方法，目的在于了解两个或多个变量间是否相关、相关方向与强度，并建立数学模型以便观察特定变量来预测研究者感兴趣的变量。从数学上来说是给定一个点集，然后找一个最能代表自变量和因变量之间的关系的函数（回归方程），去拟合这些样本点。

假定将输入数据存放在矩阵X中，将回归系数存放在向量θ中，那么对于给定的数据xi
 ，线性回归方程为：

hθ
 （x）=θT
 x
 =θ0x0
 +θ1x1
 +θ2x2
 +…+θnxn
 （5.22）

当n=1时，hθ
 （x）=θ0x0
 +θ1x1
 ，是一元线性回归模型。

但对于分类问题，如果模型的输入类型多样（如：连续值、离散值、枚举值）且输入的范围差别很大，（如：室外温度的范围[-50,50]）数值大的输入在实际计算中往往就使得输入范围小的输入的作用可以忽略不计了，从而产生欠拟合问题。所以，对于分类问题无法直接采用一般的线性模型建模。

于是，我们引入Sigmoid函数，Sigmoid函数公式为：
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图5-8 形如S曲线的Sigmoid函数

当x为0时，Sigmoid函数值为0.5，随着x的值增大，Sigmoid函数值趋近于1，随着x值的减小，Sigmoid函数值趋近于0。

为了实现逻辑回归，我们将函数（5.22）代入到函数（5.23），得到（5.24）式。即把（5.22）式的因变量的取值变换到（5.23）式的自变量的线性预测取值范围内。这样我们将线性回归输出的范围很大的数，例如从负无穷到正无穷，压缩到0和1之间，任何大于0.5的数值被分为1类，小于0.5的数值被分为0类，所以逻辑回归也可以被看成是一种概率估计。
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图5-9 线性回归与逻辑回归

我们已经建立好了逻辑回归模型，但模型的参数θ还是未知的，我们需要训练模型来求解参数θ。下一步我们需要建立代价函数（Cost Function）。


（3）最大似然法和梯度上升法求解最优回归参数θ


① 最大似然法

最大似然法（Maximum Likelihood，简称ML）也称为最大概似估计，也叫极大似然估计，是一种具有理论性的点估计法，此方法的基本思想是：当从模型总体随机抽取n组样本观测值后，最合理的参数估计量应该使得从模型中抽取该n组样本观测值的概率最大。

让我们通过一个例子来通俗地解释最大似然法：有两个篮球运动员在进行投篮比赛，球员A平时的命中率远高于球员B，假设你不能看见他们投篮的样子，也就是并不能确切地知道是谁能投中，这时候有人告诉你他们其中的一个人投中了第一个球，要你猜猜是谁投中的，通常情况下，你肯定会猜是球员A投中的，对吗？因为球员A投中的概率要大于球员B，这种推断方法就体现了极大似然估计的基本思想。

再来举个例子，某同学随机抽取了100个同学的身高作为观测样本数据X，现在这位同学想要估计的参数θ是这个分布的均值和方差。假设这组数据服从正态分布（高斯分布），且抽到同学A与抽到同学B是相互独立的，那么抽到这100个人的身高的概率就是样本中各个数据概率的乘积，用公式表示：
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这个函数反映的是在不同的参数θ取值下，取得当前这个样本集X的概率，因此称此函数为参数θ相对于样本集X的似然函数（Likelihood Function）。

L（θ）是连乘的函数，所以为了便于分析和计算，我们对其取对数，这样就变成了连加，也就是对数似然函数：
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那么如何估计参数θ呢？结合第一个例子，我们现在可以知道，我们之所以能抽到这100个同学的身高，是因为这100个同学的身高出现的概率最大，所以要求解参数θ，只需要其对应的似然函数L（θ）最大即可。θ的最大似然估计量记为：
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回到逻辑回归的参数估计问题上，逻辑回归的基本学习算法就是最大似然法，其最大似然函数就是其代价函数。

假设我们有n个独立的训练样本{（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xn
 ,yn
 ）},y={0,1}。那每一个观察到的样本（xi
 ,yi
 ）出现的概率是：

[image: ]


整个样本集，也就是n个独立的样本出现的似然函数为：
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根据最大似然法，我们只需要求使得似然函数最大的系数取值。即[image: ]
 =argmaxL（θ）。

② 梯度上升法（Gradient Ascent）

上文提到，要求θ，只需要使θ的似然函数L（θ）最大化，然后最大值对应的θ就是我们的最大似然量估计。要求一个函数的最值，需要我们对这个函数求导，然后让导数为0，即可解出θ（前提是函数L（θ）连续可微）。但如果θ是包含多个参数的向量呢？这里我们引入梯度上升法。
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图5-10 梯度下降示意图

梯度上升法是利用一阶的梯度信息找到函数局部最优解的一种方法，也是机器学习里面最简单最常用的一种优化方法。它的思想是只需要沿着函数的梯度方向探寻，就能找函数的最大值。

对逻辑回归来说，梯度上升算法可表示为：
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 表示对L（θ）的所有参数求偏导数，也就是梯度，α表示步长，决定了每一步移动量的大小。该公式将会不断被迭代执行，直到达到某个停止条件为止。

梯度上升算法每到达一个点之后都会重新计算移动的方向，如此循环迭代，直到满足某个停止条件为止。


（4）Python实现


这次，我们的任务是对一批音乐进行分类。这个数据里包含了blue、classical 等十个音乐类别，每个音乐类别有一百首样本。每个样本都是一首歌的前30秒。

我们可以先把一个wma文件读入Python，然后绘制它的频谱图（Spectrogram）：
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图5-11 音乐类型为“blue”的频谱图

我们也可以比较每一种音乐的频谱图。我们发现金属乐的能量在各个频率上都比较强，而爵士乐则是分布最不均匀的。
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图5-12 十种音乐的频谱图
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图5-12 十种音乐的频谱图（续）

对音乐进行快速（离散）傅里叶变换（FFT）。FFT是一种数据处理技巧，它可以把时间领域上的数据，例如一个音频，拆成一堆基准频率，然后投射到频率领域上。因为我们每次都要对音频进行FFT处理，为了加快训练的速度，我们可以创建一个trainset文件，把处理完的数据先存储到该文件中，以便在训练分类器时直接读取保存的数值型数据，为了实现这一点，我们操作如下：
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数据压缩好之后，我们选取6种音乐，分别为classical、country、jazzy、metal、pop和rock，作为样本数据，然后我们把原始音乐提取出来的特征数据存储到数组中，这样数据被压缩之后处理时间就大大加快了：
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随机抽80%的数据作为训练集，剩下的数据为测试集。
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接下来，我们使用Scikit-Learn，来构造和训练我们的两种分类器，分别是逻辑回归和最近邻。需要注意的是，每一个样本数据为一首音乐，每首音乐同时包含了大量矩阵数据，所以为了对测试集中的每一个样本进行预测，我们引入了lambda和map函数。lambda可以理解为一种小函数，但是它是一个表达式，而不是一个语句，一个lambda语句就相当于一个函数定义，调用的时候也和函数一样。而map函数可以帮我们处理一个列表里的所有元素，它接受函数和列表作为参数，然后返回函数处理之后的列表，map函数有的时候可以用来替代for循环。
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从结果来看，逻辑回归分类器的准确率只有35%，而近邻分类器的准确率为59%，好于逻辑回归分类器。为了更直观地评估分类器的效果，我们使用混淆矩阵来可视化结果，混淆矩阵主要用于比较分类结果和实际测得值。例如，有150个样本数据，这些数据分成3类，每类50个。分类结束后得到的混淆矩阵为：

表5-7 混淆矩阵
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每一行之和为50，表示50个样本，第一行说明类1的50个样本有43个分类正确，5个错分为类2，2个错分为类3。
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图5-13 中对角线代表正确诊断的比例。对角线方格的颜色越深，其他位置方格的颜色越浅，分类器效果越好。可以看出，逻辑回归分类器的表现明显比kNN分类器弱。


5.6 Apriori算法

Apriori是一种关联分析方法。关联分析又称关联挖掘，关联分析是一种在大规模数据集中寻找数据之间的关系的无监督的算法。关联分析的目标是发现频繁项集和从频繁项集中发现关联规则。经典的关联规则数据挖掘算法广泛应用于各种领域，通过对数据的关联性进行了分析和挖掘，挖掘出的这些信息在决策制定过程中具有重要的参考价值。比如：

在商业领域，关联分析可以应用于消费市场价格分析中，它能够很快地求出各种产品之间的价格关系和它们之间的影响。超市等零售店也在进行数据挖掘，以便猜测顾客的消费习惯。

在网络安全领域，关联分析可通过模式的学习和训练发现网络用户的异常行为模式，能够快速地锁定攻击者，提高了基于关联规则的入侵检测系统的检测性。

在移动通信领域,关联分析可对来自移动增值业务方面的调查数据进行了相关的挖掘处理，从而获得了关于用户行为特征和需求的间接反映市场动态的有用信息，这些信息在指导运营商的业务运营和辅助业务提供商的决策制定等方面具有十分重要的参考价值。

本部分将介绍关联分析中两种最常用的算法：Apriori算法和FP-groth算法。


（1）算法简介


Apriori算法是一种挖掘关联规则的频繁项集算法，其核心思想是通过候选集生成和情节的向下封闭检测两个阶段来挖掘频繁项集。关联分析的一个典型例子是购物篮分析。该过程通过发现顾客放入其购物篮中的不同商品之间的联系，分析顾客的购买习惯，可从数据库中关联分析出形如“由于某些事件的发生而引起另外一些事件的发生”之类的规则，如“67%的顾客在购买啤酒的同时也会购买尿布”，因此通过合理的啤酒和尿布的货架摆放或捆绑销售可提高超市的服务质量和效益。

表5-8 交易数据示例
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在了解关联规则算法流程之前，我们需要对相关概念进行理解：

■ 项集：设T={t1
 ,t2
 ,…,tn
 }是所有事务的集合，I={i1
 ,i2
 ,…,im
 }是数据中所有项的集合。那么项集是包含0个或者多个项的集合，如果一个项集包含k个项，则称它为k-项集。例如{面包，牛奶}是一个2-项集。

■ 支持度计数：包含特定项集的事务的个数。例如{牛奶，尿布，啤酒}的支持度计数2，因为只有两个事务同时包含这三个项。

■ 支持度：所有事务中包含该项集所占的比例。例如计算规则{牛奶，尿布}→{啤酒}的支持度，因为{牛奶，尿布，啤酒}的支持度计数为2，而事务的总数为5，那么支持度为2/5=0.4。用概率来表示，就是{A}和{B}在总集中同时出现的概率P（A∪B）。

■ 置信度：针对{A}→{B}这样的关联规则，其置信度定义为：Probability（A→B）=P（B|A）=P（A∪B）/P（A）。例如规则{牛奶，尿布}→{啤酒}的置信度＝{牛奶，尿布，啤酒}的支持度计数/{牛奶，尿布}的支持度计数=2/3＝0.67。

■ 频繁项集：满足最小支持度阈值的所有项集。

■ 关联规则：从频繁项集中提取的满足最小置信度阈值的规则。

■ 强规则：所有高置信度的规则。


（2）Apriori算法流程


找出频繁项集的传统方法是遍历每条事务，检查是否包含目标项并计数，遍历完所有数据之后将得到的统计数值除以总记录数。但包含N项纪录的数据集共有2N-1中组合方式，如果数据量很大，遍历所有的组合情况会耗费大量时间。所以我们可以使用先验（Apriori）原理来减少频繁项集产生时需要探查的候选集的个数。

先验（Apriori）原理：如果某个项集是频繁的，那么其所有子集也是频繁的，反过来如果一个项集是非频繁的，那么它的所有超集也是非频繁的。

表5-9 利用Apriori算法提取频繁项集流程
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① 频繁项集的产生过程

a.假设最小支持度为2，首先遍历整个事务集，对每个候选项进行计数，然后比较候选支持度计数与最小支持度计数的大小，去掉小于最小支持度计数的项集。下图分别为候选项集C1
 和频繁1-项集L1。
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图5-14 候选项集C1
 和频繁1-项集L1的产生

b.候选2-项集的产生较为简单，只要与自身进行连接就好，然后遍历整个事务集，对每个候选项进行计数，然后比较候选支持度计数与最小支持度计数的大小，去掉小于最小支持度计数的项集。下图分别为候选项集C2
 和频繁2-项集L2
 。
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图5-15 候选项集C2
 和频繁2-项集L2
 的产生

c.候选3-项集的产生依然是与自身连接，但需要遵守的规则是：Lk-1
 与其自身进行连接，产生候选项集 Ck
 。当且仅当它们中有 k-2个项是相同的。如：项集 {1,2} 与 {1,5} 连接之后产生的项集是 {1,2,5}，因为这两个项集中有1个相同项，而项集 {1,2} 与 {3,4}则不能进行连接操作。自连接后依然重复遍历数据集和计数的工作，去掉不满足最小支持度计数的项集，得到候选项集C3和频繁2-项集L3。

这里需要注意的是，我们仍需要根据先验原理，检查L3中是否每个项集都是频繁的。先验原理告诉我们：如果一个项集是非频繁的，那么它的所有超集也是非频繁的。在第二步，我们去掉了非频繁项集{面包，可乐}和{啤酒，可乐}，那么L3
 中，如果有项集包含了{面包，可乐}或者{啤酒，可乐}，那么它也是非频繁的。对比之后，发现L3
 中并没有包含这两个项的项集，所以这才是最终的频繁项集L3
 。（我们仍需要继续生成候选4-项集，但由于所有的候选4-项集均不满足大于等于最小支持度计数，所以把L3作为最终的频繁项集。）
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图5-16 候选项集C3
 和频繁3-项集L3
 的产生

② 从频繁项集中产生关联规则

Apriori算法采用一种逐层方法来产生关联规则，其中每层对应规则后件中的项数，通过合并后件来产生候选规则。通俗的说，要找到关联规则，首先得从一个频繁项集开始，从一个频繁项集中可以产生多少条关联规则呢？假设我们有项集{0,1,2,3}，下图的网络就是从{0,1,2,3}产生的所有的规则：
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图5-17 从频繁项集中产生的关联规则

基于置信度的剪枝定理：如果某条规则并不满足最小置信度，那么该规则所有的子集也不会满足最小置信度。例如，假设012→3不满足最小置信度，那么任何左件为{0,1,2}的子集的规则也不会满足最小置信度，如上图的阴影部分，都是需要被剪枝的。

Apriori算法简单易于理解，但缺点是对于每个潜在的频繁项集都会遍历数据集判定给定模式是否频繁，若处理大规模数据，速度将会非常慢。所以我们需要一种效率更高的算法——FP-growth。


（3）FP-growth算法


Han Jiawei等人提出了基于频繁模式树（Frequent Pattern Tree，简称FP-tree）的发现频繁模式的算法FP-growth。在FP-growth算法中，通过两次扫描事务数据库，把每个事务所包含的频繁项目按其支持度降序压缩存储到FP-tree中。在以后发现频繁模式的过程中，不需要再扫描事务数据库，而仅在FP-Tree中进行查找即可，并通过递归调用FP-growth的方法来直接产生频繁模式，因此在整个发现过程中也不需产生候选模式。该算法克服了Apriori算法中存在的问题。在执行效率上也明显好于Apriori算法。

表5-10 FP-Growth算法流程
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下面我们通过一个实例来通俗的解释FP-Growth算法的流程。我们仍然使用表58中的交易示例数据：

① 遍历一次数据集，将每个项目按频数递减排序，删除不满足最小支持度计数的项，结果记为频繁1-项集。（假设最小支持度计数为2。）

表5-11 第一次遍历数据
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② 再遍历一次数据集，并按照频繁1-项集的顺序进行重新排序。

表5-12 重新排序后的项集
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③ 将第2步得到的项集依次插入到FP-tree中：
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图5-18 第一次插入{面包，牛奶}
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图5-19 第二次插入{面包，尿布，啤酒}
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图5-20 第三步插入{牛奶，尿布，啤酒，可乐}

[image: ]


图5-21 第四步插入{面包，牛奶，尿布，啤酒}
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图5-22 最后插入第五个项集后，将树中相同名称的节点要链接起来，链表的第一个元素就是图5-22表头项里的元素。

④ 从FP-Tree中找出频繁项

每个项后面的数字表示公共前缀出现的次数。根据该树可以回溯到最低节点，找到对应节点的频繁模式。例如对“啤酒”来说，有3个回溯路径：（啤酒，尿布，牛奶，面包），（啤酒，尿布，面包），（啤酒，尿布，牛奶），这三个回溯路径为“啤酒”的条件模式基。因为这三个回溯路径包含1个频繁节点“尿布”，所以频繁模式为（尿布，啤酒）。同理对其他项采取相同的操作，最后我们可以找出最终的频繁模式：（尿布，啤酒），（牛奶，可乐），（尿布，可乐），（牛奶，尿布，可乐）。


（4）Python实现


由于Scikit-Learn并没有提供关联分析的算法，我们使用另外一个机器学习库Orange来实现关联分析算法。

Orange是一个基于组件的数据挖掘和机器学习软件套装，与Scikit-Learn相比，它的优势在于支持可视化编程前端，提供了大量可视化方法，可以对数据和模型进行多种图形化展示，并能智能搜索合适的可视化形式，实现数据的交互式探索。Orange的底层核心采用C++编写，同时允许用户使用Python脚本语言来进行扩展开发。

安装Orange也十分简单，Windows用户可直接用pip工具，在命令行里输入pip install orange就可以自动完成Orange库的最新版的安装和更新。

我们使用Orange内置的隐形眼镜（contact lenses）数据集，隐形眼镜数据集是非常著名的数据集，它包含一些患者眼部状况的观察条件以及医生推荐的隐形眼镜类型，我们的任务是使用关联规则算法通过患者的一些基本情况来预测其需要佩戴的隐形眼镜类型。首先，我们来探索一下该数据集的结构。本地格式数据的首行以属性名称开始，第二行为数据类型包括连续型、离散型、字符型（continuous,discrete,string），第三行包含元数据信息，以识别从属特征（class），不相关的特征（ignore）或元特征（meta）。该数据集有4个特征，分别为：患者年龄、眼镜处方、是否散光和泪液产生率，目标变量为眼镜类型，包括硬材质、软材质以及不适合佩戴隐形眼镜。
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可在shell中键入以下代码来查看数据集：
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使用Orange来实现关联规则挖掘非常简单，它提供了一个实现Apriori算法的方法AssociationRulesInducer，我们可以调用该方法，并设置最小支持度、最小置信度等参数，来实现关联规则的挖掘。
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5.7 聚类分析（Clustering Analysis）

聚类是一种通过某种算法将特征相似的样本聚集到一起，从而达到区分具有不同特征的样本的目的的无监督的算法。聚类与分类的不同点在于，聚类所要求划分的类是未知的。聚类算法将数据分类到不同的类或者簇，所以同一个簇中的对象有很大的相似性，而不同簇间的对象有很大的相异性。

聚类分析只是一种探索性的分析，在分类的过程中，人们不必事先给出一个分类的标准，聚类分析能够从样本数据出发，自动进行分类，通常使用方法的不同，常常会得到不同的结论。

聚类分析是数据挖掘的主要任务之一，它能够作为一个独立的工具获得数据的分布状况，观察每一簇数据的特征，集中对特定的聚簇集合作进一步的分析，并且还可以作为其他算法（如分类算法）的预处理步骤。本书将介绍两种聚类算法：k均值、凝聚层次聚类。


（1）算法简介


目前聚类算法有很多，大体上可以划分为如下几类：

① 划分法（partitioning methods）

给定一个有n个对象的数据集，划分方法将构造k个分组，每一个分组就代表一个簇，且k≤n。同时满足如下要求：

a.每个组至少包含一个对象；

b.每个对象必须属于一个组。

对于给定的k，算法首先给出一个初始的分组方法，然后通过反复迭代的方法改变分组，使得每一次改进之后的分组方案都比前一次好，而所谓好的标准是：同一个分组中的对象之间的距离尽可能地接近，而不同分组中的对象的距离尽可能地远离。k-means就是使用这种思想的算法。

② 层次法（hierarchical methods）

层次法需要对给定的数据集进行层次似的分解，直到某种条件满足为止。具体又可分为“自底向上”和“自顶向下”两种方案。例如，在“自底向上”方案中，初始时每一个数据记录都组成一个单独的组，在接下来的迭代中，它把那些相互邻近的组合并成一个组，直到所有的记录组成一个分组或者某个条件满足为止。层次聚类方法可以是基于距离的或基于密度或连通性的。层次聚类方法的一些扩展也考虑了子空间聚类。层次方法的缺陷在于，一旦一个步骤（合并或分裂）完成，它就不能被撤销。这个严格规定是有用的，因为不用担心不同选择的组合数目，它将产生较小的计算开销。然而这种技术不能更正错误的决定。

③ 基于密度的方法（density-based methods）

基于密度的方法与其他方法的一个根本区别是：它不是基于各种各样的距离的，而是基于密度的。这样就能克服基于距离的算法只能发现“类圆形”的聚类的缺点。这个方法的指导思想就是，只要一个区域中的点的密度大过某个阈值，就把它加到与之相近的聚类中去。DBSCAN算法就是一个典型的基于密度的方法。

④ 基于网格的方法（grid-based methods）

这种方法首先将数据空间划分成为有限个单元，形成一个网格结构,所有的处理都是以单个的单元为对象的。这么处理的一个突出的优点就是处理速度很快，通常这是与目标数据库中记录的个数无关的，它只与把数据空间分为多少个单元有关。

⑤ 基于模型的方法（model-based methods）

基于模型的方法给每一个聚类假定一个模型，然后寻找能够很好地匹配这个模型的数据集。这样一个模型可能是数据点在空间中的密度分布函数或者其他。它的一个潜在的假定就是：目标数据集是由一系列的概率分布所决定的。

这里我们只介绍最流行的k均值和层次聚类算法。


（2）基于划分的k均值算法（k-means）


k-means算法是很典型的基于距离的聚类算法，采用距离作为相似性的评价指标，即认为两个对象的距离越近，其相似度就越大。该算法认为簇是由距离靠近的对象组成的，因此把得到紧凑且独立的簇作为最终目标。

表5-13 k-means算法过程
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① 指派最近的点到质心

将点指派到最近的质心，我们需要量化“最近”这个概念，k最近邻算法使用的基于距离的度量方法，k-means算法也同样适用。对k-means算法来说，欧式空间中的点使用欧氏距离。数据类型不同，需要的距离度量也不同。

② 质心与目标函数

一般来说，评价一个聚类是否有效，从距离测度考虑，就是使类内距离极小化而类间距离最大化。从质心的角度来考量，对于使用欧几里得距离的数据，我们采用SSE（误差的平方和）作为度量聚类质心质量的目标函数，我们将计算每个数据点到每个质心的欧几里得距离的平方和，目标函数值越小，误差越小，聚类效果也就越好。目标函数定义如下：
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x是数据点，ci
 是数据点所属的质心，∑x∈ci
 dist（ci
 ,x）2
 则表示数据点到质心的欧几里得距离。第i个簇的质心可定义为簇中所有点距离的均值，用公式表示：
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③ k-means的优化问题

正如上文所说，我们需要最小化目标函数，解决这种优化问题，我们可以采用梯度下降法来求解。Logistic 回归曾用到的优化方法是梯度上升，但这两种方法本质上是相同的，一个是求解目标函数的最大值，一个是求解目标的函数最小值，数学上，只涉及加减符号的变化。

让我们来作一个最简单的假设，假设数据是一维的，那么目标函数可以写成：
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要对第k个质心ci
 求解，我们只需要对目标函数求导，再令其导数等于0，如下所示：
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上式可进一步推导出：
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验证了目标函数最小化后求得的质心是簇中各点的均值。

④ k值的选择

可以以SEE函数值为因变量，k值为自变量，绘制出一个曲线，一般来说，此曲线有一个明显的拐点，则拐点对应的k值就是我们所要寻找的最佳k值，但这种方法并不是总是有效的，例如，可能存在曲线非常平滑，看不出明显拐点的情况。

⑤ k-means的优点与缺点

对于小规模数据集来说，k-means算法十分快速、简单，但也存在以下缺点：
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图5-23 利用寻找“拐点”来寻找最佳k值

a.在k-means 算法中k是事先给定的，这个k值的选定非常难以估计。很多时候，事先并不知道给定的数据集应该分成多少个类别才最合适。

b.在k-means 算法中，首先需要根据初始聚类中心来确定一个初始划分，然后对初始划分进行优化。这个初始聚类中心的选择对聚类结果有较大的影响，一旦初始值选择的不好，可能无法得到有效的聚类结果。

c.从k-means 算法框架可以看出，该算法需要不断地进行样本分类调整，不断地计算调整后的新的聚类中心，因此当数据量非常大时，算法的时间开销是非常大的。


（3）基于层次的层次聚类算法（Agglomerative Hierarchical）


层次聚类（Hierarchical Clustering）法与k-means一样，是重要的聚类方法，有两种产生聚类的基本方法：凝聚法和分裂法，由于这两种方法很相似，这里我们只讨论凝聚层次聚类。

■ Agglomerative （凝聚）：

— 自底向上;

— 首先将每个对象作为一个类;

— 然后不断合并两个“相近”的簇为一个新的类;

— 直到所有的对象都在一个类中，或者某个终结条件被满足。

■ Divisive（分裂）：

— 自顶向下；

— 首先将所有对象置于同一个类中；

— 然后逐渐细分为越来越小的类；

— 直到每个对象自成一类，或者达到了某个终止条件。

表5-14 凝聚层次聚类算法流程
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图5-24 凝聚层次聚类的树形图结构

① 定义簇（类）间距离

算法的第一步就是计算近邻度矩阵，和k-means一样，计算两个簇之间的近邻度也就是计算他们之间的距离。求簇间距有三种方法：

■ 单连接（Single Linkage）：类间距离等于两类对象之间的最小距离。

■ 完全连接（Complete Linkage）：类间距离等于两类对象之间的最大距离。

■ 平均连接（Average Linkage）：类间距离等于两类对象之间的平均距离。
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图5-25 求簇间距的三种方法
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图5-26 分别使用三种方法后的层次聚类结果图

可以看到单连接方法的最终聚类结果较为“松散”，这个方法的弱点是：如果两个类从“大局”上离得比较远，但是由于其中个别的点距离比较近就被合并了，由于链式效应，这样会最终形成一个组织结构较为松散的树形图；而完全连接生成的树形图要比单连接的稍微紧凑一些，但如果两个簇即使已经很接近了，但是只要有不配合的点存在，就会不合并。

这两种相似度的定义方法的共同问题就是只考虑了某个有特点的数据，而没有考虑类内数据的整体特点。所以我们普遍使用平均连接方法，这种方法受异常数据对象的影响较前面两种小，能产生一种比较平衡的树形结构。

下面我们给出一个单连接的计算方法示例。
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图5-27 单连接示例：给出1、2、3、4、5这五个类的距离矩阵

a.原始矩阵中，距离最近的两个类是2和1，所以我们需要合并1和2，删除1、2行和1、2列，然后在新的矩阵中插入类（1,2）。

b.计算（1,2）到其余各点距离，取距离最小的类与类（1,2）合并。与（1,2）距离最小的类为3，与类（1,2）合并成新类（1,2,3），删除（1,2）、3行和（1,2）、3列，然后在新的矩阵中插入类（1,2,3）。

d（1,2）,3
 =min｛d1,3
 ,d2,3
 ｝=min｛6,3｝=3

d（1,2）,4
 =min｛d1,4
 ,d2,4
 ｝=min｛10,9｝=9

d（1,2）,5
 =min｛d1,5
 ,d2,5
 ｝=min｛9,8｝=8

min｛d（1,2）,3
 ,d（1,2）,4
 d（1,2）,5
 ｝=3

c.同理，计算（1,2,3）到其余各类距离，取距离最小的类与类（1,2,3）合并。类4与类5的距离最小，于是合并成新类（4,5），删除4、5行和4、5列，然后在新的矩阵中插入类（4,5）

d（1,2,3）,4
 =min｛d（1,2）,4
 ,d3,3
 }=min｛9,7}=7

d（1,2,3）,5
 =min｛d（1,2）,5
 ,d3,5
 }=min｛8,5}=5

d（4,5）
 =4

min｛d（1,2,3）,4
 ,d（1,2,3）,5
 ,d（4,5）
 }=4

d.最后只余下两个大类（1,2,3）和（4,5），将它们最后合并成一个大类。
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图5-28 单连接法聚类流程树形图

② 最佳聚类数的选择

若数据集X=｛x1
 ,…,x12
 }形成了下图（a）,（b）两种聚类：
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图5-29 两种聚类树形图

我们得到的是一棵完整的“树”，也就是我们需要辨别，这些树的叶子节点哪些是属于同一个类别的。一般情况下我们可以采取在邻近树图中搜索生命周期长的聚类来确定最佳聚类数的方式，但这种方式比较主观，例如，如果碰到左图（a）这种结构较分明的树，我们可以直观地得出结论，但如果是右图这种树结构较为平均、松散的情况，这种方式可能就不那么管用了，而且聚类算法没有必要产生N个聚类的所有层次，可根据一定的准则，在得到数据最佳聚类的时候终止算法。

我们可通过两种方法来获得最佳聚类数：

外部方法：需要用户输入特定的参数的值。定义一个用于测量聚类中向量间差异性的函数h（x），即自相似测度，例如将自相似测度定义为：

h1
 （C）=maxx
 ,y∈C｛d（x,y）}或h2
 （C）=medx
 ,y∈C｛d（x,y）}（5.36）

令θ为一个阈值，其中μ表示X中任何两个向量间的均值，σ是方差，参数λ是用户定义的参数。

θ=μ+λσ （5.37）

如果聚类Rt+1
 中存在聚类C，使得向量间的差异性h（Ci
 ）>θ，那么聚类Rt就是最终的聚类。
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图5-30 h1为聚类内两点距离的最大值，h2为聚类内两点距离的中值

内部方法：不需要设定阈值，仅考虑数据集X的结构。定义一个用于测量聚类中向量间差异性的函数h（x），即自相似测度，例如将自相似测度定义为：

h（C）=maxx,y
 ∈C｛d（x,y）}或

h（C）=medx,y
 ∈C｛d（x,y）}（5.39）

当最终的聚类Rt
 满足，每个簇之间的差异值要大于每个簇中自相似值：
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图5-31 簇间距与簇内距离

③ 凝聚层次聚类算法优缺点

凝聚层次聚类算法有以下几个优点：a.没有目标函数，避开了目标函数优化问题，对初始数据集不敏感；b.不需要指定簇的个数。

基于层次的聚类方法的缺点有：a.复杂度高，O（m2
 logm）的时间复杂度和O（m2
 ）的空间复杂度给计算机带来高昂的代价，并不适应于大数据集；b.一旦一个合并或分裂被执行，就不能修正。 c.重叠的点往往很难决定要合并或者分裂，这样会使聚类结果有所偏差。


（4）异常检测


在数据库中包含着少数的数据对象，它们与数据的一般行为或特征不一致，这些数据对象叫做异常点 （outlier），也叫做孤立点。异常点的检测和分析是一种十分重要的数据挖掘类型，被称为异常点挖掘。

异常检测已广泛应用于以下几个方面：

■ 欺诈检测：信用卡公司可以通过分析持卡人的消费模式或行为的变化来预测欺诈者，类似额方法也可以运用到小额信贷公司。

■ 入侵检测：通过将过去观察到的正常行为与受到攻击时的行为相比较,根据使用者的异常行为或资源的异常使用状况来判断是否发生系统入侵活动。

■ 卫生医疗：通过对患者不同寻常的症状或者检查结果进行分析来找出其潜在的健康问题。

■ 生态环境：对一些非常见事件，例如洪灾、干旱、地震等，预测他们之间的似然度和成因。

聚类算法可以发现强相关的对象组，而异常检测发现不与其他对象强相关的对象，因此聚类技术实可以应用于异常检测。基于聚类技术的异常检测有两种常见方法：

一种利用聚类检测离群点的方法是利用未标记的数据进行训练，聚类结果中丢弃远离其他簇的小簇。这种方法可以与任何聚类技术一起使用，但前提是需要一个规定最小簇大小和小簇与其他簇之间的距离的阈值。这种方法的缺点就是很难选择簇的个数。

另一种方法就是先对所有数据进行聚类，然后对聚类结果进行评估。对于基于原型的聚类算法可以用对象到它的簇中心的距离的大小来评估对象属于簇的程度。而对于基于目标函数的聚类算法，例如k-means，如果删除一个对象可以使目标函数值得到显著改善，那么这个对象就被定义为离群点。

目前，比较常见的异常检测方法主要有以下几类：

① 基于统计的异常点检测算法

基于统计的异常检测方法对给定的数据集假定了一个分布或者概率模型，然后根据模型采取不一致检验来确定异常点。但需要注意的是产生这些离群点的机制可能不唯一，即离群点很可能被不同的分布模型检测出来，这样解释离群点的意义时经常发生多义性；其次，基于统计的方法在很大程度上依赖于待挖掘的数据集是否满足某种概率分布模型，但大多数情况下，数据的概率分布是未知的。

② 基于距离的异常点检测算法

基于距离的异常检测是根据数据或对象间的距离来探测不一致对象。它根据在特定领域内某一对象所包含的邻居对象数目是否足够多来判断该对象是否正常。基于距离的离群检测方法具有比较直观的意义，算法比较容易理解，因此在实际中应用得比较多。

③ 基于密度的异常点检测算法

基于密度的离群检测算法一般都建立在距离的基础上，某种意义上可以说基于密度的方法是基于距离的方法中的一种，但基于密度的异常检测方法能够检测出基于距离的异常算法所不能识别的一类异常数据——局部异常。基于密度的方法主要思想是将记录之间的距离和某一给定范围内记录数这两个参数结合起来，从而得到“密度”的概念，然后根据密度判定记录是否为离群点。

④ 基于偏差的异常点检测算法

基于偏差的离群检测算法不采用统计检验或者基于距离的度量值来确定异常对象，它是模仿人类的思维方式，通过观察一个连续序列后，迅速地发现其中某些数据与其他数据明显的不同来确定异常点对象，即使不清楚数据的规则。简而言之，通过对测试数据集主要特征的检验来发现离群点。基于偏移的异常点检测常用两种技术：序列异常技术和 OLAP 数据立方体技术。

⑤ 高维数据的异常检测

以上几种异常检测算法一般都是在低维数据上进行的，对于高维数据的效果并不是很好。与低维空间不同，高维空间中的数据分布得比较稀疏，这使得高维空间中数据之间的距离尺度及区域密度不再具有直观的意义。基于这个原因，高维数据异常检测的方法把高维数据集映射到低维子空间，根据子空间映射数据的稀疏程度来确定异常数据是否存在。


（5）Python实现


在本节的实验中，我们将利用轮廓分析来选择最佳聚类数。

轮廓分析可以用于研究聚类结果得到的簇之间的间隔距离。轮廓图显示了簇中的每个点的凝聚度与相邻簇之间的分离度的量度，从而提供了一种在视觉上评估聚类数量的参数。这一措施的范围为[-1,1]。轮廓系数接近1表明样本点远离相邻簇。轮廓系数为0表示该样本点非常接近的两个相邻簇决策边界或者是在决策边界上，而负值表明这些样本点可能已经被指派到错误的簇。

新建文件，添加以下代码：
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运行结果如下，可以看到当聚类数为2时，聚类效果较好。
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图5-32 指定聚类数为2时的轮廓图
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图5-33 指定聚类数为3时的轮廓图

[image: ]


图5-34 指定聚类数为4时的轮廓图


5.8 随机森林（Random Forest）

数据挖掘技术中的高级方法主要有随机森林、支持向量机、人工神经网络等。随机森林指的是通过构造由多棵决策树来对样本进行训练并预测的一种分类器。支持向量机将所有待分类的点映射到“高维空间”，然后在高维空间中找到一个 “超平面”来分离数据点。人工神经网络则是一种从信息处理角度对人脑神经元网络进行抽象，建立某种简单模型，按不同的连接方式组成不同的网络的算法。

本节将着重讲解随机森林算法。


（1）算法简介


随机森林由Leo Breiman（2001）提出，它通过自助法（bootstrap）重采样技术，从原始训练样本集N中有放回地重复随机抽取k个样本生成新的训练样本集合，然后根据自助样本集生成k个分类树组成随机森林，新数据的分类结果按分类树投票多少形成的分数而定。随机森林实质上是对决策树算法的一种改进，单棵树的分类能力可能很小，但在随机产生大量的决策树后，一个测试样本可以通过每一棵树的分类结果经统计后选择最可能的分类。


（2）随机森林算法流程


表5-15 随机森林算法流程
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随机森林在运算量没有显著提高的前提下提高了预测精度。随机森林对多元共线性不敏感，结果对缺失数据和非平衡的数据比较稳健，能够处理高维度数据，而两个随机采样的过程保证了随机性，所以就算不剪枝，也不会出现过度拟合的情况。

具体的，随机森林算法有以下优点：

■ 对于很多种数据，它可以产生高准确度的分类器。

■ 它可以处理大量的输入变量。

■ 它可以在决定类别时，评估变量的重要性。

■ 在建造森林时，它可以在内部对于一般化后的误差产生不偏差的估计。
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图5-35 以回归树为即分类器的随机森林模型

■ 它包含一个好方法可以估计遗失的数据，并且，如果有很大一部分的数据遗失，仍可以维持准确度。

■ 它提供一个实验方法，可以去侦测变量的相互作用（variable interactions）。

■ 对于不平衡的分类数据集来说，它可以平衡误差。

■ 它计算各例中的相近度，对于数据挖掘、侦测偏离点（outlier）和将数据视觉化非常有用。

■ 它可被延伸应用在未标记的数据上，这类资料通常是使用非监督式聚类。也可侦测偏离者和观看数据。

■ 学习过程是很快速的。


（3）bagging、boosting与随机森林


经常与随机森林算法一起被提及的有bagging和boosting。

装袋（bagging）又称自助聚集（boot strap aggregating）,是一种根据均匀概率分布从数据集中又放回的重复抽样的技术。每个自助样本都和原数据集一样大，由于抽样过程是有放回的，有些样本因此会重复出现，有些则会被忽略。一般来说每一个自主样本大约包含63%的原训练数据，因为每一个样本被抽到的概率为：
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如果N足够大，这个概率将会收敛于约0.632。

Valiant和Kearns提出了弱学习和强学习的概念，识别错误率小于1/2,也即准确率仅比随机猜测略高的学习算法称为弱学习算法；识别准确率很高并能在多项式时间内完成的学习算法称为强学习算法。

bagging的基本思想为：给定一个弱学习算法和一个训练集，单个弱学习算法准确率不高，但如果将该学习算法使用多次,得出预测函数序列,进行投票，最后结果准确率将得到提高。

表5-16 bagging分类算法流程
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需要注意的是，bagging方法依赖于基分类器的稳定性，即基分类器对训练数据随机波动时产生的误差。如果基分类器不稳定，则bagging方法可以降低训练数据的随机波动导致的误差；如果基分类器是稳定的，那么基分类器对训练数据的随机波动并不敏感，这样bagging方法可能不会对基分类器的性能有很大的改善，甚至可能由于训练集的实际容量比原数据集小而会降低分类器性能。

随机森林和使用决策树作为基本分类器的bagging有些类似。以决策树为基本模型的bagging在每次bootstrap放回抽样之后，产生一棵决策树，抽多少样本就生成多少棵树，在生成这些树的时候没有进行更多的干预。而随机森林也是进行bootstrap抽样，但它与bagging的区别是：在生成每棵树的时候，每个节点都在随机选出的特征中产生。因此，不但样本是随机的，每个节点的产生也是随机的。

boosting方法也是一种用来提高弱分类算法准确度的方法。AdaBoost 是boosting 算法家族中的代表算法，其基本思想是先赋予每个训练样本相同的权值（概率）1/N，从而使他们被选作训练的可能性相同。然后根据训练样本的抽样分布来抽取新的样本集，并由该样本集训练一个分类器，利用该分类器对元数据中所有样本进行分类。就这样进行T次迭代，每次迭代后，对分类错误的样本加大权重，对正确分类的样本减少权重，使得在下一次的迭代中更加关注这些样本。最后对每轮提升得到的基分类器序列用加权的方法进行联合,得到最终的强分类器。这种方法不要求产生的单个分类器有高的识别率,即不要求寻找识别率很高的基分类器,只要产生的基分类器的识别率大于 0.5，就可作为基分类器序列中的一员。

表5-17 AdaBoost算法流程
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bagging和boosting都可以有效地提高分类的准确性。在大多数数据集中，boosting的准确性比bagging高。但boosting更倾向于被错分的样本，很容易引起过度拟合问题。

bagging与boosting的区别在于：

■ bagging的训练集的选择是随机的，各轮训练集之间相互独立，而boosting的训练集的选择是独立的，各轮训练集的选择与前面各轮的学习结果有关。

■ bagging的各个基分类器没有权重，而boosting是有权重的。

■ bagging的各个基分类器可以并行生成，而boosting的各个预测函数只能顺序生成。对于像神经网络这样极为耗时的学习方法，bagging可通过并行训练节省大量时间开销。

■ bagging采用均匀取样，而boosting根据错误率来取样，因此boosting的分类精度要优于bagging。投票分类方法虽然分类精度较高，但训练时间较长。


（4）Python实现


还记得在学习决策树算法时我们做出的三种深度的回归树拟合图吗？本节实验将比较随机森林算法和传统决策树算法，并对结果可视化。

我们只需要在第二节的决策树实现代码中稍作改动即可。如下代码所示，我们新建文件RandomForestRegressor.py。将以下代码添加到文件中。
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图5-36 随机森林和决策树曲线拟合情况。可以看到，同样是最大深度为4，决策树产生了过拟合的情况，而随机森林的拟合情况较好。


本章小结

数据挖掘是指从大量的数据中通过算法搜索隐藏于其中信息的过程。常分为监督学习和非监督学习。监督学习是指通过已有的一部分输入数据与输出数据之间的对应关系，生成一个函数，将输入映射到合适的输出，例如分类。非监督学习是指直接对输入数据集进行建模，例如聚类。

Scikit-Learn是一个基于Numpy,Scipy,Matplotlib的开源机器学习工具包。涵盖了大量常用算法例如SVM、逻辑回归、朴素贝叶斯、随机森林、k-means等。Scikit-Learn的基本功能主要被分为六个部分：分类、回归、聚类、数据降维、模型选择和数据预处理，k最近邻分类算法是数据挖掘分类技术中最简单的方法之一，属于有监督的学习算法。所谓k最近邻，就是k个最近的邻居的意思，说的是每个样本都可以用它最接近的k个邻居来代表。其核心思想是如果一个样本在特征空间中的k个最相邻的样本中的大多数属于某一个类别，则该样本也属于这个类别，并具有这个类别上样本的特性。

决策树是在已知各种情况发生概率的基础上，通过构成决策树来求取净现值的期望值大于等于零的概率，评价项目风险，判断其可行性的决策分析方法，是直观运用概率分析的一种图解法。决策树是一个预测模型，它代表的是对象属性与对象值之间的一种映射关系。著名的决策树算法有ID3,C4.5和CART。

贝叶斯分类是一系列分类算法的总称，这类算法均以贝叶斯定理为基础，故统称为贝叶斯分类。朴素贝叶斯算法（Naive Bayesian）是其中应用最为广泛的分类算法之一。贝叶斯定理有效地解决了现实生活里经常遇到的问题：已知某条件概率，求两个事件交换后的概率，即已知P（A|B）的情况下如何求得P（B|A）。

回归分析是一种统计学上分析数据的方法，目的在于了解两个或多个变量间是否相关、相关方向与强度，并建立数学模型以便观察特定变量来预测研究者感兴趣的变量。从数学上来说是给定一个点集，然后找一个最能代表自变量和因变量之间的关系的函数（回归方程），去拟合这些样本点。二元逻辑回归，引入了Sigmoid函数，将线性回归公式的因变量的取值变换到Sigmoid函数自变量的线性预测取值范围内，这样线性回归输出的范围就从很大范围压缩到0和1之间，任何大于0.5的数值被分为1类，小于0.5的数值被分为0类，所以逻辑回归也可以被看成是一种概率估计。

Apriori算法是一种挖掘关联规则的频繁项集算法，其核心思想是通过候选集生成和情节的向下封闭检测两个阶段来挖掘频繁项集。FP-growth算法通过两次扫描事务数据库，把每个事务所包含的频繁项目按其支持度降序压缩存储到FP-tree中。在以后发现频繁模式的过程中，不需要再扫描事务数据库，而仅在FP-tree中进行查找即可，并通过递归调用FP-growth的方法来直接产生频繁模式。

聚类是一种通过某种算法将特征相似的样本聚集到一起，从而达到区分具有不同特征的样本的目的无监督的算法。k-means算法是很典型的基于距离的聚类算法，采用距离作为相似性的评价指标，即认为两个对象的距离越近，其相似度就越大。层次聚类法与k-means一样，是重要的聚类方法，分为凝聚和分裂两种，凝聚层次聚类算法自底向上，首先将每个对象作为一个类，然后不断合并两个“相近”的簇为一个新的类，直到所有的对象都在一个类中，或者某个终结条件被满足。

随机森林通过自助法重采样技术，从原始训练样本集N中有放回地重复随机抽取k个样本生成新的训练样本集合，然后根据自助样本集生成k个分类树组成随机森林，新数据的分类结果按分类树投票多少形成的分数而定。随机森林实质上是对决策树算法的一种改进。


习题

1.数据挖掘处理的对象有哪些？请从实际生活中举出至少三种。

2.阐述数据挖掘的基本流程。

3.定义下列数据挖掘功能：关联、分类、聚类、演变分析、离群点检测。使用你熟悉的生活中的数据，给出每种数据挖掘功能的例子。

4.考虑下表所示二元分类问题的数据集。
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计算按照属性A 和B 划分时的信息增益。决策树归纳算法将会选择那个属性？

5.考虑下表的数据集，请完成以下问题：
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（1）估计条件概率P（A|yes），P（B|yes），P（C|yes），P（A|no），P（B|no），P（C|no）。

（2）根据（1）中的条件概率，使用朴素贝叶斯算法预测测试样本（A=0，B=1，C=0）的类标号。

6.给出如下几种类型的关联规则的例子，指出它们是否是有价值的，并举例说明。

（a）高支持度和高置信度的规则；

（b）高支持度和低置信度的规则。

7.什么是Boosting技术，它是如何提高决策树分析的准确率的？比较Boosting,Bagging和Random Forest之间的区别。

8.数据库有5个事物。设min_sup=0.7，min_conf=0.8。
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分别使用Apriori和FP-growth找出所有的频繁项集。比较两种算法的效率。

9.使用k-means和欧式距离将下列数据聚成3类：A1（2，10）; A2（2，5）; A3（8，4）; B1（5，8）; B2（7，5）; B3（6，4）; C1
 （1，2）; C2
 （4，9）。如果使用k-medoids方法将会有什么不同，请比较两个方法。
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6 利用Python进行文本挖掘

随着互联网的大规模普及和社会信息化程度的提高，我们能获得的文本信息集合出现了爆炸性的增长,然而这些文本信息的快速积累使公司、政府和科研机构在信息处理和使用中面临着前所未有的挑战。一方面，互联网和各种信息机构每天都不断产生大量的有价值的文本数据；而另一方面，因为技术手段的落后，从这些文本数据资源中获取需要的信息十分困难。在现实世界中,知识不仅以传统数据库中的结构化数据的形式出现,还以诸如书籍、研究论文、新闻文章、Web页面及电子邮件等各种各样的形式出现。由于此类非结构化的数据源中也存在着大量的知识,所以人们迫切需要研究出方便有效的工具去从大规模文本信息资源中提取符合需要的、感兴趣的、潜在的有用模式和隐藏的信息，文本挖掘就是为解决这个问题而产生的研究方向。传统的数据挖掘技术已不适应日益增大的大量文本数据处理的需要,但是文本挖掘可以完成不同文档的比较,进行文档重要性和相关性排列,或者找出多文档的模式及趋势。因此,文本挖掘就成为数据挖掘中的一个日益流行且重要的研究课题。


6.1 文本挖掘简介


（1）文本挖掘的定义


文本挖掘的主要目的是从非结构化的文本文档中提取有趣的、重要的模式和知识。所以它可以看成是基于数据库的数据挖掘或知识发现的扩展。但与传统的数据挖掘相比，文本挖掘有其独特之处，主要表现在：文档本身是半结构化或非结构化的,无确定形式并且缺乏机器可理解的语义；而数据挖掘的对象以数据库中的结构化数据为主，并利用关系表等存储结构来发现知识。因此，有些数据挖掘技术并不适用于文本挖掘，即使可用，也需要建立在对文本集预处理的基础之上。文本挖掘是一个交叉的研究领域，它涉及数据挖掘、信息检索、自然语言处理、机器学习等多个领域的内容，不同的研究者从各自的研究领域出发，对文本挖掘的含义有不同的理解，不同应用目的的文本挖掘项目也各有其侧重点。因此,对文本挖掘的定义也有多种，其中被普遍认可的文本挖掘定义如下：

从大量文本数据中抽取事先未知的、可理解的、最终可用的知识的过程，同时运用这些知识更好地组织信息以便将来参考。

① 选用Python做文本挖掘的原因

Python具有许多特点,使得其在文本挖掘等科学计算领域有着广泛的应用。首先是良好的可读性,Python语言在设计时十分重视可读性,如书写格式统一、尽量采用常用单词而非特殊符号表示关键词、丰富的数据结构、算法和标准库，从而使得Python代码易于阅读和维护；其次，Python含有丰富的可以用做文本挖掘的工具包,可以直接调用，而且Python支持自定义包，使用起来很方便；最后，Python在自然语言处理、文本处理和机器学习等领域也有广泛的研究,可从网上找到许多优秀的相关模块与研究专著，丰富的研究成果均可以为我们使用Python做文本挖掘提供参考。

② Python文本挖掘工具包介绍

上文也提到了，Python中可用做文本挖掘的包有很多，在这里我们就不一一给出，只是列出一些比较常用的，具体来说有，Python网页爬虫工具包：Scrapy、BeautifulSoup、Lxml；Python文本处理工具包：NLTK、TextBlob、Pattern、Gensim；Python科学计算工具包：Numpy、Sicpy、Matplotlib；Python机器学习工具包：Scikit-Learn。下面主要介绍其中的几个：

NLTK是Python中用来处理自然语言的工具包，它提供了几十个广泛使用的语料库的接口，可以使用它进行获取处理语料库、词性标注、字符串处理、分类、语义解释指标评测等多项语言处理。

Pattern不仅仅是一套文本处理工具，它更是一套Web数据挖掘工具，囊括了数据抓取模块（包括Google,Twitter,维基百科的API，以及爬虫和HTML分析器），文本处理模块（词性标注，情感分析等），机器学习模块（VSM,聚类，SVM）以及可视化模块等。

TextBlob是一个Python的文本处理工具包，是基于NLKT和Pattern做了封装来实现的，它提供了很多文本处理功能的接口，包括词性标注、名词短语提取、情感分析、文本分类、拼写检查等，甚至包括翻译和语言检测。

Scikit-Learn是一个基于Numpy,Scipy,Matplotlib的开源机器学习工具包，主要涵盖分类、回归和聚类算法，例如SVM、逻辑回归、朴素贝叶斯、随机森林、k-means等算法，在许多Python项目中都有应用。例如在NLTK中，分类器方面就有专门针对Scikit-Learn的接口，可以调用Scikit-Learn的分类算法以及训练数据来训练分类器模型。

文本挖掘的应用十分广泛，本章将首先详细介绍文本挖掘的一般流程，以及如何使用Python来进行文本挖掘，而后面四节将会以文本自动分类、文本聚类、文本情感分析、全文检索这四个应用为例结合Python作具体介绍。


（2）文本挖掘的过程


典型的文本挖掘的流程如图61所示。首先要从文本中提取适当的特征，将文本表示成计算机能够理解的数字形式。根据处理速度和精度的需要，可以对文本中的特征进行选择优化。然后采用各种文本挖掘方法发现隐藏的知识模式，以满足用户评价标准的模式最终输出，成为指导人们实践的有用知识。
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图6-1 文本挖掘流程图

① 数据源

这是文本挖掘的起始点，文本的数据源会有网页、邮件、图书、文章、日志等，倘若文本源是数据集的话，我们可以直接使用，不然可以使用本书第二章介绍的Python中数据的获取方法来进行爬虫。

② 文本的预处理

预处理需要挖掘的文本，包括去除抓取的数据中不需要的部分、处理编码问题等，而对于中文文本来说，在完成了上述一些基本的操作之后，最主要的就是分词，通过分词及语言分析的算法或工具将文本转化成数据挖掘工具可以处理的结构化数据。

A.中文分词技术

分词就是将连续的字序列按照一定的规范重新组合成词序列的过程，也就是将一个汉字序列切分成一个一个单独的词，常用的分词算法如下：

a.基于字符串匹配的分词方法

又叫机械分词方法，它是按照一定的策略将待分析的汉字串与一个“充分大的”机器词典中的词条进行匹配，若在词典中找到某个字符串，则匹配成功。按照扫描方向的不同，串匹配分词方法可以分为正向匹配和逆向匹配；按照不同长度优先匹配的情况，可以分为最大（最长）匹配和最小（最短）匹配；常用的几种机械分词方法如下：正向最大匹配法（由左到右的方向）、逆向最大匹配法（由右到左的方向）、最少切分（使每一句中切出的词数最小）、双向最大匹配法（进行由左到右、由右到左两次扫描）。其中比较成熟的有：正向最大匹配法与逆向最大匹配法。

b.基于理解的分词方法

这种分词方法是通过让计算机模拟人对句子的理解，达到识别词的效果。其基本思想就是在分词的同时进行句法、语义分析，利用句法信息和语义信息来处理歧义现象。它通常包括三个部分：分词子系统、句法语义子系统、总控部分。在总控部分的协调下，分词子系统可以获得有关词、句子等的句法和语义信息来对分词歧义进行判断，即它模拟了人对句子的理解过程。这种分词方法需要使用大量的语言知识和信息。由于汉语语言知识的笼统、复杂性，难以将各种语言信息组织成机器可直接读取的形式，因此目前基于理解的分词系统还处在试验阶段。

c.基于统计的分词方法

该方法的主要思想：词是稳定的组合，因此在上下文中，相邻的字同时出现的次数越多，就越有可能构成一个词。因此字与字相邻出现的概率或频率能较好反映成词的可信度。可以对训练文本中相邻出现的各个字的组合的频度进行统计，计算它们之间的互现信息。互现信息体现了汉字之间结合关系的紧密程度。当紧密程度高于某一个阈值时，便可以认为此字组可能构成了一个词。该方法又称为无字典分词。该方法所应用的主要的统计模型有：N元文法模型、隐Markov 模型和最大熵模型等。在实际应用中一般是将其与基于词典的分词方法结合起来，既发挥匹配分词切分速度快、效率高的特点，又利用了无词典分词结合上下文识别生词、自动消除歧义的优点。

d.基于语义的分词方法

语义分词法引入了语义分析，对自然语言自身的语言信息进行更多的处理，如扩充转移网络法、知识分词语义分析法、邻接约束法、综合匹配法、后缀分词法、特征词库法、矩阵约束法、语法分析法等。

扩充转移网络法。该方法以有限状态机概念为基础。有限状态机只能识别正则语言，对有限状态机作的第一次扩充使其具有递归能力，形成递归转移网络（RTN）。在RTN 中，弧线上的标志不仅可以是终极符（语言中的单词）或非终极符（词类），还可以调用另外的子网络名字分非终极符（如字或字串的成词条件）。这样，计算机在运行某个子网络时，就可以调用另外的子网络，还可以递归调用。词法扩充转移网络的使用，使分词处理和语言理解的句法处理阶段交互成为可能，并且有效地解决了汉语分词的歧义。

矩阵约束法。其基本思想是：先建立一个语法约束矩阵和一个语义约束矩阵，其中元素分别表明具有某词性的词和具有另一词性的词相邻是否符合语法规则，属于某语义类的词和属于另一词义类的词相邻是否符合逻辑，机器在切分时以之约束分词结果。

B.Python中文分词组件——Jieba中文分词包

读者可根据本书第一章介绍的Python中安装包的方法来安装结巴中文分词包，目前结巴分词支持三种分词模式：精确模式，试图将句子最精确地切开，适合文本分析；全模式，把句子中所有的可以成词的词语都扫描出来,速度非常快，但是不能解决歧义；搜索引擎模式，在精确模式的基础上，对长词再次切分，提高召回率，适合用于搜索引擎分词。

具体使用方法如下：
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输出结果如下：
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jieba.cut方法接受两个输入参数：第一个参数为需要分词的字符串,第二个参数cut_all用来控制是否采用全模式，默认不采用。

jieba.cut_for_search方法接受一个参数：为需要分词的字符串,该方法适合用于搜索引擎构建倒排索引的分词，粒度比较细。

C.去停用词

经过上面的步骤，我们已经把所有的词进行了分类。但是这些所有的词，并不都是我们所需要的，比如英文中的“a”、“of”、“is”等，对于中文中的“是”、“的”等词，这些词不会对文本挖掘的整个流程产生什么影响，因为它们在所有的文章中都大量存在，并不能反映出文本的意思，可以处理掉。当然针对不同的应用还有很多其他词性也是可以去掉的，比如形容词等。具体实现如下：
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③ 文本特征选取

但凡是特征选择，总是在将特征的重要程度量化之后再进行选择，而如何量化特征的重要性，就成了各种方法间最大的不同。文本挖掘中常用的特征选择方法有文档频率（DF）、互信息（MI）、信息增益（IG）、卡方统计（CHI）、期望交叉熵（CE）和优势率（OR）。本书中只详细介绍其中的几个，其他的读者可自行查阅资料。

A.文档频率

在文档频率方法中，使用特征词在一个类别中出现的文档数来表示这个特征词与该类别的相关度。出现的文档数多的特征词被保留的可能性大。其基本思想是：先设定两个阈值，一个为最大文档频率阈值，一个为最小文档频率阈值，然后判断文档频率是否大于最大文档频率阈值，若是，则不选择该词作特征词；判断文档频率是否小于最小文档频率阈值，若是，则也不选择该词作为特征词；若某词语的文档频率在两个阈值之间，则选取作为特征词。代表的含义是如果某个特征词出现在文档中的文档数量很多，则证明其不具有区分能力，应删去；如果某个特征词出现在文档中的文档数量很少，则证明该词是低频词，大量的低频词会造成计算机处理的困难，并对情感分类结果的影响不甚明显，所以也应删掉，这样就剩下了一些处于两个阈值之间的词语，这些词语就是使用文档频率方法选择的特征词。显然，文档频率方法实现最简单、算法复杂度最低。

B.卡方检验

卡方检验中使用特征与类别间的关联性来进行这个量化，关联性越强，特征得分越高，该特征值越应该被保留，其最基本的思想就是通过观察实际值与理论值的偏差来确定理论的正确与否。具体做的时候常常先假设两个变量确实是独立的（“原假设”），然后观察实际值（观察值）与理论值（这个理论值是指“如果两者确实独立”的情况下应该有的值）的偏差程度，如果偏差足够小，我们就认为误差是很自然的样本误差，是测量手段不够精确导致或者偶然发生的，两者确确实实是独立的，此时就接受原假设；如果偏差大到一定程度，使得这样的误差不太可能是偶然产生或者测量不精确所致，我们就认为两者实际上是相关的，即否定原假设，而接受备择假设。

在特征选择阶段，一般使用“词t与类别c不相关”来做原假设，计算出的开方值越大，说明对原假设的偏离越大，我们越倾向于认为原假设的反面情况是正确的。选择的过程为每个词计算它与类别c的开方值，从大到小排个序（此时开方值越大越相关），取前k个就可以。t与c的χ2
 统计量的计算公式如下：
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其中A表示包含特征词t且属于c类的文本频数；B表示包含t且不属于c的文本频数；C表示不包含t且属于c的文本频数；D表示不包含t也不属于c的文本频数，N表示文档总数，即A、B、C、D四类之和。当t与c相互独立时，可得AD-BC=0，那么CHI（t,c）=0，反向来说，如果CHI（t,c）较小，则t与c较为不相关；如果CHI（t,c）较大，则t与c较为相关。所以我们应该选择那些使CHI（t,c）值较大的词语作为特征词。

用卡方检验进行特征选择的优点是，既考虑了某个词语对于某一类别的影响程度，也考虑了这个词语对于其他类别的影响程度，在选择特征词上考虑的因子更加多维，能更加有效地对文本信息进行表示。缺点是：它只统计文档是否出现词，而不管出现了几次。这会使得它对低频词有所偏袒。甚至会出现有些情况，一个词在一类文章的每篇文档中都只出现了一次，其卡方值却大过了在该类文章99%的文档中出现了10次的词，其实后面的词才是更具代表性的，但只因为它出现的文档数比前面的词少了“1”，特征选择的时候就可能筛掉后面的词而保留了前者。这就是卡方检验著名的“低频词缺陷”。因此卡方检验也经常同其他因素如词频综合考虑来扬长避短。核心代码如下：
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C.信息增益

对系统来说，类别C是变量，它可能的取值是C1
 ，C2
 ，…，Cn
 ，而每一个类别出现的概率是P（C1
 ），P（C2
 ），…，P（Cn
 ），因此n就是类别的总数。此时根据信息熵的定义，系统的熵就可以表示为：
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信息增益是针对一个一个的特征而言的，就是看一个特征t，系统有它和没它的时候信息量各是多少，两者的差值就是这个特征给系统带来的信息量，即增益。

条件熵：计算当一个特征t不能变化时，系统的信息量是多少。

对于一个特征X，它可能的取值有n多种（x1
 ，x2
 ，…，xn
 ），计算每个值的条件熵，再取平均值。
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在文本挖掘中，特征词t的取值只有t（代表t出现）和t-（代表t不出现）。那么：
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最后，可以得出各个特征词的信息增益：
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比如P（Ci），表示类别Ci出现的概率，其实只要用1除以类别总数就得到了（这是说你平等地看待每个类别而忽略它们的大小时这样算，如果考虑了大小就要把大小的影响加进去）。再比如P（t），就是特征T出现的概率，只要用出现过T的文档数除以总文档数就可以了，再比如P（Ci|t）表示出现T的时候，类别Ci出现的概率，只要用出现了T并且属于类别Ci的文档数除以出现了T的文档数就可以了。最后将每个词按信息增益值从大到小排序，选取前k个词作为特征，k即特征维数。信息增益也是考虑了特征出现和不出现两种情况，与卡方检验一样，是比较全面的，因而效果不错。但信息增益最大的问题还在于它只能考察特征对整个系统的贡献，而不能具体到某个类别上，这就使得它只适合用来做所谓“全局”的特征选择（指所有的类都使用相同的特征集合），而无法做“本地”的特征选择（每个类别有自己的特征集合，因为有的词，对这个类别很有区分度，对另一个类别则无足轻重）。
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D.互信息

互信息是信息论中另外一种非常重要的方法，用来刻画两个随机变量之间的相关性，在文本特征选择中，常常用互信息来表达某特征词与某文本类别的相关性。它的基本思想是：在某个特定类别中某个特征词出现的频率较高，而在其他类别该特征词出现的频率较低，这样就说明该特征词与该特定类别的互信息比较大。其计算步骤是：首先计算某个特征词的互信息值，然后将此值与预定义的阈值进行比较，如果大于给定阈值，则保留该特征项，否则删除。类别c和特征t的互信息通过以下公式进行计算：
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其中A是包含t词语且属于c类的文档频数，B为包含t词语但是不属于c类的文档频数，C表示属于c类但是不包含t词语的文档频数，我们用N来代表语料中文档的总数。如果特征t和类别c类是相互独立的，那么特征t和类别c类的互信息可以表示为：
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其中m为类别数。

互信息能够衡量出某个词语与某个类别之间的统计独立关系，是经常使用的特征选择方式。但是这种方法也有不足之处，因为互信息值容易受到词语的边缘概率的影响，并且低频词往往具有较大的互信息值，所以特征选择的结果会倾向高频词，这对于最终的特征提取效果会产生消极的影响。
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E.期望交叉熵

期望交叉熵也称为KL距离，反映的是文本类别的概率分布和在出现了某个特征的条件下文本类别的概率分布之间的距离，具体公式表示如下：
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其中，P（t）表示特征t在文本中出现的概率，P（ci）表示ci类文本在文本集中出现的概率，P（ci|t）表示文本包含特征t时属于类别c的概率，|c|表示类别总数。如果特征t和类别强相关，即P（ci|t）大，并且相应的P（ci）又比较小，则说明特征t对分类的影响大，相应的期望交叉熵值也较大，特征在特征子集中的排名就会比较靠前。

期望交叉熵在特征选择上虽然已经取得了很好的效果，但是还存在一些不足，最明显的一点就是它只考虑了特征与类别之间的相关性，而忽略了特征项在类内和类间分布的均匀程度。如果考虑到特征在类内和类间分布的影响，则特征项集中地出现在某一个类中比均匀分布在很多类中含有更多的类别信息，特征项在某一个类中均匀地分布在很多文本中比只在该类中个别文本中出现含有更多的类别信息。
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④ 文本表示

计算机并不具有人类的智慧，不能读懂文字，所以必须把文本转化成计算机能够理解的形式，即进行文本表示。目前文本表示模型包括布尔模型、概率模型以及向量空间模型，由于前两种模型的局限性，在实际应用中，我们通常使用的是向量空间模型，本书也以该模型为例作详细介绍。

A.布尔模型

布尔模型是建立在经典的集合论和布尔代数基础之上的一种简单检索模型，是比较容易被理解的文本表示方法。布尔模型的基本思想是判断每个词在一篇文章中是否会出现，如果出现给其赋予一个权重值1，如果不出现则给其一个权重值0，这也就是标准的二元逻辑（0或1）。在该模型中，一个查询词就是一个布尔表达式，包括关键词以及逻辑运算符。通过布尔表达式，可以表达用户希望文档所具有的特征。由于布尔模型不考虑特征词在文档中出现的频次大小或位置前后，所以说这种检索模型形式简洁，实现速度也较快。但是由于它的检索策略是基于二元判定标准，缺乏文档分级的概念，这也就可能会对检索功能有所限制。其次，虽然布尔表达式的语义很精确，但常常很难将用户的信息需求转换为布尔表达式。

B.概率模型

由于在信息检索中存在着文本信息相关性判断的不确定性和信息查询的模糊性，使得人们借助概率的方法来解决这方面的问题。概率检索模型多是建立在相关性理论基础上,基于对相关性的不同理解而建立了不同的概率检索模型,而且由此导出不同的排序输出原则。该方法的思想是将文本集分为相关文本和无关文本两类，然后对某特征词在相关文本和无关文本中出现的概率分别进行赋值，最后计算文本间的相关概率。由于概率模型对所处理的文本集依赖性较强以及处理问题过于简单，所以我们通常不使用该模型。

C.空间向量模型

该模型由Salton等人于20世纪70年代提出，基本思路是用向量模型来标识一篇文档或者一个查询。向量空间模型将文档表达为一个矢量，看作向量空间中的一个点，它以空间上的相似度来表达语义间的相似度。当文档被表示为文档空间的向量，就可以通过计算向量之间的相似性来度量文档间的相似性。

具体来说，我们使用D表示文本集合，t表示特征项（也就是指那些出现在文档D中并且能够代表该文档内容的基本语言单元，主要由词或者短语构成），那么，文本便可以用特征项集表示为：D（t1
 ,t2
 ,t3
 ,…,tn
 ），对于含有n个特征项的文本来说，我们通常会给每个特征项赋予一定的权重来对其进行量化即：D=D（t1
 ，w1
 ; t2
 ,w2
 ; …; tn
 ,wn
 ），简记为D（w1
 ,w2
 ,…，wn
 ），我们把上式叫做文档D的向量表示，其中wk是tk
 的权重，1<=k<=n。

A.权重计算

a.布尔权重

布尔权重法由于其权重值只有0和1，所以又被称为二值权重法。布尔权重法的思想是：若特征词tk
 在文本di中出现，则该特征词在给定文本的向量空间模型中的权重为1，否则为0。表达式如下：
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其中wik
 为特征词tk
 在文本di
 的权重，tfik
 为特征词tk
 在文本di出现的概率。布尔权重计算法的优点是计算简单，适用于文本集较小的模型。缺点是没有考虑特征词在文本中出现的概率，无法体现特征词对文本和类别的分类贡献程度。

b.词频率法

词频率（TF）即特征词在文本中出现的频数。词频率法就是以特征词在文本出现的频数作为特征词的权重，对于特征项tk
 ，其在文本di
 中的权重为wik
 ，权重公式如下：

wik
 =tfik
 （tk
 ） （6.10）

在中文文本挖掘中，词频率方法计算简单，但缺点是会赋予出现频率很高，但没有实际意义的虚词很大的权值，例如：“的”、“是”、“啊”等。

c.TF-IDF方法

单词权重最为有效的实现方法就是TF*IDF，其中TF称为词频，用于计算该词描述文档内容的能力；IDF 称为逆文档频率,用于计算该词区分文档的能力。TF*IDF的指导思想建立在这样一条基本假设之上：在一个文本中出现很多次的单词,在另一个同类文本中出现次数也会很多,反之亦然。所以如果特征空间坐标系取TF词频作为测度,就可以体现同类文本的特点。另外还要考虑单词区别不同类别的能力,TF*IDF法认为一个单词出现的文本频率越小,它区别不同类别的能力就越大,所以引入了逆文本频率IDF的概念,以TF和IDF的乘积作为特征空间坐标系的取值测度。1973年，Salton提出了TF-IDF算法，TF-IDF权重计算公式如下：
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其中，wik
 为特征词tk
 在文档di中的权重值，tfik
 （tk
 ）表示的是特征词tk
 在文本di中出现的频率，idf（tk
 ）表示的是特征词tk
 的反文档频率（计算逆文档频率时，我们取的是常用对数），nk
 为包含特征词tk
 的文本数。

在 TF-IDF算法中，当一个特征词在某一类特定的文本中集中出现时，则这个词区分该类文本的能力较强。当一个特征词在文本集中大多数文档中都出现时，则该词区分文本内容的能力较低.由于TF-IDF算法计算简单，并且其准确率相对较高，在实际使用中得到了广泛的应用。
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B.向量相似度度量

两个特征向量di
 ，dj
 之间的相关程度常常用它们之间的相似度sim（di
 ，dj
 ）来度量。当文本被表示为向量空间中的向量时，可以借助向量之间的某种距离来表示文本间的相似度。一般的度量公式有：

内积：
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绝对值距离：
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欧几里得距离：
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夹角余弦距离：
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切比雪夫距离：
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在选择上述公式进行文本相似度计算时，相似度的值最好能与真实情况相符合并且要便于计算，同时最好能规范到[0,1]这个区间内，使得分布尽可能均匀，阈值的选择更加容易。其中di
 ，dj
 代表文档的特征向量，wik
 、wjk
 分别代表文档i及文档j的第k个特征项的权重。

C.具体示例

将文档使用上述权重方法进行量化后，我们便可进行向量空间模型的文档相似度计算，本书中均以TF-IDF方法为例。我们说，文档和查询条件之间的相关程度可由它们各自向量在向量空间中的相对位置来决定，在这里我们使用的是两个向量夹角的余弦函数。

基于向量空间模型中的TF-IDF权重计算方法给出以下实例：

我们考虑表6-1的一个固定的查询和文档集，包含一个查询Q和三篇文档组成的文档集。

表6-1 文档集：文档和查询
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在这个文档集中，有三篇文档，所以d=3。如果一个单词仅在三篇文档中的一篇中出现，那么该词项的IDF就是lg（d/dfi
 ）=lg（3/1）=0.477。类似地，如果一个单词在三篇文档中的两篇中出现，那么该词项的IDF就是lg（d/dfi
 ）=lg（3/2）=0.176。如果一个单词在三篇文档中都出现了，那么该词项的IDF就是lg（d/dfi
 ）=lg（3/3）=0。采用上述方法，同样可以计算出文档Q的词频向量以及TF-IDF权重值,这里不再赘述。根据上述程序输出结果我们将相对应的词频、逆文档频率及每个单词在每篇文档中的权重表示如表62：

表6-2 TF-IDF计算结果
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续表
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利用余弦相似度可得出：
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即Q与文档D2
 的相似度最高，其次为D3
 ，与D1
 的文档相似度最低。因此检索顺序为D2
 ，D3
 ，D1
 。
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⑤ 挖掘与分析

经过文本预处理之后,我们可以把文本集转换成一个矩阵，可以根据用户的需求利用各种算法进行数据挖掘,去检索、发现用户所需的知识和模式,即文本知识发现。在挖掘与分析的过程中，针对文本挖掘的具体运用来选择相应的分类器。比如：我们可以采用统计学习或者机器学习算法来实现文本自动分类，常用的算法有：朴素贝叶斯分类法、KNN分类法、支持向量机分类方法等；对于文本聚类可以使用层次聚类法、简单贝叶斯聚类法、分级聚类法、基于概念的文本聚类等。

⑥ 模式评估与展现

文本挖掘过程中一个重要的环节是挖掘模型的评估,它是指利用已经定义好的评估指标对获取的知识或模式进行评价。如果评价结果符合要求,就存储该知识或模式以备用户使用；否则返回到前面的某个环节重新调整和改进,然后再进行新一轮的发现。通过评估可以改进文本挖掘的知识发现过程。一般评估办法和标准有：（1）分类正确率。通过计算文本样本与待分类文本的概率来得出分类正确率；（2）查全率。查全率是指集合中所含指定类别的对象数占实际目标类对象数的比例；（3）支持度。支持度表示规则的强度；（4）置信度。置信度表示规则的强度。


6.2 Python与文本分类

文本分类的研究可以追溯到20世纪60年代，早期的文本分类主要是基于知识工程，通过手工定义一些规则来对文本进行分类，这种方法费时费力，且必须对某一领域有足够的了解，才能写出合适的规则。直到20世纪90年代，随着网上在线文本的大量涌现和机器学习的兴起，大量的文字信息开始以计算机可读形式存在。尤其是近年来随着国际互联网的发展,网络上的信息资源呈指数级爆炸增长,Web已经成为拥有几十亿个页面的分布式信息空间,如何在这些大量、异构的海量信息资源中,快速有效地发掘蕴含具有巨大潜在价值的有用知识和信息,合理地进行分类及准确地定位所需信息,同时过滤大量无用的或不相关的内容,已成为知识获取和信息过滤的瓶颈,而文本分类技术有助于人们完成这个目标。目前,越来越多的统计分类方法、机器学习方法、数据挖掘技术和其他的新技术被应用到文本自动分类领域中,如：回归模型、最近邻分类器、规则学习算法、相关反馈技术、专家投票分类法、人工神经网络等。这些方法都能对一个预先分好类的文本集进行学习,获取每个类别的特征,自动生成分类规则,建立一个文本分类器，从而对未知类别的新样本进行自动归类。大量的结果表明它的分类精度比得上专家手工分类的结果，并且它的学习不需要专家干预，能适用于任何领域的学习，使得它成为目前文本分类的主流方法。


（1）文本分类定义


自动文本分类,或者简称为文本分类，文本自动分类是指根据预先定义的主题类别,按照一定的规则将文档集合中未知类别的文本自动确定一个类别,涉及数据挖掘、计算语义学、信息学、人工智能等多个学科,是自然语言处理的一个重要应用领域。20世纪90年代以前，占主导地位的文本分类方法一直是基于知识工程的分类方法，即由专业人员手工进行分类。人工分类非常费时，效率非常低。90年代以来，众多的统计方法和机器学习方法应用于自动文本分类，文本分类技术的研究引起了研究人员的极大兴趣。目前在国内也已经开始对中文文本分类进行研究，并在信息检索、Web文档自动分类、数字图书馆、自动文摘、分类新闻组、文本过滤、单词语义辨析以及文档的组织和管理等多个领域得到了初步的应用。


（2）中文文本分类概况


中文文本分类技术的研究与国外文本分类研究相比,起步较晚,80年代初期才开始对其进行研究。比较有影响的是在1981年,侯汉清教授对计算机在文本分类中的应用做了探讨,还介绍了国外计算机管理分类表、计算机分类检索、计算机自动分类等方面的情况。从那以后,国内陆续研制出了一些计算机辅助分类系统和自动分类系统。相比于英文文本分类，中文文本分类的一个重要的差别在于预处理阶段，中文文本的读取需要分词，不像英文文本的单词那样有空格来区分。尽管中文与英文之间有着较大差异而无法直接照搬国外的研究成果,但随着中文信息处理技术研究的深入,尤其是中文自动分词技术的日渐成熟,在此基础上的中文文本分类技术的研究得到了快速发展。从简单的查词典的方法，到后来的基于统计语言模型的分词方法，中文分词的技术已趋于成熟。

在很长一段时间内，中文文本分类的研究没有公开的数据集，使得分类算法难以比较。现在一般采用的中文测试集有：北京大学建立的人民日报语料库、清华大学建立的现代汉语语料库等。其实一旦经过预处理将中文文本变成了样本矢量的数据矩阵，那么随后的文本分类过程和英文文本分类相同，也就是随后的文本分类过程独立于语种。因此，当前的中文文本分类主要集中在如何利用中文本身的一些特征来更好地表示文本样本。


（3）文本分类流程图
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图6-2 文本自动分类流程图

根据上图概括来说，文本分类过程可以大致分为三个步骤：

① 文本表示：将进行预处理之后的文本源表示成分类器能够处理的形式。最常用的方法是第一节中介绍的向量空间模型，把文本集表示成词文档矩阵，矩阵中每个元素代表了一个词在相应文档中的权重。选取哪些词来代表一个文本，这个过程便是特征选择。

② 分类器构建：这一步骤的目的是选择或设计构建分类器的方法。没有一种通用的方法可以适用所有情况。不同的方法有各自的优缺点和适用条件，要根据问题的特点来选择一个分类器。我们会在后面篇幅中专门讲述常用的文本分类算法。选定方法之后，在训练集上为每个类别构建分类器，然后把分类器应用于测试集上，得到分类结果。

③ 效果评估：在分类过程完成之后，需要对分类效果进行评估。评估过程应用于测试集（不是训练集）上的文本分类结果，常用的评估标准由IR领域继承而来，包括查全率、查准率、F1值等。对于某一类别i，查全率ri
 =li
 /ni
 ，其中ni
 为所有测试文档中，li
 属于第i类的文档个数，是经分类系统输出分类结果为第i类且结果正确的文档个数。查准率pi
 =li
 /mi
 ，其中mi是经分类系统输出分类结果为第i类的文档个数，li
 是经分类系统输出分类结果为第i类且结果正确的文档个数。F1值为查全率和查准率的调和平均数，即：相对于最简单的训练集-测试集评估方法而言，即把所有标记的数据划分成k个子集，对于每个子集，把这个子集当作训练集，把其余子集作为测试集，这样执行k次，取各次评估结果的平均值作为最后的评估结果。


（4）文本分类算法


研究文本自动分类的核心问题是如何构造分类函数（分类器），分类函数需要通过某种算法进行学习获得。分类是重要的数据挖掘方法，在文本分类中，几乎存在着和一般分类同样多的方法，包括Rocchio、朴素贝叶斯算法、k近邻方法、支持向量机、决策树、神经网络等，本节只具体介绍几个比较常用的文本分类算法，有兴趣的同学可查阅其他文本分类算法的相关资料，并进一步详细了解。

① Rocchio算法：每一类确定一个中心点，计算待分类的文档与各类代表元间的距离，并作为判定是否属于该类的判据。Rocchio方法的特点是容易实现，效率高。缺点是受文本集分布的影响，比如计算出的中心点可能落在相应的类别之外。

② 朴素贝叶斯算法：将概率论模型应用于文档自动分类，是一种简单有效的分类方法。使用贝叶斯公式，通过先验概率和类别的条件概率来估计文档对某一类别的后验概率，以此实现对此文档所属类别的判断。

③ k近邻算法：从训练集中找出与待分类文档最近的k个邻居文档，根据这k个邻居的类别来决定待分类文档的类别。k近邻算法的优点是不需要特征选取和训练，很容易处理类别数目多的情况，缺点之一是空间复杂度高。k近邻算法得到的分类器是非线性分类器。

④ 支持向量机算法：对于某个类别，找出一个分类面（超平面），使得这个类别的正例和反例落在这个分类面的两侧，这个分类面满足条件到最近的正例和反例的距离相等，而且是所有分类面中与正例（或反例）距离最大的一个分类面（最大间隔分类面）。而对于非线性的情况，SVM的处理方法是选择一个核函数，通过将数据映射到高维空间，来解决在原始空间中线性不可分的问题。SVM方法的优点是使用很少的训练集，计算量小；缺点是太依赖于分类面附近的正例和反例的位置，具有较大的偏执。


（5）文本分类的具体应用


文本自动分类技术能够根据文本内容自动对文本进行分门别类，特别适合在海量的文本信息中高效地查找我们所需的信息。总的来说，文本分类的应用较广,常见应用主要有：垃圾邮件的判定、新闻出版按照栏目分类、词性标注、词义排歧、机器翻译、自动文摘、邮件分类等。而它作为处理和组织大量文本数据的关键技术,可以在较大程度上解决信息杂乱现象,方便用户准确地定位所需的信息和分流信息，还可以有效地组织和管理由于互联网的发展而迅速膨胀的电子文本信息,并快速、准确、全面地从中找到用户所需要的信息。将文本自动分类技术应用到搜索引擎上,通过文本分类器自动将检索结果快速分类,以分类目录树的方式显示检索结果,这样可以大大降低用户需要浏览的检索结果数量,方便用户快速找到跟检索请求相关的信息。将用户查询的结果以一种超链接的层次方式提交给用户,能够大大提高查询的查全率和查准率,方便用户快速查找到与查询请求相关的信息。而且作为信息过滤、信息检索、搜索引擎、文本数据库、数字化图书馆等领域的技术基础,文本分类技术均有着广泛的应用前景。

下面我们以20个组新闻数据集作数据源，结合朴素贝叶斯算法为例，介绍Python中文本分类的具体实现：为了方便起见，我们使用Scikit-Learn提供的sklearn.datasets.fetch_20newsgroups接口从http：//people.csail.mit.edu/jrennie/20Newsgroups/上自动下载二十个组新闻数据。二十个组新闻数据（The 20 newsgroupstextdataset）包含了关于20个主题的约18000个新闻组文档，这些文档被分为两个子集，即用于开发的训练集和用于性能评价的测试集。数据下载完成后会存放到~/scikit_learn_data/20news_home的文件夹中。当然，我们也可以自己下载数据集解压到scikit_learn_data文件夹下。

① 下载并加载数据集

分别加载好训练集和测试集，然后打印20个新闻组文档的主题名，查看数据是否加载好。
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我们可以观察一下训练集的shape属性和target属性：训练集共有11314个文档，target属性是用数字来表示的。
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也可以只加载某个主题或者多个主题。
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② 提取特征值

我们刚刚加载的只是一篇篇的文档，为了方便统计分析，需要提取特征值。通常来说提取特征值有三种方法：

A.CountVectorizer+TfidfTransformer

首先利用CountVectorizer将文本文档的集合转换成标记计数矩阵。
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用CountVectorizer方法提取出来的标记计数矩阵存在着一个潜在的问题，就是内容较长的文档的平均计数值要大于较短的文档，为了避免这种潜在的差异，在标记计数的基础之上还需使用TfidfTransformer来计算词频和逆向文件频率，返回TF-IDF特征矩阵，提取具有代表性的特征。
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如上，我们首先用fit（）方法来训练数据，然后用transform（）方法将我们的计数矩阵转换成TF-IDF特征矩阵，这两个步骤可以使用fit_transform（）方法合为一个步骤：
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B.TfidfVectorizer

第二种方法是利用TfidfVectorizer提取特征值：
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C.fetch_20newsgroups_vectorized

第三种方法是使用抓取特征函数fetch_20newsgroups_vectorized，不过需要注意的是这种方法会一次性抓取到20个主题的全部的特征，不同于前两种方法可以针对某个主题进行特征提取。
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③ 训练模型。特征提取完之后，就可以训练贝叶斯分类器MultinomialNB了，这里我们使用TfidfVectorizer提取的特征值：
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④ 预测。分类器训练好之后，就可以用测试集来预测文本分类了。
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⑤ 评估模型。使用metrics.classification_report来评估模型的准确率（precision）、召回率（recall）和f1-score。
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6.3 Python与文本聚类

随着计算机技术的不断发展与应用，数字化的文本数据数量不断增长，互联网的发展更加剧了数字文本的膨胀。在这种背景下，利用聚类分析技术对文本数据进行简化表示，通过聚类分析技术对信息检索结果进行重新组织、加速信息检索速度、实现信息的个性化推送都是一系列极具发展前景的应用。在与文本聚类分析相关的研究中，可用的算法种类众多且难以选择与比较，因此对文本的聚类结果进行有效评价非常关键。随着网络信息的快速增长,提供一种有效的机制用来组织网络文本，帮助使用者获得他们想要的信息变得愈加重要。因此,文本聚类技术被广泛研究。


（1）文本聚类的定义


文本聚类主要是依据著名的聚类假设：同类的文档相似度较大,而不同类的文档相似度较小。作为一种无监督的机器学习方法,它在给定的某种相似性度量下把对象集合进行分组,使彼此相近的对象分到同一个组内。文本聚类根据文档的某种联系或相关性对文档集合进行有效的组织、摘要和导航,方便人们从文档集中发现相关的信息。文本聚类方法通常先利用向量空间模型把文档转换成高维空间中的向量,然后对这些向量进行聚类。由于中文文档没有词的边界,所以一般先由分词软件对中文文档进行分词,然后再把文档转换成向量,通过特征抽取后形成样本矩阵,最后再进行聚类,文本聚类的输出一般为文档集合的一个划分。其形式可以是一个层次结构（如AHC算法）或者二维平面图（如SOM神经网络）。聚类由于不需要训练过程,以及不需要预先对文档手工标注类别,因此具有一定的灵活性和较高的自动化处理能力,已经成为对文本信息进行有效地组织、摘要和导航的重要手段。文本聚类的流程如图6-3所示。
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图6-3 文本聚类流程图

文本聚类的步骤与文本分类类似，文本聚类过程也大致可以分为3个步骤：

① 文本表示：这一过程的目的是把文本表示成分类器能够处理的形式，即把文档表示成聚类算法可以处理的形式，所采用的原理与文本分类部分的一致，读者可参考文本分类部分。

② 聚类算法选择或设计：具体算法的选择，往往伴随着相似度计算方法的选择。在文本挖掘中，最常用的相似度计算方法是余弦相似度。聚类算法有很多种，但是没有一个通用的算法可以解决所有的聚类问题。因此，需要认真研究要解决的问题的特点，以选择合适的算法。后面篇幅会有对各种文本聚类算法的详细介绍。

③ 聚类评估：因为没有训练文档集合，所以评测聚类效果是比较困难的。 常用的方法是：选择人工已经分好类或者做好标记的文档集合作为测试集合，聚类结束后，将聚类结果与已有的人工分类结果进行比较。常用评测指标也是查全率、查准率及F1值。总的来说，文本聚类所使用的评估指标与文本分类一致，作者在此不再赘述。


（2）文本聚类算法


① 基于划分的方法就是给定一个有N个元组或者纪录的数据集，分裂法将构造K个分组，每一个分组就代表一个聚类，K<N。而且这K个分组满足下列条件：（1）每一个分组至少包含一个数据纪录；（2）每一个数据纪录属于且仅属于一个分组（这个要求在某些模糊聚类算法中可以放宽）；对于给定的K，算法首先给出一个初始的分组方法，以后通过反复迭代的方法改变分组，使得每一次改进之后的分组方案都较前一次好，而所谓好的标准就是：同一分组中的记录越近越好，而不同分组中的纪录越远越好。使用这个基本思想的算法有：k-means算法、k-medoids算法、CLARANS算法；

② 基于层次的方法是对给定的数据集进行层次似的分解，直到某种条件满足为止。具体又可分为“自底向上”和“自顶向下”两种方案。例如在“自底向上”方案中，初始时每一个数据记录都组成一个单独的组，在接下来的迭代中，它把那些相互邻近的组合并成一个组，直到所有的记录组成一个分组或者某个条件满足为止。代表算法有：BIRCH算法、CURE算法、CHAMELEON算法；

③ 基于密度的方法与其他方法的一个根本区别是：它不是基于各种各样的距离的，而是基于密度的。这样就能克服基于距离的算法只能发现“类圆形”的聚类的缺点。这个方法的指导思想就是，只要一个区域中的点的密度大过某个阈值，就把它加到与之相近的聚类中去。代表算法有：DBSCAN算法、OPTICS算法、DENCLUE算法等；

④ 基于网格的方法：这种方法首先将数据空间划分成为有限个单元（cell）的网格结构,所有的处理都是以单个的单元为对象的。这么处理的一个突出的优点就是处理速度很快，通常这是与目标数据库中记录的个数无关的，它只与把数据空间分为多少个单元有关。代表算法有：STING算法、CLIQUE算法、WAVE-CLUSTER算法；

⑤ 基于模型的方法：基于模型的方法给每一个聚类假定一个模型，然后去寻找一个能很好地满足这个模型的数据集。这样一个模型可能是数据点在空间中的密度分布函数或者其他。它的一个潜在的假定就是：目标数据集是由一系列的概率分布所决定的。通常有两种尝试方向：统计的方案和神经网络的方案。代表算法有：COBWeb算法、SOMs算法。


（3）文本聚类的具体应用


下面列举一些文本聚类的应用场合：

■ 文档聚类可以作为多文档自动文摘等自然语言处理应用的预处理步骤,比较典型的例子是哥伦比亚大学开发的多文档文摘系统New sb laster。它能将每天的报文文本进行聚类处理,并按主题进行冗余消除、信息融合等智能处理,为用户的浏览提供方便。

■ 对用户感兴趣的文档聚类,能够挖掘用户的兴趣模式以用于信息过滤和主动推荐等信息服务。对搜索引擎返回的结果进行聚类,然后按目录树的形式提供给用户,使用户迅速定位到所需要的信息。系统允许用户输入检索关键词，而后对检索到的文档进行聚类处理，并输出各个不同类别的简要描述，从而可以缩小检索的范围，用户只需关注比较有希望的主题，另外这种方法也可以为用户二次检索提供线索。

■ 聚类技术还可以用来改善文本分类的结果或者进行文档集合的自动整理找出潜在的主题。

■ 数字图书馆服务。通过自组织映射神经网络等方法,可以将高维空间的文档结构映射到二维空间,使得聚类结果可视化和便于理解,如SOMlib系统。

■ 文档集合的自动整理。如对个人邮件进行分类,对个人短信息自动分类处理等。

下面我们以20个组新闻数据集中的四类作数据源，结合k-means算法为例，介绍Python中文本聚类的具体实现：我们依旧使用Scikit-Learn提供的sklearn.datasets.fetch_20newsgroups接口从http：//people.csail.mit.edu/jrennie/20Newsgroups/上自动下载新闻数据。
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输出结果如下:
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本例中使用MiniBatchKMeans与k-means两种聚类算法对二十个组新闻数据集中的部分文档聚为4类，并分别输出每类中的前10个高频特征项。


6.4 Python与文本情感分析

随着Web2.0 的蓬勃发展,互联网逐渐倡导“以用户为中心,用户参与”的开放式构架理念。互联网用户由单纯的“读”网页,开始向“写”网页、“共同建设”互联网发展,并由被动地接收互联网信息向主动创造互联网信息迈进。因此,互联网（如博客和论坛）上产生了大量的用户参与的、对于诸如人物、事件、产品等有价值的评论信息。这些评论信息表达了人们的各种情感色彩和情感倾向性,如喜、怒、哀、乐和批评、赞扬等。基于此,潜在的用户就可以通过浏览这些主观色彩的评论来了解大众舆论对于某一事件或产品的看法。由于越来越多的用户乐于在互联网上分享自己的观点或体验,这类评论信息迅速膨胀,仅靠人工的方法难以应对网上海量信息的收集和处理,因此迫切需要计算机帮助用户快速获取和整理这些相关评价信息。情感分析技术应运而生。


（1）文本情感分析的定义


文本情感分析又称意见挖掘，是指通过计算技术对文本的主客观性、观点、情绪、极性的挖掘和分析，对文本的情感倾向作出分类判断。文本情感分析是自然语言理解领域的重要研究分支，涉及统计学、语言学、心理学、人工智能等领域的理论与方法。通常来说，情感分析的目的是为了找出说话者/作者在某些话题上或者针对一个文本两极的观点的态度。这个态度或许是他或她的个人判断或是评估，也许是他当时的情感状态（就是说，作者在做出这个言论时的情绪状态），或是作者有意向的情感交流（就是作者想要读者所体验的情绪）。


（2）文本情感分析的流程图
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图6-4 文本情感分析流程图

文本的情感分析流程与文本自动分类的流程大致相同，一般分为两个部分：训练过程和分类过程。在训练过程中，首先要对已标注好的待训练文本集进行简单的文本预处理（去停用词），接着要进行特征选择，通过这些特征集使用不同的训练算法得到分类模型。在分类过程中，首先对待识别的输入文本集进行预处理和特征选择，根据这些特征表示通过已建立好的分类模型得到输出结果。


（3）文本情感分析的主要研究方法


常用的文本情感分析方法可以归纳成以下几种：关键词识别、机器学习、基于集合的方法、基于词典的方法。

关键词识别：首先，在系统中事先存放大量包含某些关键词的模式，每个模式都与一个或多个解释相对应。系统将当前输入句子同这些模式逐个匹配，一旦匹配成功便立即得到了这个句子的解释，而不再考虑句子中那些不属于关键词的成分对句子意义会有什么影响。所以，关键词识别是一种近似匹配技术，它的最大优点是允许输入的句子不一定要遵循规范的语法。但这种分析技术的不精确性也正是这种方法的主要弱点，往往会导致错误的分析。这种方法的其他的缺陷也是显而易见的：（1）当句子中有否定词时不能很好地识别；（2）当句子中不含或没有明显的情感关键词时，方法失效。

基于机器学习的传统文本分类技术：使用分类器如朴素贝叶斯、最大熵、支持向量机等对文本进行情感倾向分类，这种方法主要使用情感词/评价词、词语共现对、句法模板、主题相关特征等作为分类特征，可分为有监督和无监督学习两种方法。其中，无监督的机器学习是假设已经有一些已知极性的词语作为种子词，对于一个新词，根据它和种子词的紧密程度对其情感倾向性进行推断，这种方法存在着对种子集的依赖性比较强的问题；有监督的机器学习，首先对情感倾向分析语料库进行手工标注。标注的级别包括文档集的标注、短语级标注和分句级标注。在这些语料的基础上利用词语的共现关系、搭配关系或者语义关系，以判断词语的情感倾向性，这种方法需要大量的人工标注语料库。

基于集合的方法：用点互信息SOPMI，使用一个词和强烈表示正面倾向的词“excellent”的互信息，减去它和强烈表示反面倾向的词“poor”的互信息，计算这个词的情感倾向。其理论假设是根据自然语言文本里的一个现象：语义倾向性越相似的两个词，在同一篇文档中共现的概率越大。

基于词典的方法：与无监督的机器学习方法有相似性，这种方法的主要思想是：给定一组已知极性的词语集合作为种子，对于一个情感倾向未知的新词，在电子词典中找到与该词语义相近、并且在种子集合中出现的若干个词，根据这几个种子词的极性，对未知词的情感倾向进行推断。这种方法对种子词数量的依赖比较明显。


（4）文本情感分析的具体应用


① 用户评论分析与决策，这是情感分类技术目前应用最多的方面。分析消费者对产品和服务的反馈意见，并可以向其他用户推荐受到好评的产品、服务。帮助其他潜在用户做出正确决策。同时，还可以帮助商家有效利用评论信息，分析、总结产品与服务的优势和不足并加以改进。

② 信息预测，通过对互联网上不同来源的文本信息进行分析，预测事件未来可能情况。比如有学者对金融评论文本进行情感极性判别，预测未来的金融走势；分析美国大选时大量的网络新闻评论预测大选的结果等。

③ 信息安全中的舆情监督，互联网已逐渐成为舆情话题产生和传播的主要场所，对社会的影响也越来越大，利用情感分析技术自动地监控信息平台上的言论，过滤垃圾、不健康、恶意信息，并且有效地利用言论，维护互联网信息的健康环境。

④ 个性化观点检索，目前的搜索引擎主要是基于主题词检索，若加入文本情感分类技术，可以提供具有褒贬性分类整理的搜索结果，提升用户体验，进一步提高信息价值。

⑤ 用户兴趣挖掘网络社区是互联网上的一个很重要的应用服务，参与的用户数量越来越多，越来越广泛，是真实社会关系网络的虚拟和延伸。根据某些网络社区中的用户言论，挖掘出个人的偏好、兴趣等情感倾向，将蕴含着巨大的商业应用价值。

下面结合Python以具体实例来说明：我们使用的原始语料为存放在polarityData文件夹下的两个分别为rt-polarity-pos与rt-polarity-neg的文本文档，其中前者为积极评论,后者为消极评论。我们在这里依旧使用贝叶斯算法对其建立模型，详细过程如下：
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输出结果：
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从上述结果中，可以看到我们使用朴素贝叶斯算法进行文本情感分析的准确率达到了77%，准确率以及召回率彼此间很接近，这意味着分类很均匀。而且我们能从其中发现更为丰富的信息，例如，如果engrossing这个词出现在评论中的话，有17∶1的可能性说明这个评论是积极的。


6.5 Python与全文检索

随着网络的发展以及数据库技术的成熟，人们已经可以存储大量的信息，如何在海量的信息中快速、准确地进行检索已成为人们越来越关心的问题。信息检索的核心技术是全文检索技术，全文检索是以各种计算机数据诸如文字、声音、图像等为处理对象，提供按照数据资料的内容而不是外在特征来实现的信息检索手段。在索引中创建一个包含一系列用户搜索条件的查询，它能帮助人们进行大量文档资料的整理和管理工作，并使人们能够快速方便地查到他们想要的任何信息。Lucene又是目前最流行开源全文检索工具包，已经在许多搜索项目中得到了广泛的应用。本节我们将Python与分布式搜索引擎Elasticsearch结合起来，对全文检索做进一步探讨。


（1）全文检索的定义


全文检索是以全部文本信息作为检索对象的一种信息检索技术，研究对整个文档信息的表示、存储、组织和访问，即根据用户的查询要求，从信息数据库中检索出相关信息资料。它的中心环节是文件内容表达、信息查询的获得以及相关信息的匹配。

全文检索大体分两个过程，索引创建（indexing）和搜索索引（search）。索引创建：将现实世界中所有的结构化和非结构化数据提取信息，创建索引的过程。搜索索引：就是得到用户的查询请求，搜索创建的索引，然后返回结果的过程。


（2）全文检索的流程图
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图6-5 全文检索流程图

从图65可以看出，全文检索的索引创建过程一般有以下几步：

① 准备待索引的原文档。

② 将原文档传给分词（tokenizer）组件。

分词组件的作用是将文档分成一个一个单独的单词、去除标点符号、去除停词。经过分词后得到的结果称为词元（token）。

③ 将得到的词元传给语言处理组件（linguistic processor）。对于英语，语言处理组件一般做以下几点：将大写变为小写（lowercase）；将单词缩减为词根形式，如“cars”到“car”等；将单词转变为词根形式，如“drove”到“drive”等。

语言处理组件（linguistic processor）的结果称为词（term）。

④ 将得到的词传给索引（indexer）组件。

索引组件的作用主要是：利用得到的词创建一个字典、对字典按字母顺序进行排序、合并相同的词成为文档倒排（posting list）链表。


（3）全文检索的具体应用


全文检索技术的应用范围十分广泛：索引网页的搜索引擎为用户提供了一种方便快捷的获取信息的途径；索引本地文件的桌面搜索系统帮助用户在个人电脑中定位所需的文件。在此，我们结合ElasticSearch分布式搜索引擎给出Python做全文检索的一个具体实例。

① ElasticSearch简介

ElasticSearch是一个基于Lucene构建的开源、分布式搜索引擎。设计用于云计算中，能够达到实时搜索，并且稳定、可靠、快速、安装与使用都很方便。它支持通过HTTP使用JSON进行数据索引，也可以扩展到上百台服务器，处理PB级结构化或非结构化数据。

② ElasticSearch插件介绍

ElasticSearch的插件有很多，包括我们下面部分将会使用的IK分词插件，我们在本节只介绍两个比较常用的，head插件和bigdesk插件，想要知道整个插件列表的同学，可访问以下链接地址进行深入研究。

http：//www.elasticsearch.org/guide/reference/modules/plugins/

head插件：它是一个ElasticSearch的集群管理工具，它是完全由html5编写的独立网页程序，可以查看索引情况，搜索索引，查看集群状态和分片分布等。在安装了ES后，可在命令行直接运行%ES_HOME%\bin\plugin install mobz/elasticsearchhead下载head插件，可用访问http：//localhost：9200/_plugin/head/查看效果。

bigdesk插件：它是ElasticSearch的一个集群监控工具，可以通过它来查看ElasticSearch集群的各种状态，如：cpu、内存使用情况、索引数据、搜索情况、http连接数等。在安装了ES后，直接运行%ES_HOME%\bin\plugin install lukasvlcek/bigdesk下载bigdesk插件，可用访问http：//localhost：9200/_plugin/bigdesk/查看效果。

关于ElasticSearch基本概念的详细内容，我们在这里不再作具体介绍，有兴趣的读者可自行查阅相关资料。

③ ElasticSearch的相关配置

首先，由于ElasticSearch的运行依赖java环境，读者可下载安装JDK,并配置相关环境变量；其次是对ElasticSearch中的分词器的部署，这里我们使用IK分词器作具体介绍，有感兴趣的读者也可以尝试其他的分词器。

IK分词插件的安装：

a.获取分词的依赖包

可在http：//code.google.com/p/ikanalyzer/上下载IK分词包，将ik.jar这个文件拷贝到lib目录下面。

b.IK目录拷贝

将下载目录中的ik目录拷贝到config目录下面。

c.分词器配置

打开config/elasticsearch.yml文件，在文件最后加入如下内容：index.analysis.analyzer.default.type：ik。

完成上述配置以后我们便可以在命令模式下通过运行%ES_HOME%\bin\elasticsearch.bat命令启动ElasticSearch。并可通过curl http：// localhost：9200或者直接在浏览器中打开http：//localhost：9200来测试其是否正常运行，状态显示为200的话，说明安装成功。下面我们便可以在浏览器中简单测试下IK分词插件的测试结果：

http：//localhost：9200/index/_analyze?analyzer=ik&text=华东师范大学

④ ElasticSearch的具体使用

上述步骤均完成以后，我们便可以使用这个搜索引擎进行检索了。

a.创建索引

打开cygwin窗口键入命令curl –XPUT localhost：9200/myindex创建一个索引名为myindex的索引。

b.创建mapping

ES中的mapping相当于数据库中表结构的定义，但是ElasticSearch的mapping要灵活很多，它可以动态添加字段。一般不需要指定mapping都可以，因为ElasticSearch会自动根据数据格式定义它的类型，如果你需要对某些字段添加特殊属性就必须手动添加mapping。具体操作如下：
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对上述myindex索引定义好mapping后，我们便可以进行分词测试 ：
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c.索引文档

curl -XPOST http://localhost:9200/myindex/share/1 -d’

{"content":"雾霾正在深入中国经济的毛细血管，以一种不可思议的方式影响着经济的方方面面" }’

curl -XPOST http://localhost:9200/myindex/share/2 -d’

{ "content":"亚太经济合作组织成立的历史大背景就是国际重心从大西洋向太平洋转移和亚洲的崛起" }’

curl -XPOST http://localhost:9200/myindex/share/3 -d’

{ "content":"陆家嘴的前途来自中国经济的崛起和人民币的国际化"}’

curl -XPOST http://localhost:9200/myindex/share/4 -d’

{"content":"中国经济增速逐步放缓，未来经济可能长期处于中高速增长新常态，金融业态格局正在发生变化，显现出不同特征" }’

其中myindex是我们创建的索引名，share为索引类型，后面的数字代表我们所创建的每篇文档的标识。

索引及其所包含的文档创建完成后，我们便可以在head插件上看到相应的内容，并且可以在head界面对我们想要查询的内容进行索引并高亮显示。
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接着，我们便可以在head界面看到详细的检索结果。
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从上表中，我们可以看出在我们的所有索引文档中总共有1篇文档包含“陆家嘴”这个检索项，列出了索引文档的索引名索引类型以及标识并将结果高亮显示出来。

下面使用Python与ElasticSearch分布式搜索引擎相结合，继续介绍Python进行全文检索的具体实现：
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首先我们创建一个索引名称为file的索引，并将该索引指向E盘的filedoc文件，通过设置IK分词插件来对filedoc文件下的全部文档进行分词，接着我们便可以依据要检索的内容进行相关搜索，例如我们依旧以“陆家嘴”为检索词进行检索，显示结果如下：
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由此可看出，我们使用Python实现的结果与在ElasticSearch中进行检索的结果一致。其中，filedoc文件为我们的数据源存放的位置，test3.txt为包含检索项的文档名称，返回的文档总数为1。


本章小结

随着文本信息的不断快速增长,如何从海量非结构化文本中发现隐含的知识，为用户的战略决策提供支持，使得文本挖掘成为现阶段研究的热点。不难想象，随着社会经济的快速发展，文本挖掘技术的应用将越来越广泛。具体来说，文本挖掘是应用驱动的，它在商业智能、信息检索、生物信息处理等方面都有广泛的应用，包括客户关系管理，自动邮件回复，垃圾邮件过滤，自动简历评审，搜索引擎、信息抽取、信息过滤等。文本挖掘作为人们挑战信息爆炸式增长与信息有效利用之间矛盾的重要武器，受到世界的广泛认可，目前国际上许多企业都在进行文本挖掘技术的研究，并取得一定成绩。而使用Python做文本挖掘有其特有的优势，本章主要以其中四个应用为例，简要说明了它们的具体流程以及如何使用Python进行文本挖掘。有兴趣的读者可查阅相关资料，继续深入学习。


习题

1.简述文本挖掘的主要功能及其应用。

2.请实现使用Python做文本挖掘的具体流程。

3.Python的结巴分词组件如何添加用户自定义词典，请举例说明。

4.对中英文文档进行降维的方法分别有哪些？请结合具体实例说明。

5.在进行具体的文本操作时，如何使用Python进行文本间的相似度度量。

6.请尝试使用支持向量机进行文本自动分类，并将其与朴素贝叶斯算法做比较，说出各自的优缺点。

7.请说明如何通过相应聚类指标对文本聚类的结果进行评价。
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提高编

7 Python与海量数据处理简介

随着科技的发展，拥有高容量、高速度和多样性的大数据已经成为当今时代的主题词。数据科学领域中所采用的机器学习编程语言大相径庭。究竟哪种语言最适合机器学习成为争论不休的话题。目前，机器学习牵涉的编程语言十分多样，包括了Matlab、Julia、R、Perl、Python、Ruby等。我们认为一门好的语言应该使得编写、调试和执行代码的总时间最短。当然没有一门语言是对所有情况、所有人都十分适合的。

对于海量数据处理来说，因Python本身具有高开发效率，代码执行效率不高的特点，有人担心Python可能不适合海量数据的处理。事实上，很多Python的库的实现都是用其他语言写的（C比较多），只是用Python做了个包装而已，库的效率本身不低。

本章是Python在海量数据处理上的初步探讨。我们知道计算机需要操作系统才能运行。同样道理，对数据（特别是海量数据、大数据）进行处理分析，需要“数据操作系统”。数据操作系统目前最常用的是Hadoop、Spark等，本章给出了Spark的简单介绍。对大规模的海量数据进行分析挖掘的主要应用有实时数据流分析、相似数据发现、链接分析（例如PageRank）、频繁项集发现、聚类、互联网广告分析、推荐系统、社交网络分析、降维等。本章简单介绍PageRank和推荐系统。


7.1 Spark简介

Spark是UCBerkeleyAMPlab所开源的类HadoopMapReduce的通用的并行计算框架，Spark基于MapReduce算法实现的分布式计算，拥有HadoopMapReduce所具有的优点；但不同于MapReduce的是Job中间输出和结果可以保存在内存中，从而不再需要读写HDFS，因此Spark能更好地适用于数据挖掘与机器学习等需要迭代的MapReduce的算法。

Spark是在Scala语言中实现的，它将Scala用作其应用程序框架。与Hadoop不同，Spark和Scala能够紧密集成，其中的Scala可以像操作本地集合对象一样轻松地操作分布式数据集。

尽管创建Spark是为了支持分布式数据集上的迭代作业，但是实际上它是对Hadoop的补充，可以在Hadoop文件系统中并行运行。

虽然Spark与Hadoop有相似之处，但它提供了具有差异的一个新的集群计算框架。首先，Spark是为集群计算中的特定类型的工作负载而设计，即那些在并行操作之间重用工作数据集（比如机器学习算法）的工作负载。为了优化这些类型的工作负载，Spark引进了内存集群计算的概念，可在内存集群计算中将数据集缓存在内存中，以缩短访问延迟。

Spark还引进了名为弹性分布式数据集（RDD）的抽象。RDD是分布在一组节点中的只读对象集合。这些集合是弹性的，如果数据集一部分丢失，则可以对它们进行重建。重建部分数据集的过程依赖于容错机制，该机制可以维护“血统”（即允许基于数据衍生过程重建部分数据集的信息）。RDD被表示为一个Scala对象，并且可以从文件中创建它；一个并行化的切片（遍布于节点之间）；另一个RDD的转换形式；并且最终会彻底改变现有RDD的持久性，比如请求缓存在内存中。

Spark中的应用程序称为驱动程序，这些驱动程序可实现在单一节点上执行的操作或在一组节点上并行执行的操作。与Hadoop类似，Spark支持单节点集群或多节点集群。对于多节点操作，Spark依赖于Mesos集群管理器。Mesos为分布式应用程序的资源共享和隔离提供了一个有效平台。该设置允许Spark与Hadoop共存于节点的一个共享池中。
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图7-1 Spark依赖Mesos集群管理器实现资源共享和隔离


（1）Spark和Hadoop对比


相比Hadoop,Spark的中间数据放到内存中，目标主要是扩展MapReduce对迭代类运算的支持，和低延迟的交互式数据挖掘任务。MapReduce和Spark的一个重要区别是前者是非循环的，这意味着数据流来自于一个源，处理完成后，写入到另外一个源。而Spark允许将一份数据缓存在内存中，在同一份数据上迭代计算，因此，Spark更适合于迭代运算较多的机器学习或数据挖掘运算。RDD可以把数据cache到内存中，下一步操作直接从内存中输入，省去MapReduce大量的磁盘IO操作，这对于迭代运算比较常见的机器学习算法来说，效率提升会相当大，在一般的实验中可以超越MapReduce达到20倍。

对于基于数据流的数据挖掘，MapReduce的批量处理方式，明显无法满足数据流挖掘任务，而在Spark平台中，Spark Streaming作为准实时大规模流式处理框架而生，能够满足即时查询的若干要求，也能共享Spark平台的若干优势。


（2）Spark安装和部署


和Hadoop相比，Spark的安装和部署要简单得多，下面将给出具体的安装步骤：

① 安装JDK

安装Spark也需要安装JDK软件，如果安装过Hadoop，那么这一步可以省略。

[image: ]


[image: ]


[image: ]


② 安装Scala

Spark依赖于Scala，所以我们必须要安装Scala。下载scala-2.11.7并保存到home目录。
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③ 本地模式

A.下载并解压Spark

下载Spark,这里有两种选择，一种是下载源码包，从零开始编译，但我们并不推荐这么做，最好的做法就是下载预编译好的Spark。
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B.设置SPARK_EXAMPLES_JAR 环境变量
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C.设置 SPARK_HOME环境变量，并将SPARK_HOME/bin加入PATH
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D.运行SparkPi

[image: ]


④ 集群模式

A.安装Hadoop和Scala

参考上一节Hadoop安装教程。我们可以用VMware Workstation 创建三台CentOS 虚拟机，hostname分别设置为 master,slave01,slave02，设置SSH无密码登录，安装Hadoop，然后启动hadoop集群。所有的机器上同样也要安装Scala 2.11.7，按照上文的步骤。JDK在安装Hadoop时已经安装了，所以不用重复安装。

B.在master上安装并配置Spark

解压Spark：
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设置SPARK_EXAMPLES_JAR 环境变量：
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在 in conf/sparkenv.sh中设置SCALA_HOME：

[image: ]


在conf/slaves,添加Spark worker的hostname,一行一个：
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设置 SPARK_HOME环境变量，并将SPARK_HOME/bin加入PATH：
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在所有worker上安装并配置Spark。

既然master上的这个文件已经配置好了，把它拷贝到所有的worker上。注意，三台机器Spark所在目录必须一致，因为master会登录到worker上执行命令，master认为worker的Spark路径与自己一样。

设置SPARK_EXAMPLES_JAR环境变量，配置文件不用配置了，因为是直接从master复制过来的，已经配置好了。
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启动 Spark 集群，在master上执行：
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检测进程是否启动：
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浏览master的web UI（默认http：//localhost：8080），这时你应该可以看到所有的word节点，以及他们的CPU个数和内存等信息。

运行SparkPi例子：
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运行自带的例子：SparkLR 和 SparkKMeans.：
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从HDFS读取文件并运行WordCount：
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停止 Spark 集群：
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到此，Spark安装和配置完毕。


7.2 PageRank

Google早已成为全球最成功的互联网搜索引擎，但这个当前的搜索引擎巨无霸却不是最早的互联网搜索引擎，在Google出现之前，曾出现过许多通用或专业领域搜索引擎。Google最终能击败所有竞争对手，很大程度上是因为它解决了困扰前辈们的最大难题：对搜索结果按重要性排序。而解决这个问题的算法就是PageRank。毫不夸张地说，是PageRank算法成就了Google今天的地位。要理解为什么解决这个难题如此重要，我们先来看一下搜索引擎的核心框架。

虽然搜索引擎已经发展了很多年，但是其核心却没有太大变化。从本质上说，搜索引擎是一个资料检索系统，搜索引擎拥有一个资料库（具体到这里就是互联网页面），用户提交一个检索条件（例如关键词），搜索引擎返回符合查询条件的资料列表。互联网页面对于任何人来说，都是相同的，那么评价一个搜索引擎的质量就取决于如何对查询结果排序。


（1）PageRank简介


PageRank，网页排名，又称网页级别、Google左侧排名或佩奇排名，是一种根据网页之间相互的超链接计算的技术，而作为网页排名的要素之一，以Google公司创办人拉里·佩奇（Larry Page）之姓来命名。Google用它来体现网页的相关性和重要性，在搜索引擎优化操作中是经常被用来评估网页优化的成效因素之一。Google的创始人拉里·佩奇和谢尔盖·布林于1998年在斯坦福大学发明了这项技术。

PageRank于2001年9月被授予美国专利。PageRank对于网页重要性的级别分为1~10级，10级为满级。PR值越高说明该网页越受欢迎，也即越重要。一个PR值为1的网站表明该网站不具备流行度，而PR值为7~10的网站则表明该网站是非常受欢迎的，或者说极其重要。一般PR值达到4，就算是一相当不错的网站了。Google把自己网站的PR值设置为10，类似里氏震级，PageRank级别并不是线性增长的，而是按照一种指数刻度，打个比方PageRank4比PageRank3虽然只是高了一级，但却在影响力上高上6~7倍，因此，一个PageRank5的网页和一个PageRank8的网页之间差距会比你可能认为的要大得多。

在此之前，理解两个概念。导入链接，又称逆向链接，是指链至你网站的站点，也就是我们一般所说的外部链接。而当你链至另外一个站点，那么这个站点就是你的导出链接，即你向其他网站提供本站的链接。


（2）PageRank原理


PageRank的思路很简单，打个比方：如何判断一篇论文的价值，即被其他论文引述的次数越多就越重要，如果被权威的论文引用，那么该论文也很重要。PageRank就是借鉴于这一思路，根据网站的外部链接和内部链接的数量和质量来衡量这个网站的价值，相当于每个到该页面的链接都是对该页面的一次投票，被链接的越多，就意味着被其他网站投票越多。这个就是所谓的链接流行度——衡量多少人愿意将他们的网站和你的网站挂钩。PageRank并不计算直接链接的数量，PageRank会根据网页B所收到的投票数量来评估该网页的重要性。此外，PageRank还会评估每个投票网页的重要性，因为某些重要网页的投票被认为具有较高的价值，这样，它所链接的网页就能获得较高的价值。这就是PageRank的核心思想，当然PageRank算法的实际实现上要复杂很多。

所以，PageRank的核心思想就是从许多优质的网页链接过来的网页，必定还是优质网页。

对于某个互联网网页A来说，该网页PageRank的计算基于以下两个基本假设：

数量假设：在Web图模型中，如果一个页面节点接收到的其他网页指向的入链数量越多，那么这个页面越重要。

质量假设：指向页面A的入链质量不同，质量高的页面会通过链接向其他页面传递更多的权重。所以越是质量高的页面指向页面A，则页面A越重要。

利用以上两个假设，PageRank算法刚开始赋予每个网页相同的重要性得分，通过迭代递归计算来更新每个页面节点的PageRank得分，直到得分稳定为止。 PageRank计算得出的结果是网页的重要性评价，这和用户输入的查询是没有任何关系的，即算法是主题无关的。只返回PageRank值最高的页面。
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图7-2 PageRank示意图

图7-2是一张来自WikiPedia的图，每个球代表一个网页，球的大小反映了网页的PageRank值的大小。指向网页B和网页E的链接很多，所以B和E的PageRank值较高，另外，虽然很少有网页指向C，但是最重要的网页B指向了C，所以C的PageRank值比E还要大。


（3）PageRank的计算


我们定义PR（A）为A网站的PageRank。为了叙述方便，我们不再使用google的0~10度量，而是使用0~1度量。这和概率的取值范围是一致的。事实上，PageRank就是一个概率（它反映了一个人在网络中不同的页面上随机点击链接会到达某个特定网站的概率）。只不过因为人们不太喜欢看小数，Google才更改了度量。
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图7-3 PageRank均匀分布计算

在计算的开始，我们假设考虑的所有网站的PageRank是均匀分布的。这意味着，如果互联网上共有N个网站，那么每个网站的PageRank都是1/N。现在，假设我们仅仅考虑4个网站A,B,C,D组成的一个小网络。初始时，它们的PageRank都是1/4。假如B,C,D的网站上都有且仅有A的链接，那么它们每个人都为A贡献了0.25的PageRank。

定义

PR（A）=PR（B）+PR（C）+PR（D） （7.1）

则PR（A）=0.75

现在假设B网站上还有C的链接，网站D上有其他三个网站的链接。如下图所示：
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图7-4 PageRank的计算

此时，对于B来讲，他把自己的总价值分散投给了两个网站A和C，那么每个网站就应该得到一半的PageRank，即0.125。只有1/3的PR（D）给了A。在这种情况下：

PR（A）=PR（B）/2+PR（C）/1+PR（D）/3 （7.2）

所以，按如此定义，一个网站X上有网站Y的链接，那么它给Y贡献的PageRank等于它的PageRank除以它网站的所有外部链接。（在这里我们做了一个假定，即X网站上对Y站的多个链接不重复计算）。

一个网站u的PageRank的普遍表达式为：
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其中Bu是所有链接到u的网站的集合。v为相应网站所链接到的网站总数。

下面将以具体案例进行矩阵分析：

首先，我们将Web做如下抽象：① 将每个网页抽象成一个节点；② 如果一个页面A有链接直接链向B，则存在一条有向边从A到B（多个相同链接不重复计算边）。因此，整个Web被抽象为一张有向图。
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图7-4 web抽象结构图

现在假设世界上只有四张网页：A、B、C、D，其抽象结构如下图：

显然这个图是强连通的（从任一节点出发都可以到达另外任何一个节点）。

然后需要用一种合适的数据结构表示页面间的连接关系。其实，PageRank算法是基于这样一种背景思想：被用户访问越多的网页更可能质量越高，而用户在浏览网页时主要通过超链接进行页面跳转，因此我们需要通过分析超链接组成的拓扑结构来推算每个网页被访问频率的高低。最简单的，我们可以假设当一个用户停留在某页面时，跳转到页面上每个被链页面的概率是相同的。例如，上图中A页面链向B、C、D，所以一个用户从A跳转到B、C、D的概率各为1/3。设一共有N个网页，则可以组织这样一个N维矩阵：其中i行j列的值表示用户从页面j转到页面i的概率。这样一个矩阵叫做转移矩阵（transition matrix）。下面的转移矩阵M对应上图：
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然后，设初始时每个页面的rank值为1/N，这里就是1/4。按A~D顺序将页面rank为向量v：
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注意，M第一行分别是A、B、C和D转移到页面A的概率，而v的第一列分别是A、B、C和D当前的rank，因此用M的第一行乘以v的第一列，所得结果就是页面A最新rank的合理估计，同理，Mv的结果就分别代表A、B、C、D新rank：
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然后用M再乘以这个新的rank向量，又会产生一个更新的rank向量。迭代这个过程，可以证明v最终会收敛，即v约等于Mv，此时计算停止。最终的v就是各个页面的PageRank值。例如上面的向量经过几步迭代后，大约收敛在（1/4,1/4,1/5,1/4），这就是A、B、C、D最后的PageRank。


（4）处理Dead End


上面的PageRank计算方法假设Web是强连通的，但实际上，Web并不是强连通（甚至不是连通的）。下面看看PageRank算法如何处理一种叫做Dead Ends的情况。
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图7-5 Dead Ends示意图

所谓Dead Ends，就是这样一类节点：它们不存在外链。看图75：

注意这里D页面不存在外链，是一个Dead End。上面的算法之所以能成功收敛到非零值，很大程度依赖转移矩阵这样一个性质：每列的加和为1。而在这个图中，M第四列将全为0。在没有Dead Ends的情况下，每次迭代后向量v各项的和始终保持为1，而有了Dead Ends，迭代结果将最终归零。

处理Dead Ends的方法如下：迭代拿掉图中的Dead Ends节点及Dead Ends节点相关的边（之所以迭代拿掉是因为当目前的Dead Ends被拿掉后，可能会出现一批新的Dead Ends），直到图中没有Dead Ends。对剩下部分计算rank，然后以拿掉Dead Ends逆向顺序反推Dead Ends的rank。

以上图为例，首先拿到D和D相关的边，D被拿到后，C就变成了一个新的Dead Ends，于是拿掉C，最终只剩A、B。此时可很容易算出A、B的PageRank均为1/2。然后我们需要反推Dead Ends的rank，最后被拿掉的是C，可以看到C前置节点有A和B，而A和B的出度分别为3和2，因此C的rank为：1/2 * 1/3+1/2 * 1/2=5/12；最后，D的rank为：1/2*1/3+5/12*1=7/12。所以最终的PageRank为（1/2,1/2,5/12,7/12）。

由于存在一些出链为0，也就是那些不链接任何其他网页的网，也称为孤立网页，使得很多网页能被访问到。因此需要对 PageRank公式进行修正，即在简单公式的基础上增加了阻尼系数（damping factor）q，q一般取值q=0.85。

其意义是，在任意时刻，用户到达某页面后并继续向后浏览的概率。 1-q=0.15就是用户停止点击，随机跳到新URL的概率的算法被用到了所有页面上，估算页面可能被上网者放入书签的概率。

最后，即所有这些被换算为一个百分比再乘上一个系数q。由于下面的算法，没有页面的PageRank会是0。所以，Google通过数学系统给了每个页面一个最小值。
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（5）Topic-Sensitive PageRank


其实上面的讨论我们回避了一个事实，那就是“网页重要性”其实没一个标准答案，对于不同的用户，甚至有很大的差别。例如，当搜索“苹果”时，一个数码爱好者可能是想要看iphone的信息，一个果农可能是想看苹果的价格走势和种植技巧，而一个小朋友可能在找苹果的简笔画。理想情况下，应该为每个用户维护一套专用向量，但面对海量用户这种方法显然不可行。所以搜索引擎一般会选择一种称为Topic-Sensitive的折中方案。Topic-Sensitive PageRank的做法是预定义几个话题类别，例如体育、娱乐、科技等，为每个话题单独维护一个向量，然后想办法关联用户的话题倾向，根据用户的话题倾向排序结果。

Topic-Sensitive PageRank分为以下几步：

① 确定话题分类。

一般来说，可以参考Open Directory（DMOZ）的一级话题类别作为topic。目前DMOZ的一级topic有：Arts（艺术）、Business（商务）、Computers（计算机）、Games（游戏）、Health（医疗健康）、Home（居家）、Kids and Teens（儿童）、News（新闻）、Recreation（娱乐修养）、Reference（参考）、Regional（地域）、Science（科技）、Shopping（购物）、Society（人文社会）、Sports（体育）。

② 网页topic归属。

这一步需要将每个页面归入最合适的分类，具体归类有很多算法，例如可以使用TF-IDF基于词素归类，也可以聚类后人工归类，具体不再展开。这一步最终的结果是每个网页被归到其中一个topic。

③ 分topic向量计算。

在Topic-Sensitive PageRank中，向量迭代公式为
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首先是单位向量e变为了s。s是这样一个向量：对于某topic的s，如果网页k在此topic中，则s中第k个元素为1，否则为0。注意对于每一个topic都有一个不同的s。而|s|表示s中1的数量。

还是以上面的四张页面为例，假设页面A归为Arts，B归为Computers，C归为Computers，D归为Sports。那么对于Computers这个topic，s就是：
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而|s|=2。因此，迭代公式为：
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最后算出的向量就是Computers这个topic的rank。如果实际计算一下，会发现B、C页在这个topic下的权重相比上面非Topic-Sensitive的rank会升高，这说明如果用户是一个倾向于Computers topic的人（例如程序员），那么在给它呈现的结果中B、C会更重要，因此可能排名更靠前。

④ 确定用户topic倾向。

最后一步就是在用户提交搜索时，确定用户的topic倾向，以选择合适的rank向量。主要方法有两种，一种是列出所有topic让用户自己选择感兴趣的项目，这种方法在一些社交问答网站注册时经常使用；另外一种方法就是通过某种手段（如cookie跟踪）跟踪用户的行为，进行数据分析判断用户的倾向，这本身也是一个很有意思的话题，但是这个话题超出本文的范畴，不再展开细说。

在这里，我们仅仅是非常简单地讨论了一下PageRank的原理，这与Google PageRank的实际算法相差甚远。域名数据、内容质量、用户数据、建站时间等都有可能被考虑进去，从而形成一个完善的算法。这里最神奇的地方就是面对如此庞大的数据量和网页如此实时的变化，google却能在有限的时间内计算出所有网站的PR！


（6）代码演示


① PageRank Python代码

NetworkX是一个用Python语言开发的图论与复杂网络建模工具，内置了常用的图与复杂网络分析算法，可以方便地进行复杂网络数据分析、仿真建模等工作。

在使用前需要安装Matplotlib、Numpy，请自行安装。
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图7-6 要计算的网页关系示意图

代码如下：
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输出结果为：
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图像为：
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图7-7 程序输出的图像示意图

② 实际案例

下面用一个Python程序来演示社交网络的建模分析。

假设有这样两个文本文件sigcomm_author.txt和sigcomm_network.txt，文件内容如下：
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这是一个学术圈的社交网络，描述了发表论文的作者之间的一些合作关系。它是一个无向图，也就是说[ID_1,ID_2] 等同于 [ID_2,ID_1]。通过编写程序，我们可以挖掘如下信息：

n：节点数量（有多少个作者）

m：边的数量（有多少个论文合作关系）

并且可以利用所求得的PageRank值来反映出这一领域内影响力比较大的一些学者。

代码如下：
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执行代码，结果如下：
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从结果中可以看出，ID为63的学者的PageRank最大，即在这些学者中，从发表论文的角度来说，他的影响力是最大的。

同时，代码生成图像如下：
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图7-8 社交网络分析的结果


7.3 Python与推荐系统

如果想买一瓶饮料，你有多少种办法？假设附近有一个24小时便利店，你可以走进店里，看看所有的货架，转一圈找到你要的饮料区域，然后比较几个牌子的口碑或者价格找到自己喜欢的牌子，掏钱付款。如果家附近有一家沃尔玛，你可以走进店里，按照分类指示牌走到食品所在的楼层，接着按照指示找到卖水的货架，然后在货架上仔细寻找你需要的饮料，找到后付款。如果你很懒，不想出门，可以打开当当或者淘宝，在一个叫做搜索框的东西里输入饮料2个字，然后你会看到一大堆的饮料，找到喜欢的牌子，付款，然后等待送货上门。上面这几个例子描述了用户在有明确需求的情况下，面对信息过载所采用的措施。在24小时便利店，因为店面很小，用户可以凭自己的经验浏览所有货架找到自己需要的东西。在沃尔玛，商品已经被放在无数的货架上，此时用户就需要借用分类信息找到自己需要的商品。而在淘宝或者其他的电商网站，由于商品数目巨大，用户只能通过搜索引擎找到自己需要的商品。

但是，如果用户没有明确的需求呢？比如你今天很无聊，想下载一部电影看看。但当你打开某个下载网站，面对100年来发行的数不胜数的电影，你会手足无措，不知道该看哪一部。此时，你遇到了信息过载的问题，需要一个人或者工具来帮助你做筛选，给出一些建议供你选择。如果这时候有个喜欢看电影的朋友在身边，你可能会请他推荐几部电影。不过，总不能时时刻刻都去麻烦“专家”给你推荐，你需要的是一个自动化的工具，它可以分析你的历史兴趣，从庞大的电影库中找到几部符合你兴趣的电影供你选择，而这个工具就是推荐系统。


（1）推荐系统的定义


推荐系统的任务就是联系用户和信息，一方面帮助用户发现对自己有价值的信息，另一方面让信息能够展现在对它感兴趣的用户面前，从而实现信息消费者和信息生产者的双赢。推荐系统是一种帮助用户快速发现有用信息的工具。推荐系统不需要用户提供明确的需求，而是通过分析用户的历史行为给用户的兴趣建模，从而主动给用户推荐能够满足他们兴趣和需求的信息。推荐系统能够在用户没有明确目的的时候帮助他们发现感兴趣的新内容。通过上述介绍，我们可以发现推荐系统就是自动联系用户和物品的一种工具，它能够在信息过载的环境中帮助用户发现令他们感兴趣的信息，也能将信息推送给对它们感兴趣的用户。

推荐系统的定义有不少，但被广泛接受的推荐系统的概念和定义是Resnick 和Varian 在1997年给出的：“它是利用电子商务网站向客户提供商品信息和建议，帮助用户决定应该购买什么产品，模拟销售人员帮助客户完成购买过程。”

推荐系统主要由社会化推荐和个性化推荐两部分组成：

社会化推荐是通过特定类型的信息过滤技术，利用社会网络（博客、网页、图片、新闻、标签等）将信息及时准确地推送给兴趣群体或者实践社区的过程。社会化推荐通过社交网络、社交搜索、社交媒体、社会书签、社会新闻、社会知识共享、社交游戏、博客、维基、推荐系统、问答社区、查询日志、标签等获取社交行为数据，利用计算机技术，例如机器学习、数据挖掘、自然语言处理等进行研究，挖掘出集体智慧。这种服务方式不同于传统的信息推荐服务，它将社会网络、社交媒体视为信息推荐的主要平台，使用户的隐性知识在社会化推荐过程中与其他用户进行交互，形成交流。

个性化推荐是根据用户的兴趣特点和购买行为，向用户推荐用户感兴趣的信息和商品。随着电子商务规模的不断扩大，商品个数和种类快速增长，顾客需要花费大量的时间才能找到自己想买的商品。这种浏览大量无关的信息和产品过程无疑会使淹没在信息过载问题中的消费者不断流失。为了解决这些问题，个性化推荐系统应运而生。

推荐系统有3 个重要的模块：用户建模模块、推荐对象建模模块、推荐算法模块。通用的推荐系统模型流程如图79所示。推荐系统把用户模型中兴趣需求信息和推荐对象模型中的特征信息匹配，同时使用相应的推荐算法进行计算筛选，找到用户可能感兴趣的推荐对象，然后推荐给用户。
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图7-9 推荐系统通用模型

从上述模型和定义可以看出，推荐系统关键技术有三个方面，分别是用户建模、推荐对象的建模和推荐算法。下文分别对这几项技术给以说明。


（2）推荐系统的工作原理与应用


推荐系统利用特殊的信息过滤技术，将不同的物品或内容推荐给可能对它们感兴趣的用户。
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图7-10 推荐系统工作原理图

图7-10给出了推荐系统的工作原理，这里先将推荐系统看作黑盒，它接受的输入是推荐的数据源，一般情况下，推荐系统所需要的数据源包括：①要推荐物品或内容的元数据，例如关键字，基因描述等。②系统用户的基本信息，例如性别，年龄等。

用户对物品或者信息的偏好，根据应用本身的不同，可能包括用户对物品的评分，用户查看物品的记录，用户的购买记录等。其实这些用户的偏好信息可以分为两类：①

显式的用户反馈：这类是用户在网站上自然浏览或者使用网站以外，显式的提供反馈信息，例如用户对物品的评分，或者对物品的评论；②隐式的用户反馈：这类是用户在使用网站是产生的数据，隐式地反映了用户对物品的喜好，例如用户购买了某物品，用户查看了某物品的信息等。显式的用户反馈能准确地反映用户对物品的真实喜好，但需要用户付出额外的代价，而隐式的用户行为，通过一些分析和处理，也能反映用户的喜好，只是数据不是很精确，有些行为的分析存在较大的噪声。但只要选择正确的行为特征，隐式的用户反馈也能得到很好的效果，只是行为特征的选择可能在不同的应用中有很大的不同，例如在电子商务的网站上，购买行为其实就是一个能很好表现用户喜好的隐式反馈。

推荐系统根据不同的推荐机制可能用到数据源中的一部分，然后根据这些数据，分析出一定的规则或者直接对用户对其他物品的喜好进行预测计算。这样推荐系统可以在用户进入的时候给他推荐他可能感兴趣的物品。

与搜索引擎不同，推荐系统需要依赖用户的行为数据，因此一般都是作为一个应用存在于不同网站之中。在互联网的各类网站中都可以看到推荐系统的应用，而个性化推荐系统在这些网站中的主要作用是通过分析大量用户行为日志，给不同用户提供不同的个性化页面展示，来提高网站的点击率和转化率。广泛利用推荐系统的领域包括：① 电子商务。② 电影和视频网站。③ 个性化音乐网络电台。④ 社交网络。⑤ 个性化阅读。⑥ 基于位置的服务。⑦ 个性化邮件。⑧ 个性化广告。


（3）用户建模模块


一个好的推荐系统要给用户提供个性化的、高效的、准确的推荐，那么推荐系统应能够获取反映用户多方面的、动态变化的兴趣偏好，推荐系统有必要为用户建立一个用户模型，该模型能获取、表示、存储和修改用户兴趣偏好，能进行推理，对用户进行分类和识别，帮助系统更好地理解用户特征和类别，理解用户的需求和任务，从而更好地实现用户所需要的功能。推荐系统根据用户的模型进行推荐，所以用户描述文件对推荐系统的质量有至关重要的影响。建立用户模型之前，需要考虑下面几个问题：① 模型的输入数据有哪些，如何获取模型的输入数据。② 如何考虑用户的兴趣及需求的变化。③ 建模的对象是什么。④ 清楚了上述内容后，又该如何建模。⑤ 模型的输出是什么。用户建模的大致过程如图711所示。
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图7-11 用户建模过程


（4）推荐对象的建模


推荐系统应用于不同的领域，它推荐的对象也就各不相同，如何对推荐对象进行描述对推荐系统也有很重要的影响。和用户描述文件一样，要对推荐对象进行描述之前也要考虑以下几个问题：① 提取推荐对象的什么特征，如何提取，提取的特征用于什么目的。② 对象的特征描述和用户文件描述之间有关联。③ 提取到的每个对象特征对推荐结果会有什么影响。④ 对象的特征描述文件能否自动更新。

推荐对象的描述文件中的对象特征和用户的描述文件中的兴趣偏好进行推荐计算，获得推荐对象的推荐度，所以推荐对象的描述文件与用户的描述文件密切相关，通常的做法是用同样的方法来表达用户的兴趣偏好和推荐对象。

推荐系统推荐给用户的对象首先不能与用户看过的对象重复，其次也不能与用户刚刚看过的对象不是太形似或者太不相关，这就是所谓的模型过拟合问题（可扩展性问题）。出现这一问题的本质上来自数据的不完备性，解决的主要的方法是引入随机性，使算法收敛到全局最优或者逼近全局最优，比如遗传算法等。

推荐系统中出现新的对象时，推荐系统尤其是协同过滤系统中，新对象出现后必须等待一段时间才会有用户查看并进行评价，在此之前推荐系统无法对此对象进行分析和推荐，这就是推荐系统研究的另一个难点和重点——冷启动问题。目前，解决这一问题的方法就是从推荐方法上考虑，比如使用组合推荐方法来应付。对推荐对象的描述能动态更新会成为研究的一个方向。


（5）推荐算法模块


推荐算法是整个推荐系统中最核心和关键的部分，在很大程度上决定了推荐系统类型和性能的优劣，推荐策略的研究是推荐系统最为繁荣的部分，大量的论文和著作都关注了这个方面。目前，出现的推荐策略有很多，对其分类的标准也没有一个统一的标准，但受到大家公认的推荐策略基本包括以下几种：基于内容的推荐、协同过滤推荐、基于知识的推荐、基于网络结构的推荐、组合推荐及其他推荐。下面分别对它们进行介绍。

① 基于内容的推荐

基于内容的推荐（content-based recommendation）是信息过滤技术的延续与发展，它是建立在项目的内容信息上做出推荐的，而不需要依据用户对项目的评价意见，更多地需要用机器学习的方法从关于内容的特征描述的事例中得到用户的兴趣资料。在基于内容的推荐系统中，项目或对象是通过相关的特征的属性来定义，系统基于用户评价对象的特征，学习用户的兴趣，考察用户资料与有待预测项目的相匹配程度。用户的资料模型取决于所用学习方法，常用的有决策树、神经网络和基于向量的表示方法等。 基于内容的用户资料是需要有用户的历史数据，用户资料模型可能随着用户的偏好改变而发生变化。基于内容的推荐应该算是最早被使用的推荐方法吧，它根据用户过去喜欢的产品（本文统称为 item），为用户推荐和他过去喜欢的产品相似的产品。例如，一个推荐饭店的系统可以依据某个用户之前喜欢很多的烤肉店而为他推荐烤肉店。 基于内容的推荐最早主要是应用在信息检索系统当中，所以很多信息检索及信息过滤里的方法都能用于基于内容的推荐中。基于内容的推荐的过程一般包括以下三步：

■ Item Representation：为每个item抽取出一些特征（也就是item的content了）来表示此item。

■ Profile Learning：利用一个用户过去喜欢（及不喜欢）的item的特征数据，来学习出此用户的喜好特征（profile）。

■ Recommendation Generation：通过比较上一步得到的用户profile与候选item的特征，为此用户推荐一组相关性最大的item。

接下来我们详细介绍下上面的三个步骤。

A.Item Representation

真实应用中的item往往都会有一些可以描述它的属性。这些属性通常可以分为两种：结构化的（structured）属性与非结构化的（unstructured）属性。所谓结构化的属性就是这个属性的意义比较明确，其取值限定在某个范围；而非结构化的属性往往其意义不太明确，取值也没什么限制，不好直接使用。比如在交友网站上，item就是人，一个item会有结构化属性如身高、学历、籍贯等，也会有非结构化属性（如item自己写的交友宣言，博客内容等）。对于结构化数据，我们自然可以拿来就用；但对于非结构化数据（如文章），我们往往要先把它转化为结构化数据后才能在模型里加以使用。真实场景中碰到最多的非结构化数据可能就是文章了（如个性化阅读中）。下面我们就详细介绍下如何把非结构化的一篇文章结构化。如何代表一篇文章在信息检索中已经被研究了很多年了，下面介绍的表示技术其来源也是信息检索，其名称为向量空间模型（vector space model，简称VSM）。

记我们要表示的所有文章集合为D={d1,d2,…,dN}，而所有文章中出现的词（对于中文文章，首先得对所有文章进行分词）的集合（也称为词典）为T={t1
 ,t2
 ,…,tn
 }。也就是说，我们有N篇要处理的文章，而这些文章里包含了n个不同的词。我们最终要使用一个向量来表示一篇文章，比如第j篇文章被表示为dj={w1j
 ,w2j
 ,…,wnj
 }，其中w1j
 表示第1个词在文章j中的权重，值越大表示越重要；dj中其他向量的解释类似。所以，为了表示第j篇文章，现在关键的就是如何计算各分量的值了。例如，我们可以选取w1j
 为1，如果词出现在第j篇文章中；选取为0，如果未出现在第j篇文章中。我们也可以选取w1j
 为词t1
 出现在第j篇文章中的次数（frequency）。但是用得最多的计算方法还是信息检索中常用的词频逆文档频率（term frequency-inverse document frequency，简称TF-IDF）。第j篇文章中与词典里第k个词对应的TF-IDF为：
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其中TF（tk
 ,dj
 ）是第k个词在文章j中出现的次数，而nk
 是所有文章中包括第k个词的文章数量。最终第k个词在文章j中的权重由下面的公式获得：
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做归一化的好处是不同文章之间的表示向量被归一到一个量级上，便于下面步骤的操作。

B.Profile Learning

假设用户u已经对一些item给出了他的喜好判断，喜欢其中的一部分item，不喜欢其中的另一部分。那么，这一步要做的就是通过用户u过去的这些喜好判断，为他产生一个模型。有了这个模型，我们就可以根据此模型来判断用户u是否会喜欢一个新的item。所以，我们要解决的是一个典型的有监督分类问题，理论上机器学习里的分类算法都可以照搬进这里。下面我们简单介绍下基于内容推荐里常用的一些学习算法：

a.最近邻方法（k-Nearest Neighbor，简称kNN）

对于一个新的item，最近邻方法首先找用户u已经评判过并与此新item最相似的k个item，然后依据用户u对这k个item的喜好程度来判断其对此新item的喜好程度。这种做法和协同过滤中的item-based kNN很相似，差别在于这里的item相似度是根据item的属性向量计算得到，而协同过滤中是根据所有用户对item的评分计算得到。

对于这个方法，比较关键的可能就是如何通过item的属性向量计算item之间的两两相似度。其中建议对于结构化数据，相似度计算使用欧几里得距离；而如果使用向量空间模型（VSM）来表示item的话，则相似度计算可以使用cosine。

b.决策树算法（decision tree，简称DT）

当item的属性较少而且是结构化属性时，决策树一般会是个好的选择。这种情况下决策树可以产生简单直观、容易让人理解的结果。而且我们可以把决策树的决策过程展示给用户u，告诉他为什么这些item会被推荐。但是如果item的属性较多，且都来源于非结构化数据（如item是文章），那么决策树的效果可能并不会很好。

c.朴素贝叶斯算法（naive bayes，简称NB）

朴素贝叶斯算法就像它的简称一样，朴素贝叶斯经常被用来做文本分类，它假设在给定一篇文章的类别后，其中各个词出现的概率相互独立。它的假设虽然很不靠谱，但是它的结果往往惊人的好。再加上朴素贝叶斯的代码实现比较简单，所以它往往是很多分类问题里最先被尝试的算法。我们现在的profile learning问题中包括两个类别：用户u喜欢的item，以及他不喜欢的item。在给定一个item的类别后，其各个属性的取值概率互相独立。我们可以利用用户u的历史喜好数据训练朴素贝叶斯，之后再用训练好的朴素贝叶斯对给定的item做分类。

C.Recommendation Generation

如果上一步Profile Learning中使用的是分类模型（如DT、LC和NB），那么我们只要把模型预测的用户最可能感兴趣的n个item作为推荐返回给用户即可。而如果Profile Learning中使用的直接学习用户属性的方法（如Rocchio算法），那么我们只要把与用户属性最相关的n个item作为推荐返回给用户即可。其中的用户属性与item属性的相关性可以使用如cosine等相似度度量获得。

基于内容推荐方法的优点是：

■ 不需要其他用户的数据，没有冷启动问题（第一评价问题）和稀疏问题。

■ 能为具有特殊兴趣爱好的用户进行推荐。

■ 能推荐新的或不是很流行的项目，没有新项目问题。

■ 通过列出推荐项目的内容特征，可以解释为什么推荐那些项目。

■ 已有比较好的技术，如关于分类学习方面的技术已相当成熟。

缺点是要求内容能容易抽取成有意义的特征，要求特征内容有良好的结构性，并且用户的口味必须能够用内容特征形式来表达，不能显式地得到其他用户的判断情况。

② 协同过滤推荐

A.基于用户的协同过滤

基于用户的协同推荐的基本思想是用户选择某个推荐对象是基于朋友的推荐。也就是说如果一些用户对某些推荐对象的评分比较相似，则说明这些用户的兴趣偏好相似，那么他们对其他推荐对象的评分应该也是相似的。

它的主要工作有两个，首先是查询最近邻居，然后就是产生推荐。其核心就是最近邻居查询。要找到最近邻居就要度量用户之间的相似性，相似度越高，用户就越相近。把用户i和用户j之间的相似性记为sim（i，j）。每个用户对推荐对象的评分可看作是一个m维向量，度量用户间的相似度就可以用不同的m维向量间的相似度进行度量，度量用户间相似性的方法主要有如下三种方法：

余弦相似性（Cosine Similari）：把用户对项目的评价看作n维项目空间的向量，两个用户间的相似性通过二者向量夹角的余弦度量。设用户i和用户j在n维项目空间的评分分别用向量i→和向量j→表示，则两者间的相似性为：
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相关相似性（Correlation Similar）：相关相似性也称皮尔森（Pearson）系数相关，通过皮尔森（Pearson）相关系数来度量用户间的相似性。设用户i和用户j共同评分的项目集合用R表示，则两者间的相似性为：
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其中，Ri,c
 和Rj,c
 分别表示用户i和用户j对项目c的评分，[image: ]
 与[image: ]
 分别表示用户i和用户j对项目的平均评分。

修正的余弦相似性（Adjusted Cosine Similari）：由于余弦相似性度量方法中没有考虑到用户不同的评价尺度问题，在修正的余弦相似性度量方法中通过减去用户对项目的平均评分来改善上述缺陷。设用户i和用户同评分的项目集合用R表示，Ri
 和Rj
 分别表示用户i和用户j评分的项目集合，则两者间的相似性为：
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其中，Ri,c
 和Rj,c
 分别表示用户i和用户j对项目c的评分，[image: ]
 与[image: ]
 分别表示用户i和用户j对项目的平均评分。

通过上面提出的相似度量方法得到目标用户的最近邻居，下一步需要产生相应的推荐。设用户u的最近邻居集合用NNu
 表示，则用户u对推荐对象i的预测评分可以通过用户u对最近邻居集合NNu中项的评分得到，计算方法如下：
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其中sim（u,n）表示u和用户n之间的相似性，Rn,i表示用户n对推荐对象i的评分。[image: ]
 和[image: ]
 分别表示用户u和用户n对推荐对象的平均评分。

通过上述方法预测用户对所有未评分的推荐对象的评分，然后选择预测评分最高的前若干推荐对象作为推荐结果反馈给当前用户。

B.基于物品的协同过滤

基于物品的推荐原理和基于用户的推荐类似，只是在计算邻居时采用物品本身，而不是从用户的角度，即基于用户对物品的偏好找到相似的物品，然后根据用户的历史偏好，推荐相似的物品给他。从计算的角度看，就是将所有用户对某个物品的偏好作为一个向量来计算物品之间的相似度，得到物品的相似物品后，根据用户历史的偏好预测当前用户还没有表示偏好的物品，计算得到一个排序的物品列表作为推荐。其算法主要分为两步：① 计算物品之间的相似度。② 根据物品的相似度和用户的历史行为给用户生成推荐列表。这种协同过滤算法是目前业界应用最多的算法，例如亚马逊、Netflix、Hulu、YouTube都采用该算法作为其基础推荐算法。我们利用以下公式定义物品之间的相似度：
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其中N（i）是喜欢物品i的用户数，分子是同时喜欢物品i和物品j的用户数。这个公式惩罚了物品j的权重，减轻了热门物品会和很多物品相似的可能性（这样的值会很大，接近于1）。这个公式说明两个物品产生相似度是因为它们共同被很多用户喜欢，也就是说每个用户都可以通过他们的历史兴趣列表给物品“贡献”相似度。

与基于用户的协同过滤算法类似，在使用基于物品的协同过滤算法计算物品相似度时也可以首先建立用户物品倒排表，即对每个用户建立一个包含他喜欢的物品的列表，然后对于每个用户，将他物品列表中的物品两两在共现矩阵C中加1，最终就可以得到所有物品之间不为0的C[i][j]，也就是公式中的分子。在得到物品之间的相似度后，基于物品的协同过滤通过如下公式计算用户u对一个物品i的兴趣：
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其中，N（u）是用户喜欢的物品集合，S（i,k）是和物品i最相似的k个物品的集合，wji是物品j和物品i的相似度，rui是用户u对物品i的兴趣，对于隐反馈数据集，如果用户u对物品i有过行为，rui即可令为1。

③ 基于关联规则的推荐

基于关联规则的推荐（Association Rule-based Recommendation）是以关联规则为基础，把已购商品作为规则头，规则体为推荐对象。关联规则挖掘可以发现不同商品在销售过程中的相关性，在零售业中已经得到了成功的应用。管理规则就是在一个交易数据库中统计购买了商品集X的交易中有多大比例的交易同时购买了商品集Y，其直观的意义就是用户在购买某些商品的时候有多大倾向去购买另外一些商品。比如购买牛奶的同时很多人会同时购买面包。

首先，我们来了解关联规则的几个概念：若定义N为总事务数，则N（A）、N（B）分别为项集A、项集B出现的次数，N（AB）为项集A、项集B同时出现的次数，A、B为不相交项集A∩B=，规则A→B表示由A推到B。

支持度（Support）：支持度是一种重要度量，支持度低的规则很可能是偶然现象，对推荐意义不大，另外支持度是数据剪枝的一个重要依据。
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置信度（Confidence）：置信度，字面上的解释就是这个规则到底有多可信，对于给定的规则A→B，置信度越高，B出现在包含A的事务中的概率越高。
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提升度（Lift）：使得所挖掘的规则更符合需求。
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我们说对于支持度Support（A→B）其实就是AB的联合概率P（AB），Support（A）与Support（B）分别为A、B的概率估计P（A）、P（B），如果A、B相互独立，则P（AB）=P（A）*P（B），所以只有 Lift > 1 才表示A、B正相关，且越大越好。

通过一个例子来说明引入提升度的意义，比如歌曲a、歌曲c为小众歌曲，歌曲b为口水歌，共有10万个用户，有200个人听过歌曲a，这200个人里面有60个听过口水歌b，有40个人听过歌曲c，同时听过歌曲c的人数是300，听过口水歌b的人数为50000，那么Confidence（a→b）=0.3，Confidence（a→c）=0.2，从置信度来看貌似a和b更相关，但是10万人里面有5万听过歌曲b，说明有一半的用户都喜欢歌曲b，但听过歌曲a的人里面只有30%的人喜欢歌曲b，很明显歌曲a和歌曲b负相关，计算Lift（a→b）=0.6，小于1，负相关；Lift（a→c）=66.7，远大于1，正相关。所以，当Lift大于1的时候，这条规则就是比较好的；当Lift小于1的时候，这条规则就是没有很大意义的。Lift越大，规则的实际意义就越好。下面我们通过一个例子简单介绍基于关联规则的推荐算法的推荐步骤，使用关联规则推荐算法产生最值得推荐的N种商品算法步骤如下：

a.根据交易数据库中每个用户购买过的所有商品的历史交易数据创建每个用户的事务记录。构造事务数据库。

b.使用各种关联规则挖掘算法对构造的事务数据库进行关联规则挖掘，得到满足最小支持度Minsupport和最小置信度Minconfidence所有关联规则，记为关联规则集合R。

c.对每个当前用户USER，设置一个候选推荐集PU，并将候选推荐集PU初始化为空。

d.对每个当前用户USER，搜索关联规则集合R，找出该用户支持的所有关联规则集合RI。即关联规则左部的所有商品出现在用户USER的当前购买数据和历史交易记录中。

e.将关联规则集合RI右部的所有商品加入候选推荐集PU。

f.从候选推荐集PU中删除用户已经购买过的商品。

g.根据关联规则集合RI的置信度对候选推荐集PU中所有候选项进行排序，如果一个项在多条关联规则中出现，则选择置信度最高的关联规则作为排序标准。

h.从候选推荐集PU中选择置信度最高的前N个项作为推荐结果返回给当前用户USER。

算法的第一步关联规则的发现最为关键且最耗时，是算法的瓶颈，但可以离线进行。其次，商品名称的同义性问题也是关联规则的一个难点。

④ 基于效用的推荐

基于效用的推荐（utility-based recommendation）是建立在对用户使用项目的效用情况上计算的，其核心问题是怎么样为每一个用户去创建一个效用函数，因此，用户资料模型很大程度上是由系统所采用的效用函数决定的。基于效用推荐的好处是它能把非产品的属性，如提供商的可靠性（vendor reliability）和产品的可得性（product availability）等考虑到效用计算中。

依据对商品属性类型和消费者决策类型的划分，建立对应的效用函数，体现了函数的相对性与偏好性。下面重点介绍效用函数的含义，并对个性化推荐的流程进行阐述。

A.商品属性类型的效用函数

根据效用最大化原理采用以下效用函数：
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其中，F（n）代表不同属性的效用函数，Wi代表属性的权值，以上列举属性中交易安全的是所有消费者都需要考虑的，其他类型属性因消费者的类型不同而有所差别。由于一般消费者决策行为并非呈现关于属性线性变化的，往往是渐进平滑的，所以拟定的属性效用曲线为S型曲线，根据商品的效用类型分别列举效用函数：

效益型效用函数：
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成本型效用函数：
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区间型效用函数：
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B.消费者购买行为的效用函数

提出消费者购买行为的效用函数如下：
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不同的商品属性和消费者偏好将给消费者带来不同的效用值，从而决定了效用函数的差异，进而对不同类型的消费者进行个性化推荐。第一，质量认知型消费者的效用函数注重内在属性，主要考虑的是质量向量权重W1的值，而价格向量权重W2、商品搜索成本向量权重W3、品牌向量权重W4、外观向量W等其他的权重的值比较小，从而突出质量认知型消费者的决策风格。第二，价格认知型消费者比较关心外在属性中的价格因素，主要考虑的是成本型属性中的价格向量权重W2，而质量向量权重W1、商品搜索成本向量权重W3、品牌向量权重、外观向量等其他权重的值比较小，从而突出价格认知型消费者的决策风格。第三，品牌忠诚型消费者的效用函数比较关注品牌属性，主要考虑的是区间型属性中的品牌向量权重W4，而质量向量权重W1、价格向量权重W2、商品搜索成本向量权重W3和外观向量W5等其他的权重的值比较小，从而突出品牌忠诚型消费者的决策风格。第四，便利快捷型消费者的效用函数比较关注网络属性，主要考虑的是成本型属性中的商品搜索成本向量权重W3,而质量向量权重W1、价格向量权重W2、品牌向量权重W4和外观向量W5等其他的权重的值比较小，从而突出便利快捷型消费者的决策风格。第五，潮流时尚型消费者的效用函数比较关注外在属性，主要考虑的是区间型属性中的时尚外观向量W5、而质量向量权重W1、价格向量权重W2、商品搜索成本向量权重W3和品牌向量权重W4等其他的权重的值比较小,从而突出潮流时尚型消费者的决策风格。

C.基于效用理论的推荐的流程

推荐流程分3步：a.划分商品的属性类型。在商品库里选择出所有商品的内在属性、外在属性、网络属性、品牌属性、交易安全属性中各自最具代表性的因素，并把这些因素划分为效益型属性、成本型属性和区间型属性。b.商品属性类型的定量化处理。根据属性中的各个因素对该类型商品市场中的影响力和重要性进行打分，如果某一属性是由多个因素决定的，则对所有的决定因素进行打分，再把这些分值做加权平均运算，得到该属性的综合分值。在得到构成该商品的属性类型得分后，作为自变量代入公式7-17进行计算。c.消费者决策类型与偏好的确定。若消费者没有任何消费历史，则通过网络注册信息来辨别消费者属于哪一种决策类型的用户，并按照该商品市场上同种类型的消费者对于各种属性类型的偏好情况进行统计，对数据进行加权平均得到一般性的偏好值，作为公式7-17中的向量权值代入计算。 若消费者有消费历史，可以直接通过消费数据进行聚类分析，得到决策类型，然后依据消费者的实际偏好情况进行向量权值的确定，代入公式7-19计算。

⑤ 基于知识的推荐

我们前面提到的基于协同过滤的推荐和基于内容推荐的方法的主要优势在于，可以以相对较小的代价获取和维护这些知识。但是，在一些场景下，比如房屋、汽车、计算机等商品，协同系统会因为评分数据少而效果不好；而且时间跨度因素也很重要的，用户偏好随着各种状况而变化等；这些场景就不是协同过滤和基于内容推荐擅长解决的。

而基于知识的推荐系统可以解决这些问题，它不需要评分数据，因此不存在启动问题。基于知识推荐交互性很强，所以是一种会话式系统。基于知识推荐不仅仅是一种过滤系统，而是更为广义上“以一种个性化方法引导用户在大量潜在候选项中找到感兴趣或有用的物品，或者产生这些物品作为输出结果”的系统。

基于知识的推荐在某种程度是可以看成是一种推理技术，它不是建立在用户需要和偏好基础上推荐的,基于知识的方法因它们所用的功能知识不同而有明显区别。效用知识是一种关于一个项目如何满足某一特定用户的知识，因此能解释需要和推荐的关系，所以用户资料可以是任何能支持推理的知识结构，它可以是用户已经规范化的查询，也可以是一个更详细的用户需要的表示。

基于知识推荐系统的两种基本类型是：基于约束推荐和基于实例推荐。它们两者的推荐过程相似，首先用户必须指定需求，然后系统设法给出解决方案。如果找不到解决方案，用户必须修改需求。此外，系统还要给出推荐物品的解释。

它们的不同之处在于：如何使用所提供的知识。基于实例的推荐系统着重于根据不同的相似度衡量方法检索出相似的物品，基于约束的推荐系统依赖明确定义的推荐规则集合。

A.基于约束的推荐

基于约束的推荐问题一般可以表示为由约束求解器解决的约束满足问题，或者通过数据库引擎执行并解决的合取查询形式，它强调推荐时的约束规则。约束满足问题（CSP）的求解过程，根据CSP算法和推荐知识库，就可以构建基于约束的推荐系统。基于约束的推荐系统，会涉及如下的变量和约束条件：① 用户属性（Vc）：描述潜在的用户需求。② 产品属性（Vprod）：按照分类描述产品的属性。③ 一致性约束条件（Cr）：定义了允许范围内的用户属性比例。④ 过滤条件（Cf）：定义了在哪种条件下应该选择哪种产品。⑤ 产品约束条件（Cprod）：定义了当前有效的产品分类。⑥ 合取查询：和以上不同，合取查询是将一组挑选标准按照合取方式连接起来的数据库查询。

B.基于实例的推荐

基于实例推荐系统主要利用相似度衡量标准从目录中检索物品。它强调根据用户最初的搜索结果，以及逐步地评价（可以理解为就是选择更多查询条件），推荐出更多结果。其实很像条件检索。与基于约束的推荐类似，早期基于实例的推荐采用的也是纯粹基于查询的方法，用户需要指定（经常是反复指定）他们的需求，直到发现目标物品。对于非专业认识，弄清物品的专业属性很困难，基于此，提出了基于浏览的方法来检索物品。假设用户不知道自己在找什么，使用该方法为其导航。评价就是一种非常有效的导航方法，也是基于实例推荐系统的关键概念。具体来说：① 评价：其基本思想是，用户以当前待审核物品（录入物品或推荐物品）未满足的目标来指明他们的修改要求。② 混合评价。③ 动态评价。④ 高级的物品推荐方法。⑤ 评价多样性。

⑥ 组合推荐

由于各种推荐方法都有优缺点，所以在实际中，组合推荐（Hybrid Recommendation）经常被采用。研究和应用最多的是内容推荐和协同过滤推荐的组合。最简单的做法就是分别用基于内容的方法和协同过滤推荐方法去产生一个推荐预测结果，然后用某方法组合其结果。尽管从理论上有很多种推荐组合方法，但在某一具体问题中并不见得都有效，组合推荐一个最重要原则就是通过组合后要能避免或弥补各自推荐技术的弱点。

在组合方式上，有研究人员提出了七种组合思路：

加权（Weight）：加权多种推荐技术结果。

变换（Switch）：根据问题背景和实际情况或要求决定变换采用不同的推荐技术。

混合（Mixed）：同时采用多种推荐技术给出多种推荐结果为用户提供参考。

特征组合（Feature combination）：组合来自不同推荐数据源的特征被另一种推荐算法所采用。

层叠（Cascade）：先用一种推荐技术产生一种粗糙的推荐结果，第二种推荐技术在此推荐结果的基础上进一步做出更精确的推荐。

特征扩充（Feature augmentation）：一种技术产生附加的特征信息嵌入到另一种推荐技术的特征输入中。

元级别（Meta-level）：用一种推荐方法产生的模型作为另一种推荐方法的输入。


（6）Python与推荐系统实例


下面我们以协同过滤算法为例，简单介绍下如何使用Python进行系统推荐。

Python—基于用户的协同过滤推荐算法:
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执行上述代码给用户Sam进行推荐，结果如下：

[image: ]


Python—基于物品的协同过滤推荐算法:
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代码执行结果如下：
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我们根据所有用户对电影的评分来计算各个电影间的相似度，并通过预测用户对相关电影的评分来确定是否推荐该电影,可从上述结果看到Ben对电影Whitney Houston的预测评分值为2.6875。


本章小结

本章是Python在海量数据处理上的初步探讨。海量数据处理和大数据分析的数据操作系统目前最常用的是Hadoop、Spark等，本章给出了Spark的简单介绍及安装配置。对大规模的海量数据进行分析挖掘的主要应用有实时数据流分析、相似数据发现、链接分析（例如PageRank）、频繁项集发现、聚类、互联网广告分析、推荐系统、社交网络分析、降维等。本章介绍了其中的PageRank和推荐系统，并给出了相应的Python代码。


习题

1.简述Spark两种计算框架的特点以及分别适用于什么样的场景。

2.解释PageRank原理及阐释不足之处。

3.试用其他方法演示PageRank。

4.如果你作为一个站长，如何更好地利用PageRank来提升网站的影响力。

5.试将PageRank与文献计量学联系，来求得每一领域内的专家。

6.简述推荐系统的作用及应用场合。

7.推荐系统评测指标—准确率（Precision）、召回率（Recall）、F值（F-Measure）的含义。

8.什么是冷启动问题，如何解决。
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> > > df.reset_index (inplace= True)
> > > df.head (3)

player salary games goals assists shots_on_target
@ sergio agiiero 20 16 14 3 34
1 alexis sdnchez 15 a 12 7 29
2 saido berahino 13.8 21 9 [ 2
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file = open ('C:\Test\data0l02.txt','r")
lines = file.readlines()
for line in lines:

line = line.strip()

print line

file.close()
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player salary games goals assists shots on_target \
1 alexis sanchez 15 ° 12 7 29

'arsenal') & (df['position'] =

points_per_game points position team
il 11.19 223.86 forward arsenal
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def calculateTFIDF (docs):
docTotalCount = float (len (docs))
for doc in docs:
wordTotalCount = len (doc.getWords())
tfidfWords = {}
docWords = DocHelper.docWordsStatistics (doc)
for word in docWords.keys () :
wordCount = docWords.get (word)
tf = float (wordCount) / wordTotalCount
docCount = DocHelper.wordInDocsStatistics (word, docs) + 1
if docCount > docTotalCount:
docCount = docTotalCount
idf = math.log (docTotalCount / docCount) ;
tfidf = tf * idf
tfidfWords[word] = tfidf
doc.setTfidfWords (tfidfWords)
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date= [2011, 2, 9, 9, 54]

day= ['sun’, 'mon’, 'tue’, 'wed', "thi', 'fri', 'sat']
today= [2011,2,9, "wed"]

data= [date,day]

print (date[0])

print (day[1])

print (datal1][3])
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from win32com import client # A win32com @H A\ client &

word = client.Dispatch ('Word.Application') # GlH X% EH

doc = word.Documents.Open ( r'C:\Test\data010301.doc") # 4T
print doc.content  # T

doc.Close () # KA

word.Quit ()
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data= [date, day]





OEBPS/Image00165.jpg
import linecache

print linecache.getline('C:\Test\data0102.txt",2)
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DecisionTreeClassifier.py

# - * - coding: utf- 8 - * —
import numpy as np

import matplotlib.pyplot as plt

from sklearn.datasets import load iris

from sklearn.tree import DecisionTreeClassifier

# mEKESR

iris = load iris()

# HEAMTEBRA F—KERE 6 AREAA T —H
for pairidx, pair in enumerate ([0, 1], [0, 2], [0, 3],
i, 21,/, 2, 2, S)e
X= iris.datal:, pair]

y= iris.target
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def calculateMI(classDfList, termSet, termClassDfMat):
A= termClassDfMat
B = np.array([ (sum(x) - x).tolist() for x in Al)
C= np.tile(classDfList, (A.shape[0], 1)) - A
N = sum(classDfList)
classSetSize = len(classDfList)
termScoreMat = np.log(((A+ 1.0)* N) / ((A+ C) * (A+ B+ classSetSize)))
termScoreMaxList = [max (x) for x in termScoreMat]
termScoreArray = np.array(termScoreMaxList)
sortedTermScoreIndex = termScoreArray.argsort ()[: : — 1]
termSetFs = [termSet[index] for index in sortedTermScoreIndex]

return termSetFs
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# MALIT AL AT

idx = np.arange (X.shape[0])
np.random.seed (13)
np.random.shuf fle (idx)

x = x[idx]
Y= Y[ldxj
# R

mean = X.mean (axis= 0)
std = X.std(axis= 0)
X = (X- mean) /std

# I HHA

clf = DecisionTreeClassifier().fit (X, y)

# Bl A 2T 3AWERNES R E G FERATARD R
plt.subplot (2, 3, pairidx + 1)

0].min() - 1, X[: , 0].max() + 1
:, 1)min() - 1, X[: , 1].max() + 1

xx, yy = np.meshgrid (np.arange (x_min, x_max, 0.02),

x_min, x_max =

y_min, y max

np.arange (y_min, y_max, 0.02))

7
z

clf.predict (np.c_[xx.ravel(), yy.ravel()])

2. reshape (xx.shape)
cs = plt.contourf (xx, yy, Z, cmap= plt.cm.Paired)

# DURAE 4 1E 0 x fi.y #0 4 A

plt.xlabel (iris.feature names[pair[0]])
plt.ylabel (iris.feature names[pair[1]])
plt.axis("tight")

+RRSHREEN D KATE
for i, color in [(0, 'b'), (1, 'r'), (2, 'y ]:
# A L KA RN SRERALHE
idx = np.where(y = = i)
plt.scatter(x[idx, 0], x[idx, 1], c= color, label= iris.target

names[i], cmap= plt.cm.Paired)
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>> > value = input()
123* 2

>> > print value
246
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>>>df 2= df.copy ()

> > > df 2.loc[0: 2, 'salary'] = [20.0, 15.0]

> > > df 2.head(3)

player salary games

sergio agiiero
alexis sanchez
saido berahino

points_per_game
13.12

11.19

7.82

20 16
15 ]
13.8 21

points position
209.98 forward
223.86 forward
147.43 forward

14 3
12 7
9 [
team
manchester city
arsenal
west brom

goals assists shots_on_target

34
29
2
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DecisionTreeRegressor.py

# - * - coding: utf- 8 - * -

import numpy as np

from sklearn.tree import DecisionTreeRegressor

import matplotlib.pyplot as plt

# Gl — AL BHE

rng = np.random.RandomState (1)

X = np.sort(5* rng.rand(80, 1), axis= 0)

y= np.sin(x).ravel()

y[: :5]+= 3* (0.5- rng.rand(16)) # #A%HKEmE—EHEF

# I 5 = AT AR Y B A A A

clf 1= DecisionTreeRegressor (max depth= 2)
clf 2 = DecisionTreeRegressor (max_depth= 4)
clf 3= DecisionTreeRegressor (max depth= 6)

clf 1.fit(X, y)
clf 2.fit(X, y)
C1E 3.f£it(X, y)

# A B I FR
X_test = np.arange (0.0, 5.0, 0.01)[: , np.newaxis]

y 1= clf 1.predict (X test)
y_ 2= clf 2.predict (X_test)
y 3= clf 3.predict (X _test)

# LR kR EAE i &

plt.figure ()

plt.scatter (X, y, c= "k", label= "data")

plt.plot (X test, y 1, c= "g", label= "max depth= 2", linewidth= 2)
plt.plot (X test, y_2, c= "r", label= "max_depth= 4", linewidth= 2)
plt.plot (X test, y_3, c= "b", label= "max_depth= 6", linewidth= 2)
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>> > line = input()

Galapagos Island

Traceback (most recent call last):
File "< pyshell# 18> ", line 1, in < module>
line = input ()
File "< string> ", line 1

Galapagos Island

SyntaxError: unexpected EOF while parsing
>> > line = input()

'Galapagos Island'

>> > print line

Galapagos Island
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> > > df.index

> > > df.head ()

= range(l,len(df.index)+ 1)

player salary

sergio agiero
alexis sanchez
saido berahino
eden hazard
yaya touré

points_per_game
13.12

11.19

7.2

13.e5

1@.99

19.2
17.6
13.8
18.9
16.6

points
209.38
223.86
147.43
274.04
197.91

games goals assists shots_on_target

16 14 3

-] 12 7

21 9 e

21 8 4

18 7 1
position team
forward manchester city
forward arsenal
forward west brom
midfield chelsea

midfield manchester city

34
29
20
17
19
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xlabel ("data")

ylabel ("target")

title("Decision Tree Regression")
legend ()

show ()
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import string
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> > > df .update (other= df_2['salary'], overwrite= True
> > > df.head (3)

salary games goals assists shots_on_target

player
sergio agiero
alexis sanchez
saido berahino

player
sergio agiiero
alexis sanchez
saido berahino

20 16
15 ]
13.8 21

points_per_game

13.12
11.19
7.82

14 3
12 7
9 e

points position

209.98 forward
223.86 forward
147.43 forward

34
29
20

team
manchester city

arsenal
west brom
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# LR AER

plt.suptitle("Decision surface of a decision tree using paired features")

plt.legend ()
plt.show()
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def calculateKL (docs) :
docTotalCount = len (docs)
allwWords = []
categories = []
cateToCount = ({}
wordToCount = ({}
for doc in docs:
cate = doc.getCategory ()
categories.append (cate)
cateCount = cateToCount.get (cate)
if cateCount is None:
cateToCount[cate] = 1
else:
cateToCount[cate] = cateCount + 1
words = doc.getWords ()
for word in words:
allWords.append (word)
count = wordToCount .get (word)
if count is None:
wordToCount[word] = 1
else :
wordToCount[word] = count + 1
allWords = set (allWords)
categories = set (categories)
wordDict = {}
word len = len(allWords)
for word in allWords:
pt = float (wordToCount.get (word)) / word len
sum= 0; cd= 0; dd= 0
nt = DocHelper.wordInDocsStatistics(word, docs)
for category in categories:
cateCount = cateToCount.get (category)
pc = float (cateCount) / docTotalCount
pct = DocHelper .wordCategoryInDocsPercent (word,
category, docs)

sum + = pct * math.log(pct / pc)
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ord('a') # R FAFHy ASCTT B+t &l
chr (97) # 3 R SO Y A
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£ = open("d:\test.txt", "r") # % DRRE XFHFEXAXH test . txt
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> > > df.set_index('player’', inplace= True)

> > > df 2.set_index('player’', inplace= True)
> > > df.head(3)

player
sergio agiiero
alexis sanchez
saido berahino

player
sergio agiiero
alexis sanchez
saido berahino

salary games goals assists shots_on_target

19.2 16
17.6 e
13.8 21

points_per_game

13.12
11.19
7.82

14 3
12 7
3 °

points position

209.98 forward
223.86 forward
147.43 forward

34
29
28

team
manchester city

arsenal
west brom
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nct = DocHelper.categoryWordStatistics (category, word,
docs)
cd + = float (nct) / nt
dd + = float (nct) / cateCount
wordDict[word] = cd * dd * pt * sum

return DocHelper.sortWordValueMap (wordDict)
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listl= ['physics’, 'chemistry', 1997, 2000];
print listl;

del list1[2];
print "After deleting value at index 2 :

print listl;
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# K M AR

close()

# AT A

execute (operation)

# ARATHRAE T DU G5 K AT A B R 1E
execute (operation, params)

# $uATH(E .params_seq 4 T4
executemany (operation, params_seq)
# EHERFERT 47

fetchone ()

§ SR PP R CE B AT
fetchmany (size= None)

# ERFAAT

fetchall ()

# WA B T MK

nextset ()
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>>> np.array([[1, 2, 3, 4],[4, 5, 6, 7], [7, 8, 9, 10]], dtype= np. float)
e (1L oy Bop Bap Aol

[ Bop Bogp Gop To by

[7.,8.,9.,10.0)
>>> np.array ([[1, 2, 3, 4],[4, 5, 6, 7], [7, 8, 9, 10]], dtype= np.

complex)
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np.random.shuffle (idx) # HITHAKEE
x = x[idx]
y= ylidx]
X = StandardScaler ().fit_transform(x) # #R:E %4
> X_train, X_test, y_train, y_test = train_test_split(X, y, test_
size= .25) # FIM scikit-learn ##H 7 3% 2 8l 54 &
>>> gnb= GaussianNB() ¥ H#
>>> pre= gnb.fit (X _train, y_train).predict (X_test) # I %% 4 H# AR

VVVvVvy
VVVvVvy

> > > print (metrics.classification_report (y_test,pre,

target_names= iris.target_names))

precision  recall fl- score support
setosa 1.00 1.00 1.00 10
versicolor 0.82 1.00 0.90 14
virginica 1.00 0.79 0.88 14

avg / total 0.93 0.92 0.92 38
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Value available at index 2 :
1885

New value available at index 2 :
2001
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conn = pymssql. connect (host= ".", user= "sa", password= " twinflag",
database= "bbs")
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>>> al1]- 100 # #HH ayE-ATEKH 100
>>> d #EERA AW 2 URKET
array([[ 1, 100],

[ 3, 41D
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Python ikt E I

len([1, 2, 3]) 3 K
[1.2,3] +[4,5.6] [1.2,3,4,5,6] qit
['Hil'] = 4 ["Hil", "Hil", "Hil", "Hil '] i

3in[1.2.3] True TCRRGHETARD
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insertSql = "insert into WeiBo ([UserId], [WeiBoContent], [PublishDate])
values (1, '# ", '2012/2/1") ".encode ("ut£8")
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>>> x= np.linspace(0, 2* np.pi, 10)

# XA x P REATRSATEZ I, EE — AR AT A

>>> y= np.sin(x)

P

array([ 0.00000000e+00, 6.42787610e-01, 9.84807753e-01,
8.66025404e-01, 3.42020143e-01, -3.42020143e-01,

-8.66025404e-01, -9.84807753e-01, -6.42787610e-01,
-2.44929360e-16])





OEBPS/Image00414.jpg
3
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['physics’, 'chemistry', 1997, 2000]
After deleting value at index 2 :
['physics’, 'chemistry', 2000]
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# - * - coding: gb2312- * —
import pymssql
# RAEEEE

conn = pymssql.connect (host = 'sun- EC',database

'student ', user=
'testl', password= '123ccc')

# AT

cur = conn.cursor ()

# PATHE W sql iEH

cur.execute ("select * frommaster.dbo.spt_values")

# EAREIE —4T

row = cur.fetchone ()

#4TH

print row

# K BHE P

conn.close ()

HRWT:

(u'rpe’, 1, u'A ', None, None, 0)
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array (([ 1.+ 0.3, 2.+ 0.3, 3.+ 0.3, 4.+ 0.3],
[4.+ 0.3, 5.+ 0.3, 6.+ 0.3, 7.+ 0.3],
[7.+0.3, 8.+ 0.3, 9.+ 0.3, 10.+ 0.3]])
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VVVVVVVVYVVY
VVVVVVVVYVVY
VVVVVVVVYVVY

import numpy as np
from sklearn.naive bayes import GaussianNB

from sklearn import metrics

from sklearn.preprocessing import StandardScaler

from sklearn.cross_validation import train_test_split
from sklearn.datasets import load iris

iris = load_iris() # MRHEE

X = iris.data

y= iris.target

idx = np.arange (X.shape[0])

np.random. seed (13)
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arrived o o0 1 1 2 3/2=1.5 0.176 o o ! 0.176 | 0.176
damaged o 1 o o 1 3/1=3 0.477 0 0. 477 | o 0
-.dehvery o o 1 o 1 3/1=3 | 0.477 o0 o0 l 0,477 ) o I
fire o 1 o o 1 3/1=3 J 0.477 o0 0. 477 | 0 0
gold 1 1 o 1 2 3/2=1,5 0.176 | 0.176 | 0,176 o 0.176
in o 1 1 1 3 3/3=1 o0 o0 o0 0 0
of 0 1 1 1 3 3/3 0 0 o0 0
silver 1 o - o 1 3/1=3 0.477 | 0.477 o 0.954 0
shipment 0 1 o 1 2 3/2=1.5 0.176 0 0. 176' 0 0. 176—‘
truck 1 o 1 1 2 3/2=1,5 ] 0.176 | 0.176 o | 0.176 | 0.176
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I O il it
emp(listl .+ list2) B PSR TR
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list(seq) HFTCYLE I 514
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pymssql.connect (host= self.host,user= self.user, password= self.pwd,
database= self.db,charset= "utf8")
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simd;  d;) = max | wi —w;y (6.16)
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P(x | y)P(y) = Play | y)Pay | y)++Pla, | y)P(y;)

=P [ Pla; | 3 (5.20)
=
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Q:“gold silver truck”

D1 *Shipment of gold damaged in a fire”
D2;*Delivery of silver arrived in a silver truck”
D3, *Shipment of gold arrived in a truck”
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# FAER

import x1lrd

# 4T excel

# data = xlrd.open_workbook('excelFile.xls"')

data = xlrd.open_workbook('C:\Test\data010302.x1s")
# 1. EEHTH X T EE sheet H 4 #

sheet_names = data.sheet_names ()

print "sheet names: "

# FIE 5 FRR
table = data.sheet_by index(0)

, sheet_names

# 2. REE — K TR AT B A5 #

nrows table.nrows

print "rows number: ",nrows

ncols table.ncols
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> > > import numpy as np

=5 e a= aeeewey(ll,; 2, 3, 4)

>>> b= np.array((5, 6, 7, 8))

P T VTt 0| I I A R A PO TR VO A ST 1
>>>b

array([5, 6, 7, 8])

>>> ¢

array(([1, 2, 3, 4],
Ca, % G 7,
L7, 8 9 10I])

>> > c.dtype

dtype ('int32')
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sim(d; s d;) =5/ D" 6. 14)
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>> > import numpy as np





OEBPS/Image00407.jpg
a Wl o= laysayseesa, ) PRI A @ Jy o 19— AAFRERTE.
b AFHIRES C = (yaende

e HH PGy |0 PGy | 2)se Py, | 2

b I, PQyy | 2) = max{ Py, | 2) 2Py, | 24 Py, | o)1 Wl 2 € yio
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listl= ['physics', 'chemistry', 1997, 2000];
Ligen = [, 2, 3y, 4, 5, G, 71

print "list1[0]: ", list1[0]

print "list2[1: 5]: ", list2[1: 5]
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EHERDT:

sheet names: [u'Sheetl’, u'Sheet2', u'Sheet3']
rows number: 3

cols number: 3

The value of the 2nd row: [u'g', u'h', u'i']
The value of the 2nd col: [u'c', u'f', u'i']
The value of the lst row of the 1st col: a

The value of the lst row of the 2st col: b
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> > > c.shape= 4,3

>>>c
array(([1, 2, 3],
L4, 4, 5],
L& 7 b,
[s, 9, 10]])
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OUTLOOK TEMPERATURE HUMIDITY WINDY PLAY
yes | no yes | no yes | no yes | no
sunny 2| 3 hot 2| 2 high 3 | 4 | FALSE 9 5
overcast | 4 | 0 mild 4 | 2 | nomal | 6 1 TRUR
rainy 3| 2 cool 3 1
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def idf (word, doclist):
n_samples = len (mydoc)
df = numDocsContaining (word, doclist)

return np.logl0 (float (n_samples )/ df)  # & & AN x5 oy 3 XA %

my_idf vector = [idf (word, mydoc) for word in vocabulary]

print 'Our vocabulary vector is [' + ', '.join(list(vocabulary)) + 'J'

print 'The inverse document frequency vector is [' + ', '.join (format

(freq, '£') for freq in my idf vector) + 'J' # 3 AR R
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listl= ['physics', 'chemistry', 1997, 2000];
list2= [1,2,3,4,51;
list3= ["a", "b", "c", "an];
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print "cols number: ",ncols

# 3 ARKRE —KRIERNE 24T % 2 7] 091 (4D
print "The value of the 2nd row: ",table.row_values (2)

print "The value of the 2nd col: ",table.col_values (2)

# 4. 4B R BUR € T A% B
print "The value of the 1st row of the 1st col: ",table.cell value (0,0)
print "The value of the 1st row of the 2st col: ", table.cell value (0,1)





OEBPS/Image00289.jpg
>>> a.shape
4,)

>>> c.shape
(3, 4)
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Pz | yes)P(yes)

Plyes | ) = o
_ P(x | n0) P(no)
Plio | ) = =28

P(x | yes) = P(a; | yes)P(ay | yes)P(az | yes)P(ay | yes)
P(x | no) = P(a; | no)PCay | no)P(as | no)Pay | no)
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def build idf matrix(idf vector):

idf mat = np.zeros((len(idf_vector), len(idf_vector)))

np.£ill diagonal (idf mat, idf vector)

return idf_mat # A SR R A AR R
my_idf matrix = build idf matrix(my_idf_vector)
doc_term matrix tfidf = []
for tf_vector in doc_term matrix:

doc_term matrix tfidf.append (np.dot (tf vector, my idf matrix))
print vocabulary
print np.matrix(doc_term matrix tfidf) # 4 ¥ TF- IDF {&
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list = ['physics', 'chemistry', 1997, 2000];
print "Value available at index 2 : "
print list[2];

1ist[2] = 2001;

print "New value available at index 2 :

print 1ist[2];
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> > > d= a.reshape((2,2)) # T LA a.reshape(2,2)
>>>d
array([[1, 2],
[3, 41D
Sesa

array([1, 2, 3, 4])





OEBPS/Image00410.jpg
(5.21)






OEBPS/Image00531.jpg
def build_lexicon (corpus):
lexicon = set ()
for doc in corpus:
lexicon.update ([word for word in doc.split ()])
return lexicon
def tf(term, document):

return freq(term, document)

def freq(term, document):

return document.split () .count (term)
vocabulary = build lexicon (mydoc)

doc_term matrix = []

', '.join(list (vocabulary)) + ']' #

print 'Our vocabulary vector is [' +
Wl EANER R E
for doc in mydoc:

print 'The doc is "' + doc+ '™'

tf vector = [tf(word, doc) for word in vocabulary]

tf_vector_ string = ', '.join (format (freq, 'd') for freq in tf
vector)

print 'The tf vector for Document $ d is [% s]' % ((mydoc.index (doc)+
1), tf_vector_string)

doc_term matrix.append(tf vector) # 4Fl4 &N XHheyiE M A E

print 'All combined, here is our master document term matrix: '

print doc_term matrix # fir th E R B 09 O AR B
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1ist1[0]: physics
1ist2[1: 5]:  [2, 3, 4, 5]
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GadFly. mSQL. MySQL, PostgreSQL, Microsoft SQL Server. Informix.

Interbase. Oracle, Sybase
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> > > c.shape= 2,- 1

>>>c

array([([1, 2, 3, 4, 4, 5],
Le, 7, 7, 8, 9,10]])
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OUTLOOK TEMPERATURE HUMIDITY WINDY PLAY
sunny hot high FALSE no
sunny hot high TRUE no

overcast hot high FALSE yes
rainy mild high FALSE yes
rainy cool normal FALSE yes
rainy cool normal TRUE no
overcast cool normal TRUE yes
sunny mild high FALSE no
sunny cool normal FALSE yes
rainy mild normal FALSE yes
sunny mild normal TRUE yes
overcast mild high TRUE yes
overcast hot normal FALSE yes
rainy mild high TRUE no
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def numDocsContaining (word, doclist):
doccount = 0
for doc in mydoc:
if freq(word, doc) > 0:
doccount + = 1

return doccount
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# Filename: usemodule.py
import module max //% AH3k X
x= 9
y= 37
print (module max.funcMax (9,37))
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[t

© 0~

> > > df.tail (.

shots_on_target
18
20
11

3)

player salary

Cesc Fabregas\n Midfield — Chelsea $14.0m
Saido Berahino\n Forward — West Brom $13.8m
Steven Gerrard\n Midfield — Liverpool $13.8m

points_per_game
16.47

7.02

7.58

points
269.49
147.43
158.61

games
20
2
20

goals
v 3
9
L1

assists
14

)

1

A\
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3-Class classification (k = 15, weights = ‘uniform’)
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TF-1IDF(t;. d;) = TF(4. d;) + logﬂ 7.6)

— ny
. L

R
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§ RRAM
def funcMin (a, b):
ifa< b:
returna
else:

returnb
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>> > df = df.rename (columns= {'p': 'points’,

gp': 'games',
'sot': 'shots_on_target',
'g': 'goals',

'ppg’: 'points_per_game',
al, 'assists’, })





OEBPS/Image00384.jpg
sunny 85 85 FALSE no
sunny 80 90 TRUE no
overcast 83 78 FALSE yes
rainy 70 % FALSE ves
rainy 68 80 FALSE ves
rainy 65 70 TRUE no
overcast 64 65 TRUE yes
sunny 72 95 FALSE 1o
sunny 6 70 FALSE yes
rainy 7 80 FALSE yes
sunny 75 70 TRUE yes
overcast 72 90 TRUE yes
overcast 81 75 FALSE yes
rainy 71 80 TRUE no
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# FEALK jieba

# - * - coding: utf- 8 - * —
import jieba

words= "% K i EAEMT P E L

default_mode= jieba.cut (words)

full mode= jieba.cut (words,cut _all= True)
search mode= jieba.cut_for_search(words)
print "# 5| %MK . ", "/". join (search_mode)
print "EHMER . ", "/".join (default mode)
print "A# K. ", "/". join(full_mode)
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TF-1IDF(y .+ d;)

| TF - 1DF(

.7
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include< stdio.h>
int main () {
i£(2> 0) {
inti= 0;
}
printf("i= %d", i);

return 0;
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>> > df['team'] = pd.Series('', index= df.index)
>> > df.insert(loc= 8, column= 'position’, value= '')
>> > df.tail(3)
player salary games goals assists \
7 Cesc Fabregas\n Midfield — Chelsea 14.8 20 o] 14

8 Saido Berahino\n Forward — West Brom 13.8 21 9 Ll
9 Steven Gerrard\n Midfield — Liverpool 13.8 28 5 1
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# TARBREWE L AEHRE. LA ZRAEERT

S
S
>
>
S
xHE
S

cmap_light = ListedColormap(['# FFARAA', '# AAFFAA', '# AAAAFF'])
cmap_bold = ListedColormap(['# FF0000', '# 00FF00', '# 0000FF'])
% = Z.reshape (xx.shape)

plt.figure() # /A figure Bl —MLEMR FAFERA LN LENR

BHR 4 R AR

plt.pcolormesh (xx, yy, Z, cmap= cmap_light) # #

plt.scatter (x[:, 0], Xx[: , 1], c= y, cmap= cmap_bold, marker= 'o')

+ HERBXAFEAFHNEALRE

S

=

=

plt.xlim(xx.min(), xx.max()) # & H4% 4 4ReY 2 E
plt.ylim(yy.min(), yy.max()) # & H 484572 E

plt.title("3- Class classification (k= % i, weights = 'distance')"

% k neighbors) # % AR

=

plt.show() # /G plt.show() ZROIHM AL ENE
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sound.effects.echo.echofilter (input, output, delay= 0.7, atten= 4)
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>>> df['salary'] = df['salary'].apply(lambda x: x.strip('$ m'))
>>> df.tail()

shots_on_target
20
1
10
20
1

points_per_game
9.97

10.35

10.47

7.62

7.50

player salary games
Santiago Cazorla\n Midfield - Arsenal
David Silva\n Midfield — Manchester City
Cesc Fabregas\n Midfield — Chelsea

Saido Berahino\n Forward — West Brom
Steven Gerrard\n Midfield - Liverpool

points

Nan
155.26
209.49
147.43
150.01

14.8
14.3
14.0
13.8
13.8

20
15
20
21
20

goals
4

RPN

assists
NaN

2

14

a

1
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> > > correct = 0.0

>>> for i in range(len(iris.data)):

if 2[i] = = iris.target[i]:
correct+ = 1
> >> correct/len(iris.data)
0.4666666666666667

# I H EAHARID A

# EFFE= BT/ L &K
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def £():
print i

£0)
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> > > def process_player_col (text):
name, rest = text.split('\n')
position, team = [x.strip() for x in rest.split(' - ")]
return pd.Series ((name, team, position])
>>> df[['player', 'team', 'position']] = df.player.apply (process_
player col)
> = dftai iy

player salary games goals assists shots_on_target \

o Cesc Fabregas 14.0 20 2 14 1e

8 Saido Berahino 13.8 21 9 [ 26

9 Steven Gerrard 13.8 20 5 & 11
points_per_game points position team

7 16.47 209.43 Midfield Chelsea

8 7.82 147.43 Forward West Brom

9 7.5@ 150.81 Midfield Liverpool
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©

shots_on_target points_per_game

1@
20
1

10.47
7.02
7.50

points position team
209.49
147.43
156.01
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i= 0

def £():
print i
i= @

£0)
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i 0
def £():

i

8
print i

£()

print i





OEBPS/Image00266.jpg
suneke

>> > cols = ['player’, 'position', 'team']
> > > df[cols] = df[cols].applymap (lambda x: x.lower ())
> > > df.head()

player salary games goals assists shots_on target \

sergio agiero  19.2 16 14 3 34
eden hazard  18.9 21 8 4 17
alexis sénchez 17.6  NaW 12 7 29
yaya touré  16.6 18 7 1 19

angel di maria 15.8 13 3 NaN 13
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else:
missing = set(G) - set(personalization)
if missing:
raise NetworkXError ('Personalization dictionary '

'must have a value for every node.

'Missing nodes % s' % missing)

3
I

float (sum (personalization.values()))

dict((k, v / s) for k, v in personalization.items())

]
[}

if dangling is None:

# Use personalization vector if dangling vector not specified

dangling weights = p
else:
missing = set(G) - set(dangling)
if missing:
raise NetworkXError ('Dangling node dictionary '
'must have a value for every node. '
'Missing nodes % s' % missing)
s = float (sum(dangling.values()))
dangling weights = dict((k, v/s) for k, v in dangling.items())
dangling nodes = [n for ninWif W.out degree(n, weight= weight) = = 0.0]

# power iteration: make up to max_iter iterations
for _in range (max_iter):
xlast = x
x = dict.fromkeys (xlast.keys(), 0)
danglesum = alpha * sum(xlast([n] for n in dangling nodes)
for n in x:
# this matrix multiply looks odd because it is
# doing a left multiply x*T= xlast"T* W
for nbr in W[n]:
x[nbr] + = alpha* xlast[n] * W[n] [nbr] [weight]
x[n] + = danglesum * dangling weights[n] + (1.0 - alpha)
pln]
# check convergence, 11 norm
err = sum([abs (x[n] - xlast[n]) for n in x])
if err < N* tol:
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return x

if name_ =

create ()

nodes ()

edges ()

pagerank (G)

pr = nx.pagerank (G)

nx.draw(G, node size= [x * 6000 for x in pr.values () ],node_color= 'm',
with_labels= True)

plt.show ()

for node, pageRankValue in pr.items():

print ("ID : % d"% (node),"PageRank : % .4f"% (pageRankValue))

print u"# M PageRank A /MK H#F"

sorted _pagerank= sorted (pr.iteritems (), key= lambda asd: asd [1],
reverse= True)

for i in range (0, len (sorted pagerank)):

print u"#4: ",i+ 1,sorted pagerank([i]
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>> > import pandas as pd
> > > df= pd.read_csv ('https://raw.githubusercontent. com/rasbt/python_

reference/master/Data/some_soccer_data.csv')

>>> df
PLAYER SALARY GP G A SOT \
@ Sergio Agliero\n Forward — Manchester City $19.2m 16 14 3 34
1 Eden Hazard\n Midfield — Chelsea $18.9m 21 8 4 17
2 Alexis Sanchez\n Forward — Arsenal $17.6m NaN 12 7 29
3 Yaya Touré\n Midfield — Manchester City $16.6m 18 7 1 19
4 Angel Di Maria\n Midfield — Manchester United $15.6m 13 3 NaN 13
5 Santiago Cazorla\n Midfield — Arsenal $14.8m 20 4 NaN 20
6 David Silva\n Midfield — Manchester City $14.3m 15 6 2 11
7 Cesc Fabregas\n Midfield — Chelsea $14.8m 28 2 14 18
8 Saido Berahino\n Forward — West Brom $13.8m 21 9 @ 29
9 Steven Gerrard\n Midfield — Liverpool $13.8m 28 5 1 11
PPG P
13.12 289.98

13.85 274.84
11.19 223.86
16.99 197.91
18.17 132.23
9.97 NaN
18.35 155.26
16.47 209.49
7.62 147.43
7.50 150.01

VRNV WS
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>>> h= .02 # ®EFKkHo0.02

# THE 2T E WKL AR0 R AME AR AE, REEE
>>> x min, x max= X[:, 0].min() - 1, X[: , 0J.max() + 1

>>> ymin, ymax= X[:, 1].min() - 1, X[: , 1].max() + 1

# THEMR™ np.arange (x min, x_max, h) £ &K RIHEEN x min, AEH x max, HF Kk
H 0.02 #% £ H 5| .meshgrid () ¥ & K ANME . HANEZ R 25 AT RFIHTHARL.
>>> xx, yy = np.meshgrid(np.arange(x_min, x_max, h), np.arange (y_min,

y_max, h))

# TERD ravel O WEFAMEEE NN FM By — %S M.op.c_ WAL %%
TP, TR RAS 8 & clf.predict O TR & A T BRI £ 5.
>>> 2= clf.predict(np.c_[xx.ravel(), yy.ravel()])
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>>>xx ¢ BEREEHFINATHATHENER xx

array (3.8, 3,32, 3.34 ..., 8.84, 8.86, 8,38
[3.3, 3.32, 3.34, ..., 8.84, 8.86, 8.88],
[ERLsha shive SuErl o .84, 8.86, 8.88],

®

ERr B SVl aon
[ERLshy e SUErl
E3na0 3537, 334 e

®

.84, 8.86, 8.88],
.84, 8.86, 8.88],
.84, 8.86, 8.88]])

® o

>>>yy 4 BEWFERFIUSNRTALNER yy
sienll s 5 e 5 B posss B oo B oo i
Ealgnzs:  ali0igs 4o an 1002 N 0s St gol s

[1.04, 1.04, 1.04, ..., 1.04, 1.04, 1.04],
[5i 34 555 54 ST BS54 s 5 s A
[5.36, 5.36, 5.36, ..., 5.36, 5.36, 5.36],
[5.38, 5.38, 5.38, ..., 5.38, 5.38, 5.38]])

>> > xx.ravel () # MM xx B AHENUFH oy — %4
array([ 3.3, 3.32, 3.34, ..., 8.84, 8.86, 8.88])

>>>yy.ravel () # WEME yy XA ZNFR G0 — %54
array(C1. , 1. , 1. , ..., 5.38, 5.38, 5.38])
>>>np.c_[xx.ravel(), yy.ravel O] # FHAN, WK ELERE Sy 504G
array([[ 3.3, 1. ],

(5730 AR

Eewevl i,

[ 8.84,

5.38],
[8.86, 5.38],
[8.88, 5.38]])

>>>7Z # 2 4 K FO
array([0, 0, 0, ..., 2, 2, 2])
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# Filename: module max.py
# REAM
def funcMax(a, b):
ifa> b:
return a
else:

return b
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@

©w N

>>> df.columns = [c.lower() for c in df.columns]

=22 elE el ()

player
Cesc Fabregas\n Midfield — Chelsea

Saido Berahino\n Forward — West Brom

Steven Gerrard\n Midfield — Liverpool
P

209.49

147.43

156.981

salary
$14.0m
$13.8m
$13.8m

BP
28

21
20

[LRENSE

sot
10
20
11

PPE
106.47

7.92
7.50





OEBPS/Image00377.jpg
> > > print(iris.data)[0: 5] # {TERAELMH 57

[[5.1 3.5 1.4 0.2]
[4.9 3. 1.4 0.2]
[4.7 3.2 1.3 0.2]
[aG Tl 1,5 B2
[T DY B R D |
> > > print(iris.target) # target A& H 4% % K AT 4,150 ME

[000000000000000000000000000000000000000000000
EEEOEIILIIII11111111 1011111011111 101110101110001
111111112222 222222200220220022 2200 RRARRRARARRRR
22222222222]
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RandomForestRegressor.py

# - * - coding: utf- 8 - * -
import numpy as np

from sklearn.tree import DecisionTreeRegressor

from sklearn.ensemble. forest import RandomForestRegressor

import matplotlib.pyplot as plt

# 4 — AL BB

rng = np.random.RandomState (1)

X = np.sort(5* rng.rand(80, 1), axis=0)
y = np.sin(X).ravel ()

yl::5]+= 3* (0.5- rng.rand(16))

# NFE—ADRAREN 4 B AHEAF AL RABEE n_estimators FHEXFHMHFAK
clf 1
clf 2

RandomForestRegressor (n_estimators= 400,max_depth= 4)

DecisionTreeRegressor (max_depth= 4)
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Graph created!
FEHEA: 1629
HEH A 3640

("ID:
("ID:
("ID:
("ID:
("ID:
("ID:
("ID:
("ID:
("ID:

1', 'PageRank :
2', 'PageRank :
3', 'PageRank :
4', 'PageRank :
5', 'PageRank :
6', 'PageRank
7', 'PageRank :

8', 'PageRank :
9', 'PageRank

CRCNCNCRCNCRCRCIC)

: 1626', 'PageRank :

.0006")
.0006")
.0002")
.0023")
.0006")
.0006")
.0006")
.0006")
.0006")

0.0005")
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585
12
9
Traceback (most recent call last):
File"C:\Python27\test\example",linel3,in< module>
print locallnt

NameError: name 'locallnt' is not defined
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>>> X= iris.datal: , : 2] # BUHBBEENAANBRHAENFIFHALE x

>>> y= iris.target # MHXAGERENIFHELE y T

>> > clf = neighbors.KNeighborsClassifier (n_neighbors= 15, weights=—
'uniform') .fit (X, y) # V% KNN X E,HERELFHKA 15, KEEH Y uniform

>>> printclf  § EEEEAKREER
KNeighborsClassifier (algorithm = ' auto ', leaf _size = 30, metric =

'minkowski', metric_params= None, n_neighbors= 15, p= 2, weights= 'uniform')
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clf 1.fit (X, y)
clf 2.fit (X, y)

# AR B A

X_test = np.arange (0.0, 5.0, 0.01)[: , np.newaxis]
clf 1.predict (X_test)

clf _2.predict (X_test)

# e HoR B E ) &

plt.figure ()

plt.scatter (X, y, c= "k", label= "data")

plt.plot (X_test, y 1, c= "g", label= "max_depth= 4", linewidth= 2)
plt.plot (X_test, y 2, c= "r", label= "max_depth= 4", linewidth= 2)
plt.xlabel ("data")

plt.ylabel ("target")

plt.title("Boosted Decision Tree Regression")

plt.legend ()

plt.show()
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#R

#4.
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H4.
#4.

3

G N NS

9

1627',
1628',
1629',

'PageRank : 0.0004")
'PageRank ;: 0.0004")
'PageRank : 0.0003")

PageRank A /M K 1A # &
H4 -

(63, 0.006945447484468068)
(20, 0.004409648975224404)

(163,
(121,
(216,
17s,
(103,
(194,

0
0
0
0
0
0.

.0034381175183276014)
.003117501940378796)
.00294862509172451)
.0028505297423980273)
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0027424644648270874)

(92, 0.0027239418543544983)
10 (58, 0.0027002705911476333)
11 (659, 0.0026541768857996006)
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> > > import sys

>> > sys.path

['', "/Library/Python/2. 7/site - packages/pycrypto- 2.6.1- py2.7-
macosx- 10.9- intel.egg','/Library/Python/2.7/site- packages/PIL- 1.1.7-
py2.7- macosx- 10.9- intel.egg', ...]
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> > > df.fillna (value= 0, inplace= True)

> >df

player
sergio agiiero
eden hazard
alexis sdnchez
yaya touré
angel di maria
santiago cazorla
david silva
cesc fabregas
saido berahino
steven gerrard

points per_game
13.12
13.a85
11.19
10.99
16.17
9.97
16.35
10.47
7.02
7.50

salary
19.2
1B.9
17.6
16.6
15.8
14.8
14.3
14.0
13.8
13.8

points
209.98
274.04
223.86
197.91
132.23

8.00
155.26
209.49
147.43
158.81

games goals assists shots_on_target

16
21

)
18
13
20
15
20
21
20

position

forward
midfield

forward
midfield
midfield
midfield
midfield
midfield

forward
nidfield

14 3
8 4
12 @
7 1
3 e
4 °
6 2
2 14
9 e
5 1
team
manchester city
chelsea
arsenal

manchester city
manchester united
arsenal
manchester city
chelsea

west brom
Liverpool

34
17
29
19
13
20
11
10
20
11
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> > > pre= clf.predict (X test)
> > > print (metrics.classification_report (test_target,pre,
target_names= iris.target_names))

precision recall f£l- score support

setosa 1.00 1.00 1.00 13
versicolor 0.93 1.00 0.97 14
virginica 1.00 0.91 0.95 11

avg / total 0.98 0.97 0.97 38





OEBPS/Image00515.jpg
wordNotInDocsCount = len(nobelongDocs)
pctSum= 0;pcntSum = 0
for category in categories:
ctCount = len(DocHelper.categorySplit (category,
belongDocs) [0])
pct = float (ctCount) / wordInDocsCount
ifpet ! = 0:
pctSum+ = pct * (math.log(pct) / math.log(2))
cntCount = len (DocHelper.categorySplit (category,
nobelongDocs) [0])
if cntCount ! = 0:
pent = float (cntCount) / wordNotInDocsCount
ifpent ! = 0:
pentSum + = pent *  (math.log (pent) /math.log(2))
pt = float (wordInDocsCount) / docTotalCount
pnt = float (wordNotInDocsCount) / docTotalCount
ig= - pcSum+ pt * pctSum+ pnt * pentSum
wordDict[word] = ig
return DocHelper.sortWordValueMap (wordDict)
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>> > import mymodule
Traceback (most recent call last):
File "< stdin> ", line 1, in < module>

ImportError: No module named mymodule
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saido berahino
steven gerrard

points_per_game

13.
psH
11.
10
10
10
7
7

12
a5
19
99
35
47
a2
58

position
Forward
midfield
Forward
midfield
midfield
midfield
forward
midfield

team
manchester city
chelsea

arsenal
manchester city
manchester city
chelsea

west brom
liverpool

20
11
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from sklearn.externals.six import StringIO
import pydot

dot_data = StringIO()

tree.export_graphviz(clf, out_file= dot_data)

graph = pydot.graph_from dot_data (dot_data.getvalue())
graph.write pdf ("iris.pdf")
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>> > line = raw_input()
Galapagos Island

>> > print line
Galapagos Island

>> > line = raw_input()
123

>> > print line

123
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©

19

©

10

>> > df = df.append (pd.Series (

[np.nan]* len (df.columns), # Fill cells with NaNs

index= df.columns),

ignore_index= True)

2 2 2 elEgfEeulil (iE)

player salary

saido berahino
steven gerrard
NaN

points_per_game
7.02

7.5

NaN

13.8
13.8
NaN

points
147.43
156.01

NaN

games goals assists
21 9 ]

20 S 1

NaN NaN NaN
position team

forward west brom

midfield liverpool
NaN NaN

shots_on_target
20

1

NaN
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IG(T) = H(C) — H(C | T)

=— DIP(C) log, P(C)) +P(1) D) PC, | ) log, PCC; | )

+P(D) 2P | D) logy PG | D 6.5)
=
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>> > import sys

> > > sys.path.append('/Users/michael/my py_scripts')
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> > > import numpy as np
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import numpy as np
from sklearn import tree
from sklearn import metrics

from sklearn.datasets import load iris

iris = load iris() # WMEKEL

X = iris.data

y = iris.target

idx = np.arange (X.shape[0])

np. random. seed (13)

np.random.shuffle (idx) # THKEE

x = x[idx]

y= ylidx]

X train = xX[X.shape[0]* 0.75] # #HIK 75% £ A % &, % T 89 4 3
x[: X.shape[0]* 0.75]

y_train= y[: X.shape[0]* 0.75]

X _test = X[X.shape[0]* 0.75: ]

y_test = y[X.shape[0]* 0.75: ]

clf = tree.DecisionTreeClassifier ()

clf = clf.fit(X_train, y_train) # J4#A

X_train
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def calculateInformationGain (docs):
docTotalCount = len(docs)
splits = DocHelper.docCategorySplit (docs)
categories = []
pcSum = 0
for item in splits.items():
categories.append (item[0])
categoryCount = float (len(item[1]))
pc = categoryCount / docTotalCount
pcSum + = pc * (math.log(pc) / math.log(2))
words = []
for doc in docs:
words + = [i for i in doc.getWords ()]
wordDict = {}

for word in words:

belongDocs, nobelongDocs = DocHelper.wordDocsSplit (word,

docs)

wordInDocsCount = len (belongDocs)
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>> > value = float (raw_input ())

Galapagos

Traceback (most recent call last):

File "< pyshell# 13> ", line 1, in < module>

value = float (raw_input ())

ValueError: could not convert string to float:

Galapagos
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wran®

> > > df.sort('goals', ascending= False, inplace= True)
> > > df.head()

player salary games goals assists shots_on_target

sergio agiero  19.2 16 14 3 34
alexis sanchez  17.6 o 12 7 29
saido berahino 13.8 21 9 [ 2

eden hazard 18.9 21 8 4 17
yaya touré 16.6 18 2 1 19
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> > > value = raw_input ()
123

> > > value

int (value)
>> > print value* 2
246
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> > > df.loc[df.index[- 1],
> > > df.loc[df.index[- 1],
>> > df.tail(3)

player salary games goals

saido berahino
steven gerrard
new player

points_per_game
7.02

7.50

NaN

13.8
13.8
FPR}

points
147.43
150.01

NaN

21 9

20 5
NaN NaN
position

'player']
'salary'] = 12.3

assists
@

ol

NaN

team

forward west brom
midfield liverpool

NaN

NaN

'new player'

shots_on_target
20

11

NaN
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2] <=

IR ok
saanples = 112

gini = 0.0000
samples = 37
valie=[37. 0. 0]

X[3] <= 17500

X[2] <= 49500 X[2] <= 4.8500
184089414850 ini = 0054012345670
sampks = 36
X[3] <= 1.6500 [ X[0] <= 5.9500 gini = 0.0000
gini = 0057093425605 ini = 0.5 samples = 34
samples =34 sampks=2 | | vabe=[ 0. 0. 34]
i = 0.0000 gini= 0.0000 2= 0.0000 gini= 0,0000
samples = 33 sampkes = 1 samples = 1 Samples = 1
vale=[ 0. 33 0] vahe=[0. 0. 1] vahe=[0. 1. 0] | | vahe=[0. 0. 1]
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> > > name = raw_input ('Please enter a name: ')
Please enter a name: Darwin
> > > print name

Darwin
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# - * - coding: gbk - * -

import jieba

# stopwords = {}.fromkeys ([ line.rstrip () for line in open ('stopword.
=)

# LEERH AT AR E X, TE A AR T

stopwords = (}.fromkeys (('#"', '&'])

segs = jieba.cut ("KW EAFA TP EMN LiF, & —Ff 985 HR ', cut_all=
False)

result = ''
for seg in segs:

seg = seg.encode (*gbk')

if seg not in stopwords:

result + = seg

print result
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print i

i 0
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> > > nans = df.shape[0] - df.dropna () .shape[0]

>> > print('$ d rows have missing values' $ nans)

3 rows have missing values
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BuwnP o

points_per_game
13.12
13.85
11.19
16.99
10.17

points
209.98
274.04
223.86
157.91
132.23

position team
forward  manchester city
midfield chelsea
forward arsenal

midfield manchester city
midfield manchester united
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>>> import Image
>>> im= Image.open('test.png')
>>> print im.format, im.size, im.mode
PNG (400, 300) RGB

> > > im.thumbnail ((200, 100))

>>> im.save ('thumb.jpg’, 'JPEG')
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> > > df[df[ 'assists’].notnull () ]

player salary games

sergio agiiero
eden hazard
alexis sanchez
yaya touré
david silva
cesc fabregas

19.2
18.9
17.6
16.6
14.3
14.6

16
21
Nal
18
15
20

goal:

s

14

I

MoNN®

assist

1

s

Eorusw

shots_on_target
34
17
29
19
11
10
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def calculateCHI (docs) :
docTotalCount = len (docs)
for doc in docs:
chiWords = {}
words = doc.getWords ()
belongDocs, nobelongDocs = DocHelper.categorySplit (doc.
getCategory (), docs)
for word in words:
a = DocHelper.wordInDocsStatistics (word, belongDocs)
b = DocHelper.wordInDocsStatistics (word, nobelongDocs)
c = DocHelper.wordNotInDocsStatistics (word, belongDocs)
d = DocHelper.wordNotInDocsStatistics (word, nobelongDocs)
x= float((a* d-b* c)* * 2) / ((a+ b)* (ct d))
chiWords[word] = x

doc. setCHIWords (chiWords)
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R
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pip install PIL
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> > > df[df[ 'assists’

player
angel di maria
santiago cazorla

points_per_game
18.17
9.97

salary
15.8
14.8

points
132.23
Na

.isnull()]

games goals assists shots_on_target

13 3 NaN 13
20 4 NaN 20
position team
midfield manchester united
midfield arsenal
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Ent(X | V) = D) PGy (= 2P, |3 logs Pz, | 3)) (5.10)
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>> > ser.map (lambda x: str(x)+ '! ')
o o

i ag

2 21

3 3

4 4

dtype: object
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> > dEl
> > > df2

DataFrame ({'key': ['a','a’,'b', 'b'], 'datal’: range (4) })
DataFrame ({'key': ['b', 'b','c’, 'c'], 'data2’: range (4)})
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Age  education level  buy
28 high yes
32
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pd.merge (left, right, how= 'inner', on= None, left_on= None, right_on=
None, left_index= False, right_index= False, sort= False, suffixes= ('_x',

' y'), copy= True)
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import numpy as np
£ = open("filename.txt")
f.readline ()

data = np.loadtxt (f)

X = datal: , : 2] # EEAHS
y= datal: ,- 1] # BEBREE -7
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> > pd.merge(dfl,df2,left_index= True,right_index= True)

3 b
3 b

datal key_x
0 a
1 &
2 b
3 b

0
1

data2 key_y

0

1
2
3

0 a0 o
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> > > digits.images[0]

array ([[

L
L

0
0
0

0
0
3

5

13,
15.

13.,
15.,
2

9.,
10.,
0.,

1.,
15.,
11.,
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>> > pd.merge (df1,d£2)
datal key data2

0 2 b 0
1 2 b i
2 3 0
3 3 b 1
> > > pd.merge (df1,df2, how= 'left')

datal key data2
0 a NaN
NaN
0
1

w N e o

1
2
2

oc o ow
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v

> > pd.concat ([df1,df2])
a b

0 0

11

2 2

0 NaN

1 NaN

2 NaN

3 NaN

> > pd.concat ([df1,df2],join= 'inner',ignore_index= True)
a

0
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>>> clf.fit(digits.datal: - 1], digits.target[: - 1])
SVC (C= 100.0, cache_size= 200, class_weight= None, coef0= 0.0, degree= 3,
gamma= 0.001, kernel= 'rbf', max_iter= - 1, probability= False,

random_state= None, shrinking= True, tol= 0.001, verbose= False)
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X = iris.data[:,1: 3]

y= iris.target

¥ OHEREHK

range_n_clusters = [2, 3, 4]

for n_clusters in range_n_clusters:
# Gl —A—ATHEFINE, I RERT
fig, (axl, ax2) = plt.subplots(l, 2)

fig.set_size_inches (18, 7)

# AEARHE, ROERFRAKLEHN (- 0.1, 1)
axl.set xlim([- 0.1, 1])
# B4 (n_clusterst 1)* 10 R/A FARM th AAMEE L FHEANZ 4, £ K 2 EA.

axl.set_ylim([0, len(X) + (n_clusters+ 1) * 10])

# A RESH A n_clusters, 3t AIH I 44 A clusterer K FRH AL E iz 4
clusterer = KMeans (n_clusters= n_clusters)

cluster_labels = clusterer.fit_predict (X)

# FIH EH silhouette score () kit H T4 B % %
silhouette avg = silhouette score (X, cluster_labels)
print ("n_clusters = ", n_clusters,

"The average silhouette score is: ", silhouette_avg)

# I EEAEA R RS K

sample_silhouette values = silhouette samples (X, cluster labels)

# MELE I ARHEE y HHTR
y_lower = 10
for i in range (n_clusters):
# REBTH iNMEOREIK FHF
ith cluster silhouette values = \

sample_silhouette_values[cluster labels =

ith cluster_silhouette values.sort ()
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> > > dfl DataFrame({'a': range(3),'b':

> > > df2

range (3) })

DataFrame ({'a': range (4) })
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>>> clf.predict(digits.data[- 1])
array ([8])
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>>> ser=

>>> ser

0

ST

dtype: int64

>> > ser.map (str) .map(lambda x: x+ '!

0

ST

0
1
2
3
4

0!
1!
2
3
41

Series (range (5))

")
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>> > from sklearn.linear model import LinearRegression
>> > model = LinearRegression ()

> > > print model

LinearRegression (copy_X= True, £it_intercept= True, n_jobs= 1,

normalize= False)
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>> > fromsklearn import svm

>>> clf = svm.SVC(gamma= 0.001, C= 100.)
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SilhouetteAnalysisOnKMeans.py

# - * - coding: cp936 - * -
from sklearn.cluster import KMeans

from sklearn.metrics import silhouette samples, silhouette_score
from sklearn.datasets import load iris

import matplotlib.pyplot as plt

import matplotlib.cmas cm

import numpy as np

# mERBEE

iris = load iris()
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>> > print(digits.data)
o oo
(6 o
o oo

[C
L
L

0.
0.

o o ol

0.

0.
10.
16.

12.
k2

o
s}
]
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> > > digits.target
array([0, 1, 2, ..., 8, 9, 8])
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1/2

1/2

0

0

1/2
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0
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- CR

> > data.drop duplicates(['kl', 'k2'], take last= True)
k1 k2 vl

one 1 1
one 2 2
two 3 4
two 4 6
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>> > data.index = data.index.map(str.upper)
>> > data
one two three four
OHIO 0o 1 2 3
COLORADO 4 5 6 7
NEW YORK 8 9 10 11
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sigcomm network.txt:

1,2 (ID 1% ID 2 HAERFBX)

3,4 (ID 3% ID 4 HAERFBX)

4, 216 (ID 4 5 ID 216 HAHEL#iEX)

sigcomm author.txt:
1: Amer E1 Abbadi (ID 1: name)
2: Thomas Lui (ID 2: name)
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> > > data.index.map (str.upper)
array (['OHIO', 'COLORADO', 'NEW YORK'], dtype= object)
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# coding: utf- 8
from _future_import division
import networkx as nx

import matplotlib.pyplot as plt

created = 0;
list_value= []
def create():
try:
Fl= open ("C:\\Users\\lenovo\\Desktop\\network_analysis\\network _
analysis\\sigcomm author.txt ")
except IOError, e:
print e
return
Fl.readlines ()

lines

lines = [line.split(': ') for line in lines]
nodes
global G

G = nx.Graph ()

G.add_nodes_from(nodes)

[(int(line[0]), ('name': line[1].rstrip()}) for line in lines]

# print G.nodes ()

# print G.node[12] [ 'name']

try:

F2= open ("C: \\Users\\lenovo\\Desktop\\network analysis\\network_
analysis\\sigcomm network.txt ")

except IOError, e:

print e
return

lines = F2.readlines()

lines = [line.split(",") for line in lines]

lines = [(int(line[0]),int(line[1])) for line in lines]

G.add_edges_from(lines)
# print G.edges ()
global created
created = 1

print "Graph created!"
Fl.close ()

F2.close ()
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>> > ages= [20, 22, 25, 27, 21, 23, 37, 31, 61, 45, 41, 32]
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>>>0,0.0779 # HEHFFREXHT A
1,0.0307
2,0.0554
3,0.0749
4,0.0824
5,0.1605
6,0.1129
7,0.1585
8,0.1164
9,0.1303
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>> > data.rename (index= str.title, columns= str.upper)
ONE TWO THREE FOUR

Ohio 0 1 2 3

Colorado 4 5 6 7

New York 8 9 10 11
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>>> cats.codes

array ([0, 0, 0,1, 0, 0, 2, 1, 3, 2, 2, 1], dtype= int8)

> > > cats.categories

Index ([u’ (18, 25]', u' (25, 35]', u' (35, 60]', u' (60, 100]'], dtype=
'object’)

>>> pd.value_counts(cats)

(18, 25] 5

(35, 60] 3

(25, 35] 3





OEBPS/Image00376.jpg
>>>iris= datasets.load iris() # WMEBKEL iris(FRHE)
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[18, 25, 35, 60, 100]
pd.cut (ages, bins)

> > > bins

>>> cats

> > > cats

[ (18, 25], (18, 25], (18, 25], (25, 351, (18, 25], ..., (25, 35], (60, 100],
(35, 60], (35, 601, (25, 35]]

Length: 12

Categories (4, object): [ (18, 25] < (25, 35] < (35, 60] < (60, 100]]





OEBPS/Image00256.jpg
> > > pd.cut (ages, [18, 26, 36, 61, 100], right= False)

[C18s, 26), [18, 26), [18, 26), [26, 36), [18, 26), ..., [26, 36), [61, 100),
[36, 61), [36, 61), [26, 36)]

Length: 12

Categories (4, object): [[18, 26) < [26, 36) < [36, 61) < [61, 100)]
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def nodes () :
if created == 0.

print 'No graph created! '

elif created = = 1:
print u"# A # A : ",G.number_of nodes ()
def edges () :
if created = = 0:

print 'No graph created!
=
print u"# & H A : ", G.number_of_edges ()

elif created

def pagerank (G, alpha= 0.85, personalization= None,

max_iter= 100, tol= 1.0e- 6, nstar

= None, weight= 'weight',
dangling= None) :
if len(G) = =

return {}

if not G.is_directed():

D= G.to directed()
else:

G

# Create a copy in (right) stochastic form
W= nx.stochastic_graph (D, weight= weight)
N = W.number of nodes ()

# Choose fixed starting vector if not given
if nstart is None:
x = dict.fromkeys (W, 1.0 /N)
else:
# Normalized nstart vector
s = float(sum(nstart.values()))

x= dict((k, v/s) for k, v in nstart.items())

if personalization is None:
# Assign uniform personalization vector if not given

p= dict.fromkeys (W, 1.0 / N)
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(60, 100]
dtype: int64

i
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vV VvV
vV VvV
vV VvV

import numpy as np
import matplotlib.pyplot as plt
from matplotlib.colors import ListedColormap

from sklearn import neighbors, datasets
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<’n_clusters 2, 'The average silhouette_score is @.73887650724694298>
C’n_clusters 3, ’'The average silhouette_score is 59396543358032193>
C’n_clusters =’, 4, 'The average silhouette_score is ', 56047476872813973)>
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if nstart is None:
x = dict.fromkeys (W, 1.0/ N)
else:
# Normalized nstart vector

s

float (sum (nstart.values()))

¥

dict ((k, v/ s) for k, v in nstart.items())
if personalization is None:
# Assign uniform personalization vector if not given
p = dict.fromkeys (W, 1.0 / N)
else:
missing = set(G) - set(personalization)
if missing:

raise NetworkXError ('Personalization dictionary '

'must have a value for every node. '

'Missing nodes % s' % missing)

s = float (sum(personalization.values()))
p= dict((k, v/ s) for k, v in personalization.items())
if dangling is None:
# Use personalization vector if dangling vector not specified
dangling_weights = p
else:
missing = set(G) - set(dangling)
if missing:
raise NetworkXError ('Dangling node dictionary '
'must have a value for every node. '
'Missing nodes % s' % missing)
s = float (sum(dangling.values()))
dangling weights = dict ((k, v/s) for k, vin dangling.items ())

dangling nodes = [n forn in Wif W.out_degree(n, weight= weight)

# power iteration: make up tomax iter iterations
for _in range (max_iter):
xlast = x

x = dict.fromkeys (xlast.keys (), 0)
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[weight]

alpha) * pln]

converge '

danglesum = alpha * sum(xlast[n] for n in dangling_nodes)
for n in x:
# this matrix multiply looks odd because it is
# doing a left multiply x"T= xlast T* W
for nbr in WlnJ:
x[nbr] + = alpha * xlast[n] * W[n][nbr]

x[n] + = danglesum * dangling weights[n] + (1.0 -

# check convergence, 11 norm
err = sum([abs (x[n] - xlast[n]) for nin x])
if err < N* tol:

return x

raise NetworkXError (' pagerank: power iteration failed to

'in % d iterations.' % max iter)

pr= nx.pagerank(G)

nx.draw (G, pos= layout, node_size= [x * 6000 for x in pr.values ()], node_

color= 'm',with_labels= True)

plt.show ()

for node, pageRankValue in pr.items():

print ("% d,% .4£" % (node,pageRankValue))
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> > > data = pd.DataFrame (np.arange(12).reshape((3, 4)),
index= ['Ohio', 'Colorado', 'New York'],

columns= [ 'one', 'two', 'three', 'four'l])
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# HE LAERAN
size_cluster i = ith_cluster_silhouette_values.shape[0]
# ERATRmMESE i ME#H AL
y upper = y_lower + size_cluster i
# A AR HBAE
color = cm.spectral (float (i) / n_clusters)
axl.fill betweenx (np.arange (y_lower, y_upper),
0, ith_cluster_silhouette values,

facecolor= color, edgecolor= color, alpha= 0.7)

+ ERBEALY y BT RGCE B ERRE

axl.text (- 0.05, y lower + 0.5 * size cluster i, str(i))

# HF—ARFETE y lower
y_ lower = y upper + 10 # 10 for the 0 samples

axl.set_title("The silhouette plot for the various clusters.")
axl.set_xlabel ("The silhouette coefficient values")

axl.set_ylabel ("Cluster label™)

+ BHAAREARNEYEL

axl.axvline (x= silhouette_avg, color= "red", linestyle= "- - ")

axl.set_yticks([]) # WZy##KE
axl.set xticks([- 0.1, 0, 0.2, 0.4, 0.6, 0.8, 1])

# FoERAEE AR ERE
colors = cm.spectral (cluster_labels.astype(float) / n_clusters)
ax2.scatter (X[: , 0], X[: , 1], marker= '.’, s= 30, lw= 0, alpha= 0.7,

c= colors)

4 BHEFS
centers = clusterer.cluster centers_

ax2.scatter (centers[: , 0], centers[: , 1],

marker , c= "white", alpha= 1, s= 200)
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> > ser.replace([1,2],'x")

>
0
&
2
3
4

& WX X o

dtype: object
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>> > import pickle
>>> s= pickle.dumps (clf)
>>> clf2= pickle.loads(s)
>>> clf2.predict (x[0])
array ([0])

>>> y[0]

0
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for i, c in enumerate (centers):
ax2.scatter (c[0], c[1l], marker= '$ & d$ ' % i, alpha= 1, s= 50)

ax2.set_title ("The visualization of the clustered data.")
ax2.set_xlabel ("Feature space for the 1st feature")

ax2.set_ylabel ("Feature space for the 2nd feature")

plt. suptitle (( " Silhouette analysis for KMeans clustering on sample

data "
"with n_clusters = % d" % n_clusters),

fontsize= 14, fontweight= 'bold"')

plt.show()
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N- pagerank.py

import networkx as nx
import matplotlib.pyplot as plt
G= nx.binomial _graph(10, 0.3, directed= True)
layout = nx.spring_layout (G)
def pagerank (G, alpha= 0.85, personalization= None,
max_iter= 100, tol= 1.0e- 6, nstart= None, weight= 'weight’,
dangling= None) :

if len(G) = = O0:

return {}
if not G.is directed():

D= G.to directed()
else:

D= G
# Create a copy in (right) stochastic form
W= nx.stochastic_graph (D, weight= weight)
N = W.number of_nodes ()

# Choose fixed starting vector if not given
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> > > rules=

Orange.associate.AssociationRulesInducer (data, support= 0.3)

> > > for r in rules:

.333
S333
.333
P
.500
.500

o oo o oo

oo o oo

print "% 5.3f % 5.3f % s"3% (r.support, r.confidence, r)

.533
.667
kx|
.667
.800
.000

lenses= none - > prescription= hypermetrope
prescription= hypermetrope - > lenses= none
lenses= none - > astigmatic= yes
astigmatic= yes - > lenses= none

lenses= none - > tear_rate= reduced

tear_rate= reduced - > lenses= none
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$ vim ~ /.bash_profile

# add the following lines at the end

export SPARK HOME= $ HOME/spark- 1.4.0

export PATH= $ PATH: $ SPARK HOME/bin

# save and exit vim

# make the bash profile take effect immediately

$ source /etc/profile
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i 1
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$ cd~ /spark- 1.4.0

$ ./run spark.examples.SparkPi local
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$ tar - zxf spark- 1.4.0- prebuilt- hadoopl.tgz
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$ vim ~ /.bash_profile

# add the following lines at the end

export

SPARK _EXAMPLES _ JAR = $ HOME/spark - 1. 4. 0/examples/target/scala -
2.11.7/spark- examples_2.11.7- 1.4.0.jar

# save and exit vim

# make the bash profile take effect immediately

$ source /etc/profile
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# - * - coding: utf- 8- * -
from numpy import *

import matplotlib.pyplot as plt

def loadDataSet (£ileName, delim= '\t'):
fr = open (fileName)
stringArr = [line.strip().split(delim) for line in fr.readlines()]
datArr = [map(float,line) for line in stringArr]

return mat (datArr)

def pca(dataMat, topNfeat= 9999999) :
meanVals = mean(dataMat, axis= 0)
meanRemoved = dataMat - meanVals # M % T
covMat = cov (meanRemoved, rowvar= 0)
eigVals,eigVects = linalg.eig (mat (covMat))
eigvallnd = argsort (eigvals) T EREEARE R
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$ cd ~ /spark- 1.4.0/conf

$ mv spark- env.sh.template spark- env.sh
$ vim spark- env.sh

# add the following line

export SCALA HOME= /usr/lib/scala- 2.11.7

# save and exit
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eigVallnd = eigValInd[: - (topNfeat+ 1): - 1] # B & AW K MFEME
redEigVects = eigVects[: ,eigvallnd] # A H A AE R
meanRemoved * redEigVects # EAH#4E. A THRK
reconMat = (lowDDataMat * redEigVects.T) + meanVals

lowDDataMat

return lowDDataMat, reconMat

def plotBestFit (dataSetl,dataSet2):
dataArrl = array(dataSetl)
dataArr2 = array(dataSet2)
n = shape (dataarr1)[0]
nl= shape (dataArr2)[0]

0

0

xcordl = []; ycordl
xcord2 = []; ycoraz
xcord3= [J;ycord3= []
j=0

for i in range (n):

xcordl.append (dataArri[i,0]); ycordl.append (dataArrili,1])
xcord2.append (dataArr2[i,0]); ycord2.append (datahrr2[i,1])

fig= plt.figure()
ax = fig.add subplot (111)
ax.scatter (xcordl, ycordl, s= 30, c= 'red’, marker= 's')

ax.scatter (xcord2, ycord2, s= 30, c= 'green')

plt.xlabel ('X1'); plt.ylabel ('X2");
plt.show ()

if name_ == main__':

mata= loadDataSet ('C:\\python27\\python\\data\\testSet.txt")
a,b= pca(mata, 2)

plotBestFit (a,b)





OEBPS/Image00465.jpg
> > > import Orange

>>> data = Orange.data.Table("lenses") # MEKFEE

>> > print data.domain.features # 3T # 4% £41E

< Orange.feature.Discrete 'age', Orange. feature.Discrete 'prescription’',
oOrange. feature.Discrete 'astigmatic', Orange.feature.Discrete 'tear rate'>

> > > print data.domain.class_var # TH HAFX &

Orange.feature.Discrete 'lenses’

>>> fordindatal: 3]: # HHKEHEMYHZ7
print d

['young', 'myope’, 'no', 'reduced', 'none']
['young', 'myope’, 'no’, 'normal’, 'soft']

['young', 'myope’, 'yes', 'reduced’, 'none']
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$ vim slaves
slave0l
slave02

# save and exit





OEBPS/Image00341.jpg
@
=






OEBPS/Image00462.jpg
Rt |

VA 1






OEBPS/Image00583.jpg
$ tar - zxf spark- 1.4.0- prebuilt- hadoopl.tgz
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$ vim~ /.bash profile

# add the following lines at the end

export

SPARK _EXAMPLES _ JAR = $ HOME/spark - 1. 4. 0/examples/target/scala -
2.11.7/spark- examples_2.11.7- 1.4.0.jar

# save and exit vim

# make the bash profile take effect immediately

$ source /etc/profile
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$ tar - zxf scala- 2.11.7.tgz

$ sudomvscala- 2.11.7 /usr/lib

$ sudo vim /etc/profile

# add the following lines at the end
export SCALA HOME= /usr/lib/scala- 2.11.7
export PATH= $ PATH: $ SCALA HOME/bin

# save and exit vim
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# make the bash profile take effect immediately
source /etc/profile
# test

$ scala - version
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> > > digits.keys()

['images', 'data’, 'target_names', 'DESCR', 'target']
>> > n_samples, n_features = digits.data.shape

>> > print (n_samples, n_features)

(1797, 64)
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wsl = standMaReg (xArr, yArr)

print "wsl", wsl

plotReg (wsl, xArr, yArr, 1)

ws2 = standBaGradReg (xArr, yArr, 0.001, 1000)

print "ws2", ws2

yPre
xMat

lwlrTest (xArr, xArr, yArr, 0.01)

mat (xArr)

srtInde = xMat[: ,1].argsort (0)

xSort = xMat[srtInde][: ,0,: ]

fig= plt.figure()

ax = fig.add subplot(111)

ax.plot (xSort[: ,1], yPre[srtInde])

ax.scatter (xMat[: ,1].flatten () .A[0], mat (yArr) .T.flatten().a[0],
c= 'red’)

plt.show ()

abX, abY = loadDataSet ('abalone.txt')
weights, lam = ridgeTest (abX, abY)
plt.plot (weights)

plt.show ()
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# Logistic Regression

# ./run spark.examples.SparkLR spark://master: 7077

# kmeans

$ ./run spark.examples.SparkKMeans spark://master: 7077 ./kmeans data.txt 2 1
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$ cd~ /spark- 1.4.0

$ hadoop fs - put README.md .

$ MASTER= spark://master: 7077 ./spark- shell

scala> val file = sc.textFile ("hdfs://master: 9000/user/dev/README .
md")

scala> val count = file.flatMap(line= > line.split("")).map(word= >
(word, 1)).reduceByKey (_+ _)

scala> count.collect()
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xMat = mat (xArr)

yMat = mat (yArr).T

xTx = xMat.T* xMat

if linalg.det (xTx)= = 0.0:
print 'This matrix is singular, connot do inverse'
return

ws = xTx.I* (xMat.T* yMat)

return ws

def standBaGradReg (xArr, yArr, alpha= 0.001, iter num= 15):
xMat = mat (xArr)
yMat = mat (yArr).T

m,n= shape (xMat)

weights = mat (ones ((n,1)))

for i in range (iter_num):
yPredict = mat (xMat* weights)
tmp= mat (zeros ((n,1)))

for j in range (n):

tmplj,: ]+ = alpha* sum(multiply((yMat- yPredict),xMat[: ,3]))

weights = weights + tmp

return weights

def lwlr (testPoint, xArr, yArr, k= 1.0):

xMat = mat (xArr)

yMat = mat (yArr).T

m= shape (xMat)[0]

weights = mat (eye ((m)))

for j in range (m):
diffMat = testPoint - xMat[j,: ]
weights[j,3] = exp(diffMat* diffMat.T/(- 2.0* k* * 2))

xTx = xMat.T* (weights* xMat)

if linalg.det (xTx) 0.0:

print "This matrix is singular, cannot do inverse"

return
ws = xTx.I* (xMat.T* (weights* yMat))
return testPoint* ws

def lwlrTest (testArr, xArr, yArr, k= 1.0):
m= shape (testArr)[0]
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$ Jps

11055 Jps

2313 SecondaryNameNode
2409 JobTracker

2152 NameNode

4822 Master
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yPre = zeros(m)
for i in range (m):
yPre[i] = 1lwlr(testArr[i], xArr, yArr, k)
return yPre
def ridgeRegres (xMat, yMat, lam= 0.2):
xTx = xMat.T* xMat
denom = xTx + eye (shape (xMat)[1])* lam
if linalg.det (denom) = = 0.0:
print "This matrix is singular, cannot do inverse"
ws = denom.I* (xMat.T* yMat)
return ws
def ridgeTest (xArr, yArr, numIter= 30):
xMat = mat (xArr)
yMat = mat (yArr).T
yMean = mean (yMat, 0)
yMat = yMat - yMean

xMeans = mean (xMat, 0)

xVar = var (xMat, 0)
xMat = (xMat - xMeans)/xVar
wMat = zeros ((numIter,shape (xMat)[1]))

lambList = []
for i in range (numIter):
lamList.append (exp (i- 10))
ws = ridgeRegres (xMat, yMat, exp (i- 10))
wMat[1i,: J= ws.T
return wMat, lamList
def plotReg (weights, xArr, yArr, xIndex= 0):
xMat = mat (xArr)
yMat = mat (yArr)
fig= plt.figure ()
ax = fig.add_subplot (111)
ax.scatter (xMat[: ,xIndex].flatten () .A[0], yMat.T[: ,0].flatten().A[0])
yPredict = xMat* weights
ax.plot (xMat[: ,xIndex], yPredict)
plt.show()
xArr, yArr = loadDataSet ("ex0.txt")
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$ cd~ /spark- 1.4.0
$ ./run spark.examples.SparkPi spark://master: 7077
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load_boston()

boston house-prices dataset (regression).

load_irisO)

load_diabetes()

iris dataset (classification).

diabetes dataset (regression).

load_digits ([n_class])

digits dataset (classification).

load_linnerud()

linnerud dataset (multivariate regression).

load_sample_images()

sample images for image manipulation.
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>> > fromsklearn import datasets

>> > digits = datasets.load digits()
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w Vv VvV oV
BV VvV oV
SV Vv Vvoyv

a
b

x = np.linalg.solve(a,b)

np.random. rand (10,10)

np.random. rand (10)

np.sum (np.abs (np.dot (a,x) - b))

433189384699745e- 15
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$ cd~ /spark- 1.4.0
$ bin/stop- all.sh
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5*x1+ 3= 0
4* x0* x0 - 2* sin(x1* x2) = 0

x1* x2 - 1.5= 0





OEBPS/Image00474.jpg
A Wi

a. ABARE (o) ooy ooes o) IFRIESBIERIRE Py = PCo) o BPTHRAG05 A B0 2 1) (B

b ALy — A B

B LT AR A SR8 A R

{

fort=n, n—

Fd(Cs i ed (G L B3R CRIC, B,
HBRSS § A3 AT 55 10T 8 G AT 9505
LHMATIIHE I C, SR ¢ — 1 A R






OEBPS/Image00595.jpg





OEBPS/Image00467.jpg
a BEHLEEHC kAL

b A AR 5 B BRI 09 TR0 — 5 R IR I kAR

o MBI kAL B A AT A AR B 15 80700 1 L

do AL b e, AR AR S IR I AT 2 B MRS

e BEHGEMUT AFE) kA TRC A A5 A FEAS I IR0 355 B 5 I L 9 1502 B )






OEBPS/Image00588.jpg
$ cd
$ scp - r spark- 1.4.0 dev@ slave0l: ~
$ scp - r spark- 1.4.0 dev@ slave02: ~
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# - * - coding: utf- 8- * -
from numpy import *
import matplotlib.pyplot as plt
def loadDataSet (filename) :
numFeat = len (open (filename).readline().split('\t'))- 1
dataMat = [ ]
labelMat = [ ]
fr = open (filename)
for line in fr.readlines():
lineArr = [ ]
line.strip ('\n').split ("\t')

for i in range (numFeat):

curLine

lineArr.append (float (curLine[i]))
dataMat.append (lineArr)
labelMat .append (float (curLine[- 1]))
return dataMat, labelMat
def standMaReg (xArr, yArr):
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$ cd~ / spark- 1.4.0
$ bin/start- all.sh
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$ vim ~ /.bash_profile

# add the following lines at the end

export SPARK HOME= $ HOME/spark- 1.4.0

export PATH= $ PATH: $ SPARK_HOME/bin

# save and exit vim

# make the bash profile take effect immediately

$ source /etc/profile
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>>> my abs('A")

Traceback (most recent call last):
File "< stdin> ", line 1, in < module>
File "< stdin> ", line 3, inmy_abs

TypeError: bad operand type
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raise TypeError ('bad operand type')
if x> = 0:

return x
else:

return - x
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>>> x, y= move (100, 100, 60, math.pi / 6)
>>> printx, y
151.961524227 70.0
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import math
def move (x, y, step, angle= 0):
nx = x+ step* math.cos (angle)

ny= y- step* math.sin(angle)
return nx, ny
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def power () :

returnx * x
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>>> r= move (100, 100, 60, math.pi / 6)
>>> printr
(151.96152422706632, 70.0)
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>> > power (5)
25
>> > power (15)
225
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>>> my abs (1, 2)
Traceback (most recent call last):
File "< stdin> ", line 1, in < module>

TypeError: my abs() takes exactly 1 argument (2 given)
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def my_abs (x) :

if not isinstance(x, (int, float)):
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>>> my_ abs('A')
A
>>> abs('A'")
Traceback (most recent call last):
File "< stdin> ", line 1, in < module>

TypeError: bad operand type for abs(): 'str’
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>>> x,y= 0,0
>>> r= 20

>>> draw_circle(x, y, )
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> > > power (5)
25

> > > power (5, 2)
25
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= 'abcdefghijklmnopgrstuvwxyz' 1]
£[5] HEK e





OEBPS/Image00134.jpg
def £ (argl,arg2= 2,arg3= 3):
print 'argl= ', argl
print 'arg2= ', arg2
print 'arg3= ', arg3
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s0= "Python"
gill= @ Y
s2= 50+ " "+ sl

M s2 #yf % : Python C+ +





OEBPS/Image00136.jpg
globalInt= 9
def myAdd () :
localInt= 3
return globalInt + localInt
print myAdd ()
print globalInt
print locallnt
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> > > £(10)
argl= 10

arg2= 2

arg3= 3

> > > £(10,10)
argl= 10

arg2= 10

arg3= 3

> > > £(10,10,10)
argl= 10

arg2= 10

arg3= 10
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> > > power (5, 2)
25
> > > power (5, 3)
125
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def power (x, n):
s=1
whilen> 0:

n=n- 1
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def power (x, n= 2):
s= 1

whilen> O0:





OEBPS/Image00129.jpg
>> > power (5)
Traceback (most recent call last):
File "< stdin> ", line 1, in < module>

TypeError: power () takes exactly 2 arguments (1 given)
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name = raw_input ('please enter your name: ')

print 'hello, ', name
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C:\Workspace> python hello.py
please enter your name: Michael
hello, Michael
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def add1(x):
x=x+ 1

return x
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name = raw_input ()

print 'hello, ', name
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C:\Workspace> python hello.py
Michael
hello, Michael





OEBPS/Image00027.jpg
> > > print '100+ 200= "', 100 + 200
100+ 200= 300





OEBPS/Image00099.jpg
>>> s.add(4)
>>> s

set([1, 2, 3, 4])
>>> s.add(4)
>>> s

set([1, 2, 3, 4])
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> > > string data[0] = None

>>> string data.isnull()

0 True
s False
2 False
3 False

dtype: bool
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>>> s= set((1, 1, 2, 2, 3, 3])
S5

set([1, 2, 3])
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>> > string data= Series (['aardvark’, 'artichokel’, 'np.nan’,'avocado'])
> > > string data

0 aardvark

1 artichokel

bl np.nan

3 avocado

dtype: object

>> > string data.isnull ()

0 False
& False
2 False
< False

dtype: bool
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print 'The quick brown fox' , 'jumps over' , 'the lazy dog'

| | N A

The quick brown fox:jumps over:the lazy dog
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>>> sl

set([1, 2, 3])
set([2, 3, 4)
>>> slss2

set ([2, 3])

>>> sl |s2

set([1, 2, 3, 4])

b2 2 Vs
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>>> data= DataFrame ([[1., 6.5, 3], [1.,n3, NA],
[na, N3, NA], [NB, 6.5, 3.]])
>> > cleaned = data.dropna ()
>>> data
0 1 2
0 1 6.5 3
1 1 NaN NaN
2 NaN NaN NaN
3NaN 6.5 3
>> > cleaned
® 1 2
01 6.5 3
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>>> print 300
300
>> > print 100 + 200
300
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> > > s.remove (4)
>>> s

set([1, 2, 3])
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> > > from numpy import nan as NA
>> > data= Series([1, N3, 3.5, Na, 7])
> > > data.dropna ()

0 1.0
2 35
4 7.0

dtype: float64
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> > > print 'hello, world"'
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>>> a= 'abc'

>> > a.replace('a’, 'A')
'Abc’

>>> a

'abc'
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>>> data[4] = WA
> > > data
0 1 2 4
0 1 6.5 3NaN
1 1 NaN NaNNaN
2NaN NaN NaN NaN
3NaN 6.5 3NaN
> > > data.dropna(axis= 1,how= 'all')
B 1 2
[ -
1 1 NaNDNaN
2NaN NaN NaN
3NaN 6.5 3
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>> > print 'The quick brown fox', 'jumps over', 'the lazy dog'

The quick brown fox jumps over the lazy dog
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>>> a=['c', 'b', 'a']
>>> a.sort()

S>> a

[0ad, "9, deo]]
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>> > data.dropna (how= 'all’)
0 1 2

0 1 6.5 3

1 1 NaN NaN

3NaN 6.5 3
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> > > name

'Michael’
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def < B#A> < BEK>) :
< &K tk>
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> > df.fillna(0)

0 1 2
-0.904724 0.000000 0.000000
-0.378840 0.000000 0.000000
0.781048 0.000000 0.000000
0.514541 0.000000 0.351562
1.348453 0.000000 1.880726
0.624153 0.120450 -1.332436
-0.174811 -1.265515 -1.250462
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>> > print name

Michael





OEBPS/Image00104.jpg
>>> a= 'abc'

>>> b

a.replace('a’, 'A")
>>> b

TAbc!

=52 a

'abc'
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v

v

v

>> df =

DataFrame (np.random.randn(7,3))

>> df.ix[: 4, 1] = NA; df.ix[: 2, 2] = NA

> > df
0 1 2
-0.904724 NaN NaN
-0.378840 NaN NaN
0.781048 NaN NaN
0.514541 NaN 0.351562
1.348453 NaN 1.880726
0.624153 0.120450 -1.332436
-0.174811 -1.265515 -1.250462
> > df.dropna(thresh= 3)
0 1 2

0.624153 0.120450 -1.332436
-0.174811 -1.265515 -1.250462
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>>> s= set([1, 2, 3])
>>> s

set ([1, 2, 3])
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>>> frame2['debt'] = 16.5

> > > frame2

year state pop debt

one 2000 Ohio
two 2001 Ohio
three 2002 Ohio
four 2001 Nevada
five 2002 Nevada

135
ed
3.6
2.4
2.9

16.5
16.5
16.5
16.5
16.5
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>>> frame2.ix['three']
year 2002

state Ohio

pop 3.6

debt NaN

Name: three, dtype: object
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a= 'ABC'

a= 'XYz'
print b
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>> > name = raw_input ()

Michael
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inta= 123; # a REHKXDEXE
a= "ABC";  #R: THEFHERLSEDEE
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10
x+ 2
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a= 123# aREH
print a
a= 'ABC' ¥ a RAFHSE

print a
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>>> cmp(l, 2)
=

>>> cmp(2, 1)
>>> cmp(3, 3)
0
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85

243
329
330

datal (np.abs (data)> 3) .any(1)]

o 2
.483437
~195156
.068036
.000150
.469683

0
857962

1
1.017440
-0.735042
=3 233323
-1.092467
-2.310040
0.128768

2

.039026
.155426
.337759
.414946
.222452
.126502

3

.378126
.698104
.284414
.090199
.742012
.225041
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>>> abs('a')
Traceback (most recent call last):
File "< stdin> ", line 1, in < module>

TypeError: bad operand type for abs(): 'str’
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>>> col= data[3]

> > > collnp.abs(col)> 3]
1 3.378126

5 -3.698104

243 3.090199

584 -3.244981

794 -3.544038

Name: 3, dtype: float64
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> > > not True
False
> > > not False

True
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>>> float('12.34")
12.34

>>> str(1.23)
T2

> > > unicode (100)
u'100"

> > > bool (1)

True

> > > bool('')

False
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vV VoV Vv

(ARVARY,
vV vV Vv

>

from pandas import Series,DataFrame

import pandas as pd

import numpy as np

data

pd.DataFrame ({'kl': ['one'] * 3+ ['two'] * 4,

s [, i, 2, 3, 3, & A1)
>> > data

oG e w N o

k1
one
one
one
two
two
two

two

k2

S T R
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ARG H AR AT,
if age > = 18:

print 'adult’
else:

print 'teenager'
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>>> int('123")
123
> > > int(12.34)
12
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389
411
584
671
743
794

.141155
.240302
.416366
.305300
.336261
.830599

.130720
.329769
.657131
.334314
.626837
.322770

.660727
.319821
.436082
.587367
.401527
.230506

.587133
.410837
.244981
.341079
.131063
.544038
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> > > True or True

True
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def my_abs (x) :
if x> = 0:
return x
else:

return - x
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0w N o

> > data.drop_duplicates ()
Kkl k2

one
one

two

s W e

two
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> > > True or False
True
> > > False or False

False





OEBPS/Image00113.jpg
>>> a= abs# %#atfiabs @&
>>> a(-1) # FAGTUAD a I abs & #
1





OEBPS/Image00234.jpg
> > data.duplicated()

True

dtype: bool
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>> > True
True
> > > False
False
>>> 3> 2
True
b g - T

False
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if age > = 18:

pass
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> > > True and True
True

> > > True and False
False

> > > False and False

False
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def nop () :

pass
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v v

Vo owsewne o

> > datal'vl'] = range(7)
> > data

k1 k2 vl
one 1 0
one 1 1
one 2 2
two 3 3
two 3 4
two 4 5
two 4 6

> > data.drop_duplicates (['k1'])
kl k2 vl
one 1 0
two 3 3
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>> df. fillna({1: 0.5, 3: = 1})

0

-0.904724
-0.378840

0.
0.
b S
0.

781048
514541
348453
624153

-0.174811

1 ps
0.500000 NaN
0.500000 NaN
0.500000 NaN

0.500000 0.351562
0.500000 1.880726
0.120450 -1.332436
-1.265515 -1.250462
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>>> abs(l, 2)
Traceback (most recent call last):
File "< stdin> ", line 1, in < module>

TypeError: abs () takes exactly one argument (2 given)





OEBPS/Image00229.jpg
> > > data

DataFrame (np.random.randn (1000,4))

> > > data.describe ()

count
mean
std
min
25%
50%
75%

max

1000.
.076941
.024274
.336261
.609018
.087107
.782658
.240302

0
000000

1000.
0.
i

=3
=03
0.
0.
3

1
000000
006147
001736
233323
716616
018356
720469
334314

2

.000000
.040711
.974840
.930594
.715161
.040635
.630926
.126502

3

.000000
.019527
.019180
.698104
.671820
.055973
.661356
.378126
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> > > abs (100)
100

>>> abs (- 20)
20

> > > abs(12.34)
12.34
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>> > data= Series([1., Na, 3.5, Na, 7])
> > > data.fillna(data.mean ())

0 1.000000
1 3.833333
2 3.500000
3 3.833333
4 7.000000

dtype: float64
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>>> print "\\\t\\'
\ \

>>> print r'\\\e\\"
WEW
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for < fE¥%E> in rang(Nl, N2, N3)
< fEHK>
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>>> print '''linel
. line2
. line3'"

linel

line2

line3
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for < EHXE> in < FFl>
< B>
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('title"))

ws

ws

ws

ws

ws

ws.write (n+ 2, 6, u'fEF K")

.write (n+ 2, 7, Post_time[i].text)
.write (n+ 2, 8, Post_reply num[i].text)

.write (n+ 2, 9, Post_browse num[i].text)

.write (n+ 2, 10, Post_last_reply time[i].text)

.write (n+ 2, 11, Post_last_reply time[i].get_attribute

n+ 1

wb.save('$ s % s.x1s'% (key word,datetime.strftime (datetime.now (),
"% y- $m- % d- % H- % M- % S")))

browser.quit ()
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total
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>>> print 'I\'mok.’

I'mok.

>>> print 'I\'m learning\nPython.'
I'm learning

Python.

>> > print "\\\n\\"

\

\
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for i in range (1, 10,3):
print (i)

print ('The for loop is over' )
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Fle Edit Shel Debug Options Windows
7.2 (defauln, Jun 30 2014,

Pychon
sz
Type "copyright",

ey

43) [MSC v.1500 32 bit (Intel)] en win 4

"credits® or "license(}" for more informavicn.
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Traceback (most recent call last):
File "test.py", line 3, in < module>
dict = {['Name']: 'zara', 'Age': 7};

TypeError: list objects are unhashable
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# - * - coding: cp936 - * -
import xlwt

import time

from datetime import *

from lxml import *

import lxml.html

import requests

import lxml.html as H

from xlut import *

from lxml import etree

wbl = xlwt.Workbook (encoding= 'gbk')
wsl = wbl.add sheet ("HhA%")
try:

key items= ["fik"]
for a in range (0,len(key items)):

key word= key items[a]

n=0
style0

num_format_str

xlwt.easyxf ('font: name SimSun, color- index red, boldon',
'# ,# #0.00")

stylel = xlwt.easyxf (num format_str= 'M/D/Y h: mm')

f= Font ()

f.underline= Font.UNDERLINE DOUBLE

f£.colour_index= 4
h_style= XFStyle()
h_style.font= £

wbl = xlwt.Workbook (encoding= 'gbk')

wb = xlwt.Workbook (encoding= 'gbk')
# sheetIndex= 2
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> > > db.Account. find () .sort ([ ("UserName", pymongo . ASCENDING) ,
("Email", pymongo .DESCENDING) ])
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7 = X/(a/ 1)
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&Matplotlib

some other
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FRNE il it
radiansdict, clear () HBRT SN BT TR
radiansdict, copy () 3B [ — 5 Sy B3
cadiansdict, fromkeys TIPS seq 1P IER MET S0 B val Sy 73BT A7 S04 R
(Ll
radiansdict. get(key. default=None) R [ 5E B 7 (U FE T SR ] default fi
radiansdict, has_key(key) A LR E T dict LR ] True. 8 MIE [ False
radiansdict. items() AR [0 T3 7 ) 4 {F) TE41 ¥kl
radiansdict. keysO LAS 2R oA~ S A7 )
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post_link doc.xpath ('//* [@ id= "forum 30"]/tbody
[starts- with(@ id,"normalthread")]/tr/td[@ class= "icn"]/a')

Post_author doc.xpath ('//* [@ id= "forum 30"]/tbody
[starts- with(@ id,"normalthread")]/tr/td[2]/cite/a/text()")

Post_time = tree.xpath ('//* [@ id= "forum_30"]/
tbody[ starts- with (@ id,"normalthread”)]/tr/td[2]/font|//* [@ id= "forum_
30"]/tbodylstarts- with(@ id, "normalthread”)]/tr/td[2]/em’)

Post_reply num doc.xpath('//* [@ id= "forum 30"]/tbody
[starts- with(@ id,"normalthread”)]/tr/td[@ class= "num"]/a/text()')

Post_browse_num = doc.xpath ('//* [@ id= "forum_30"]/
tbody[ starts- with(@ id, "normalthread"”)]/tr/td@ class= "num"]/em/text ()')

Post_last reply ID = doc.xpath('//* [@ id= "forum 30"]/tbody
[starts- with(@ id,"normalthread")]/tr/td[4]/cite/a/text()")

Post_last reply time = tree.xpath('//* [@ id= "forum 30"]/

tbody[ starts- with (@ id,"normalthread”)]/tr/td[4]/em/a’)

for i in range (0, len(Post_title)):
if key word in (Post_title[i].encode('gbk')):

ws.write (n+ 2, 0, Post_title[i].encode ('gbk'))

ws.write(nt 2, 1, (m) )

ws.write(n+ 2, 2, (i+ 1))

post_link excel= '"http://bbs.pcpop.com/% s"'% post_

link[i].values ()[0]

ws.write (n+ 2,3, Formula ('HYPERLINK (% s;"Link")' % post_
link_excel),h_style)

ws.write (n+ , Post_author[i].encode ('gbk'))

, Post_time[1i].text)

ws.write (nt
ws.write (n+ Post_reply num[i].encode ('gbk'))
ws.write (n+ , Post_browse_num[i].encode ('gbk'))

, Post_last_reply ID[i].encode ('gbk'))

ws.write (n+

MR RN R
© ® o,

ws.write (n+ , Post_last reply time[i].text)

n=nt+ 1
print n

print "done"
wsl.write(0,0,"#i# ")
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# BN KM B, ttest_ind A T I B A t # % 4 (independent samples t

test).pandas £ Z il #| '€ # DataFrame
# - * - coding: utf- 8- * -
from scipy.stats import ttest_ind

import pandas as pd
# EREENEF - TRELHER data HEXT)

df = pd.read excel (u'data/fh B A t B H4E .x1s', 'data’)
print df.head ()

# /il DataFrame #y— M KM bt o 26 1 4 4
print df[df['group']== 1] # ffk group= 1 WK 1E

t BOAERMNEERRHARYEE scorer LRTAER . RNT UL A FHBE 14
#y scoreA 1 2 41Hy scoreh, RIAT t 1

A= dffaf['group'] = = 1]['scorer'] # & —4 serise

B= df[df['group'] = = 2]['scoreA'] # P4 —4 Serise

print ttest ind(a, B)
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TR R i &
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str(dict) At TIATTEP ) TR e 2R

type(variable) IR A 25 BT AR R TSR 7 S
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ws = wb.add sheet ("% s % s"% (key word,date.today()))
wsl = wbl.add_sheet (u"HkA%")

ws.write (0, 0, datetime.now(), stylel)
" TR, style0)

, "ETFHRER", style0)
 "ETHA", style0)

0
ws.write (1, 0
il
2
ws.write (1, 3, " FHE", style0)
4
5
6
7

ws.write (1,

ws.write (1,

" FEF", style0)

, "HEFRBEREY, style0)
, "EFEEHK", styleo)
ws.write (1, 7, "HF ¥ H", style0)
ws.write (1, 8, "#FE 4 ID", style0)
ws.write(l, 9, "W FEAME", style0)
ws.col (0) .width = 15000
ws.col (1) .width = 4000

ws.col (2) .width = 5000

ws.col (3) .width = 3000
ws.col (4) .width = 3000

ws.col (5) .width = 3000

ws.col (6) .width = 3000

ws.col(7) .width = 5000
ws.col (8) .width = 4000

ws.col(9) .width = 4000
ws.col (10) .width = 5000

ws.write (1,

ws.write (1,

ws.write (1,

for m in range (1,4):

content= requests.get ("http://bbs.pcpop.com/forum- 30- % d.
html"$ m)
doc = H.document_fromstring (content.text)

tree = etree.HTML(content.text)

Post_title doc.xpath ('//* [@ id= "forum 30"]/tbody
[starts- with(@ id,"normalthread")]/tr/th[1]/ale class= "xst"]/text()')
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if < >
< if B>
else :
< else %>
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# - * - coding: utf- 8 - * -
import selenium

from selenium import webdriver
import xlwt

from datetime import datetime
from lxml import *

from xlut import *

import lxml.html

import time

from datetime import *

key items= [u"ftik"]
for a in range (0,len (key_items)):
key_word= key_items[a]
n=0
style0 = xlwt.easyxf ('font: name SimSun, color- index red, bold on',num_
format_str= "# ,# # 0.00")
stylel = xlwt.easyxf (num_format str= 'M/D/Y h: mm')
f= Font()
f.underline= Font.UNDERLINE DOUBLE
f.colour_index= 4
h_style= XFStyle ()
h_style.font= £
wb = xlwt.Workbook (encoding= 'gb18030')
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4.2)
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TN EI % i &

radiansdict. setdefault(key: default=None) : ji;if‘“ BURATBEAET TR ST RIS

radiansdict, update(dict2) BT dict2 R/ fED4 SR £ diet B
radiansdict, values() LS4 (017 S 9 AT (L
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wsl.write (0,1, 'BATEH®")

wb.save ("M i# % s % s.x1s'% (key_word, datetime.strftime (datetime.
now(),"% y- $m- % d- % H- & M- & S")))

wbl.save ("R A& .xls')

except:
wsl.write (0,0, '#iH ")

wsl.write (0,1, '"BATEH® ")
wbl.save ("RA& %K .xls')
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# o REA A E F B8 scoren £ scoreB 7 b, fif % $45 #y B & fm £ scoreB 81T
A= df[df['group'] = = 1][['scorea’], ['scoreB']]
B= df[df['group'] = = 2][['scorea'], ['scoreB']]

# AFEER ttest_ind RAFAKEFTLEF N, WRAZRER AT ZTF.TU
% E equal var= False, TEHME—TEHMERLERGER

print ttest_ind (A, B, equal var= True)

print ttest_ind (A, B, equal var= False)

# Jil levene test B AAKEN T EF . RBHERF R p> 0. 05 UTUAAFT£R
H%n.

from scipy.stats import levene

A= df[df['group']= = 1][ 'scorea']

B= df[df[ 'group']= = 2][ 'scoreB']

print levene (&,B)
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while i< 10:
print i

i=i+ 1
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Post _title type link= browser.find elements by xpath ('//* [@ id=
"JLazyList"]/li[starts- with(@ class,"c£")]/div(@ class= "bfc"]/span/a[1]')

Post_title= browser.find elements by xpath('//* [@ id= "JLazyList"]/
li[starts- with (@ class,"cf")]/div[2]/span/a[2]")

Post _author = browser. find _elements _by _xpath ('//* [@ id=
"JLazyList"]/li[starts- with(@ class,"c£")]/div[2]/div/span(1]/a’)

Post_link= browser.find elements_by xpath('//* [@ id= "JLazyList"]/
li[starts- with (@ class,"cf")]/div[@ class= "bfc"]/span/a[2]')

Post_time= browser.find elements by xpath('//* [@ id= "JLazyList"]/
li[starts- with (@ class,"c£")]/div[2]/div[@ class= "topic- info"]/span[@
class= "time"]')

Post _browse num=  browser. find_elements by xpath ('//* [@ id=
"JLazyList"]/li[starts—- with (@ class,"cf")]/div[@ class= "bfc"]/div[@
class= "topic- info"]/span[@ class= "view"]/em')

Post _reply num=  browser. find_elements by xpath ('//* [@ id=
"JLazyList"]/li[starts- with (@ class,"cf")]/div[@ class= "bfc"]/div[@
class= "topic- info"]/span[@ class= "reply"]/em')

Post_last reply time= browser.find elements by xpath ('//* [@ id=
"JLazyList"]/li[starts- with (@ class,"cf")]/div[@ class= "bfc"]/div[@

class= "topic- info"]/span([@ class= "last- reply"]"')

for i in range (0, len(Post_title)):
if key word in (Post_title[i].text):
ws.write(n+ 2, 0, Post_title type[i].text)
a= '"% s"'% Post_title type link[i].get attribute('href')

ws.write (ot 2, 1, Formula ("HYPERLINK (% s;"1ink")' % a),h style)
ws.write(n+ 2, 2, Post_title[i].get_attribute('title'))
ws.write(n+ 2, 3,1)

ws.write(n+ 2, 4, (i+ 1))

b= '"% s"'% Post_link[i].get attribute('href')

ws.write (ot 2, 5, Formula ('HYPERLINK (% s;"Link")' % b),h style)
try:

ws.write(n+ 2, 6, Post_author[i].text)

except IndexError:
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while < %#> .
< fEF >
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# sheetIndex= 2
ws = wb.add _sheet ("% s % s"% (key word,date.today()),cell overwrite ok
= True)

ws.write (0, datetime.now (), stylel)

u"iEFEAY, style0)
u"f FRAHEE", style0)
W FARA", styleQ)
u"EFHAER", style0)

0,

ws.write(l, 0,
1,
2,
3,

ws.write(l, 4, u"ti FH 4", style0)
5,
6,
7,
8,
9,

ws.write (1,
ws.write (1,

ws.write (1,

u'fh FHE", style0)
u"iE FHEH", style0)

u"t F AR, style0)
u"t FELH", style0)
ws.write(l, 9, u"fE F# L& ", style0)
ws.write (1, 10, u"# FE 4 ID", style0)
ws.write (1, 11, u"# FE LM H", style0)
ws.col(0).width = 5000
ws.col(1).width = 4000

ws.urite (L,
ws.urite (L,
ws.urite(l,

ws.write (1,

ws.col(2). 25000
ws.col(3). 3000
ws.col (4). 3000
ws.col(5). 3000
ws.col (6). 3000

ws.col(7).width = 5000
ws.col(8).width = 4000
ws.col(9).width = 4000
ws.col(10) .width = 5000
ws.col(1l) .width = 7000
ws.col(12) .width = 7000

browser = webdriver.PhantomJs ()
browser.get ("http://itbbs.pconline.com.cn/diy/£300118. html? qq- pf-
to= pcqq.group”)

# R FRERE
Post _title type=  browser. find elements by xpath ('//* [@ id=

"JLazyList"]/li[starts- with(@ class,"cf")]/div[@ class= "bfc"]/span/a[l]')
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# AT R B
# - * - coding: utf- 8- * -
from pyvttbl.stats import ChiSquarelway

# Z#1 chiSqurelway % %
cs= ChiSquarelway ()

# BAFTRBWRRMNARA A S K X FRNERRX—FIRELFREHY,
LA AR TS

es.run(l1,2,3,2,2,2,2])

print (cs)

# B RAMANFEANSHLT U S ARK NP EE
cs.run([17,19,18,20,32,201],expected= [10,10,10,10,10,102])

print (cs)

# X FER RN TG F o7 RERAAE o5 .
print’\nchisq'
print cs['chisq']
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error of y: 0.00568756699607
error of h: 0.354083287918
fmin_powell

error of y: 0.000116114709857
error of h: 0.000258897894009

fmin_cg

error of y: 0.000111220299615
error of h: 0.000211404733439
fmin bfgs

error of y: 0.000111220251551
error of h: 0.000211405138529
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>>> key= [1, 2, 3]
>>> dlkey] = 'alist'
Traceback (most recent call last):

File "< stdin> ", line 1, in < module>

TypeError: unhashable type: 'list'
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>>> d.pop('Bob’)
75

P |

{'Michael': 95, 'Tracy': 85}
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>>> frame2[ 'state']

one Ohio
two Ohio
three Ohio
four Nevada
five Nevada

Name: state, dtype:

object





OEBPS/Image00088.jpg
names = [ 'Michael', 'Bob', 'Tracy']
scores = [95, 75, 85]
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>>> s= series([1,2,3.0,'abc'])

S22 8

0 i 6
1 2
2 3
3 abcct

dtype: obje
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The for loop is over
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> > > frompandas import Series,DataFrame
>> > import pandas as pd

>> > import numpy as np
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>>> dl'Adam'] = 67
>>> dl'adam']
67
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>>> s.name = 'a series'
>> > s.index.name = 'the_index'
>>> s

the_index

a 1
b 3
x 5
Yy 7

Name: a_series, dtype: int64
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>>> d= {'Michael': 95, 'Bob': 75, 'Tracy’: 85}
>>> d['Michael’]
95
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>>> s= Series(data=[1,3,5,7],index= ['a’,'b','x",'y'])
>>> s.index

Index([u'a', u'b', u'x', u'y'], dtype= 'object')

>>> s.values

array([1, 3, 5, 7], dtype= int64)
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>>> d['Thomas']
Traceback (most recent call last):
File "< stdin> ", line 1, in < module>

KeyError: 'Thomas’'
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>>> frame

pop state year
5  Ohio 2000
7  Ohio 2001
.6  Ohio 2002
4 Nevada 2001
9 Nevada 2002

& W N E o
NN W R e
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# R i B4R LA T LB B AR

g= df[ 'group'].unique () # & "% —{i

print g

args= []

for i in list(g):

= i]['value'])

agrs.append (df[d£[ 'group']
£,p= stats.f oneway (* args)

print £,p

# pandas " EHH 7 R

# % Statsmodels A UA CRMEELTMER

import statsmodels.api as sm

from statsmodels.formula.api import ols

moore= sm.datasets.get_rdataset ("Moore","car",

cache= True)

data= moore.data

data= data.rename (columns= {"partner.status":
"partner_status"})

moore_lm = ols('conformity ~ C(fcategory,Sum)* C(partner_status,Sum)',

data= data ) .fit ()
table= sm.stats.anova_lm(moore_lm, typ= 2)

print table
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>>> dl'Jack'] = %
>>> d['Jack']

90

>>> dl'Jack'] = 88
>>> d['Jack']

88
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data = {'state': ['Ohio', 'Ohio', 'Ohio', 'Nevada', 'Nevada'],
'year': [2000, 2001, 2002, 2001, 2002],
'pop': [1.5, 1.7, 3.6, 2.4, 2.9]}

frame = DataFrame (data)
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# FIAAE R AR

# - * - coding: utf- 8- * -
from scipy import stats
import pandas as pd

import numpy as np

# B BB RAE text XHH  REFARE A ZARELER/F

# 5 ¥ header= None % By & # 48 5 3 % A 17 . names & # 3 & 7l ¥ 4 1
# # 4% # & C:\python27\python\data\B X T

f£Path= 'C:\\python27\\python\\data\\# B % 7 % 2 #f # 4% . txt"
df= pd.read_csv(fPath,header= None,names= [ 'value', 'group'])
print df

# HESMEAREF growp I AMERTRERETRNA
di= df[df[ 'group’ 1]['value']
d2= df[df[ 'group’ 2]['value']
d3= df[df[ 'group']= = 3]['value']

# > args %
args= [d1,d2,d3]

# % % #AT levene test
# WRp AT 0.05. REEFEFF
w,p= stats.levene (* args)
1if p< 0.05:
print u'#4: Levene Test B R F £ FBREFREL (p= % .26)' % p

# I ELME
£,p= stats.f _oneway (* args)
print £,p
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>>> d.get('Thomas’)
>> > d.get('Thomas', - 1)
-1
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> > > frame2 = DataFrame(data, columns= ['year', 'state', 'pop', 'debt'],
index= ['one', 'two', 'three', 'four', 'five'])
>> > frame2
year state pop debt
one 2000 Ohio 1.5 NaN
two 2001  Ohio 1.7 NaN
three 2002  Ohio 3.6 NaN
four 2001 Nevada 2.4 NaN
five 2002 Nevada 2.9 NaN
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> > > 'Thomas' ind

False
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& W N F o

> > DataFrame (data, columns= ['year', 'state’, 'pop'])
year state pop
2000  Ohio 1.5
2001  Ohio 1.7
2002  oOhio 3.6
2001 Nevada 2.4
2002 Nevada 2.9
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C:\Python2.7> python dict.py
mail of zhang larry@ wall.org

mail of 1lily 1ily@ ruby- lang.org
province of 1ily 1ily@ ruby- lang.org
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# RZE B EHAT
db.commit ()
except:
# W BB B BT
db.rollback ()
# RS EE R
db.close ()
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>>> a= a.repeat (5, axis= 1)

S22 a

array(([o, o, 0, 0, o],
[10, 10, 10, 10, 10],
[20, 20, 20, 20, 20],
[30, 30, 30, 30, 30],
[40, 40, 40, 40, 40],

[s0, 50, 50, 50, 501])
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# use of dictionaries

# filename: dict.py

addressl = ('zhang' : 'larry@ wall.org’,
'wang' : 'wang@ wall.org’',
'1ily' : '1ily@ ruby- lang.org',
'sam' : 'sam@ hotmail.com'
}
print ('mail of zhang',addressl1['zhang'])

address2 = {'zhang' :['larry@ wall.org','shaanxi'],
'wang' : ['wang@ wall.org', 'beijing'],
'lily' : ['1ily@ ruby- lang.org’,'shanghai'],
'sam' :['sam@ hotmail.com', 'hubei']
}
print ('mail of 1ily',address2['1ily'][0])
print ('province of 1ily',address2['1ily'][0])
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# - * - coding: UTF- 8 - * —
import MySQLdb
# AT A EE
db = MySQLdb.connect ("localhost", "testuser", "test123", "TESTDB" )
# A cursor () 7 KB fF A7
cursor = db.cursor ()
# SQL #AEH
sql = """INSERT INTO EMPLOYEE (FIRST_NAME,
LAST NAME, AGE, SEX, INCOME)
VALUES ('Mac', 'Mohan', 20, 'M', 2000)"""
try:
# AT sql EH

cursor.execute (sql)
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>>> b.shape=1, 5
>>> b
array ([[o, 1, 2, 3, 41])
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dictl= { 'abc': 456 }
dict2= { 'abc': 123, 98.6: 37 }
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# ATHER
print "fname= % s,lname= % s,age= % d,sex= % s,income= % d" 3 \
(fname, lname, age, sex, income )
except:
print "Error: unable to fecth data"”
# RUSAEEERE
db.close()
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ST/ A B/
di=(} ETH
d2={"class"; 'jianhuan"" year'; 2011} AT S
3= {"xjtu’; {"class’: 'huagong".' year': ' 2011 '}} THORE
@[ class 7. d3[" xjtu'] " class ] HeHe b R
@2, keysO) HHEFI R
2. valuesO HAHA SR
len(d2) R IL K IE
@[ year 7=2020 RN B T S (L
del d2['year ] IR
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import MySQLdb
# AT R R
db = MySQLdb.connect ("localhost"”, "testuser”, "test123", "TESTDB" )
# WA cursor () 7 K AR W AT
cursor = db.cursor ()
# SoL EiiEA
sql = "SELECT * FROM EMPLOYEE \
WHERE INCOME > '$ d'" % (1000)

try:

# AT soLiEA

cursor.execute (sql)

# RBFTAIE R &

results = cursor.fetchall ()

for row in results:

fname = row[0]

row[1]
age = row[2]

lname =

sex = row[3]

income = row[4]
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>>> x, y= np.ogrid[0: 5,0:

>>> x
array([[0],
[11,
2,
LA,
[a1D
S>>y
array([[o, 1, 2, 3, 41])

5]
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dict = ('Name': 'zara', 'Age': 7, 'Class': 'First'}
print "dict[ 'Name']: ", dict['Name']
", dict['Age']

print "dict[ 'Age
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>>> t= np.sin(x,x)

>>> x

array([ 0.00000000e+00, 6.42787610e-01, 9.84807753e-01,
8.66025404e-01, 3.42020143e-01, -3.42020143e-01,
-8.66025404e-01, =-9.84807753e-01, =-6.42787610e-01,
-2.44929360e-16])

>>> id(t) = = id(x)

True
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L SRS 2008

ax.scatter (X_train[: , 0], X train[: , 1], c= y train, cmap= cm bright)

# AFRKE R

ax.scatter (X _test[:, 0], X_test[:, 1], c= y_test, cmap= cm_bright,
alpha= 0.6)

#RE x iy e E

ax.set_xlim(xx.min (), xx.max())

ax.set_ylim(yy.min(), yy.max())

4 RE x Ay HEE

ax.set_xticks (())

ax.set_yticks (())

i+=1

# B EAMER R Rk R R

for name, clf in zip(names, classifiers):
ax = plt.subplot(len(datasets), len(classifiers) + 1, i)
clf.fit (X train, y train)
score = clf.score (X test, y_test) # iFH#A 5%

# BHAKAR A RRNFEN R E—AAFTA-AFECID
% = clf.predict_proba(np.c_[xx.ravel(), yy.ravel 0)[: , 1]
# Put the result into a color plot

Z = Z.reshape (xx.shape)

ax.contourf (xx, yy, Z, cmap= cm, alpha= .8)

L SRS 3008

ax.scatter (X_train[: , 0], X train[: , 1], c= y_train, cmap= cm bright)
#AERINEE PR

ax.scatter (X_test[: , 0], Xx_test[: , 1], c= y_test, cmap= cm_

bright,alpha= 0.6)

ax.set_xlim(xx.min (), xx.max())

ax.set_ylim(yy.min(), yy.max())

ax.set_xticks (())

ax.set_yticks (())

ax.set_title(name)
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# EENETARIEHEE S
ax.text (xx.max() - .3, yy.min() + .3, ('3 .2f'% score).lstrip('0'),

size= 15, horizontalalignment= 'right')

f igure.subplots_adjust (left= .02, right= .98)
plt.show ()
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BRSNS il it
list. append (obj) AEF)EA I3 4
list, count(obj) SETHRA TR F B
list. extend(seq) AEFEAE—WHEIIN 53 — A TF 5 b ) 2 (FLOT BT 2™ R TR 195140
list. index(obj) IR A R — A PC R 5 i
list. insert(index. obj) AR RITAT He
list. popCobj=list[—11) BRI 19— ICR BRUIRIG — D IEH) I FLR TR
list. remove(obj) BBERFI A P RA LS — A PC R
list. reverse() FAnEIE T S
list. sort([func]) X FFIAGEATHET
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import MySQLdb
¥ TR EEE
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>>> a= np.arange (0,4)
>>> a

array([o, 1, 2, 3])

>>> b= np.arange(1,5)
>>>b

array([1, 2, 3, 4])

>>> np.add(a,b)

sz (i, 3, 5, 7))

>>> np.add(a,b,a)
array([1, 3, 5, 7])

222 A

array([1, 3, 5, 7])
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kNN_DTree NBayes.py

4 -

* - coding: utf- 8 - * -

import numpy as np

import matplotlib.pyplot as plt

from matplotlib.colors import ListedColormap

from
from
from
from
from
from

from

sklearn
sklearn
sklearn
sklearn
sklearn
sklearn

sklearn

.cross_validation import train test_split
.preprocessing import StandardScaler
.datasets import make moons, make_circles
.datasets import make_classification
.neighbors import KNeighborsClassifier
.tree import DecisionTreeClassifier

.naive_bayes import GaussianNB
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import MySQLdb
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import time
import math

import numpy as np

x= [i* 0.001 for i in xrange (1000000) ]

start = time.clock()

VVVVVY
VVVVVY
VVVVVY

for i, t in enumerate (x):
x[i] = math.sin(t)

>> > print "math.sin: "

math.sin: 39.5185178495

>>> x= [i* 0.001 for i in xrange (1000000)]

>>> x= np.array(x)

, time.clock() - start

>> > start = time.clock()

>>> np.sin(x,x)

array ([ 0. , 0.001 , 0.002 ..., 0.82518868,
0.82575313, 0.82631675])

> > > print "numpy.sin: ", time.clock() - start

numpy.sin: 12.7409717863

# MR

# math.sin: 39.5185178495
# numpy.sin: 12.7409717863
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h .02

names = ["Nearest Neighbors", "Decision Tree", "Naive Bayes"]
classifiers = [

KNeighborsClassifier(3),

DecisionTreeClassifier (max_depth= 5),

GaussianNB ()]

#ERZBHHENBRER

X, y= make_classification(n_features= 2,n_redundant= 0, n_informative= 2,
random state= 1, n_clusters_per class= 1)

rng = np.random.RandomState (2)

X+ = 2* rng.uniform(size= X.shape)

linearly separable = (X, y)

datasets = [make moons (noise= 0.3, random state= 0),
make_circles (noise= 0.2, factor= 0.5, random state= 1),

linearly separable

]

figure = plt.figure(figsize= (18, 6))

i=1

for ds in datasets:
# REHE REAELE S AR RERI AL RKE S 302
X, y= ds
X = StandardScaler().fit_transform(X)
X train, X test, y train, y test = train test split(X, y, test size= .3)
x min, x max = X[:, 0J.min() - .5, x[: , 0].max () + .5
ymin, y max = X[:, 1].min() - .5, x[: , 1].max () + .5
xx, yy = np.meshgrid(np.arange (x min, x max, h),

np.arange (y_min, y max, h))

# B RSB RER

cm= plt.cm.RdBu

cm_bright = ListedColormap (['# FF0000', '# 0000FF'])
ax = plt.subplot (len (datasets), len(classifiers) + 1, i)
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C:\Python2.71> python tuple.py
Number of flowers in the garden is 6
flower 2 is rose

flower 1 is Bird of Paradise
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Database version : 5.0.45
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>>> a= np.arange (0, 60, 10).reshape(- 1, 1)
S5 @
array([[ 0],
[10],
[20],
[30],
[40],
[s0]])
>> > a.shape
(6, 1)
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1/(l+e )
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# use of tuple

# filename: tuple.py

garden= ("Bird of Paradise","rose","tulip", "lotus", "olive", "Sunflower")
print ('Number of flowers in the garden is', len(garden))

im 2;

print ('flower',i,'is',garden[i- 1])

new_garden = ('Phlox', 'Peach Blossom', garden)

im 1;

print ('flower',i,'is',garden[i- 1])
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db = MySQLdb.connect ("localhost”, "testuser", "test123", "TESTDB" )
# WA cursor () # KB fF A7

cursor = db.cursor ()

# A execute 77 % AT SOL 4

cursor.execute ("SELECT VERSION () ")

# A fetchone () FHERM— L HEE.
data = cursor.fetchone()

print "Database version : ¥ s " % data

# RV EE B
db.close ()
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x1+ x2 add(x1, x2 [, y])

= x1- x2 subtract (x1, x2 [, y])
= x1* x2 multiply (x1, x2 [, y])
= x1/x2 divide (x1, x2 [, yl), RSty T F K B 40, 76 4 B K BR &
= x1/x2 true divide (x1, x2[, y]), &
= x1//x2 floor divide (x1, x2 [, y]), %2t [ 5%

3 A T

- x negative (x [,y])

= x1* * x2  power (x1, x2 [, y])
= x1% x2 remainder (x1, x2 [, y]), mod(x1, x2, [, y])
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hg(2) = g(07x) = (5.24)

14
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# - * - coding: UTF- 8 - * -
import MySQLdb
¥ NFREEEE EEHREREREABR
db = MySQLdb.connect ("localhost", "testuser", "test123", "TESTDB" )
# BA cursor () F KU 1k A7
cursor = db.cursor ()
# WREERCEFAEMA execute () HEMBR X,
cursor.execute ("DROP TABLE IF EXISTS EMPLOYEE")
# flEHEE soL iEH
sql = """CREATE TABLE EMPLOYEE (
FIRST NAME CHAR(20) NOT NULL,
LAST NAME CHAR(20),
AGE INT,
SEX CHAR (1),
INCOME FLOAT ) """
cursor.execute (sql)
# KA EERE
db.close ()
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>>>c=a+ b

S5 @

array([o, 1, 2, 3,
@), 4, 12, 13,
20, 2, 22, 23,
20, 31, 38, 39,
[40, 41, 42, 43,
[s0, 51, 52, 53,

>>> c.shape

(6, 5)

4],
14],
24],
34],
44],
54]])
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Neares: Neghtors Decision Tree Naive Bayes

Noaros” Naghtiors Dectsio oo

Noaros: Naightiors Decision Tree






OEBPS/Image00060.jpg
TIO ZETeAl

T2=(2011,) H— e

T3= (2011, 2, 9, 19, 54) 5T EHOTAL RE1 5 0 -4

T4= ('sun',('mon","tue ", wed ")) A TEAL

3L T4 AT 2, TALILIM N e
T3Li: i1 DB 1

Len(T3) SROTAM K IE

T3+ T4 kil
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# It KAE 0 4% 3% 4 conn T8 cursor () 7 % R Gl & AR,

cur = conn.cursor ()

# HEILHAF cur B execute () FE T UE N sql 154 . #it execute () F EHF 5
N sql 4 R K EHRTHRE.

cur.execute ("create table student (id int.name varchar (20),class varchar
(30) ,age varchar (10)) ")

# cur.close() % H¥#iF

cur.close ()

# conn.commit () FHERKEY EMBRFEEFEN A RERLAEARNFT % F
MHEEFLBEENBA.

conn. commit ()

# Conn.close () X H % E#%

conn.close ()
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>>> b= np.arange (0, 5)
)

array([o, 1, 2, 3, 4])

>> > b.shape

(5,)
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(5.23)
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dict = {'Name': 'Zara', 'Age 'Manni'}

print "dict['Name']: ", dict['Name']

7, 'Name
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> > > db.Account.find () .count ()

> > > db.Account.find ({"UserName": "keyword"}) .count ()
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ynAE yWEB R M- LTREFHER
x0 A R x WA

def convolve_func (h):

& yn- x (* ) h # power
fmin 4§38 1 7 5 4 b power /A

return np.sum((yn - np.convolve(x, h))* * 2)

# WA fmin &8, M x0 HAWIEME

h0 = fminfunc(convolve_func, x0)

print fminfunc. name

# Wl x (*)hof yznmax’mi
print "error of y: ", np.sum( (np.convolve (x, h0)~ y)* * 2)/np.sum(y* * 2)
# il ho A1 h 2 E B AR RHR £
print "error of h: ", np.sum((h0- h)* * 2)/np.sum(h* * 2)
print

def test_n (m, n, nscale):

ML % x, b, y, yn, x0 % %5 AR & fmin @ H KB
mA x 8 KE, n A h KK, nscale A FHHBE
x = np.random.rand (m)
= np.random.rand (n)
y = np.convolve (x, h)

y + np.random.rand (len(y)) * nscale

np.random. rand (n)

test_fmin_convolve (opt.fmin, x, h, y, yn, x0)
test_fmin_convolve (opt.fmin_powell, x, h, y, yn, x0)
test_fmin_convolve (opt.fmin_cg, x, h, y, yn, x0)

test_fmin_convolve (opt.fmin_bfgs, x, h, y, yn, x0)

if _name = " _main_":

test_n (200, 20, 0.1)





OEBPS/Image00073.jpg
dict['Age']:
Traceback (most recent call last):
File "test.py", line 8, in < module>
print "dict['Age']: ", dict['Age'];
TypeError: 'type' object is unsubscriptable
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> > > for item in db.Account.find():

item

> > > for item in db.Account.find({"UserName": "1ibing"}):

item["UserName"]
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# - * - coding: utf- 8 - * —
4 REFHAM tnin BRREREBEL

import scipy.optimize as opt

import numpy as np

def test_fmin_convolve (fminfunc, x, h, y, yn, x0):

x (*)h=y, (*)RFER
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dict = {['Name']: 'zara', 'Age': 7}
print "dict[ 'Name']: ", dict['Name']
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time
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dict[ 'Name Manni
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> > > db.Account.find() .sort ("UserName") # BiAHFF
> > > db.Account.find() .sort ("UserName",pymongo.ASCENDING)  # # /&
> > > db.Account.find() .sort ("UserName",pymongo.DESCENDING) # K
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fname= Mac, lname= Mohan, age= 20, sex= M, income= 2000
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import numpy as np
from enthought .mayavi import mlab

x, y= np.ogrid[- 2: 2: 203, - 2: 2: 203]

z= x* np.exp(- X* * 2 - y* * 2)

pl = mlab.surf (x, y, z, warp_scale= "auto")
mlab.axes (xlabel= 'x', ylabel= 'y', zlabel= 'z')
mlab.outline (pl)

mlab.show ()
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L = [[Pyad = [[P i =11ap% A—=P (y; =1 ] 2" (5.29)
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>>> x, y= np.ogrid[0: 1: 43, 0: 1: 33]
>5>5> x
array([[ 0. s
[ 0.33333333],
[ 0.66666667],
[ 1D
>>> y
array([[ 0., 0.5, 1.1





OEBPS/Image00431.jpg
>
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dict = {'Name': 'Zara', 'Age': 7, 'Class': 'First'}

print "dict['Alice']: ", dict['Alice']
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& =g

conn . ChatRoom

connl 'ChatRoom"]
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S = Dy — fG T “@n
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0 = argmax L(0) (5.27)
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dict['Name'
dict['Age’

Zara
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from pymongo import MongoClient
conn = MongoClient.Connection (host= '127.0.0.1",port= 27017)
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P(y;s x) =P ( 12 =Py, =1 ]z (5.28)
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dict = {'Name': 'Zara', 'Age': 7, 'Class': 'First'}
dict['Age'] = 8; # update existing entry
dict['School'] = "DPS School"; # Add new entry
print "dict['Age']: ", dict['Age']

print "dict['School']: ", dict['School']
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db.collection_names ()
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def residuals(p, y, x):

LRHEx, yPUSERLEHZ.p ANGFERAMAK

return y - func(x, p)

x = np.linspace(0, - 2* np.pi, 100)

A, k, theta= 10, 0.34, np.pi/6 # EZHKEHBKEHK

y0 = func(x, [A, k, theta]) ¥ HEHHE

yl= y0+ 2* np.random.randn(len(x)) # MWA%RFZ/EHERHE

po=[7,0.2,0] # H#—KEANEHMESHK

W leastsq #ATHEM S

residuals ¥t 1% £ & B &

PO A MAS KM

args A FENA M LB HE

plsq = leastsq(residuals, p0, args= (yl, x))

* % o=

print u"EEAHK: ", [a, k, theta]
print u"#l & %% ", plsqlo] + ERBENSENSH

pl.plot (x, y0, label= u"X ZHHE™)

pl.plot (x, yl, label= u"# % & i LI &K ")
pl.plot (x, func(x, plsq[0]), label= u"#il & ##E")
pl.legend()

pl.show ()
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dict['Alice']:

Traceback (most recent call last):
File "test.py", line 4, in < module>
print "dict['Alice']: ", dict['Alice']
KeyError: 'Alice’[/code]
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account = db.Account
=
account = db["Account"]
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# - * - coding: utf- 8 - * -
import numpy as np
from scipy.optimize import leastsq

import pylab as pl

def func(x, p):

A A BT

##: A* sin(2* pi* k* x + theta)

A, k, theta= p
return A* np.sin (2* np.pi* k* x+ theta)
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> > from scipy.io import wavfile
> > from matplotlib.pyplot import specgram
> > import matplotlib.pyplot as plt

> > frommatplotlib.figure import Figure

ERX AR FHERAXMERFEREGXARFRELE ALBEY ~ B

> > sample rate, X = wavfile.read (r'~ \\genres\\blues\\blues.00000.wav')
> > p= specgram(X, Fs= sample rate, xextent= (0,30)) # %% HE

> > plt.xlabel ("time")

> > plt.ylabel ("frequency")

> > plt.show()
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dict = {'Name': 'Zara', 'Age': 7, 'Class':

del dict['Name']; # MERH#Z 'Name' B4 H
dict.clear () # EEREHLFALE

del dict # MR R

print "dict['Age']: ", dict['Age']

print "dict['School']: ", dict['School']

e
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> > > db.Account.find one({}, {"UserName": 1,"Email": 1})

{u'UserName': u'libing', u'_id': ObjectId ('4ded95c3b7780a774a099b7c"),
u'Email’: u'libing@ 35.cn’'}

> > > db.Account.find_one ({}, {"UserName": 1,"Email": 1,"_id": 0})

{u'UserName': u'libing', u'Email': u'libing@ 35.cn'}
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dict['Age']: 8
dict['School']: DPS School
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db.Account.find_one ()

db.Account.find_one ({"UserName": "keyword"})
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>>> HEAH.[10, 0.34000000000000002, 0.52359877559829882]
>>> 4% HK: [- 9.84152775, 0.33829767, - 2.68899335]
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>> > from sklearn import metrics

>> > from sklearn.linear model import LogisticRegression
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curl - XPOST http://localhost: 9200/myindex/share/ mapping - d'
{

"share": {
D il
"analyzer": "ik"
b
"properties": {
"content": {
"type" : "string",
"boost" : 8.0,

"term vector" : "with positions_offsets",
"analyzer" : "ik",

"include_in all" : true

3
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>>> 1r clf = LogisticRegression()

>> > lr clf.fit(X_train, y_train)

# MR map VW A SR ARMNEXNER F-ANASRHNFI K X test,
# A8 LT for I, T BUALEM R E T —AMEAT 0 EERE

>> > 1r pre = map (lambda x: 1r_clf.predict (x)[0],X _test)
>> > print(metrics.classification report(y test,lr pre,

k.

arget_names= genre list))

precision  recall £l- score support
classical 0.70 0.80 0.74 20
country 0.27 0.12 0.17 24
jazz 0.34 0.62 0.44 16
metal 0.29 0.21 0.24 24
pop 0.38 0.19 0.25 16
rock 0.16 0.25 0.19 20
avg / total 0.35 035 0.33 120

> > > from sklearn.neighbors import NearestNeighbors
> >> neigh = NearestNeighbors (n_neighbors= 1)
> > > neigh.fit (X _train)
>> > knn_pre = map (lambda x : y_train[neigh. kneighbors (x, return_
distance= False)[0][0]], X test)
> > > print(metrics.classification report (y_test, knn pre, target names=

genre_list))

precision  recall fl- score support
classical 0.95 1.00 0.98 20
country 0.47 0.38 0.42 24
jazz 0.59 0.81 0.68 16
metal 0.52 0.50 0.51 24
pop 0.75 0.19 0.30 16
rock 0.32 0.50 0.39 20

avg / total 0.59 0.56 0.55 120
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curl 'http://localhost: 9200/myindex/_analyze? analyzer= ik&pretty=
true' - d '

{ "text": "R AE") (K cygwin HE T L EREMRERD.
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import re, math, collections, itertools, os
import nltk, nltk.classify.util, nltk.metrics
from nltk.classify import NaiveBayesClassifier
from nltk.metrics import BigramAssocMeasures

from nltk.probability import FreqDist, ConditionalFreqDist

# REXHHE
POLARITY DATA DIR = os.path.join('polarityData', 'rt- polaritydata')
RT_POLARITY_ POS_FILE = os.path.join (POLARITY DATA DIR, 'rt- polarity-

pos.txt')
RT_POLARITY NEG_FILE

os.path. join (POLARITY DATA DIR, 'rt- polarity-
neg.txt')

# T 88 Bk — AMPAE S8 5 O A A AT B
def evaluate_features (feature select):
posFeatures = []

negFeatures = []
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print ("Completeness: % 0.3f" & metrics.completeness_score (labels, km.

labels_))
print (" V- measure: % 0.3f£" % metrics.v _measure _score (labels,

km.labels ))

print ("Adjusted Rand- Index: % .3f£"$ metrics.adjusted rand _score
(labels, km.labels ))

print ("Silhouette Coefficient: % 0.3£"% metrics.silhouette_score (X,
km.labels_, sample_size= 1000))

print ()

i £ not opts.use_hashing:

print ("Top terms per cluster: ")

if opts.n_components:

original space centroids = svd.inverse transform(km.cluster centers )

order_centroids = original space centroids.argsort()[: , : : - 1]
else:
order centroids = km.cluster centers_.argsort()[:, : : - 1]

terms = vectorizer.get feature names ()# it i & % W4 4E T
for i in range (true k):
print ("Cluster $ d: "% i, end= ''")
for ind in order_centroids[i, : 10]:
print(' % s'% terms[ind], end= '")
print ()
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# EX-—ALHEBHK.F10HEFYFABELHE-—KEL
> > > def plotSpec(g,n):

.wav")

VVVVVVVVVVYVY
VVVVVVVVYVVVYVY
VVVVVVVVVVYVY

sample rate, X = wavfile.read ("~ /genres/"+ g+ "/"+ g+ "."+ n

specgram (X, Fs= sample_rate, xextent= (0,30))
plt.title(g)
Figure (figsize= (10, 4), dpi= 80, facecolor= 'u', edgecolor= 'k')

plt.
plt.
plt.
plt.
plt.
plt.
plt.
plt.
plt.
.subplot (5,2, 10) ; plotSpec ("rock", "00001")
plt.
plt.

plt

subplot (5,2,1) ;plotSpec ("blues","00001")
subplot (5,2,2) ;plotSpec ("classical”, "00001")
subplot (5,2, 3) ;plotSpec ("country", "00001")
subplot (5,2, 4) ; plotSpec ("disco™, "00001")
subplot (5,2, 5) ; plotSpec ("hiphop”, "00001")
subplot (5,2, 6) ;plotSpec ("jazz", "00001")
subplot (5,2, 7) ; plotSpec ("metal™, "00001")
subplot (5,2, 8) ; plotSpec ("pop", "00001")
subplot (5,2, 9) ;plotSpec ("reggae”, "00001")

tight_layout (pad= 0.1, w_pad= 0, h_pad= 0.3)
show ()
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Top terms per cluster:
Cluster 0: henry toronto alaska access digex zoo pat spencer aurora space
Cluster 1: space nasa gov com sgi caltech shuttle livesey keith article

Cluster 2: graphics university com image thanks posting ac computer host nntp

Cluster 3: god com people sandvik jesus don article say christian think
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>>> x=[]

>>> yv=[]

>> > for g ingenre list:
for n in range (100):
sl Ve fhersuine /e ey Wolie @i () ozl (G)4r  WofEEHE Yomyeng
fft _features = np.load(rad)

X.append (£ft_features) # WAFEHKIEFEE K4 P
Y.append (genre_list.index(g))
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using all words as features

train on 7996 instances, test on 2666 instances

accuracy: 0.773068267067

pos precision: 0.787066246057

pos recall: 0.748687171793

neg precision: 0.760371959943

neg recall: 0.797449362341

Most Informative Features
engrossing =
quiet =

mediocre =

absorbing

portrait

refreshing

inventive

flaws

triumph

refreshingly

True
True
True
True
True
True
True
True
True

True
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pos :
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pos :
pos :
pos :
pos :
pos :
pos :

pos :

neg
neg
pos
neg
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=

=

> > import random

HALAER 80% By B4R 0 4

> > randomIndex= random.sample (range (len(Y)), int (len(Y)* 8/10))
>> X train= [J;y train= [];X test = [J;y_test =[]

A5 B AL A B 3K 45 2B 7 08 B B o

> > for i in range(len(¥)):

if i in randomIndex:

else:

X_train.append (x[1])
y_train.append (Y[i])

X_test.append (x[1])
y_test.append (¥[i])
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> > > import numpy as np
> > > import scipy
> > > def create_fft(g,n):
rad= "~ /genres/"+ gt "/"+ g+ "."+ str(n) .z£ill (5)+ ".wav"
sample_rate, X = wavfile.read(rad)
fft_features = abs(scipy.fft(x)[: 1000]) # MHEs%#
sad= "~ /trainset/"+ g+ "."+ str(n).zfill(5)+ ".fft"
np.save (sad, fft_features) # #f¥% trainset X#¥k ¥
> > > genre list = ["blues”, "classical”, "country", "disco", "hiphop"

"jazz", "metal”, "

Bt oo e
>> > for g in genre_list:
for n in range (100) :

create_£ft (g,n)
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# HHFEREAT KRG YA BAEFANFI X LW pos KA neg
with open (RT_POLARITY POS FILE, 'r') as posSentences:
for i in posSentences:
re.findall (" [\w'l+ |[.,!2;]", i.rstrip())

posiords

posWords = [feature_select (posWords), 'pos']
posFeatures.append (posWords)
with open (RT_POLARITY NEG_FILE, 'r') as negSentences:
for i in negSentences:
negWords = re.findall (r"[\w']+ |[.,!?;]", i.rstrip())
negWords = [feature select (negWords), 'neg']

negFeatures.append (negWords)

# HEIAMBEENNFE /A EANRE

posCutoff = int (math.floor (len(posFeatures)* 3/4))

negCutoff = int(math.floor (len(negFeatures)* 3/4))

trainFeatures = posFeatures[: posCutoff] + negFeatures|[: negCutoff]
testFeatures = posFeatures[posCutoff: ] + negFeatures [negCutoff: ]

# R JUot SR A AT

classifier = NaiveBayesClassifier.train(trainFeatures)

# X referenceSets fd testSets
referenceSets = collections.defaultdict (set)
testSets = collections.defaultdict (set)

# L EHARIE #94 F R % referencesSets, Ml M4 testsets
fori, (features, label) in enumerate (testFeatures):
referenceSets[label].add (i)
predicted = classifier.classify(features)
testSets[predicted] .add (i)

# ATE AR AR KR TR S KR

print 'trainon % dinstances, teston% d instances'$ (len(trainFeatures),
len (testFeatures))

print 'accuracy: ', nltk.classify.util.accuracy(classifier, testFeatures)

print 'pos precision: ', nltk.metrics.precision (referenceSets('pos'],
testSets['pos'])
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> > > genre _list = [ "classical", "country", " jazz", "metal",

pop", "rock"]





OEBPS/Image00562.jpg
print 'pos recall: ', nltk.metrics. recall (referenceSets [’ pos '],

testSets['pos'])
print 'neg precision: '

testSets['neg'])

, nltk.metrics.precision (referenceSets['neg'],

print 'neg recall: ', nltk.metrics. recall (referenceSets ['neg '],

testSets['neg'])

classifier.show most informative features(10)

6 R FAT B8E A AE  ERAL
def make_full dict (words):

return dict ([ (word, True) for word in words])

F R A REAT RS
print 'using all words as features'

evaluate_features (make_full dict)





OEBPS/Image00455.jpg





OEBPS/Image00576.jpg
w o v s

make the bash profile take effect immediately
source /etc/profile
test

java - version





OEBPS/Image00456.jpg
. R BIB9S FP-trce,

b RPAEAI AR FP-tree ALK At B FUSUIOOHT FP-tree % ok 4 5100 & — B,

e SN FP-trce Hy70t . JCEMI IR 1 5L & — SRR L REHOR EAS T 4L 2 S5 009
T SR






OEBPS/Image00449.jpg
True class

confusion matrix : LR confusion matrix : KNN

dassical Q 3 1 1 2 dlassical
country| 0 3 5 1 country
- > 8 1 3 5|, e
e o ) ) 3 3 2 pop,
- 1 1m0 9 [ b o
dessical ouny ez melal  pep  mock dassical country iz melal  pop

Predicted class Fredicted class





OEBPS/Image00570.jpg
’type’: u’string’,
"indexAnalyzer":"ik",
"searchAnalyzer":"ik",

"term_vector" : "with_positions_offsets"},

M OEX KRG FES

conn. indices.put_mapping ("test- type", {’properties’:mapping},
[INDEX NAME]) # # % 5| file %/ 31 & X # mapping
self.addIndex (conn,root)
conn.default_indices= [INDEX NAME] # REBRAZT
conn.indices.refresh()
def addIndex (self,conn, root) :
print root
for root, dirnames, filenames in os.walk(root):
for filename in filenames:
if not filename.endswith(’.txt’):

continue

try:
path= os.path.join (root, £ilename)
file= open (path)
contents = file.read().decode(’gb2312")
file.close()
if len(contents) > 0:

conn. index ({’name’: filename, ’dirpath’: root,
content’:contents},INDEX NAME, test- type’)

else:
print 'no contents in file % s’,path
except Exception,e:

print e

IndexFiles ("E:\\filedoc’)
conn = ES(’127.0.0.1:9200’, timeout= 3.5)
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sq= QueryStringQuery (u’ K %%, content’)
h= HighLighter ([’< b> ’], [’< /b> ’], fragment size= 100)# EH XX &
K AREEFHXERS

s= Search(sq, highlight= h)
s.add highlight ("content™)

results= conn.search(s,indices= ’file’,doc_types= 'test- type’)# HEH %

Eil w4 HmEG XA

list= []
for r in results:
if (r._meta.highlight.has_key("content")):
r[’content’]= r. meta.highlight [u"content"] [0]
list.append (r)
print r[’name’]

print r[’content’]

print "number of docment:"+ str(len(list))
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>>> from sklearn.metrics import confusion matrix
>>> 1lr cm= confusion matrix(y_test, lr pre) # 6% LRB&&EM
>>> knn_cm= confusion matrix(y test, knn_pre) # fI# kNN B &
> > > def plotCM(cm, title,colorbarOn, givenAX) :
ncm= cm/float (cm.max () )
plt.matshow (ncm, fignum= False, cmap= 'Blues’, vmin= 0, vmax= 1.0)
if givenAX= = "";
ax= plt.axes ()
else:
ax = givenAX
ax.set_xticks(range(len(genre list)))
ax.set_xticklabels (genre_list)
ax.xaxis.set_ticks_position ("bottom")
ax.set_yticks(range (len(genre list)))
ax.set_yticklabels (genre_list)
plt.title (title,size= 12)
if colorbarOn= = "on":
plt.colorbar ()
plt.xlabel ('Predicted class')
plt.ylabel ('True class')
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¥ "hits": {
“total™: 1,
"max_score”: 0.61370564,
w “hits™: [
{

" "myindex”,
share”,

61370564,
SRR S PR AR A R AEEHML”

3
¥ "highlight”: {
¥ “content”; [
" <tag 1 >PERE </tag LIRS REEE SRR A R HIERR L™
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for i in range (cm.shape[0]) :
for j in range (cm.shape[1]) :

plt.text (i,j,cmli,j], size= 15)

plt.figure(figsize= (20, 10))

figl= plt.subplot(l,2, 1)

plotCM(1lr_cm, "confusion matrix : LR", "off", figl.axes)
fig2= plt.subplot(l,2, 2)

plotCM(knn_cm, "confusion matrix : KNN", "off", £ig2.axes)
plt.show ()
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# - * - coding:utf- 8- * -
import os

import sys

from pyes import *

INDEX NAME= 'file’

class IndexFiles (cbject) :
def _init_(self,root):
conn = ES(’127.0.0.1:9200’, timeout= 3.5) # #%# ES
try:
conn.indices.delete index (INDEX NAME)
except:
pass
conn.indices.create_index (INDEX NAME)

mapping = {u’content’: {’boost’: 1.0,
’index’: ’analyzed’,
’store’: ’yes’,

type’: u’string’,
"indexAnalyzer":"ik",
"searchAnalyzer":"ik",
"term_vector" : "with positions_offsets"},
u’name’: {’boost’: 1.0,
’index’: ’analyzed’,
’store’: 'yes’,
’type’: u’string’,
"indexAnalyzer":"ik",

"searchAnalyzer":"ik",

"term vector" : "with positions_offsets"},
u’dirpath’: {’boost’: 1.0,
’index’: ’analyzed’,

’store’: 'yes’,
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# download the JDK

yum search openjdk- devel

sudo yum install java- 1.7.0- openjdk- devel.x86_64
/usr/sbin/alternatives - - config java

/usr/sbin/alternatives - - config javac
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sudo vim /etc/profile

# add the following lines at the end

export JAVA HOME= /usr/lib/jvm/java- 1.7.0- openjdk- 1.7.0.19.x86_64
export JRE_HOME= $ JAVA HOME/jre

export PATH= $ PATH: $ JAVA HOME/bin

export CLASSPATH= .: $ JAVA HOME/lib/dt.jar: $ JAVA HOME/lib/tools.jar

# save and exit vim
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E:\filedoc
test3.txt

<b> HR%< /b> HHTRKRETEZFHERPMARTHERL

number of docment:1
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curl - XPOST http://localhost:9200/myindex/share/ search - d’
{

"query” : { "term" : { "content" : "R RK%" }},
"highlight" : {
"pre_tags" : ["< tagl> ", "< tag2> "],
"post_tags" : ["< /tagl> ", "< /tag2> "],
"fields" : {

"content™ : {}
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from sklearn.feature_extraction.text import CountVectorizer

cv = CountVectorizer ()
train_counts = cv.fit_transform(newsgroups_train.data)

train_counts.shape
(11314, 130107)





OEBPS/Image00546.jpg
from sklearn.feature_extraction.text import TfidfTransformer
tf_transformer = TfidfTransformer () .fit (train_counts)

train tf= tf transformer.transform(train_counts)
train_tf.shape

(11314, 130107)
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newsgroups_train.filenames.shape
(11314,)

newsgroups_train.target.shape

(11314,)

newsgroups_train.target[: 10]

array(C7, 4, 4, 1, 14, 16,13, 3, 2, 4])
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ng_train= fetch 20newsgroups (subset= 'train', categories= ['sci.med'])

ng_train.filenames.shape
(594,)
ngl_train = fetch_20newsgroups (subset= 'train', categories= ['alt.
atheism', 'comp.graphics', 'misc.forsale'])
ngl_train.filenames.shape
(1649,)
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sim(Q, D) = cos(d, D) & 0.08
sim(Q. Dy) = cos( @ . Dy) & 0.825

sim(Q. Dy) = cos( @, DY) & 0,327
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def calculateSimilar (docs):

otopWords) ;

similarities

for doc in docs:

topWords = DocHelper.docTopNWords (doc, 20)

[8]

for odoc in docs:

otopWords = DocHelper .docTopNWords (odoc, 20)
words = WordUtils.mergeAndRemoveRepeat (topWords,

vl = DocHelper.docWordsVector (doc, words)
v2 = DocHelper.docWordsVector (odoc, words)
cosine = DistanceUtils.cosine (vl,v2)

similarity = DocSimilarity()
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from sklearn.datasets import fetch 20newsgroups
newsgroups_train = fetch 20newsgroups (subset= 'train')
newsgroups_test = fetch 20newsgroups (subset= 'test')
from pprint import pprint

pprint (list (newsgroups_train.target names))
['alt.atheism',

'comp.graphics ',

'comp.os.ms- windows.misc’,

'comp. sys.ibm.pc.hardware’,

'comp . sys.mac.hardware',

' comp. windows.x',

'misc.forsale’,

'rec.autos',

'rec.motorcycles',

'rec.sport.baseball’,

'rec.sport.hockey',

'sci.crypt',

'sci.electronics',

'sci.med’,

'sci.space’,

'soc.religion.christian’,
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'talk.politics.guns',
'talk.politics.mideast’,
'talk.politics.misc’,

'talk.religion.misc']
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similarity.setNamel (doc.getName ())
similarity.setName2 (odoc.getName ())
similarity.setVectorl (vl)
similarity.setVector2 (v2)
similarity.setCosine (cosine)
similarities.append(similarity)

doc.setSimilarities(similarities)
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X = vectorizer.fit transform(dataset.data)

print("done in % £s" % (time() - t0))
print ("n_samples: $ d, n_features: $ d" & X.shape)
print ()

i f opts.n_components:
print ("Performing dimensionality reduction using LSA")
t0 = time()
# ¥ LsA/SvD #y & RHLE AL
svd = TruncatedSVD(opts.n_components)
normalizer = Normalizer (copy= False)
1sa = make pipeline(svd, normalizer)

X = lsa.fit_transform(X)

print ("done in % fs" % (time() - tO0))
explained variance = svd.explained variance ratio_.sum()
print ( " Explained variance of the SVD step: ( }% ". format (int
(explained variance * 100)))
print ()
# FHRE

if opts.minibatch:
km = MiniBatchKMeans (n_clusters= true_k, init= 'k- means+ + ', n_
init= 1,init_size= 1000, batch_size= 1000, verbose= opts.verbose)
else:

km = KMeans (n_clusters= true_k, init= 'k- means+ + ', max_iter=

100, n_init= 1,verbose= opts.verbose)

print("Clustering sparse data with % s" % km)
t0 = time ()

km. £it (X)

print("done in % 0.3fs" & (time() - t0))
print ()

print("Homogeneity: % 0.3£" % metrics.homogeneity_score (labels, km.
labels_))
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# coding= utf- 8

from _future import print_function

from sklearn.datasets import fetch 20newsgroups

from sklearn.decomposition import TruncatedSVD

from sklearn. feature_extraction.text import TfidfVectorizer

from sklearn.feature_extraction.text import HashingVectorizer

from sklearn. feature_extraction.text import TfidfTransformer

from sklearn.pipeline import make_pipeline

from sklearn.preprocessing import Normalizer

from sklearn import metrics

from sklearn.cluster import KMeans, MiniBatchKMeans

import logging

from optparse import OptionParser

import sys

from time import time

import numpy as np

# BT HATEEK

op = OptionParser ()

op.add_option ("- - lsa",dest= "n_components", type= "int", help= "
Preprocess documents with latent semantic analysis.")

op.add_option ("~ - no- minibatch", action= "store_false", dest= "
minibatch", default= True,help= "Use ordinary k- means algorithm (in batch
mode) .")

op.add_option ("~ - no- idf",action= "store_false", dest= "use_idf",

default = True, help

" Disable Inverse Document Frequency feature

weighting.")
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op.add _option ("~ - use- hashing",action= "store_true", default= False,
help= "Use a hashing feature vectorizer")

op.add_option ("- - n- features", type= int, default= 10000, help=
"Maximum number of features (dimensions)"™ to extract from text.")
op.add_option ("- - verbose",action= "store_true", dest= "verbose",

default= False,help= "Print progress reports inside k- means algorithm.")
print(_doc_)
op.print_help ()
(opts, args) = op.parse_args ()
if len(args) > 0:

op.error ("this script takes no arguments.")
sys.exit (1)

# AT AT EKEET TRB S REE

categories = [ 'alt.atheism’, 'talk. religion.misc', ' comp. graphics
', 'sci.space',]

print (categories) # i REE

dataset = fetch_20newsgroups (subset= 'all', categories= categories,
shuffle= True, random state= 42)

print ("% d documents"” %

len(dataset.data)) # #f i 545 % & & TR H
print ("% d categories" % len(dataset.target names))# fi it 4% % 8y £ 5 %K

labels = dataset.target

true k = np.unique(labels).shape[0]# &% E ki
t0 = time()

# £l TfidfVectorizer 1 HashingVectorizer A 45 ME M B 77 3%
if opts.use_hashing:

if opts.use idf:

hasher = HashingVectorizer (n_features= opts.n_features, stop_

words= 'english', non negative= True,norm= None, binary= False)

vectorizer = make pipeline (hasher, TfidfTransformer ())

else:

vectorizer =

HashingVectorizer (n_features= opts.n_features,
stop_words= 'english',non_negative= False, norm= '12',binary= False)
else:

vectorizer = TfidfVectorizer (max_df= 0.5, max_features= opts.n_

features,min_df= 2, stop_words= 'english', use idf= opts.use_idf)
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from sklearn.feature_extraction.text import TfidfVectorizer

cats = ['alt.atheism', 'talk.religion.misc']

newsgroups_train = fetch 20newsgroups (subset= 'train’, categories= cats)

newsgroups _test = fetch_20newsgroups (subset= 'test', categories=
cats)

tv = TfidfVectorizer ()

train vector = tv.fit_transform(newsgroups_train.data)

tv2 = TfidfVectorizer (vocabulary = tv.vocabulary )

test_vector = tv2.fit_transform(newsgroups_test.data)

train_vector.shape

(11314, 130107)

test_vector.shape

(570, 18089)
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from sklearn.datasets import fetch 20newsgroups_vectorized
train_vector0 = fetch 20newsgroups_vectorized(subset= 'train')
test_vector0 = fetch 20newsgroups_vectorized (subset= 'test')
train_vector0.data.shape

(11314, 130107)

test_vector0.data.shape

(7532, 130107)
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tv = TfidfTransformer ()

train tfidf = tv.fit_transform(train_counts)
train_tfidf.shape

(11314, 130107)
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pred= clf.predict (test_vector)
print (metrics. classification _report (newsgroups _test. target, pred,

target_names= newsgroups_test.target_names))

precision  recall f1- score support
0.68 0.99  0.81 319

alt.atheism
0.41 0.58 251

talk.religion.misc 0.96

avg / total 0.80 0.73 0.70 570
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from sklearn.naive_bayes import MultinomialNB
from sklearn import metrics

clf = MultinomialNB()

clf.fit(train vector,newsgroups_train.target)

MultinomialNB(alpha= 1.0, class_prior= None, fit_prior= True)
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from sklearn.feature_extraction.text import TfidfTransformer
tv = TfidfTransformer (use_idf= False).fit (train_counts)
docs_new = ['God is love', 'OpenGL on the GPU is fast']

cv = CountVectorizer ()

train_counts = cv.fit_transform(newsgroups_train.data)
new_counts = cv.transform(docs_new)

new_tfidf = tv.transform(new_counts)

predicted = clf.predict (new tfidf)

for doc, category in zip (docs_new, predicted):

print('$ r=> % s'$% (doc, newsgroups_train.target names[category]))

'God is love' = > soc.religion.christian

'OpenGL on the GPU is fast' = > comp.graphics
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import codecs
from math import sqrt
users = ("Angelica”: ("Blues Traveler": 3.5, "Broken Bells": 2.0, "Norah
Jones": 4.5, "Phoenix": 5.0, "Slightly Stoopid": 1.5, "The Strokes": 2.5,
"Vampire Weekend": 2.0},
"Bill". ("Blues Traveler": 2.0, "Broken Bells": 3.5, "Deadmau5":
4.0, "Phoenix": 2.0, "Slightly Stoopid": 3.5, "Vampire Weekend": 3.0},
"Chan": ("Blues Traveler": 5.0, "Broken Bells": 1.0, "Deadmau5":
1.0, "Norah Jones”: 3.0, "Phoenix": 5, "Slightly Stoopid": 1.0},
"Dan": ("Blues Traveler": 3.0, "Broken Bells": 4.0, "Deadmau5":
4.5, "Phoenix": 3.0, "Slightly Stoopid”: 4.5, "The Strokes": 4.0, "Vampire
Weekend": 2.0},

"Hailey": {"Broken Bells": 4.0, "Deadmau5": 1.0, "Norah Jones":
4.0, "The Strokes": 4.0, "Vampire Weekend": 1.0},
"Jordyn": {"Broken Bells": 4.5, "Deadmau5": 4.0, "Norah Jones":

5.0, "Phoenix": 5.0, "Slightly Stoopid": 4.5, "The Strokes": 4.0, "Vampire
Weekend": 4.0},

"Sam": {"Blues Traveler": 5.0, "Broken Bells": 2.0, "Norah
Jones": 3.0, "Phoenix": 5.0, "Slightly Stoopid™: 4.0, "The Strokes": 5.0},

" Veronica": {"Blues Traveler”: 3.0, "Norah Jones": 5.0,
"Phoenix": 4.0, "Slightly Stoopid”: 2.5, "The Strokes": 3.0}

}
# TS BRI IEH

def pearson (ratel,rate2) :
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[
o

sum_xy
sum_x= 0
sum_y= 0
sum_x2= 0
sum_y2= 0
n=0
for key in ratel:
if key in rate2:
nt+ =1
x= ratellkey]
y= rate2[ key]
sum xy + = x* y
sum x + = x
sum y+ =y
sum x2 + = x* x
sum_y2 + = y* y
#HHER
ifn==10,
return 0
else:
sx= sqrt (sum_x2- (pow (sum x,2)/n))
sy= sqrt (sum_y2- (pow(sum_y,2)/n))
if sx< > 0 and sy< > 0:
denominator= (sum xy- sum x* sum_y/n)/sx/sy
else:
denominator= 0
return denominator
# B SR IR A
def computeNearestNeighbor (username,users):
distances = []
for key in users:
if key< > username:
distance = pearson (users[username],users[key])
distances.append((distance, key))
distances.sort ()

return distances
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# HATEFE
def recommend (username, users) :
+ RBRER P LT
nearest = computeNearestNeighbor (username,users)[0][1]
recommendations = []
# BERILH P R ET R
neighborRatings = users[nearest]
for key in neighborRatings:
if not key in users[username]:
recommendations.append ((key, neighborRatings[key]))
recommendations.sort (key= lambda rat: rat[1], reverse= True)

return recommendations
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recommend ('Sam', users)
[ ('Deadmau5', 4.0), ('Vampire Weekend', 3.0)]
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{'PSY': {'PSY': 0, 'Taylor Swift's 2, 'Whitney Houston': 2},
'Taylor Swift': {'PSY': 2, 'Taylor Swift': 0, 'Whitney Houston': 2},

'Whitney Houston': {'PSY': 2, 'Taylor Swift': 2, 'Whitney Houston': 0}}

Devation: ('PSY': {'PSY': 0, 'Taylor Swift': - 2.0, 'Whitney Houston':
- 0.75}, 'Taylor Swift': {'PSY': 2.0, 'Taylor Swift': 0, 'Whitney Houston':
1.0}, 'Whitney Houston': {'PSY': 0.75, 'Taylor Swift': - 1.0, 'Whitney
Houston': 0}}

Count: {'PSY': {'PSY': 0, 'Taylor Swift': 2, 'Whitney Houston': 2},
'Taylor Swift': {'PSY': 2, 'Taylor Swift': 0, 'Whitney Houston': 2}, 'Whitney
Houston': {'PSY': 2, 'Taylor Swift': 2, 'Whitney Houston': 0}}

2.6875





OEBPS/Image00649.jpg
# - * - coding: cp936 - * -

from math import sqrt

# R P 3 — S i 1R A R B

users = {"Amy": {"Taylor Swift": 4, "PSY": 3, "Whitney Houston": 4},
"Ben": {"Taylor Swift": 5, "PSY": 2},
"Clara": {"PSY": 3.5, "Whitney Houston": 4},

"Daisy": {"Taylor Swift": 5, "Whitney Houston": 3}}
def computeDevation (data) :
count = (H# £ HHFEHIAH
dev= (}# HHABEYHEFE M FLEME
# 4 EREANH P HEBIES
for ratings in data.values():
for (item, rating) in ratings.items():

# count = 0

#dev= 0

count.setdefault (item, {})
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dev.setdefault (item, {})
for (item2, rating2) in ratings.items(): # HATHHK
if item2 ! = item: # TR EHEMIFLEME
count[item].setdefault (item2,0)
dev[item].setdefault (item2, 0.0)
count[item][item2] + = 1
dev[item][item2] + = rating - rating2
else:  HFEY
count[item][item2] = 0
dev[item][item2] = 0.0
print count
for (item, ratings) in dev.items():
for item2 in ratings:
if count[item][item2] ! = 0:
ratings[item2] /= count[item][item2]
else:
ratings[item2] = 0
return dev, count
# A
def slopeOneRecommendations (data, deviations, count, user, band):
if dataluser].get (band) < > None:
return data[user][band]
itemPrediction = 0
totalFrequency = 0
for key in data[user]:
if key ! = band:
itemPrediction + = (dataluser][key] + deviations[band]
[key]) * count[band][key]
totalFrequency + = count[band][key]
itemPrediction /= totalFrequency
return itemPrediction

d,c = computeDevation (users)

print "Devation: ",d

print "Count: ",c

predict HOU Ben = slopeOneRecommendations (users, d,c. "Ben", "Whitney
Houston")

print predict HOU Ben





