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  译者序


  深度学习开始被关注的标志性事件，就是一个采用深度卷积神经网络的模型AlexNet在2012年ImageNet图像识别大赛上获得冠军。自此，深度学习这门技术在机器视觉领域开始大规模应用。如今，采用深度学习的图像识别AI算法在识别精度上已经超过人眼的精度，我们日常生活中的扫脸支付也基于深度学习强大的图像特征提取能力。尽管深度学习的应用为图像领域带来了飞跃性的发展，但2012年的那场突破并没有引起全社会的广泛关注，当时人们并没有普遍意识到人工智能领域的崛起即将到来。我觉得之所以这样，是因为深度学习给机器视觉带来的飞跃只能算是开发出了某种高级图像传感器。当这个传感器收到“汽车”图像时会输出“汽车”这样的识别结果，当收到“花朵”图像时则会输出“花朵”这样的识别结果。虽然看起来很强大，但人们普遍没有感受到“智能”的存在。因为我们或许觉得，在对映入眼帘中的事物进行识别的整个过程中，我们感受不到自己在“动脑”。


  之所以觉得AlphaGo才是AI时代到来的标志，或许是因为人们普遍承认下围棋是一种高级别的智能过程，也是一个绞尽脑汁的过程——我们可以切身感受到“动脑”。下围棋比拼的就是谁预见的步数更远更深，在这里我们或许会想到传统计算机算法可以用暴力枚举方法预估所有的走棋可能性，但这个方法在围棋中行不通，因为围棋的棋局存在10171种可能性，人类目前或许找不出能够枚举出所有可能性的计算机。人脑也同样无法实现对所有走棋可能性的“扫描”。这个时候，人类的直觉发挥着强大的作用。当看到眼前的棋局时，人类能够依靠直觉快速给出多种落子方案。经验越是丰富，直觉越是准确。当考虑如何用计算机复现这种直觉时，我们的视野聚焦到了深度学习上。深度学习擅长解决图像问题，它的本质是处理矩阵数据，而围棋棋盘本身就是一种完美的矩阵。通过深度学习，我们对棋盘这个矩阵不断地进行特征提取并对其进行压缩，通过多层深度卷积处理后，拥有某种落子的“直觉”。用深度学习来学习的棋谱数据越多，这种落子的“直觉”就会越可靠。AlphaGo通过蒙特卡罗算法使用不同的落子方案进行预演，不断刷新不同的落子方案，从而提高最终结果的胜率，完全像是一个围棋高手一样——在落子之前已在脑海中完成了多种落子方案后续结果的预演。当然，蒙特卡罗算法并非新鲜方法，但正是深度学习的出现，AlphaGo才能实现针对眼前棋局的落子直觉和最终导向胜利的完美权衡。一个强大的围棋AI不仅需要有专家的直觉，也需要像专家那样深谋远虑。


  伊庭教授在本书中强调了研究游戏AI的意义——或许是解密人类大脑思考方式的方法之一。我个人十分赞同伊庭教授的这一看法，我们的生活、工作和学习过程中的纠结一直都建立在着眼于眼前还是未来的权衡当中。但正是因为我们具有智慧，所以我们才会具有这种权衡能力（或者说是生活中充满了纠结）。游戏领域里的经典算法——A*算法在构造上相对近期的算法简单很多，但它一边着眼于眼前的资源消耗量，一边还要注意是否靠近终点，这种简单的路线规划原理已经具有了初步的着眼于眼前与未来的权衡能力。


  本书的最后一章描述如何让游戏AI表现得像个人类玩家，并量化了一些因素，从而对类人程度进行函数化。我相信当读者坚持读到最后一章时，不仅会觉得游戏AI有趣，还会觉得人脑思维本身就有很多有趣的地方。或许研究游戏AI的意义不是为了创作出更加聪明、强大的AI，而是把它当作一面镜子，来进行对人脑思维研究的自我启发和探索。


  曹旸

  2021年2月于上海


  前言


  或许可以说“人生就像玩纸牌，洗牌和发牌完全靠运气。”……更恰当的说法是，人生就像下棋。


  Arthur Schopenhauer，《人生的智慧》


  本书是一本关于游戏AI和谜题AI的书籍。书中对基础理论、深度学习、强化学习以及使用进化计算的最新方法进行了介绍，并通过具体示例进行了详细的解释说明。此外，本书不仅涵盖算法，还涵盖与AI相关的主题、历史背景和数学主题等各种内容。介绍这么多，是因为研究游戏本身与和AI相关的各种各样的课题及挑战有关。实际上，对游戏AI的研究不单纯是针对游戏，它还有助于解决许多优化理论和系统工程相关问题。不知不觉中，游戏还可能会影响我们的人生。


  但是，本书不一定涵盖最新的数据和最强大的算法，因为本书的目的在于从一开始就提供易于理解的解释。本书将更多的重点放在描述普通但很实用的AI技术上。或许读者知道我还没有注意到的能够高效解决问题的AI方法，如果读者能够告诉我这些新信息，有机会的情况下我将进行更新和修订。


  正如第1章所述，我在学生时代购买了SciSys公司的Kasparov国际象棋计算机Travel Mate II（1986）。回想起来，它是商业化游戏AI的先驱。这台机器仍然奇迹般地运转着，孩子偶尔还会与之对弈。它对我来说是很强大的对手，很不好意思地说，我就算不断提高水平也依然无法击败它。Kasparov本人在该机手册的末尾有以下声明：


  “请尽情享受Kasparov国际象棋计算机。也许有一天，你可以获得与我对弈的实力！”


  可惜的是，我认为这是不可能的，但是读者应该通过参考这本书进行扩展并挑战。一定要在其他游戏和谜题中寻求更强大的能力。


  本书源于我在大学里的关于人工智能和系统工程基础的课程。在我的课程中，课题报告相当奇怪，有时难度会达到几乎无解的程度。但是，在学生提交的报告中有许多令人印象深刻的陈述和有趣的考量，每次阅读学生提交的报告，我都乐在其中。我对这些报告进行了添加和修改，并作为书中的组成部分。在这里我不能说出所有报告的作者的名字，但是我要感谢所有努力创建有趣报告的学生。实验室的川畑直之、铃木遼、横山智之和冢田凉太郎对源代码的修改做出了贡献。另外，计良宥志先生编写了一个程序，以代数方式解决数独问题。平井健太郎和斋藤真鱼在毕业论文中对游戏AI和人类进行了研究，并为第6章提供了数据。我还要感谢东京大学信息科学与技术研究生院电子情报学系伊庭实验室的教职员工以及学生。


  我与自己学生时代时所属的实验室（东京大学研究生院工程研究生院信息工程学系井上实验室）以及电子技术综合实验室（Electronic Technical Laboratory，ETL）的各位同人探讨过的各种有趣的关于AI哲学层面的内容成了本书的核心。松原仁（既是我大学时代的学长，也是ETL推理实验室（开创性游戏AI实验室）的同人）告诉了我很多关于将棋AI的对战、国际象棋的游戏AI等有趣的内容。我当时还没有从事和游戏AI相关的研究，但后来在大学任职，听了学生关于游戏AI的研究，阅读了课题报告中关于制作游戏的内容以后，我决定开始学习相关的内容。另外，我一直喜欢解谜，并且一直对使用AI解决Martin Gardner和Samuel Loyd的谜题很感兴趣，而这一系列的挑战和本书中的许多课题都是有关联的。撰写本书时，我参考了松原的许多文档，并进行了引用，这让我回想起令人怀念的ETL时代。此外，东京大学研究生院电子情报学系的鹤冈庆雅老师会在研究发表会等场合分享很多关于游戏AI的有趣话题。我想通过这次机会对所有老师、前辈、后生以及同事表达深深的谢意。


  最后由衷地感谢在背后默默支持我的妻子——由美子，以及孩子们（滉基、滉乃、滉丰）。


  伊庭　齐志

  2018年8月于巴厘岛


  第1章


  谜题与游戏AI的过去和现在


  那时应该让桂马可以横着跳，或者可以改变一下游戏规则。


  ——羽生善治，将棋名人


  1.1　关于AI的预言成真了吗


  1957年，在人工智能刚诞生不久的时候，著名人工智能专家Herbert Alexander Simon[1]和Allen Newell[2]在Operation Research协会上做了以下预言[77]。


  十年以内，计算机将能够：


  ·夺得国际象棋的冠军。


  ·发现新的重要数学定理，并且能够进行证明和推导。


  ·能够写出具有艺术价值的音乐。


  ·把心理学理论进行程序化的叙述。


  以上代表了早期对于人工智能的乐观的看法。如后文中将要叙述的内容——AI在西洋跳棋中的成功，使人们对于人工智能技术能够快速发展充满了过度的期望和自信。但冷水泼得也很快，人工智能的发展马上就迎来了寒冬。到了20世纪80年代后期，专家系统这一技术的兴起使得人工智能得到了一时的复兴，但马上又迎来了另一场凛冬。


  最近几年，人工智能的热潮再次兴起。那么以上那些预言实现了多少呢？关于第一条，已经实现了。关于第二条，虽然还没有取得划时代的重大发现或突破，但是人工智能的技术已经成了很多数学证明的助力[3]。关于第三条和第四条，半个多世纪过去了，人们还在努力探索中。


  本书的内容将围绕第一个预言——游戏和谜题，介绍AI技术的基础知识和近期的研究及发展情况。


  [1] Herbert Alexander Simon（1916-2001）：美国认知科学家。基于理性理论，对人工智能学科做出了重大贡献。获得了1978年的诺贝尔经济学奖。


  [2] Allen Newell（1927-1992）：美国早期AI研究者。1957年，在达特茅斯会议（确立人工智能学科领域的会议）上，与Herbert Alexander Simon一起发布了第一个人工智能程序Logic Theorisu。


  [3] 相关内容请参考3.4节的讨论。

 
 1.2　游戏AI的历史和背景
 
 关于会下国际象棋的计算机的描述，可以在Norbert Wiener[1]的代表性著作Cybernetics（《控制论》）中找到[11]。Wiener探讨了是否能够开发出可以下国际象棋的机器，如果能够开发出来，是否意味着需要彻底弄明白机器的智能和人类智力的区别。关于这一点，我认为Wiener抱着否定的态度。另一个比较有趣的内容就是，机器是否能够成为不同级别的人类棋手的对手。这一点会与第6章的内容产生联系。
 
 之后，Claude Elwood Shannon[2]在1949年编写的论文（1950年出版）被认为是最早的关于会下国际象棋的计算机的论文[76]。Shannon第一次提出了“分支逻辑树”的想法。这个想法将会与4.2节中的AND/OR树相关。Alan Turing[3]在1951年开发了能够实现Shannon这一想法的程序（以下内容的叙述参考了文献[76]）。但由于当时的计算机无法运行这个程序，于是图灵就让两个人类模仿计算机进行下棋。结果，搜索能力弱的一方输掉了棋局。1956年，这个程序在美国洛斯阿拉莫斯国家实验室（LANL）的称为MANIAC I的计算机上被试着执行。由于受限于当时计算机的计算能力，所以程序被设定为在6×6的棋盘上执行。最终，计算机抓住了人类棋手的失误战胜了人类棋手。实际上，真正意义上成熟的国际象棋程序是在1957年由Alex Bernstein开发出来的。这个程序能够预测到未来两棋步，被评价为“还算过得去的外行国际象棋棋手”。
 
 到了1960年，Richard Greenblatt用PDP-6型计算机开发出了相当强的国际象棋程序。这个程序参与了针对初学者的各种比赛，并获得了冠军。当他再次审视他开发的这套程序时，发现了一个惊人的现象：程序往往会不按照他设计的思路下出一步好棋。这是程序Bug造成的，把最糟糕的选择和6个最好的选择排除在外。关于这个Bug，在程序运行的第一年中一直没有被发现，但实际上程序在各种水平（level）下运行后，下棋的方式以及思考的水准开始不断提高，程序会意识到糟糕的下子方式，并且会尽可能避免全面溃败这样的最坏结局。Marvin Minsky[4]把机器的最糟糕选择定义为机器“内心中的恶魔”（自毁的冲动），并描述道：“就算有恶魔存在，它也会在机器意识到它之前被自动删除。”
 
 此外，在早期的AI研究中，西洋跳棋也是一个重要的内容。Arthur Samuel非常成功地开发出了西洋跳棋AI。他用汇编语言在拥有36位存储位置的IBM700系列的计算机上完成了开发。同时，Samuel还提出了能够显示棋盘盘面，并能高速运算的方案。这个内容和3.6节的位棋盘（Bit Board）相关。
 
 让人惊讶的是，Samuel开发的算法能够学习经验，变得更加强大[74]。Minsky还谈到Samuel开发的这个西洋跳棋程序有着奇妙的缺陷。据说程序会在某个地方发生符号逆转，如主动弃子或主动让对方吃掉。即使有这样的缺陷，但它仍然可以用来进行一场激烈的对决。这个缺陷在某种程度上可以被认为为了胜利而采取的弃卒保车的战术。实际上这是很多西洋跳棋玩家认可的一种战术。如果是这样的话，则需要对棋局的控制具有相当谨慎的权衡感，也就是说，没有直接建立手段（对于棋局的控制）和目的（赢棋）的单纯关系，而是把注意力放在了比手段更加长远的地方。这种情况实际上和人的思考方式以及AlphaGo（见5.1节）的强化学习原理相关。Minsky说过，实际上人脑中会浮现很多不好的思考方式，但一直都在被好的思考方式检查着。人类的意识层无法意识到自己拥有一些可怕的思考方式[5]。也就是说，游戏AI的研究和实现人类级别的智能（强AI）有着密切的关系。在这里描述过的“谨慎的权衡感”和“奇妙的操作”会引申出后文当中提到的蒙特卡罗树搜索（见4.5节）与基于学习的游戏AI（见第5章）。
 
 近几年来，针对游戏以及谜题的AI技术得到了惊人的发展。比如说，2017年发表了能够解开西洋跳棋问题的论文[73]。此外，还原魔方的最短步数一直都被认为需要22步，但最近已经被改写为需要20步。遗憾的是，这个数字是通过谷歌的研究员用全搜索的方法获得的，而不是用AI解开的。这个数字甚至被称为“上帝之数”[6]（Texs hold'em）的论文被发表。在这篇论文里，统计结果表明，采用近似纳什均衡[7]的手法不会输于任何对手。
 
 有一个在国际象棋中人类和游戏AI对弈的历史案例。1997年5月，在纽约曼哈顿举行了一场人类（Garry Kasparov[8]）和AI（深蓝）的对弈[9]。然后，在6次对弈的第6局中，计算机获得了胜利。Kasparov虽拿下了第一局，但第二局输了。实际上本来可以以平局终结的一局，Kasparov却主动选择认输。他本人曾经描述道[17]：“如果对手是人类，碰到同样的局面，我是不会选择认输的，但我对深蓝带来的恐惧产生了动摇，对与深蓝对弈产生了恐慌情绪。”也就是说会忍不住考虑一般人类有时候会下的一步臭棋，计算机不会犯这种低级失误；会忍不住考虑计算机绝对不会允许自己被将军的局面出现。由于脑海中不断浮现这些想法，从而对局势产生误判，最终使自己出现了失误。虽然第3局、第4局以平局结束了，但令人惊讶的是深蓝有在极其不利的局面下把棋局导向平局的能力。虽然第5局也是以平局作为终结，但在对弈的过程中Kasparov有好几次赢棋的机会，很遗憾的是他没有利用好这些机会，用现在的国际象棋分析软件分析的结果，本来有两次能够赢棋的机会（深蓝下过2次臭棋）。在最为关键的第6局，不到1小时的时间Kasparov就选择了认输。关于和深蓝对弈的感想，Kasparov表示：“感觉十分冰冷，感受不到与人对弈的感觉”，此外他还描述道：“简直就像棋桌上坐着一个全新的智能生命体。”[17]
 
 由于这场对决的主办方是IBM，因此对于人类方的Kasparov来说有几个客观上不利的因素——无法提供计算机的日志（思考过程），以及由人类的介入、程序的错误崩溃引起的中断。此外，人类会因为连续对弈而感到疲劳，但机器却不会，甚至机器不会有任何心理负担或压力。基于以上客观原因，最近的人机对弈允许人类选手提前获得游戏AI的程序，可以提前对这个程序的特征进行调查。
 
 在这场人机对弈以后，IBM也终结了针对这次对弈的项目，把解体后的深蓝赠予了史密森尼博物馆和计算机历史博物馆。对于IBM后续没有让深蓝回归比赛或者没有让研究开发继续有很多批评的声音，甚至有人讽刺道：“就像好不容易到了月球，但什么都没探索就回到地球了。”[17]
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  图1.1　我在学生时代购买的Kasparov国际象棋计算机Travl Mate II（SciSys公司于1986年生产）。它至今还可以运行，可以进行各种水平的对战，相当强大
 
 
 
 最近，游戏AI的发展受到了更多的关注。2016年3月，谷歌旗下的DeepMind公司开发出了AlphaGo，在与韩国围棋棋手——李世石的对弈中，5局3连胜的结果给全世界带来了很大的震撼。然后在2018年5月与世界排名第一的中国棋手——柯洁的对弈中3局全胜，最后公开了所有棋谱，从此以后退出了人机对弈的世界（见5.1节）。
 
 值得一提的是在2006年，针对将棋的游戏AI——Bonanza被揭示出超越人类的可能性。这种游戏AI的原理是基于评价函数的学习手法[41]。2015年，日本情报处理学会发布的分析结果表示：计算机在将棋方面的实力已经追赶上了顶级职业棋手。基于这种现状，AI的研究者宣布了计算机将棋项目的终结。将棋名人羽生善治表示：“如果运气好的话，或许能够击败AI，但是只要再花几年，AI的成长速度会到达F1赛车一般。这个时候，人类不会妄想在人机对弈中能够击败AI。”
 
 [1] Norbert Wiener（1894-1964）：美国数学家。他提倡控制论，把基于生物和机械的控制理论和通信理论进行统一作为努力目标。这个理论在社会学、机械工学、系统工程学、机器人学等各种学科领域适用。也作为人工智能学科的支持理论之一。
 
 [2] Claude Elwood Shannon（1916-2001）：美国数学家、电子工程学家。他被称为“信息论之父”，构筑了加密理论和符号理论。此外，他还在晚年期间，在股票和赌博领域实践了自己的理论［37］。
 
 [3] Alan Turing（1912-1954）：英国数学家。在第二次世界大战期间参与破解德军的Enigma密码。他被称为“计算机科学之父”。基于计算理论的图灵机以及基于形态形成的图灵模型［10］使他成为这一领域的先驱。
 
 [4] Marvin Minsky（1927-2016）：美国人工智能学者。也被称为“人工智能之父”。曾经因为证明了深度学习的基础单元——感知器的能力极限而出名［6］。他的名著The Emotion Machine是人工智能研究人员的必读书籍。
 
 [5] 参考了Minsky的The Emotion Machine中的论点。http://www.cube20.org/。
 
 [6] 每个玩家分2张牌作为“底牌”，5张由荷官陆续朝上发出的公共牌，然后进行组合。
 
 [7] 纳什均衡指在对手采取某种策略时，假设自己不采用这种策略就必定会遭受损失的一种策略。比如在猜拳中，唯一能采用的均衡策略就是无论面对什么样的对手，都能够均衡分别出石头、剪刀、布的概率。近几年被称为CFR（Counterfactual Regret Minimization［87］）的近似计算方法被提出来了。
 
 [8] Garry Kasparov（1963-）：阿塞拜疆人。国际象棋的世界冠军（1985-2000期间）。在计算机国际象棋时代到来前的黎明期，就已经将计算机用于国际象棋的数据分析。在20世纪80年代后期，以他的名字命名的国际象棋软件被发售了（见图1.1）。
 
 [9] 1997年，一个叫作Logistello的游戏AI通过6局全胜击败了当时的黑白棋世界冠军村上健。
 

  1.3　游戏AI是否会剥夺人类的乐趣


  对于游戏AI的发展，也有来自人类的批判声——游戏AI会不会夺走人们玩游戏的乐趣？让计算机进行解密（或与人类玩游戏）有什么乐趣？甚至还会听到用计算机这样机械的方式去对待谜题和游戏简直就是异端的声音。


  比如说关于国际象棋，Bobby Fischer[1]在2002年提出了“国际象棋已死”这样的言论。那是因为有过一些批评的声音：


  ·从开局到终局几乎都是定式化的套路。


  ·职业的棋手也会利用棋谱的数据库。


  并感叹国际象棋的艺术已经下降到比拼背诵棋谱和准备的充分程度的水准[38]。实际上，国际象棋中被称为“开局”（opening）的开局策略对于职业棋手来说只是把研究成果回忆起来就可以了。也就是说，职业棋手可以根据自己的偏好以及对弈对手进行准备，然后从各自脑内的记忆库中选择一种开局方式。但像这种依赖数据库的模式被批判，是因为这样的模式让玩家无法解释什么样是好棋，什么样是坏棋，并让人放弃思考。


  还有类似的言论，批判AI的哲学家John Searle[2]认为从纯数学的角度来说，国际象棋是一种很无聊的游戏。印第安纳大学的计算机科学家——Douglas Richard Hofstadter[3]曾经认为国际象棋的对弈是一种十分需要丰富洞察力的活动，这种洞察力是人类相当核心的能力之一。但听说Kasparov被深蓝击败以后，Hofstadter提出了以下论点[15]：


  真是令人无奈，原本以为下国际象棋是需要思考力的，但现在知道并非如此。我并不是想说Kasparov是没有深刻思维能力的人，只是明白了就算没有深刻的思维能力也可以下国际象棋。就像飞机不用像鸟儿一样摆动翅膀也能飞上天空一样。


  另外，Searle对于游戏题材的AI研究的意义进行了自问：“深蓝的下棋技术真的很高超，但那又如何呢？难道它会教我们如何下棋？然而并不会。难道它会帮我们解释、理解Kasparov的脑海中是如何描绘棋局的？”


  换句话说，一台能够像人类一样思考的象棋机器输给世界冠军并不会成为什么新闻。就算再换一种情况，象棋机器击败了世界冠军，但不会有什么人会关心这台机器的思考方式。不论是在游戏AI领域，还是利用AI的其他领域，这都是会被问到的难题。


  基于以上情况，西洋跳棋以及国际象棋的社区也正在尝试让游戏变得更有趣。比如说做出了以下两种改进游戏的尝试：


  ·西洋跳棋的两步限制：开始对弈以后随机选择前两步，保持这个局面，然后两位玩家交换顺序开始对弈。


  ·菲舍尔任意制国际象棋：在开局之前，按一定条件将双方的初始棋子随机放置（Chess960）。


  有趣的是，将棋名人羽生善治也做过类似的回答。他本人对于“如果计算机完全理解了将棋，那么怎么办”这样的疑问，给出了本章开头的回答。


  [1] Bobby Fischer（1943-2008）：美国人，1972年至1975年的国际象棋冠军，被称为“20世纪最强国际象棋棋手”，因故意放弃头衔、拒绝比赛等种种奇怪行为而为人熟知。1972年与苏联冠军Boris Spassky争夺世界冠军的比赛甚至成了东西方冷战的象征。


  [2] John Searle（1932-）：美国哲学家，因提出用于批判图灵测试和强人工智能的“中文房间”而出名（参考文献［5］）。


  [3] Douglas Richard Hofstadter（1945-）：美国认知科学家及人工智能学家。著有Gödel,Escher,Bach: An Eternal Golden Braid（1979年），并在1980年获得普利策奖文学奖，此书被称为AI界的圣经，属于AI学者的必读书籍。


  1.4　游戏AI的意义


  Kasparov提出了人和计算机组成组合的“高级国际象棋”（Advanced Chess）的游戏形式。在这种游戏形式下，每位玩家可以带着自己的计算机并开启各自的国际象棋软件参与对弈。在一场大赛中，观众可以看到选手的计算机屏幕，令人感到有趣的是，可以从中读出专业人士走棋的思考过程。选手在比赛中制作出来的搜索树被保存了下来，使人们还可以在后期通过这些模型分析出重要局面中选手是如何进行抉择的[17]。近几年，类似的人机协作案例出现在越来越多的领域。如游戏AI中所见，“没有实力的人类选手+机器+优秀处理”会比单纯的强力计算机更加优秀，更让人意外的是这种组合会比“优秀的人类选手+机器+低劣处理”发挥更优秀的性能。人们把这种现象称为“Kasparov法则”[16]。


  游戏或谜题AI常常被用于测试计算机的能力，以及探索高效计算算法的研究。很久以前，人类就把计算机和计算器利用在人类抽象思维的象征——数学上。很多数学家在实践中会边实验性地计算边推导自己的假设，然后证明一些定理。举个例子，据说大数学家Johann Carl Friedrich Gauss就用这种方式追寻神秘的素数分布[1]。


  据说在文献[28]中记载的“对于Gauss来说，数学计算并不是什么痛苦而是娱乐”的证据就是，Gauss在幼儿时期完成了200以下素数和素数的倒数幂的循环小数表，然后还把这个表扩大到了1000。数学家Godfrey Harold Hardy开始提倡数学理论应该被归为实验科学，并说道：“有名的数学理论在被证明的一百年前就得到了猜想，最后通过大量的计算实验结果得到证据、进行巩固。”


  也就是说，计算机既是工具，也是具有创作性的手段。研究和使用谜题、游戏的AI不单是为了得到好的结果，还会被期待用于开拓人类的思考之路。关于使用计算机解开数学和谜题的手法，请参考文献[8]。


  [1] 自然数的素数分布。把不超过x的素数的倒数定义为π（x），Gauss猜想了π（x）会近似x/log（x）。这被称为素数定理，这个定理与黎曼假设（Riemann hypothesis）以及现代数学的各种研究有着千丝万缕的关系。

 
 1.5　游戏的深奥程度与“先下手为强”定理
 
 在本章的最后一节，将介绍一个案例，来说明游戏是无法用一根筋思路进行的。
 
 我们来看看一种叫Chomp[1]的游戏（以下的内容基于文献[13]和[19]）。
 
 Chomp的规则：
 
 ·在大小为m×n的长方形巧克力板上，两位玩家轮流啃下去。
 
 ·两位玩家轮流自选一块还剩下的巧克力，并把它右上边的所有巧克力啃走。
 
 ·最左下角的巧克力被涂了毒，所以谁啃到了就算输。
 
 图1.2展示了4×6规格的Chomp游戏的前两步。
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  图1.2　Chomp游戏示意
 
 
 
 这个游戏很简单，关键在于先下手为强。比如可以思考一下以下的必胜法。
 
 ·n×n的Chomp：先下手的玩家一开始不要去啃一大块正方形，而是在纵横向中正方形小块比较少的那一列或那一排，一列列或一排排地啃下去。
 
 ·2×n的Chomp：先下手的玩家直接啃右上角的一块就可以赢。
 
 然而不管什么形状的Chomp，先下手为强的必胜法则可以归纳如下。
 
 1）先手或后手，必然有一方会有必胜法则[2]。
 
 2）假设后手会有必胜法则。
 
 3）那么接下来，先手的第一步只啃下右上角一块，后手应该有相应的对应手段X。
 
 4）在这种情况下，如果先手第一步就采取了手段X，那么先手会进入必胜状态，这是矛盾的。
 
 5）那么，有必胜法则的是先手。
 
 这种证明方法称为“战略盗用法”。有趣的是，这看起来证明了必胜法则的存在，但实际上根本不知道具体的取胜方法。
 
 不管对于什么尺寸的Chomp游戏，大家都知道“想要取胜的第一步总是单一的”这样的猜想。这个猜想的确会在n为100以下的3×n的Chomp游戏中成立。但到后来还是找到了一个反例。反例中最小的情况出现在8×10的Chomp游戏中，如下所示。
 
 ·留下5列8行和5列4行。
 
 ·留下8列8行和2列3行。
 
 关于这个内容，会在后面章节的关于利用AI的游戏搜索法的描述中得到确认。
 
 我们在这里再思考一下另一个游戏例子——约数游戏。以下是这个游戏的简介。
 
 约数游戏的规则：
 
 ·先固定一个正整数n。
 
 ·两位玩家轮流说出一个n的约数。
 
 ·已经说过的数的倍数是不可以说的。
 
 ·最后不得不说“1”的那一方算输。
 
 根据战略盗用法，这个游戏也能体现出先下手的那一方必胜。
 
 对于这样一个单纯的游戏，实际上也并非解开了所有的胜利方法。应当注意的是，如果在约数游戏中设为n=pa·qb，那么就会变成和Chomp一样的游戏（条件：p和q必须是不同的素数）。比如说图1.2的Chomp和n=p3·q5约数游戏是相同的。如果可以写成n=pa·qb的形式，玩家可以说的数字需要是pi·qj的形式，i和j至少有一个要比前面的数小（0≤i≤a或0≤j≤b）。这样就相当于（a+1）×（b+1）尺寸的Chomp游戏了。
 
 两位玩家交替出手的游戏称为“交互式双人游戏”。国际象棋、黑白棋、井字棋就属于这一类游戏。对于交互式双人游戏，以下定理是成立的（参考文献[30]）。
 
 策梅洛定理：对于交互式双人游戏来说，要么先手拥有必胜法则，要么后手拥有必胜法则，要么双方尽了最大的努力达成平局。
 
 利用这个定理可以导出以下结果。
 
 ·先手在没有禁招的五子棋游戏中必胜。
 
 ·井字棋游戏中会平局。
 
 ·后手在6×6的黑白棋游戏中必胜。
 
 ·西洋跳棋游戏中会平局[73]。
 
 然而，对于通常的8×8的黑白棋、国际象棋以及围棋，确认必胜法则至今还很困难。关于这一点请参考文献[30]。
 
 接下来的章节会说明如何使用AI手法高效地解开这些游戏以及谜题。
 
 [1] Chomp在英语中表示咀嚼的意思。
 
 [2] 这可以用矛盾法证明，而不是用排除法［19］。
 

  第2章


  解谜的AI


  如果没有特别具体的要求，提出关于生存意义的问题是错误的。


  好比采访国际象棋世界冠军时有人提问道：“老师，说到这里，什么样的招式是好的招式？你是如何考虑的呢？”这种问题简直荒诞至极。


  ——Viktor Emil Frankl,Man's Search for Meaning[39]

 
 2.1　搜索树
 
 2.1.1　树的构造和图形表达
 
 思考一下下面的问题。
 
 问题1　15谜题（见图2.1）
 
 在一个4×4的格子里配置1到15的滑块，通过把滑块移动到空白位置从而达到最终目标的游戏称为15谜题。这个游戏也称为“滑块谜题”。关于15谜题有一个好玩的轶事。1887年，Sam Loyd[1]开始贩卖这种谜题，当年的初始状态如下。
 
 
 
  1   2   3   4
 5   6   7   8
 9  10  11  12
13  15  14   X

 
 
 
 最终需要变成如下所示的状态。
 
 
 
  1   2   3   4
 5   6   7   8
 9  10  11  12
13  14  15   X
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  图2.1　15谜题
 
 
 
 当时Loyd宣称能够解开这个谜题者将获得赏金1000美元（这里X表示空白位置）。于是人们开始对这个谜题变得狂热，这种狂热的情绪不仅在美国发酵，还传染到了欧洲，据说15谜题在当时大卖[33]。虽然很多人宣称解开了这个谜题，但并没有什么人的解法和领奖的信息被记录下来。实际上这个问题理论上是无法解开的。终点状态的滑块放置方式超过20兆种，其中只有一半的方式可以从初始状态滑到终点状态。剩下的一半状态（包含上述终点状态）无法从初始状态到达终点状态，因此无法解开上述谜题。
 
 两种状态A和B是否能够彼此到达其实可以用置换的奇偶性进行判断。我们首先考虑一下从A状态转换到B状态需要的滑块交换次数[2]。如果这个交换次数是偶数，则A和B的奇偶性是相同的，可以通过空白位置的移动到达[20]。这个谜题的原型利用了4×4格子的“幻方”，且在19世纪80年代就已经开发出售了。也就是说，真正的创作灵感可能并非来自Sam Loyd[33]。
 
 问题2　传教士与野人（Missionaries and Cannibals）[3]
 
 有两个传教士和两个野人正打算集体渡河（见图2.2）。渡河的小舟只有一艘，最多只能同时载两个人。让人感到为难的是，一旦野人的数量超过传教士，野人就会发动叛乱。也就是说，不管是此岸还是彼岸，野人的人数是不可以超过传教士的。但是出于对干粮消耗的节制，一边的河岸上只剩下野人这种情况是允许的。在这种情况下，全员能平安无事地渡河吗？
 
 我们试着用火柴棒解决传教士与野人问题。在这里我们要准备四根火柴，去掉两根火柴的头部，用没有头的火柴作为传教士，有头的火柴作为野人。我们能解决这个问题吗？需要注意的是，如果过于随便地进行搜索，会导致反复回到相同的状态，最后无法解开这个问题。
 
 那么我们要想出一个可以系统性地进行搜索的方法。经常使用的一个方法就是利用状态空间进行搜索。使用如下形式表示状态。
 
  
  （LM,LC,RM,RC,PB）　（2.1）
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  图2.2　传教士与野人的问题
 
 
 
 在这里，LM、LC分别代表在左岸的传教士和野人的人数，RM、RC分别代表在右岸的传教士和野人的人数。PB表示小舟所处的位置（L和R分别表示左岸和右岸）。
 
 初始状态为：
 
 （2,2,0,0,L）　（2.2）
 
 目标状态为：
 
 （0,0,2,2,R）　（2.3）
 
 在这里条件必须被设置为：
 
 LM≥LC或者LM=0　（2.4）
 
 RM≥RC或者RM=0　（2.5）
 
 当然以下条件必然成立。
 
 LM+RM=2　（2.6）
 
 LC+RC=2　（2.7）
 
 小舟每移动一次，状态就会发生变化。但需要注意的是小舟每次只能载两个人。比如说，小舟移动一次以后会从初始状态移动到以下几种状态。
 
 （0,2,2,0,R）,（1,1,1,1,R）,（2,0,0,2,R）,（2,1,0,1,R）　（2.8）
 
 这些状态分别表示传教士两人、传教士和野人各一个人、野人两人、野人一个人坐小舟移动。如果只有一个传教士乘舟，就会导致L侧岸边上的传教士人数少于野人人数，从而进入违反条件的状态。
 
 接下来，我们调查一下按式（2.8）所示状态移动小舟时可能会导致的状态。通过不断地搜索，返回值如图2.3所示。
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  图2.3　系统性的搜索方法
 
 
 
 从图2.3中可以看出，从以下状态
 
 （2,2,0,0,L）　（2.9）
 
 到目标状态
 
 （0,0,2,2,R）　（2.10）
 
 有多种选择，我们可以从中找到解决方案。比如说经过以下状态可以到达目标状态。
 
 （2,2,0,0,L）→（1,1,1,1,R）→（2,1,0,1,L）→（0,1,2,1,R）→（0,2,2,0,L）→（0,0,2,2,R）　（2.11）
 
 当然同时也知道除此之外还有其他的解决方案。
 
 应当需要注意的是，从状态
 
 （0,2,2,0,R）　（2.12）
 
 之后没有其他选择，所以只有一种方法，即从这个状态返回以下状态。
 
 （2,2,0,0,L）　（2.13）
 
 从以上的例子可以知道，图结构经常被用于搜索活动。这样状态空间就能够全面地得到可视化的效果。图结构中经常用到的是树结构。树结构被认为是家族图谱，也有“不存在闭环的连接图”这样的严格定义。此外，它还有任意两个节点之间只存在唯一一个连接通道的性质。通过直观的表达形式（见图2.4），把初始状态放在最上面，然后把可能到达的状态放置在下方并连接。图2.3由于存在闭环，因此并不是树结构。
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  图2.4　树结构
 
 
 
 在这里我们整理一下关于图结构的专门用语。图是由被称为“节点”的点，以及连接节点和节点之间的弧（arch或者edge）组成的。弧往往是单方向的，也就是说它是有向（directed）的。弧尾节点是弧头节点的“前驱（predecessor）节点”或者“父节点”。反过来说，弧头节点被称为“子节点”。如果两个节点之间可以相互作为对方的后连接节点，则这个弧具有双向性（bidirectional）。树是图的一种特殊形式，它具有以下两个性质。
 
 1）树具有唯一根节点（root），也就是说具有顶点（top node），根节点以上不存在节点。
 
 2）根节点以外的节点都有自己的唯一父节点。
 
 树具有比图构造更加简洁、更方便使用的优点。特别值得一提的是，从树上的一个节点到达其他任何节点都只有唯一一条路径（path），或者可以说它的特征就是不存在循环结构。接下来的章节会介绍针对图以及树结构的搜索方法。
 
 [1] Sam Loyd（1841-1911）：美国谜题作者，娱乐数学学者。
 
 [2] 把两个不同的滑块取出进行位置交换计为1次。
 
 [3] 在我还是学生时，“传教士与野人”问题就已经很有名了。就如结构主义人类学家Claude Levi-Strauss所解析的那样，非洲和美洲大陆的原住民具有有别于西欧的独特而又优秀的文化。这个问题使用这样的称呼，强烈反映了西欧中心的优越感思想，遭受了很多批判。让人遗憾的是，这个问题的名称基于历史原因已经十分固定，难以改变。虽然这几年还有“猫和老鼠问题”［27］这样的称呼，但这种称呼又会导致对问题题意的理解偏颇。虽然我不认可西欧中心主义思想，但如上面描述的原因，为了方便，依然采用“传教士与野人”这个名称。
 
 
 2.1.2　深度优先搜索
 
 深度优先搜索（depth-first search）是一种往树结构深处搜索的方法。这个方法也被称为“纵向搜索”。使用这种方法时，如果运气好，则可以很快求解，但反过来，如果运气差，则找不到解的可能性也是存在的。以下是这个方法的算法。
 
 Step1　生成包含初始状态s的链表（list）OPEN:=(s)。
 
 Step2　如果OPEN为空，则以无解为终结。
 
 Step3　取出OPEN里面最前面的状态作为k，然后从OPEN里面去除k。
 
 Step4　将从k出发可以到达的状态作为k1,k2,…,kl。如果其中存在终点（目标状态空间）则表示“成功”。如果不存在，则OPEN:=（k1,k2,…kl:OPEN），然后返回至Step 2。也就是说，在OPEN的最前面加入k1,k2,…,kl。
 
 Step5　如果没有可以到达的状态，则返回Step2。
 
 在这里，（A:B）表示在链表A后面添加链表B。假设A=（1,2,3）、B=（a,b,c），那么（A:B）=（1,2,3,a,b,c）。所以，以上的算法就是把k1,k2,…,kl添加到OPEN的首位位置。在这种情况下，OPEN里的元素会从首位位置被依次取出，越是前面被取出的元素，越要以树的深度作为优先级进行搜索。值得注意的是，从k生成k1,k2,…,kl（也就是依次生成可以到达的状态），被称为扩展节点k。
 
 是否注意到以上的算法中含有一个Bug？就是存在再次陷入之前到达过的相同状态的可能性。从而导致不断地兜圈子，无法找到有效解。为了避免出现这种情况，需要准备新的变量CLOSED，然后把Step3和Step4改为如下所示。
 
 Step3　把OPEN的首位状态取出作为k。把k加入CLOSED。然后删除OPEN里的k。
 
 Step4　从k可到达的状态定义为k1,k2,…,kl。如果其中有终点（目标状态），则为成功——流程结束。如果没有，则把CLOSED和OPEN都不包含的状态作为k'1,…,k'm。然后有OPEN:=（k'1,…,k'm:OPEN），并返回Step2。
 
 这种方法使已经生成的节点不会被加进OPEN。
 
 那么，我们用这种搜索方法试着解决传教士与野人的问题吧。
 
 Step1　初始状态s:=（2,2,0,0,L），然后OPEN:=(s)。
 
 Step3　OPEN:=()，k:=s，CLOSED:=(s)。
 
 Step4　从k=s可以到达的状态如下所示。
 
 （0,2,2,0,R）=k1　（2.14）
 
 （1,1,1,1,R）=k2　（2.15）
 
 （2,0,0,2,R）=k3　（2.16）
 
 （2,1,0,1,R）=k4　（2.17）
 
 以上状态都被添加至CLOSED里面，然后
 
 OPEN:=（k1,k2,k3,k4）　（2.18）
 
 并返回Step2。
 
 Step3　OPEN:=（k2,k3,k4），k:=k1，CLOSED:=（k1,s）。
 
 Step4　虽然从k=k1可以到达的可能状态有s，但它被包含在CLOSED里，而不包含在OPENED里，所以直接返回Step2。
 
 Step3　OPEN:=（k3,k4），k:=k2，CLOSED:=（k2,k1,s）。
 
 Step4　从k=k2可以到达的可能状态如下所示。
 
 （2,2,0,0,L）=s　（2.19）
 
 （2,1,0,1,L）=k5　（2.20）
 
 s被包含在CLOSED里，所以只有k5添加至OPEN，并返回Step2。结果如下所示。
 
 OPEN:=（k5,k3,k4）　（2.21）
 
 Step3　OPEN:=（k3,k4），k:=k5，CLOSED:=（k5,k2,k1,s）。
 
 Step4　从k=k5可以到达的状态如下所示。
 
 （1,1,1,1,R）=k2　（2.22）
 
 （2,0,0,2,R）=k3　（2.23）
 
 （0,1,2,1,R）=k6　（2.24）
 
 其中k2和k3分别包含在OPENED和CLOSED里，所以不会被采用，从而只有k5添加至OPEN。
 
 如果这样的搜索方法一直继续下去，会如图2.5所示，在第六次节点扩展的时候可以到达（0,0,2,2,R）。图2.5的节点号和Step4扩展的节点顺序一一对应。当搜索结束并到达终点以后，S里还剩下如下状态。
 
 （1,1,1,1,L）　（2.25）
 
 （2,0,0,2,R）　（2.26）
 
  
  （2,1,0,1,R）　（2.27）
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  图2.5　纵向搜索（传教士与野人问题）
 
 
 
 从图2.5可以看出，深度优先的搜索就是对树结构进行纵向的搜索，因此它被称为“纵向搜索”。纵向搜索的重点在于，如果像（0,2,2,0,R）这样后面没有可以到达的状态，就会重新考虑OPEN里包含的状态。这时上面的例子就会重新选择状态（1,1,1,1,R）。该动作被称为“回溯”（backtrack），这样就可以从无路可前进的状态中重新恢复过来。关于这一点，将会在3.1节中进行详细说明。
 
 在纵向搜索的Step5里加入的状态顺序是很重要的。在前面的例子里状态顺序如下所示。
 
 OPEN:=（k1,k2,k3,k4）　（2.28）
 
 但如果状态顺序如下：
 
 OPEN:=（k1,k4,k2,k3）　（2.29）
 
 则k1和k4都会发生回溯。如果状态顺序如下所示：
 
 OPEN:=（k2,k1,k3,k4）　（2.30）
 
 那么，回溯一次都不会发生。如同上述内容，OPEN里的放置顺序的不同会导致到达终点（得到解）的效率（节点的扩展数）也完全不同。
 
 以上这种现象可能还会导致更严重的问题——无法找到解。想象一下如图2.6a所示的情况。从s可到达k1和k2。从k2可以到达终点。但另一方面，从k1不仅无法到达终点，而且会沿搜索树无限地伸展下去。这个时候，以下的两种顺序会决定性地左右搜索树的性能。
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  图2.6　深度限制和纵向搜索
 
 
 
 OPEN:=（k1,k2）　（2.31）
 
 OPEN:=（k2,k1）　（2.32）
 
 针对这种问题进行防范的方法就是搜索到一定的深度后强制回溯。在这里，树的深度是指从根节点开始的最短路径距离。比如：
 
 根节点=深度1　（2.33）
 
 根节点的子节点=深度2　（2.34）
 
 根节点的孙节点=深度3　（2.35）
 
 一般来说，节点的深度如下：
 
 节点的深度：=（父节点的深度）+1　（2.36）
 
 但如果在图构造上有多个父节点时，则节点的深度如下：
 
 节点的深度：=min{父节点的深度}+1　（2.37）
 
 如果各个节点的深度可以定义，那么可以如下实现回溯。第n阶段考虑深度为n×D的节点，并在深度为n×D（D为进行回溯的深度极限值）时回溯。如果在OPEN中没有深度小于n×D的节点，则n:=n+1并进入下一阶段。这保证了即使对于图2.6a所示的例子也总能获得解（见图2.6b）。这种方法称为“迭代加深”。
 
 迭代加深的算法总结如下所示。
 
 Step1　n:=1,s作为初始状态。
 
 然后OPEN:=(s),CLOSED:=()。
 
 Step2　如果OPEN为空，那么就说明该问题无解并终止搜索。
 
 Step3　先从OPEN里的首端开始搜索，取出深度n×D以下的节点作为k。从OPEN里去除k后把它加入CLOSED。如果没有这样的节点，则前往Step5。
 
 Step4　将k可到达的节点分别定义为k1,…,km。其中既没有被包含在OPEN中也没有包含在CLOSED中的节点定义为k'1,…,k'l。如果k'1,…,k'l中有目标状态，则说明到达了终点。如果没有目标状态，则
 
 OPEN:=（k'1,…,k'l: OPEN）　（2.38）
 
 然后返回Step2。如果没有k可达到的节点，则返回Step2。
 
 Step5　n:=n+1，然后返回Step3。
 
 接下来，让我们根据8谜题的例子来看看这个搜索过程。8谜题的规模比起开始提到的15谜题要小。将标号1到8的滑块放入3×3的盒子中，并不断地通过把滑块滑入空白位置（在下面用x表示空白位置）来实现目标。
 
 图2.7是初始状态为
 
 
 
 x23
146
758

 
 
 
 终点状态为
 
 
 
 123
456
78x

 
 
 
 的纵向搜索的结果。在这里将D（进行回溯的深度极限值）赋值为6。节点号是按照在Step4中扩展的顺序生成的（相当于k'1,…,k'l）。也就是说，节点号是按照生成顺序赋予的，有可能与被扩展的节点顺序不同。图2.7以如下所示的顺序扩展：
 
  
  1→2→4→6→7→8→5→13→16→17→14→20→…　（2.39）
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  图2.7　8谜题（纵向搜索）
 
 
 
 从纵向搜索的结果中可以得知，在第41个节点中得到了解。
 
 
 2.1.3　宽度优先搜索
 
 如果搜索顺利，则纵向搜索将快速找到解。但在最坏的情况下，也会导致灾难性的结果。那么，有没有一种更稳定的搜索方法？其中一种有效的方法是宽度优先搜索（width-first search）。在这个方法中，我们检查树的某个级别（深度）处出现的所有节点，然后才会进入下一级（深度）（见图2.8）。因此，它也被称为“横向搜索”。横向搜索具有以下优点。
 
 1）只要有解，那么肯定能找到解。
 
 2）找到目标的最短路径（解）。
 
 但另一方面，它的缺点就是会占用大量内存资源。树的节点数会随着深度的加深呈现指数级别的增长，但又不得不记住所有这些信息。
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  图2.8　深度优先搜索与宽度优先搜索
 
 
 
 横向搜索的算法如下所示。
 
 Step1　n:=1,s作为初始状态。
 
 然后OPEN:=(s),CLOSED:=()。
 
 Step2　如果OPEN为空，那么就说明该问题无解并终止。
 
 Step3　先从OPEN里的首端开始搜索节点。并将其作为k，从OPEN里面去除k后把它加入CLOSED。
 
 Step4　如果有k可到达的节点，则分别定义为k1,…,km。其中既没有被包含在OPEN中也没有包含在CLOSED中的节点定义为k'1,…,k'l。如果k'1,…,k'l中有目标状态，则说明到达了终点。如果没有目标状态，则
 
 OPEN:=（OPEN:k'1,…,k'l）　（2.40）
 
 然后返回Step2。
 
 Step5　如果不存在k可到达的节点，则返回Step2。
 
 在Step4中向OPEN的末端追加了新的状态，然后从Step3的首端取出k是十分重要的。根据这个步骤，会从树中比较浅的节点开始一一尝试。
 
 那么，我们再来思考一下传教士与野人的问题。这个问题将以如图2.9所示的方式进行搜索。
 
 Step1　s:=（2,2,0,0,L）作为初始状态，然后OPEN:=(s)。
 
 Step3　OPEN:=(),k:=s,CLOSED:=(s)。
 
 Step4　以下是k=s可以到达的状态。
 
 （0,2,2,0,R）=k1　（2.41）
 
 （1,1,1,1,R）=k2　（2.42）
 
 （2,0,0,2,R）=k3　（2.43）
 
 （2,1,0,1,R）=k4　（2.44）
 
 以上状态都没有被包含在CLOSED里面，因此
 
 OPEN:=（k1,k2,k3,k4）　（2.45）
 
 然后返回Step2。
 
 Step3　OPEN:=（k2,k3,k4）,k:=k1,CLOSED:=（k1,s）。
 
 Step4　虽然从k=k1可到达的状态有s，但这包含在CLOSED，而不是包含在OPEN里，所以直接返回Step2。
 
 Step3　OPEN:=（k3,k4）,k:=k2,CLOSED:=（k2,k1,s）。
 
 Step4　从k=k2可到达的状态如下所示。
 
 （2,2,0,0,L）=s　（2.46）
 
 （2,1,0,1,L）=k5　（2.47）
 
 因为s被包含在CLOSED，所以只把k5添加至OPEN，然后返回Step2。结果如下：
 
 OPEN:=（k3,k4,k5）　（2.48）
 
 Step4　扩展k3可以得到k5和s，但它们都无法添加至OPEN和CLOSED。接着返回Step2。
 
 Step4　扩展k4获得s，但无法将其添加至OPEN和CLOSED，此时
 
 OPEN:=（k5）　（2.49）
 
 CLOSED:=（s,k1,k2,k3,k4）　（2.50）
 
 接着返回Step2。
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  图2.9　横向搜索（传教士与野人的问题）
 
 
 
 接下来我们再看看稍微复杂的8谜题。初始状态和终点状态与之前的纵向搜索是相同的，也就是说初始状态为：
 
 
 
 X23
146
758

 
 
 
 终点状态为：
 
 
 
 123
456
78X
 
 
 
 这种情况下的搜索结果如图2.10所示。节点号是扩展生成的节点的顺序。从图2.10中可以看出，正确的答案是在第29个生成的节点获得的。在横向搜索中，节点生成号（按生成顺序）与节点扩展号相同。也就是说以如下顺序扩展。
 
 1→2→3→4→5→6→7→8→9→10→11→12→…　（2.51）
 
 与纵向搜索相比，横向搜索具有更少的扩展节点和较小的深度。但是，横向搜索并非总是更好。
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  图2.10　8谜题（横向搜索）
 
 
 
 
 2.1.4　A*搜索
 
 纵向搜索和横向搜索都有其优点和缺点，其中一个不一定比另一个优越。两种方法之间的本质区别在于OPEN中的节点接下来要扩展的选择标准。纵向搜索从OPEN中新添加的节点开始，而横向搜索从旧节点开始。
 
 那么，我们能不能有一种更加聪明的节点选择方法呢？一种方法是使用特定于问题的知识（启发式，heuristics）并部署可能首先需要的节点。这种方法并不总是成功的。但这种方法通常能够运作良好。这称为启发式搜索方法。A*算法是其中的代表性方法。
 
 在这里，树的每个节点都被赋予了f值。
 
 f*(n)=g*(n)+h*(n)　（2.52）
 
 g*(n)等于节点n的深度d(n)，h*(n)表示从节点n到终点的最小代价（最短路径）。但一般来说，h*的值是无法提前得知的。所以我们可以给h*设定一个界限，就是说对于所有的节点n设定如下所示的h值。
 
 h(n)≤h*(n)　（2.53）
 
 然后利用
 
 f(n)=d(n)+h(n)　（2.54）
 
 对节点进行排序，之后选择OPEN中最小的f值的节点作为接下来扩展的对象。这种方法被称为“A*算法”（或者被称为A*搜索）。
 
 接下来需要注意的是，如果h≡0（也就是说所有节点n的h(n)=0）作为界限，则会变成横向搜索。此外，正如后面会叙述的那样，在A*算法里会给h设置一个界限值h*，这样就能保证到达终点的路径是最优解。
 
 总结以上的内容，A*算法如下所示。
 
 Step1　s作为初始状态。接着，OPEN:=(s)，CLOSED:=()。
 
 Step2　如果OPEN为空，则表示没有解，然后结束搜索。
 
 Step3　取出OPEN的首端节点并设为k，然后从OPEN里面去掉k，之后把这个k加到CLOSED。
 
 Step4　将k可到达的节点设为k1,…,km。其中既没有被包含在OPEN也没有被包含在CLOSED的节点定义为k'1,…,k'l。如果k'1,…,k'l中有目标状态，则说明到达了终点。如果没有目标状态，则把k'1,…,k'l加入OPEN，这个时候，把能使f值尽可能小的节点放到前面。然后返回Step2。
 
 Step5　如果k没有能到达的节点就返回Step2。
 
 我们可以用A*算法测试它在8谜题上的效果。在这里的h函数采用与终点状态相异的滑块数量。为了达到目标，必须将这些滑块移动到位。因此，该函数就是界限。
 
 8谜题的初始状态为：
 
 
 
 X23
146
758

 
 
 
 终点状态为：
 
 
 
 123
456
78X

 
 
 
 初始状态中X、1、4、5、8的位置相异。因此h（初始状态）为5，此外由于初始状态是根节点所以g（初始状态）为1，
 
 f（初始状态）=5+1=6　（2.55）
 
 用A*算法搜索的结果如图2.11所示。图2.11中，每个节点的下面都写着f值。生成的节点顺序号用带圆圈的号表示。在这里，第10个生成的节点可以到达到终点。
 
 
 
 2X3
146
758

 
 
 
 的节点（第2个得到的状态）的f值是8，比其他节点的f值大，所以就不继续往下搜索了。
 
 如此这般，A*算法是抱着解决问题的知识优先搜索有希望的方向，是一种能够高效解决问题的方法。关于A*算法，已经被证明具有以下的性质。
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  图2.11　8谜题（A*算法）
 
 
 
 如果存在从初始状态到达目标节点的路径，那么A*算法不仅能够到达终点，而且还能找到最优解。
 
 让我们稍微非正式地证明这一点。
 
 1）对于有限图，A*通常会有终点。
 
 2）对于无限图，如果新的节点被永远地追加进OPEN里，OPEN里的节点的f值中的最小值将无限增大。该结论我们可以从以下公式得知。
 
 f(n)≥d(n)　（2.56）
 
 在这里，d(n)是节点n的深度。
 
 3）用“s=n0,n1,…,nk=终点”表示从s到达终点节点的最佳路径。这个时候对于A*算法来说，到达终点前的任意时间点的OPEN里必然存在以上这些节点。在此处，OPEN包含的节点中，最早出现的节点将作为n'。这个时候就会
 
 f(n')≤f*(s)　（2.57）
 
 之所以会这样，那是因为
 
 f(n')=g*(n')+h(n')≤g*(n')+h*(n')=f*(n')=f*(s)　（2.58）
 
 4）从以上的3）和2）可以知道，就算是无限图，A*算法依然可以找到终点。
 
 5）假设A*算法在没找到最佳路径的前提下到达终点，那么我们把终点节点设为t。这个时候就会有
 
 f(t)=g(t)＞f*(s)　（2.59）
 
 但如上所述，对于OPEN来说，在到达终点之前，最佳路径上存在着满足以下条件的n'。
 
 f(n')≤f*(s)＜f(t)　（2.60）
 
 这个时候，A*算法会比t更偏向于选择n'而产生矛盾。从而会使A*算法最终找到最佳路径。
 
 A*算法包含A1和A2两种具体算法，它们分别如下所示，并具有评价函数。
 
 f1(n)=g1(n)+h1(n)　（2.61）
 
 f2(n)=g2(n)+h2(n)　（2.62）
 
 在这里h1和h2都是h*的界限值。如果对于目标节点以外的所有节点n存在着h2(n)≥h1(n)，则表示算法A2比算法A1“更有见识”（more informed）。请回想一下，h的上限值被h*抑制着。从中可以知道，h值越大则越接近h*，更加能够反映正确的启发式信息。然后以下信息也被证明了。
 
 A1和A2都是A*算法，A2比A1更有见识。当搜索中具有从s到目标的路径时，由A2扩展的节点被A1扩展。因此，由A1扩展的节点数大于由A2扩展的节点数。
 
 以上情况的总结如下所示。
 
 1）A*算法的能力依赖于启发式函数h。
 
 2）h≡0的情况依然可以保证这个算法的可容许性，但它会变成横向搜索，而且通常会效率低下。
 
 3）如果将h尽可能设置为最高并且在界限值以下，则可以在保持可容许性的同时减少要扩展的节点数。
 
 有时候还可以使用不低于h*的界限的函数h，牺牲一定的从而提高启发式搜索能力。
 
 往往这种方式可以快速地解决困难的问题。
 
 比如说我们可以考虑刚才的8谜题的例子。之前将把f值设置为：
 
 f(n)=d(n)+h(n)　（2.63）
 
 但是，h(n)仍然是没有正确放置的滑块的数量。然后针对这个情况再设为：
 
 f(n)=d(n)+p(n)　（2.64）
 
 在这里，p(n)是各个滑块离正确位置的距离之和（无视这之间的滑块的存在）。p(n)的可容许性（低于界限值）之所以没办法满足，是因为2个以上的滑块移动是无法独立的。
 
 这个时候，对初始状态为：
 
 
 
 243
1X6
758

 
 
 
 然后终点状态设为：
 
 
 
 123
456
78X

 
 
 
 的8谜题进行搜索。图2.12表示使用了2种f值的搜索结果。从图2.12中可以知道使用式（2.63）的f值需要生成20个节点才能找到终点状态（见图2.12a），如果使用式（2.64），则扩展到18个节点就结束搜索了（见图2.12b）。这种差异可能看起来微不足道，但可以找一个更难的初始状态：
 
 
 
 123
654
87X

 
 
 
 并将目标状态设为：
 
 
 
 123
456
78X

 
 
 
 这个时候使用式（2.63）会生成5781个节点，然后通过长度为21的路径找到终点。使用式（2.64）可以在相同路径长度的情况下，生成1662个节点就找到终点。
 
 接下来我们试着在相同条件下解决各种尺寸的滑块谜题。结果如表2.1所示。这些分别是3×3、4×3、4×4的滑块谜题，它们的初始排列显示在最左边的列中。目标是从左上角到右下角的对齐排列。正如我们所料，A*搜索比横向搜索表现更好。纵向搜索几乎就像随意猜测一样，表现很差。另一方面，迭代加深显著改善了纵向搜索的性能。
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  图2.12　两种A*搜索（8谜题）
 
 
 
 表2.1是尝试着解开各种谜题的结果。
 
  
  表2.1　滑块谜题的搜索结果
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 2.2　推箱子
 
 推箱子是一种益智游戏，可以使玩家上下移动的同时推动和移动箱子，并将所有箱子移到目标点。玩家不能推动和移动多个箱子。如果玩家没有把它推到适当的位置，玩家会被困在墙和其他箱子之间，无法将箱子移到目标点。
 
 在这里我们把关注点放在“箱子的移动次数”（箱子移动一个格子的消耗代价为1）[1]。
 
 为了进行对“无路可走的状态的判断”，如下所示找到“玩家在不推箱子的情况下可以移动的范围”。
 
 1）贴上标签以表示当前玩家的位置可以移动。
 
 2）在标签周围的4个方格中对尚无标签的可移动方格进行标记。
 
 3）递归执行上述操作，直到没有附加标签。
 
 在以下条件下，A*搜索中使用的启发式函数具有最小代价。
 
 ·玩家可以在墙上或箱子中移动
 
 ·箱子可以重叠
 
 ·允许将多个箱子放在同一目标上
 
 这是对于所有箱子到达目标点最近路径的总和（只考虑墙）。在初始状态下可以通过查找除墙以外的每个方格到最近目标点的路程，轻松找到任何节点的启发式函数值。此外，这样可以减轻推箱子的限制条件，请注意给它赋予代价界限。也就是说，可以用A*算法获得最优解。
 
 为了有效地搜索，我们将“无路可走”的节点的启发式函数值设置为无限大。“无路可走”的节点的判断步骤如下所示。
 
 Step1　搜索可移动范围。
 
 Step2　将玩家移动一步就可以推的箱子转换为空白。
 
 Step3　剩下的就是无法推动的箱子。如果箱子不是在目标点上方，那就是无路可走。
 
 Step4　再次搜索可移动区域，以找到玩家和箱子都不能到达的区域。
 
 Step5　只要这个区域有一个目标点，那就表示无路可走。
 
 有些无路可走的状态无法通过这种方式找到。但是，通过减少检测到的无路可走状态，可以简化搜索过程。
 
 我们尝试着解开推箱子问题（见图2.13）。宽度优先搜索和迭代加深搜索都以最小代价6（相同路线）达到目标点。对于宽度优先搜索，生成的节点数为21，对于迭代加深搜索，生成的节点数为20。
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  图2.13　推箱子的例子
 
 
 
 在这里，用b表示树的分支数（行动的种类），用d表示树的深度的话，可以用bd来表示树结构的规模。在上述推箱子例子中d=6。使用宽度优先搜索的情况下bd=21，那么b=1.66；使用迭代加深搜索的情况下bd=21，那么b=1.65。推动箱子的方向最多有4个（上下左右）。但实际上会存在只能往一个方向推的情况。因此，这个值大致合理。此外，使用A*搜索也可以通过大致相同的路径到达目标点（最小代价为6，生成16个节点）。这种情况下b=1.51。
 
 另外，我试图解决各种推箱子的初始状态，并把这些结果都总结在表2.2中。从表2.2可以观察到，某种程度的简单问题中，扩展的节点数会以宽度优先、深度优先、A*搜索这样的顺序越来越少。但一旦问题变得复杂，宽度优先和深度优先的算法计算将看不到终点。A*搜索不管是在空间计算量还是在事件计算量上明显比其他两者要小很多。虽然，平均行动种类（分支数）b都小于2，这是表示平均选择分支少于2。就是说越是复杂的问题，可能碰到无路可走的状态的概率越高。
 
  
  表2.2　推箱子的比较结果
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 [1] 通常，最佳解决方案是以最小步数达到目标，但是为了限制基于可移动范围的搜索方式，而采用箱子移动的数量。
 
 
 2.3　数字连线
 
 数字连线是一种在游戏盘上把相同的数字连接的益智游戏（见图2.14）。更详细的规则如下所示。
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  图2.14　数字连线
 
 
 
 ·在白色方块上画一条线并连接相同的数字。
 
 ·线以垂直和水平方向穿过方块中心。此时线之间不能交叉或分叉。
 
 ·线不能穿过一个包含数字的方块。
 
 ·不能在一个正块中绘制两条或更多条线。
 
 人们常说这个游戏不能用完美的逻辑来解决，所以你必须依靠自己的直觉，这一点会让人觉得这个游戏变得越来越有趣。
 
 树中的每个节点（部分）线保持拓展状态以便使用AI进行搜索。扩展节点相当于将线向可能的方向延长一个单位。
 
 A*搜索的启发式函数是各数字或从数字出来的线（延长线）的末端点和始端点之间的曼哈顿距离（注：有两个位置坐标分别为（x1,y1）、（x2,y2），这个时候它们的曼哈顿距离为|x1–x2|+|y1–y2|。）的总和。也就是说，要计算用于连接数字的延长线的长度（要填充的方块数量），计算方法如下所示。
 
 ·如果在一组数字中，哪边都没有伸出线的时候：
 
 数字之间的曼哈顿距离减1。
 
 ·如果在一组数字中，只有其中一个数字有伸出线：
 
 那么没有伸出线的数字的位置和伸出线的线头的曼哈顿距离不变。
 
 ·如果一组数字中两边都有线伸出：
 
 那么两边线头（端点）的曼哈顿距离加1。
 
 找到它们的总和并使其成为启发式函数的值。
 
 各种问题的实验结果如表2.3所示。在宽度优先搜索中，总是能获得最短路径作为解决方案，但是如果游戏盘较大并且自由空间增加时，则节点扩展的数量将爆炸性地增加。在深度优先搜索中，游戏盘越小，扩展节点的数量越少，但该结论的有效性取决于数字的位置。A*搜索总是比宽度优先搜索具有更少的扩展节点。更好地设计启发式函数将使效率更高。
 
  
  表2.3　数字连线的搜索结果
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 2.4　日式华容道
 
 “盒子里的女儿”（日式华容道）是如图2.15所示在平面板上移动滑块的一种游戏。这个益智游戏要求玩家通过将矩形或正方形滑块移动到空白位置，最终把“女儿”（娘）这个滑块（2×2大小的正方形）从最底下的出口移出。“盒子里的女儿”这个游戏会因为女儿滑块的初始位置的不同，难度会有很大的差异。
 
 推导这个游戏到达终点的步数并不容易。因此，处在女儿滑块下方的滑块面积的平方和被用作启发式函数。
 
 表2.4显示了如图2.15所示的布局的搜索结果。
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  图2.15　盒子里的女儿（问题1）
 
 
 
  
  表2.4　盒子里的女儿的搜索结果（1）
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 深度优先搜索是一种简单有用的方法，来确定问题是否可以解决。但是，要找到最小移动次数，需要依赖宽度优先搜索或A*搜索。假设将一个滑块移动一格的动作作为一次计数。作为搜索的结果，可以看出图2.15中的最小移动次数是116[1]。
 
 我们试着考虑一下如下所示的另一种启发式函数。
 
 1）h1：除了女儿滑块以外的滑块都是1×1大小时的最少移动次数。
 
 2）h2：把女儿滑块距离终点的距离放大至20倍的值。
 
 在滑块大小为2×1或1×2时可能存在着更少移动次数的解，所以h1并不能保证界限值。由于图2.15的问题的最少移动次数为81，所以像h2那样设为距离的20倍。
 
 在这里，表2.5表示了针对图2.15至图2.17的问题所采用的各种搜索方法时的扩展节点数。当节点数超过10 000 000时就中断搜索。我们意外地发现纵向搜索针对这个问题发挥很好的性能。虽然A*搜索的结果远远超出了启发式算法的界限值，但成绩还算不错。
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  图2.16　盒子里的女儿（问题2）
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  图2.17　盒子里的女儿（问题3）
 
 
 
  
  表2.5　盒子里的女儿的搜索结果（2）
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 如上所述，在“盒子中的女儿”游戏中很难估计到达目标的移动次数。因此，还提出了使用模式学习的估计方法[18]。
 
 [1] 如果移动两格也被计数一次的话，那么最短移动次数是81。
 
 
 2.5　孔明棋
 
 孔明棋是通过以下的规则来取走棋盘上的棋子。
 
 ·当一个棋子垂直或水平排列并且旁边没有任何其他棋子时，将棋子跳过邻近的棋子。
 
 ·从棋盘上取走被跳过的棋子。
 
 ·无法跳过两个以上的棋子。
 
 这个游戏的目标就是在棋盘上只留一个棋子。最好的方案就是在中央留下一枚棋子。表2.6展示了几个例题。一般标准的模式就是除了棋盘中央的位置以外，其他的地方都铺满棋子。表2.6a里面白色圆表示空白的位置，除此之外的黑色圆表示初始的棋子位置。有以只在中央的（白色圆）位置放置棋子的最终目标。除此之外，还有把最终棋盘上的形状变成十字架（见表2.6b）、正方形（见表2.6c）这样的难题。
 
  
  表2.6　孔明棋的问题
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 作为一种启发式函数，仅仅考虑最终布局与当前棋盘布局之间的差异是不够的。例如，考虑以表2.6a为最终布局。在这种情况下，接近最终布局的棋盘的中心附近应该分布着棋子。因此，对于剩余的棋子，在如图2.18所示的位置，以如下权重值之和计算启发式函数。
 
 ·●的位置的权重值为1。
 
 ·△的位置的权重值为2。
 
 ·■的位置的权重值为3。
 
 这个权重值需要根据最终布局进行改变，因此需要根据不同的问题设置不同的值。
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  图2.18　孔明棋的启发式函数值
 
 
 
 表2.7表示了在各种场景中使用这种方法的搜索结果。在这里，我们用各种初始状态来解开标准问题（目标状态如表2.6a所示，只剩下白色圆）。从结果中可以看到深度优先搜索比宽度优先搜索更有效率。此外还可以知道，在设置了适当的启发式函数的前提下，A*算法的效率也很高。比如针对标准问题（见表2.6a），使用深度优先或宽度优先搜索的计算量将会变得极其巨大而无法执行。
 
  
  表2.7　孔明棋的搜索结果

  [image: ]
 
 
 
 2.6　尝试用数学知识解决数独问题
 
 数独是一种在9×9格子的棋盘上，通过以下条件填充1～9数字的益智游戏（见图2.19）[1]。
 
 ·同一列和同一行不能出现相同的数字。
 
 ·在9×9格子的棋盘上，分成9个3×3的模块，一个模块中不可以放入相同的数字
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  图2.19　一个数独的例子
 
 
 
 一方面，如果通过纵向搜索解决数独问题，它会对没有出现矛盾前的所有内容进行搜索。另一方面，如果你选择使用横向搜索会通过排除候选项的方式，最终找到答案。由于数独在一个格子里总有候选项，所以我认为可以用纵向搜索来高效地解决问题。
 
 此外，解决数独问题是有些技巧的。例如，通过使用已填充的数字作为约束条件并合并起来，然后把只有一个候选项的空白格子先填好[2]。以下的搜索就使用此方法来减少节点扩展的数量。
 
 为了求得A*搜索的启发式函数，需要考虑使用最小剩余值（minimum remaining value）方法。这个方法是从限制条件最严格的格子开始填充。我们来看看图2.20。对于右上角的格子来说，它所在的行上已经使用了1和2，然后它所在的列上已经使用了3。也就是说，满足这些限制条件的只有4（剩余值是1）。另外，最下面的格子的行和列都没有被填写任何数字，即1、2、3、4都可以被用来填写，那么满足限制条件的选择项有4个（剩余值是4）。也就是说，为了让剩余值变小应该优先填充右上角的格子。对于图2.20的状态，剩余值的最小值（即最小剩余值）就是1。在这里，将启发式函数值设置为所有格子的剩余值的和。
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  图2.20　最小剩余值是什么
 
 
 
 表2.8展示了多种问题。一方面，数独的尺寸越大，宽度优先搜索和深度优先搜索的节点扩展数会指数级地增加。另一方面，数独的尺寸不管变得多大，A*搜索的节点数不会增加太多，这就是使用启发式函数的好处。
 
 此外，我们还从专门提供数独问题的网站[3]随机抽取100个问题，并计算把所有问题的格子填满的扩展节点数的平均值（标准偏差）。计算后，深度优先搜索的结果是272.64（705.37），A*算法的结果是28.70（40.63）。宽度优先搜索由于内存不足的原因有半数问题无法解开。
 
  
  表2.8　数独的搜索结果
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 接下来，我们试着解决“没有线索的数独”[4]问题[2]。这种数独问题的规则如下所示。
 
 ·对于N×N的棋盘格，各行各列都填充1到N的数字，各行各列不重复数字。
 
 ·被粗线包围的区域内的数字总和要相同。
 
 比如图2.21中的问题1（左边图）的答案如图2.21的右边图所示。
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  图2.21　没有线索的数独（1）
 
 
 
 当人类真正解决这个难题时，他们会按顺序填充数字。但是，如果按原样进行机械性地搜索，则需要扩展的节点数将变得非常大，并且效率不高。因此，每次填充一个数字时，都会确认适合填充的数字。例如，如果一行中只有一个格子没有被填充，那么该格子可以填充的数字是确定的。考虑以下两个启发式函数。
 
 ·h1：空白格子数÷5
 
 ·h2：总的空白格子数减去可以确定数字的格子数的值
 
 在确认填充的数字时，一次最多只能确认4个格子。所以h1函数被认为是界限值。另一方面，虽然h2不符合界限值的条件，但它可以让启发式函数更加精细化。使用这些方法的搜索结果如表2.9所示（问题见图2.21和图2.22）。
 
  
  表2.9　没有线索的数独问题的探索结果
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  图2.22　没有线索的数独（2）
 
 
 
 虽然宽度优先搜索的结果不如h1的A*搜索，但大多数的情况没有什么区别。
 
 这大概是因为h1的知识不够丰富。另一方面，h2的A*搜索没有满足界限值，但搜索结果不错。也就是说，虽然h2舍弃了最优化，但却高效地解决了问题。由于这些问题的搜索深度都有限制，所以深度优先搜索的结果不算糟糕。
 
 数独是世界上流行的一种解谜游戏，各种数学相关的研究也被开展[45]。最近，还提出了使用代数方法求解数独的方式。这其实是使用代数表达式来表示数独问题的约束条件，并使用Gröbner（格拉布纳）基证明技术来获得解决方案。还有一些研究使用Gröbner基来确定数独难度并生成问题的研究[4]。关于代数方法研究，请参考文献[5]和[6]。
 
 作为案例，看一下图2.23的4×4的数独。每个格子填充的数（w）是1、2、3、4中的一个。将这种情况用如下所示的代数表达式表示：
 
 （w–1）（w–2）（w–3）（w–4）=0　（2.65）
 
 16个格子都满足上述表达式。
 
 或者，把2×2的4个区域的格子的值（列的值或行的值）设为{w,x,y,z}，那么就会和{1,2,3,4}这个集合一一对应。也就是说，可以不重复的选择1、2、3、4。为此，如下设置约束条件：
 
 w+x+y+z–10=0　（2.66）
 
 wxyz–24=0　（2.67）
 
 2×2的数独问题要满足12种位置组合（2×2的4个区域、4列、4行，参照图2.23的左边图）。也就是说，可以用16+12×2=40个方程式来表示这个数独问题。
 
 图2.23的右边图这样的问题，还会有如下所示的约束。
 
 x3–4=0　（2.68）
 
 x4–4=0　（2.69）
 
 x6–2=0　（2.70）
 
 x9–3=0　（2.71）
 
 x11–1=0　（2.72）
 
 x12–1=0　（2.73）
 
 参考如下配置。
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 图2.23的右图的数独问题可以通过解开46个方程式来获得答案。
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  图2.23　数独的约束
 
 
 
 例如，我们使用Gröbner基解决问题。图2.24显示了使用数学表达式处理程序（Sage）的执行过程。此时获得的Gröbner基是一个非常大的表达式（拥有多页的多项式），如图2.24的下半部分所示（图中省略了大部分）。一旦有了Gröbner基，就可以轻松地得出变量之间的约束条件和可解决条件。结果，可以找到满足数独约束条件的解（整数值）。有关使用此方法的来解决数独问题的详细信息请参考文献[46]。
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  图2.24　数学表达式处理程序的数独解题
 
 
 
 [1] 除了9×9以外，还有4×4以及6×6格子的数独问题。这些分别被称为“shidoku”和“rokudoku”。
 
 [2] 参考http://funahashi.kids.coocan.jp/game/game65hlp.html。该技巧被称为“预留座位”和“隐现”。
 
 [3] http://homepage3.nifty.com/funahashi/game/game651.html。
 
 [4] “没有线索的数独”问题称为“killer sudoku”。
 

  第3章


  依赖约束的谜题和非单调推理


  父母之所以对国际象棋着迷，与“国际象棋是智慧的游戏”这样的神话有关。然而，国际象棋的本质并非完全是智慧的传递。


  ——Searching for Bobby Fischer[12]


  3.1　纵向搜索与回溯


  正如我们在纵向搜索示例中看到的那样，搜索并不总是有效。你将不得不返回并找到另一种解决方案，这称为“回溯”。回溯搜索可以通过递归过程轻松实现。如果需要搜索的空间不大，则效率会提高，使用的内存容量也会降低。相反，如果需要搜索的空间太大并且回溯发生得太多，则效率低且不切实际。回溯的典型问题是约束满足问题。这是一种找到同时满足若干约束的解决方案的问题。

 
 3.2　数学家弄错的国际象棋谜题
 
 让我们以N皇后问题作为约束满足问题的一个例子（见图3.1a）。
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  图3.1　N皇后问题
 
 
 
 ·在N×N大小的正方形国际象棋棋盘上，在几个格子上放置N个皇后棋子。
 
 ·国际象棋中的皇后相当于主教和堡垒的结合体，可以向纵、横、对角方向随意移动任意步数。
 
 ·要求任意两个皇后都不在同一条纵线、横线、对角线上。
 
 最原始的版本叫8皇后问题（N=8）。在8皇后问题中一共有92种解法[1]。这是数学家Johann Carl Friedrich Gauss犯过错误的问题。图3.1b展示了其中一种解。这个问题之所以很难是由构成解的复杂程度造成的。N越大，构成解越困难。在这里，一种能够相对有效地构成解的方法被提出来了。但是一般这种方法需要使用基于回溯的构成法。
 
 N皇后问题的约束条件如下所示。在这里，我们用Qi表示在第i行的皇后所在的列数。
 
 1）1≤Qi≤N（i=1,…,N）
 
 2）Qi≠Qj（i≠j）
 
 3）对于所有i和j（i≠j），|Qi–Qj|≠|i–j|
 
 1）表示第i行的皇后在棋盘范围内，2）表示任意两个皇后都不会在同一列中，3）表示任意两个皇后都不会出现在彼此的对角线上。求得满足这些条件的数组{Q1,Q2,Q3,…,QN}就是N皇后问题。也就是说，它需要满足的约束条件数量如下所示。
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 我们在这里考虑一种解决约束满足问题的回溯算法。我们用C={c1,…,cn}来表示约数条件的全体集合。接着用X表示需要搜索的空间，把得到的解记为{D}。比如针对8皇后问题（注：式（3.2）由约束条件1）、约束条件2）和约束条件3）生成。c1={1≤Q1≤N}、c2={1≤Q2≤N}，依此类推；c9={Q1≠Q2}、c10={Q1≠Q3}，依此类推；c37={|Q1–Q2|≠|1–2|}、c38={|Q1–Q3|≠|1–3|}，依此类推。——编辑注）：
 
 C={c1,c2,…,c64}　（3.2）
 
 X={Q1,Q2,Q3,…,Q8}　（3.3）
 
 所有解中存在如下所示的解（见图3.1b）。
 
 D={Q1=1,Q2=7,Q3=5,Q4=8,Q5=2,Q6=4,Q7=6,Q8=3}　（3.4）
 
 我们来思考一下一种使用回归的算法。
 
 算法
 
 Step1　如果X=空集，那么表示成功，显示{D}，然后返回。
 
 Step2　如果X不是空集，则从X取出一个元素xi
 
 X':=X–{xi}　（3.5）
 
 满足约束条件C的xi没有实现值时表示失败并返回。
 
 Step3　满足约束条件C的xi实现值表示为[image: ]。
 
 Step4　j=1
 
 Step5　实现Backtrack（X,C,D）。在这里用C∪{xi=[image: ]}表示向C中添加新的约束条件xi=[image: ]，用D∪{xi=[image: ]}表示往候选解决方案集D中添加xi=[image: ]。
 
 Step6　当j=k时结束并返回。否则j:=j+1并返回Step5。
 
 这个算法与纵向搜索一样，先往深处搜索解，如果失败则返回到之前的状态（见图3.2）。启动这种算法需要使用如下方法：
 
 Backtrack（X,C,φ）　（3.6）
 
 分支从初始状态（不满足约束的状态）开始，在回溯时搜索正确答案。即使成功，也可以通过强制回溯来枚举所有解决方案。
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  图3.2　搜索与回溯
 
 
 
 我们在这里以4皇后作为例子，来看一下这个算法的执行过程。在这种例子中
 
 X={Q1,Q2,Q3,Q4}　（3.7）
 
 C={1≤Q1≤4,1≤Q2≤4,1≤Q3≤4,1≤Q4≤4,　（3.8）
 
 Q1≠Q2,Q1≠Q3,Q1≠Q4,Q2≠Q3,Q2≠Q4,Q3≠Q4,
 
 |Q1–Q2|≠1,|Q1–Q3|≠2,|Q1–Q4|≠3
 
 |Q2–Q3|≠1,|Q2–Q4|≠2,|Q3–Q4|≠1}
 
 用B（X,C,φ）表示回溯算法并如下调用（见图3.3）。
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  图3.3　4皇后的搜索过程
 
 
 
 1）Q1=1,2,3,4是候选解。首先Q1=1，调用B（{Q2,Q3,Q4},C∪{Q1=1},{Q1=1}）（节点①）。
 
 2）Q2=3,4是候选解。首先Q2=3，调用B（{Q3,Q4},C∪{Q1=1,Q2=3},{Q1=1,Q2=3}）（节点②）。
 
 3）Q3=1,2,3,4时哪个都不满足C∪{Q1=1,Q2=3}（即第3行没有可以放置皇后的位置）。也就是说搜索失败，需用通过回溯并返回到节点②生成以前的状态。
 
 4）这次我们尝试Q2=4，调用B（{Q3,Q4},C∪{Q1=1,Q2=4},{Q1=1,Q2=4}）（节点③）。
 
 5）这次候选解中只有Q3=2，调用B（{Q4,},C∪{Q1=1,Q2=4,Q3=2},{Q1=1,Q2=4,Q3=2}）（节点④）。
 
 6）无法在C∪{Q1=1,Q2=3,Q3=2}中找到能够满足Q4的约束条件。也就是说要再次回溯。在这里要返回到节点①生成前的状态，用新的候选Q1=2尝试调用B（{Q2,Q3,Q4},C∪{Q1=2},{Q1=2}）（节点⑤）。
 
 当再次为皇后问题编写算法时，算法如下所示。
 
 算法　try(i)
 
 Step1　用集合Si表示第i行可以放置皇后的位置。
 
 Step2　如果Si是空集则结束。
 
 Step3　从Si取出一个候选Qi放置到棋盘上。
 
 Step4　如果i=N，则表示这是一个解。否则执行try（i+1）。
 
 Step5　取消Qi并使Si:=Si–Qi，然后返回Step2。
 
 我们在这里调用try(1)来获得N皇后的解。
 
 
 3.3　线条图的解释与错觉画
 
 本节将解释线条图（线描）作为约束满足的另一个示例[14]。我们来思考一下用计算机解释图3.4的画面。这里的目的是把线条图输入二维空间中，并让计算机对图中的物体数量和位置关系进行推测。人类很擅长在看到东西的瞬间进行理解，并推测隐藏的部分的模样。但是，计算机只有在进行如下所述的搜索后才能理解线条图。
 
  
  [image: ] 
  图3.4　线条图的解释
 
 
 
 需要注意是，图中的线条都会被分为以下3种。
 
 1）边界线。
 
 2）凸向内线。
 
 3）凹向内线。
 
 然后，分别使用以下方式来表达。
 
 1）有＞标记的线。需要注意的是，边界线要按照顺时针方向进行标记。
 
 2）有+标记的线。
 
 3）有–标记的线。
 
 我们用图3.5所示的L型物体进行举例来说明标记方式。
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  图3.5　在线条图中添加标记
 
 
 
 以这种方式标记线条图时，可以解释在线条图中绘制的对象。换句话说，以解释线条图作为目标时，要适当地标记它们。
 
 接下来，让我们对世界上的物体做出以下假设。
 
 1）没有阴影或裂纹的多面体。
 
 2）每个顶点相交三个面。
 
 3）即使视角稍有改变，连接点的特性也不会改变。
 
 这些条件似乎看起来太苛刻，但并非必不可少。这些条件是致力于简化说明的。条件3）排除了从某个视角观察时碰巧彼此重合的线条图。
 
 在能够满足以上3个条件的世界中，只存在着L型、ARROW型、FORK型和T型这4种顶点（见图3.6）。
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  图3.6　4种顶点
 
 
 
 对这4种顶点能标记的所有可能性数量如下所示。
 
 FORK型　4×4×4=64种
 
 ARROW型　4×4×4=64种
 
 T型　4×4×4=64种
 
 L型　4×4=16种
 
 也就是说合计有64×3+16=208种标记方式。但是，从图3.7中可以证明，实际上只有18种标记方式。这使线条图可以被解释成一个简单的约束满足的问题。图3.8显示了18种简单的解释。在这里，我们根据非空卦限的数目（1个空间被彼此垂直的3个平面划分成8个卦限）和可视面的数量来对可能的情况进行分类。在图3.8中表示了标为–时不可能出现的状况。需要注意的是，对Y型顶点能够添加–、＞、＞标记（非空卦限数=3，可视面数=2）的情况有3种。再加上4种隐蔽的情况，也就是说一共会有18种。
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  图3.7　18种标记
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  图3.8　为什么只有18种情况
 
 
 
 例如，考虑图3.9a中的情况。此时，请注意3个L型顶点。L型顶点的边是画面的边界，所以用顺时针箭头标记（如图3.9b所示）。L型顶点中，对于无法使用边界标记的线，可以使用约束条件来表示。然后，ARROW顶点处的垂直线使用+标记（如图3.9c所示）。同样，你可以看到ARROW型的顶点处的剩余边都为+标记。对于剩余的FORK型顶点，由于在所有3个边都只允许带有+的标记，因此它如图3.9d所示。
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  图3.9　线条画解释的例子（1）
 
 
 
 同样可以对图3.10a中的线条画添加标记。在这里，可以按照以下顺序进行。
 
 1）添加边界线的标记（顺时针方向，如图3.10b所示）
 
 2）对FORK型进行标记（从有3个+标记的地方开始，如图3.10c所示）
 
 3）对中间部分添加标记，如图3.10d所示
 
 这是按照顺序不断地满足约束的过程（必要时进行回溯）。
 
 图3.11显示了可以通过标记以2种方式解释的图形。在这种情况下，标记会根据图形是漂浮在空中还是贴墙而有所不同。
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  图3.10　线条画的解释
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  图3.11　有2种解释的情况
 
 
 
 要考虑如图3.12所示的图形。此时以如下顺序进行标记。
 
 1）边界线
 
 2）边界的ARROW型顶点
 
 3）有+标记的FORK型顶点
 
 但是，在图3.12所示的z部分无法进行标记。一方面，一个ARROW型的标记应为–；另一方面，一个L型中应具有边界标记。这会导致回溯，但是没有其他可能的候选项。因此，可以知道这样的图形是不可能成立的。
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  图3.12　无法解释的例子
 
 
 
 线条图解释方法已得到进一步发展，从而可以在某种程度上处理除了上述3个条件以外的线条图。例如，即使是如图3.4所示的复杂场景和阴影部分也可以无误地解释。
 
 但是，对如图3.13所示的不可能的对象（错觉图）进行解释是无法实现的。为了解释这些，需要引入更复杂的约束。人类无法做到始终准确地判断这些图形的可能性。尽管乍一看图3.14中似乎没有矛盾之处，但是当仔细思考时，可以知道它作为一个三维立体是有矛盾的（这是基于参考文献[26]创建的立体）。实际上，它如图3.15所示。这表明人类的感知与高维度的知识有关。
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  图3.13　不可能存在的物体的例子
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  图3.14　试着制作不可能存在的物体
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  图3.15　真实的模样
 
 
 
 我的主页提供了一个GUI模拟器，可以执行线条图解释（见图3.16）。该程序用JavaScript语言实现，可以通过适当的Web浏览器执行。让我们尝试如何解释各种物体，尤其是不可能存在的物体。
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  图3.16　线条图解释模拟器
 
 
 
 
 3.4　ATMS与四色问题
 
 让我们考虑如益智游戏那样需要通过逻辑推理的问题。
 
 在正常的数学逻辑中，“能假设的事实一般总是正确的”。这是很自然的，但是在现实世界中被认为正确的东西后来可能会被称为错误。这个时候，人脑不仅不会崩溃，而且还会进行纠正并继续推理。
 
 我们来思考一下接下来的例子。有一个人说：“我养了一只鸟。”（见图3.17）这个时候你会想：这只鸟会飞。接下来这个人又说：“这只鸟的品种是企鹅。”那么，刚才关于“会飞”这个概念就要被进行修正，从而得出“这只鸟不会飞”的结论。
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  图3.17　这只鸟会飞吗
 
 
 
 在此示例中，新事实（知识）的增加会否定先前的结论（推测），并再次进行推理以得出新的结论。这种推理被称为“非单调逻辑推理”。
 
 在正常的命题逻辑和谓词逻辑中，证据的数量随着新事实（知识）的增加而增加（至少不会减少）。换句话说，它在广义上单调增加，而非单调逻辑推理的证据可能会减少。人的逻辑思维显然是非单调的。在谜题和游戏中进行预测时，推理将非单调地进行。例如，把“如果你选择在这个角落下子……”作为假设进行预测，预测结果为游戏失败，然后这会引起你的重新思考和推理。
 
 非单调逻辑推理的典型例子是TMS（Truth Maintenance System，真值维护系统）。有关TMS的操作，请参考文献[5]。本节描述了加强版TMS的ATMS（Assumption-based TMS，基于假设的TMS[55]）。稍后我们将看到ATMS可以解决约束依赖性问题并在谜题中进行推理。
 
 ATMS根据假设重复推理，以找到无矛盾的假设集（环境）。这个假设集就是解开谜题的方法。
 
 当接收数据时，ATMS将创建一个与数据相对应的节点。所谓节点就是推理结果、假设以及前提，节点的构造如下：
 
 ＜数据名称，标签，正当化＞
 
 在这里，对以下的专用词进行定义。
 
 ·环境：多个“假设”的集合。
 
 ·标签：数据成立的（多个）环境。
 
 ·正当化：为了让推理结果成立而进行添加理由的过程。
 
 ·Nogood：产生矛盾的条件。
 
 通过向节点分配“标签”来执行推理。数据名称和正当化理由由推理系统提供，ATMS本身不会发生改变，但ATMS会让标签保持无矛盾的状态。如果ATMS不执行回溯并准备了假设和Nogood，则在所有可能的情况下对这个假设进行验证。
 
 节点能够显示以下3种信息。
 
 ·假设：无法知道是否能够成立的情况。记为＜A,{(A)},{(A)}＞。
 
 ·前提：一般会成立的情况。记为＜P,{()},{()}＞。
 
 ·推理结果：来自假设以及前提推导出的情况。标签由ATMS进行更新。
 
 在这里解释一下如何基于假设推理更新标签。为此，如果把环境中所有的包含关系用网格（环境格，environment lattice）进行思考，则更容易理解。
 
 当有n个假设时，就会存在2n个可能的环境。包含k个假设的环境有[image: ]个。这种通过包含关系连接的关系被称为“网格”（lattice）。比如，假设A、B、C、D组成的网格如图3.18a所示。图3.18a的上方为超集（superset），下方为子集（subset）。用线彼此连接表示包含关系。在这里，存在着两种{A,B}、{B,C}的Nogood环境。也就是不允许有“A和B”或“B和C”同时存在的情况。此时网格上包含Nogood情况的环境会被去除（如图3.18b所示）。
 
 此外，还会被赋予两个假设。
 
 γx+y=1:＜x+y=1,{{A},{C,D}},{…}＞
 
 γx=1:＜x=1,{{D}},{…}＞
 
 这个声明与x+y=1、x=1有关，但ATMS不会对假设的含义本身进行干涉，所以该声明与推理无关。作为假设成立的前提，环境非常重要。满足x+y=1这个节点的前提为{{A},{C,D}}。这表示{A}或{C,D}需要成立。能够成立的环境在图3.18c以圆圈进行标记。需要注意的是，包含{A}的集合或包含{C,D}的集合都是正确的。类似地，对于假设x=1进行正当化的环境{D}在图3.18d中使用四边形进行标记。当然，Nogood已经从环境中去除了。
 
 试着进行如下的推理。
 
 γx+y=1,γx=1⇒γy=0
 
 这个时候考虑一下正当化的环境，既被圆圈又被四边形标记的集合是γy=0成立的环境。但并不需要持有所有的标记集合，只要持有被同时标记的下确界就足够了。也就是说，新生成的节点会如下所示。
 
 γy=0:＜y=0,{{A,D},{C,D}},{γx+y=1,γx=1}＞
 
 如上所述，ATMS同时保持多个环境。由于这些可满足性判断操作是基本的集合演算操作，因此可以通过并行执行进行高速推理。但它也有着需要大量内存空间的缺点[1]。
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  图3.18　网格的例子
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  图3.18　（续）
 
 
 
 那么，我们试着用ATMS进行解谜吧。我们在这里试着解开前面章节的N皇后问题。在N皇后问题中，我们用Qij来表示了在i行j列的皇后。Nogood环境如下：
 
 1）{{Qij,Qkl}:i=k}（两个皇后不可以在同一行中存在）
 
 2）{{Qij,Qkl}:j=l}（两个皇后不可以在同一列中存在）
 
 3）{{Qij,Qkl}:|i–k|=|j–l|}（两个皇后不可以在同对角线或斜线中存在）
 
 这个时候，网格就会如图3.19a所示。删除Nogood环境后，可以从剩下的节点（带圆圈的节点）去除N个皇后的位置进行解谜（如图3.19b所示）。
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  图3.19　N皇后问题的网格
 
 
 
 此外，我们可以把著名的覆面算问题视为算术谜题。比如，我们可以思考如下问题。
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 不同的字母意味着不同的数字。共有8个字母：S、E、N、D、M、O、R和Y。我们对每一个会被分配到的数字用aS、aE、aN、aD、aM、aO、aR、aE来表示，前提如下所示。
 
 ·P1:＜SEND=aS×103+aE×102+aN×10+aD,{{}},{()}＞
 
 ·P2:＜MORE=aM×103+aO×102+aR×10+aE,{{}},{()}＞
 
 ·P3:＜MONEY=aM×104+aO×103+aN×102+aE×10+aY,{{}},{()}＞
 
 此外，以下约束适用于Nogood环境。
 
 1）aS=0（最前面的位数不可以为0）
 
 2）aM=0（最前面的位数不可以为0）
 
 3）aM≠1（考虑进位，答案的最高位数不得为1以外的数字）
 
 4）aD+aE≢aY（mod10）（个位数的一致性）
 
 5）aN+aR≢aE,aE–1（mod10）（十位数的一致性，考虑到从个位数会有进位）
 
 6）aE+aO≢aN,aN–1（mod10）（百位数的一致性，考虑到从十位数会有进位）
 
 7）aS+aM≢aO,aO–1（mod10）（千位数的一致性，考虑到从百位数会有进位）
 
 8）aS=aE,aS=aN,…（表示不同的数字）
 
 9）SEND+MORE≠MONEY
 
 举个例子，如果用S1表示aS为1，那么网格就如图3.20a所示。我们把网格中的Nogood节点{S0}，{M0}，{M2}，{M3}，…，{M9}，{D1,E2,Y9}，…，{S1,E1}等删除。图3.20b展示了删除超集并添加标记的过程。如此一直执行下去就能解开这个覆面算问题。
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  图3.20　覆面算问题的网格
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  图3.20　（续）
 
 
 
 图3.21显示了ATMS执行覆面算问题的状态（的一部分）。在这里，我们首先解决前面叙述的问题。一边显示3种类型的Nogood，一边获得答案。比如：
 
 
 
 Nogood: wrong sum
   <"E", 0>, <"Y", 1>, <"D", 5>

 
 
 
 考虑到第一位数字的总和，E为0、Y为1和D为5是不可能的。此外，以下这种情况：
 
 
 
 Nogood: subset of Nogood
<"E", 0>, <"Y", 1>, <"D", 5> ---> <"E", 0>, <"Y", 1>, <"N", 2>, <"D", 5>

 
 
 
 由于包含着上述的Nogood（E=0，Y=1，D=5），所以E为0、Y为1、N为2和D为5也为Nogood。此外，
 
 
 
 Nogood: <M = 0: First letter>
Nogood: <S = 0: First letter>

 
 
 
 约束着第一个字母M和S为0的可能性。考虑这种Nogood约束，就能像图3.21那样获得解。相同地，我们试着用ATMS解一下如下问题。
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 这个问题中，*的位置不管放置什么数字都会成立。图3.21的后部分展示了6种解。
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  图3.21　根据ATMS的覆面算解法
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  图3.21　（续）
 
 
 
 现在考虑一个四色问题的谜题。四色问题是一种猜想——在任何地图上，可以使用四种颜色将相邻区域（国家/地区）进行区分[2]。自19世纪中叶以来，这种猜想一直受到质疑，但是100多年来一直没有得到解决，也没有获得任何反例。
 
 1976年，该证明由伊利诺伊大学的Kenneth Appel教授和Wolfgany Harken宣布得到了解决。但是，已发表的证明是使用计算机从有2000多个构形[3]的可约配置[4]中检查不可避免的集合[5]来实现的。关于这种方法使用计算机作为数学证明是否优雅仍然存在争议。虽然四色定理已经得到了证明，但实际上很难将给定的地图仅通四色绘制。这个问题有必要通过约束依赖问题来解决。下面，让我们用ATMS解决四色问题。
 
 假设地图中最多有3个国家同时接壤（常规地图）。即使如此假设，通用性也不会丢失。如果有4个以上的国家，则可以在该点附近创建一个小国家，回到最多接壤3个国家的状态。在这里，我们用图3.22来举例说明。每个区域分别编号为1、2、3和4，红色、绿色、蓝色和黄色4种颜色分别表示为R（红色）、G（绿色）、B（蓝色）和Y（黄色）。此外，我们对区域n用颜色X进行涂色的话，以nX来记述。例如，区域1被涂成红色则表示为1R。如果人们认为地图可以用4种颜色绘制，则用S来表示。
 
  
  [image: ] 
  图3.22　四色问题的例子
 
 
 
 此时，如下创建ATMS数据库。数据库对每个区域可以采用的颜色所对应的所有假设进行构建。此外，把相邻的2个区域涂成一种颜色的环境作为Nogood。由于图3.22中所有区域都是彼此相邻，所以对于所有的1≤i＜j≤4，|iR,jR|、|iG,jG|、|iB,jB|、|iY,jY|是Nogood。
 
 ·假设
 
 
 
 < 1R,{{1R}},{(1R)} > < 1G,{{1G}},{(1G)} > < 1B,{{1B}},{(1B)} > 
< 1Y,{{1Y}},{(1Y)} > < 2R,{{2R}},{(2R)} > < 2G,{{2G}},{(2G)} > ﻿
< 2B,{{2B}},{(2B)} > < 2Y,{{2Y}},{(2Y)} > < 3R,{{3R}},{(3R)} > 
< 3G,{{3G}},{(3G)} > < 3B,{{3B}},{(3B)} > < 3Y,{{3Y}},{(3Y)} >
< 4R,{{4R}},{(4R)} > < 4G,{{4G}},{(4G)} > < 4B,{{4B}},{(4B)} > 
< 4Y,{{4Y}},{(4Y)} >

 
 
 
 ·Nogood环境
 
 
 
 {1R, 2R}, {1R, 3R}, {1R, 4R}, {2R, 3R}, {2R, 4R}, {3R, 4R},
{1G, 2G}, {1G, 3G}, {1G, 4G}, {2G, 3G}, {2G, 4G}, {3G, 4G},
{1B, 2B}, {1B, 3B}, {1B, 4B}, {2B, 3B}, {2B, 4B}, {3B, 4B},
{1Y, 2Y}, {1Y, 3Y}, {1Y, 4Y}, {2Y, 3Y}, {2Y, 4Y}, {3Y, 4Y}

 
 
 
 在这里确保通过ATMS推理来正确绘制地图颜色。尝试类似的复杂地图（见图3.23和图3.24）。图3.24是1975年四色问题的一个未经证明的例子，这是Martin Gardner[6]在愚人节期间，作为恶作剧在杂志Scientific American上发表的四色问题的反例。由于很难对这张地图进行涂色，所以许多人相信了这个反例，并引起了轩然大波。
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  图3.23　四色问题（在日本地图上进行涂色）
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  图3.24　四色问题（愚人节）
 
 
 
 [1] 实际上，维持所有假设组合的网格是不切实际的。考虑到Nogood的包含性，有必要保持最小的集合并动态生成节点。因此，会在接下来的执行示例中使用此方法。
 
 [2] 在此，假定两国沿边界接壤。仅在一点上有接触的国家之间不被视为邻国。
 
 [3] 地图中包含1个国家/地区与2个（3个，4个，…，多个）国家/地区相邻的构形。——编辑注
 
 [4] 可以通过上色区分国家/地区的地图配置。
 
 [5] 不管在哪种地图都必然包含的国家（或一群国家）的集合。
 
 [6] Martin Gardner（1914-2010）：美国作家和数学家。除数学外，还写过许多有关魔术、哲学、伪科学批评和儿童文学的书籍。
 

  3.5　解开国际象棋谜题


  在3.2节中，我们介绍了皇后问题。许多类似的棋盘约束问题也很有名[19][22]。


  让我们看看下面的一些问题。正如你通过解决方案所看到的，在搜索约束满足问题时，尽可能地利用先验知识来限制搜索空间非常重要。否则，计算量将是巨大的，并且无法进行有效的搜索。

 
 3.5.1　尽可能放置多个棋子
 
 在8×8的棋盘上，根据以下条件放置棋子。这个谜题的目的是找到尽可能放置多个棋子的方式。如图3.25a所示的例子，尽可能放置多个车[1]，并让它们彼此之间无法攻击。
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  图3.25　国际象棋谜题
 
 
 
 1）在同一条线上不放置3个以上的前提下，尽可能放置多个兵[2]。除了垂直、水平和对角线外，还有不同方向的直线（最多可放置16个）。
 
 2）尽可能在彼此之间无法攻击的前提下，放置多个骑士[3]（最多可以放置32个）。
 
 3）尽可能放置多个主教[4]（最多能放置14个，有36种不同的放置方式）。
 
 4）尽可能放置多个国王[5]。
 
 图3.25b显示了放置兵的一种答案（16个兵）的示例。我们知道在中央的格子里放置2个兵的解决方案只有一种。
 
 这个问题可以通过约束相关问题的纵向搜索来解决。但是，如果没有进行高效搜索，则无法完成计算。为防止冗余搜索，对节点进行扩展和分支时删除不再需要搜索的节点（即剪枝）。进行剪枝的条件是：
 
 当前放置的棋子数+接下来可以放置棋子位置的数量＜到目前为止找到的最大棋子数　（3.9）
 
 因为即使在剩下的位置上都放置棋子也不会更新目前的最大值。
 
 对骑士问题进行搜索时，获得如图3.25c所示的解决方案。你可以看到，除了对称的情况以外，只有一种可能。在这里很容易证明可以放置骑士的数量最多为32[6]。当骑士所在的行号和列号的总和为奇数（偶数）时，骑士可以对行号和列号的总和为偶数（奇数）的位置进行攻击。因此，可以在行号和列号之和为偶数（奇数）的每个格子上放置一个骑士。这个时候，骑士的数量就是64/2=32。从中可以知道，在国际象棋棋盘上可以放置32个骑士。
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  图3.26　国际象棋棋盘（有关骑士放置数量的证明）
 
 
 
 类似地，若在同一条线上不可以放置3个以上的兵，则最多可以放置的兵的数量为16。可以放置的主教的最大数为14。主教的搜索结果如图3.27所示（36种可能的其中一部分）。
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  图3.27　国际象棋棋盘（主教）
 
 
 
 让我们用高明的方法对有关国王的场景进行搜索。国王在2×2的区块种不可能存在2个以上。也就是说，放置数量的最大值小于16。将8×8的棋盘用2×2的区块分割成16块的情况只有一种。接下来，再对这16块区块一个个放置棋子就能进行高效的搜索。图3.28展示了其中一部分解。
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  图3.28　国际象棋棋盘（国王）
 
 
 
 [1] 这个棋子在纵横方向上，一回合走多少步都可以。
 
 [2] 该问题与兵的移动方式无关。无论彼此的攻击方式如何，只要其放置满足条件即可。
 
 [3] 与将棋的桂马的动作相同，但不仅可以向前移动，还可以向右、向左和向后移动。
 
 [4] 在对角线上，一回合可以走任意步数。
 
 [5] 垂直、水平、对角线，各个方向每回合能走一格。
 
 [6] （证明）以2×4的区块对棋盘进行分割（见图3.26）。在2×4的区块中最多只能放置4个骑士。也就是说，在棋盘上面2×4的区块有8块，所以可以放置骑士的最大数是32。
 
 
 3.5.2　尽可能攻击多个区域
 
 接下来，我们来思考一下关于皇后的问题。
 
 ·图3.29显示了如何在6×6的国际象棋棋盘上放置3个皇后并攻击所有空的格子。除图3.29的方法外让我们寻找其他放置方式。但是，对称和镜像的放置方法被认为是相同的方式。
 
 ·将4个皇后排列在7×7的国际象棋棋盘上，以攻击所有空的格子，并找到各种方法防止皇后间互相攻击。
 
 ·在8×8的国际象棋棋盘上找到用4个皇后和1个骑士攻击所有空的格子的方法。
 
 ·找到在8×8的国际象棋棋盘上放置8个皇后的所有方法，以最大限度地减少不能攻击的格子的数量的放置方式。
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  图3.29　国际象棋谜题（第一个皇后问题）
 
 
 
 在给皇后问题进行搜索时，从左上角开始依次搜索不受任何攻击的格子。找到正确的格子后，将皇后放置在可攻击该格子的位置。可以通过记住直到到达当前状态前皇后在哪个位置进行了搜索来减少搜索次数。
 
 图3.30a显示了一个7×7问题的答案。图3.30b显示了皇后和骑士问题的答案。除了对称的情况外，只有一种放置方法。
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  图3.30　国际象棋谜题（第二个皇后问题）
 
 
 
 在最后一个问题中，我们知道无法攻击的格子数有11个以上。因此，应该至少有2行6列（或2列6行）作为不存在皇后的区块。也就是说，可以通过限定皇后的放置区块来进行探索。搜索的结果是，不能受到攻击的格子数最大为11，这样的排列有7种（见图3.31）。
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  图3.31　以尽可能减少不能攻击的格子数为目的来放置皇后
 
 
 
 
 3.6　Knuth的谜题与位棋盘
 
 Donald Knuth[1]的一个谜题[21]内容是往N×N的网格棋盘上不断放入棋子形成一个盘面，不管之后往哪个网格空位中放置棋子都能形成正方形的排列，并使该盘面的棋子数最大化。请注意，一些正方形是可以倾斜的。图3.32的左侧图显示了不应创建的正方形的示例。例如在6×6的棋盘上只放置了14个棋子，并且有4种不同的解决方案（旋转被认为是相同的）。图3.32的右侧图是一个示例。让我们尝试从4×4开始不断扩大棋盘，最终解决7×7的问题。
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  图3.32　谜题
 
 
 
 对于此类问题，重要的是有效检查盘面的同一性。换句话说，对已经搜索的盘面还要考虑其对称、镜像和反转，从而保证不会再次生成。
 
 为了判断盘面在对称、旋转和镜像情况下的同一性，可以用“位棋盘”的结构。位棋盘上特定位置是否有棋子用1位（bite）表示。利用位操作的并行性可以进行高速化的操作，并且可以减少内存使用量。在判断盘面同一性的时候，因为左右反转可以用位反转表示，90度旋转可以用位旋转表示，所以可以高速执行操作。作为例子，在将棋软件Bonanza中也有将将棋盘进行位棋盘化，高速地对棋局进行分析和判断。基于以上这些理论对6×6的Knuth谜题进行了搜索，结果显示确实有14个棋子的放置排列方式，去除那些对称、同一性的情况以后确认了有4种放置方式（见图3.33）。对7×7盘面的搜索会花费更多时间，最终发现有18个棋子的12种放置方式。
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  图3.33　位棋盘的解答
 
 
 
 [1] Donald Knuth（1938-）：数学家、计算机科学家、斯坦福大学的名誉教授。他的著作The Art of Computer Programming是学习计算机科学的圣经。
 

  第4章


  会玩游戏的AI


  看完比赛的棋谱后，我确信这个男孩是个可怕的天才。


  ——俄罗斯国际象棋大师Yuri Averbakh


  Fischer过了一会儿回想了一下自己的对弈，马上谦逊地说：“我只是做出了自认为最佳的决定，只不过是运气好罢了。”


  ——Endgame: Bobby Fischer's Remarkable Rise and Fall-from America's Brightest Prodigy to the Edge of Madness[38]

 
 4.1　井字棋与树
 
 我们童年的时候，经常玩井字棋。它还被称为“圈叉游戏”、“Tic Tac Toe”等。这是一种两个人交替地往3×3网格里填写圈（〇）和叉（×）的游戏。只要横、竖、斜任意方向由圈或叉排满，那么就算一方胜利。这个游戏有必胜法则吗？
 
 如第2章中谜题的树结构一样，可以思考一下井字棋的树结构。为了简化，我们用圈作为先手。考虑到对称性，有如下三种初始状态。
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 其中如果以最右边的状态开始，则叉会有以下两种情况（请注意对称性）。
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 图4.1显示了搜索过程的一部分。
 
  
  [image: ] 
  图4.1　井字棋的搜索树
 
 
 
 
 4.2　游戏的树搜索
 
 在这里我们要考虑双人对抗游戏的树结构，但此处考虑的是两个人交替回合制的游戏。在游戏中能够完全知道对方走的每一步。严格来说，这是两个人都拥有完整信息的游戏。这种游戏包括国际象棋、黑白棋、将棋、围棋和井字棋。纸牌游戏和骰子游戏包含不完整和不确定的信息，因此不在此处考虑。
 
 针对这种条件的游戏的树结构称为“AND/OR树”（或者叫MIN/MAX树）（如图4.2所示）。轮到自己的回合时为“MAX节点”（OR节点），轮到对方的回合时为“MIN节点”（AND节点）。从树的根部开始，随着深度不断加深，MIN节点和MAX节点会以交替的形式出现（此处的游戏没有弃局（PASS）这一选项）。此外，如果是以自己作为先手的话，根节点就是MAX节点，如果是对方先手，则为MIN节点。
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  图4.2　双人游戏的搜索树
 
 
 
 以下内容解释了AND（MIN）和OR（MAX）的含义。
 
 1）轮到自己的回合时只需要选好一个分支（OR节点）。
 
 2）轮到对方的回合时要调查好所有的分支，提前预测接下来会发生什么（AND节点）。
 
 思考一下游戏的结局。在AND节点（对方的回合）中只要下一回合中有一个“输”的可能，就会导致输掉比赛。只有全力以赴（所有回合都为“赢”的时候），你才能赢。另外，在OR节点（自己的回合）中，如果你有一次“赢”，就会赢得比赛，而只有下一回合全为“输”，你才会输。此外，如果在某一回合中通过走一步进入下一回合，则该回合节点称为“扩展”或“生成”。
 
 接下来，考虑一种尚无法决定自己是赢还是输的情况。我们假设游戏中可以使用一些评价函数。此函数的结果越大，对自己越有利，越小对对方越有利（取正值和负值）。例如，以下评价函数可用于井字棋。
 
 评价值=–63×x2+31×o2–15×x1+7×o1　（4.1）
 
 使用o1（x1）表示在行、列和对角线上，自己（对方）有1个棋子的行、列和对角线的总数；o2（x2）表示自己（对方）在行、列和对角线上有2个棋子的排列数。可以对行、列和对角线8条线进行检查。但是，如果在行、列和对角线上有另一方的棋子，则抵消自己的棋子。比如以下这种情况：
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 自己（〇）的评价值为
 
 o1=2　（4.2）
 
 x1=1　（4.3）
 
 因此其评价值如下所示。
 
  
  评价值=–15×1+7×2=–1　（4.4）
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 最上面这行由于棋子相互抵消，因此该行不会在o1和x1中计数。此外，自己胜出的回合的评价值为10 000，对方胜出的回合的评价值为–10 000。也就是没有比它更高（或更低）的评价值。
 
 MIN/MAX树的评价会根据如下策略进行。
 
 1）对最深的节点进行评价。
 
 2）对根节点的方向重复以下操作。
 
 a）轮到MAX（自己）的回合时，以子节点的最大评价值作为这个节点的评价值。
 
 b）轮到MIN（对方）的回合时，以子节点的最小评价值作为这个节点的评价值。
 
 3）得到根节点的评价值以后，把赋予这个评价值的子节点作为接下来要放的棋子位置。
 
 以上策略称为“MIN/MAX战略”。这种战略就是在轮到自己（MAX节点、OR节点）的回合时选择一个对自己有利的情况，轮到对方（MIN节点、AND节点）的回合时要考虑所有的情况，考虑最糟糕情况下的对策。比如在井字棋中会变成如图4.3所示的情况。图4.3中进行了深度为2的MIN/MAX搜索。从图4.3中可以看出，首先要走的一步棋为节点2，针对节点2，可以想象对方的比较明智的下棋位置应该如节点4所示。在本例中，省略了对称相等的局面。
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  图4.3　井字棋的搜索（1）
 
 
 
 再以另一个局面作为例子，如下图所示。
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 对上述局面做MIN/MAX树的搜索，如图4.4所示。可以从图4.4知道最佳的选择为节点5或节点17。
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  图4.4　井字棋的搜索（2）
 
 
 
 在MIN/MAX搜索中，自己需要选择具有最高评价值的局面下棋，而对方则选择具有最低评价值的局面下棋。因此，自己选择下一步棋和对方选择下一步棋的实现函数完全不同。如果对对方的评价值的正负符号进行反转，则对方和自己都将选择具有最大评价值的局面，并且可以通过相同的函数简单地实现。这称为NegaMax方法。
 
 如果通过MIN/MAX搜索加深树的深度，则能够更准确地“读懂”棋局。如果进一步加深深度并进入游戏的最后阶段，最终将彻底读懂整个棋局。换句话说，可以知道是自己赢还是对方赢。如果在井字棋中深入搜索树结构，甚至还可以知道如何实现平局。
 
 正如以上解释，通过MIN/MAX战略可以对游戏建立适当的搜索树。但如果不断加深树的深度，则树的结构会变得过于庞大，无法解决现实生活中一些复杂的游戏问题。比如，可以推测西洋跳棋的结构会拥有1040个节点，国际象棋将拥有10120个节点。也就是说，目前计算机的运行速度再高都无法通过MIN/MAX战略解开以上两种游戏。
 
 α-β法被用来减少MIN/MAX搜索中生成的节点数量。例如，考虑图4.3的例子。我们顺着节点1看到了展开的内容。现在考虑展开节点5。此时，已知节点2的评价值为–9。节点1处于MAX的回合。另一方面，节点5处于MIN的回合。展开节点5会生成节点6和节点7。节点7的评价值为–31。由于节点5是MIN的回合，因此此节点的评价值不会比–31更高（也就是说，轮到对方时不会有比这个更糟糕的选择）。考虑到此时为节点1（MAX的回合），你可以看到绝对不会选择节点5，因为节点2的评价值为–9。也就是说，选择节点5并不比节点1好。因此，可以省略对节点5之下的其他节点的评价。也就是说，不需要评价节点8、节点9和节点10。
 
 以上方法称为“α-β剪枝”。在这个方法中需要保持两个阈值：
 
 ·α值MAX节点的下限值。
 
 ·β值MIN节点的上限值。
 
 在前面的示例中，节点1的α值在节点2展开之后为–9。另外，节点5的β值在展开节点7之后为–31。由于此β值低于α值，因此可以中止搜索。这称为“α剪枝”。请注意，α剪枝取决于展开顺序。比如如图4.5所示，首先展开为
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 时，这个节点的评价值会被决定为–31。也就是说节点1的α值为–31。接着顺着节点8生成节点11时，评价值为–38。也就是说节点8的β值为–38，则
 
 节点8的β值=–38＜节点1的α值=–31　（4.5）
 
 因此节点8会被α剪枝。请注意，节点12的展开将会正常进行。
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  图4.5　α剪枝
 
 
 
 同样地，当MIN节点（对方的回合）的β值小于其下面的MAX节点的α值时，可以忽略该MAX节点的扩展。这称为“β剪枝”。换句话说，是对方选择的回合，因此对方不会做出对自己不利的选择。假设对方以如下场景开局。
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 此时，首先扩展节点2，并且通过扩展节点3～节点9可以知道节点2的评价值为30。因此，节点1的β值为30。然后展开节点10。在创建节点11时，此节点的评价值为30，而节点10的α值为30（见图4.6）。这个时候满足
 
 节点1的β值=30≤节点10的α值=30　（4.6）
 
 因此节点10后面的展开会被省略。
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  图4.6　β剪枝
 
 
 
 让我们再往后看一下。接下来，扩展节点12，并且根据节点13～节点16的评价，节点12的评价值为8。此时，节点1的β值更改为8。接下来，当扩展节点17并生成节点18时，此评价值是15，即节点17的α值是15。也就是说
 
 节点1的β值=8≤节点17的α值=15　（4.7）
 
 节点17会被β剪枝。类似地展开节点19，得到节点20的时候
 
 节点1的β值=8≤节点19的α值=30　（4.8）
 
 因此节点19也会被β剪枝。正如以上内容所述，在这个例子中，节点10、节点17、节点19三个地方发生了β剪枝。
 
 到目前为止，我们已经了解了游戏搜索的基本技术。在这里提出的方法都是针对国际象棋和黑白棋这样实际的游戏提出的增强和改进方案。其中以下内容是重要的研究课题。
 
 1）决定合适的评价函数。
 
 2）搜索的策略（节点展开的顺序，展开的深度等）。
 
 特别是评价函数对应着游戏专家的知识，会左右搜索的性能。比如说，我们可以对井字棋考虑如下的评价函数。
 
 评价值=（MAX可能占有的行、列和对角线的数量[1]）–（MIN可能占有的行和列的数量）　（4.9）
 
 但是，MAX（MIN）胜出时则为+∞（–∞）。使用以上评价函数时，会生成完全不同的搜索树。
 
 α-β剪枝法在规模较大的搜索树中效果比较明显。在井字棋游戏中，从开局到终局进行搜索，生成的节点数量如表4.1所示。从中可以看出，用式（4.1）的α-β剪枝法时，可以发现其节点数约为仅使用MIN/MAX法时的1/15。用式（4.9）时性能会有更大的提升。
 
  
  表4.1　不同方法展开的节点数量的比较（1）
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 使用α-β剪枝时，根据节点的访问顺序会出现发生剪枝和不发生剪枝的情况。一般来说，α值与β值之间的差值（也称为“Window Size”或“窗口大小”）越小，剪枝的效率越高。为了能够达到这种情况，先搜索接近真值的评价值节点非常重要。有一种可以变换搜索顺序的方法来完成这一点。这个方法称为“棋步排序”（move ordering）。例如，当节点被扩展时，使用评价函数获得评价值作为临时值（即使它不是终端节点），并基于该值对这些值进行排序。4.6节中会以立体四子棋作为具体例子进行说明。
 
 在井字棋中，采用如下评价函数：
 
 评价值=–63×x2+31×o2–15×x1+7×o1　（4.10）
 
 这个函数中的系数（–63，31，–15，7）并非最优。表4.2展示了各种系数情况下的成绩（展开节点数）。通过改变这些系数的实验结果可以发现，第三个和第四个系数起着很大作用。从表4.2中可以知道，如果把系数调整为合适的值，展开的节点数量会很少（673）。
 
  
  表4.2　不同方法展开的节点数量的比较（2）
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 此外，评价函数不一定都是线性的。比如
 
 评价值=C1×x2+C2×o2+C3×（x1+1）2+C4×（o1+1）2　（4.11）
 
 的结果如表4.3所示。在这里，Ci表示第i个系数。
 
  
  表4.3　不同方法展开的节点数量的比较（3）

  [image: ]
 
 
 从以上结果可以看出，确定正确的系数和评价函数并不容易。此外，评价函数必须是动态的。例如，相同的评价函数在游戏开始、中期和结束时可能无效。因此，要尝试通过学习获得评价函数，而不是凭空给出评价函数。
 
 井字棋通常容易平局，因此并不是什么很好玩的游戏。在Martin Gardner的关于谜题的书中，介绍了好玩的变形版井字棋游戏。这个游戏的规则是谁先完成三子一线就是谁输。我们用MIN/MAX策略搜索一下这种情况。其实只要改变以下两点即可。
 
 ·把普通版井字棋的评价函数中的正负转换。
 
 ·将自己三子一线时的评价值设为负的最大值，将对方三子一线时的评价值设为正的最大值。
 
 如果在这里使用式（4.10），则搜索结果如表4.4所示。从展开的节点数量上可以看出α-β剪枝的有效性。
 
  
  表4.4　被展开的节点数量的比较（三子一线则为输的井字棋）
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 你会看到后手在此游戏中具有绝对优势。为了使先手将其带入平局，必须将第一个棋子放在中间。之后，如果始终选择与所选位置呈点对称的位置，则可以将后手带入平局中[20]。
 
 关于这一点，我们实践搜索一下吧。使用如下评价函数：
 
 评价值=C1×x2+C2×o2+C3×（x1+1）2+C4×（o1+1）2　（4.12）
 
 此外，我们把自己赢、输、平局的评价值设为10 000、–10 000、0。图4.7显示了从初始状态到出现结果为止的搜索过程（每个盘面下面的数字为当时搜索的评价值）。可以发现，除了先手在中心位置放置棋子以外，都会导致输的结果。
 
 在本节的结尾，让我解释一下开头的引用（参考文献[32]）。Bobby Fischer在13岁时与国家冠军Donald Byrne对弈。有人将其称为20世纪最伟大的国际象棋对弈。在第17手中，Fischer放弃了皇后，其原因只有他自己知道。他的思维已经到达了非常深的一层，又经过14手之后，Fischer开始将军。许多人看了这场对弈以后相信他会成为世界冠军。
 
 接下来，我制作了几个游戏的思考例程。
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  图4.7　三子一线则为输的井字棋
 
 
 
 [1] “可能占有”表示“此行、列和对角线”不含另一方的棋子。——编辑注
 
 
 4.3　黑白棋与Fool's mate
 
 关于玩黑白棋的思考程序有各种研究。要创建高速程序，通常使用位棋盘（请参见3.6节）。为此，棋盘上的白子和黑子均以64位表示，旨在将棋盘上的操作实现为高速的位操作。
 
 评价函数需要考虑：
 
 ·开放度[1]
 
 ·边缘的状态
 
 ·稳定子（已经无法让对方翻转过来的棋子）
 
 ·可下子的数量（接下来可下子的数量）
 
 然后使用其加权线性和。
 
 通常，黑白棋会在早期使用固定的棋子，在中期使用评价函数进行搜索，然后一直搜索到终点或在中途[2]就结束下子[3]。根据棋盘上的棋子数量，识别早期和中期的情况，并且根据情况对每个系数进行变更。
 
 然而，严格地计算稳定子的数量是十分复杂的。但在这里可以近似地求得稳定子的数量。例如，如果要确定稳定黑子时，需要检查它是否在所有方向上都不会变白。要确定某一个黑子不会变成白子，需要满足以下条件之一。
 
 ·这个方向只存在黑色的稳定子。
 
 ·这个方向没有空的地方。
 
 ·这个方向是一个角。
 
 以上条件直到稳定子数量不变为止可以反复适用。图4.8展示了稳定子的例子。
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  图4.8　黑白棋中关于稳定子的例子
 
 
 
 在游戏早期、中期和结束时可以下子的步数将会改变。自然，如果有大量步数使用相同的计算量，则只能执行浅层搜索。当步数数量较少时，可以进行深度搜索。如果在整个游戏中搜索深度都是固定的，则计算量将有所不同。因此，在游戏中搜索的深度被改变，使得计算量在一定程度上是恒定的。为此，使用先前搜索步数的平均值确定搜索深度，以使扩展节点的总数大致恒定。具体采用以下公式。
 
 搜索深度=log1+步数的几何平均目标展开的节点数　（4.13）
 
 当步数分别为x1,x2,x3,…,xn时，几何平均则为[image: ]。
 
 之后，我们要考虑如下的评价函数。
 
 评价函数1=（自己可以下子的数量–对方可以下子的数量）×权重+自己的稳定子的数量–对方稳定子的数量
 
 作为比较，我们制作一个单纯评价自己棋子数的评价函数：
 
 评价函数2=（自己可以下子的数量–对方可以下子的数量）×权重+自己棋子的数量–对方棋子的数量
 
 图4.9显示了当这两种类型的评价函数对弈10次时的获胜率。水平轴是可以下子数的权重。可以看出评价函数1的获胜率很高。在实际对弈中看似是一个简单的评价函数，但它其实是一个强大的对手。
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  图4.9　黑白棋的胜率
 
 
 
 在这里我们试着解开一个有趣的黑白棋谜题。有一个问题叫Fool's mate（愚者自将）。这是Martin Gardner在Scientific American专栏中介绍的谜题——从初始状态[4]开始用最少的步数将对手逼入绝境（使对方棋子数为0）。所谓Fool就是让对手协助自己（也就是让对方自己把自己弄进不利的局面）进行游戏。Gardner称之为先手8步[5]。
 
 由于我们的目标是通过协调，以最少步数来完成游戏，因此在Fool's mate的情况下，2个玩家都将寻求相同评价函数的最大值，利用以下指标进行评价。
 
 ·黑子数。
 
 ·白子数。
 
 ·白子连接的区域的数。
 
 ·能下白子的位置数。
 
 ·能下黑子的位置数。
 
 ·各白子周围存在的黑子数的平均数。
 
 ·棋子在棋盘上的位置。
 
 在Fool's mate中，目标是减少白子的数量。但是，仅在短期内减少白子数是不够的。有时可以容忍白子数一时有所增加，再一鼓作气消灭白子。因此，我们准备了上述各种特征。根据是否使用了这7个指标，能够想出128种不同的评价函数。在这里我们调查了通过9步就把白子全部消灭的方法。我们发现当能够预测3步时，有多个通过9步就能实现Fool's mate的评价函数。预测2步时，只有8个评价函数可以实现将白子全部消灭。让我们检查一下每个函数如何使用上述特征。对于这些成功实现9步Fool's mate的评价函数，使用的特征量设为1，不使用的话则设为0，并得到了它们的平均值和分布。也就是说，平均值表示使用这个特征的比例，结果如表4.5所示。
 
  
  表4.5　关于特征使用比例的统计结果（黑白棋的Fool's mate）
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 从表4.5可以看出，在预测3步后的情况下很少采用“白子能下的数”，而是采用基于棋子位置的评估。在预测2步后，大量的评价函数使用白子连接的区域数，基于位置的评价的使用率为100%。“能下棋子的数”并没有被采用很多。总体而言，基于白子的数量、区域和位置的评价函数似乎很容易在最短时间内把对手逼入绝境。
 
 此外，Scientific American中关于本话题的专栏内容结束以后，Gandner还向杂志社送去了第6步就能实现Fool's mate的方法[21]，表4.6展示了这个例子。在这里，我们把8×8的黑白棋棋盘的64个位置从左上到左下依次添加1，2，3，…，64的编号。
 
  
  表4.6　Fool's mate（6步封杀）
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 图4.10显示了普通黑白棋初始布局的搜索结果。如图4.10所示，我们能够找到第5步就能实现Fool's mate的方法。读者可以根据之前说明的方法和评价函数加以改进，以找到更短的步数实现Fool's mate。
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  图4.10　Fool's mate搜索
 
 
 
 [1] 能够通过下子让对方翻转的子的周围空格的数。这个值越小，说明该下子步骤越好。
 
 [2] 在还有部分空格子的时候就下了最后一子。
 
 [3] 这称为“偶数理论”。空格子数为奇数时轮到自己下子，为偶数时让对方下子的策略。
 
 [4] 从Gardner的书可知，与普通的黑白棋不同，棋盘上一开始没有任何棋子。黑方和白方的前2步必须将棋子放在棋盘中央的4个格子中。然后，在填充中心4个正方形的状态下，游戏从正常黑白棋的初始排列或黑白棋子的各自（垂直或水平）排列开始（请参阅表4.6中的前四个步骤）。
 
 [5] 正如前面的脚注，因为包含最初的2步（棋盘中央的4格），所以这个游戏中比通常黑白棋游戏的步数多了2步。
 
 
 4.4　A*马里奥
 
 《超级马里奥兄弟》是任天堂于1985年发布的针对家用计算机的游戏软件。马里奥的竞技大会（Mario AI Competition[1]）作为游戏AI的基准被举办着[84]。马里奥AI的源代码可以从大会页面[2]获取。将源代码解压以后，在classes路径输入以下指令执行（见图4.11）[3]。
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  图4.11　AI马里奥（http://julian.togelius.com/mariocompetition2009/）
 
 
 
 可以从Github的页面[4]获取Robin Baumgarten使用A*搜索的马里奥AI程序。在刚才获取的马里奥AI游戏程序中添加如下路径，把A*搜索源代码放在那里。
 
 
 
 src/competition/cig/robinbaumgarten

 
 
 
 想要运行使用A*搜索的马里奥游戏，需要再次进行build。同样，你可以使用自己的思维例程对马里奥AI进行试验。
 
 在A*搜索中，以现在马里奥的条件（加速度和速度）作为基准，将预估到达终点需要的时间作为启发式函数。AStarSimulator.java中，以下代码反映了该内容。
 
 
 
 ・AStarSimulator.java: 212
 1: public float[] estimateMaximumForwardMovement(float 
      currentAccel, boolean[] action, int ticks)
 2: {
 3:     float dist = 0;
 4:     float runningSpeed = action[Mario.KEY_SPEED] ? 1.2f : 0.6f;
 5:     int dir = 0;
 6:     if(action[Mario.KEY_LEFT]) dir = -1;
 7:     if(action[Mario.KEY_RIGHT]) dir = 1;
 8:     for(int i = 0; i < ticks; i++)
 9:     {
10:         currentAccel += runningSpeed * dir;
11:         dist += currentAccel;
12:         // Slow down
13:         currentAccel *= 0.89f;
14:     }
15:     float[] ret = new float[2];
16:     ret[0] = dist;
17:     ret[1] = currentAccel;
18:     return ret;
19: }

 
 
 
 第10～13行的代码替换为如下内容，就会变成考虑加速度、速度、距离的微积分关系的启发式函数。
 
 
 
 runningSpeed += currentAccel * dir;
dist += runningSpeed;

 
 
 
 节点展开如图4.12所示。现在的节点被描绘在正中间。在图4.12中展开了9个子节点。比如说，左上的节点表示左+跳+加速的行为，右下的节点表示选择了右+加速的情况。
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  图4.12　A*搜索的节点
 
 
 
 对马里奥AI的深度优先搜索、宽度优先搜索、A*搜索进行性能比较。
 
 马里奥的行动分为以下3个要素：
 
 ·方向（右或左）：R、L。
 
 ·是否跑：r。
 
 ·是否跳：j。
 
 以上这些组合以[R/L,r,j]表示。比如，“向右跑但不跳”为[R,r]，“往左走并跳”以[L,j]表示。
 
 基于深度优先（纵向）搜索和宽度优先（横向）搜索的节点展开顺序如以下4种情况所示。
 
 1）[R,r,j],[R,r],[R,j],[R],[r,j],[j],[L],[L,j],[L,r],[L,r,j]
 
 2）[R],[R,j],[R,r],[R,r,j][r,j][j],[L,r,j],[L,r],[L,j],[L]
 
 3）1）的逆顺序
 
 4）2）的逆顺序
 
 从上述4种情况中使用从最初节点到第n个节点的搜索。但是，如果碰到敌人或者掉进悬崖，就会终止搜索[5]。
 
 执行的结果如表4.7所示。表4.7展示了执行3次过程中的平均分数和死亡次数以及超时的次数。A*搜索比起其他几个搜索方法更加稳健地到达终点。乍一看，执行速度似乎也变快了。深度优先搜索执行以右方向为优先的战略（插入顺序为1）或者2））的成绩会较好。因为先往右走时会朝着终点前进。此外，把插入顺序从3）变成4）就会减少分数。这是因为以走路为优先，容易绊到障碍物，从而容易超时。当然，如果搜索节点数增加，则跑、跳等行动的选择会变多从而可以提高分数。宽度优先搜索的插入顺序从1）变成3）时分数会变低。那是因为以左方向优先进行搜索，因此到达终点的时间就会延后。但宽度优先相对于深度优先来说，会更多地进行右方向的搜索，所以降低的分数相对较少。
 
  
  表4.7　AI马里奥的性能比较
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 [1] http://julian.togelius.com/mariocompetition2009/。
 
 [2] 需要Java环境来执行。此外，以下的实验需要使用Java编译或者需要build。
 
 [3] https://github.com/jumoel/mario-astar-robinbaumgarten。
 
 [4] https://github.com/jumoel/mario-astar-robinbaumgarten。
 
 [5] 因此，会有被敌人包围没办法进一步行动的可能性。为了避免这种情况，把制作合适的改良任务交给读者来完成。
 
 
 4.5　蒙特卡罗树搜索
 
 MIN/MAX策略的一个难点就是需要设计一种合适的评价函数。针对这个问题，一种不需要评价函数的方法——蒙特卡罗树搜索被提出。这种搜索方法在各种计算机游戏中被成功采用[54]。被称为“Crazy Stone”的计算机围棋程序由于利用了蒙特卡罗树搜索而获得Computer Olympiad 2006（计算机游戏的世界大赛）的冠军，蒙特卡罗树搜索从而一战成名。
 
 蒙特卡罗树搜索对从某个局面开始使用随机下子并到达终局获胜的概率进行评估。因此，不需要使用评价函数。从某个局面到游戏终局为止，随机选择一个合理的下子选项并进行到游戏终局被称为“Play Out”。从某一局面选择一个合理的下子选项i进行的Play Out次数为Ni，从Play Out的结果中获胜的次数为Xi。这时合理的下子选项i的胜率Pi如下：
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 胜率Pi作为合理下子选项i的评价值，会重复选择评价值最高的选项进行下子来推进棋局。
 
 我们在这里用井字棋作为例子说明一下。在以下的局面中，接下来要下子的一方为自己（〇）。
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 随机决定把〇下在哪里。图4.13显示了3种随机选择。在图4.13中，新下子的位置由棋盘上的箭头表示。通过Play Out我们要分别求出节点①～节点③的胜率。图4.14显示了随机Play Out的结果。同一个节点不断地重复进行Play Out并求出胜率。需要注意的是，〇和×都是随机下子的。在图4.14中，当轮到〇的时候，胜率如下所示。
 
 选择节点①时的胜率=1/3=0.333…
 
 选择节点②时的胜率=3/3=1.0
 
  
  选择节点③时的胜率=2/3=0.666…
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  图4.13　随机下子
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  图4.14　随机Play Out
 
 
 
 胜率最高的下子选项会被采纳。这种单纯的方法被称为“原始的蒙特卡罗法”。
 
 上述例子中，每个节点的Play Out次数都为3次。当然，Play Out的次数越多，胜率的可信度越高，做出正确选择的概率也会更高。再举个例子，考虑到对称性，开启的下子选项有以下3种模式。
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 对各个模式进行100次Play Out之后的结果为，（1）模式会56胜27败17平，（2）模式会53胜40败7平，（3）模式会73胜15败12平。因此应该使用胜率最高的（3）模式作为开局选项。
 
 然而，当棋盘局面变大、变复杂时，胜率计算也将变得复杂。还有一点需要注意，随机选择不一定会选择最优解。Play Out的过程中偶尔会因为对方随机选择下了一步臭棋从而导致胜率上升。但这在实际情况中不可能发生。换句话说，由于无法精准预测2步以上的情况，增加Play Out次数并不会提高效果。
 
 为了解决这种问题，可以使用以下方针的蒙特卡罗树搜索。
 
 ·对有前途（胜率高）的下子选项进行多次的Play Out。
 
 ·Play Out次数超过一定数量以后就展开节点。
 
 这种搜索会执行如下所示的步骤。
 
 1）对各子节点进行Play Out，获取各个子节点的评价值。
 
 2）评价值越高的子节点，进行Play Out的次数越多。
 
 3）从进行Play Out的子节点回溯至父节点从而更新评价值。
 
 4）Play Out次数超过某个数字时，展开评价值最高的子节点。
 
 如图4.15所示，有前途的选项②会被多次进行Play Out，而没什么前途的选项③被进行Play Out的次数会比较少。为了简化说明，轮到哪一方的回合分别用和×来进行表示。此外，如图4.16所示，选项②的Play Out的次数超过了一定次数，因此进行节点展开，反过来没有什么前途的选项不会被展开。如上所述，原始的蒙特卡罗法的缺点（不一定会选择最优解）就会被改善。
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  图4.15　蒙特卡罗树搜索（1）
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  图4.16　蒙特卡罗树搜索（2）
 
 
 
 此外，UCB（Upper Confidence Bound，上置信界）值被提出来用于判断某个下子选项是否具有前途。UCB值如下定义：
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 c是用户设定的常数。上述公式的第二项中，被关注节点的Play Out次数越少，第二项的总体值越大。另外，棋下得越臭，第一项的值会越小。因此，如果Play Out次数较少且不幸输掉的情况下，评价值将降低。这避免了在真正有前途的棋局时也不再进行Play Out的问题。
 
 这种利用UCB值的蒙特卡罗树搜索的方法被称为UCT（UCB applied to Trees）算法。
 
 UCT算法
 
 1）从根节点开始选择UCB值高的子节点进行搜索。
 
 2）如果在到达的节点上进行Play Out的次数超过一定数量，则继续从末端节点的局面中选择一个合理选项进行展开。
 
 3）从步骤2）中展开的节点局面进行Play Out。
 
 4）根据步骤3）的结果，在向根节点传播的同时更新获胜百分比和UCB值。
 
 UCT算法在一定条件下被证明可以获取最优解[47]（见4.8节）。
 
 接下来我们通过几个游戏例子来比较UCT算法和MIN/MAX策略。
 
 
 4.6　立体四子棋
 
 立体四子棋的游戏规则是，三维空间中交替排列球（棋子），并在垂直、水平或对角线上排列四个球[1]则被判定为游戏胜利。该游戏棋盘上，整齐地排列着4×4的棍子。游戏过程中，玩家需要交替地将球套进棍子中。在垂直方向上，球只能放置在已经套进去的球之上。图4.17显示了三种取胜的例子。针对该游戏，我们使用几个评价函数对MIN/MAX策略和UCT算法进行比较。
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  图4.17　立体四子棋
 
 
 
 首先，我们设置MIN/MAX策略的评价函数，当玩家的棋子（球）位于棋盘的中心或角落时该值增加，而当对手的棋子出现在这些位置时该值减小。图4.18显示了首次运行UCT算法并进行不同Play Out次数的100次试验的结果。UCT会在随机下子的过程中优先搜索看似不错的下子选项，因此在Play Out次数较少时获胜率低。在20万次Play Out以后，胜率达到85%，UCT会变得相当强大。
 
 此外，考虑一下以下评价函数。
 
 ·评价函数1：给棋盘上每个格子赋予权重，从某个时刻获得的格子的总得分中减去对手获得的格子的总得分值（与上述评价函数相同）。
 
 ·评价函数2：在当前局面中，己方通往胜利的可能性数量减去对方通往胜利的可能性数量。
 
 ·评价函数3：根据自己的棋子和对手棋子在棋盘的每一行和每一列的占用率给出一个分数，并将其总和用作评价值。有一方如果能够完全占据某行或某列，则其评价值为最大或最小。
 
 ·评价函数4：（自己的Reach数）–（对方的Reach数）×常数
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  图4.18　立体四子棋的对战
 
 
 
 所谓Reach状态，就是在直线的四个格子中有三个子同为一种颜色，只剩下一格还空着。
 
 使用这些评价函数进行对战的话，会得到如表4.8所示的结果。表4.8表示了对弈100次中UCT算法取胜的次数。x/y这种表示方式的含义：x表示UCT算法为先手，y表示UCT算法为后手。
 
  
  表4.8　UCT与MIN/MAX
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 Play Out的次数小于10 000时，UTC算法相对于MIN/MAX处于劣势。但当Play Out的次数超过100 000时，出现了压倒性的优势。处于评价函数2时，先手和后手的胜率有较大的差异。这也许是因为“寻找通往胜利的路径”这样的策略在先手情况下比较有利。
 
 此外，当评价函数4的常数设为100，进行100 000次Play Out的UCT算法与MIN/MAX算法对弈100次时，MIN/MAX算法赢了51次、输了46次、平局3次。也就是说，MIN/MAX法的胜率达到51%。综合以上结果，从演算效率的角度来说，UCT算法并非万能。
 
 那么接下来我们再扩展一下MIN/MAX算法。在这里我们基于Reach构建评价函数。当对手处于Reach状态时，能下子的格子只有一个，你不得不在这个地方下子。此外，如果这个格子下面的位置还没有被其他棋子填满的情况下，把下面区域填满的话，只会让对手赢得比赛。
 
 之前描述的评价函数都被设计为旨在对容易产生连的下子选项进行高评价。但是这种评价方式可能无法随着局面的变化做出动态的最优解。在这里，对造成Reach状态的局面，以及对方无法放置棋子的格子较多的局面（如果在这些位置下子，马上就会让己方做出一个连）进行高评价（作为评价函数5）。使用评价函数5的MIN/MAX法和刚才的UCT算法进行100次对战，其结果如表4.9所示。UCT算法的Play Out次数为100 000，节点的展开阈值为10。在这里将UCB的c值设为各种值并进行实验。胜负数以“UCT算法：MIN/MAX算法”的形式表示。UCT算法的胜率随着Play Out次数的增加而不断提高，但计算时间也会随之增加。实际上当Play Out次数从10 000提高到100 000时，时间增加至10倍。MIN/MAX算法如果增加预测深度（预测后面几步），则计算时间会随之增加，从预测后面5步增加到7步时，计算时间也随着增加至30～40倍。从这些现象可以反映出，当计算时间增加时，UCT算法的效果会更好。
 
  
  表4.9　UCT与MIN/MAX（评价函数5）
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 4.2节中我们介绍了“棋步排序”方法。这是一种为了引起剪枝而改变搜索节点顺序的方法。为此，当节点被扩展时，即使它不是末端节点，也可以使用评价函数来暂时获得评价值并基于该值进行分类和搜索。但是，如果按原始方法使用它，则可能会搜索到看起来不错（看起来很糟糕），但实际上不好（很好）的下子选项。因此，使用迭代加深方法（见2.1.2节），从深度为2的搜索中的最佳节点开始，依次进行深度为3的搜索。通过这种方法，在预测5步时，中间阶段扩展的节点数从大约3万减少到大约2万。用7步深度预测与之前的UCT算法进行对战的结果如表4.10所示。从表4.10中可以看出，即使在7步深度预测中使用棋步排序（7+MO）也要比常规5步深度预测花费更长的时间。
 
  
  表4.10　UCT与MIN/MAX（有/无棋步排序）
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 到目前为止，扩展的MIN/MAX方法始终以固定深度在序盘和终盘处进行预测。但是，相对于在序盘就进行7步深度预测而不得不展开30万个左右的节点，终盘展开的节点数为5000左右。在序盘阶段不可能完全预测到所有情况，所以没必要展开那么多节点。反过来说，在终盘阶段可以通过深度预测来完全预测所有情况。因此当节点展开10万个时强制终止搜索。根据这个设定，在序盘阶段预测最多达到5、6步，但在终盘阶段可预测到19步。以这种动态变动的预测深度的MIN/MAX算法与UCT算法进行对战，胜败数为63胜37败，结果得到了改善。此外，对战时间也小于10分钟，计算时间也缩短了很多。
 
 [1] 这个状态被称为“连”。
 

  4.7　黑白棋的蒙特卡罗算法和NegaScout算法


  本节将介绍如何制作针对黑白棋版的UCT算法，并与4.2节中的MIN/MAX算法进行对战。


  MIN/MAX算法的评价函数利用以下几个变量计算加权线性和。


  ·开发度。


  ·边缘的状态。


  ·稳定子（已经无法让对方翻转过来的棋子）。


  ·可下子的数量（接下来可下子的数量）。


  此外还根据棋盘上棋子的数量，识别棋局是序盘还是中盘阶段，相应地对线性和的系数进行变化。


  在这里，我们要利用基于MIN/MAX算法扩展的NegaScout算法。它是基于α-β剪枝改良的MIN/MAX策略。我们已经说明了α值与β值之间的差值（窗口大小）十分影响搜索的效率。有一种空窗搜索（null window search）方法，它是在进行α-β剪枝时将β值设为α+1。一方面，它可以使窗口的宽度变窄，并比通常的α-β剪枝发生更多的剪枝，这对高速搜索十分有利。另一方面，由于不知道正确的评价值，只能对α值的大小进行判定。在NegaScout算法中，利用空窗搜索将最佳下子选项作为通常的搜索窗进行搜索。比如我们将虑窗口宽度设为（α，β）时，对现在的节点基于空窗搜索（窗口宽度（α，α+1））进行的评价值设为x，并进行如下处理。但作为例外，对最初搜索的节点不执行空窗搜索。


  ·α≤x→结束对这个节点的搜索，去往下一个节点。


  ·α＜x＜β→对这个节点进行再次搜索。


  ·β≤x→对这个节点进行剪枝。


  在第二种情况下，可以知道正确的评价值大于x。因此把搜索窗口宽度设为（x，β），进一步用α-β算法进行搜索。由于宽度被限制，所以能够更有效率地进行搜索。


  首先，我们由设置时间限制为1秒、搜索深度为4的NegaScout算法和使用各种c值的UCT算法进行交锋（新攻后攻交替，共进行20回合）。从其结果知道UCB的c值设为1.0较为合适，接下来我们将采用这个值。


  我们让UCT算法和MIN/MAX算法在各回合都设定限制时间为3秒，先攻后攻交替进行对战。NegaScout算法在序盘和中盘阶段，3秒内可以搜索9～12步。在终盘阶段可以搜索到更深步。另一方面，UCT算法在序盘阶段3秒内进行了300 000次的Play Out，在中盘以后可达到400 000次的Play Out。对战的结果，UCT算法在20战中全败。也就是说，在相同限制时间内，NegaScout算法很强大。接着我们把NegaScout算法的搜索深度限制为5步。这时NegaScout算法13胜7败（先手），19胜1败（后手）。我们经常观察到UCT算法就算在中盘被压制，但到终盘却能逆转局面。这意味着直到中盘为止，NegaScout算法十分强大。

 
 4.8　如何赢得博弈
 
 到此为止，我们对UCT算法进行了说明。本节将使用UCT算法去思考如何赢得博弈。这不是单纯的博弈问题，而是会涉及人工智能和经济学的重要课题（参考1.2节Claude Elwood Shannon的脚注）。
 
 那么，何为博弈？我们在这里思考一下最为单纯的博弈机器——双杆老虎机[1]。我们来思考一下如图4.19所示的由双杆组成的老虎机。设定问题如下所示。
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  图4.19　双杆老虎机的问题
 
 
 
 双杆老虎机的问题
 
 1）奖金会根据R和L不同的偿还率进行支付。它们有各自的评价值μR,μL，方差分别为[image: ]。
 
 2）我们事前无法知道μR＞μL还是μR＜μL。
 
 3）进行博弈的总体次数为N。
 
 在以上条件下，如何将赌注押在R和L杆上才是最佳策略呢？
 
 类似地，多杆老虎机的问题如上面一样会被定义为拥有N个杆的老虎机。
 
 这时我们需要好好考虑以下两种局面。
 
 Exploration（探索）　决定到底是μR＞μL还是μR＜μL。
 
 Exploitation（利用）　根据以上的决定，用偿还率较好的杆进行博弈。
 
 这个问题中由于N是有限的，因此会陷入矛盾。一方面，如果进行过多Exploration（探索）；则会陷入局部搜索、弱噪声、偿还率的误差（方差）难以实用的局面。另一方面，假设进行过多Exploitation（利用），则会无视通过探索获得的有用信息，失去赢的机会。
 
 我们在4.5节说明了UCT算法，UCB值可以用于近似地解多杆老虎机的问题。
 
 UCB值以如下公式定义，这个值作为判断是否为好棋（好选择）的参考。
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 c是用户设定的常数。上述公式的第二项中，被关注节点的Play Out次数越少，第二项的总体值越大。另外，棋下得越臭（越是糟糕的选择），第一项的值越小。因此，如果Play Out次数较少且不幸输掉的情况下，评价值将降低，这可以避免即使实际上有好的选择（好棋）也不再进行Play Out的问题。UCB值可以视为探索（式（4.15）中的第二项）与利用（式（4.15）中的第一项）之间权衡的一种估值。换句话说，在尝试确定哪些选择是好选择和哪些选择是坏选择的同时，越来越多的Play Out被分配给了好的选择。UCB值可用于在某些条件下接近最佳的选择。
 
 UCT算法的最优性如下所示[47]。
 
 假设有K台老虎机，它们各自的平均奖金为μ1,μ2,…,μK，偏差为σ1,σ2,…,σK。尝试次数为n，Ti(n)为在第i个老虎机尝试的次数。当然，在这里[image: ]是成立的。如果基于式（4.15）玩老虎机，则Ti(n)的期望值E[Ti(n)]满足如下公式。
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 但需要
 
 Δi=μ*–μi　（4.17）
 
 μ*=maxiμi　（4.18）
 
 也就是说，μ*是机器的最优平均奖金额度，∆i为机器i的平均损失。那么尝试n次，每次都选择最优的杆产生的损失（Regret）如下所示。
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 利用式（4.16）可以得到式（4.20）。
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 式（4.20）表示玩n次以后，O（log(n)）控制持续玩最佳机器得到的报酬与实际报酬之差。但是，以上被导出的公式子被奖金范围必须在[0,1]的条件所限制。在这样的条件下，可以知道任何算法的表现都无法优于UCT算法。
 
 那么，我们用实际的老虎机进行实验，看看UCT算法的表现如何。在此，有台2杆和5杆老虎机，我们用1 000枚硬币，通过选择每个杆并拉动来计算总奖金。在这里，我们获得的奖金不会参与到游戏中（也就是说进行1 000次就结束游戏）。在实验过程中，每个杆的平均奖金和偏差都会发生变化。我们给各个杆赋予编号i=1,2,…当玩了n次以后，各个杆i的奖金总额设为Qi(i)。ni表示在杆i拉过的次数。当然，n1+n2+…=n。第j次拉杆时，杆i的奖金设为rj(i)（注意0≤j≤ni）。此外，通过以上定义，[image: ]就会成立。
 
 作为比较对象的策略如下。
 
 1）随机选择拉杆。
 
 2）贪婪算法：接着拉平均奖金额[image: ]最高的杆i。
 
 3）ε-贪婪算法：虽然大致与贪婪算法相同，但以概率ε随机选择拉杆。在本实验中，ε=0.01。
 
 4）UCB1算法：用以下公式求得UCB值。需要注意，ni表示杆i到目前为止拉过的次数。
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 5）改良版UCB1算法：用以下公式求得UCB值。
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 但是需要注意：
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 [image: ]是方差的估计值。例如，以下公式作为总体方差的无偏差估计值进行计算。
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 这个方法从实用性的角度来说，理论上无法保证性能比UCB1算法优异。
 
 我们首先考虑双杆的老虎机。双杆各自的奖金平均额度分别为0.1和0.05，奖金的方差都为相同的0.20。图4.20展示了一个典型的执行例子。在这里，博弈次数N（尝试次数的最大值）为1000。图4.20a展示了每次尝试的平均奖金额度。从最终的结果可以看到，UCB1和改良版UCB1获得了好成绩。与之相对应的，贪婪算法以及ε-贪婪算法在表现上几乎与随机选择没有什么区别。因为受到了方差值的迷惑而无法很好地进行选择最佳老虎机（见图4.20b）。把老虎机的数量增加到10时，这一点就变得更加明显了。实验中10台老虎机的平均奖金额度为0.10、0.05、0.05、0.05、0.02、0.02、0.02、0.01、0.01、0.01，奖金的方差值都设为0.20时，结果如图4.21所示。在这种情况下，第一台老虎机是最佳的。从图4.21b中可以观察到，当尝试次数超过200时，UCB1和改良版UCB1会明确地选择最优的老虎机。与之相对应的，贪婪算法和随机算法的成绩不好（见图4.21a）。
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  图4.20　两台老虎机（正态分布型）
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  图4.20　（续）
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  图4.21　10台老虎机（正态分布型）
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  图4.21　（续）
 
 
 
 此外，我们通过伯努利问题来思考一下其他形式的报酬。我们对各个杆i定义了概率μi，也就是说有μi的概率会获得报酬1，有1–μi的概率得不到报酬。可以将这种报酬视为在线广告点击的建模。在这种情况下，每个杆都会变成每个广告，用户浏览广告对应于老虎机上的尝试。报酬对应于点击，而选择一个可以使点击总数最大化的广告就可以了。结果如表4.11所示，这种情况下，ε-贪婪算法的优势非常明显。值得注意的是，简单的贪婪算法的效果不佳。UCB1虽然性能上优于贪婪算法，但在报酬处于正态分布型的时候表现不佳。这似乎反映了一个事实，即奖金不处于分布状态。
 
 让我们总结以上结果。令人惊讶的是，最简单的方法——贪婪算法在许多问题上表现良好。UCB1方法对老虎机的方差很敏感，因此可以应对高方差奖金额度的博弈。UCB1方法的收敛速度比其他方法慢，但结果更好。UCB1方法非常适合数量较少的老虎机和高方差奖金额度，但性能会随着老虎机数量的增加而降低。另外，当奖金为正态分布型时，结果将比其他分布（例如伯努利分布型）更好。这可能是因为，在正态分布中最优老虎机能够顺利从其他老虎机中分离出来。
 
  
  表4.11　伯努利分布型的奖金
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 以上实验的详细情况以及思考内容可以参考文献[10]。
 
 [1] 在英文中被称为“2-armed bandit problem”。根据直译则为双臂的土匪问题。老虎机因为会卷走玩家大量的钱而得名。
 
 
 4.9　消灭幽灵：AI吃豆人
 
 吃豆人（Pac-Man）是南梦宫于1980年发布的冒险类游戏。Ms. Pac-Man是它的移植游戏。虽然游戏规则简单，但因需要复杂的策略而很有人气，在游戏AI的竞技会上也经常出现。
 
 游戏规则很简单：你必须在每个阶段都吃完所有道具（也称为“豆子”或“饲料”）。此外，如果敌人（幽灵、怪物）处于“威胁”状态，你要想办法逃脱，而处于“可食用”（或“驯服”）状态下时，你可以抓住敌人。换句话说，你需要在游戏中切换策略。玩家通过上下左右移动吃豆人，并在有墙壁的迷宫中吃道具（见图4.22）。道具中有饮料和强力药丸。吃豆人被一个幽灵抓住时死亡。但是，吃了强力药丸的吃豆人可以在一定时间内反击并击败幽灵。也就是说，如果吃了强力药丸，幽灵会在一段时间内处于“可食用”状态，这个时候幽灵和吃豆人接触的话，幽灵会被吃豆人消灭。此时，幽灵会被移动到初始位置，待机一段时间后重新开始行动。
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  图4.22　Ms. Pac-Man的环境
 
 
 
 如果回顾一下Ms. Pac-Man的研究历史会发现，研究人员最初是在构建他们自己（Pac-Man）的模拟器。这使得很难进行公平的比较，并且在某些情况下，难度要比原始游戏低。例如，John Koza[62]使用GP（遗传编程）来学习Pac-Man的行为，但是敌人的动作在某种意义上是有规律的。因此，即使你不一定具有战略智慧，也可以通过记住所有要走的道路来最大限度地提高自己的分数。因此，最近的研究集中在不确定性的Ms. Pac-Man身上。2007年至2011年的IEEE国际会议上，微软公司制作的模拟器被用于Ms. Pac-Man屏幕捕捉比赛中。事实证明，屏幕捕捉的性能决定了得分。结果，Simon Lucas创建了一个模拟器来解决这些问题[14]。自2011年以来，该模拟器已在计算智能与游戏（CIG）国际会议的竞赛中使用。Ms. Pac-Man模拟器设计了4个关卡。各个关卡都有很多的药丸和4个强力药丸。所有关卡加起来一共有932个药丸。4个敌人以“威胁”状态在靠近中心的躲藏区开始行动。然后它们一个接一个地出现，并根据不同的算法追踪吃豆人。如果吃豆人与“威胁”状态下的敌人相碰，吃豆人将丧生。当吃豆人吃掉强力药丸时，敌人将在一定时间段内（适时）处于“可食用”的状态，并且吃豆人可以将其食用。如果此时吃掉敌人，每吃一个敌人将获得200分。如果你在强力药丸的有效时间内使吃豆人不断吃掉敌人，你将获得200、400、800、1600分，或更高分数。由于每个关卡上只有几个强力药丸，因此机会时间也只存在这几次。为了获得最高分数，你需要在吃豆人食用强力药后吃掉所有敌人。随着关卡的上升，敌人“可食用”的状态时间变短，难度增加。表4.12总结了比赛中可获得的分数。
 
  
  表4.12　Ms. Pac-Man的得分方法
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 4个敌人分别基于4个不同的算法进行行动。其中3个敌人的算法分别基于与吃豆人的最短路径距离[1]、最短曼哈顿距离、最短欧式距离（注：（x1,y1）与（x2,y2）两点之间的欧式距离为[image: ]。）变小的方向行动。最后一个敌人以随机的形式移动。所有敌人会兵分3路或4路，分别在不同的“交叉路口”改变前进方向（转弯）。此外会以0.15%的概率往反方向改变前进方向。这些规则使得这个游戏更具有不确定性。
 
 在这里我们先考虑以下几个环境因素（见图4.23）。
 
 ·迷宫大小为9×18。
 
 ·有2个幽灵。
 
 ·吃豆人会先动。
 
 ·幽灵和吃豆人交替移动。
 
 ·如果吃掉所有豆子，则吃豆人胜利。
 
 ·如果碰到幽灵则吃豆人失败。
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  图4.23　吃豆人的环境
 
 
 
 在以上提到的条件下用MIN/MAX算法试着制作了一个AI。需要考虑的评价函数因素如下：
 
 ·幽灵和吃豆人的距离：越大越好。
 
 ·幽灵和幽灵的距离：越小越好。
 
 如果要更详细地进行说明，那么评价函数以如下公式进行计算。
 
 υ=c1×f1+c2×f2+c3×f1×f2　（4.21）
 
 需要注意的是，f1为吃豆人与2个幽灵之间的距离之和。f2为2个幽灵之间的距离。虽然这个函数看似简单，但通过观察以下内容会发现它其实很强大。在这里，c1、c2、c3的值分别为10、–5、5。
 
 搜索至深度12的结果如表4.13所示。表4.13展示了用MIN/MAX算法和α-β算法对吃豆人和幽灵的各种动作的节点展开数。从表4.13的结果可以了解到α-β算法的效率更高。被评价的节点数也根据不同的情况完全不同。但不管怎么样，α-β算法的节点展开数总能控制在MIN/MAX算法的两成左右。
 
  
  表4.13　MIN/MAX算法与α-β算法
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 对吃豆人进行实际操控的话，能够直观地感受到幽灵AI的不同强度。有2个幽灵会明确通过协调来追击吃豆人。人类玩家获得游戏胜利并不容易。
 
 接下来，我们再用蒙特卡罗树搜索来制作一个吃豆人的游戏AI。在这里我们要参考文献[3]进行安装和实验。
 
 当然，如果吃豆人碰到非“可食用”状态的幽灵就会终止游戏[2]。
 
 幽灵基本上会以随机方式进行移动。但如果靠近吃豆人时（有一定概率）会变成攻击模式，一段时间内持续追击吃豆人。当攻击模式结束时，一段时间内就算靠近吃豆人也不会再次变成攻击模式。
 
 在这里，游戏的得分设置为吃到豆子的数量的10倍[3]。
 
 如下执行蒙特卡罗树搜索。为了简化，我们在这里设置了幽灵和吃豆人都无法在交叉路口以外的地方改变方向。1帧画面相当于吃豆人和幽灵移动1步。
 
 1）吃豆人寻找可到达的最近交叉路口。
 
 2）如果和前面一帧的最近交叉路口一致，就会使用前面一帧形成的树枝。如果不一致，就会以前面一帧的交叉路口为树根，开始形成以下的树枝。
 
 a）将从树根的交叉路口往各个方向移动后会出现的交叉路口作为子节点形成搜索树。
 
 b）对各个节点进行Play Out。
 
 我们以图4.22的情况进行举例，交叉路口如图4.24所示。离吃豆人最近的交叉路口为①。如果搜索树的深度为3，则生成节点数会达到12个（见图4.24的右边图）。吃豆人在Play Out过程中沿着每个路径，并从那里随机开始。幽灵的行动独立于吃豆人，因此此处不予考虑。
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  图4.24　Ms. Pac-Man的搜索树
 
 
 
 在Play Out过程中，与原始游戏不同，使用以下规则。
 
 ·消灭过的幽灵不会复活。
 
 ·幽灵的攻击（aggression）[4]程度由吃豆人的胆小程度决定。
 
 ·只要符合以下任意一种即可胜利：
 
 ·吃豆人生存100回合。
 
 ·消灭所有幽灵。
 
 ·吃到所有豆子。
 
 从第二条规则可以知道，吃豆人可以将幽灵的aggression预测值作为参数进行利用。如果在Play Out中失败，则成功奖励为0；如果获胜，则得分率为获得的豆子数/所有豆子数。然后，根据成功奖励和实验次数计算UCB值。
 
 我们再改变一些条件进行蒙特卡罗树搜索。我们以如下内容作为性能指标：
 
 ·分数。
 
 ·每一帧获得的分数（SPF,Score Per Frame）。
 
 ·消灭的幽灵的平均数量。
 
 SPF和消灭的幽灵的平均数量可以用来评价吃豆人的移动效率。结果如表4.14所示。在这里，我们要比较一下加了搜索深度限制的蒙特卡罗树和原始的蒙特卡罗树。最终，原始的蒙特卡罗树在平均得分上表现更好，但标准偏差值过大，性能表现上不稳定。此外从SPF和消灭的幽灵的平均数量中可以了解到，原始的蒙特卡罗树的效率不高。另外，虽然被限制的蒙特卡罗树在得分上处于劣势，但性能上较为稳定。在此实验中，有必要以足以绘制每一帧的速度进行搜索。因此，蒙特卡罗树搜索无法确保进行足够多的实验次数。
 
  
  表4.14　蒙特卡罗树搜索的结果（吃豆人）
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 “吃豆人”是一款很难创建评价函数的游戏，因为幽灵会随机移动，道具的排列和地图本身也会发生波动。另外，因为游戏实时进行，所以搜索空间较大。在这种情况下，蒙特卡罗树搜索被认为是有效的。
 
 [1] 使用Dijkstra等算法来计算图上的距离。所有位置之间的值都是预先准备的。
 
 [2] 在原版的吃豆人中，如果碰到非“可食用”幽灵的话，吃豆人的命数会减少。如果命数为0，则游戏结束。
 
 [3] 在吃豆人这个游戏中，击退“可食用”状态的幽灵、获得强力药丸、获得水果还能得到额外的分数。
 
 [4] 用一个常数决定幽灵变成攻击模式的概率。幽灵会以aggression/10的概率变成攻击模式。
 

  第5章


  学习、进化和游戏AI


  没想到有生之年能看到这样的围棋对弈。


  ——大桥拓文，《朝日新闻》2017年6月29日，当时为围棋六段

 
 5.1　来自AlphaGo的震撼
 
 2016年3月，由Google公司旗下DeepMind开发的游戏AI——AlphaGo击败了专业的围棋选手——李世石（九段），这给世间带来了很大的震撼。据了解，DeepMind使用1202个CPU和175个GPU，1个月的时间学习处理了30 000 000个数据[1]。20位研究人员是AlphaGo论文的共同作者[78]。然后，在2017年5月，AlphaGo连续三局击败了当时世界排名最高的棋手——柯洁，并使用AlphaGo自我对弈，留下了50局棋谱作为纪念并退役。
 
 近日，围棋高手平时也会使用游戏AI练习自己的技艺。但通常都会对使用的软件进行保密。我们在本章中先回顾围棋的游戏AI的历史，然后再详细说明AlphaGo的原理及结构。
 
 人们是在20世纪60年代后期开始开发围棋程序。早期的开发方法是基于模式识别和启发式算法。在20世纪90年代后期，由中国的陈志兴创建的程序处于一个通过十子就能轻松打败水平较高的业余棋手的水准。2006年，Rémi Coulom[53]应用了蒙特卡罗树搜索，此方法从此成为主流。Coulom的围棋程序“Crazy Stone”相当于业余五段的水平。接着，自2015年以来，基于机器学习方法的围棋AI不断涌现。其中最具有代表性的就是AlphaGo。
 
 比起国际象棋，围棋的搜索空间浩瀚无比[2]。因此，需要一边通过深度学习的方法来减轻计算的复杂性，一边执行蒙特卡罗树搜索。AlphaGo反复将玩家的棋谱作为训练数据，并通过深度学习学习以下2个网络（见图5.1）。
 
 ·策略网络（policy network）：预测落子的网络，它会大幅削减游戏树的宽度。
 
 ·估值网络（value network）：对当前局面评估胜率的网络，它会大幅削减游戏树的深度。
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  图5.1　AlphaGo的神经网络结构[78]
 
 
 
 向策略网络输入棋盘局面信息s的话，它就会输出合法落子的概率分布p(a|s)。向估值网络输入相同的棋盘局面信息s的话，它就会输出预测输赢的标量值υθ(s')（s、s'是棋盘局面，a是落子）。
 
 说得更详细一些的话，就是要让高速rollout策略网络pπ和有监督学习（supervised learning,SL）的策略网络pσ得到训练以至于可以预测落子方案。如图5.2所示，强化学习（RL）的策略网络pρ作为SL策略网络进行初始化，通过自我对弈进行迭代。最后，再训练估值网络υθ用于预测结果。关于强化学习，见5.2节的内容。
 
 接下来，要对网络结果的各个层进行详细说明。（关于围棋的专业用语参考文献[43]）。
 
  
  [image: ] 
  图5.2　AlphaGo学习时的情况[78]
 
 
 
 SL策略网络由权重σ和ReLU激活函数[3]形成的13层卷积层和最后一层softmax函数（注：softmax定义如下。[image: ]，但需要注意d是候选数。）组成。它会输出所有合法的落子方案的概率分布。
 
 如表5.1所示，从棋盘局面上采集的特征作为策略网络输入（除去最后一行）。输入数据一共有48个平面。各个平面由围棋棋盘的19×19元素（矩阵）组成。最开始的3个平面表示棋盘上的原始信息（也就是说，是有白子还是黑子，又或者是空白的信息）。剩下的平面保留着基于围棋规则的特征信息。在这里用30 000 000个棋局信息训练13层的策略网络，使之能够输出19×19元素（矩阵）（数据中的正确落子）。SL策略网络的学习使用误差的反向传播。在输出的19×19元素（矩阵）中最大值的位置作为接下来的落子位置（见图5.3）。作为结果，落子预测的准确率可以达到57%。但只用SL策略网络的话只能达到业余3级的水平。
 
  
  表5.1　策略网络和估值网络的输入特征
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 想要提高SL策略网络的成绩需要极长的训练时间。因此，使用相对正确率低但快速的rollout策略pπ（a|s）和tree策略。该网络就是使用模版匹配和逻辑回归进行训练。将表5.2中的特征作为输入，并使用softmax函数输出落子概率。rollout策略只使用表5.2中的6个特征。tree策略会使用所有的特征。学习的结果表明，虽然rollout策略的正确率只有24.2%，但速度达到了SL策略网络的1000倍（相对于SL策略网络每次落子要花费3ms，rollout策略只花费2μs）。此外，通过SL策略网络与rollout策略的结合可以达到顶级业余水平（埃洛等级[4]为2416）。如果没有策略网络，则分数会下降到480以下，那么如果没有rollout策略则会更加糟糕。
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  图5.3　SL策略网络
 
 
 
  
  表5.2　rollout策略和tree策略的输入特征
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 这2个有监督学习的神经网络相当强大，但存在以下几个问题。
 
 1）由于30 000 000个的训练数据中多数是业余水平并非专业水平，所以它的水平不会很高。
 
 2）由于围棋程序的参数过多，很容易引起过拟合。
 
 3）有监督学习的目的就是为了使预测分布与实际分布尽可能相似。因此尽管输出是361维度（19×19），但带标签的30 000 000个的训练数据并非充足。
 
 4）即使有赢/输信息，也很难根据最终结果选择动作（落子）。换句话说，当确定为输（赢）时，并非所有落子都不好（好）。
 
 为了弥补这些缺点从而使用强化学习。首先，要把网络的结果和权重初始化成与SL策略网络相同的状态。当前的策略网络和随机选择的过去的策略网络之间进行自我对弈，旨在避免过拟合。基于每次对弈的输赢结果并根据如下公式来更新网络的权重。
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 在式（5.1）中，如果为胜局则zt的值为+1，如果为负局则为–1，其他的情况则为0。用这种方式学习的RL策略网络打败了当时最强的程序Pachi。
 
 估值网络υθ是用于从当前局面预测最终胜败的。这个网络通过预测策略网络并基于强化学习中自我对弈的结果进行训练。估值网络类似于策略网络用15层的结构。前13层是卷积层，第14层由256个ReLU激活函数组成，第15层为一个tanh函数。使用反向传播方法对估值网络进行训练，以最小化游戏的预测和实际结果的均方误差作为目标。估值网络的输入特征如表5.1所示，策略网络没有利用到的最后一行（一个额外的输入，play color）也作为估值网络的输入。此外，输出为单一的预测（胜率）。如果只是利用30 000 000个棋局数据，则估值网络会立刻陷入过拟合。之所以这样，是因为连续的棋谱之间有很强的关联性，但区别程度只是个别几个棋子。因此，需通过不断地自我对弈来生成新的棋局数据。
 
 AlphaGo通过蒙特卡罗树搜索对估值网络和策略网络进行了整合。搜索树的每个节点保留了如下信息。
 
 ·P（s,a）：基于策略网络和tree策略输出的下子概率。
 
 ·Nv（s,a）：估值网络进行评价的次数。
 
 ·Nr（s,a）：rollout策略网络进行评价的次数。
 
 ·Wv（s,a）：估值网络的输出值。
 
 ·Wr（s,a）：rollout策略网络的输出值。
 
 ·Q（s,a）：棋局的评价值。
 
 Q（s,a）的值通过如下公式求得。
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 在这里λ的范围为0到1，表示了rollout策略网络的评价值的权重。1的时候进行rollout，0的时候就只有估值网络的值。通常来说，这个值设置为0.5。蒙特卡罗树搜索会基于以下这个公式，选择分数最大的节点。
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 需要注意的是，t为每下一次棋子的时间迈步（step）。u（s,a）是基于以下SL策略网络的输出的奖励值。
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 在这里cpunct为0.5的常数。通过∑bNr（s,b），搜索树会从与局面s相同深度的节点，基于rollout评价次数求和。
 
 图5.4表示了AlphaGo的埃洛等级。图5.4分别显示了使用和不使用这3种网络的水平强度。如果同时使用这3种网络，则可以看到它具有专业棋手水平。
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  图5.4　AlphaGo和人类棋手的段数级别的比较[78]
 
 
 
 此外，利用强大的深度学习算法，只使用自我对弈结果进行学习的更优秀的AlphaGo ZERO得到了发布[79]。AlphaGo ZERO的特征就是不需要把人类对弈的棋谱数据作为训练数据进行学习。令人震撼的是，通过自学围棋的AlphaGo ZERO碾压般地击败了前面文章说明的AlphaGo。
 
 AlphaGo ZERO通过一开始的随机下子作为开局，只是通过自我对弈的强化学习，就实现了无人类数据的自我训练。之前的AlphaGo利用了表5.1中描述的48个特征，与之相对应的AlphaGo ZERO只是利用了白子和黑子的棋盘信息。输入数据包含，白子和黑子各自的现在以及过去7步的棋盘信息（矩阵），以及接下来要下子的棋盘信息（矩阵）（如果接下来要下的棋子是黑子，那么黑子为1，白子为0），共计由8×2+1=17个矩阵（19×19）组成。此外还通过以下几个措施强化了算法结构。
 
 ·用ResNet替代传统CNN。
 
 ·基于强化学习的策略迭代（policy iteration）。
 
 ·基于改良版蒙特卡罗树搜索的策略选择。
 
 图5.5展示了AlphaGo ZERO和AlphaGo（打败李世石九段的游戏AI）的埃洛等级的比较。令人震惊的是，AlphaGo ZERO仅仅经过36小时就超过了AlphaGo的排名（3739）。
 
 我们回想一下，AlphaGo的学习需要数月时间，而且还需要海量的人类数据。作为参考，利用人类数据的有监督学习的学习曲线也展示在图5.5中。在初期，这个曲线表现的成绩优于AlphaGo ZERO，但很快就被追赶上并超越了。AlphaGo ZERO在3天时间内进行了490万次自我对弈，和旧版的AlphaGo的100局对弈的结果为全胜。
 
 此外，图5.6展示了连续学习40天的效果。此时自我对弈已经完成了2900万次。图5.6比较了AlphaGo ZERO与AlphaGo的各种版本。AlphaGo的各种版本的信息如下所示。
 
 ·AlphaGo Master：在在线游戏平台上与顶级专业选手交锋结果60比0全胜。
 
 ·AlphaGo Lee：打败了李世石九段（2016年3月）。
 
 ·AlphaGo Fan：打败了中国职业棋手范晖（2016年11月）。
 
 图5.6展示了40天的经过，右图为40天以后的排名结果。作为参考，图5.6还展示了历代最强的程序也参与到排名中的结果。图5.6中的“只有神经网络”表示AlphaGo ZERO不进行蒙特卡罗树搜索，只利用神经网络的输出结果进行计算。最终，AlphaGo ZERO获得了5185的排名值。相对于AlphaGo在深度学习的过程中使用了48个TPU[5]，AlphaGo ZERO只使用了4个TPU。从这里就可以知道AlphaGo ZERO在学习能力和计算效率上的优越性。
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  图5.5　AlphaGo ZERO和AlphaGo的比较（其中之一）[79]
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  图5.6　AlphaGo ZERO和AlphaGo的比较（其中之二）[79]
 
 
 
 最近还发表了AlphaGo被拓展应用到国际象棋和将棋领域的游戏AI——AlphaZero，AlphaZero不需要预备知识也可以变得很强大[80]。这个系统基于自我对弈的强化学习和蒙特卡罗树搜索创建。图5.7表示了AlphaZero的学习过程。这是一个使用5000多个TPU进行了700 000步（step）的学习过程。图5.7中分别表示了国际象棋、将棋、围棋的埃洛等级。作为参考，还显示了AlphaGo ZERO、AlphaGo Lee、Elmo[6]的等级。经过4小时训练以后，AlphaGo ZERO就超越了Stockfish[7]。初版的AlphaGo的深度学习结构（CNN）虽然适合于围棋，但不代表适用于所有游戏。其理由就是将棋、国际象棋的棋盘盘面并非对称，这一点异于围棋。此外，有些棋子会因为所在位置的不同，其走法也会产生变化。因此，为了能够让AlphaGo ZERO适应国际象棋和将棋需要改进和拓展算法功能。
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  图5.7　AlphaZero的学习过程
 
 
 
 然后，有一位职业选手在观战柯洁和AlphaGo对弈时，做出了这样的评价：“明明都是相同规则，但感觉AlphaGo在玩完全不同的游戏”[42]。AlphaGo取胜的结果，在某种程度上是在AI相关从业者的意料之中的。开局第一步，AlphaGo就走出了不寻常的路，被误以为计算机下围棋还是不行。但是，最终还是以人们没见过的棋谱取得了胜利。另外，正如本章开头所引用的，一名将棋玩家观看了50场AlphaGo的自我对弈棋谱时说：“这还是围棋吗？”这让我想到了如1.3节所述的“游戏AI是否会剥夺人类的乐趣”的人工智能的课题。
 
 [1] 围棋网站“KGS”（http://www.gokgs.com）的数据。人类棋手（六段到九段）的16万个棋谱、3000万个局面。
 
 [2] 我们在这里用b表示游戏树的宽度，用d表示游戏树的深度。如果国际象棋的平均值为b=35、d=80，那么围棋的平均值为b=250、d=150。
 
 [3] Rectified Linear Unit：如果输入0以下的值则返回0，如果输入大于1的值则返回原值。
 
 [4] 埃洛等级是每一步的思考时间为0.4秒，根据与不同玩家的比赛得出的。不同棋手间评分相差200点即有75%的获胜机会。它与专业/业余级别的关系，请参见图5.4。
 
 [5] 张量处理器（Tensor Processing Unit）。谷歌为机器学习开发的集成电路。性能可以达到GPU的10倍。
 
 [6] 2017 CSA（Computer Shogi Association）的冠军程序。
 
 [7] 2016 TCEC（Top Chess Engine Championship）的冠军程序。
 
 
 5.2　DQN和街机游戏
 
 对于我这一代人来说，街机Atrai2600（雅达利）（见图5.8）是个令人怀念的电子游戏，当时许多年轻人非常热衷于这个游戏。这个游戏是可以被深度学习攻克的[66]。令人震惊的是，在AI学习的过程中不需要告诉它任何规则。只要给予AI游戏当前的局面（游戏画面的截图）和分数，就可以通过学习规则获得凌驾于人类水平的技能。
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  图5.8　雅达利游戏[49]
 
 
 
 对这个游戏进行学习的难点在于成功或失败的结果不会立即显现。在游戏进行的过程中，通常不清楚某一举动会导致高分或失败。使用神经网络进行训练时，如果无法立即获得正确或错误的反馈，就无法适用于反向传播。
 
 针对这种问题，采用强化学习是一种有效的解决方法。强化学习是一种基于环境的奖励，并根据情况学习适当的动作而无需对任务进行正确动作指示的方法。Q学习是强化学习中的一种方法，它对于状态s和动作a组成的动作价值Q（s,a）（被称为Q值）进行预估。将某一时刻t的状态st采取动作at的结果，转移到新的状态st+1并取得奖励rt+1，Q值的迭代公式如下所示。
 
 Q（st,at）⇐Q（st,at）+α[rt+1+γmaxat+1Q（st+1,at+1）–Q（st,at）]　（5.5）
 
 在这里α表示学习率（0＜α≤1），γ表示折扣因子（0≤γ≤1）。rt+1+[image: ]考虑在接下来的状态中选择能够获得最大Q值的动作。也就是说，式（5.5）让Q值更接近于最优值而更新迭代。此外，关于强化学习中的Q学习的详细内容请参考文献[10]。
 
 在强化学习中，从给定问题的初始状态到由于任务完成或失败而导致的最终状态的一系列试验称为episode。在电子游戏中，更新分数相当于结束状态。在Q学习中，不断重复episode，并且在episode中通过应用式（5.5）的更新公式来进行学习。综上所述，Q学习算法表示如下所示。
 
 
 
 Q(s, a)进行随机初始化；
repeat（关于全部episode）{
   初始化s;
   while s（不为最终状态）{
      根据Q导出的策略，对于s选择动作a;
      选择动作a，并观察奖励r和接下的状态s';
      对于所有的a'
          搜索Q(s',a')的表（table），找到最大值maxa'Q(s', a');
      Q(s,a)⇐Q(s,a) + α[r + γmaxa'Q(s',a')–Q(s,a)]; 
      s⇐s'; 
   }
}
 
 
 
 在学习过程中，将每个状态下最大化Q值的动作视为最优动作。理想情况下应选择最优动作。但是，使用这种策略（贪婪方法）时，学习会产生偏差，并且可能会陷入局部最优解。因此，根据玻尔兹曼分布，提出了随机选择动作的方法或以一定概率随机选择动作的方法。已被证明基于式（5.5）maxaQ（st,a）最终会收敛于最优动作。
 
 在Q学习中，构建合适的状态空间很重要。如果状态空间不合适，则不会获得最优动作。状态空间随着定义状态的状态变量的数量呈指数增长。在复杂的环境中，状态空间的爆炸式增长使得无法应用Q学习。
 
 对于街机游戏来说，状态为游戏局面（即屏幕截图或快照）[1]。自然而然地，它变成了Q学习无法处理的巨大状态空间。为了解决这个问题，已经提出了一种方法——结合CNN和Q学习的DQN（深度Q网络）[66]。有关深度学习和CNN的更多信息，请参考文献[7]。
 
 简而言之，DQN就是使用可以近似任意函数（通过参数θ）的函数Qθ（s,a），来尽可能近似拟合Q（s,a）。根据这一点，就算状态s很庞大也能求得Q（s,a）。Mnih等人[66]为了使学习高效化采用了以下方法。
 
 ·从学习开始时就记忆状态+动作+奖励的组合。
 
 ·更新网络时，随机采集小批量（mini-batch）[2]数据作为训练数据。
 
 基于以上方法，可以简单地通过提供奖励来学习如何玩Atari（雅达利）游戏，并且可以高效地玩游戏。DQN的唯一输入是游戏分数和屏幕的像素值（60Hz颜色信息）（210×160）（见图5.9）。在输出层中，节点数等于操纵杆的可操作动作数的数量。使用CNN处理输入信息，并且进一步训练CNN的输出值以通过网络输出适当的Q值。根据式（5.5）计算正确的Q值。
 
  
  [image: ] 
  图5.9　DQN
 
 
 
 实际运行DQN后，图5.10显示了学习过程中pong和beam的分数（差异）。DQN最初动作笨拙、学习效果不佳，但一段时间后分数不断提高，经过大约200万次重复学习，达到了人类无法与之竞争的水平。文献[66]中表示，学习后会使DQN在49款游戏中的表现优于传统的算法计算和人类高手。
 
  
  [image: ] 
  图5.10　游戏的分数
 
 
 
 请注意，我们在这里不教AI任何游戏规则。它不知道如何移动操作来获得较高的分数。AI通过反复试验、试错，学习游戏的内容和策略。
 
 [1] 传统的AI方法主要使用局部抽象化的信息（自身和敌人的位置坐标、棋子的状态等），但是状态空间仍然很庞大。
 
 [2] 一次性使用所有训练数据被称为批量学习。另一方面，小批量学习是一种将训练数据划分为较小单位（小批量）（或随机选择）并执行多次学习的方法。小批量的大小称为“小批量尺寸”（mini-batch size）。
 
 
 5.3　进化的马里奥
 
 4.4节中描述的AI马里奥是由在Java环境中开发的MarioAI Benchmark提供的。在Mario Competition的Learning Track中，使用各种AI技术创建控制器部分（以下称为“agent”）。使用执行了指定次数学习的agent继续闯关，并以分数进行竞争。
 
 接下来要说明的学习例子采用遗传算法（Genetic Algorithm,GA）[29][1]。
 
 agent（马里奥）会认识以下信息。
 
 ·自己周围7个附近区域中的如下信息（除正下方以外的上、下、左、右、对角线）：
 
 ◎是否有敌人？
 
 ◎是否有对象（object）？
 
 ·是否能跳跃？
 
 ·是否着地？
 
 如果把以上信息都以值1（是）和0（否）进行表达，则总共会有65 536种模式：
 
 27+7+2=216=65 536
 
 因此，遗传基因的长度为65 536，并且每个基因座都包含该agent当时所采取的动作（的数值）。这个数值表示马里奥是否有以下动作，1为有，0为无。
 
 ·下降（down）。
 
 ·跳。
 
 ·左进。
 
 ·右进。
 
 ·扔火球/冲刺。
 
 也就是说，数值是从00000到11111为止（从0到31）。比如对于图5.11的场景，从环境输入的信息以如下形式呈现。
 
 
  [image: ]
 
 
 从马里奥的角度来说，敌人和物件以如下相对位置的有无来表示。
 
 
 
 (1,-1) (1,0) (1,1) (0,1) (-1,1) (-1,0) (-1,-1)

 
 
 
 0010000 1000000 1 1=213+28+2+1=213+256+2+1=8451　（5.6）
 
 因此，第8451个遗传座里的值被取出来。假设这个值为10进位且为11，对它进行解码：
 
 1110=23+2+1=01011　（5.7）
 
 所以接下来，马里奥的动作是跳+右进+扔火球/冲刺。
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  图5.11　GA马里奥
 
 
 
 图5.12展示了GA马里奥进化的过程。图5.12描绘了进化代数和适应程度（马里奥的移动距离）。在这里以100个种群、10%的突变率和50%的交叉率进行实验。从图5.12中可以看出，该策略随着进化代数的增加适应程度变得更好了。
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  图5.12　GA马里奥进化的过程
 
 
 
 [1] 源代码可通过https://github.com/AkitoSeki/marioAI/tree/master/src/ch/idsia/agents获得。GAAgent.java是基于遗传算法的agent。除此之外，还用很多通过神经网络进行学习的agent。
 
 
 5.4　神经进化
 
 集成了进化方法和神经网络的进化神经网络（Evolutionary Artificial NN,EANN）被称为“神经进化”，并且这个领域正在被积极研究中。进化神经网络的关键特征是对最佳网络的遗传搜索。这样可以节省搜索正常神经网络（例如通过反复试验、试错构建网络）所需的时间和精力。
 
 NEAT[81]是神经进化的一个典型例子，它是一种有效优化神经网络结构和参数的方法。在许多问题上，NEAT的性能均优于传统方法。通过使每一代少量的小型网络复杂化，从而实现网络结构的变化。
 
 基于NEAT的网络表现型和基因型如图5.13所示。基因型包含以下信息。
 
 ·节点信息：输入节点、隐藏节点、输出节点的清单。
 
 ·连接信息：连接2个节点的弧的清单。
 
  
  [image: ] 
  图5.13　NEAT的基因型和表现型
 
 
 
 连接信息包括位于弧首端的节点，位于弧末端的节点、连接权重，弧是否有效的标志（flag）以及ID号。例如，图5.13中有3个输入节点，1个隐藏节点和1个输出节点。此外还描述了另外7个弧，其中第二个无效，因此表现型中它不会被发现（网络中没有等效的弧）。
 
 NEAT有2种突变（见图5.14）。
 
 ·节点的追加。
 
 ·弧的追加。
 
 在图5.14中使用序列记述基因中的连接信息。每个基因上方的数字是ID号。每个新基因都会被分配一个ID号，这样它的编号就会增加。在图5.14的上面的示例中，添加了一个弧。在这种情况下，新基因（弧）将被赋予下一个可用的ID号（7）。在图5.14的下面的示例中，首先禁用要分离的弧，然后添加2个新的弧基因（ID号8和9）。在2个弧的中间添加了一个新节点，并将其描述为新的节点信息基因（图中未显示节点信息）。
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  图5.14　NEAT的基因突变
 
 
 
 基因交配后，孩子会继承与父母的基因相同的ID号，即ID号不变。以这种方式表达ID号，使得可以知道每个基因的来历（祖先）。
 
 图5.15显示了NEAT的交叉。父母基因1和父母基因2具有不同的形式，但是可以通过查看共同ID号来确定哪些基因匹配。匹配的基因是随机遗传的。相反，不一致的基因（中间不匹配的基因）和多余的基因（末尾不匹配的基因）从更紧密匹配的父母基因遗传而来。图5.15假定两个父母的适应度相同，因此它们都是随机继承的。无效的基因将来可能有效，也有可能无效。
 
  
  [image: ] 
  图5.15　NEAT的交叉
 
 
 
 NEAT已应用于游戏AI等各个领域，其有效性已得到证实。下一节中，我们根据4.9节所述的CIG模拟器，对吃豆人的神经进化进行实验。
 
 
 5.5　吃豆人的神经进化
 
 在电子游戏“吃豆人”中，模块化的NEAT的性能优于传统方法[75]。该NEAT同时表现了多个模块。每个模块都学习不同的策略，选择何时使用哪种策略的能力也同时获得了进化。将幽灵和吃豆人的位置作为特征值进行输入。DQN（见5.2节）被指出，在“吃豆人”这类游戏中它的能力没有完全发挥出来，在这类游戏中，奖励和惩罚来得晚，必须从长远的角度来判断条件。模块化的NEAT学习“诱饵模块”，并根据情况正确使用该模块，从而成功获得积分。接下来，我们将通过仿真实验对此进行验证。
 
 基于Brandstetter和Ahmadi[52]的方法确定了神经网络的输入传感器。在此，使用以下3种类型的传感器。
 
 ·敌人方向指向的传感器。
 
 ·其他事物方向指向的传感器。
 
 ·不是方向指向的传感器。
 
 方向指向的距离定义为在不反转的情况下行驶到对象物体时的最短路径距离[1]。最大距离为200，所有传感器值均调整为[0,1]。表5.3总结了以上内容。有16个敌人方向指向的传感器（有4个敌人）。
 
 ·与敌人的距离（按距离排序）。
 
 ·敌人是否正在接近。
 
 ·与敌人之间是否存在交叉路口。
 
 ·敌人的状态（“威胁”状态为0，“可食用”状态为1）。
 
 其他事物方向指向的传感器有以下4种。
 
 ·最近的药丸
 
 ·距强力药丸的距离
 
 ·30步内存在的药丸数量的最大值
 
 ·下一个交叉路口的选项（Option from Next Junctions，OFNJ）
 
 OFNJ[75]是可以从最近的交叉路口安全到达的其他交叉路口数量。交叉路口的安全性取决于敌人是否会通过吃豆人的路线。OFNJ在避免死于敌人方面非常强大。
 
  
  表5.3　吃豆人的传感器输入
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 非方向指向的传感器与10步之内是否有强力药丸有关。另外，将一个幅度为1的偏置值添加到输入。
 
 图5.16显示了神经进化过程中第一代神经网络的拓扑结构。输入数量为22，隐藏层数量为2，输出数量为1。网络结构和参数随着它们的发展而动态变化。为吃豆人移动的每个方向考虑一个单独的神经网络。agent按照其输出值最大化的方向前进。
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  图5.16　神经网络的初期结构
 
 
 
 在这里，网络的拓扑是使用遗传编程（GP）构建的，而不是使用CCPN构建的。如图5.17所示，网络具有坐标。通过将两端节点的坐标输入到GP创建的4个变量的函数中，可以获取链接的权重。
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  图5.17　根据GP构成网络的拓扑结构
 
 
 
 表5.4显示了GP参数，图5.18展示了其实验结果。表5.5显示了每一代获得的最优个体的基因型。从第80代左右开始，最高分几乎保持不变。可以看到，平均得分在第40代中略有下降，但之后又略有上升。作为参考，向最近的药丸前进的策略的得分是3 703，而随机（不允许调头）策略的得分是1 853。这些策略的计算速度很快，但得分很低。
 
  
  表5.4　GP的参数
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  图5.18　实验结果（吃豆人）
 
 
 
 进化实验的结果表明，我们能够学习获得高分的策略，例如尽可能引诱敌人，避免死亡。图5.19显示了诱饵策略，图中的较大的圆形物体是强力药丸。诱饵策略是将敌人拉近再将其吃掉的好策略。但是，吸引敌人并服用强力药丸所需的时间很长，有时会在还未服用强力药丸时就达到游戏时限，从而错过获得高分的机会（吃掉可食用的敌人）。我们需要使用兼顾时间限制的传感器才能改良游戏表现。
 
  
  表5.5　各代的GP最优个体
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  图5.19　诱饵策略的例子（吃豆人）
 
 
 
 另外，还有一个问题，就是在达到时间限制之前就把寿命消耗完导致游戏终结的问题。即使在某种程度上得以幸存，在获得物品过程中也会被敌人包围从而被杀死。为避免被敌人包围，应尽可能避免太靠近交叉路口，并尽量注意所有敌人的动向。OFNJ会有一定效果，但是它有其局限性。为了获得更高的准确性，你可能需要检查其他交叉路口的安全性，例如下一个交叉路口的下一个交叉路口等。然而，还存在计算量急剧增加的缺点。
 
 最后，我将其与其他AI方法[52][75]进行了比较。结果如表5.6所示。神经进化超越了我们所比较的其他方法。如上所述，本实验使用一种称为OFNJ的传感器。从权重的大小也可以看出，传感器在获得高分方面起着很大的作用。将来，期望使用神经进化来进一步改善性能。
 
  
  表5.6　在吃豆人游戏上与其他算法的比较
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 [1] 如果允许反转，则计算最短路径距离会很麻烦，因此不允许反转。
 
 
 5.6　充满好奇心的马里奥
 
 与使用强化学习的游戏AI相关的研发正在被积极推进。然而，在实际游戏的应用中，经常缺少或很难获得强化学习的奖励。例如，仅在达到预设目标时才给予更改强化学习策略的奖励。因此，就算有时碰巧到达目标可能也没有什么意义。
 
 幼儿可以在没有外部奖励的情况下成功学习。心理学家认为这是由于内部奖励。这种内部奖励被称为“好奇心”或“内部动机”。
 
 以相同的方式，在强化学习中增加内部奖励（好奇心）被认为对于学习很少获得外部奖励的游戏是有效的。下文中，我将解释基于文献[70]的，在超级马里奥中实现好奇心的实验。有关标准强化学习的详细信息，请参见5.2节或参考文献[9]。
 
 如上一节所述，在强化学习中，学习的主题（使用游戏AI设计的控制器）称为“agent”。内部奖励分为两类。
 
 ·鼓励agent探索新条件。
 
 ·鼓励agent采取动作以减少其动作结果的预测误差。
 
 有内部奖励之后，充满好奇心的agent就会学习没有外部奖励的好的策略。例如，仅凭好奇心学习的agent可以成功克服超级马里奥1级关卡的困难。此外，在1级关卡学习的策略使agent能够更快地通关后续的关卡级别。这些结果意味着拥有好奇心的agent可以在没有明确目标的情况下学会泛化能力。
 
 拥有好奇心的agent由以下两个部分组成。
 
 ·奖励生成器：内部奖励的生成。
 
 ·策略：输出动作序列，使奖励最大化。
 
 t时刻的内部奖励和外部奖励分别写为[image: ]和[image: ]。时刻为t时，agent能得到的奖励为[image: ]，策略以最大化该值为目标进行训练。在下文中描述的情况，外部奖励[image: ]几乎为零。
 
 图5.20展示了好奇心模块（Intrinsic Curiosity Module,ICM）的例子。处于状态st的agent从现有的策略π中采集到动作at并执行，以此和环境进行互动，然后作为结果移向状态st+1。策略π是基于从环境E获得的外部奖励[image: ]与由ICM生成的内部奖励[image: ]的好奇心之和进行学习，使奖励最大化。ICM会把状态st和st+1的特征值转换为φ（st）和φ（st+1），训练神经网络从而能够预测at（如下文所说的反向动力学模型）。前向模型将φ（st）和at作为输入，用神经网络预测st+1的特征值φ（st+1）。特征空间的预测误差作为好奇心的内部奖励使用。对于φ（st）来说，不需要对agent的动作没有影响的特征进行编码，学习后的搜索策略被认为能够对环境中不可控因素保持鲁棒性。
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  图5.20　好奇心模块的例子
 
 
 
 更加形式化的描述如下所述。由以下公式思考学习函数g。
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 在这里，[image: ]是动作at的预测值，神经网络的参数θI通过以下公式进行优化学习。
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 LI是动作预测与实际动作之间差值的损失函数。如果动作at是离散值，那么g的输出就是所有动作的概率分布函数softmax（见5.1节），基于多重正态分布对θI的最优推定来最小化LI。被训练后的函数g就是反向动力学模型。agent利用策略π(s)与环境不断地相互作用从而获得g学习过程中需要的（st,at,st+1）的输入组合。
 
 除了反向动力学模型，前向模型f也是通过神经网络进行训练。该模型的输入为at和φ（st），预测t+1时刻的状态编码的特征值。
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 在这里[image: ]是φ（st+1）的预测值。通过对下面的损失函数公式进行最小化，从而对神经网络的参数θF进行最优化。
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 内部奖励[image: ]通过如下公式获得。
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 其中η是缩放系数。换句话说，内部奖励是动作结果的预测误差。
 
 将所有这些集成的总体最优化公式如下所示。
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 第一项是为了将奖励最大化的策略的优化部分。β是处于0到1之间的值，从而赋予反向模型和前向模型的权重。此外，λ＞0是赋予策略损失值的权重。
 
 在这里，我们来尝试使用超级马里奥基于内部奖励的好奇心模块。在没有任何外部奖励的情况下，拥有好奇心的马里奥能够在1级关卡中学习，并使得分提高30%。即使agent杀死/躲避敌人或避免灾难性事件没有回报奖励，agent也会自动摸索到这些动作。这表明好奇心可以间接地指导学习有趣的动作。为了保持好奇心，必须让agent学习如何杀死、避开敌人并到达游戏空间的新区域。如果被敌人杀死，那么只会看到游戏空间的一小部分，并且好奇心也会饱和。
 
 拥有好奇心的马里奥在没有任何外部奖励时，使1级关卡的得分提高30%。但接下来无法超过这个极限的原因之一是38%的游戏都有陷阱。需要连续使用15到20次特定的动作才能克服该陷阱。如果agent无法按此动作序列进行操作，那么将陷入陷阱并死亡。最终，无法从环境中获得奖励就是由于这些原因。
 
 那么，经过学习的策略的一般性（泛化能力）如何呢？也许拥有好奇心的马里奥只记得环境并且可能没有有效地进行搜索。为了证实这一点，让我们看一个事实，经过学习的动作不仅适合特定的游戏空间，而且也非常适合新的场景。在这里我们为了从状态st提取特征值φ（st），使用具有4层卷积层的CNN网络。各个层由32个过滤器和3×3的卷积核组成，输出维度（φ（st）的维度）为288。反向动力学模型中，把φ（st）和φ（st+1）连接变成一个向量特征值，并输入到256个单元的全连接神经网络。输出层具有与可能的动作种类相应的单元数。前向模型也将φ（st）和at连接，并输入到2层的全连接网络（各个层的单元数分别为256和288）。此外，我们把β的值设为0.2，λ的值设为0.1。并且，把式（5.13）的学习率设为1.0×e-3进行最小化。
 
 首先，在没有任何外部奖励的情况下在1级关卡的场景中训练拥有好奇心的马里奥（scratch）。接着让得到的策略在新场景（2级关卡和3级关卡）中进行测试。这时使用如下3种方法。
 
 ·直接（不进行改变）适应新场景（run as is）。
 
 ·只是基于好奇心的内部奖励进行微调来适应（fine-tuned）。
 
 ·基于外部奖励进行再调整来适应（scratch）。
 
 表5.7表示了scratch、run as is以及fine-tune的比较结果。在2级关卡和3级关卡中，scratch在没有外部奖励的情况下再次学习。
 
  
  表5.7　“超级马里奥兄弟”中的实验结果
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 首先，让我们看看用无调整的agent进行更高级关卡的测试（run as is）。在表5.7中，将获得的策略以原始状态应用于2级关卡和3级关卡时，测量agent可以前进的距离。该策略在3级关卡中的表现非常好。鉴于3级关卡的结构和敌人与1级关卡不同，这意味着拥有好奇心的马里奥具有泛化性。但是，当我使用无调整的策略尝试2级关卡时，结果并不理想。这与3级关卡的结果不同，但是可能是3级关卡与1级关卡相似（白天环境）但2级关卡完全不同（夜间环境）这一事实导致的（见图5.21）。也许通过再调整，可以期待能够适应于2级关卡。
 
  
  [image: ] 
  图5.21　超级马里奥兄弟
 
 
 
 当仅在1级关卡使用内部奖励进行学习，并且仅在内部奖励下再调整至2级关卡时，获得的分数要比从头开始学习（scratch）要高。原因之一是2级关卡比1级关卡更困难。因此，从头开始学习基本技能（例如在1级关卡的移动、跳跃和杀死敌人）可能会很有用。也就是说，首先在最初的关卡（1级关卡）上进行预学习，然后进行再调整将有助于泛化。换句话说，agent可以利用在1级关卡游戏中获得的知识更好地探索随后的关卡。这是游戏设计师有意使用的策略，也是人类玩家逐渐学到的游戏策略。
 
 但是，有趣的是，将预学习的策略从1级关卡调整为3级关卡会导致性能不如run as is。这是因为3级关卡中agent很难越过某个点。agent在到达这个困难点之前了解并学习了大多数环境。因此，agent不再拥有好奇心。结果，agent不得不以几乎为零的内部奖励进行更新，从而导致性能不佳。这种行为类似于人类在学习的过程中陷入瓶颈感到泄气想要放弃的现象。如果无法取得进展，则agent会感到无聊并停止搜索。
 
 在其他游戏（VizDoom[1]）中，将只有内部奖励学习的agent进行预训练，然后再放到外部奖励进行训练微调从而适应新场景。结果，与从一开始就训练ICM（外部奖励和内部奖励之和）时相比获得了更高的奖励。这个结果表明，采用好奇心会有很好的泛化能力。
 
 有关这些研究的详细信息，请参考文献[70]。我在另一个游戏中测试了好奇心模块的有效性。在pong游戏（见图5.8a）和seaquest[2]的实验中，我观察到，即使外部奖励非常低，分数也会随着好奇心模块的增加而提高。但是，有时也会观察到极端劣化的结果。因此，尽管好奇心模块有些效果，但仍有改进的空间。尤其是，在诸如pong之类的简单游戏中很难保持好奇心，这可能会导致学习不够完全。
 
 希望将来可以扩展这些方法，以实现更像人类的好奇心。例如，一些研究已将访问状态的次数（模拟访问次数）的近似值扩展为贝叶斯方法，以实现有效的好奇心模块[50]。这种方法在Montezuma's revenge（被认为是Atari 2600中最难的游戏）上表现出色。此游戏中，agent探索不同的房间，每个房间都有一个陷阱。传统的方法（例如DQN）在1级关卡的24个房间中的大多数都失败了，因为它们很少得到奖励。把模拟访问计数加入好奇心中，可以以DQN的一半帧数实现更高的性能。
 
 [1] Doom是三维游戏。使用游戏AI操作Doom的竞赛“Visual Doom AI Competition”曾被举办过。VizDoom是一款可实时控制屏幕的竞赛软件。
 
 [2] seaquest是一种打倒敌人救出人类的游戏，具有射击类的要素。
 

  第6章


  游戏AI与类人化


  “要和我下盘国际象棋吗？”“不，我已经下腻了。要不我们来吟诗？”


  你与能够打败任何人的程序之间的对话看起来可能就像这样。


  ——Douglas Richard Hofstadter[40]


  6.1　为什么需要类人化的AI


  执行类人化行为的游戏AI在各种情况下都很有用。这对于调整商业游戏开发的难度和工具有很大帮助[69]。它也可以用作教程或演示。针对人机联机游戏，你还可以与能够体现不确定性（像人类一样）的人工智能进行对弈和练习。


  在我所知道的成人世界中，有使用麻将和高尔夫来“拍马屁”。当前的游戏AI很难胜任这一点。对于人类而言，这也并不容易。“拍马屁”这种行为需要高级AI，仅仅击败对手的游戏AI是不够的。你需要高级智能，让对方无法发现你在故意放水。如果你的老板或高层知道你在故意放水，那就太糟糕了。据说与真实人类对战会比与人工智能对战更有乐趣[63][82][86]。


  基于以上原因，游戏AI的意义不单是为了取得高分，还包括能够拥有与人类相同的知觉以及思考方式，从而让人类对手产生自己真与真人进行对战的错觉。这或许才是游戏AI研究所要朝向的目标。

 
 6.2　通用游戏是什么
 
 目前，游戏AI都是针对特定的游戏（围棋、将棋、黑白棋等）作为研究对象，开发出“强到不会输”的算法。然而在这种情况下，研究成果往往依赖于特定游戏的规则，应用范围是有局限的。
 
 近几年来，已经有更多通用游戏AI被研究。通用游戏玩法（General Game Playing，GGP）是游戏AI研究方向的框架之一。目的是实现能够玩各种游戏（包括未知游戏）的agent（General Game Player，通用游戏玩家）。在GGP中，以专有语言编写的游戏规则会在程序运行时通过。agent事先不了解游戏，因此需要在玩游戏时慢慢掌握游戏规则。调参也需要在玩游戏的过程中进行。也就是说，agent需要在玩游戏的过程中获取与游戏相关的知识。因此，相较于特定游戏的AI，这导向了学习因素更大、泛化性更强的AI研究。
 
 关于GGP的想法可以追溯到1968年的研究[58]。以2005年举办的国际竞赛（AAAI以及IJCAI的GGP竞赛）作为契机，近几年的相关研究相当火热。
 
 GGP中各个游戏的规则由游戏描述语言（Game Description Language，GDL）[64]描述。GDL基于一种称为Datalog的查询语言，使用表6.1中所示的特殊关系语句以声明的方式描述游戏规则。通过在运行时接收此描述，agent将知道规则。
 
  
  表6.1　GDL的关系语句
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 游戏的每个局面都由一系列事实构成。例如，考虑如下所示的井字棋的例子。
 
 
  [image: ]
 
 
 如果使用GDL描述这个局面，则如下所示。
 
 
 
 (cell 1 1 b) (cell 2 1 〇) (cell 3 1 ×)
(cell 1 2 b) (cell 2 2 ×) (cell 3 2 b)
(cell 1 3 b) (cell 2 3 ×) (cell 3 3 〇)
(control xplayer)

 
 
 
 GGP可以用于西洋跳棋（交互式的双人游戏，见1.5节）以及3人以上的石头剪刀布的游戏。但也有如下限制条件[64]：
 
 ·状态以及动作的可能数量必须是有限的。
 
 ·必须是决定性的，没有随机因素。
 
 ·没有对玩家隐藏信息。
 
 ·从游戏开始到终止，玩家的数量不允许发生变化。
 
 由于这些限制，GGP无法描述西洋双陆棋（包含随机因素）和扑克（具有隐藏信息）。由于这个原因，还提出了GDL-II（不完全信息的游戏描述语言，Game Description Language for Incomplete Information），它扩展了GDL语法以处理非确定性游戏和不完全信息游戏[83]。
 
 表6.2列出了2005年至2016年IGGPC（国际通用游戏竞赛，International General Game Playing Competition）的获胜程序及其算法。从表6.2中可以知道，许多程序使用如蒙特卡罗树搜索的随机模拟[1]。
 
  
  表6.2　IGGPC的获胜程序

  [image: ]
 
 
 蒙特卡罗树搜索在GGP中被广泛使用，并在竞赛中不断取得好成绩[56]。通过在树搜索中加入价值函数等游戏特有的知识来提高算法性能。藤田等人提出了一种用于学习GGP未知游戏的特有知识的算法[36]。他们通过结合强化学习和特征扩展算法自动生成特征向量，并使用它们来搜索游戏树。
 
 最近出现了关于通用视频游戏玩法（General Video Game Playing,GVGP）的研究。它以一种特殊的语言（通用视频描述语言，GVDL）描述通用视频游戏，并且每年都会举行国际大会。GVG包含近100种视频游戏，其中包括“Aliens”“Bomberman”“Overload”“Bait”和“Chipschallenge”，6.5节中会使用它们。玩通用视频游戏的人工智能称为“通用视频游戏AI”（GVG-AI）。
 
 [1] TurboTurtle的搜索算法是2011年和2013年的获胜程序，源代码尚未公布，但它使用随机模拟这一点是很明显的。
 
 
 6.3　图灵测试和最类人化的AI
 
 计算机可以模拟人类的智能吗？换句话说，可以实现通用AI（也称为“强AI”）吗？很久以前人们就普遍对这个观点抱着否定的态度。
 
 分析引擎不要求创建任何新内容。它的真正用处在于能够执行我们的指令。
 
 Lady Ada Lovelace，1815-1852
 
 Ada Lovelace是英国诗人拜伦爵士（George Gordon Byron）的女儿，并且是世界上第一位程序员。分析引擎是英国数学家Charles Babbage在19世纪上半叶设计的机械式通用计算机。据说是Ada Lovelace写了第一个分析程序。Ada Lovelace说：“分析引擎无法自行开展任何工作。但如果人类知道如何命令它，那么它可以执行任何事情。”她还持有“无法实现人工智能”这一观点[1]。
 
 1950年，数学家兼人工智能之父Alan Turing[2]撰写了一篇著名的论文，《反驳Lady Ada Lovelace》。他的论文主旨如下所示。
 
 虽然计算机无法进行独创性的活动，但人类也无法做到独创性。
 
 Turing对于“机器是否会思考”进行深思以后，认为“机器思考是可能的”。这篇论文出现了著名的“洋葱皮”比喻（“skin-of-an-onion” anology）[85]。
 
 研究思维或脑的功能时，我们发现一些操作完全可以用纯机械的方式解释。它们并不对应于一个真正的思维，所以把它们像洋葱皮一样剥离。但是这时，我们发现仍然有新的机械思维需要剥离，一直这样下去。用这样的方式，我们是否能够触达真正的思维，或者最终发现皮里面什么也没有了？
 
 Turning提出了一种强大而有争议的方法来确定机器是否具有智能，这称为“图灵测试”。
 
 可以将图灵测试以现代语言描述为，使用电子邮件对满足以下条件的论坛进行测试的游戏。
 
 ·一天，你在论坛上找到名为A和B的新人。
 
 ·不管是向A还是向B发送信息，它们都会100%回信。
 
 ·实际上，A和B中有一个是人类，另一个是计算机。
 
 ·不管提什么问题，都不知道哪个是计算机。
 
 如果通过了此测试（也就是说，如果不知道哪个是计算机），则表示该程序成功地模拟了智能（至少在问题有效的前提下）。此类竞赛也在互联网上举办[3]。这项竞赛称为勒布纳（Loebner）奖，以其赞助人英国慈善家Hugh Loebner的名字命名。自1990年以来，已经颁发了100 000美元的奖金，但尚无符合验收标准的机器。
 
 在勒布纳奖评审中，裁判员首先与Sakura（人类）或AI程序聊天5分钟。然后与另一方聊天5分钟。然后，裁判员思考10分钟，并给他认为是人的一方投票。被认为是人且投票数最多的计算机就是“最类人化的计算机”（most human computer）。为了得到勒布纳奖中的高评价，重要的是需要如下表现[23]。
 
 ·故意犯一些人类容易出现的拼写错误。
 
 ·能够像人类一样在输入过程中插入不规则的空档。
 
 Turning做出了如下的预言。
 
 ·到2000年，将有30%的裁判员被成功欺骗，从而说明机器已经可以思考了。
 
 虽然尚未实现真正通过图灵测试的机器，但在2008年似乎就差一步了。例如，Eugene Goostman在2001年至2008年期间曾5次入围勒布纳奖。它模仿了一个13岁的乌克兰男孩。换句话说，英语被设置为第二语言。虽然它的大部分处理都是基于模式识别的，但是效果很好。经过5分钟的聊天后，有33%的裁判员判断它为人类。
 
 作为人类的Sakura也将参与勒布纳奖。Sakura会假设自己是计算机的前提下，伪装成人类，投票数最多的某一位Sakura将被评为“最类人化的人类”（most human human）。对于我们人类来说，这似乎很容易，但并非总是如此。文献[23]详细记述了如何赢得最类人化的计算机（Most human computer）。关于勒布纳奖以及其他对话系统（也被称之为chatbot，即聊天机器人）可参考相关的网站[4]。
 
 在最近的竞赛中，问答时间已延长至25分钟。值得注意的是一个名为“Mitsuku”的聊天机器人。自2013年获胜以来，这款聊天机器人的排名一直靠前，并于2016年再次获胜。据报道，它在过去的表现比Siri还优异。但是，关于图灵测试和通用人工智能也有很多批评和争论。有关其详细信息，请参考文献[5]。
 
 一种用来量化游戏AI“类人化程度”的变形图灵测试也已被提出[44]。在游戏AI版的该图灵测试中，人类裁判员观察AI所玩的游戏屏幕和人类所玩的游戏屏幕。目的是认识到人类无法复现的行为或难以理解的AI行为。此时，如果无法确定哪个是AI，则将AI判断为“类人化”。图6.1展示了原始图灵测试和游戏AI版的图灵测试的示意图。在这两个测试中，裁判员都不知道哪个被判断者是人类。只有通过设置的信息路径获得的信息才能确定哪个是人类。但是，与原始图灵测试相比，游戏AI的测试具有单向信息流。另外，信息本身的内容仅限于游戏状态。如果裁判员在与游戏AI（或模仿机器的人）对战时评估类人化程度，那么它将更接近原始图灵测试。
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  图6.1　图灵测试
 
 
 
 Garry Kasparov在1991年左右对Deep Sort（第1章中描述的Deep Blue的早期版本）进行了有趣的图灵测试[17]。他通过某一次锦标赛中的5场比赛的棋谱，猜测哪个是玩家、哪个是Deep Sort（机器）。Kasparov正确回答了3场。这些棋谱看起来像一场普通的国际象棋对弈，但是从国际象棋世界冠军的角度来看，有些下棋动作十分奇怪并远于人类的水平。但这个时候，Kasparov觉得再过10年，AI水平不如人类的局面会发生逆转，然后正如第1章中描述的，真的发生了逆转。
 
 我们可以通过以下两个方法制作类人化的游戏AI。
 
 ·具有游戏专业知识的人类手动将类人化的动作作为算法和参数嵌入游戏AI中。
 
 ·无须使用特定于游戏的知识即可实现类人化的游戏AI。
 
 接下来的章节会分别说明相关的研究案例（基于文献[24]和[34]）。
 
 [1] 传闻Pablo Picasso说过：“计算机无用。它只会回答问题。”
 
 [2] 参考1.2节中的脚注。
 
 [3] http://www.loebner.net/Prizef/loebner-prize.html。
 
 [4] http://www.chatbots.org/。
 
 
 6.4　不使用“类人化”函数的类人化游戏AI
 
 有一种学习方法不需要使用“类人化”函数。假设人类玩家的动作是根据过去T帧的状态确定的。这个时候，把状态的集合设为S，动作的集合设为A，那么如下制作函数Sn→A。
 
 1）把人类的游戏记录作为训练数据进行整理统计。
 
 ·状态sh=（sh,0,sh,1,…,sh,T-1）。
 
 ·这时采取的动作ah=（ah,0,ah,1,…,ah,T-1）。
 
 2）根据有监督学习创建函数ST→A
 
 需要注意的是S的维度会变得非常大，需要通过某种方法压缩S的维度。中野等人[31]使用进化计算调整了Mario AI Competition（见第4.4节）环境中的以下两个因素。
 
 ·蒙特卡罗树搜索中使用的评价函数参数。
 
 ·在随机模拟中选择每个动作的可能性。
 
 然后，通过提高蒙特卡罗树搜索的输出与人类游戏记录中的动作之间的匹配率，创建了类人化行为的游戏AI。但是，这个评价函数是基于Mario Competition特定知识并通过人工来手动实现的。
 
 Mozgovoy等人[67]让拳击游戏的AI持有人类玩家的游玩记录——sh和ah组成的数据库。在AI进行实战的过程中，它会从数据库中检索出与现在状态snow最相似的状态sh,n，然后采取人类玩家实际的动作ah,n，从而不用采用“类人化”函数就能实现类人化AI的效果。这个时候，一部分状态参数通过离散化处理对状态空间进行了压缩。也有些研究使用网球游戏AI根据人类比赛记录来构造有限的自动机，以模仿特定运动员的个性[68]。该方法使用多个有限自动机，这些自动机具有不同数量的状态参数和不同的离散度。通过在它们之间切换来搜索状态。在这些方法中，参数的离散化和搜索条件的设置需要拳击比赛和网球比赛特有的知识。
 
 接下要说明一下作为压缩状态空间S的方法，如何利用DQN（参考5.2节）的输出。换句话说，在游戏规则上以接近相似状态的形式对S进行维度压缩。
 
 在这里我们做如下假设。
 
 动作价值函数Q（s,a）的a的分布在对应的最近一帧的状态s就是游戏规则中的相似状态。
 
 这个假设被认为在通常的游戏过程中是妥当的。基于该假设，将训练好的DQN的输出[image: ]从当前帧开始每4帧排列4个。
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 把它作为进行过维度压缩的状态s使用。就这样将最接近的4帧的状态作为输入来使用，作为其结果构成函数S16→A（见图6.2），把最靠近的16帧信息作为输入并输出行动。学习的目标是能够完成[image: ]→A的神经网络。为此将人类玩家的游戏记录[image: ]和ah作为训练数据进行学习。[image: ]是关于t（0≤t≤T–1）从sh,t,sh,t-4,sh,t-8,sh,t-12创建的[image: ]的列。但需要注意的是，如果从sh,t到sh,t-12之间包含游戏开始的帧，那么使用开始帧作为接下来的状态。该方法不需要任何特定于游戏的知识，并且不需要在操作过程中进行仿真，它可以高速执行。图6.2展示了这一原理构造。从构造中可以看出并非从S4直接计算出A，而是通过中间状态[image: ]计算而得。左边的网络为经过训练的DQN。右边的网络把人类的游戏记录作为训练数据进行学习。请注意，DQN部分使用相同的网络。
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  图6.2　用于类人化游戏AI的DQN
 
 
 
 接下来描述使用基于GVG设计的游戏（躲避球游戏和平台游戏）的实验结果。
 
 执行屏幕如图6.3和图6.4所示。这两个游戏都是简单的二维游戏，均以每秒30帧的速度运行。此外，游戏结束后，游戏的下一帧是从初始状态重新开始的。
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  图6.3　躲避球游戏
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  图6.4　平台游戏（白条显示剩下的时间）
 
 
 
 躲避球游戏是一种你可以控制屏幕上的白球来避开红球的游戏。白球可以上下左右移动，但不能超出屏幕上的中间（红色）方块范围。有5个红球，每个红球以恒定的速度移动，但在到达屏幕边缘时会反弹回来。当白球与红球碰撞时，游戏结束。游戏终结时的最后帧数是游戏的分数。你可以执行5种操作：向上、向下、向左、向右移动或不移动（以下称为Up、Down、Left、Right、None）。
 
 平台游戏是一种玩家可以在屏幕上操作白球，然后在自动生成的地图上继续向右移动的游戏。在游戏中，重力总是向下作用。白球可以左右移动并跳跃。可以根据按下按钮的时间来调整跳跃的高度。红球从屏幕的右边缘随机出现，并一直在地面上移动。当被白球踩到时，红球会被击败。任何其他方向的碰撞都将导致白球掉落（被击败）。游戏有时间限制，但可以通过击败红球来延长时间限制。碰到以下几种情况就会终结游戏，在此之前白球向右推进的距离作为游戏的得分。
 
 ·白球被红球击败。
 
 ·白球掉进没有地面的地方。
 
 ·限制时间变为零。
 
 可以执行的动作有以下6种。
 
 ·横方向的移动（左或右）：Left、Right。
 
 ·不移动：None。
 
 ·按着跳跃键左右移动：Jump+Left、Jump+Right。
 
 ·按着跳跃键但不移动：Jump。
 
 首先，我使用DQN创建了两个游戏的游戏AI。表6.3概述了DQN参数。表6.4显示了创建的游戏AI的性能和比较。表6.4中显示了使用DQN和随机动作玩100次时的平均得分。人类玩家的得分是游戏时间持续10分钟的平均得分（人类玩家有3位）。
 
  
  表6.3　游戏中使用的DQN参数等设置
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  表6.4　各个游戏的平均分数
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 基于以上结果，制作了如图6.2所示的进行[image: ]→A的神经网络。学习的参数设置如表6.5所示。这个神经网络把10分钟（18万帧）的人类玩家的游戏记录[image: ]和ah作为训练数据进行学习。但为了提高效率，ah包含的动作数量应相同。换句话说，对于长动作，执行预处理以从历史记录中随机抽取帧。在躲避球游戏中，作为训练数据的历史记录有9805帧，在平台游戏中，用作训练数据的历史记录有17 865帧。在实际操作时，创建的游戏AI从神经网络的输出中选择具有最高数值的动作。
 
 可以观察到，以这种方式创建的游戏AI（以下称为“类人化agent”）的动作不同于使用正常的DQN的游戏。在躲避球游戏中，DQN中出现的振动动作已减少。避开小球时，DQN会立即移动轴。类人化agent倾向于以冲过来的小球的相同方向逃跑。这种行为并不总是最佳的，因为它可能会被小球追上。另一方面，人类玩家的回避动作也有类似的趋势。在平台游戏中，正常的DQN在越过台阶或山谷时会有效地跳跃。但类人化agent则会在前面停顿一次然后跳跃。但是，agent卡在台阶上或跌入山谷并击中敌人的频率比DQN高得多。
 
  
  表6.5　神经网络的参数设置
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 这种动作模式不能简单地通过将噪声添加到DQN的输出并降低精度来获得。可以认为它是通过基于状态表达和人类游戏记录的学习而获得的。
 
 以上内容是针对游戏较为主观的分析。接下来会以游戏分数和动作模式来客观地进行评价。
 
 如果获得的游戏分数极低，就会被认为不够类人化。因此，首先确认类人化agent的性能需要达到什么程度。把以下对象作为比较对象进行100次游戏并比较它们的平均分数。
 
 ·不使用DQN，直接用5层神经网络学习人类游戏记录sh和ah生成的玩家（不压缩状态）。
 
 ·使用DQN的玩家。
 
 ·采取随机动作的玩家。
 
 ·人类玩家。
 
 ·类人化agent。
 
 人类玩家的分数是通过3位玩家进行10分钟游戏来统计的。结果如表6.6所示。
 
  
  表6.6　在各个游戏中各个玩家的平均分数和标准偏差
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 与一帧一帧进行输入的玩家相比，类人化agent的躲避球得分要比DQN更低，但与t检验的得分相差无几，显著水平为5%。此外，该分数明显高于不压缩状态的玩家或执行随机动作的玩家。已经表明，将DQN的输出用作压缩状态具有一定的效果。另一方面，对于平台游戏，类人化agent得分低于DQN，并且能获得的得分大约为人类得分的10%。之所以不压缩状态的玩家的得分较高，可能是因为该玩家持续选择“Jump+Right”动作。
 
 AI在游戏过程中与人类所采取的动作分配的相似性被视为“类人化”的条件之一。因此，我们比较了10分钟（180 000帧）的动作分布。结果，对于躲避球游戏，发现None的输出增加并且获得了类似于人类的分布。平台游戏的动作分布也显示出一些差异，但没有统计学意义。
 
 最后，我们使用图灵测试对游戏AI进行主观评价。针对20名受试者通过计算机演示两个30秒的视频。其中一个视频是人类玩家在玩游戏，另一个是游戏AI在玩游戏。受试者也被告知这样的情况。为了减少对游戏AI的偏向性，还包括两者都是人类玩家玩游戏的实验。在查看之后，受试者将以5分制对它们进行5阶段的评价：“A是人类”“如果非要选择的话A是人类”“我不知道”“如果非要选择的话B是人类”和“B是人类”。除此之外，还要用文字形式说明选择原因。另外，A和B上出现的图像种类是完全随机的，受试者也不知道[1]。每次的问题是从60个人类和30个AI中随机选择要显示的视频组成。人类玩家的玩游戏画面是通过视频记录3个人的游戏过程，每次录制10分钟。
 
 作为该验证实验的结果，躲避球游戏中游戏AI表现出与人类相似的游戏得分的能力。另外已经证实，在主观评价中，图灵测试分数存在显著差异。根据主观评价判断理由的调查结果，类人化AI的“玩得太烂”的评价比例比DQN高25%。而“小幅度的动作”的评价比例下降了35%。这似乎导致了图灵测试分数的提高（评价被认为是人类）。但是，AI被指出缺乏战略和缺乏多余的动作。
 
 由于AI在平台游戏中获得的游戏分数较低，所以主观评价并没有显示出优于人类的优势。造成这种情况的一个原因可能如之前所述，游戏限制了一些继续向右的移动。结果，DQN动作价值函数的分布存在严重偏差。另一个原因是，某些动作的含义会根据玩家是在地面上还是在空中而改变。因此，仅通过动作价值函数的分布来表示状态的方法不可能有效地学习。值得注意的是，游戏AI表现出DQN中未发现的动作。作为今后的研究课题，预期未来的研究方向将进一步扩展本节介绍的包含人类特征的算法。
 
 [1] 称为“双盲测试”（double blind test）。这是消除医学和制药领域中的安慰剂效应和观察者偏见的有效测试方法。
 
 
 6.5　使用“类人化”函数的类人化游戏AI
 
 本节基于定量表达类人化函数对游戏AI进行说明。在蒙特卡罗树搜索中，可为了优化“类人化”函数来选择动作。最重要的一点是如何实现“类人化”函数。在先前的研究中，研究人员事先已经设置了一种从认知心理学的角度表现“类人化”的评价函数。但是，以这种方式设计的评价函数并不总是对任何游戏都有效，而是取决于游戏特定的知识。
 
 比如说，藤井等人[35]在Mario AI Competition（见4.4节）的环境中对利用了Q学习和A*搜索的AI导入了生物学限制条件的奖励模型，实现了类人化的动作。这其中的要素如下所示。
 
 ·认知以及按键输入的延迟波动。
 
 ·疲倦。
 
 ·心理状态。
 
 但是，在这里人类手动设置了与Mario Competition环境匹配的特征。
 
 Khalifa等人[61]试图量化GVG-AI竞赛环境中的类人化。将常见的蒙特卡罗树搜索方法与人类玩家进行比较，他们发现人类具有更多重复性动作和更长的停顿时间。因此，创建了一个游戏AI，可以量化这些项目从而更接近人类。游戏AI过于频繁的变换输入忽略了人类的身体限制，这也是丧失类人化的原因之一。在蒙特卡罗树搜索的评价函数中添加一个约束，以便按键输入的频率更接近人类。但即使这样，人类（受试者）看到这种游戏AI仍然觉得它不像人类。与2014年GVG-AI竞赛的冠军程序（AdrienCtx[71]）相比，反而更加让人觉得不像个人类。因此，有必要仔细考虑人类（受试者）到底是从什么样的视角观察人类和AI之间的区别。
 
 在下文中，我们的目标是创建比2016年的GVG-AI竞赛的冠军程序“YOLOBOT”更加类人化的游戏AI。这里利用的GVG游戏如下所示。
 
 ·Aliens（见图6.5）：
 
 一种在限制时间内击落出现的敌人的游戏。通关条件是击落所有敌人。如果玩家碰到敌人或被敌人射出的子弹击中，游戏将结束。最初，有一些用于自卫的防御块，但是当被敌人或你自己的子弹击中防御块时，防御块将消失。图6.5显示了防御块被敌人的子弹击中并被摧毁。
 
 ·Bomberman（见图6.6）：
 
 需要从随机移动的敌人之间穿过，并从隐藏在墙壁中的门逃脱的一种游戏。用炸弹打破墙壁，找到门，进入门就能通关。当玩家触碰到敌人或被自己的炸弹炸到时，游戏就会结束。如果玩家不能在限定时间的2000个时间步（time step）内完成逃脱也算输。初始状态如图6.6所示。有些墙壁可以被炸弹炸毁，而另一些则不能。门被隐藏在有标记的墙壁下。
 
 ·Overload（见图6.7）：
 
 收集物品，通过砍伐树木接近目标的游戏。拿起一把剑（图中的底部中心）并收集一定数量的物品，砍伐树木并进入门是通关条件。如果花费时间超过2000个时间步，或者如果物品被敌人捡走并无法收集到通关所需要物品的最低数量，则游戏失败。
 
 ·Bait（见图6.8）：
 
 旨在收集钥匙并进入门的游戏。玩家需要推开阻碍其前进的障碍，如果玩家在顺序上搞错，则游戏马上就会结束。此外如果花费时间超过2000个时间步，则游戏失败。
 
 ·Chipschallenge（见图6.9）：
 
 一个收集所有物品并从门逃脱的游戏。每个不同颜色的药水对应相应的方块。收集药水可以打开方块。游戏结束的唯一条件是超时（2000个时间步）。
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  图6.5　Aliens
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  图6.6　Bomberman
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  图6.7　Overload
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  图6.8　Bait
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  图6.9　Chipschallenge
 
 
 
 首先，我们要求人类受试者比较蒙特卡罗树搜索和人类玩家的视频。然后，我们调查了人类玩家与游戏AI之间在动作上的区别（人类特征）是什么。作为实验游戏，在许多研究中都使用过“Aliens”和“Bomberman”。问卷调查的结果表明，容易量化和理解的特征有以下3个。
 
 ·动作迟钝。
 
 ·大范围移动。
 
 ·不会死。
 
 基于以上几点，创建具有类人化动作的游戏AI（以下称为“类人化agent H_bot”）。在这里，我们使用类人化函数H改进UCT算法的UCB公式（见式（4.15））。
 
 UCB*=UCB+αH　（6.2）
 
 需要注意α是常数项。在UCB算法中选择一个使该值能够最大化的子节点进行展开。
 
 以问卷调查结果作为基础，用如下公式定义[1]类人化项H。
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 这其中，第一个是默认设置，第二个是调整移动速度，第三个的目的是减少Bomberman中的自杀[2]。一直选择ACTION_NIL，则会陷入死胡同。因此，我们在第二个条件下不进行连续选择。第四个条件是鼓励进行尽可能广泛的搜索。
 
 作为预备实验，在Aliens中从ACTION_NIL的数字调整类人化项αH的常数α。此外，在使用α时，注意Bomberman的ACTION_USE的数字来调整β。最终，在Alien游戏中α=0.02时，AI选择ACITON_NIL的概率会非常接近人类。在Bomberman游戏中，由于进行了调整，AI选择ACITON_USE的概率比人类低很多。在Bomberman游戏中α=0.02时，AI选择ACTION_NIL的概率比人类高，但选择ACTION_USE的概率却能十分接近人类。基于以上内容的结果，后面的实验都采用α=0.02。
 
 受试者由从十几岁的青少年到二十几岁的成人组成，共14人，让他们对以下过程进行观察，并判断其类人化程度。
 
 ·用了αH的H_bot（如之前叙述的方法，通过调整α来达到类人化的agent）。
 
 ·人类玩家。
 
 ·蒙特卡罗树搜索。
 
 ·YOLOBOT。
 
 也就是说，会有两台计算机分别播放游戏过程的视频，针对视频A和B选择回答“A是人类”“B是人类”“两边都是人类”“两边都不是人类”（进行两者比较）。A和B会随机地从上面四种玩家中选取。此外，关于判断理由可以任意自由地记述。
 
 表6.7总结了结果。其中显示的x/y表示比较的总次数y中确定为人类的次数x。在“Bomberman”中，H_bot的行为比蒙特卡罗树搜索更像人类。另一方面，H_bot在“Aliens”游戏中的表现看起来并没有那么类人化。在“Overload”中也没有表现出类人化。在3个游戏（Aliens、Bomberman、Overload）中，H_bot看上去不如YOLOBOT类人化。另外，在Bait中H_bot的表现是最类人化的。但是在Chipschallenge中没有一种算法表现出类人化。
 
  
  表6.7　玩游戏的过程被认为是人类的比例

  [image: ]
 
 
 在Aliens中，与蒙特卡罗树搜索相比，H_bot的ACTION_NIL比例与人类更接近。但是，H_bot的ACTION_USE比例远低于人类，而蒙特卡罗树搜索的ACTION_USE比例更接近人类。因此，尽管H_bot的移动速度已接近人类的速度，但与蒙特卡罗树搜索相比，它似乎并不像人类。为了验证在Aliens游戏中为什么认为YOLOBOT最接近人类，我们来看看做出决定的观点。表6.8显示了为什么问卷中的H_bot和YOLOBOT被认为是人类。括号中的数字是这种意见的数量。
 
  
  表6.8　在Alines游戏中，H_bot被认为是机器、YOLObot被认为是人类的判断理由

  [image: ]
 
 
 可以认为为了能够大范围运动，导入到类人化函数H的H=–5导致了无用的左右摇摆动作过多。因此，相对于YOLOBOT，H_bot不够像人类玩家吧。此外，还对为了能够得到最少通关时间而进行了优化。其实，还有不少人对YOLOBOT的命中率持有疑问。低命中率会影响胜率。表6.9展示了通关率与游戏时间比较的结果。在先前的实验中，速度的差异得到了极大的关注。因此，模块破坏似乎会影响类人化的程度。重视这一点可能会使H_bot更像人类。YOLOBOT是2016年GVG-AI竞赛的冠军程序，但在“Aliens”中的胜率比蒙特卡罗树搜索差。另一方面，似乎这种“臭棋”操作被认为更像人类。过短的游戏通关时间也被认为够像人类。
 
  
  表6.9　在Aliens中的通关率和平均游戏时间

  [image: ]
 
 
 这种游戏（Aliens、Bomberman、Overload）的结果表明，胜率和通关时间也是判断类人化程度的基准。因此，让我们再观察一下YOLOBOT擅长的游戏Bait和Chipschallenge上的表现（与人类具有相同的胜率且通关时间较短的游戏）。在Bait中，比起YOLOBOT，H_bot表现得更像人类玩家。但是在Chipschallenge中并非如此。
 
 当在Bait中完成通关时，H_bot的平均游戏时间非常接近人类玩家的平均游戏时间。在这个游戏中，它看起来比YOLOBOT更接近、更像人类。此外，搜索范围很小，因此很少会发生到达不了终点的情况，在做出前面3种游戏中被认为是“莫名其妙”和“毫无意义”的动作之前就通关了。Bait的平均游戏时间很短，并且游戏的复杂性不如“Overload”和“Aliens”，能见度低从而导致“无用”的动作很少被识别出来。此外，YOLOBOT在没有敌人的逃脱游戏中始终能够走出最佳路线这一点被认为是不够像人类的原因。
 
 对Chipschallenge中的通关时间进行比较，H_bot花费的时间比人类花费的时间更长。但是，与其他AI算法相比，H_bot的ACTION_NIL的比例最接近人类。这表明H_bot会执行一些不必要的停止和移动（不首先到达目标、不收集项目、在某一位置停顿等）。这就是为什么H_bot同样在Aliens、Bomberman和Overload中的游戏表现上被视为人类的原因。另一方面，YOLOBOT采取了异常快速的动作，获胜率为1.00，使游戏能够顺利通关。因此，与H_bot相比，YOLOBOT被认为是一台机器，并且没有明显地被判断为人类。
 
 在本节中，为了量化GVG-AI的类人化程度，关注了以下三点来试图创建一个做出像人类一样操作的蒙特卡罗树搜索。
 
 ·动作的缓慢程度。
 
 ·大范围移动。
 
 ·不会死。
 
 希望将来，本书描述的方法能够得到进一步扩展，以实现更像人类的AI（强AI）。
 
 [1] ACTION_NIL是在特定时间段内未按下任何命令时发生的事件。另一方面，ACTION_USE是在按下命令时发生的事件。
 
 [2] Bomberman中使用炸弹爆炸时如果自己也被炸到，那么就会自爆，因此设置了该条件。
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