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  内容简介


  本书是一本深度强化学习领域的入门读物。全书分为四部分：第一部分主要阐述强化学习领域的基本理论知识；第二部分讲解深度强化学习常用算法的原理及流程；第三部分总结深度强化学习算法在游戏、推荐系统等领域的应用；第四部分探讨该领域存在的问题和发展前景。


  本书适合对强化学习感兴趣的读者阅读。


  好评袭来


  强化学习是实现决策智能的主要途径之一。经历数十年的发展，强化学习领域已经枝繁叶茂，技术内容纷繁复杂，为初学者快速入门带来了一定的障碍。作者在腾讯公司从事多年的游戏AI设计，是深度强化学习在游戏领域落地的早期探索实践者，对强化学习技术的优势与局限有深入理解。本书作为强化学习方向的入门读物，与其他强化学习书籍相比，在介绍强化学习基本概念以外，更加强调对当下流行的深度强化学习算法的介绍，以及对强化学习应用的介绍，其中包含了作者亲身参与的项目。相信读者能从本书中获得对强化学习技术发展状况的了解，尤其有助于初学者掌握强化学习应用技术的主干。


  ——俞扬，南京大学人工智能学院教授


  很高兴看到这样一本全面、深入、实用的强化学习书籍面世。强化学习是一个既古老又年轻，并不断散发出全新魅力的技术领域，我和我的团队也一直致力于强化学习技术的工业化落地。正如本书总结与展望篇所说，强化学习的研究和应用还面临诸多挑战，但审慎乐观，大有可为。期待在本书的帮助下，有更多有志之士投身到强化学习技术的学习和实践当中！


  ——何径舟，百度自然语言处理部总经理


  本书的一大特色是重视强化学习算法在工业界的实际应用落地，作者在学术界和工业界都有多年的工作经验，兼具扎实的理论功底和工业界实践经验，尤其对深度强化学习算法应用在游戏领域有广博而深度的认识。因此本书对于想在工作中尝试深度强化学习的互联网一线AI工程师有切实的指导意义。


  ——靳志辉（Rick Jin），日本东京大学人工智能博士，《神奇的伽马函数》作者


  前言


  近几年来，深度学习无论是在学术界还是在工业界都掀起了一次又一次的热潮。深度学习凭借强大的建模能力和学习能力，不仅使机器学习技术有了长足的进步，而且在计算机视觉、自然语言处理、搜索推荐等诸多领域都展现了强大的应用实力［36，22，21，29，79］。


  即使深度学习技术能够把猫狗花草分得比人类精准得多，人们依然认为它距离真正的人工智能还有很大差距。这是为什么呢？原因在于深度学习技术仅仅解决了机器感知外界的问题，虽然它能够告诉我们一张图片是猫还是狗（这是一个分类模型），但是对于感知到这个外界的知识之后该怎么用这一问题，目前在绝大部分场景下，都还是由人类完成的。因此，与真正的人工智能相比，深度学习技术还欠缺决策能力，必须对感知的知识做出反应才能称得上是一个智能体［61，64，62］。


  众所周知，强化学习一直研究的就是多步决策的问题，它在机器学习领域是一个比较特殊的类别［68］。在监督学习中，我们通过建立数据与标签的关系来学习样本的数据分布；在无监督学习中，我们从数据的结构中发掘样本的分布规律。而强化学习与监督学习和无监督学习都不同，它既没有非常准确的监督信号，也不完全是无监督地在数据中发现结构。它通过不断与环境交互去学习一系列的决策，使得模型最终能够在环境中获得最大的收益。这是一种很接近人类智能的算法，但是由于学习效率低，强化学习一直都仅存在于学术研究领域，很难在真实的复杂场景中应用起来［42，13，83，4］。


  然而DeepMind在2015年于《自然》杂志上发表的Human-Level Control Through Deep Reinforcement Learning中，将强化学习与深度学习技术相结合，赋予了深度学习决策能力，两者结合训练出来的智能体在若干电子游戏上达到甚至超过了人类玩家的水平［44，46，69，75，55］。这是一个里程碑式的研究工作，它利用深度学习极大地拓宽了强化学习的应用范围，打开了深度强化学习这个全新的研究方向。DeepMind的技术负责人David Silver提出：人工智能就等于强化学习加深度学习！随着越来越多的相关研究比如A3C、IMPALA、PPO、DDPG等研究工作的涌现［72，8，43，56，57，20］，深度强化学习展现出越来越强的生命力，在许多真实的应用领域比如围棋、非常复杂的即时战略游戏《星际争霸》、机器人、动画生成、智能对话、搜索与推荐等领域都开始发挥着重要的作用，并且完成了很多之前根本无法完成的任务［72，8，16，60，14，28］。


  深度强化学习无疑正在掀起深度学习的又一波浪潮，它对机器学习技术乃至人工智能技术有着深远的影响，并且很可能把人工智能领域带向新的高度，这是令所有人工智能从业者和爱好者激动的技术革命。笔者认为，无论未来人工智能技术是否会强依赖于深度强化学习，它都很有借鉴价值，值得大家学习、了解。


  本书系统地介绍了深度强化学习的基本概念和经典算法，并结合若干实际的应用场景对深度强化学习进行了深入的探讨。本书希望通过相对完整的知识体系和应用案例，帮助读者比较快地了解深度强化学习的内涵，掌握大概的脉络，从而能够顺利地进入该领域的研究和应用。


  第一部分　基础理论篇

 
 1　马尔可夫决策过程
 
 强化学习的两大基础是试错学习（Trail and Error）和最优化控制（Optimal Control）［68］。试错学习为强化学习提供了基础的框架和奖赏（Reward）等基本概念；由贝尔曼（Richard Bellman）所发展出来的最优化控制则为强化学习提供了重要的解决问题的工具和理论基础。从最优化控制出发，我们可以知道，强化学习依赖于一个重要的假设，即智能体（Agent）所在环境（Environment）对于动作的反馈是确定的，同时是满足马尔可夫性的。因此我们必须把强化学习问题转化成用马尔可夫决策过程（Markov Decision Process，MDP）来进行建模，以便能使用后续的各种工具如策略梯度（Policy Gradient）。
 
 1.1　马尔可夫性
 
 一个系统满足马尔可夫性［26］，是指系统的下一个状态只与当前状态信息有关，而与更早之前的状态无关。从数学上来说，当且仅当以下式子成立的时候，一个状态才是满足马尔可夫性的：
 
 
  [image: img]
 
 
 那么一个随机过程满足马尔可夫过程的条件是，在这个过程中的所有状态都是符合马尔可夫性的，即对于状态集合S中的任意两个状态s和s′，其状态转移概率都满足：
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 更进一步，在马尔可夫过程基础上，引入动作，即状态的转移与动作的影响有关，则成为马尔可夫决策过程，上式就转成
 
 
  [image: img]
 
 
 简单来说，马尔可夫链是定义［32］，而马尔可夫决策过程中状态的转移是要通过动作来执行的。当状态不是完全可观测的时候，马尔可夫过程和马尔可夫决策过程就分别转化为隐马尔可夫模型（Hidden Markov Model）和部分可观测马尔可夫决策过程（Partially Observable Markov Decision Process，POMDP）。在本书中，我们讨论的主要是状态完全可观测的情况，有隐藏状态的决策过程通常会更加复杂。
 
 1.2　一些基本定义
 
 通常，我们会将强化学习问题建模成智能体与环境交互的模型。其中，智能体通过与环境交互来接收环境的信息，得到自己当前的状态（State），再根据状态做出动作，到达下一个状态。在这个交互的过程中，环境也会给智能体以正向或者负向的反馈，通常称为奖赏［68］。
 
 如果要用数学的形式来表达马尔可夫决策过程，我们需要首先定义一些基本概念。
 
 ·状态s：代表智能体可以从环境中获取的信息，其中s∈S，S代表所有可能的状态的集合；
 
 ·动作a：代表智能体可以做的决策，其中a∈A，A代表所有可能的动作的集合；
 
 ·转移概率p（si+1|si，ai）：代表智能体在状态si做了动作ai，使环境转变为si+1的概率；
 
 ·奖赏r（si，ai）：代表智能体在状态si做了动作ai所获得的奖赏。
 
 通常智能体在环境中会做多步的决策，在状态s0做了动作a0，获得r0，并使状态变成s1，一步一步进行下去，形成一个序列τ=（s0，a0，s1，a1，···）。智能体在时间步t时决策的目标就是使得之后的累积奖赏最大，这个累积奖赏通常会称为回报（Return）。假设在时间步t后智能体拿到的奖赏依次是rt+1，rt+2，rt+3，···，则其中一种带折扣的回报的表达形式如下所示：
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 这里的γ是0到1之间的折扣因子，表示未来的奖赏对现在的影响。γ=0相当于只考虑当前的回报，这个时候，其实强化学习和监督学习没有什么区别；而当γ=1的时候，表示能够看到无限远的地方，但这种情况一般不容易训练，很难收敛。
 
 1.3　值函数
 
 从回报出发，我们可以进一步定义在某个状态s可以获得的长期回报的期望值，这个值通常被称为状态值函数（V值）：
 
 
  [image: img]
 
 
 而在某个状态s做动作a可以获得的长期回报的期望值，通常被称为动作值函数（Q值）：
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 1.4　基于策略的值函数
 
 智能体做动作的决策过程，可以用策略π表示，可以被定义为智能体在状态s下选择动作空间A中的动作的概率p（a|s）。在确定性策略的情况下，某个状态s对应的动作a概率为1；在随机策略情况下，这是一个概率分布。一个智能体在某个状态下选择某个策略的V值和Q值就可以定义为
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 这两个值的概率很相似。V值表示的是某个状态本身长期的价值，而Q值表示的是某个状态下、某个动作的长期价值。由于Q值直接对动作进行打分，因此通常在动作离散的情况下，会使用Q值来学习（Q-Learning的方法），而动作空间很大的时候，则使用V值对策略进行梯度迭代（策略梯度的方法）。
 
 1.5　贝尔曼方程
 
 在求解值函数的时候，通常要使用动态规划（Dynamic Programming）的方法来求解。这就需要把函数写成贝尔曼方程（Bellman Equation）的形式。贝尔曼方程是由理查·贝尔曼（Richard Bellman）发现的，在解决强化学习或者马尔可夫决策过程的问题时基本都要用到。通过贝尔曼方程，我们可以把一个长的序列决策最佳化问题变成一个更简单的子问题，这些子问题可以用贝尔曼方程继续进行简化。
 
 根据Q值和V值的定义，可以得到
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 也就是说，状态s的V值，等于它在该状态下做所有可能动作的Q值的概率加权和。这个很好理解，对于状态s来说，它的所有回报都是基于下一步的可能动作带来的收益而得到的。同样，对于在状态s做出动作a的Q值来说，也是相当于它在该状态下做出动作获得的即时收益和下一所有可能状态的加权和。把这两个式子组合一下，就得到了V值和Q值的贝尔曼方程形式：
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 考虑到强化学习的目标是寻找一个最优的策略，能够使得总的收益最大，即值函数最大。因此我们假定最优的策略是π*，那么可以得到贝尔曼最优方程：
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 可以看到贝尔曼最优方程和贝尔曼方程的区别就是是否和当前策略有关。基于贝尔曼方程的一个强化学习方法是Sarsa，因此它是同策略（On-Policy）的强化学习方法；与之对应的是Q-Learning，基于贝尔曼最优方程，是异策略（Off-Policy）的强化学习方法。
 
 1.6　策略迭代与值迭代
 
 那么通常用什么方法找到最优策略呢？从理论上来说，如果我们能够知道环境的运行规律，能够对环境建模，同时计算资源足够多，就可以用动态规划的方法来解决优化问题。其中最经典的就是策略迭代（Policy Iteration）和值迭代（Value Itereation）的方法。
 
 策略迭代的方法很简单。假设随机找了一个策略，我们可以用这个策略来得到该策略对应的值函数，然后基于该值函数，可以去找到更好的策略；再通过一轮一轮的迭代，让最后的算法收敛。这两个过程分布就是策略评估（Policy Evaluation）和策略提升（Policy Improvement）。整个算法过程如下。
 
 （1）初始化一个策略π和所有状态下的V值：v（s）；
 
 （2）在策略评估阶段，先基于现有的策略π给每个状态更新v（s），直到更新前后的v值不再改变。如式（1.15）所示，更新后的第i+1轮迭代的v i+1（s）和更新前的第i轮迭代的v i的值不再改变，就说明完成了策略评估；
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 （3）在策略提升阶段，基于上一步得到的新的V值，更新我们的策略；
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 （4）如果策略更新了，就继续执行第（2）步。如果策略不再更新，就得到了解答。
 
 可以看到，策略迭代是依照贝尔曼方程来进行迭代的。另外一个思路就是直接根据贝尔曼最优方程来进行迭代，也就是值迭代的方法。
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 那么这个π*是怎么得到的呢？就是通过选取使上式中V值最大的动作得到，即
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 可以看到，值迭代在每一步计算值函数的时候，没有使用一个具体的策略去迭代更新，而是直接计算当前状态下每个动作的回报的期望。这两种方法的差异也一直贯穿整个强化学习的发展，后续不管是同策略还是异策略、值迭代还是策略迭代，都可以回溯到这里，或者更根本的贝尔曼方程。本质上，策略迭代和值迭代是一致的：策略迭代对于值函数的计算更加精确，一步一步逼近最优解；值迭代只是使用了值函数的一个期望，因此效率会更高一些。
 
 但是，整体来说，这两种方法都依赖于状态转移概率p（s′|s，a），它在很多情况下都是不可知的。通常我们要能够对环境进行建模，才能得到这个概率。当然，现在也有很多人研究怎么从与环境的交互中学到模型，比如World Models的方法。现在大多数流行的方法如DQN、A3C、PPO等，都是无模型的（Model Free），我们在后续章节中会分别介绍。
 
 
 2　无模型的强化学习
 
 在基于模型的强化学习中，可以通过动态规划的方法更新值函数。但是在现实的大部分场景中，我们都无法对环境建模，也就是，我们不知道状态之间的转移概率，不了解在某个状态下做了一个动作后会变成什么状态。那么在无模型的情况下，就只能用别的方法来学习值函数了。我们把最优化控制和试错学习结合起来，很自然地就会想到从轨迹中学习（Learning from Trajectories），让智能体在环境中不断尝试，估计一个接近真实的值函数。
 
 在模型已知的情况下，可以直接根据式（2.1）用动态规划的方法得到值函数
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 那么在没有模型时，怎么估计一个比较准确的值函数？这就是强化学习算法的精髓了。我们可以采用蒙特卡罗的方法计算该期望，即在环境中按照一定的先验知识进行采样，将多次采样的平均结果作为值函数的期望；也可以通过时间差分的方法来迭代地估计值函数，只要每次能够比前一次的估计更准确，最终一定可以收敛到一个比较好的值；此外，在值函数难以估计的情况下，还可以通过策略梯度的方法，直接对策略进行估计和迭代更新。
 
 接下来，我们就详细讲述这些无模型的强化学习方法。
 
 2.1　蒙特卡罗方法
 
 蒙特卡罗方法不是指某一种特定的算法，而是单纯指基于随机采样的方法进行计算学习［23］。关于蒙特卡罗方法，有一个很经典的计算圆周率的例子。我们知道半径为r的圆面积是πr2，而其外接正方形的面积是4r2。因此圆和其外接正方形面积的比值是[image: img]。这样，我们从正方形内随机采样点（p1，p2，···，pn），当n足够大的时候，采样点在圆内的个数t和总采样数n满足：
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 因此，当我们知道t和n，π的值也就算出来了。
 
 从上面的例子可以看到，可以通过大量的采样，得到一些理论值的近似值。在强化学习中，这就是V值和Q值。
 
 2.1.1　蒙特卡罗方法预测状态V值
 
 在蒙特卡罗方法中，我们从初始状态s0出发，基于一定的策略π随机选取动作，使状态转化为终结状态send，同时获得一个奖励r，以此作为一个回合。当我们不断重复这个过程N次，就可以得到N条从s0出发的轨迹τ，以及其对应的结束状态和奖励。当N非常大的时候，根据大数定律，我们可以认为这个奖励序列（r1，r2，r3，···，rn）的均值ravg就是状态s0在策略π下的V值，即
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 举个例子，我们下象棋时，看到某个残局的时候，都会在脑海里模拟接下来的棋局，以此判断在这个局面下，是红方还是黑方占据优势。这个模拟的过程，就可以类比为蒙特卡罗方法，而预测的这个局面的优势，就可以理解为状态的V值。
 
 在计算s0的V值的均值时，可以有两种策略，一种是首次访问（first-visit）蒙特卡罗方法，一种是每次访问（every-visit）蒙特卡罗方法。因为在每次生成轨迹τ的时候，是有可能多次经过状态s0的。那么首次访问蒙特卡罗方法只计算第一次经过s0时的回报，而每次访问蒙特卡罗方法则把每次经过s0的回报都用在均值计算中。
 
 2.1.2　蒙特卡罗方法预测Q值
 
 但是，在没有模型的时候，一般我们选择估计Q函数，这里最主要的原因是，考虑了动作，Q函数的估计会比V值的估计更直观一些。因为我们学习的目标是找到一个使回报最大的策略，在知道状态s的V值的情况下，我们的策略是
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 而在无模型的情况下，p（s′|s，a）是不可知的，甚至r（s，a）也是很难获得的，因此即使我们计算出了每个状态s下的V值，我们还是没有办法选择一个策略。而反过来，如果我们知道了Q（s，a），我们的策略马上就可以定义为
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 2.1.3　蒙特卡罗策略优化算法
 
 通过蒙特卡罗方法来进行强化学习的具体步骤可以分为两步。首先我们根据一个初始的策略在环境中采样到轨迹，根据采样的轨迹来估计Q（s，a），这一步也被称为策略估计（Policy Evaluation）；在第二步中，我们根据估计到的Q值更新初始的策略，这一步也被称为策略提升（Policy Improvement）。具体的算法如Algorithm 1所示。
 
 但是这里会有一个新的问题，在预测Q值的情况下，需要在状态s下以一定的策略遍历所有可能的动作a，以通过大量的数据求得Q（s，a）的估计值。但是对于一个确定性的策略来说，在状态s下执行动作a是固定的。因此，如果我们固定以某一个策略进行采样，很有可能得到一个有很大偏差的估计，无法采到大量的状态动作对。然而另一方面，纯用随机的方式采样，也存在效率低、和实际有偏差的问题。因此这里其实牵涉到强化学习一个很重要的问题：探索和利用。在后面的章节，我们也会不断讨论这个根本的问题。
 
 Algorithm 1 蒙特卡罗策略优化算法
 
 Require：
 
 Init Q（s，a），Initπ（s），Init R（s，a）=［］
 
 1：Repeat
 
 2：从初始状态s0开始，以初始策略π来生成一个回合（episode）的轨迹
 
 3：for回合里的每一个状态动作对（s，a）do
 
 4：计算（s，a）的回报G
 
 5：把G更新到对应的R（s，a）
 
 6：使用R（s，a）更新Q值：Q（s，a）=avg（R（s，a））
 
 7：end for
 
 8：对于回合里的每个状态s，更新策略π（s）=argmax a Q（s，a）
 
 2.1.4　探索和利用
 
 使用蒙特卡罗方法能够估计值函数的前提条件是能够合理地访问每个可能的状态。因此，我们希望尽可能探索到所有可能的状态，从而估计一个比较准确的Q（s，a）。当状态空间比较小的时候，可以通过随机探索的方法来探索全部的状态空间。但是当状态空间比较大的时候，需要利用现有已经探索到的策略，以便高效访问那些Q值更高的状态动作对。因此要如何设计探索策略，才可以保证很好地访问到所有的状态呢？
 
 一种最常用的方式叫做ϵ贪婪策略（ϵ-greedy algorithm）。这个算法来源于多臂老虎机（bandits）。其思路很简单，在每个状态下，以一定概率ϵ随机选择动作，而以1-ϵ的概率选择当前Q值最大的动作。这样，既兼顾了利用当前的策略，也有一定的概率探索新的更好的策略。在这之上也可以有很多变种，比如在迭代之初，可以用一个更大的ϵ，来增加探索的概率，而当后期已经获得了一些比较好的策略时，可以适当降低探索的概率。可以证明，这样的策略是保证收敛的。
 
 ϵ贪婪的策略在ϵ的时候，还是对动作均匀采样的，但这样其实会有效率的问题。因为在某个状态下不同动作的Q值大小是不一致的，我们可以考虑更多的探索Q值更大的动作，这样可以更快收敛。一个比较好的策略是UCB（Upper Confidence Bound）：
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 这个式子和常见的UCB的公式稍有不同。其中N（s）是之前采样到状态s的次数，N（s，a）是在状态下选择动作a的次数，Q（s，a）是对应的估计的Q值，C是人工设置的权重参数。基于UCB的值，选择不同的动作：
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 可以看到，当某个动作的Q值比较大、以及该动作被采样的次数很小时，相应的UCB值都比较大，也即更可能被采样到。我们可以认为[image: img]体现的是对现有策略的利用，[image: img]代表的是对未知的探索，C是用来控制探索和利用的比重。
 
 2.1.5　异策略蒙特卡罗方法
 
 可以看到，在之前的ϵ贪婪的策略中，我们用来评估和行动的策略是同一个策略。如果进一步优化，可以把评估和行动的策略拆成两个不同的策略：评估某个状态-动作对的Q值是目标策略（target policy），用来执行动作的策略称为行为策略（behavior policy）。这里涉及强化学习中一个很重要的概念：同策略和异策略，有时也会被称为“在策略”和“离策略”。像ϵ贪婪策略这种评估和行为的策略是同样的策略，称为同策略；行为策略和目标策略是两个单独函数的策略，称为异策略。在同策略的情况下，如要保持探索性则必然会牺牲一定的最优选择机会。异策略下通常可以有更大的自由度，可以在目标策略中求解最优值，但同时也会更难收敛一些。在后面的章节中，同策略和异策略的比较还会在不同的算法中出现。
 
 例如在蒙特卡罗方法中，如果使用两个策略函数：目标策略和行为策略，我们会通过行为策略来生成回合、局，然后基于这些回合、局，在目标策略上进行更新，这样行为策略通常是更偏向于探索的；而目标策略利用行为策略采样的回合、局的时候，可以更倾向于选择最优解，而不用考虑探索的问题。
 
 在异策略上，我们需要用行为策略（πb）采样的回报的期望去估计目标策略（πt）的回报的期望，这就牵涉到用一个简单分布去估计服从另一个分布的随机变量的均值的问题，通常在统计上会用重要性采样（Importance Sampling）的方法来进行处理。同时，行为策略πb和目标策略之间也要满足条件：如果πt（a|s）＞0，则πb（a|s）＞0；或者换个说法，如果πb（a|s）=0，那么πt（a|s）=0。这样保证在πt和πb中，所有状态下的动作空间都是一致的。
 
 具体来说，在离散的情况下，行为策略πb的回报的期望是E（R|πb）=[image: img]ri×pi，而πt的回报的期望是E（R|πb）=[image: img]ri×qi。其中pi表示策略πb获得回报ri的概率，qi表示策略πt获得回报ri的概率。如果用蒙特卡罗方法采样，可以通过计算采样N次得到回报的均值来估计回报的期望。
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 这里K i和M i分别代表两个策略采样得到回报ri的次数。当采样次数N足够大的时候，其实是可以得到K i=N×pi，M i=N×qi的，因此即使我们没有对策略πt进行采样，通过对πb进行采样，也可以得到
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 这个就称为普通重要性采样（Ordinary Importance Sampling）。但是在实际应用中，因为我们不可能做到无限次采样，因此有可能会碰到某一次采样[image: img]的值特别大或者特别小，导致整个采样的方差特别大，最后算的均值和真实的期望不一致。这里最重要的原因是，我们对策略πb每次采样的回合、局都在策略πb中赋予了同样的权重，实际上在有限次采样的过程中，某个采样τi在πb中出现K i次，在策略πt中应该出现K i×[image: img]次。因此通常我们会用这个估计的次数来替换N：
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 离线的蒙特卡罗方法也采用这种加权的重要性采样（Weighted Importance Sampling）的方法。具体说来，对于采样的一个回合、局：
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 这个序列在策略π下出现的概率是
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 对于第i回合τi，我们可以根据重要性采样得到行为策略πb的回报期望，来估计目标策略πt的比值（Importance Sam pling Ratio）：
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 如果单独考虑这个采样序列中的τi，令[image: img]，假设每一步得到的奖励是G1，G2，···，GT-1，结合式（2.11），因为K i=1，可以变为
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 基于蒙特卡罗的马尔可夫性，我们可以把它改成增量的方式
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 其中CT=CT-1+WT是对应的采样序列τi在策略πt下出现次数的概率。这样我们就可以根据行为策略πb采样的数据来增量地更新目标策略πt了。在实践中，通常可以用一个较早的目标策略加上ϵ来作为一个行为策略进行采样。
 
 2.2　时间差分方法
 
 蒙特卡罗方法一个最大的问题是，必须每一次都完成一个回合（局）才能够估计值函数。但是在很多实际的情况中，例如训练一个机器人走路，可能没有结束的状态；或者即使有结束的状态，但是整个回合特别长，例如一盘《王者荣耀》比赛，可能需要半个多小时，完成上万个动作。在这些情况下，蒙特卡罗方法可能就没有办法应用了。1988年Richard Sutton提出时间差分（Temporal Difference，TD）之后，才找到了解决这种问题的有效方法。可以说这是强化学习发展的重要成果之一。
 
 2.2.1　基本思想
 
 时间差分方法是一类利用过去从系统中获得的经验来增量地学习预测未来的方法［18，10，5］。对于大部分的强化学习问题，和蒙特卡罗方法相比，时间差分方法可以以更少的计算资源更快地产生更准确的预测。具体而言，从之前的章节中我们可以得到
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 蒙特卡罗方法就是想要估计G t，而时间差分方法则是想要估计R（st+1）+γV（st+1）。可以看到，蒙特卡罗方法是用每个样本真实获得的奖赏累积G t来估计vπ（st）的；而时间差分方法则是用样本下一步的奖赏R（st+1）和在策略π下，下一状态st+1的当前估计值来估计vπ（st）的。为了估计这个期望，时间差分方法结合了蒙特卡罗的采样和动态规范的自举（bootstraping）。在具体的算法中，我们可以用当前估计的时间差分误差来更新当前的值函数。
 
 更新的公式如下：
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 这个公式被称为TD（0），即一步差分公式。其本质思想是只利用t+1步的状态值函数来更新t步的状态值函数。它可以扩展到N步的时间差分公式。它的主要部分便是时间差分误差σ=R（st+1）+γV（st+1）-V（st）。和蒙特卡罗方法相比，时间差分方法对值函数的估计是有偏差的，因此对初值比较敏感，但是其收敛比较快，泛化性也比较好。
 
 在实际的时间差分算法中，大家其实更多地还是估计Q值而不是V值，其中最经典的两个算法是Q-Learning和Sarsa，这两个方法也分别是异策略和同策略的，比较其中的思路，可以更好地理解它们之间的区别。
 
 2.2.2　Sarsa算法
 
 Sarsa算法是一种同策略的时间差分类的算法［68］，Sarsa这个名字很直白地表示了其所使用的五个重要因子：
 
 ·S：当前状态（State）；
 
 ·A：当前动作（Action）；
 
 ·R：当前奖赏（Reward）；
 
 ·S：下一状态（State）；
 
 ·A：下一动作（Action）。
 
 即Sarsa算法的全称是State-Action-Reward-State-Action算法，假设一定要翻译成中文，则可能是状态-动作-奖赏-状态-动作算法。
 
 前面我们提到了两种值函数，分别是状态值函数V（s）和状态动作值函数Q（s，a），而Sarsa算法就是利用时间差分的方法来对当前策略π下的所有s，a的状态动作值函数Q（s，a）进行估计的方法。具体地，为了对Q（s，a）进行更加准确的估计，Sarsa采取的方式是基于当前策略π在状态St下使用动作At转换到状态St+1后，收获奖赏R（St，At），以此差异来更新原始的对于（St，At）的状态动作值函数的估计，并以At+1为动作来继续执行直到终止状态。其中，更新Q值可使用下式：
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 其中，α表示学习率，决定了从新样本中获取的信息取代旧信息的程度，比如α为0时对新样本不产生任何影响，α为1时则完全覆盖旧样本。Q（St，At）是当前对于（St，At）的Q值估计，Q′（St，At）是更新后对（St，At）的Q值的估计，这个过程如图2.1所示。看到这里，应该会对Sarsa算法中涉及的五个部分和这个算法的名字有更深刻的了解。基于此过程，可得到Sarsa的具体算法如Algorithm 2所示。
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  图2.1
 
 
 
 Algorithm 2 Sarsa算法
 
 1：随机初始化所有的状态和动作对应的价值函数Q，对于终止状态的Q值初始化为0
 
 2：REPEAT
 
 3：从状态St开始，基于Q值来制定策略（比如ϵ贪婪的方法），选择At
 
 4：计算（St，At）对应的奖赏r，和下一步的状态St+1
 
 5：从St+1开始，基于Q值来制定策略（比如ϵ贪婪的方法），选择At+1
 
 6：Q（St，At）=Q（St，At）+α（R（St，At）+γQ（St+1，At+1）-Q（St，At））
 
 7：直至所有的Q（S，A）收敛，在这里步长α一般需要随着迭代的进行逐渐变小，这样才能保证动作价值函数收敛
 
 可以看到，Sarsa算法更新Q函数是根据当前选择的策略得到的，因此这是一个同策略的算法。在算法中，我们通常使用ϵ贪婪策略来选择动作，但实际上，其他的策略其实也是可以使用的。可以看到，在这样的更新方式下，Sarsa算法下Q值估计的方差要比蒙特卡罗算法下的要小一些，这是因为，Sarsa算法每次更新都是基于上一次估计的Q值，因此Q值迭代之间的变化比较小，收敛比较快。而蒙特卡罗算法每次采样的结果很可能差别很大，因此方差会比较大。另一方面，蒙特卡罗方法的偏差会比较小，因为其每次的估计都是基于一次真实的轨迹；而Sarsa算法估计的Q值偏差有可能特别大。
 
 一个应用Sarsa算法的经典例子是Sutton提到的Windy Gridworld问题，如图2.2所示。图中是一个10×7的网格，每一个格子表示一个可能到达的状态，其中S是起点（Start），G是目标点（Goal），中间一部分网络中存在风的影响，网络下方的数字表示对应的列中风的强度，当该数字是1时，个体进入该列的某个格子时，会按图中箭头所示的方向自动移动一格，当数字为2时，表示顺风移动2格，以此类推模拟风的作用。我们所能做的就是分别往上（U）下（D）左（L）右（R）四个方向移动一步，且每一步的奖赏都是-1，到达目标点的奖赏为0。用Sarsa算法来求解这个问题，以得到最优策略使累积奖赏最大，可能的一个训练结果如图2.3所示。
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  图2.2
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  图2.3
 
 
 
 通过在网格世界中的探索和学习，智能体学习到这样的行为序列［R，R，R，R，R，R，R，R，R，D，D，D，D，L，L］，得到了比较大的奖赏-14。可以看出，在训练的早期，由于智能体对环境的情况一无所知，需要进行很多的探索和试错，也因此在开始的两千多步中，智能体只能完成非常少的完整一局。但是一旦智能体找到了一条从起点到终点的路径后，其策略优化的速度就变得非常快了。值得一提的是，在这个问题上，蒙特卡罗方法的效率会变得很低，因为必须走完完整一局才可能更新策略，而Sarsa算法则更新较快，能够更快收敛。
 
 2.2.3　Q-Learning算法
 
 在经典强化学习中，最令人熟知的算法莫过于Q-Learning算法。在Sarsa算法中，学习最优策略的同时还在做探索，而Q-Learning直接学习的是最优策略［76］，1步的Q-Learning的Q值更新公式如下：
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 其更新过程如图2.4所示。
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  图2.4
 
 
 
 在Q-Learning中，并不是根据下一步选择的动作At+1来更新Q值，而是根据在下一状态下的最大Q值max A′Q（St+1，A′）来更新当前的Q（St，At）。这样Q值的更新和具体的策略就分开了，因此是异策略的算法。相比Sarsa算法，因为每次估计的时候都用当前的最大值，所以整体的偏差会变小。但是由于更新是基于最大值的，因此Q-Learning算法的方差会更大一些，同时会倾向于高估当前的状态。基于式（2.19），Q-Learning算法如Algorithm 3所示。
 
 Algorithm 3 Q-Learning算法
 
 1：随机初始化所有的状态和动作对应的价值函数Q，对于终止状态的Q值初始化为0
 
 2：REPEAT
 
 3：从状态St开始，以ϵ贪婪的方法来选择动作At
 
 4：计算（St，At）对应的奖赏r，和下一步的状态St+1
 
 5：根据式（2.19）来更新对应的Q值
 
 6：从St+1开始，以ϵ贪婪的方法来选择动作At+1
 
 7：直至所有的Q（S，A）收敛，在这里步长α一般需要随着迭代的进行逐渐变小，这样才能保证动作价值函数收敛
 
 我们同样用一个简单的例子来演示一下Q-Learning算法的学习过程。Cliff Walking是一个非常经典的问题，如图2.5所示，其也是属于将常见的网格世界进行改造得到的。具体地，Cliff Walking是由4×12的网格组成，每一个格子表示一个可能到达的状态，其中S是起点，G是目标点。下方的一些网格被设定为悬崖，一旦进入就结束游戏。我们所能做的同样是分别往上（U）下（D）左（L）右（R）四个方向移动一步，且每一步的奖赏都是-1，到达悬崖的奖赏是-100。显然，Cliff Walking问题需要求解的是可以合理避开悬崖到达目标的行走策略。显然，Sarsa算法同样可以用来求解这个问题，并且其可能会学习到如图2.6所示的行为序列，如果用Q-Learning算法则可能得到如图2.7所示的行为序列。可以看出，使用Q-Learning算法收敛到的是事实上的最优策略，而用Sarsa算法学习到的却是一个安全路径。为什么会出现这样的差别呢？
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  图2.5
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  图2.6
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  图2.7
 
 
 
 Q-Learning算法与Sarsa算法最本质的差别是两者分别属于异策略和同策略。尽管在学习过程中为了保证对环境的探索，Q-Learning算法使用的行为策略的更新往往也采用了ϵ贪婪的方法，但是其目标策略是完全基于Q值的贪婪策略，这就使得当收敛后，其不会再更新可能掉入悬崖的状态动作的Q值，这种机制使其可能得到最优策略。而Sarsa算法是同策略的算法，其目标策略与行为策略相同，比如一般使用ϵ贪婪方法，也导致智能体一直有一定概率会选中掉入悬崖的动作，并且会更新Q值，从而越靠近悬崖的Q值变得越小，最终Sarsa算法学习到的策略就变成走一条安全路径。
 
 然而，如果比较两种算法学到的策略的在线表现，可能会发现，Q-Learning算法所能获得的奖赏要比Sarsa算法更低，这是因为QLearning算法可能会执行掉入悬崖的动作从而出现非常大的负奖赏。因此，在有些环境中，可以采用逐渐减小随机探索比例的方法来使得两种算法都逐渐收敛到最优策略。
 
 2.3　值函数估计和策略搜索
 
 在前面所述的蒙特卡罗方法和时间差分方法中，乃至动态规划方法中，我们都默认值函数是一个索引表。我们可以用s状态去获取对应的Q值。但是如果状态空间的维数很大，乃至状态空间为连续空间，那么值函数无法用列表法的方式来表示。这时，需要使用一些值函数估计的方法。
 
 2.3.1　值函数估计
 
 值函数估计通常是指用一个函数来估计值函数，这个函数的输入就是状态s，输出就是状态s对应的值。通常这个函数可以使用线性组合，神经网络以及其他方法。有了值函数，不仅可以解决列表法的问题，还同时可以估计出未知状态对应的V值。那么估计这个值函数也就是要找到该函数的一组参数θ，使得
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 同样，对于Q值也有
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 我们可以把s，a都看成一个向量，然后把基于蒙特卡罗方法或者时间差分方法估计出来的Q值和V值作为真实的值，从而得到有标记的学习样本（s，a，v），就可以基于监督学习的方法来学习值函数fθ了。通常可以使用梯度下降（Gradient Descent）的方法来训练得到θ。具体的梯度下降方法不在这里赘述，后面讲述深度Q学习算法（DQN）的时候会更详细地说明。
 
 2.3.2　策略搜索
 
 基于价值函数的方法是先估计得到价值函数，然后直接依赖价值函数找到对应的最优策略。但是当实际的问题动作空间很大或者是连续的动作空间时，就很难根据价值函数得到下一步要做的动作。甚至更进一步，如果目标策略是一个随机策略，我们更加无法根据值函数来选取最优的动作。例如在石头剪刀布的例子中，最优策略应该是随机出任意一个动作，如果使用基于值函数的方法，可能就没办法收敛。因此，通常会使用基于策略的方法，直接搜索最优的策略。
 
 策略搜索通常是用一个参数化的函数来表示策略π（s，a|θ），然后寻找一个最优的参数θ，使基于该策略的累计回报的期望最大。通常我们会使用策略梯度类方法（policy gradient method）求解这个最优的参数。首先，优化目标是最大化累计回报：
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 其中ρπ（s）是策略π的状态密度函数，表示在策略π下出现状态s的期望。当我们使用策略梯度的方法来求解式（2.22）的时候，需要对J（θ）进行求导：
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 可以看到，J（θ）的梯度是和ρπ（s）无关的，具体的推导过程不再赘述。这时候利用公式[image: img]，可以将式（2.23）写成以下的形式：
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 这里还需要估计Qπ（s，a），可以用前述的蒙特卡罗或者时间差分的方法进行估计，然后便可以更新θ值：
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 可以看到，策略梯度的方法仍然涉及价值函数的估计。而基于策略的和基于值函数的方法最大的区别其实在于：最后的策略是基于参数的，还是直接从值函数中得到的。如果用时间差分的方法来估计价值函数，就可以得到一类应用得很广泛的强化学习算法：演员和批评家算法（Actor-Critic）。在本书后面的章节中会详细讲述该类算法。
 
 
 3　有模型的强化学习
 
 前面我们介绍了无模型的强化学习，它不对未知的环境进行建模，而是直接在与环境的交互中学习策略。本章我们将介绍另一类方法：有模型的强化学习。它主要是先对模型进行具体的建模，也就是对转移概率进行建模，之后使用学习到的环境模型进行策略学习。在基于模型的方法中，可以通过使用事先建立好的预测模型来获知采取某个动作可能发生的结果，而不一定需要实际去执行。在无模型方法中，这个建模步骤则完全被忽略，采取的是直接学习控制策略的方法。尽管在实践中，这两种技术之间的界限可能变得模糊，但作为一种粗略的指导，它对于划分算法可能性的空间是有用的。
 
 可以看出，在基于模型的方法中，当有了环境的模型后，可以用模型来生成人造的样本，而不需要在环境中真实探索，也就没有采样的损失。换言之，这类方法在数据收集非常昂贵的场景中非常实用，比如机器人的控制任务等。当然，如何从有限的样本中估计出环境的模型，尤其是面对很多连续状态和动作空间的任务时，会很有挑战性。
 
 3.1　什么是模型
 
 强化学习方法一般分为有模型和无模型两类，那么到底什么是模型呢？概括地说，模型是对智能体所处环境的一种描述和表示。前面我们提到，强化学习会用马尔可夫决策过程来建模，即有这样一个五元组（S，A，P，R，γ），其中的五个元素分别代表状态空间、动作空间、状态转移函数、奖赏函数以及折损系数。在无模型的方法中，我们都假设P和R未知，且并不尝试去学习P和R，而是直接利用样本（experiences）学习策略。我们知道，P表示的是在某个环境中在状态s下执行动作a时转移到状态s′的概率，而R则表示在转移过程中应该得到的奖赏值。可以看出，它们可以度量环境本身动态变化的性质，当可以对环境的动态变化P（s′|s，a）和R（s′|s，a）建模时，就可以认为我们有了环境的模型。
 
 3.2　基本思路
 
 前面提到有模型的强化学习是先学习环境模型，再基于此模型进行策略的学习。假设已经有了一个完美的环境模型，需要怎么做呢？这就涉及最优控制与规划方面的内容。
 
 强化学习的目标是要最大化智能体在环境中获得的累计奖赏J，而智能体在环境中经历的一条轨迹（trajectory）可以描述为
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 在有模型的强化学习中，我们先在环境中探索收集样本，之后利用一些监督学习的方法来学习环境的模型，比如我们收集了下面的一些样本，就可以利用如线性回归、神经网络的方法来对状态和奖赏值做拟合，构建当前环境模型，此过程可见图3.1。
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 在整体上，一个最简单的有模型方法可以由如下几个步骤组成：
 
 （1）用一个基础的策略（比如随机策略）探索环境，收集样本D=｛（s，a，s′）i｝；
 
  
  [image: img] 
  图3.1
 
 
 
 （2）从上面得到的样本中构建环境模型f（s，a）来最小化[image: img][image: img]
 
 （3）基于f（s，a），使用一些方法来选择相应的动作。
 
 这样的过程在某些场景中能够发挥作用，比如一些经典的机器人控制任务。第（1）步所使用的基础策略非常重要，因为它决定了环境探索的空间有多大。在很多任务中，探索环境的策略所获得的样本与真实环境中的样本分布不匹配的问题往往非常严重，因此需要让模型多次学习。
 
 一个简单的想法是通过执行模型来收集新的数据，再利用这些数据更新模型。也就是说，在上述第（3）步后，增加第（4）步，即收集执行这些动作后得到的样本，加入D中，并反复执行第（2）到第（4）步。经过这样的过程，显然可以收集更多的样本，能够对环境有更好的拟合。
 
 总体而言，在有模型的强化学习中，我们有对环境的动态转移关系的模型，就可以用此来推导此时做各种动作的奖赏情况，从而得到最佳的动作，也就是说可以对策略进行优化，并最终收敛到最好的策略。
 
 3.3　有模型方法和无模型方法的区别
 
 在前面探讨无模型的强化学习的过程中，我们采取了两种形式，第一种是对值函数进行学习，即期望通过找到能最大化值函数[image: img]的动作a来学习策略；第二种则是期望直接优化累积奖赏[image: img]来学习策略π。无论是哪种方式，都没有尝试对环境进行建模，没有学习P（s′|s，a），而是在当前真实的环境中探索，得到真实的（状态，动作，奖赏值）样本，再来训练对应的方法。
 
 与之相反，有模型方法则是在与环境进行一定数量的交互后，将收集到的样本用来构建环境的模型，然后基于此模型来模拟更多的交互，无成本地得到足够多的样本。因此，如果我们得到了环境的模型，则这种方法就不需要在真实的环境中交互，等到环境运行到某些状态时，就可以直接在构建的模型中获取这些样本，加快训练速度，降低获取样本的成本。当然，如果构建的环境模型并不准确，则会产生学习结果与真实世界差异较大甚至完全不同的风险。概括来说，有模型方法主要有如图3.2所示的几个过程。
 
  
  [image: img] 
  图3.2
 
 
 
 无模型方法一直以来都有足够多的关注，比如大家熟悉的DQN算法、TRPO算法等，都是这类方法。无模型方法必须在环境中大量探索采样、试错学习，这使得其在真实世界中遇到很多没有“模拟器”、采样有成本的问题时就很难发挥作用。比如机器人的控制训练，如果完全采用无模型的强化学习方法来训练，需要的样本数量会让大量的机器人损毁，成本巨大。相比之下，有模型方法由于其对环境的动力学特性进行建模，样本有效性更高，在样本很少的情况下学习效果更好，但是如何能够学到足够准确的模型是需要面对的难题。此外，当前的有模型方法的渐近表现，即收敛之后的性能不如无模型方法好，表3.1中对比了两类方法的优缺点。
 
  
  表3.1　有/无模型方法的优缺点对比
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 3.4　典型算法
 
 在机器学习的应用中，一个可能采取的方案是人工增加训练集的大小，Dyna算法就属于这类。Dyna算法采取的是将预测模型类比地看成生成合成数据的学习方法，在下面两步之间迭代：首先是用当前的策略从与环境的交互中收集数据，用数据来训练转移概率模型；然后利用学习到的模型生成虚拟数据，并以此改进策略。可以看出，这类方法可以利用无模型方法在很多虚拟的数据上学习，而不是每次都需要在真实环境中交互。
 
 基于模型的深度强化学习方法相对而言不那么简单直观，强化学习与深度学习的结合方式相对更复杂，设计难度更高。目前基于模型的深度强化学习方法通常用高斯过程、贝叶斯网络或概率神经网络（PNN）来构建模型，典型的如David Silver在2016年提出的Predictron模型。而Guided Policy Search（GPS）虽然在最优控制器的优化中使用了神经网络，但模型并不依赖神经网络［37］。
 
 为了能够对环境模型进行更好的拟合，ME-TRPO（Model-Ensemble Trust-Region Policy Optimization）采取的做法是在转移概率模型部分使用集成学习方法，利用多个神经网络来进行学习；而在策略改善部分，则利用TRPO算法来更新策略［34］。SLBO（Stochastic Lower Bound Optimization）方法则是将ME-TRPO中使用的单步的L2 loss改成了两步的L2 loss，使得学习过程有了理论的保证［41］。MBMPO（Model-Based Meta-Policy-Optim zation）则是在ME-TRPO算法的基础上引入了元学习（Meta-Learning）算法的概念，将集成的每一个模型都当成一个任务来处理，可以更快地适应其他的环境，更加鲁棒［74］。
 
 PILCO（Probabilistic Inference for Learning Control）方法，则是利用高斯过程来对环境进行建模，基于收集到的数据对f（s，a）进行拟合［17］。在策略学习上，PILCO的算法流程如Algorithm 4所示，同样采用策略梯度的方法来优化πθ。此外，还需要利用状态转移的概率模型和策略π，预测在策略π下后续的状态分布，以此来评估策略。
 
 Algorithm 4 PILCO算法
 
 初始化策略π
 
 loop
 
 执行策略π
 
 得到（st，at，rt），收集样本
 
 利用样本训练，学习转移概率模型f（st，at）
 
 loop
 
 使用π在建立的模型中进行模拟
 
 计算损失函数
 
 利用loss更新策略
 
 end loop
 
 end loop
 
 但是，基于模型的方法还存在若干自身缺陷。首先，很多问题无法建模或者很难建模，这就使得这类方法完全无用。比如很多自然语言处理领域中的任务，有着大量不能被归纳成模型的任务。此时一般会先在环境交互中计算出初步模型，再为后续使用。但是这样的方式会面临复杂度高、很难使用的问题。目前有一些工作尝试利用预测学习来建立模型，一定程度上降低了建模的复杂度。其次，建模本身会带来误差，而且误差往往随着算法与环境的迭代交互越来越大，使得算法难以保证收敛到最优解。如果模型本身误差很大，显然后面基于模型所做的优化也难以有好的结果。最后，不同场景的属性有很大的不同，甚至物理特性就完全不同。比如一个搜索场景下的模型肯定与自然语言处理任务下的模型不同，也就是说模型不具有通用型，当场景变化时，需要重新建模。因为一系列的难点，目前深度强化学习领域内发展较好的仍然是无模型方法，后面也将重点介绍这部分的一些算法。
 

  第二部分　常用算法篇

 
 4　DQN算法
 
 深度Q网络（Deep Q-Network，DQN）作为深度强化学习的代表算法之一，对于强化学习在复杂任务上的应用有里程碑式的意义。它由DeepMind 2013年发表于机器学习的顶级会议“神经信息处理系统大会”（Conference on Neural Information Processing Systems，NeurIPS）上，第一次将深度学习与强化学习有机结合，使得计算机能够在Atari 2600型的游戏机上，通过端到端的训练就达到可与人媲美的水平。2015年，经过改进和完善后，DQN登上了富有盛名的科学杂志《自然》（Nature）的封面，这一次，它在49种不同的Atari游戏中都有不俗的表现，并且其中一半能够超过人类的顶尖水平。这使得DQN成为当时通用人工智能的一个标志性研究工作［44，46，69，55，75］。
 
 虽然距离第一个DQN的提出已经有7年了，在此期间有很多性能更好的深度强化学习算法被提出，但DQN由于自身的一些特点，生命力依然旺盛，不仅衍生出了诸多变种和改进版本，而且大量应用在实践中。
 
 本章将详细介绍DQN的算法细节、DQN的改进算法和DQN的应用。
 
 4.1　算法介绍
 
 本节我们从DQN诞生的背景出发，逐步剖析DQN算法所使用的一些算法和工程上的改进，并分析其改进原因和取得的效果，以更深刻地理解DQN算法在复杂任务上取得成功的关键因素。
 
 4.1.1　背景
 
 说到DQN我们就不得不回顾一下在前面章节中提到的Q-Learning算法。这个算法的核心思想就是利用TD-error，即Q的真实值和估计值的差：
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 来更新对于状态、动作对的估计。
 
 Q-Learning算法虽然有很好的理论性质，但是Q函数的表达却一直是一个大难题。在经典的问题里，都是将Q设计成表格的形式，一个状态就是一个格子，这样的表达简单直接，但在诸多连续状态的实际应用问题上却难以使用。
 
 在之前的研究中，已经有学者提出可以使用函数来近似连续空间，即对于Q函数，可以将它表示为
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 其中F（θ）表示参数为θ的函数，只要能够求解θ就能有效表达连续状态空间的近似值函数。线性函数由于易于训练和良好的理论性质，经常被用在强化学习中，即Q（s，a）=θT（s；a）。对于复杂的问题，线性函数近似的表达能力并不够用。因此有学者认为可以使用神经网络这种强大的非线性模型代替线性函数。但是由于神经网络非常难以训练，并且由于强化学习中的数据具有很强的前后关联性，不符合监督学习中独立同分布的假设，神经网络拟合的效果往往不尽如人意。而且，为了能够顺利使用这些模型，通常需要用人工领域的专业知识去设计复杂的特征，代价非常高，因此这样的算法并没有太好的实用价值。
 
 近年来，随着计算能力的大幅提升，深度学习技术的突飞猛进，神经网络模型在图像任务上不再需要人工提取特征，通过端到端的训练即可直接从原始的图像输入获得非常精确的图像识别能力。这使得神经网络成为一种出色的机器感知器，也为强化学习带来了新的活力。
 
 尽管深度学习技术使得神经网络的训练不再那么困难，但是直接将深度学习应用到强化学习中仍然面临着很多困难。
 
 首先，深度学习需要成千上万的有标记样本，而在强化学习中，虽然可以通过环境不断获取样本，但样本的标记只是一些稀疏的、有噪声的、带有延迟的奖赏反馈，这些反馈的延迟有时候甚至会高达几千个时间戳。其次，深度学习是有监督学习，它是建立在样本独立同分布的假设之下的。强化学习是一个序列决策过程，状态之间存在很强的关联性，这一点就违反了监督学习中独立同分布的假设，难以保证监督学习方法的有效性。第三，监督学习通常会假设数据的分布是静态的，但是在强化学习中，当算法学到了新的行为之后，数据的分布会随之改变，这也与监督学习的假设相违背。因此，虽然深度学习成果丰硕，但是在DQN之前，将其应用在强化学习任务中并没有特别好的方法。那么DQN是如何克服这些困难的呢？下面我们将一一解读。
 
 4.1.2　核心技术
 
 DQN算法的主体是Q-Learning算法，引入深度神经网络之后，算法主要的目标就在于训练以拟合Q函数为目标的神经网络，损失函数就是预测与真实值之间的均方差。
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 此处的y对于终止状态就等于反馈r，而对于非终止状态，根据Q-Learning算法的设计，则是一个包含自举（bootstrap）的值，即
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 训练这个神经网络是整个DQN算法的核心贡献，它能够成功地结合深度学习与强化学习的核心就在于克服监督学习的假设和强化学习场景的冲突，主要体现在以下两个关键技术点：
 
 （1）回放内存；
 
 （2）固定目标网络。
 
 1.回放内存
 
 强化学习的每一步都会保留智能体所产生的经验et=（st，at，rt，st+1），这些经验所组成的集合[image: img]=e1，e2，···，e N就是回放内存。在我们对Q函数进行训练的时候，会从这个集合里随机地采样。
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 这虽然只是一个简单的改动，却能带来很多好处。第一，随机采样打断了连续样本之间的关联，降低了权值更新时的方差；第二，每一步的样本都有可能在若干次的更新中被用到，提高了样本利用率；第三，使用经验回放，实际上就是在学习一种离策略，通过大量的历史样本，行为的分布在统计上更为平滑，使得学习到的策略不容易产生震荡。
 
 2.固定目标网络
 
 固定目标网络是在Q函数更新时，使用一个独立的网络来生成目标y，从而增加神经网络训练的稳定性。具体而言，每C次更新，就拷贝一份当前的神经网络Q，得到一个新的网络[image: img]（称为目标网络）。在后续的训练中，使用目标网络的预测来产生目标y，即：
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 这个改进使得算法比标准的Q-Learning算法更稳定。通常而言，Q（st，at）值的增加往往也会增加Q（st+1，a）的值，使得目标y的值变大，导致策略震荡。如果使用一组老的参数来生成目标，就可以在Q值更新与更新对y值产生的影响之间增加延迟，减少策略震荡的发生。
 
 接下来我们再整体看一遍DQN的算法流程，如Algorithm 5所示。
 
 Algorithm 5 带有经验回放的深度Q-Learning算法
 
 Require：
 
 D：初始化回放内存D，N：回放内存的最大容量
 
 θ：初始的网络参数，θ-：θ的一份副本
 
 C：目标网络更新频率
 
 1：for回合e∈1，2，3，···，M do
 
 2：for t∈0，1，···，T do
 
 3：以ϵ的概率随机选择一个动作at
 
 4：否则选择动作at=argmax a Q（st，a；θ）
 
 5：在环境中执行动作at，并且获得反馈rt+1和状态st+1
 
 6：将经验数据元组（s，a，r，s′）加入回放内存D中
 
 7：从D中随机采样一批经验数据（sj，aj，rj，sj+1）
 
 [image: img]
 
 9：用如下损失函数进行梯度下降过程：‖yj-Q（sj，aj；θ）‖2
 
 10：每间隔C步更新：θ-←θ
 
 11：end for
 
 12：end for
 
 4.1.3　算法流程
 
 首先，我们会初始化一个容量为N的回放内存D，然后用随机的权值θ初始化Q值函数，与此同时，目标网络也用同样的权值进行初始化，即θ-=θ。假设进行M轮的训练，在每一轮中，会有T步决策过程。每一步参照Q-Learning的做法，使用ϵ贪婪策略，以ϵ的概率随机选择一个动作at，而以1-ϵ的概率选择当前值函数的值最大的动作，即at=argmax a Q（st，a；θ）。在环境中执行该动作之后，获得反馈rt和新的状态st+1。然后将这一组经验（st，at，rt，st+1）存放在之前已初始化的回放内存D中，通过从D中随机采样，得到一批样本（sj，aj，rj，sj+1）。如果采样出来的sj+1是结束状态，那么目标yj即为rj；如果sj+1不是结束状态，那么yj就设为rj+γmax a′[image: img]（sj+1，a′；θ-）。注意这里的Q是用目标网络来预测的。接下来只需要对这个损失函数（yj-Q（sj，aj；θ））2进行经典的梯度下降，来更新网络的权值θ就可以了。最后，间隔C步之后，将目标网络的权值同步成当前的网络权值。
 
 DeepMind在论文中对于这些技术的作用做了实验分析。从表4.1中我们可以看到，在Atari游戏机上的这几个游戏中，使用回放内存和固定目标网络非常显著地提升了整体性能，而其中回放内存起到了非常重要的作用。
 
  
  表4.1　回放内存和固定目标网络的作用
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 4.2　相关改进
 
 虽然DQN在Atari游戏上取得了非常不错的成绩，但在实际应用中，DQN仍然暴露出很多缺点。针对这些缺点，研究者又进行了诸多改进，这里简单介绍其中比较重要的几项工作。
 
 4.2.1　Double Q-Learning
 
 我们回顾一下DQN中的学习目标：
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 注意到要拟合的目标中，选择动作a时使用的最大化操作会导致一种过于乐观的估计，也就是估计的值函数的值比真实的值函数的值偏大，这就是过估计问题。因为通常目标网络不是特别准确，这样的过估计会进一步暴露误差，导致模型向局部最优解方向优化。
 
 这里的关键因素是一个行动的选择和评估是耦合在一起的，要避免最大化操作导致的过于乐观估计的问题，应该将动作的选择和评估解耦。假设θ的噪声与θ-的噪声不同，Double DQN的解决思路是再引入一个网络分别做选择和评估。动作的选择，依然使用在线更新的权重θt，但是用另外一组权重θ′t来评估此策略的好坏。因此Double DQN的目标就可以写为
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 由于DQN天然就有两个网络，因此不必再引入新的网络。我们就将DQN中的目标网络θ-t作为此处θ′t的即可。
 
 4.2.2　优先级回放
 
 前文提到，使用回放内存的机制可以降低用于训练神经网络的样本的相关性，从而使网络的学习更符合传统监督学习的假设。但是从回放内存中采样也会有一些问题，比如在奖赏非常稀疏的时候，我们采到有效样本的概率也会降低，这样学习的速度就非常慢。既然有一个样本池供采样，那么就可以考虑改变采样策略，更多地采到真正需要的样本。什么样的样本是我们需要的呢？这个工作指出了一种可能性，就是以TD-error作为优先级标准进行采样。TD-error越大，表示预测的精度需要提高的就越多，那么这个样本就是不够好的样本，应该再去学习。
 
 4.2.3　Dueling Networks
 
 如图4.1所示，可以看到在原始的DQN中，网络直接输出每个动作的Q值，而在Dueling Network中，将Q值分解为价值函数V（s）和动作的优势函数A（a）之和。V（s）表示当前状态本身具有的价值，而A（a）表示选择某个动作额外带来的价值。
 
 这样做的好处是可以学习在没有动作的影响下状态本身的价值，而动作优势函数则更关心不同动作带来的影响的差异。但这里的问题是：一个Q值并不能对应唯一的V值和A值。通过将动作优势设置为单独的动作优势函数减去该状态下所有动作优势函数的最大值，即
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  图4.1
 
 
 
 可以得到
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 那么
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 即最优动作由动作优势函数决定，Q函数由状态价值函数决定。基于上述过程来玩Atari中的赛车游戏，会有如图4.2所示的表现。状态价值函数会关注分数以及地平线上是否有车辆出现，不受动作选择的影响而体现出状态本身的价值，通过优势函数进行最优动作的选择也会变得更加清晰。
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  图4.2
 
 
 
 4.3　实验效果与小结
 
 DQN算法从一开始提出，到逐渐改进，经历了好多版本，有些改进没有在本书中提及。这里我们列出某些改进版本的实验结果，供读者了解大致情况。
 
 图4.3中展示了DQN玩Atari游戏的结果，从中看出，在没有对各个游戏特殊调参的情形下，它已经能在大部分游戏上超过人类水平，并且在某些游戏上已经达到了非常高的水平，比当时的其他AI的效果好得多。至此之后的一系列改进，大幅提升了DQN算法的效果和训练速度。
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  图4.3
 
 
 
 
 5　A3C算法
 
 DeepMind于2016年提出了A3C算法，全称为Asynchronous Advantage Actor-Critic［43］，在传统的Actor-Critic的框架下引入了异步的方法，可以更有效地利用计算资源，提高训练效率，也提升了算法的最终收敛效果。A3C在很多Atari游戏和MuJoCo仿真环境的测试中，其效果都超过了DQN算法［46，69］。
 
 5.1　Actor-Critic方法
 
 无模型的强化学习方法可以大致分为基于值函数的方法和基于策略的方法［68，33］。其中，前者主要通过评估当前状态动作对，衡量各个动作的好坏，学习最优策略。可以看出，这类方法的核心在于评价各个动作所能带来的回报，也被称为Critic（评价）方法，比如Q-Learning算法。如果一个算法中只使用了Critic方法，则被称为Critic Only的方法。
 
 基于策略的方法则是通过直接优化累积奖赏，从而得到最优策略。基本的步骤是：首先根据当前策略进行采样，得到众多的轨迹，然后根据采样计算得知当前策略的累积奖赏，最后据此来更新模型的参数，即更新策略。具体而言，对于一个多步的MDP而言，其累积奖赏可表示为
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 可以采取基于梯度的或是无梯度的方法来优化上述目标，其中策略梯度通过根据当前策略相对于期望累计奖赏的梯度来更新参数，从而逼近更优的策略，即可用下式得到梯度：
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 这个公式也被称为策略梯度公式（Policy Gradient Theorem），由Sutton等人在NIPS’00上提出。然后，可以利用诸如θ=θ+η∇θ的方式来更新参数，即更新策略。
 
 这种最基本的策略梯度的方法在计算累积奖赏时，需要跑完全局，得到真实的奖赏，才能进行计算（也就是蒙特卡罗的更新方式），显然降低了效率，且使得策略梯度的方差很大。幸运的是，前面提到的Critic方法恰好能够对每个状态动作对的表现进行评估，以给出一个奖赏的估计值，若用w来表示Critic的参数，则可得到下式：
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 因此，如果在策略搜索的方法中引入值函数估计的话，可以对每一步进行评估，实现单步更新，有效降低方差，即累计奖赏可表示为
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 其梯度可用下式计算得到：
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 其中，w能够使E［（Qπθ（s，a）-Q w（s，a））2］取最小。
 
 也就是说，在这种方式下，我们需要同时对策略（Actor）和Q值函数（Critic）进行学习，这就是Actor-Critic框架，通常可用图5.1表示。
 
  
  [image: img] 
  图5.1
 
 
 
 5.2　基线减法与优势函数
 
 Actor-Critic方法已经能够处理很多问题，包括很多连续状态和动作空间的问题，但是我们还可以通过基线减法（Baseline subtraction）的方法来进一步减小梯度估计的方差。基线减法的核心思想是：无偏估计量σ减去一个均值为0的随机变量m与一个常量η的积，其仍然是无偏的：
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 其中，可以选择合适的常量η来使σ′的方差最小，可以看出，通过基线减法的处理，可以获得比原始的σ方差更小，也就是更稳定的估计。
 
 出于以上考虑，我们在梯度估计中减去一个基线项b（s），即
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 显然，当选择的b（s）与动作无关，即满足以下要求时，式（5.5）仍然是关于策略梯度的无偏估计，但是可以起到减小方差的作用。
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 为了找到合适的基线项b（s），我们可以求解式（5.6）何时能得到最小的方差。
 
 由状态值函数V（s）的定义可知，V（s）天然与动作无关，满足b（s）的条件，则可以用V（s）作为基线项，起到降低方差的作用，即策略梯度的形式为
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 根据Q值函数和V值函数的定义，Q（s，a）可以对状态动作对（s，a）的好坏进行评估，而V（s，a）是对状态s的好坏进行评估，显然两者之差可以表示在当前状态s下，动作a相对于所有动作的优势程度，因此这两者之差也被称为优势函数（Advantage Function），记为A（s，a），则有下式：
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 此时策略梯度可表示为如下形式：
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 显然，在引入了优势函数的Actor-Critic中，我们需要同时学习策略、Q值函数和V值函数。
 
 5.3　博采众长的A3C算法
 
 我们已经了解了Actor-Critic框架和利用优势函数的内容，现在我们来了解下A3C算法中的最后一个A，也就是Asynchronous（异步）的内容。为了提升强化学习算法训练的速度，DeepMind提出了一种通用的异步训练的框架。它主要是将强化学习的训练过程放到多个线程中并行，也就是有多个Worker同时与环境交互，比如每一个线程中都可以有一个Actor-Critic，提高样本获取速度，减少训练时间，并且每一个Actor-Critic还能采取不同的探索策略，以加大样本的多样性，减小样本之间的相关性，这也可以提升训练效果。也就是说，我们需要有线程各异的Actor-Critic网络，分别进行训练和更新，还需要一个全局网络来同步训练的参数，该过程如图5.2所示。
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  图5.2
 
 
 
 值得注意的是，这种异步执行的框架并不与具体的算法绑定，所以可以将这种思路运用到DQN等算法中。当将异步执行的方法和Actor-Critic与优势函数结合时，也就是在Actor-Critic中引入优势函数来减小方差，且在多个线程中并行运行Actor-Critic时，则可得到Asynchronous Advantage Actor Critic（A3C），其中每一个线程中的算法流程如Algorithm 6所示，它们都与环境交互、进行训练，再全局共享参数。
 
 DeepMind将A3C算法应用于很多Atari游戏，以及MuJoCo等仿真环境中，实验结果表明，与之前的DQN相比，A3C能够显著提升训练速度，改善模型收敛的效果，增加鲁棒性。
 
 Algorithm 6 A3C中的一个线程
 
 //设定全局共享参数向量θ，w，全局计数T=0
 
 //设定此线程的参数向量θ′，w′
 
 初始化线程计数t←1
 
 repeat
 
 重置梯度：dθ←0 and d w←0
 
 同步线程参数：Q′←θ，w′←w
 
 获取状态st
 
 repeat
 
 根据当前的策略π（at|st；θ′）执行动作at
 
 转移到下一状态st+1，得到奖赏rt
 
 t←t+1
 
 T←T+1
 
 until到达结束状态st或者到达最大时间t-tstart=tmax
 
 如果st是结束状态，R=0，否则R=V（st，w′）
 
 for i∈t-1，···，tstart do
 
 R←ri+γR
 
 dθ←dθ+∇θ′logπ（ai|si；］θ′）（R-V（si；w′））
 
 d w←d w+∂（R-V（si；w′））2/∂w′
 
 分别使用dθ，d w来更新θ，w
 
 end for
 
 until T＞T max
 
 5.4　实验效果与小结
 
 那么A3C这样一种异步执行的框架和算法的实际效果究竟如何呢，DeepMind团队的研究员们做了丰富的实验来观察。其中最常用的是在Atari 2600游戏上进行实验观察，也是DQN算法一开始所使用的测试环境。他们首先基于Atari 2600测试DQN算法和异步执行算法的效果，其中，DQN在一块Nvidia K40 GPU卡上进行训练，异步算法则使用16个CPU核进行训练，图5.3中展示了实验结果。从结果中可以看出，异步执行的算法全部成功学会了玩这些Atari游戏，并且很多时候比DQN算法训练得更快。其中，A3C算法的效果更佳，不仅能够达到更好的学习效果，并且训练速度也更快。
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  图5.3
 
 
 
 当然，Atari 2600上的游戏都处于离散空间，智能体只需要做出诸如上下左右跳跃等决策，而在很多更复杂的环境中，动作空间往往很大甚至是连续空间，那么A3C的效果又如何呢？测试连续动作空间下的表现的常用测试环境是MuJoCo中的仿真机器人控制，目标是需要控制机器人各个部分、关节的移动，让机器人走得更快更好，比如让图5.4中的蚂蚁能够很好地运动起来。
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  图5.4
 
 
 
 经过训练，分别观察A3C与Q-Learning在同样环境下的表现，A3C所取得的分数明显更好，即学习效果更好。
 
 从图5.5可以看出，A3C利用异步执行的方法扩大算力，提升训练效率，取得了不错的学习效果，在离散动作空间和连续动作空间下均可适用。
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  图5.5
 
 
 
 
 6　确定性策略梯度方法
 
 DQN算法在Atari 2600游戏上达到甚至超过人类玩家的水平，引起广泛关注［45］。然而，这种基于值函数的方式，无法在诸如仿真机器人控制这种动作数较多甚至是动作连续的环境中学习。本章所要阐述的确定性策略梯度算法（DPG）、深度确定性策略梯度（DDPG）、以及分布式版本（D4PG）是将DQN算法的思想引入连续动作空间提出的基于Actor-Critic和确定性策略梯度的方法［45］。
 
 6.1　随机性策略梯度与确定性策略梯度
 
 前面提到，强化学习中两类主要的方法，一是基于值函数的方法，二是基于策略的方法。基于策略的方法中，通常都认为策略动作满足某个分布，对于连续的动作空间，经常会用高斯分布来表示：
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 当利用该策略进行采样时，在状态s处，采取的动作服从均值为fθ（s），方差为ρ2的正态分布。这也意味着采用随机策略时，即使在相同的状态，每次所采取的动作也很可能不一样。在前面的章节中也曾提到，在将策略参数化后，可以用策略梯度来更新参数，以更新策略，以往常用的都是随机策略，它对应的就称为随机性策略梯度，可以看出，通过策略梯度学习到随机策略之后，在做决策时，是需要对策略分布进行采样的，以获得最终输出的动作。如果动作空间很大，在高维动作空间频繁采样是一个很费时费力的事情。同时，从梯度计算公式中也能看出，实际上在计算策略梯度时，需要在整个动作空间进行积分，一般用蒙特卡罗采样来进行估计，很耗费计算能力。
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 那么，如果我们设定一个确定性的策略又会怎样？与随机策略不同的是，确定策略在同一状态s下，只会唯一选择一个确定的动作a，而不是一个动作的概率分布，即形式化为
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 即同一个策略（同一参数θ），在同一状态s下会选择一个确定的唯一动作a。同样，我们定义累积奖赏J（μθ）=E（rγ|μ），概率分布为p（s→s′，t，μ）以及状态分布为ρμ（s），则累积奖赏可用下式表示
 
 
  [image: img]
 
 
 在随机策略中，可以通过计算梯度来更新策略，同样地，也需要计算确定性策略的梯度。可以证明，当MDP满足一定条件时，∇θμθ（s）和∇a Qμ（s，a）$存在，也就是确定性策略梯度存在，且可由下式求得：
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 使用确定性策略梯度，则不再需要关于动作的期望，意味着需要的样本数量会变少，学习效率会提高，尤其当动作空间比较大时这一点更加明显。
 
 6.2　异策略的确定性策略梯度
 
 观察确定性策略梯度和随机性策略梯度的公式可以发现，确定性策略梯度求解是对状态和动作求期望，也就是要对状态分布和动作分布求积分，意味着需要在状态空间和动作空间内进行大量采样，才有可能得到比较好的期望的近似。与随机性策略不同的是，确定性策略在同一状态下的动作是确定的，所以当确定性策略梯度存在时，求解它的过程就不需要在动作空间进行采样积分。很显然，确定性策略需要的数据样本就会少很多，尤其是当动作空间很大时，差距就更加明显。也就是说，确定性策略具有效率高的特点。
 
 强化学习需要让智能体在环境中探索来学习，也就是智能体要尝试多种状态、收集样本、以最大化累积奖赏为目标来更新策略。随机性策略本身自带探索，通过探索产生各种各样的数据，有正面样本以及负面样本，从而可让智能体从这些数据中进行学习以改进策略。然而，确定性策略在给定状态s和参数θ时动作是固定的，意味着当给定初始状态时，所能产生的轨迹是固定的，无法产生新的样本，也就无法学习。
 
 为了使得确定性策略梯度的方法能够探索，需要做一些改进。方法之一是加入噪声，这当然可以完成探索环境的目的，但是会违背我们使用确定性策略梯度的初衷。另一个方法是取异策略（异策略）的方法，也就是行动策略和评估策略并不相同。因此，我们可以将行动策略设为随机性策略β（s），而评估策略设为确定性策略μθ：
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 这称为异策略的确定性策略梯度。
 
 与随机性策略梯度方法相同，在这里也同样可以引入Actor-Critic方法，用另一个参数对动作值函数Qμ（s，a）进行估计，得到Q w（s，a）：Q w（s，a）≈Qμ（s，a），则一次更新过程可表示为
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 其中，第1行和第2行表示用值函数近似的方法来更新Critic部分Q w（s，a），第3行是用确定性策略梯度的方法来对策略进行更新。至此，已经在确定性策略梯度中利用异策略进行探索来学习，利用Actor-Critic来提升效果，可以用于一些问题的求解了。
 
 6.3　深度确定性策略梯度
 
 我们在第4章中提到，在传统的Q-Learning的基础上利用深度神经网络来对值函数进行逼近，可以得到DQN。同样地，我们也可以在DPG的基础上引入深度神经网络进行函数的近似，以期望取得好的效果，这就是下面要介绍的深度确定性策略梯度（Deep Deterministic Policy Gradient，DDPG）［39］。
 
 如果直接将深度神经网络引入Q-Learning中，会因为采集到的样本之间相关性太强，不符合神经网络拟合时训练数据独立同分布的假设，导致学习效果不稳定。为了解决上述问题，DQN中使用了两个技巧，回放内存与固定目标网络，DDPG同样应用了这两个技巧，并结合本身的特点做了一些适应性的改进。
 
 DDPG中经验回放的做法与DQN中的完全相同，即智能体在学习过程中将数据存储起来，然后利用均匀随机采样的方法从其中获取数据，并基于这些数据训练神经网络。
 
 目标网络部分，由于DDPG中的网络情况比DQN中的更加复杂，因此略有不同。DQN中只需对值函数进行估计，引入另一个独立的目标Q网络即可。而在DDPG中，本身就有Actor网络和Critic网络，各自都不够稳定、有震荡。也就是说，需要为Actor网络和Critic网络分别设立一个目标网络，将Actor目标网络的参数用θ-表示，Critic目标网络的参数用w-表示，则DDPG的一次更新可表示为
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 基于上述内容，我们可以得到完整的DDPG算法如Algorithm 7所示。
 
 Algorithm 7 DDPG算法
 
 用随机权重w和θ来初始化Critic网络Q w（s，a）和Actor网络μθ（s）
 
 初始化目标网络：Q w-（s，a）←Q w（s，a），μθ-（s）
 
 初始化经验回放池R
 
 for回合=1，M do
 
 为动作探索初始化一个随机进程N
 
 接收初始状态s1
 
 for t=1，T do
 
 根据当前的策略和探索噪声选择动作：at=μθ（st）+N t
 
 执行动作at，收集奖赏rt和下一状态st+1
 
 存储样本（st，at，rt，st+1）到R
 
 从R中随机采样N个样本（si，ai，ri，si+1）
 
 设置yi=ri+γQ w-（si+1，μθ-（si+1））
 
 通过最小化如下损失函数来更新Critic网络：[image: img]
 
 更新Actor网络
 
 更新目标网络：θ-=τθ+（1-τ）θ-，w-=τw+（1-τ）w
 
 end for
 
 end for
 
 6.4　D4PG算法
 
 DeepMind的研究人员们继续改进，提出了D4PG算法，进一步提升了算法的学习效率和学习效果。D4PG算法的全称是Distributed Distributional Deep Deterministic Policy Gradient算法［6］，其主要的贡献是基于DDPG算法进行分布式训练的改造扩大训练规模，使用价值函数分布来提升效果，以及其他的一些改进。
 
 6.4.1　分布式
 
 为了提升学习效率，可以使用分布式的方式来扩大训练规模，以支持同时产生更多的样本，提升训练速度。前面提到，DDPG算法采用异策略的方式，这就意味着可以很自然地修改其收集和利用样本的形式，从而可以在满足算法的要求下提升效果。
 
 基于上述目的，研究人员们提出了Apex框架。具体地，为了能够同时产生更多的样本，利用多个Actor进行分布式采样，并将收集到的众多样本都存储在同一个回放池中，而Learner则同样从此回放池中采样，计算梯度来更新网络权重，并以一定频率将新的权重更新到Actor中。整个流程如图6.1所示，相对于原始的方式，这样处理后可以大大提高样本获取的速度。这也是D4PG算法中第一个D，即Distributed（分布式）所指代的改进。
 
  
  [image: img] 
  图6.1
 
 
 
 6.4.2　值函数分布
 
 除了Distributed（分布式），D4PG算法的另一个重要改进就是Distributional了，指的是将传统的Critic从一个函数转换成一个分布。具体地，为了使用参数化的Critic近似Q（x，a）的函数值，可以把收益看作是随机变量Zπ，则有Qπ（s，a）=[image: img]Zπ（s，a），相应地，分布的贝尔曼操作则可表示成
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 经过这样的处理，Critic的损失函数则变成了
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 其中，d表示的是分布之间的距离度量，在这里使用的是交叉熵（Cross-Entropy）。
 
 6.4.3　N-step TD误差和优先级的经验回放
 
 进一步地，为了减少更新时的方差，D4PG也引入了N-step的TDerror的方式。N-step的方式在很多策略梯度方法以及一些Q-Learning算法的变体中均使用广泛，同样地，我们在使用值函数分布时也能够利用N-step来更新，则有下式：
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 另外，在前面的分布式训练部分，我们看到Apex框架的示意图中，Learner从经验回放池中不是使用均匀随机采样，而是使用了优先级采样的方式，这种对经验回放池的改造方式在之前的一些工作上［55］就已经被使用，并被证明能够加速训练收敛，其主要是使用了重要性采样（Importance Sampling）的方法。
 
 总结上述几部分，我们可以看出D4PG算法就是在DDPG算法基础上利用分布式训练来扩大训练规模，利用价值函数的分布来提升训练效果，并引入了N-step的TD-error和优先级经验回放池等技术来进一步优化。
 
 6.5　实验效果与小结
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  图6.2
 
 
 
 DeepMind的研究人员对DDPG、D3PG、D4PG等算法做了比较实验，图6.2中展示了部分实验结果。可以看出，在几乎所有的实验问题上，不带分布式的DDPG的性能比所有其他方法的都要差。随着任务难度增加，这种差异变得更大。同时，在所有的实验中，D4PG算法都取得了最好的表现。另外，n=5的效果几乎都比n=1要好，证明加入的这个特性是有效的。同时，Critic上所做的改变，即改成价值函数分布，也取得了明显的效果。至此，我们可以说，这里所提出的确定性策略梯度是有效的，可以有效地学习。D4PG中所做的其他改进，也进一步提升了效果。
 
 
 7　PPO算法
 
 PPO（Proximal Policy Optimization）算法是OpenAI 2017年提出的一种深度强化学习方法，它将优化理论中的信赖域方法引入强化学习，在各种实验场景中都取得了非常好的效果，基本上已经成为强化学习领域最为流行的算法。在OpenAI开源的强化学习算法库基线（baseline）里，也将PPO作为其默认算法，可见其适用度之广。PPO在OpenAI的诸多研究工作中都扮演重要角色。比如在有广泛影响的DOTA2的人机对战中，机器就是用PPO训练出来的，这是一个比围棋更复杂的游戏环境，可见PPO算法的威力［56，57］。
 
 7.1　PPO算法的核心
 
 我们前面已经介绍了策略梯度方法，它的基本思想是由参数θ控制随机策略π（θ），再通过优化策略的目标函数（通常是累积折扣回报）来更新策略的参数：
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 从式（7.1）中可以看到，策略梯度的问题是如何确定更新的步长。当步长不合适的时候，更新的参数对应的策略可能是一个不好的策略，当继续用这个不好的策略进行采样学习时，再次更新的参数只会更差。这就导致策略的学习越来越差，甚至可能发散。如何寻找合适的更新步长是使用策略梯度算法时必须考虑的问题。针对这个问题，TRPO算法提出了一个很好的解决方案，能够使新的策略的回报函数值单调递增或者不减，这就解决了策略梯度的步长问题，这也是PPO算法的核心。由于TRPO的算法实现相对比较麻烦，而PPO利用一些启发式的方法对求解过程进行了简化，不仅能够取得类似的算法性能，而且实现上非常简单。下面我们先介绍一下TRPO算法是如何做的，然后再以此为基础引出PPO算法。
 
 7.2　TRPO算法
 
 要使回报函数值单调不减，一个基本的想法是将新的策略所对应的回报函数分解成旧的策略所对应的回报函数加上其他项的形式。只要新的策略所对应的其他项大于等于0，那么新的策略就能保证回报函数值单调不减。这样的等式早在2002就由Sham Kakade提出来了，这是整个TRPO算法的起点：
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 我们用π表示旧的策略，~π表示新的策略。其中Aπ（s，a）=Qπ（s，a）-Vπ（s）是之前提过的优势函数。下面简单介绍一下式（7.2）的证明。
 
 
  [image: img]
 
 
 将上面的公式展开可以得到
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 这个等式表明任何具有在每个状态下非负优势函数的策略更新，即[image: img]，就能保证策略η的表现变好。但是由于估计和近似的误差，会有一些状态s的期望优势函数值为负，即[image: img]。[image: img]对于[image: img]（s）的依赖比较复杂，使得式（7.8）非常难以直接优化。TRPO使用[image: img]取代[image: img]对η做了一个局部近似，从而忽略了由于策略改变而导致的状态访问次数密度的变化。
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 Lπ实际上是η的一阶近似，对于任意的参数θ0，
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 从式（7.10）中可以知道，只要策略改变了一小步ππ0←[image: img]，能够使得[image: img]变好，那么这一步同样能够优化目标η，但是这个式子中并没有提及策略更新的步长应该取多大？
 
 此处TRPO利用不等式
 
 
  [image: img]
 
 
 其中C=[image: img]，D KL（π，[image: img]）是两个分布的KL散度。
 
 式（7.11）提供了η（[image: img]）的下界，我们令这个下界为
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 利用这个下界，可以证明策略的单调性η（π0）≤η（π1）≤η（π2）···，由式（7.11）我们可以得到
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 如果在上一迭代中，能够使得
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 那么就有
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 所以我们的策略就需要使M i最大，即保证真正的目标函数η单调不减。问题转化为求解参数θ，使得如下的目标函数最大
 
 
  [image: img]
 
 
 使用式（7.15）中的理论的惩罚系数C，那么步长会变得非常小。如果想要使用比较鲁棒而又比较大的步长的话，就需要对新策略和旧策略的KL散度进行约束，也就是信赖域约束（Trust Region Constraint），可以形式化地表达为在约束条件[image: img]（θold，θ）≤δ下，最大化目标函数[image: img]（θ）。但是由于在实际使用时约束的数量太多，这个问题实际上并不好求解。因此，可以用一个启发式的近似来简化问题，比如使用KL散度的平均：
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 依此，可以通过在约束[image: img]（θold，θ）≤δ下，优化目标函数[image: img]（θ）来产生策略的更新。将[image: img]展开，即
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 采用重要性采样处理后面一部分[image: img]的动作分布。如果用θ来表示策略的参数，那么
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 上面的优化问题就可以表示为在
 
 
  [image: img]
 
 
 
  [image: img]
 
 
 约束下，最大化目标函数剩下的就是通过采样来估计期望以求解该优化问题。
 
 这里主要介绍两种不同的采样估计模式。
 
 第一种模式，称为单路径模式。在这种模式中，通过采样s0～ρ0得到一系列的状态，并且通过模拟执行旧的策略[image: img]得到一条轨迹s0，a0，s1，a1，···，s T-1，a T-1，s T，因此，q（a|s）=[image: img]（a|s）。[image: img]（s，a）是通过计算轨迹上未来的折扣奖赏得到的。
 
 第二种模式，称为藤蔓模式。在这种模式中，首先采样s0～ρ0，然后用策略[image: img]来生成一批轨迹。从这些轨迹中选择一个包含N个状态的子集，记为s1，s2，···，s N，对于在这个集合中的每个状态sn，根据an，k～q（·|sn）采样K个动作。在实际使用中，研究者发现q（·|sn）=[image: img]（·|sn）对于连续性问题表现得比较好；而对于离散问题，均匀分布表现得比较好。对于在每个状态sn采样的动作an，k，通过以状态sn和动作an，k为起点展开一条轨迹来估计[image: img]θi（sn，an，k）。
 
 相较于单路径模式，藤蔓模式在给定相同数量Q值样本的情况下有低得多的方差，因此对优势值有更好的估计。但藤蔓模式需要调用更多的模拟，并且需要系统能够具有重置到任意状态的能力，单路径模式则不需要这个重置能力，直接在对应的物理系统上实现即可。
 
 7.3　PPO算法
 
 前面提到的TRPO算法虽然在理论上有很好的性质，但是实现时比较复杂。注意到TRPO的优化问题为在约束
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 下，最大化目标函数
 
 
  [image: img]
 
 
 
  [image: img]
 
 
 式（7.21）通过约束式（7.20）来保证策略更新的稳定性。式（7.21）实际上可以改写为这样就引入了权重因子β，而它是很难调节的。TRPO为了解决优化问题，对目标式子做了线性近似，对约束项进行了二次近似，然后用共轭梯度方法和线性搜索的方法来解决。为了简化求解的过程，并且仍然保证足够的性能，PPO算法在此基础上提出了优化方案：采用将约束作为惩罚项的做法。为了避免参数β调节的困难，它对上面的目标函数做了一些近似的改动，分为两种方式，下面简要介绍。
 
 第一种方式是截断替代函数目标。首先令rt（θ）=[image: img]，TRPO就是在最大化目标
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 在没有任何约束的情况下，[image: img]可能会导致过大的策略更新幅度，因此考虑对此目标做一些限制，对于使rt（θ）偏离1的策略改变进行惩罚。这样，式（7.23）可以表达为
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 其中ϵ是一个超参数。式中第一项就是前面的[image: img]，第二项clip（rt（θ），1-ϵ，1+ϵ）[image: img]将rt超过区间［1-ϵ，1+ϵ］的部分截断。最后取截断之后的目标值和未截断的目标值中的较小者。可以看到[image: img]L是[image: img]的一个下界。
 
 第二种方式是自适应的KL惩罚系数。通过几轮的采样，计算
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 如果d＜dtarget/1.5，就将β←β/2；如果d＞dtarget×1.5，就将β←β×2。然后β用于下一次策略更新。dtarget是每次更新的KL散度的目标值。这里的1.5和2都是启发性选择的，算法对于这两个值并不敏感。β的初始值也是一个可以调整的超参数，但是在实践中并不是很重要，因为算法可以很快地将其调整到合适的值。
 
 值得注意的是，在OpenAI的实验中发现，这种方式的表现会比截断的方式差一些，所以在实践中截断的方式会更常用。
 
 针对这些不同的方法定义的目标函数，如果我们采用固定长度分段的方式收集样本，那么在每次循环中，N个并行的Actor就可以同时收集到T个样本。然后根据这N T个样本可以构建损失函数，用随机梯度下降算法（或者Adam，通常可以取得更好的性能）即可以优化。套用Actor-Critic的优化框架，算法可以写成如Algorithm 8所示。
 
 Algorithm 8 PPO算法
 
 1：for iteration=1，2，···do
 
 2：for actor=1，2，···，N do
 
 3：在环境中用策略πθ执行T步
 
 4：计算优势函数[image: img]1，···，[image: img] T
 
 5：end for
 
 6：在K轮的批大小为M≤N T的数据上优化替代的目标函数L
 
 7：θold←θ
 
 8：end for
 
 7.4　实验效果与小结
 
 至此，PPO算法的基本流程全部确定下来，OpenAI的研究人员们通过实验对它的性质进行了很多分析。
 
 7.4.1　替代函数的对比
 
 首先是不同替代函数之间的比较，如表7.1所示，替代函数主要有如下几种类型。
 
  
  表7.1　替代函数
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 通过在MuJoCo的7个机器人任务中进行实验，每个实验都训练100万步，对比得到不同种类的替代函数的得分如表7.2所示，可以看到效果最好的采用了截断的替代函数。
 
  
  表7.2　替代函数的实验得分
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 7.4.2　在连续空间中与其他算法的对比
 
 接下来，进一步使用截断的替代函数（ϵ=0.2），将PPO与其他流行的算法进行实验对比，主要包括Trust Region Policy Optimization（TRPO），Cross-Entropy Method（CEM），步长可变的Vanilla Policy Gradient，A2C，带有Trust Region的A2C实验测试环境同样包含常用的MuJoCo，分别将这些算法训练100万步，观察它们的训练效果。
 
 图7.1中展示了PPO算法与其他几个算法的情况。其中，PPO在HalfCheetah-v1、Hopper-v1、InvertedDoublePendulum-v1、Reacherv1、Walker2d-v1这些问题上都取得了最佳成绩，在InvertedPendulumv1上与其他算法十分接近，在Swimmer-v1上仅次于TRPO，而显著好于其他算法。综合来看，明显可以看出，PPO算法的实验效果是最好的。
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  图7.1
 
 
 
 7.4.3　小结
 
 从前面的介绍可以看到，PPO不仅非常容易实现，而且同样具有Trust Region类方法的稳定性和可靠性，具有非常鲁棒的理论保障。并且它对于超参数不敏感，可以应用到各种通用的设定中。从实验中可以看到，PPO往往都能取得比较好的效果。易实现、性能好，这使得PPO成为深度强化学习领域非常流行的算法。
 
 
 8　IMPALA算法
 
 在多项任务上训练单个智能体的一个主要挑战是训练规模。一些主流的方法比如A3C等需要上亿的数据，并且需要若干天才能掌握某个单一的领域，在数十个领域上使用这些方法会非常慢。
 
 IMPALA可以扩展到上千台机器上，且不会损失训练的稳定性和数据的利用率。与A3C类的方法不同，在A3C中，Worker和中心的参数服务器交换梯度信息，而IMPALA与中心的Learner交换轨迹信息。由于IMPALA中的Learner能够获取所有的经验轨迹，因此可以使用GPU来进行轨迹的mini-batch训练，同时并行化其他独立的部分。这种解耦的结构可以达到非常高的吞吐量。但是由于生成轨迹的策略会滞后于Learner中几次更新之后的策略，学习变成了异策略的形式。因此，业界引入V-trace的异策略算法来修正这种有害的策略差异。
 
 在这样的设计之下，IMPALA可以达到每秒250 000帧的数据处理能力，差不多是单机A3C的30倍；并且和A3C相比，IMPALA也有更好的数据利用率，对于网络结构和超参的影响也更鲁棒一些。
 
 8.1　算法架构
 
 IMPALA使用Actor-Critic的架构来学习得到策略π和基准函数Vπ，它解耦了生成轨迹的过程与学习参数的过程。整个算法的架构包括一堆用以与环境交互产生经验轨迹的Actor，以及一个或者多个Learner（用来从经验轨迹中学习的策略）。它的运转流程如下。
 
 第一，Actor将本地的策略μ更新成和Learner的策略π参数一样，并且用这个策略在环境中运行n步。
 
 第二，n步之后，Actor将收集得到的包含状态、动作、奖赏的轨迹以及对应的策略分布μ（at？xt）和LSTM的初始状态发给Learner。
 
 第三，Learner持续使用Actor收集的轨迹来更新自己的策略π。
 
 这个简单的架构使得Learner能够通过若干GPU进行加速，而Actor能够很容易在很多机器上进行分布式扩展。但是由于Learner的策略π会比Actor的策略μ更新更快，两者并不是完全同步的。这使得算法变成了异策略的算法。后面会介绍如何使用V-trace来修正这个策略延迟。从图8.1的对比中可以看出，IMPALA架构的优势在于：在（a）中，Actor每一步都会进行同步，效率非常低；在（b）中每n步会同步一次，但是不同的Actor之间需要相互等待；而在（c）中，Actor和Learner是完全分开、异步执行的，Actor不需要等待别的Actor，可以尽可能多地采样。
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  图8.1
 
 
 
 如果模型非常复杂，那么单个GPU的性能就可能成为整个系统的瓶颈。IMPALA能够通过如图8.2所示的结构扩展到分布式的Learner上来学习大型神经网络模型。模型的参数分布在Learner中。Actor从所有的Learner中获取参数，但是只将自己的观测发送给一个Learner。IMPALA采用同步策略更新模型的参数，当扩展到很多机器上的时候，这种同步机制对于保持数据效率是非常关键的。
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  图8.2
 
 
 
 8.2　V-trace算法
 
 前面提到了异策略下的学习在解耦的分布式Actor-Learner下是非常重要的，因为用来生成动作的模型和用来估算梯度的模型之间存在区别。IMPALA提出了V-trace的算法来解决这个问题。下面具体介绍V-trace。
 
 学习的目标是找到一个策略π能够最大化未来的期望奖赏，即
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 其中γ∈［0，1）是折扣系数，rt=r（xt，at）是在时刻t的奖赏值，xt是在时刻t的状态，at～π（·|xt）是由策略π生成的动作。
 
 回顾一下异策略算法，它的核心是用行为策略μ产生的轨迹来学习策略π的值函数Vπ，这个策略π可能和μ是不同的，一般被称为目标策略。
 
 假如Actor依据某一策略μ生成了一系列的轨迹[image: img]，我们将状态xs的值函数估计V（xs）的n步V-trace目标定义为
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 其中，[image: img]是值函数V的时序差分，[image: img][image: img]是截断的重要性采样权重，同时这里假设截断的等级[image: img]≥[image: img]。
 
 可以看到在同策略的情况（即π=μ）下，式（8.2）可以写成
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 这就是同策略的贝尔曼目标，也就是说V-trace在同策略的情况下可以被归约为n步的贝尔曼更新。这使得V-trace算法可以被用到异策略或者同策略的场景中。
 
 另外，重要性采样权重ci和ρt实际上有不同的作用。权重ρt在时序差分中，实际上定义了更新规则的不动点。在离散状态的情况下，值函数可以通过状态的枚举表示出来，这时候不动点实际上是某个策略[image: img]的值函数[image: img]，该值函数对应的策略为
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 所以当[image: img]无限（即ρt没有截断）的时候，它就是目标策略的值函数Vπ。但是当我们选取[image: img]＜∞的时候，不动点就是在策略μ和π之间的一个策略[image: img]的值函数[image: img]。当[image: img]趋近于0的时候，能够得到行为策略μ的值函数Vμ。
 
 权重ci的乘积cs，···，ct-1衡量了时序差分δt V在时刻t对于前一个时刻s的值函数更新的影响。π和μ差别越大，这个乘积的方差也就越大。[image: img]实际上将重要性采样截断到一个可控的水平，以保证重要性采样的方差稳定性。
 
 总结来说，[image: img]影响值函数收敛的位置，而[image: img]影响收敛到这个位置的速度。
 
 8.3　V-trace Actor-Critic算法
 
 在同策略的情况中，值函数Vμ（x0）对策略μ的参数的梯度为
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 其中[image: img]是策略μ的状态动作值函数。通常我们使用梯度上升方法在[image: img]梯度方向上对策略参数进行更新，这里qs是Qμ（xs，as）的一个估计。
 
 在异策略的情况中，可以在策略π¯ρ和μ之间通过重要性采样在如下的梯度方向上更新策略的参数：
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 其中[image: img]是[image: img]的一个估计，它是V-trace在下一个状态xs+1中对vs+1的估计。
 
 通常为了减小梯度估计的方差，会对qs减去一个状态相关的基线，比如当前的值函数估计V（xs）。
 
 如果假设Vπ[image: img]-Vπ非常小（比如[image: img]足够大），那么qs就有可能提供一个对Qπ（xs，as）非常好的估计。
 
 通过上面的分析，我们总结一下基于V-trace的Actor-Critic算法。
 
 假设当前的策略πω，其对应的值函数由参数θ表达为Vθ，轨迹由行为策略μ产生。在训练时刻s，训练目标为对vs的L2损失。这里的目标vs即为V-trace目标。值函数的参数对这个优化目标进行梯度下降来更新，即梯度方向为
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 策略的参数ω在如下的梯度方向更新：
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 为了避免过早收敛，也可以像A3C一样，加入一个熵的约束
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 8.4　实验效果与小结
 
 8.4.1　计算性能
 
 高吞吐、计算效率和可扩展性是IMPALA设计的主要目标。为了验证这些目标，实验中对各种IMPALA的变体和A3C、A2C进行了比较。在分布式多机的设定中，最能体现IMPALA的可扩展性的设定。它能够达到每秒250000帧的吞吐量，具体的性能情况如图8.3所示。
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  图8.3
 
 
 
 8.4.2　单任务训练性能
 
 为了研究IMPALA的学习性能，研究人员采用了DeepMind Lab不同的单任务场景来进行测试。这些任务包括规划任务、迷宫导航、激光标记和简单的水果搜集任务。对比算法主要选取了A3C、A2C。
 
 收敛性与稳定性
 
 从如图8.4所示的实验上，第一行比较的是模型的最终收敛效果。图中曲线是根据5个实验中选取3轮最好的结果求的均值绘出的，可以看到IMPALA总是比A3C要表现更好一些。第二行比较的是模型对于不同的超参数设置的敏感度，从图中可以看到，对于不同的超参数的组合，IMPALA总是表现比较稳定。
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  图8.4
 
 
 
 V-trace的分析
 
 为了研究V-trace在整个算法中的作用，可以构造如下四种算法来进行比较。
 
 ·无修正：没有异策略的修正；
 
 ·ϵ-修正：在梯度计算的时候加一个很小的值ϵ=1e-6来避免由于logπ（a）变得非常小而导致的数值不稳定；
 
 ·1步的重要性采样：对于策略梯度，在每一步都依据对应的重要性采样乘以优势函数；
 
 ·IMPALA中使用的V-trace。
 
 这里同样使用前面的五个任务进行实验。同时，为了增加策略π和μ之间的差别，对Learner添加了回放缓存，每个训练批次都从缓存中随机采样50%的样本。从图8.5中我们可以看到带有回放缓存和不带回放缓存的算法表现的差别。在没有缓存的设定中，V-trace有3个任务都表现得最好，接下来就是1步的重要性采样。尽管V-trace和1步重要性采样在无缓存的设定中差别不大。但是在有缓存的实验中，两者的差别就显现出来了。这说明随着两个策略的差距变大，1步重要性采样的近似已经开始变得不起作用了。
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  图8.5
 
 
 
 8.4.3　多任务训练性能
 
 IMPALA的高数据吞吐量和数据效率使我们可以仅做一些小改动就能同时训练多个任务。实验中使用DMLab-30，这是DeepMind Lab构建的一个包含30个不同任务的训练环境。从实验的结果（图8.6）可以看到，IMPALA的整体效果要远好于A3C。
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  图8.6
 
 
 
 IMPALA是一个可以高效地进行分布式扩展的深度强化学习算法，在大规模的学习任务中不仅有很好的数据效率和稳定性，而且最终收敛效果也很好。在DMLab-30的实验中，展示出在多任务的设定下，不同任务之间发生了正向的知识迁移，帮助IMPALA达到了更好的学习效果。正是由于IMPALA的优秀特性，DeepMind在研究《星际争霸》这么复杂的游戏时，也使用了IMPALA作为训练优化算法，并且最终取得了很好的效果。除了最终的效果，训练速度也是很重要的，因为它会极大影响应用的效率。图8.7中展示了多个算法在DMLab-30上的收敛速度，从图中可以明显看出，IMPALA的收敛速度比其他算法快得多。
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  图8.7
 
 
 
 8.4.4　小结
 
 IMPALA是一个可以高度扩展的分布式强化学习算法，它能够有效地利用可用的计算资源。与此同时，IMPALA中应用的V-trace算法是一个通用的异策略算法，它比其他的异策略修正方法有更稳定和鲁棒的表现。IMPALA作为第一个在大规模的多任务设定中取得成功的算法，不仅有助于研究者们构建更好地深度强化学习模型，而且有巨大的潜力去应对更复杂的挑战。
 

  第三部分　应用实践篇

 
 9　深度强化学习在棋牌游戏中的应用
 
 游戏一直以来都是人工智能研究领域重点关注的方向，被视为人工智能通往更广泛应用的试金石。提到游戏中的人工智能，人们往往会想到游戏中的电脑角色，作为游戏的一个重要组成部分，它们总是因为不够“聪明”而被玩家嫌弃。随着强化学习的发展，越来越多的游戏用强化学习来对游戏角色建模，游戏角色渐渐达到了人类顶级玩家的水平。这无疑给游戏开发人员提供了新的游戏设计思路。此外，强化学习应用其实不限于游戏中的非人类角色，在游戏的动画生成上也同样提供了全新的方法。本章简单介绍深度强化学习在游戏中的应用。
 
 在游戏中往往会有一些角色像假玩家一样与玩家交互；也有可能是一些关卡的主角，给人类玩家提供挑战，这类角色称为非人类玩家（Non-Player Character，NPC）。这类角色通常需要具备像人一样玩游戏的能力，才能做到和人类共同游戏。但是很多游戏是很复杂的，制作这样的NPC并不容易。在传统的NPC制作中，通常使用有限状态机、行为树等这类规则系统，制作人员需要花费很大的力气去设计规则和调整参数。但是即便是花费大力气制作出来的NPC，由于受限于规则复杂度和调参水平，也往往会产生行为模式单一、能力不够等问题。因此，如何低成本制作高水平NPC一直是困扰游戏制作者的难题。深度强化学习提供了一种新的思路，很容易应用在游戏的场景中。我们从传统的棋盘类游戏和电子游戏两个类别，介绍深度强化学习的具体应用。
 
 9.1　棋盘类游戏
 
 9.1.1　AlphaGo：战胜人类围棋冠军
 
 自人类文明诞生以来，人类发明了数不清的游戏，其中经久不衰的游戏要属棋盘类游戏。像象棋、围棋这些棋盘类游戏的代表，饱含了人类的思想哲学，曾经一度被认为是人类智慧的结晶，水平高超的棋手也常常被认为是拥有大智慧的人。同样，机器能够出色地下棋往往被认为是具有智能的标志。随着研究人员多年的努力，IBM制造的“深蓝”象棋机器人终于在1997年第一次击败了当时的世界冠军Garry Kasparov［12］。但是“深蓝”的成功主要依赖于计算性能的提升，对于象棋的理解更多地来自暴力搜索。这种方法在面对像围棋这样更复杂的游戏时就用处不大了：因为象棋每一步大概只有40种可能性，而围棋则会高达250种，围棋棋局排列组合数的量级高达1075种。
 
 伴随着机器学习技术的快速发展，DeepMind公司开发的AlphaGo利用全新的机器学习技术终于在2016年以4：1的总比分击败了围棋世界冠军李世石，这成为人工智能历史上的里程碑［61，64］。
 
 AlphaGo利用了一个价值网络来评估盘面的局势，以及一个策略网络来进行落子的选择。这两个网络通过深度学习的方式，从人类专家棋手的数据中学习，随后通过强化学习自我对弈进行增强。在没有预先搜索的情况下，仅仅使用网络就可以达到通过搜索数千局随机游戏才能够达到的最佳水平。再进一步通过结合搜索技术和这两个网络，大大增强了模型的棋力。这就是AlphaGo的基本算法原理。
 
 下面我们先来介绍如何构建价值网络和策略网络。
 
 我们将策略网络记为pσ，它利用大量人类专家棋手的数据，通过监督学习的方式来训练。网络的结构比较简单直接，通过卷积神经网络和ReLu相连接，最后通过一个Softmax层输出对于所有合法动作a的概率分布。训练方式采用的是传统深度学习的随机梯度下降方法。数据以（s，a）的形式被随机采样，然后最大化在状态s下人类选择动作a的似然概率
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 AlphaGo中这个网络有13层，可以在测试集上达到57%的准确率。越大的网络可以取得越好的精度，但是在搜索时进行预测则会越慢。因此AlphaGo还用线性的Softmax训练了一个更小的网络pπ，虽然精度比较差，但是速度从3毫秒提升到了2微秒。
 
 有了带有人类专家先验知识的策略网络，接下来就是用强化学习不断提升这个策略网络。我们将强化学习的策略网络记为pρ，它的网络权重是用前面策略网络pσ的权重初始化而得到的。通过用网络pρ与随机从之前训练轮次挑选出的模型进行对战，我们将奖赏函数r（s）设置为所有非结束状态为0，当状态为结束状态s T时，奖赏为zt。从当前玩家的角度来看，胜者zt=1，负者为z=-1。权重以最大化期望奖赏为目标，依据随机梯度下降的方法来更新
 
 
  [image: img]
 
 
 经强化学习提升后的策略网络对战原始的监督学习得到的策略网络，大概可以获得80%的胜率。
 
 接下来我们介绍一下价值网络是如何构建的。价值是指在某个特定的棋面s下，使用策略p对战会获得多大的收益，即
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 我们期望能够知道在最完美的策略下棋面的价值是多少，但是完美策略是很难获得的。因此这里采用一个价值网络来估计vθ（s）。这个网络和策略网络采用类似的架构，但是输出一个单一的预测值，而非一个动作概率分布。训练的方式则是对状态-价值的样本（s，z）使用随机梯度下降方法最小化预测值vθ（s）和对应真实价值z：
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 由于后续的棋面有很强的关联性，但是回归的目标却是针对整个比赛的，因此简单直接地从完整的比赛数据集中学习会导致过拟合。为了克服这个问题，AlphaGo采用了一种自我对弈的模式，每场比赛都有强化学习策略网络与自己对弈直到比赛结束，以此产生的数据来进行学习。这个估计可以达到使用策略网络进行搜索估计出来的准确率，并且大幅减少了计算量。
 
 在有了价值网络和策略网络的基础上，我们介绍一下AlphaGo是如何通过将传统搜索技术与深度学习结合起来，从而进一步增强模型能力的。这个算法的流程如图9.1所示。
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  图9.1
 
 
 
 搜索树中的每个节点都包含由合法的动作a∈[image: img]（～）组成的边（s，a），每条边存有一组统计量
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 其中P（s，a）是先验概率，Wv（s，a）和Wr（s，a）是分别针对N v（s，a）和N r（s，a）叶节点的评估和rollout的奖赏得到的总动作值估计。Q（s，a）是该边平均的动作值函数。
 
 搜索算法首先选择使Q（st，a）+u（st，a）最大的边，其中u（s，a）∝[image: img]，然后将此边展开，新的节点由策略网络pσ进行处理，并且将动作输出的概率存储到先验概率P中，在模拟的结尾，叶节点通过两种方式进行评估：一是用价值网络vθ进行评估，二是用策略网络π进行快速的比赛，然后计算最终的胜利者。叶节点更新完之后，动作值函数Q依据在该节点下子树的所有r（·）和vθ（·）的均值来更新：
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 其中[image: img]是第i次模拟的叶子节点，I（s，a，i）表示边（s，a）在第i次模拟被遍历到。当搜索完成时，算法会从根节点选择被访问次数最多的节点。
 
 AlphaGo在搜索树上把原先需要通过反复搜索尝试来估计的部分，用深度神经网络替代，一方面缩小了搜索的空间、减少了搜索的时间，另一方面提升了刻画棋局的泛化能力。这是第一次在围棋这样的游戏上，有了高效的落子预测和位置评估的方法。这使得原先搜索方法的性能得到了大大的优化。最终这一版的AlphaGo击败了欧洲的围棋冠军Fan Hui，并且通过更多的训练和调优，以总比分4：1的成绩战胜了世界冠军李世石。
 
 虽然这个版本的AlphaGo战胜了世界冠军，但是它在下棋的过程中也暴露出一些明显的缺点，它的能力并未得到围棋业界人士的公认。另外，这一版本的AlphaGo也使用了大量的人工经验和知识来调参，并不能算是一个很理想的机器智能。但是随后DeepMind再接再厉，继续优化AlphaGo，没有使用任何人工知识，反而进一步提高了棋力。这究竟是怎么做到的呢？下面我们就来剖析一下AlphaGo Zero。
 
 9.1.2　AlphaGo Zero：不使用人类数据，从头学习
 
 AlphaGo Zero实际上使用的是一种策略迭代的强化学习算法，在策略迭代的过程中，使用了蒙特卡罗树搜索（Monte Carlo Tree Search，MCTS）算法来改进策略和评估策略。MCTS可以得到比神经网络原始输出概率更强的走子概率。用MCTS走子，然后将最后赢家的走子数据作为值函数的样本来更新神经网络的权重，在下一次迭代过程中使用更新后的神经网络权重执行更强大的搜索，进行质量更高的自我对弈。
 
 该算法如图9.2所示，它的输入包括棋盘的局面信息和历史记录，以及当前需要执棋的颜色。这些信息都用19×19的棋盘原始图像表示，不需要额外的特征工程。在随机初始化网络权重后，就可以开始整个训练流程，整个算法需要若干次迭代。在每轮迭代中，会以t计数开始游戏，直到当两名棋手都放弃走子、或者搜索值降到指定的阈值之下、或者游戏达到了最大步数时才停止循环。每一步会用MCTS执行搜索过程，搜索中会使用上一轮迭代版本的神经网络参数fθi-1，在搜索树上的每一条边（s，a）都会存储一个先验概率P（s，a）、一个访问次数的计数N（s，a）和动作值函数Q（s，a）。然后按照MCTS的流程选择、扩展、评估、备份。搜索完成之后，MCTS就会返回搜索到的出子概率π∝N 1/τ，其中N为从根节点开始每个移动操作的访问次数，τ是控制退火的参数。通过在状态st进行MCTS可以得到搜索概率πt，从搜索概率πt中采样一个动作去执行，转移到下一个状态st+1。如此反复打完一局之后，就将这场比赛中胜者的数据搜集存储为（st，πt，zt），用来训练神经网络。神经网络损失函数的目标主要就是最小化预测的值估计v和自博弈最后的赢者z之间的误差，并且最大化神经网络的预测的动作概率p和搜索概率π之间的相似度。具体而言，该目标即通过梯度下降针对神经网络中的θ求解如下损失函数：
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  图9.2
 
 
 
 l将均方差和交叉熵损失加合，其中c是控制正则化的参数，防止过拟合。
 
 在实际使用中，MCTS大概会进行1600次的模拟，图9.2和图9.3展示了这个过程。
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  图9.3
 
 
 
 最终通过接近40天的训练，AlphaGo Zero达到的棋力水平如图9.4所示。
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  图9.4
 
 
 
 AlphaGo Zero和第一个版本AlphaGo Fan的区别如下。
 
 （1）AlphaGo Zero纯随机开始，完全通过自我博弈学习，没有使用任何人类的数据。而AlphaGo Fan利用了大量人类对弈的棋局进行网络训练；
 
 （2）AlphaGo Zero直接用棋盘作为输入，用深度神经网络直接处理，没有用任何人工特征；
 
 （3）相比之前单独使用策略网络和价值网络，AlphaGo Zero用单个网络来同时表征策略和价值。而AlphaGo Fan使用了两个结构相同但独立的网络：策略网络和评价网络。通过大量观察人类历史棋局，训练出策略网络，在每个盘面下都能预估出最有可能的落子位置，评价网络则是根据当前的局势预测最后的胜负情况；
 
 （4）AlphaGo Zero的局面评估采用了神经网络，MCTS用走子采样，而非蒙特卡罗的模拟（Rollout）。
 
 改进后，AlphaGo Zero（算法流程如Algorithm 9所示）在2017年完胜了世界排名第一的棋手柯洁，它的棋力也得到了围棋界的公认。这是深度强化学习在棋盘类游戏上一个非常成功的应用。
 
 9.1.3　AlphaZero：从围棋到更多
 
 AlphaGo Zero不依赖于人类数据，把局面落子情况直接作为网络的输入，由随机的网络权值直接开始强化学习，舍弃快速走子网络、直接用主要的神经网络模拟走子，加快训练速度，取得了非常好的结果。但是AlphaGo Zero只适用于围棋，不能胜任其他棋类游戏。DeepMind的研究人员希望能够让模型更加通用，不仅可以下围棋，还可以玩国际象棋、日本象棋等。
 
 一直以来的AI研究和工程中，实际上都考虑了游戏的具体设定。比如AlphaGo Zero中实现策略和价值两个网络的带有残差的CNN网络其实刚好就利用了围棋的一些特点：（1）比赛规则是平移不变的，这和卷积神经网络的共享权值相吻合；（2）棋子的气和卷积网络的局部结构相吻合；（3）整张棋盘是旋转、对称不变的，在训练中可以方便地运用现有的数据增强和组合方法；（4）动作空间简单，只需要在一个位置落单一类别的棋子；（5）结果空间简单，要么是赢，要么是输，没有平局。而其他的游戏可能会有完全不同、更加复杂的设定。比如在国际象棋和日本象棋中，走子高度取决于当前的子所在的位置，而每个子又有各自不同的走法；（6）棋盘的局势是不可旋转、不可镜像的，这会影响行棋的方向。
 
 Algorithm 9 AlphaGo Zero
 
 Require：
 
 以19×19的图像形式提供原始棋盘的位置表示，棋盘历史记录以及将要下子的颜色、游戏规则、评分函数
 
 在旋转和翻转时游戏规则需要有不变性，除了贴目的情况，在颜色转换的情况下也需要有不变性
 
 Ensure：
 
 p：策略，即动作概率，v：值估计值，随机初始化神经网络的权重θ0
 
 1：for i∈1，2，3，···，M do
 
 2：初始化状态s0
 
 3：for t∈0，1，···，T do
 
 4：while还有计算资源do
 
 5：选择：每次模拟通过选择博弈树中具有最大置信区间上界Q（s，a）+U（s，a）的边去遍历，其中U（s，a）∝P（s，a）/（1+N（s，a））
 
 6：扩展与评佑：展开叶子节点，其对应的s通过神经网络评估（P（s，·），V（s））=fθi（s），这里P的值会被储存在s的出边上
 
 7：备份：每条在模拟过程中被遍历到的边（s，a），将访问次数N（s，a）增加，并且将动作值函数更新到这些模拟中得到的平均值Q（s，a）=1/N（s，a）∑s′|s，a→s′V（s′），其中s′|s，a→s′表示在状态s采取动作a之后，模拟最终到达了状态s′
 
 8：end while
 
 9：进行游戏：当搜索完成会得到一个搜索概率π∝N 1/τ
 
 10：end for
 
 11：对游戏评分给出最终的胜负奖赏r T∈｛-1，+1｝
 
 12：for上一局比赛中的每一步t do
 
 13：zt←±r T，从当前玩家角度的游戏胜利者
 
 14：储存数据三元组（st，πt，zt）
 
 15：end for
 
 16：从自我博弈之前的迭代轮数中均匀地采样数据（s，π，z）
 
 17：训练神经网络（p，v）=fθi（s）
 
 18：end for
 
 为了能够在棋类游戏中进行通用的训练，DeepMind的研究人员提出了AlphaZero，保留了AlphaGo Zero中的一些优点：不需要人工特征、利用深度神经网络从零开始强化学习、利用蒙特卡罗树搜索、加快训练效率、减小网络估计的比赛结果和实际结果之间的误差。表9.1列出了AlphaZero和其他方法的效果比较。
 
  
  表9.1　AlphaZero和其他方法的效果比较
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 AlphaGo Zero是针对围棋设计的，围棋只有胜负两种结果，因此它在胜率的预计中只考虑了这两种情况。为了适用于更多棋类游戏，AlphaZero对比赛结果的考虑更加多样化，包含了平局甚至其他结果。另外，由于围棋的棋盘是完全对称的，即具有旋转和镜像不变性，AlphaGo在设计中利用这个特点做了数据增强的处理，为每个棋局做8个对称的增强数据，并且在蒙特卡罗树搜索中，也会对棋局先进行随机的旋转或者镜像变换。国际象棋和日本象棋显然是不对称的，因此这种数据增强的方法在AlphaZero中不再适用。AlphaZero面向多种棋类游戏，但是它们都使用同一套超参数，并没有针对单独的游戏做超参数调整；只是在向策略中加入噪声（加大探索）时考虑了游戏的特点，即噪声的大小会根据每种棋类游戏的可行动作数目成比例缩放。
 
 基于上述设计，DeepMind的研究人员用同样的算法设定、网络架构和超参数，分别训练了国际象棋、日本象棋、围棋的三个AlphaZero实例。以Elo为标准进行考察的话，AlphaZero在未完成全部的70万步训练之前，就已经在这三种棋类游戏上打败了之前表现最好的模型或程序：国际象棋上的Stockfish、日本象棋上的Elmo和围棋上的AlphaGo Zero。从两两对战的实际表现上看，AlphaZero在国际象棋中面对Stockfish未输一局，在日本象棋中共输8局，而在围棋上对AlphaGo Zero的胜率达到了百分之六十，如表9.1所示。
 
 9.2　牌类游戏
 
 AlphaGo及之后的系列改进在棋类游戏中取得耀眼成绩，达到了人类的顶尖水平，由于公认围棋的难度在棋类游戏中是较高的，这也意味着目前的棋类游戏大都可以使用深度强化学习技术。
 
 牌类游戏与棋类游戏存在明显的不同，其的人工智能研发也会更加困难。首先，棋类游戏的信息是完备的，各方的棋子放在哪里，手上还有多少棋子是非常明确和清楚的；但牌类游戏则完全不同。以麻将为例，一共136张牌（有些玩法不是），每个玩家只能知道自己手中的十几张牌和所有人已经打出来的牌。这意味着多人的非完美信息的博弈，玩家需要根据众多的隐藏信息来决策。其次，牌类游戏的玩法和计分规则更加复杂，相对于围棋单局胜负的规则，麻将的有些玩法会在一轮中有多局计点的概念，有些高手会策略性地输掉一些局，而不一定每局都赢。再次，除了正常出牌，麻将还有吃碰杠等操作，会影响所有人拿牌的顺序，并极大影响最终比赛结果。为了在牌类游戏中研发出更加聪明、水平更高的人工智能，微软亚洲研究院的研究人员提出了Suphx，它在国际知名的麻将对战平台“天凤”上取得了十段的成绩，实力超越该平台公开房间顶级人类选手的平均水平［38］。
 
 9.2.1　Suphx的五个模型
 
 如前所说，麻将中存在很多丰富的场景和动作，比如吃牌、胡牌、开杠等，这些操作存在明显差异，会对游戏产生很大影响。Suphx为了解决这个问题，分别训练了丢牌模型、立直模型、吃牌模型、碰牌模型以及杠牌模型，另外针对在可以赢牌的时候选择不赢（考虑到积分）的行为，也设定了规则。
 
 这五种模型都使用CNN建模，结构上也大体相同，但是在输入输出上存在一定的差异。具体到模型输入上，主要包括两大类信息：一是当前能够观测到的信息，比如玩家自己的牌、已经公开的牌，以及每个玩家的得分、段位、座位等。二是关于未来的预测信息，比如还需要哪些牌就可以胡牌，可以赢多少分等。
 
 9.2.2　Suphx的训练过程和算法优化
 
 宏观上来说，Suphx的训练过程可分为如下三个阶段。第一阶段，利用天凤平台的高手游戏数据，训练上面的五种模型，取得基准效果；第二阶段，基于上述基础模型，继续进行自我博弈，提升模型的效果；第三阶段，将模型放到线上，进行实时的自适应训练进一步提升模型能力。
 
 麻将的玩法和计分规则非常复杂，这使得奖励的设定变得困难。如果仅以单独一局胜负作为奖励的话，不但会有奖励稀疏的问题，还会有正确性的问题，因为并不是每一局都以胜利为目标，也就是说麻将的奖励信号需要考虑一轮的整体情况。为了解决这个问题，Suphx使用模型来预测奖励，称为全局奖励预测器。全局奖励预测器是使用递归神经网络（GRU），根据本局和之前所有局的信息来进行预测的。模型训练采用了天凤平台上高手玩家的游戏数据，以便拟合人类行为。
 
 对于麻将这种非完备信息的博弈，一个动作的好坏往往很难评价。比如当前扔掉三万或者七万究竟哪个更好？这和其他玩家的牌以及还没被抓到的牌都有关系。为了加速训练，Suphx使用了“先知教练”的方法，即让其可以看到所有的牌，并对其进行训练。基于所有的信息，“先知教练”很容易成为麻将高手。之后，Suphx会逐渐增加掩码（mask），减少先知教练所能拿到的其他信息，逐步过渡到正常的人工智能。之后，再继续训练这个人工智能，逐步提高它的能力。
 
 9.2.3　Suphx的线上实战表现
 
 经过上述优化后，Suphx的麻将人工智能在天凤平台上与真实的人类玩家进行了对战。在对战了5000场以后，它最后达到的段位是10段，安定段位是8.7段，超过了天凤平台上另两个知名AI的水平和人类顶尖玩家的平均水平。表9.2展示了Suphx在对战中的统计数据，包括1/2/3/4位率、胡牌率以及点炮率。可以发现Suphx特别擅长防守，它的4位率和点炮率（deal-in rate）非常低。
 
  
  表9.2　Suphx线上真实对战的表现
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 Suphx在麻将上取得了很好的效果，证明强化学习应用于牌类游戏是非常有效的。除了麻将，也有一些研究人员尝试利用深度强化学习来玩扑克，比如玩斗地主［31］，玩德州扑克［11］等，都取得了不错的成绩。
 
 
 10　深度强化学习在电子游戏中的应用
 
 随着计算机的快速发展，游戏的形式也逐渐发生了巨大的变化。计算机提供的强大计算性能使游戏开发者能够设计出各种画面逼真、玩法多样的游戏，这些游戏的表征比棋盘类游戏更加复杂，基本上很难通过简单的代码来模拟，需要真实的游戏软件来运行。因此，这类电子游戏天然地就会比棋盘类游戏有更高的仿真代价，虽然有些视频游戏难度并不比棋盘类游戏高，但是由于需要依靠游戏软件本身去运行，并不能直接套用很多在棋盘上使用的技术，因此也对算法提出了更高的要求。下面我们从两个类型不同、学习难度不同的游戏来了解深度强化学习是如何应用的。
 
 10.1　研发游戏中的机器人
 
 10.1.1　单机游戏
 
 第一类是单机游戏。什么是单机游戏呢？其主要的特点在于玩家所玩的游戏内容都是游戏开发者预先设计好的内容，其中可能存在一些随机的因素，但不会针对玩家的游戏策略产生改变，或者说应对方式比较有限，因此游戏的环境可以认为是相对稳定的。结合前面介绍的知识，相信读者都能理解在这种情况下，强化学习是能够比较直接地训练出一个出色的玩游戏的智能体的：只要挑选合适的算法，让它在这个环境中不断试错即可。
 
 这种单机游戏的应用，目前最常见的就是在Atari2600平台上的游戏。Atari是一家成立于1972年的计算机公司，他们在1977年发行的游戏机Atari 2600中涵盖了Pong、Asteroids、Breakout等不同类型的经典游戏，如图10.1所示。这些游戏一直备受广大玩家欢迎，这使得Atari在电子游戏历史上有着举足轻重的地位。几十年过去了，现在很多游戏中依然能看到当初Atari游戏的影子［46］。
 
  
  [image: img] 
  图10.1
 
 
 
 这类游戏的解决方案，简单来说就是将游戏画面作为强化学习的状态表示，游戏中的具体操作作为强化学习的动作输出，游戏里的得分作为奖赏反馈，运用异策略的算法不断从轨迹中选择优质样本进行策略更新，如图10.2所示。
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  图10.2
 
 
 
 值得一提的是，在大多数以DQN为基线解决Atari问题的工作中，在论文Deep Learning for Real-Time Atari Game Play Using Offine Monte-Carlo Tree Search Planning中提到的方法和前面提到的AlphaGo Zero的方式有些接近（实际上AlphaGo Zero论文里也引用了这篇论文）。该论文关注如何提高回放内存中的数据质量。假如Atari的每一步都是可以仿真的，那么也可以像围棋那样使用蒙特卡罗树搜索的方法，得到每一步更佳的动作。这篇文章使用了一个开源的模拟器Arcade-Learning-Environment来做这件事，通过离线的蒙特卡罗树搜索来产生训练数据，然后交由DQN学习，这里的蒙特卡罗树搜索和AlphaGo Zero一样，都是深度强化学习的提升器。
 
 10.1.2　对战游戏
 
 第二类是对战游戏。对战游戏需要同时至少有两名以上的玩家参与，中间既有竞争，也有合作，具有很强的策略性。而且，由于对手不同，需要的应对策略也不同，整个问题的复杂度要远高于单机游戏。其实前面提到的棋盘类游戏也都属于对战类游戏，但是由于规则比较明确，并且游戏表示比较简单，因此解决起来相对比较容易。这类对战游戏规则往往比较复杂，比如大家熟悉的《星际争霸》《王者荣耀》等，不仅有绚烂的游戏画面，游戏本身的内容也比较丰富，还有数量庞大的技能、角色等。这使得很多运用在棋牌类游戏上的技术无法使用在这类游戏上，必须寻找新的技术。下面以复杂的《星际争霸》游戏为例，介绍在《星际争霸》的求解过程中，深度强化学习是如何发挥作用的。
 
 《星际争霸》在游戏上被定义为即时战略游戏，特点是需要通过采集资源、建设基地、发展科技、生产单位最终达到消灭对手的目的。它包含的元素很多，这些元素在游戏中都是实时进行的，这对玩家的反应和操作能力的要求都非常高。下面具体了解一下它的难点。
 
 （1）多智能体问题：《星际争霸》可以被定义成多智能体问题。什么是多智能体呢？这里的智能体实际上有两层含义。一是玩家层面，比如我们现在已熟知的AlphaGo就是一个智能体。它能够从全局调用一切己方资源，与另一智能体相抗衡（另一台电脑或者人类玩家）。二是游戏元素层面，星际游戏中有很多单位（或者通俗一些说是小兵）供我们操作（比如采集资源、修建建筑、进攻等等），这些单位本身也可以看成是一种智能体，因为它们要不断决策：决定什么时候、在什么地方、做什么事情。即使我们只考虑一对一的情况，玩家也需要考虑如何协调上百个单位完成目标，本身仍是一个多智能体问题。
 
 （2）不完全信息博弈：《星际争霸》中存在战争迷雾，也就是己方的单位是具有视野范围的，视野范围之外的情况是未知的。因此假如没有侦查的话，无法知道对方在进行什么操作。但侦查是有风险的，一方面对方可能会杀掉侦查单位，另外一方面可能会做一些假操作来迷惑己方。
 
 （3）状态、动作空间巨大：《星际争霸》是3D电子游戏，游戏场景非常复杂，有很多炫酷的特效；游戏的场景变化也是连续的。围棋棋局的描述，可以用简单的网络表示，并且每个状态都是离散的。《星际争霸》的状态表示要复杂得多，状态空间也远比围棋要大得多。在动作空间方面，围棋只需要考虑在棋盘什么地方下子，总共只有两百多种选择，比如Atari只有一个摇杆几个按键，操作相对都是非常简单的。但是在《星际争霸》里，需要操作的单位非常多，比如需要控制单位的移动和攻击，每种单位可能又有特殊的技能，还需要控制技能释放的时机、对象或者范围。
 
 （4）节奏快，时间长：一局《星际争霸》可能会持续十几分钟到一个小时，包含成千上万帧的数据和操作，这使得模型不得不在一个很长的序列中学习决策，而且每一步决策都需在较短时间内完成。这对算法学习提出了很高的挑战，因为强化学习需要依据最终的反馈学习，长序列会使得反馈信号非常稀疏，导致学习效率非常低。
 
 面对这个问题，DeepMind再次给出了解决方案——AlphaStar，又一次击败了顶尖的人类玩家。下面简单地看一下AlphaStar是如何利用深度强化学习的［72］。
 
 AlphaStar按照图10.3的MDP进行建模，它观察全局地图和所有单位的信息，状态包括历史上所有的观测和动作，即st=（o1：t，a1：t）。为了能够更好地捕捉观测中的重点内容，观测内容都会使用自注意力机制处理；为了解决部分观测的问题，使用了能够对时序信息进行建模的LSTM（Long Short Term Memory）网络。动作被建模成若干部分：动作的类型、动作执行者、动作的目标及下一次动作的时间；动作会被发送给监控层来控制动作速率。
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  图10.3
 
 
 
 第一步，首先利用人类的数据进行监督学习的训练，训练目标是拟合观测到动作输出的概率，希望模型预测的动作概率与人类数据统计的KL散度尽可能小。
 
 第二步，使用强化学习作为策略优化器来最大化模型能够取得的胜率，强化学习采用的是一种类似Advantage Actor-Critic的结构，并且增加了经验池来增加数据的利用率，因此算法是一个异策略的算法。为了减少由Actor产生的动作和Learner计算梯度之间的滞后，使用了V-trace的方法来处理这些异策略的数据。具体来说V-trace定义为
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 其中μ为行为策略。V-trace在前面的IMPALA算法中提过，这里简单回顾一下，其定义为
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 其中μ为行为策略，[image: img]是值函数V的时序差分。[image: img]是截断的重要性采样权重。使用V-trace的算法梯度更新方向为
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 策略参数ω的更新为
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 为了缓解奖励稀疏的问题，使用了TD（λ）技术，并且用了一个新的自我模仿学习（self-imitation learning）的技术UPGO（Upgoing Policy Update），它会按如下的方向更新策略参数：
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 这个方法使得如果有一个好于平均的轨迹，那么在最后一步的奖励就会比较容易地传播到每一步，而不会轻易地衰减。
 
 前面主要讲解了应用的强化学习算法，但是其中还有一个最关键的地方，那就是应用强化学习的环境。这里环境的内涵更丰富了，因为除了包括游戏本身，还包括对手。能否训练出一个比较强的策略其实很大程度上取决于对手的选择，俗话说“两个臭棋篓子越下越臭”就是这个道理。为了解决这个问题，AlphaStar引入了联盟的机制，在联盟中有三种策略集合，分别称为Main Agent、Main Exp loiter、League Exp loiter。它们的区别在于选择对手的机制不同，以此增加联盟中的策略多样性。
 
 ·Main Agent：选择所有过去的对手进行对抗，希望能够找到对抗历史上智能体分布的一个策略。
 
 ·Main Exploiter：只针对当前的Main Agent，为的是找到当前策略的弱点。
 
 ·League Exploiter：针对所有Main Agent的历史版本，为的是找到当前联盟中的弱点。
 
 联盟流程图如图10.4所示。
 
 除此之外，AlphaStar还给神经网络引入了一个先验概率z，它主要从人类数据中学习得到，包含了各种建筑、单位、技能的建造升级顺序。通过z可以实现大幅度探索，避免学习卡在某个局部最优解中。
 
 使用上述的算法，在32块TPU上训练了44天的模型最终能够在星际争霸游戏的战网上，随机进行比赛，每个种族进行20局比赛，取得了超过99.8%的人类玩家的得分。
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  图10.4
 
 
 
 从上面的介绍可以看到，在这类比较复杂的游戏中，强化学习更多的是扮演某种指定策略的求解器，整个游戏的求解还需要依靠博弈论、多智能体等其他领域的方法。当然并不是每个对战游戏都像《星际争霸》这样复杂，但是都逃不掉对对手的策略建模的问题，单纯依靠深度强化学习已经不够了。不过，在整个求解过程中，深度强化学习依然是一个重要而有效的部件。
 
 10.1.3　小结
 
 在以往的游戏Bot或者NPC的设计中，开发者都会采用有限状态机、行为树等规则形式的构建方法，但是随着游戏的类型越来越复杂，玩家的水平越来越高，开发者已经越来越难构建出一个合格的状态机或者行为树。即使花了大力气构建出来，行为模式往往也很单一或者能力比较差，这极大限制了游戏的体验。由于游戏中少不了非人类角色，游戏开发者不得不考虑如何得到比较高质量的模型。深度强化学习提供了一种全新的游戏NPC的设计方式。它不需要人类玩家的数据就可以达到甚至超过人类玩家的水平，这种特点非常适合应用在游戏研发的过程中，在游戏上线之前就能制作完成游戏的NPC。当然目前的技术依然有很大的进步空间，比如，对于复杂度比较高的游戏，使用深度强化学习是非常消耗计算资源的，甚至还需要结合其他技术才能真正制作出一个出色的游戏NPC。这对于游戏开发的成本是比较大的挑战。除此之外，真正应用到游戏上，还需要考虑拟人性（不能出现非人的操作）、能力分级（需要有不同能力的模型去适配不同能力的玩家）等问题，这些并不是目前的深度强化学习技术可以解决的。
 
 10.2　制作游戏动画
 
 前面主要介绍了深度强化学习在设计游戏Bot或者NPC中能够起到的作用，实际上在游戏制作中，还有一个非常重要的部分：角色动画。这个部分甚至比制作NPC还重要，因为一个游戏也许可以不需要NPC，但是只要游戏中存在角色，角色动画是必须有的，而且它的质量高低是决定游戏品质的重要指标。3A级的游戏大作无一不在这个方向上投入了大量的研发资源。传统的动画制作通常是基于物理原理开发的，虽然可以为角色生成鲁棒、自然的动作，但是这些方法通常都需要非常专业的领域知识，深入到特定的场景中梳理控制结构，设计有限状态机或者动力学模型等。这使得尽管开发出来的角色动画能智能地完成某些特定任务，却无法扩展到更多动态的场景中。
 
 利用深度强化学习，就可以既取得比较好的泛化性能，又能得到更自然的动作［51］。下面我们介绍DeepMimic提出的一个深度强化学习的框架，它使游戏角色能够从人类动作捕捉的参考运动片段中学习到和人类动作几乎难以区分的高难度动作［50］。
 
 单纯使用强化学习可能会由于奖赏设计不合理，导致动画出现一些非常不合理或者不自然的动作，因此考虑引入人类的数据来驱动。在此之中，强化学习策略是通过模拟人类示范的运动来训练的。智能体的训练目标就是再现给出的参考运动。假设依照姿态的顺序参考的运动表示为
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 其中[image: img]是在t时的目标姿态，奖励函数设计为最小化目标姿态[image: img]和模拟姿态qt之间的最小均方误差
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 使用PPO对目标进行优化，可以开发出如移动、杂技、武术、跳舞等高难度动作。
 
 除了奖赏设计，算法还做了两项针对性的优化：参考状态初始化和提前终止。
 
 假如智能体尝试模仿后空翻，通常它必须先观察到成功的后空翻数据才能知道哪些状态能够得到高的奖赏，但是由于后空翻对于起跳和着地的初始条件都很敏感，在随机探索中，这并不太容易达成，因此导致成功的样本非常稀少，学习非常困难。为了缓解这个问题，算法把智能体的位置初始化到参考动作中随机采样到的状态，即使不知道如何达到这些中间状态，智能体也能学习到从哪些状态能获得更好的奖励。这就是参考状态初始化的技巧。
 
 提前终止主要用于提高仿真效率。如果智能体困在某个状态中，不再可能成功学到目标动作了，那么我们应该提前终止这次模拟。仍然以后空翻为例：如果不采用提前终止技巧，那么在学习的早期，策略往往是非常糟糕的，智能体一旦摔倒，就很难恢复到原来的状态中，它会把大量时间浪费在地上挣扎，极大影响学习效率。
 
 10.3　其他应用
 
 用深度强化学习来玩游戏，制作游戏内的Bot或NPC是最自然的应用，业界已有一定的积累。角色动画的生成也是目前学术界和游戏工业界都很关注的问题，将强化学习与一定量的参考动作结合，可以生成具有一定质量的动画序列，提高游戏开发的效率。除此之外，深度强化学习也能应用到游戏的智能化运维、精细化运营中。
 
 游戏内存在大量个性化推荐的场景，很多游戏中都有商城提供购买道具等增值服务。不同的游戏阶段，打法不同、玩家购买力不同，都会导致玩家对游戏内道具的需求和偏好有所不同，因此道具的推荐是必须的。可以通过朋友圈广告、微信游戏、QQ游戏、QQ游戏大厅、WeGame平台等多种方式推广游戏来触达用户，这也意味着需要给用户合适的推荐，才能提升用户体验，增加转化率。
 
 除此之外，游戏中还有其他广泛的场景。有些游戏中存在智能对话机器人，能够在游戏过程中与玩家互动、解答玩家疑问。比如腾讯推出的知几人工智能伴侣。实际上，现在有不少工作正是应用深度强化学习来训练对话系统的，并在多轮对话的场景下取得了不错的效果。另外，在游戏的研发历程中，往往需要经过多轮测试，如果在复杂游戏中用纯人工的方式测试，则费时费力，代价很大，一些现有的自动化工具也仍然有很多问题。一种自然的方式是利用深度强化学习的方法训练一个游戏内机器人，并调整相关目标和参数，让机器人在游戏的场景下进行各种探索和尝试，触发相关异常，对游戏进行测试。
 
 
 11　深度强化学习在推荐系统中的应用
 
 互联网的爆炸式增长产生了大量数据，在给用户带来大量内容产品的同时，也加剧了信息过载问题。因此，如何在合适的时间和地点识别出满足用户信息需求的对象越来越重要，这促使了三种具有代表性的信息搜索机制的诞生，即搜索、推荐和广告。搜索系统可以输出与用户查询匹配的一组对象；推荐系统可以根据一定规则或历史数据等生成一组与用户的兴趣偏好匹配的对象；广告机制类似于搜索和推荐，期望呈现的对象是广告。推荐系统目前应用得非常广泛，比如音乐APP中的“今日推荐”功能、视频网站中的“猜你喜欢”、购物网站中的“商品推荐”，乃至如今很火的短视频APP中的视频推荐等。
 
 如何改进推荐的结果以更符合用户兴趣，增加用户点击率等一直都是推荐系统所努力的目标。但是，传统技术会面临一些共同的挑战，需要用新的方法解决。比如，传统方法总是以用户当前的反馈作为目标，像点击率（CTR）、收入和停留时间等，也就是说，只会最大化短期收益，而不会考虑所推荐的结果在长期中的影响。另外，传统方法会将整个系统作为一个静态的环境来求解，从以往的数据中得到相应的结果后，就固定地最大化利用，而不考虑这种人与系统交互过程中存在的动态变化。
 
 近年来，深度强化学习技术获得了快速的发展，并在很多领域中得到了广泛应用，其中也有不少的工作是将其应用于推荐系统中的。一般而言，可以把整个系统与人交互的过程定义为环境，系统的引擎定义为智能体，所要优化的就是引擎的推荐策略。在这个过程中，智能体可以根据用户在交互过程中的实时反馈不断更新策略，并且可以利用强化学习的方法最大化长期回报。
 
 11.1　适用的场景
 
 11.1.1　动态变化
 
 传统的推荐系统的技术，都是利用用户之前的数据离线训练，再将得到的模型放到线上进行预测的。这种方法有效的前提是用户的偏好稳定不变，即静态的。否则，根据之前的数据训练得到的模型与当前的情况显然会存在明显的差别。
 
 强化学习方法的训练过程则采取与环境的交互来更新模型，这就意味着它天然地适合动态变化的设定。利用MDP的形式建模，用状态来描述用户当前的各种信息以表征其偏好，状态的转换则可以表达用户可能的偏好变化。具体地，可以将用户的长期属性和当前的实时属性及行为信息作为状态，推荐系统给出相应结果（即动作），再根据用户的反馈（点击，跳过，购买等）得到奖赏，同时转移到下一个状态。
 
 11.1.2　考虑长期利益
 
 通常的推荐系统都只考虑当前的一些指标，比如CTR，并追求不断提高指标，以表示推荐系统的效果得到了提升。因此采取的训练方式就可能会是将系统之前做出的推荐结果、用户的特征和用户是否点击的情况联合起来作为训练样本。然而，CTR提高并不总是代表着更好的结果，比如可能是推荐了太多标题党的文章，或者总是推荐类似的内容等。这就意味着当前的推荐系统并不利于获得长期利益，如用户的满意度、最终的转化率等。
 
 同样地，强化学习本身的设定就是延迟奖赏，考虑更长期的利益获得，而非仅仅当前的瞬时奖赏。一个可能的简单形式是，在给推荐系统的问题建模时，除将一些立即可以得到返回的行为作为瞬时奖赏外，还将其他更长期且重要的行为作为结局奖赏，经过一定的参数调整后，系统可以综合考虑当前的指标与长期的利益。
 
 11.2　淘宝锦囊推荐中的应用
 
 11.2.1　淘宝锦囊推荐介绍
 
 南京大学和阿里巴巴合作，在淘宝的锦囊推荐系统中应用了深度强化学习技术，并获得了推荐指标的提升［16］。在手机淘宝中，用户可以通过输入相应的查询来搜索自己想要购买的商品，系统会返回排序后的商品列表。用户的查询质量会极大影响最终发现满意商品的时间和机会。比如用户输入的只有“连衣裙”，搜索引擎会返回大量的可能结果，而实际上当前用户可能仅仅对其中“粉红色的连衣裙”感兴趣，那么有大量的商品结果是无效的，降低了用户找到满意商品的效率。
 
 为了帮助用户细化查询的意图，淘宝增加了锦囊用于更细致地切分用户意图，比如当用户输入“连衣裙”后，可以在商品结果页中插入一个颜色类型的锦囊，里面提供比如粉红色、白色等选项让用户点击，当用户点击其中某个词后，就可以将它与原始的查询合并，得到一个更加具体的查询。锦囊的类型有很多种，比如细选，适用年龄等，如图11.1所示。
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  图11.1
 
 
 
 那么，是否在当前的页面下向用户展示锦囊，或者展示何种类型的锦囊？这是一个典型的推荐系统问题。在这个推荐系统中，需要利用用户的历史行为、当前的实时行为、本次的搜索需求等指标，提供合适类型的锦囊产品。同时，需要在不增加产品本身曝光度的前提下，提升用户的点击率，为用户的购物提供方便，如图11.2所示。
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  图11.2
 
 
 
 11.2.2　问题建模与推荐框架
 
 为了利用用户的实时信息，并优化长期收益，可以利用强化学习对问题进行建模。强化学习通常会被建模成MDP的形式，其各个部分分别如下。
 
 状态
 
 用户在淘宝中会留下很多信息，其中有用户自身的一些属性，比如性别、年龄、地域等特征，也有其在淘宝上的浏览消费等行为的属性，比如购买力，商品偏好等。此外，也应当考虑查询和锦囊的属性，比如当前查询的类型，查询与锦囊类型之间的关系，用户对锦囊类型的偏好情况等。最后，还应该考虑用户当前的实时属性，比如用户当前的行为、页面编号、查看和点击的商品的特征等。该状态组成如图11.3所示。
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  图11.3
 
 
 
 动作
 
 推荐系统的场景是决定在当前页面上给用户提供何种类型的锦囊产品，因此直接将类型的ID作为最后要预测的动作。所有锦囊类型的数量就是动作空间的大小，考虑到类型可能较多，需要在网络上做一些处理。
 
 奖赏
 
 奖赏的设定决定了整个系统的训练目标。系统的目标是能够在合适的时间给用户提供合适类型的锦囊，这也就意味着用户对锦囊的点击行为应是奖赏设定的来源。同时，锦囊作为一个导购类的产品，其最终目标应当是成功帮助用户找到想要的商品，这意味着因用户点击锦囊而发生的购买行为也是奖赏设定的来源。
 
 具体地，在点击锦囊的设定上，要考虑用户对锦囊点击行为的发生时间和用户本身对锦囊的使用情况。在发生的时间上，如果用户在前面显示的页面就有点击行为，说明推荐的结果更加符合用户的需求，能够减少用户翻页的时间；而在很靠后的页面上再去点击，其意义相对来说要小一些，因此，我们设定了这样的奖赏形式：
 
 
  [image: img]
 
 
 其中，出现点击行为树时I取值为1否则为0，x为点击发生的页数，α是一个参数。
 
 用户自身对于锦囊这个产品的使用存在不同的差异，有些用户使用很多，有些使用较少。从这个角度上说，同样发生了点击行为，发生在很少使用锦囊产品的用户上，说明这次推荐更加准确、更有意义，应该给予更多的奖赏，因此有了下面的奖赏形式：
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 其中，y表示用户在最近的100次PV中点击锦囊的次数。
 
 成交行为上，主要从锦囊本身的导购属性出发，最终目的就是方便用户更快找到期望的商品并购买。这就意味着通过使用锦囊最终发生了成交，自然应当给予一定的奖赏，以促进交易行为，因此有了下面的奖赏形式：
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 其中，发生交易则c为1否则为0。最后，结合上面的三种奖赏即可得到：
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 α和β是各自的权重，经过上述处理，就得到最终的奖赏设计。
 
 11.2.3　算法设计与实验
 
 分层采样池
 
 在前面的章节中，我们提到，DQN中使用了一个经验回放池来保存历史样本，并在之后的训练中从中随机采样进行训练。通过这样的处理，DQN减少了样本之间关联性太强对训练造成的负面影响，提升了训练效果。然而在真实的推荐系统中，环境的动态变化更加复杂，一定时间内的用户分布情况可能与真实的用户分布不同，甚至存在特别大的差异。不同时间内的样本分布的差异会使最终估计的Q值波动较大，即存在很大的方差。为了解决这种环境中的动态变化带来的方差过大的问题，这个动作中使用了分层采样池的方法。
 
 分层采样是一种概率采样的技术，是将整个样本划分成L份，再从每一份中抽取一定样本的方法。假设子集l中有N l个样本，即[image: img]，且样本的值分别是[image: img]。分层采样的方法就是从l中抽取nl个样本，使得[image: img]，而不是直接从原始的样本中采样。l上的均值和方差可表示为
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 令[image: img]，则对整个样本而言，上述统计量可表示为
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 其中，[image: img]，从式（11.8）中可以看出，如何分配l中抽取的样本非常重要，最终会影响方差的大小。
 
 样本分配有两大类方法，分别是按比例分配和最优分配。最优分配需要用每个子集的方差来获得样本分配的大小，在很多情况下很难适用。按比例分配就是使得[image: img]，也就意味着[image: img]。此时，可以得到
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 即分层采样的形式能够有效降低方差。
 
 在上述结论的基础上，这个工作提出将DQN中所使用的随机采样的形式替换为分层采样。具体地，利用用户一些固有的长期稳定属性来进行分层，之后这些样本仍然放回经验回放池，在使用样本的时候根据这些属性来抽取，而不是使用均匀随机采样。通过这种方式可以提高动态环境下的学习性能，减少数据分布变化带来的波动，降低奖赏估计的方差。
 
 近似遗憾奖赏
 
 除了上面提到的动态环境的变化，还存在其他一些影响的情形。比如，在淘宝上，不同时间段的CTR是变化的，这个并不受平台的搜索排序或者推荐策略影响，而是平台本身的固有属性。显然，这种变化会使得完全相同的推荐结果得到差异很大的奖赏，导致奖赏估计出现非常大的波动，令最终的学习效果变差。
 
 为了解决这个问题，提出了近似遗憾奖赏的方法，即随机选择一些用户作为对照，利用之前训练的离线监督模型进行推荐，并按照同样的方法来计算其中的平均奖赏rb，以此为基准，将之前的奖赏与此作差来修正环境变化的影响。
 
 实验结果
 
 将原始的DQN算法与两种弥补环境动态变化影响的技术相结合，就得到了Robust DQN算法，如Algorithm 10所示。
 
 将Robust DQN算法运用到淘宝锦囊推荐中，也取得了不错的效果，如图11.4所示。其中，DL代表同样网络结构同样特征的一个离线训练的模型的表现，DDQN则是利用Doub le DQN算法得到的结果，SSR表示只在DDQN上采用分层采样池获得的表现，ARR则是在DDQN上采用了近似遗憾奖赏的表现。从这个结果可以看出，DL每天的表现都是最差的，而分层采样池和近似遗憾奖赏都有效地提高了表现。Robuts DQN在结合了前面两种策略的基础上取得了最好的表现，证明它能够更好地适应淘宝零售交易平台这一真正高度动态的环境。
 
 这里列举的只是深度强化学习在推荐系统中应用的一个例子，实际上，已经有很多成功案例。YouTube就在视频推荐中使用了异策略的算法来进行Top-K的推荐，论文作者Minmin Chen也公开宣称线上实验效果显示这是YouTube单个项目近两年来最大的奖赏增长［14］。京东在京东商城上线了强化学习推荐，分别应用于List-Wise，Page-Wise等诸多推荐场景，取得了不错的效果［81，80］。
 
 Algorithm 10 Robust DQN算法
 
 Require：
 
 D：经验回放池，N r：回放池最大尺寸
 
 θ：初始的网络参数，θ-：θ的一份拷贝，
 
 N b：训练使用的batch size，N-：target网络更新的频率
 
 rbenchmark：实时更新的奖赏.
 
 1：for回合e∈1，2，3，···，M do
 
 2：for t∈0，1，···do
 
 3：从环境中得到状态s，动作a，奖赏roriginal，下一状态s′
 
 4：计算近似遗憾奖赏：r=roriginal-rbenchmark
 
 5：将样本加到（s，a，r，s′）回放池D中
 
 6：if|D|≥N r then
 
 7：取代最老的一批样本
 
 8：end if
 
 9：利用分层随机采样方法来生成minibatch为N b的样本（s，a，r，s′）～SRS（D）
 
 10：为这N b个样本分别建立一个目标值：
 
 [image: img]
 
 13：利用损失函数||yj-Q（s，a；θ）||2来做梯度下降，更新参数
 
 14：每间隔N-步更新：θ-←θ
 
 15：end for
 
 16：end for
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  图11.4
 
 
 
 
 12　深度强化学习在其他领域中的应用
 
 相比在游戏和机器人领域中的广泛应用，强化学习在其他领域目前处于小试牛刀的阶段。但是除了前面章节提到的自然语言处理和推荐系统，强化学习在金融交易、无人驾驶和自动调参等需要决策的领域也有一些进展。我们期待，随着强化学习理论和算法的进一步发展，它能够在更多的应用场景中落地，发挥更大的作用。
 
 12.1　在无人驾驶中的应用
 
 无人驾驶技术主要分为两大部分，一部分是感知，主要通过各种传感器（激光、雷达、视觉等）感知周围环境；另一部分是控制和决策，主要通过感知到的周围环境来控制车辆运行，例如，左转、加速、避障等。端到端（End to End）的无人驾驶框架可以参考图12.1。在感知这部分，深度学习的应用已经非常广泛，但现有的算法更多是进行目标的检测和跟踪，只能得到当前和过去环境的信息。实际上，驾驶时需要对环境进行实时推理和预知。在这个方向上，强化学习也被用来感知行人的行动（如是否过马路）、交通状态的预测［73，48］。
 
 规划（planning）和控制（control），更多通过状态机和决策树的算法来处理。但是这些算法很难解决现实世界中面临的各种状况，也很难保证实时性和稳定性。因此人们很自然地会考虑使用强化学习方法来突破现有控制决策的局限性。
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  图12.1
 
 
 
 一部分研究者的想法是在无人驾驶控制的某些比较难以使用状态机建模的子问题上使用强化学习，而整体的控制框架仍然基于决策树。比如我们可以用强化学习来决定何时变道、何时超车以及保持车道稳定不抖动。
 
 还有一些研究者专注于使用模仿学习来学习不同驾驶者的风格。模仿学习是在无人驾驶中应用强化学习的很重要的思路。如何利用少量的人类驾驶样本，让驾驶模型更好地收敛，其实是整个强化学习都希望解决的问题。当然，研究者的最终目标是要实现基于强化学习的端到端的系统。
 
 在英伟达的论文中，模型可以控制汽车左转和右转，并通过一名人类司机在无人车中进行控制，如果模型的动作出了问题，司机可以纠正。这样，通过司机是否选择纠正，可以给予模型奖赏或惩罚。这相当于在强化学习中，Critic的作用被一个真实的人类专家取代了。这样操作的成本是很大的，需要收集足够多的人类样本才能训练出一个可用的模型，并且模型的泛化性还不一定很好［9］。
 
 无人车明星公司Waymo的思路也差不多，即通过人类样本来模仿学习，如图12.2所示。在真实世界完全依靠强化学习会面临车毁人亡的可能性。因此还有研究者尝试通过赛车游戏“侠盗赛车”（GTA）来训练无人驾驶模型，再切换到真实环境中继续训练。这样至少在真实环境下，模型不会在一开始的时候什么都不会［3］。英特尔也在2017年提出了无人驾驶车的城市环境模拟器CARLA。
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  图12.2
 
 
 
 总体而言，在无人驾驶上真正应用强化学习面临许多问题。比如强化学习的样本利用率低，需要在真实世界跑大量的数据；泛化性比较低，如果进入了一个新的路况，可能就失去行驶能力。另外，无人驾驶的目标不仅是能够把车从目的地A开到目的地B，还要考虑行驶过程的安全性、乘客的舒适度、花费的时间等。这些因素在某些程度上有可能还会相互冲突，因此要实现无人驾驶的目标还依赖于多目标强化学习的发展。
 
 12.2　金融交易中的应用
 
 应用强化学习的另一个场景是金融交易。金融交易很容易建模成一个MDP问题。我们可以把获取的市场信息作为状态，依据状态来决策，并得到回报，而这个回报不一定是即时的。
 
 有些研究是用强化学习来预测股票价格（Stock Price Prediction Using Reinforcement Learning）或者直接进行交易（Practical Deep Reinforcement Learning Approach for Stock Trading）。更进一步，浙江大学的Jiang Zhenyao利用深度强化学习框架解决金融投资组合管理问题，在某种加密货币的交易市场上，论文中提到的交易策略是其他策略收益的4倍（A Deep Reinforcement Learning Framework for the Financial Portfolio Management Problem）。研究者们在国内股票市场上对比了几个流行的深度学习算法，并取得了一定效果。
 
 在业界最早吃螃蟹的应该是摩根大通。摩根在名为Business Insider的一篇文章中，声称实现了一个基于Sarsa和Q-Learning的强化学习实时交易系统。不过在真实场景中，强化学习的表现如何，还需要更多的验证。
 
 还有研究者将循环强化学习算法模型（Recurrent Reinforcement Learning，RRL）应用在单一股票和资产投资组合等领域，并针对日内外汇市场、标准普尔500、美国短期国债等金融资产进行了测试。这种方式下最终获得的回报超过Q-Learning策略和买入持有策略，并在交易次数上明显小于Q-Learning策略。
 
 12.3　信息安全中的应用
 
 在信息安全的场景中，通常会面临对抗的问题，传统的基于规则和黑名单的安全防御机制难免会被黑客绕过。通常企业内部会部署安全措施，测试内部系统的健壮性。传统的安全攻防主要还是依靠人来发现漏洞，如果可以比较好地定义攻击动作，那么基于强化学习的方法可以更好地发现漏洞，在某些场景中提前预判一些新的攻击行为，提升整体的安全水位。
 
 例如，我们可以利用强化学习来做自动化渗透。DeepExp loit就基于Metasploit进行渗透，Metasploit给出了可用的渗透策略。DeepExploit通过构建目标机器状态，来测试不同的sp loit测试是否可以成功，并返回奖赏。根据目标机器状态，快速决策出大概率能执行成功的策略，利用策略来找出系统漏洞，提升模型防御的能力。
 
 在《Web安全之强化学习与GAN》一书中，作者也提到了利用强化学习来提升恶意程序检测能力、智能提升WAF的防护能力和智能提升垃圾邮件检测能力的例子。此处的关键是如何定义状态和动作。我们可以把入侵的策略（payload）定义为状态，而把一些常见的攻击绕过方式定义为动作，比如大小写混淆、插入注释等。通过执行一系列的动作，尝试绕过机器的防御。如果成功，就把执行的动作组合起来，成为一条可以绕过防御的链路。这个检测出来的链路就是一个安全漏洞，需要加固。
 
 12.4　自动调参中的应用
 
 另一个应用很广泛的领域是机器学习的自动调参和寻找最优参数结构，也被称为AutoML。一个AutoML任务通常被定义为，在无须人工协助的情况下，借助有限的计算资源，找到表现最好的模型的方法。AutoML需要解决几个问题：（1）自动进行特征选择，（2）自动进行模型调优，（3）自动选择优化算法。AutoML可以是端到端的管道（pipeline）模式，也可以针对其中的一个子任务优化。
 
 AutoML的算法有很多，有贝叶斯算法、多臂老虎机算法、进化算法、强化算法等。和在真实场景中的一些应用相比，在AutoML中，深度强化学习的应用是比较容易的。因为虚拟环境的搭建成本比较低，同时也可以比较容易地制定奖赏，剩下的事情交给计算机完成。
 
 强化算法中，通常会有两个任务，一个是自动搜索网络结构。Google Brain 2018年在Learning Transferable Architectures for Scalable Image Recognition中提出的NASNet是其中比较成功的算法。整体的算法由controller和validator组成，controller选取一个网络结构。基于这个网络结构，validator评估准确率，然后这个准确率就可以作为奖赏指导controller迭代。整体来看，在最终花费了2000 GPU小时之后，NASNet能够自动找到效果很好的网络结构，其在识别任务上超越了Incep tion、ResNet、MobileNet和SENet，如图12.3所示。
 
 在文章NeuralOptim izer Search with Reinforcement Learning中，强化学习被用来寻找最佳的优化算子。优化的权重方程可以转换成一个有限的搜索空间，包含sgd、rm sprop、adam等优化方法，然后用准确率作为奖赏，寻找最优的权重更新算子。
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  图12.3
 
 
 
 在模型压缩上，也可以利用强化学习方法来进行模型量化和剪枝。它本质上也是一个搜索问题。例如在HAQ和AutoQB中，我们可以在不同的层尝试不同的量化方法，在提升模型推理效率的情况下，尽量不降低模型的精度。而在模型剪枝的过程中，利用强化学习的方法，可以精细化地控制神经网络每一层的剪枝策略，保证模型大小和精度的平衡。
 
 12.5　交通控制中的应用
 
 智能交通信号灯控制对于高效的交通系统至关重要。现有的交通信号灯主要由手工制定的规则操作，而智能交通信号灯控制系统的目标是希望能够根据环境的实时变化来智能调整信号灯。
 
 使用人工智能技术控制交通信号灯是一个新兴趋势，最近的研究显示取得了不错的效果。来自宾夕法尼亚大学的研究人员提出了一种用于交通信号灯控制的更有效的深度强化学习模型［77］，并在从监控摄像头获得的大规模真实交通数据集上测试了该方法。
 
 研究人员将路口的情况，包括等待车辆数、车辆距离路口距离、路口车辆图片建模成状态，红绿灯之间的切换则作为要采取的动作，并综合考虑多种因素来形成奖赏，再利用DQN算法训练，如图12.4所示。经过强化学习训练之后，路口通行效率等指标都得到了提升，表明了方法的有效性。
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  图12.4
 
 
 

  第四部分　总结与展望篇

 
 13　问题与挑战
 
 使用了深度强化学习技术的AlphaGo战胜人类围棋冠军，之后的改进版本AlphaGo Zero甚至都不需要人类玩家的数据，就完胜人类选手，这彰显了深度强化学习在围棋项目上的成效。在AlphaGo之后，许多研究人员都转向深度强化学习的研究，很多公司的工程师们也在业务中积极应用深度强化学习技术，让人感觉深度强化学习即将迎来全面落地的黄金时代，甚至有人认为通用人工智能时代也因此即将来临。
 
 事实并非如此，深度强化学习技术自然不是包治百病的神药。我们接下来认真分析一下目前深度强化学习面临的问题与挑战。
 
 13.1　样本利用率低
 
 深度强化学习依赖于智能体的试错学习，从环境的交互中获取数据（而非利用有标记的样本），通过这些数据更新策略，再进一步与环境交互。经过反复迭代，在合适的场景和设定下，可能会学习到比较好的策略。
 
 目前业界使用较多的仍然是无模型的方法，也就是不了解环境的动态特性，只依靠交互得到的数据。显然，这会得到大量质量不高的数据。监督学习则不同，它拥有很高质量的有标记数据，样本利用率要高得多。
 
 深度强化学习技术的成功应用之一是用DQN系列的算法玩Atari 2600游戏。Rainbow DQN算法对原始DQN做了几种改进，效果超过了之前的几个版本，图13.1展示了它在Atari游戏上的效果。从中可以看到，Rainbow DQN在样本量超过1800万帧时，才能达到100%的阈值，大概相当于人类玩了83个小时。并且，这已经是经过很多次优化后的结果，Distributional DQN达到同样的表现则大概需要7000万帧，而Nature DQN永远无法达到此水平。可以看出，深度强化学习技术所需要的样本量是非常庞大的。
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  图13.1
 
 
 
 要知道，Atari上的这些比较简单的游戏尚且需要这么多的样本进行训练，那么更加复杂的游戏和其他场景下所需要的样本量就更庞大了。OpenAI基于深度强化学习技术，为Dota 2游戏研发了人工智能，并达到了人类顶尖水平，训练水平与训练时间的关系如图13.2所示。
 
 可以看出，当前版本的OpenAIFive已经消耗了800 petaf lop/s-days（1 petaf lop/s是每秒1015次浮点数运算，1 petaf lop/s-days相当于一天执行了1020次浮点数运算）的计算规模，共训练了10个月，经历约45 000年的Dota模拟对局时长，平均每天250年的模拟对局。OpenAI Five的最终版本与去年的TI版本相比，胜率为99.9%。这意味着训练过程需要消费海量数据和庞大的计算资源，成本是巨大的。
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  图13.2
 
 
 
 海量的数据和庞大计算资源，决定了深度强化学习技术在实际应用中有一定的门槛，如果没有足够的算力支撑，则很难应用在稍复杂的问题和场景中。尽管游戏客户端是天然的模拟器，可以无限地产生数据，但是大量其他应用场景的数据量是有限的，很难有效采用此方法。
 
 13.2　奖赏函数难以设计
 
 监督学习通过样本的特征与标记之间的联系进行训练，并优化损失函数来找到数据之间的关系。深度强化学习是没有标记的，因此需要人为设定奖赏，再最大化累积的奖赏值，这个奖赏值被称为延迟标记或弱标记。
 
 大胆想象一下，如果在做监督学习的时候，样本中的标记有错误会怎样？这就是监督学习中经常提到的噪声了。噪声的增加会明显降低学习效果，如果样本中的噪声特别多，就无法展开训练。深度强化学习中没有样本，奖赏就起到了类似标记的作用，显然奖赏的质量高低会显著影响强化学习的收敛速度和最终学习效果。
 
 以Atari游戏为例，其中的奖赏可以设置为玩游戏的得分，由于得分就是最终目标，它可以有效引导学习。但是，如果奖赏仅限于游戏的最终得分，对于时间较长的游戏来说，就会产生奖赏信号过于稀疏、训练缓慢的问题。因此，也可以将某段时间的得分作为奖赏，以此加快收敛速度。幸运的是，Atari游戏相对比较简单、费时不多，最终都有不错的表现。
 
 不过，在场景复杂的情况下简单地使用此种奖赏是不够的。例如论文［52］利用深度强化学习来训练机械手学习抓握的策略，设定的目标是抓住红色块，并把它堆在蓝色块上。设定的奖赏是：对于初始的抬升动作，根据红块的高度给出奖赏，奖赏函数由红块底面的z轴坐标定义。虽然最终训练得到了不错的效果，但是也产生了一些奇怪的行为，比如策略习得的行为是把红块倒转过来，而不是捡起来。因为从强化学习的角度来看，翻转动作能够得到奖赏，自然会选择此策略。为了解决类似这样的问题，一种可能的办法就是仔细地调整奖赏函数、增加新的条件、调整具体的系数，再观察实验效果，直到目标行为在深度强化学习算法中出现。当然，这种办法也很可能会出现“按下葫芦起了瓢”的现象，最终花费较多的时间。
 
 如果是更复杂的问题，又该怎么办？以Dota 2游戏上的OpenAI Five为例，Dota 2游戏过程中有许多非常不同的场景，比如对线、抓人、打野、打塔、团战等，它们都会对游戏结果产生影响，具有高度的策略性，每一个调整都会影响结局，因此奖赏的设计是相当困难的。论文中涉及奖赏设计的内容非常多，可以想象团队做了相当多的实验和比较，而且，也没有结论表明目前的设计就是最优的。
 
 13.3　实验效果难复现
 
 近年来，深度强化学习受到极大的关注，相关论文的数量增长迅速，并且涉及算法创新和工程方向。不幸的是，其中一些论文所宣称的效果却很难被复现，引发众多诟病。著名的强化学习专家Doina Precup和Joelle Pineau就曾发文批评当前深度强化学习领域论文数量多却水分大、实验难以复现等问题［30］，这在学术界和工业界引发了热烈反响。此外，Joelle Pineau在NIPS 2017的报告中也对此问题进行了详细的阐述和说明：Pineau展示了当前不同深度强化学习算法的大量可复现性实验，不幸的是，不同深度强化学习算法在不同任务、不同超参数、不同随机种子下的效果大相径庭［24］。
 
 当然，要说明的是，可复现的问题并不只在强化学习领域中存在。《自然》杂志的一项调查表明，90%的被访者认为“可复现性”问题是科研领域存在的危机，甚至有超过一半的被访问者认为问题已经到了非常严重的程度。其他的调查还表明，不同领域的研究者都有很高比例无法复现自己过去实验的情况。
 
 深度强化学习中可复现问题的存在困扰了很多研究者。深度神经网络本身是高度依赖网络结构设定和参数设置（甚至随机种子）的，但很多论文中并没有对此部分详细说明，而将主要的篇幅都放在了算法的细节和推导过程、展示实验结果上，研究者仅依靠伪代码要复现实验就变得非常困难。
 
 同时，如前面所提到的，强化学习的训练效果与所设计的奖赏密切相关，奖赏的好坏会极大影响最终的实验效果，但是很多论文中对这部分避而不谈，或者偶尔介绍奖赏设计的结构，却很难详细说明具体的权重设计。此外，大部分应用类的论文，所使用的环境大多是自己的业务场景，由于奖赏设计与业务联系紧密，出于商业的考虑，这些内容既不方便公开，也不能直接被其他人所使用。
 
 除此之外，代码实现和数据处理等也会影响最终的学习效果，比如资料［19］中就对PPO和TRPO进行实验，发现给PPO带来真正性能的提升以及将策略约束在信任域内的效果，都不是通过PPO论文中提出的对新的策略和原策略的比值进行裁切（clip）带来的，而是通过代码级别的一些技巧带来的。以上种种原因，让深度强化学习领域出现了可复现性危机，影响了领域的健康发展。
 
 13.4　行为不完全可控
 
 如前所说，深度强化学习以最大化累积奖赏为目标，并不在乎完成目标的途径和手段。以Atari游戏为例，我们可以训练智能体拿到尽量多的得分，但是从人类的角度来看，可能会发现对方操作频率过快、抖动、打法不像人类行为。并且，训练得到的智能体实际上只能适用于这样一个静态环境，如果游戏场景中出现了训练中从未遇到的情况，就难以表现出合理行为，甚至会让人感觉出现了一个和之前非常像的“怪物”，智能体可能会无所适从，而人类显然可以沿用之前的知识流畅地操作。
 
 这使得深度强化学习技术在应用上可能遭遇一些问题。比如我们前面提到，可以利用深度强化学习技术来进行游戏内的Bot或NPC的研发。但是游戏场景中经常会遇到很多意外的情况，比如人类玩家会有其他各种操作，这些操作显然在训练阶段不可能完全遇到，这就意味着如果完全依靠模型，可能会出现很多异常的行为表现，使得玩家的用户体验下降。另外，训练过程中可能会以“打败对手”为目标，但在实际应用中，可能会有“操作怪怪的”、动作不自然等问题，这些目前都比较难处理。同样地，如果将深度强化学习技术应用于对话系统中，由于真实对话场景复杂多变，也很容易出现奇怪的回答，影响用户体验。
 
 
 14　深度强化学习往何处去
 
 我们在第13章介绍了深度强化学习面临的问题和挑战，对于真正有追求的研究人员，这恰好是机遇，是应该攻克的难题。毕竟，任何事物的发展都不是一帆风顺的。
 
 幸运的是，已经有不少研究人员着手研究这些问题并取得了令人鼓舞的成果，下面列举了一些相关的研究方向。
 
 （1）提出新的基于模型的算法，以及尝试结合搜索与监督的方法［37，35］，以提升样本的利用效率［40］。
 
 （2）将迁移学习，元学习等技术引入深度强化学习中，使深度强化学习不仅可以应用于单一任务，也可以适用于多个任务；并且，能利用之前任务中的经验，加快训练速度，快速地适应新任务。
 
 （3）在相对复杂的任务中采用分层的深度强化学习方法，将最终目标分解为多个子任务来学习层次化的策略，并通过组合多个子任务的策略形成有效的全局策略。通过这样的方式，一个任务可以拆解成难度较低的子任务，学习更容易；同时，也方便通过层次化的方式进行更具体的设置，并加入人类经验，使模型更加可控。
 
 （4）真实环境中，经常会有多个决策者，并且其中会存在竞争合作等关系，而一般的深度强化学习设定中则是单智能体的决策，这显然是不够的。有的研究工作尝试将多智能体与博弈论的技术应用到深度强化学习中，以适应真实环境中更加复杂的问题。
 
 14.1　未来发展和研究方向
 
 14.1.1　有模型的方法潜力巨大
 
 本书所介绍的算法大都是无模型的方法，比如TRPO算法、DQN算法等，它们也是深度强化学习领域内发展最快的方向，确实解决了很多问题，取得不少成果。但是无模型的方法本身存在不少问题，因此面临许多挑战。
 
 （1）无模型的方法很难从没有奖赏信号的样本中学习。不幸的是，强化学习问题中奖赏信号本身就是稀疏的，这导致样本利用率太低。目前的解决方案就是利用海量的样本，再配合算力的增加，提升学习效果。比如利用DQN算法训练玩Atari2600游戏，需要千万级的帧数据才可能达到与人类相当的水平。
 
 （2）在其他与机械控制相关的问题中，和游戏相比，获取训练数据的难度大得多，因此，只能在模拟器中进行训练。由于模拟器环境与现实世界差别很大，影响了实际的应用效果。
 
 （3）基于动力学模型做出的预测，是具有解释性、行为可控的，但是基于无模型的方法做出的预测是不具有可解释性的，很难调试，且很不稳定，容易出现异常情况。
 
 前面介绍过，有模型的方法可以从数据中学习动力模型，再基于此模型来优化策略。模型的引入，使算法可以充分利用每一个样本来逼近模型，极大提升了样本利用率。根据在一些控制问题上的观察比较可以发现，和无模型的方法相比，基于模型的方法有102级的采用率提升，十分可观。另外，基于模型的方法即便面临一些环境的变化时，鲁棒性仍然较好，能依据已学到的模型推理，获得比较好的泛化性能。
 
 但是，目前有模型的方法还不成熟，仍有不少问题。例如，很多问题本身就很难甚至完全无法建立模型，此时，一般只能通过使用R-max算法先与环境交互，计算出一个模型，再为后续使用。但这种方法的复杂度较高，较难使用。此外，建模本身的误差和模型通用性都是需要考虑的。
 
 如果说无模型的方法是基于统计的，那么有模型的方法则可以看成是基于知识的方法。当前无模型的深度强化学习方法发展迅速，但是有模型的深度强化学习方法则相对少得多，因此这是一个值得下工夫的研究方向。将有模型与无模型的方法结合也是一个可能的趋势，比如Sutton提出的Dyna框架和David Silver提出的Dyna-2框架［66，65］。
 
 14.1.2　模仿学习
 
 传统的监督学习通过有标记的数据学习，而一般的强化学习则不依赖有标记样本，这虽然提高了强化学习的适用范围，但也降低了它的学习效率。为了解决这个问题，有研究人员提出用模仿学习来使用有标记的数据，加快收敛速度。
 
 模仿学习是从示教者提供的范例中学习，一般提供人类专家的决策数据，每个决策包含状态和动作序列，将所有状态动作对抽取出来构造新的集合。
 
 模仿学习目前可以分为三类，一是行为克隆（Behavior Cloning），二是逆强化学习（Inverse Reinforcement Learning），三是利用对抗生成的方法（GAIL）。
 
 行为克隆就是直接用监督学习方法拟合有标记的数据。它的明显缺点是只拟合了提供的数据。例如，用模仿学习训练模型玩赛车游戏，如果提供了很多高手的数据，那么期望训练效果会非常好。然而，由于实际游戏过程中可能会发生很多意外情况，即出现了训练集中不存在的样本，这时就可能会导致很大的决策误差。在强化学习的环境中，一次误差可能会导致后续所有的情况都发生变化，使模型的表现很差，如图14.1所示。
 
 逆强化学习放弃直接拟合人类行为的方法，期望利用隐藏在人类行为背后的奖赏函数，利用奖赏函数去学习策略，图14.2展示了逆强化学习的过程。
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  图14.1
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  图14.2
 
 
 
 利用对抗生成网络的方式来实现模仿学习［25］，简单地说，就是用对抗生成网络中的生成器（Generator）来产生一个轨迹，用判别器（Discriminator）来区分给定的轨迹是否来自专家。
 
 目前模仿学习也逐渐为学术界和工业界所重视，产生了一些研究成果。比如南京大学和阿里巴巴合作，在淘宝的搜索场景中基于GAIL做了相关改进，可以大量生成用户数据，并基于此制作了淘宝场景下的模拟器，可以离线训练，减少线上的损失［59］。但是目前这部分的研究还不充分，相信未来研究者的努力会产生更多的成果。
 
 14.1.3　迁移学习的引入
 
 业界对迁移学习的研究已经有一段时间了，它把在源任务中学到的经验应用到目标任务中，提高目标任务的训练效率，解决很多因训练数据不足或者无法直接和环境交互获取训练数据的问题。迁移学习也有很多不同的方向，根据源域和目标域与任务之间的不同情况，可分为三个类别，分别是归纳式迁移学习（Inductive Transfer Learning）、无监督迁移学习（Unsupervised Transfer Learning）和直推式迁移学习（Transductive Transfer Learning）［49，54］。
 
 在深度强化学习任务中应用迁移学习技术来提升训练效果和收敛速度，已经有了一些研究，也产生了不错的效果。来自中科院的研究人员在《星际争霸》游戏上训练人工智能，使用了课程迁移学习和强化学习结合的方式，控制《星际争霸》微操中的多个单元。具体可分为如下步骤。
 
 （1）在小规模场景中训练，学习如何以100%的获胜率与内置人工智能战斗并击败它。
 
 （2）使用课程迁移学习方法逐步训练一组单元，并且在目标方案中显示出优于某些基线方法的性能。
 
 （3）使用迁移学习方法将模型扩展到更复杂的场景，加快训练过程并提高学习性能［58］。
 
 来自南京大学和网易公司的研究人员提出了一种基于新型MDP相似性概念的可扩展的迁移学习方法，直接对值函数和N-Step Return迁移，并将之运用在《吃豆人》和其他游戏中。结果表明，该方法可以显著加快训练速度，并提升渐进性能。
 
 佐治亚理工学院的研究人员探索了知识和网络参数的迁移，通过实验，作者得出结论，知识图谱通过为智能体提供不同游戏的状态和动作空间之间更明确且可解释的映射，使它们能够在深度强化学习智能体中迁移，另外他们还实现了网络参数的迁移，收敛性能提高了80%［2］。
 
 可以看出，在深度强化学习中应用迁移学习的方法取得到了令人鼓舞的成效，也证明该方向很有前景。
 
 14.1.4　分层强化学习
 
 深度强化学习样本利用率较低，意味着需要强大的算力支撑才能得到不错的结果，当环境较为复杂或者任务较为困难时，智能体的状态空间过大，会导致需要学习的参数以及所需的存储空间急速增长。为了降低问题的复杂度，研究者提出了分层强化学习的概念，期望将原始的复杂问题分解、拆分成多个小问题（这种拆分可能是多层次的），再分别解决，以达到解决原始问题的目的。
 
 现有的分层强化学习方法大致可分为四类：基于选项（op tion）的强化学习、基于MaxQ值函数分解（MaxQ Value Function Decomposition）的分层强化学习、基于分层抽象机（Hierarchical of Abstract Machines）的分层强化学习、以及端到端的（End to End）分层强化学习。这些方法都取得了一定的成效［82］。
 
 DeepMind的研究人员提出的分层强化学习结构FuN，将任务分解为子任务来学习复杂行为或学习达成目标，FuN中的Manager采取了在较低的时间分辨率下工作的策略，并设置传递给Worker，由Worker实现目标，而Worker在每个点上都会生成原始的动作，图14.3展示了其架构的示意图。FuN在Atari 2600多个游戏上的实验显示，该模型取得了比LSTM的基线更好的效果。［71］
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  图14.3
 
 
 
 14.2　审慎乐观，大有可为
 
 由AlphaGo带来的深度强化学习在全球学术界和工业界的大流行，促使很多研究者和工程师投身此领域，以为靠着这样一颗灵丹妙药就可以包打天下，无所不能了。后来的事情大家也都知道了，许多人发现了自己似乎“进了坑”--深度强化学习原来并不是百试百灵的，更不是即插即用的，有不少限制条件，门槛也不低。我们应该对深度强化学习的发展秉持审慎乐观的态度。
 
 判断一个方向是否有前景，粗略的方式是看它是否有成功落地的可能，虽然这有些狭隘，但也不影响我们将它作为一个参考依据。
 
 深度强化学习技术的确在很多行业中得到了应用，且取得了不错的效果。像本书提及的游戏相关行业：围棋、棋牌类游戏和电子游戏等。目前，已有多款游戏使用了深度强化学习研发的人工智能，并且效果很好。著名的国民手游《王者荣耀》就提供过机器人对战的玩法，引起很多玩家的关注。
 
 此外，国内的不少游戏公司都成立了游戏人工智能相关的研究和研发部门，甚至已经有一些游戏人工智能的创业公司出现，这足以证明深度强化学习在这个行业已经成功落地。
 
 互联网世界中与机器学习联系紧密的场景之一是搜索和推荐。实际上，深度强化学习中的Bandits系列算法在商品推荐、新闻推荐等领域应用已久。近年来也有一系列的工作将强化学习应用于推荐、排序等任务中，并取得了显著效果。YouTube就成功地将异策略的深度强化学习方法应用到了视频推荐中，作者也公开宣称这次深度强化学习算法引入的线上实验效果显示，这是YouTube单个项目近两年来最大的奖赏增长，这实在是足够令人鼓舞了［15］。这有力地证明了深度强化学习是能够适用于推荐系统任务的，只是需要根据业务场景做好相应的适配和改正。
 
 除此之外，我们也欣喜地看到，深度强化学习技术甚至在金融领域也大放异彩。著名的华尔街巨头摩根大通公司就利用它实现了实时的交易系统；创业公司Kensho也在交易系统中引入了深度强化学习。
 
 控制相关的领域本身就是强化学习思想的重要来源之一，也是使用深度强化学习技术最成熟的领域之一。
 
 在机器人领域，深度强化学习也有自己的优势，它可以学到关于状态动作空间的策略，对环境的适应性更好。
 
 尽管深度强化学习本身确实存在很多需要解决的问题，也确实像很多曾经火热的研究方向一样，出现过不少的泡沫，但是这并不影响深度强化学习本身取得的真实进步和成就。不管是从它本身实际的发展现状，还是从它在各个行业落地的情况来看，深度强化学习都仍然在不断地向前发展，必将取得更多的进展。
 
 踏踏实实，审慎乐观，广阔天地，大有可为，与诸君共勉。
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