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  内容简介


  随着人工智能的发展以及TensorFlow在人工智能方面的火热应用，越来越多的大学逐步开设深度学习和人工智能课程。本书既是一本为读者量身定制的TensorFlow 2.0入门教材，也是针对需要学习TensorFlow 2.0新内容的读者提供的基础与进阶知识的深入型教材。


  本书分为10章，主要内容包括TensorFlow 2.0开发环境、TensorFlow 2.0新特性、TensorFlow与Keras的使用、TensorFlow 2.0语法基础、卷积层详解与MNIST实战、Dataset使用详解、TensorFlow Datasets和TensorBoard详解、ResNet及其实战、注意力机制、卷积神经网络实战。


  本书内容详尽、示例丰富，是广大对TensorFlow 2.0感兴趣的读者必备的参考书，同时也非常适合大中专院校师生学习阅读，还可作为高等院校计算机及相关专业的教材使用。

 
 前言
 
 作为主流的深度学习框架，TensorFlow引领了深度学习和人工智能领域的全面发展和成长壮大。它的出现使得深度学习的学习门槛被大大降低，不仅是数据专家，就连普通的程序设计人员甚至于相关专业的学生都可以用来开发新的AI程序而不需要深厚的编程功底。
 
 然而这并不代表TensorFlow已经完美。由于代码设计的历史原因以及开源框架的通病，随着时间的积累TensorFlow在其框架内部积累了大量的过时和不推荐使用的API，这极大地影响了TensorFlow的性能，因此在广泛听取使用者和代码项目组成员的意见后，TensorFlow 2.0横空出世。
 
 本书也是因为TensorFlow 2.0的出现而推出的一本包含基础与进阶内容的书。
 
 整体而言，为了吸引用户，TensorFlow 2.0从简单、强大、可扩展3个层面进行了重新设计。特别是在简单化方面，TensorFlow 2.0提供更简化的API、注重Keras、结合了Eager Execution。
 
 “简化API、减少冗余并改进文档和示例”是TensorFlow 2.0的主要任务，其更新重点放在简单和易用性上，主要进行了以下更新：
 
  
  	　使用Keras和Eager Execution，轻松建立简单的模型并执行；
 
  	　在任何平台上实现生产环境的模型部署；
 
  	　为研究提供强大的实验工具；
 
  	　通过清除不推荐使用的API和减少重复来简化API。
 
 
 
 除此之外，在整体架构方面，TensorFlow 2.0吸收和归并了新的设计模式和想法，以及参考其他深度学习框架所采用的积极后台模型调整了新的框架。
 
 TensorFlow 2.0架构统一了所有保留的组件和模块，并将其完整打包成一个综合平台，将训练和部署分成2个完整的模块，而通用的是对于模型本身的存储和参数的存储。简单化的新框架更是带来了更加简洁的工作流，即：
 
 （1）使用tf.data加载数据。使用输入管道读取训练数据，输入管道使用tf.data创建。利用tf.feature_column描述特征，如分段和特征交叉。此外还支持内存数据的便捷输入（如NumPy）。
 
 （2）使用tf.keras构建、训练并验证模型。Keras与TensorFlow部分紧密集成，因此用户可以随时访问TensorFlow的函数，如线性或逻辑回归、梯度上升树、随机森林等也可以直接使用（使用tf.estimatorAPI实现）。如果不想从头开始训练模型，用户也可以很快利用迁移学习来训练使用TensorFlow Hub模块的Keras或Estimator模型。
 
 （3）快速执行运行和调试过程，然后使用tf.function充分利用图形的优势。在默认情况下，TensorFlow 2.0按快速执行方式运行，以便于顺利调试。此外，tf.function注释可以方便地将Python程序转换为TensorFlow图形。此过程保留了1.x TensorFlow基于图形执行的所有优点：性能优化，远程执行以及方便序列化、导出和部署的能力，同时实现了在Python中表达程序的灵活性和易用性。
 
 （4）使用分布式策略进行分布式训练。对于大型机器学习训练任务，分布式策略API可以轻松地在不同硬件配置上分配和训练模型，无须更改模型的定义。由于TensorFlow支持各种硬件加速器，如CPU、GPU和TPU，因此用户可以将训练负载分配到单节点/多加速器以及多节点/多加速器配置上（包括TPU Pod）。这个API支持多种群集化配置，也提供了在本地或云环境中部署Kubernetes群集训练的模板。
 
 （5）导出到Saved Model。TensorFlow将对Saved Model进行标准化。作为TensorFlow服务的一部分，Saved Model将成为TensorFlow Lite、TensorFlow.js、TensorFlow Hub等格式的可互换格式。
 
 其中的data和Keras都是TensorFlow 2.0新引入并指定使用的API。
 
 data API使得数据读取和输入模型训练变得非常容易，由程序读写不同格式数据时的“事无巨细”，变为仅仅使用一个for循环就可以轻松完成数据的读取和输入，让我们打开一个大型或者超大型数据集就像打开一个文本txt文件一样简单。
 
 Keras API使得上手TensorFlow 2.0更容易。更为重要的是，Keras提供了几个模型构建API（Sequential、Functional以及Subclassing），因此用户可以选择正确的抽象化（Abstraction）级别，以及非常简便地编写符合项目需要的深度学习模型。
 
 本书有何特色
 
 1. 介绍全面，讲解详尽
 
 本书全面地讲解TensorFlow 2.0的新框架设计思想和模型的编写，详细介绍TensorFlow 2.0的安装、使用以及TensorFlow 2.0官方所推荐的Keras编程方法与技巧等。
 
 2. 作者经验丰富，代码编写细腻
 
 本书的代码编写由低到高，针对各个环节都有详尽的说明，使得读者能够充分了解和掌握代码各个模块的编写方法和技巧，是一本非常好的TensorFlow 2.0学习教程。
 
 作者是长期奋战在科研和工业界的一线算法设计和程序编写人员，实战经验丰富，对代码中可能会出现的各种问题和“坑”有丰富的处理经验，能够使得读者少走很多弯路。
 
 3. 理论扎实，深入浅出
 
 在代码设计的基础上，本书还深入浅出地介绍深度学习需要掌握的一些基本理论知识，通过大量的公式与图示结合的方式对理论进行介绍。
 
 4. 提供完善的技术支持和售后服务
 
 本书提供了专门的技术支持邮箱：booksaga@163.com。读者在阅读本书过程中有任何疑问都可以通过该邮箱获得帮助。
 
 本书内容及知识体系
 
 本书是基于TensorFlow 2.0的新架构模式和框架，完整介绍TensorFlow 2.0使用方法和一些进阶教程，主要内容如下：
 
 第1章详细介绍TensorFlow 2.0的安装方法以及对应的运行环境的安装，并且通过一个简单的例子验证TensorFlow 2.0的安装效果。在本章中，还将介绍TensorFlow 2.0硬件的采购。切记，一块能够运行TensorFlow 2.0 GPU版本的显卡能让学习效率事半功倍。
 
 从第2章开始是本书的重点部分，这一章从Eager的引入开始介绍TensorFlow 2.0的编程方法和步骤，并结合Keras进行TensorFlow 2.0模型设计的完整步骤，以及自定义层的方法。第2章的内容看起来很简单，但是是本书的基础内容和核心精华，读者一定要反复阅读，认真掌握所有内容和代码的编写。
 
 第3章是有关Keras的介绍。Keras是TensorFlow 2.0中新引入的一个高级API。本章从简单的例子开始，循序渐进地介绍使用Keras进行程序设计的方法和步骤，同时还将介绍深度学习中一个非常重要的模块，即全连接神经网络。
 
 第4章是理论部分，初步涉及一些深度学习的基本理论和算法。
 
 使用卷积神经网络去识别物体是深度学习的一个经典内容，在第5章中详细介绍卷积神经网络的原理和各个模型的使用和自定义内容，以及如何借助卷积神经网络（CNN）算法构建一个简单的CNN模型进行MNIST数字识别。此章和第3章同为本书的重点内容，能够极大地协助读者对TensorFlow 2.0框架的使用和程序的编写。
 
 第6、7章是TensorFlow 2.0中一些高级API的介绍。通过使用集成在TensorFlow中的数据获取类和创建专用TFRecord的方法，TensorFlow 2.0在数据读取方面可以说是如虎添翼，极大地帮助读者解决数据的获取问题。模型训练的可视化是TensorFlow一项特有的功能，利用这个功能能够帮助读者更好地了解模型的训练过程和可能会遇到的问题。
 
 第8章介绍ResNet的基本思想和内容。ResNet是一个具有里程碑性质的框架，标志着粗犷的卷积神经网络设计向着精确化和模块化的方向转化。ResNet本身的程序编写非常简单，但是其中蕴含的设计思想却是跨越性的。
 
 第9章介绍具有“注意力”的多种新型网络模型，是未来的发展方向。在不同的维度和方面上加上“注意力”是需要读者加上所有注意力的地方。
 
 第10章使用经典的卷积神经网络去解决文本分类的问题。实际上，除了传统的图像处理，使用卷积神经网络还能够对文本进行分类，一般采用的是循环神经网络。文本分类也可以引申到更多的序列化问题，这也是未来深度学习研究的方向。
 
 示例代码、数据及开发环境下载
 
 本书示例代码、数据及开发环境下载地址请扫描下方二维码获得。
 
 如果下载有问题或需要技术支持，请联系booksaga@163.com，邮件主题为“TensorFlow 2.0深度学习从零开始学”。
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 第1章　TensorFlow 2.0的安装
 
 TensorFlow被广泛应用于各类机器学习（Machine Learning）算法的编程实现，前身是谷歌的神经网络算法库DistBelief。初学者或专家借助TensorFlow可以在桌面、移动、网络和云端环境下轻松地创建机器学习模型。正因为如此，TensorFlow这几年非常火爆，几乎学习AI（Artificial Intelligence，人工智能）方向的开发人员都要学习它。
 
 TensorFlow已经从1.x进入2.x。版本的更迭让它的功能更加强大。本章摒弃TensorFlow的历史，直接进入TensorFlow 2.0的安装和第一个例子。注意：Tensor一词在本书中对应的译文为“张量”。
 
 1.1　Python基本安装和用法
 
 Python是深度学习的首选开发语言。对于安装来说，很多第三方都提供了集成大量科学计算类库的Python标准安装包，常用的是Anaconda。
 
 Anaconda里面集成了很多关于Python科学计算的第三方库，主要是安装方便。Python是一个脚本语言，如果不使用Anaconda，那么第三方库的安装会较为困难，各个库之间的依赖性很难连接得很好。因此推荐使用集合了大量第三方类库的安装程序Anaconda来替代Python的安装。
 
 1.1.1　Anaconda的下载与安装
 
 1. 第一步：下载和安装
 
 Anaconda官方的下载地址是https://www.continuum.io/downloads/（见图1.1，不推荐使用Python3.7版）。
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  图1.1　Anaconda下载页面
 
 
 
 这里提供的是集成了Python3.7版本的Anaconda下载。建议选用Python3.6版本的Anaconda，如果选用3.7版本，那么在使用TensorFlow 2.0的时候可能会出现一些未知原因的错误，需要花时间去排除。
 
 （1）集成Python3.6版本的Anaconda可以在清华大学Anaconda镜像网站下载，地址为https://mirrors.tuna.tsinghua.edu.cn/anaconda/archive/，打开后如图1.2所示。
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  图1.2　清华大学Anaconda镜像网站提供的副本
 
 
 
  
  注意
 
  选择以Anaconda3开头、以64结尾的安装文件，不要下载错了！
 
 
 
 （2）下载完成后获得exe文件，直接运行即可安装，与普通软件一样。安装完成以后，出现如图1.3所示的目录结构，说明安装正确。
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  图1.3　Anaconda安装目录
 
 
 
 2. 第二步：打开控制台
 
 依次单击“开始→所有程序→Anaconda→Anaconda Prompt”。这些步骤和打开Windows下的CMD控制台类似，输入命令就可以控制和配置Python。在Anaconda中常用的是conda命令。该命令可以执行一些基本操作，如更新某个包：
 
  
      conda update name

 
 
 
 3. 第三步：验证Python
 
 在控制台中输入“python”，若安装正确则会打印出版本号，以及Python的控制符号>>>。在控制符号下输入代码：
 
  
      print("hello world")

 
 
 
 输出结果如图1.4所示。
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  图1.4　验证Anaconda Python安装成功
 
 
 
 4. 使用conda命令
 
 建议使用Anaconda的好处在于能够极大地帮助读者安装和使用大量第三方类库。查看已安装的第三方类库的命令是：
 
  
      conda list

 
 
 
 在Anaconda Prompt控制台中输入exit()或者重新打开Anaconda Prompt控制台后直接输入conda list命令，执行结果如图1.5所示。
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  图1.5　列出已安装的第三方类库
 
 
 
 Anaconda中使用conda进行操作的方法还有很多，其中最重要的是安装第三方类库，命令如下：
 
  
      conda install name

 
 
 
 这里的name是需要安装的第三方类库名，例如安装NumPy包，那么输入的命令就是：
 
  
      conda install numpy

 
 
 
 假如之前已经安装过NumPy包，那么该命令执行后会自动获取一些新的依赖库，并询问是否更新，如图1.6所示。
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  图1.6　自动获取或更新依赖类库
 
 
 
 使用Anaconda的好处就是默认安装好了大部分学习所需的第三方类库，从而大大减少了使用者在安装和使用某个特定类库时碰到依赖类库缺失的情况。
 
 1.1.2　Python编译器PyCharm的安装
 
 和其他语言类似，Python程序可以使用Windows自带的控制台进行编写。对于较为复杂的程序工程来说，这种方式容易混淆相互之间的层级和交互文件，因此在编写程序工程时建议使用专用的Python编译器PyCharm。
 
 1. 第一步：PyCharm的下载和安装
 
 PyCharm的下载地址为http://www.jetbrains.com/pycharm/。
 
 （1）进入Download页面后可以选择不同的版本（收费的专业版和免费的社区版），如图1.7所示。这里选择免费的社区版即可。
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  图1.7　选择PyCharm的免费版
 
 
 
 （2）双击下载好的PyCharm安装文件，运行后进入安装界面，如图1.8所示。直接单击Next按钮，采用默认安装方式。
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  图1.8　PyCharm的安装界面
 
 
 
 （3）进入配置选择界面，如图1.9所示。需要注意的是，在安装PyCharm的过程中要对安装的版本进行选择，即选择32位的版本还是选择64位的版本，建议选择和安装与Python位数相同的版本。
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  图1.9　PyCharm的配置选择（按个人真实情况选择）
 
 
 
 （4）最后出现安装完成的界面，如图1.10所示。单击“Finish”按钮完成安装。
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  图1.10　PyCharm安装完成
 
 
 
 2. 第二步：使用PyCharm创建程序
 
 （1）单击桌面上新生成的[image: ]图标进入PyCharm程序界面，首先是第一次启动的定位，如图1.11所示。这里是指程序存储位置的定位，建议选择第2个：由PyCharm自动指定即可。之后在弹出的对话框中单击“Accept”按钮，接受相应的协议。
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  图1.11　PyCharm启动定位
 
 
 
 （2）接受协议后进入配置选项界面，如图1.12所示。
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  图1.12　PyCharm配置选项
 
 
 
 （3）在配置区域可以选择自己的使用风格对PyCharm界面进行配置。如果对其不熟悉，直接单击OK按钮，使用默认选项即可。
 
 （4）创建一个新的工程，如图1.13所示。建议新建一个PyCharm的工程文件，结果如图1.14所示。
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  图1.13　PyCharm工程创建界面
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  图1.14　PyCharm新建文件界面
 
 
 
 之后，用鼠标右键单击新建的工程名PyCharm，在弹出的快捷菜单中选择“New→Python File”以新建一个“hello world”文件，如图1.15所示。
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  图1.15　PyCharm工程创建界面
 
 
 
 输入程序代码并单击菜单栏中的“Run→run…”来运行代码，或者直接右击helloworld.py文件名，在弹出的快捷菜单中选择run命令。如果成功输出“hello world”，就表明Python与 PyCharm的配置完成了。
 
 1.1.3　使用Python计算softmax函数
 
 对于使用Python进行科学计算来说，最简单的想法就是将数学公式直接表达成程序语言。可以说，Python能满足我们的这个想法。本小节将使用Python实现和计算一个深度学习中最为常见的函数—softmax函数。至于这个函数的作用，现在不加以说明，这里只是先尝试实现其程序的编写。
 
 softmax计算公式如下：
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 其中，Vi是长度为j的数列V中的一个数。带入softmax的结果其实就是先对每一个Vi，求以e为底Vi为指数的值，然后除以所有项之和进行归一化，之后每个Vi就可以解释成观察到的数据Vi属于某个类别的概率，或者称作似然（Likelihood）。
 
  
  提示
 
  softmax用以解决概率计算中概率结果大、占绝对优势的问题。例如，函数计算结果中有2个值a和b，且a>b。如果简单地以值的大小为单位衡量，那么在后续的使用过程中a永远被选用，b由于数值较小而不会被选用。有时候也需要数值小的b被选用，就可以用softmax解决这个问题。
 
 
 
 softmax按照概率选择a和b，由于a的概率值大于b，因此在计算时a经常会被取得，而b的概率较小，取得的可能性也较小，但是也有概率被取得。
 
 公式softmax的实现代码如下所示。
 
 【程序1-1】
 
  
      import numpy
    def softmax(inMatrix):
    m,n = numpy.shape(inMatrix)
    outMatrix = numpy.mat(numpy.zeros((m,n)))
    soft_sum = 0
    for idx in range(0,n):
       outMatrix[0,idx] = math.exp(inMatrix[0,idx])
       soft_sum += outMatrix[0,idx]
    for idx in range(0,n):
       outMatrix[0,idx] = outMatrix[0,idx] / soft_sum
    return outMatrix

 
 
 
 可以看到，当传入一个数列后，分别计算每个数值所对应的指数函数值，将其相加后计算每个数值在数值总和中的概率。例如：
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 结果如下：
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 1.2　TensorFlow 2.0GPU版本的安装
 
 Python运行环境调试完毕后，下面的重点就是安装TensorFlow 2.0。
 
 1.2.1　检测Anaconda中的TensorFlow版本
 
 对于版本的选择，可以直接在Anaconda命令端输入一个错误的命令：
 
  
      pip install tensorflow==3.0

 
 
 
 这个命令是错误的，目的是为了查询当前的TensorFlow版本。在写作这本书时所能获取的TensorFlow版本如图1.16所示。
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  图1.16　TensorFlow版本汇总
 
 
 
 可以看到，最新的版本是2.0.0。如果想安装CPU版本的TensorFlow，可以直接在当前的Anaconda输入命令：
 
  
      pip install tensorflow==2.0.0

 
 
 
 1.2.2　TensorFlow 2.0 GPU版本基础显卡推荐和前置软件安装
 
 从CPU版本的TensorFlow 2.0开始深度学习之旅是完全可以的，但是并不推荐这种方式。相对于GPU版本的TensorFlow来说，在运行速度方面CPU版本处于极大的劣势，很有可能会让学习止步于前。
 
 实际上，配置一块能够达到最低TensorFlow 2.0 GPU版本的显卡（见图1.17）并不需要花费很多，从网上购买一块标准的NVIDA 750ti显卡就能够极大地满足起步阶段的基本需求。在这里要强调的是，最好购置显存为4GB的版本，目前价格稳定在400元左右。如果有更好的条件，NVIDA 1050ti 4G版本也是一个不错的选择，价格在700元左右。
 
  
  注意
 
  推荐购买NVIDA系列的显卡，并且优先考虑大显存。
 
 
 
 如果一开始就想更好地“武装”自己，体验一下硬件配置巅峰的感觉，那也是完全可以的。不过不如把这份由额外花钱带来的满足感转化成由本人编写并成功运行一个高级的深度学习代码所带来的满足感。
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  图1.17　深度学习显卡
 
 
 
 下面是本节的重头戏—TensorFlow 2.0 GPU版本前置软件的安装。对于GPU版本的TensorFlow 2.0来说，由于是调用NVIDA显卡作为代码运行的主要硬件，因此额外需要NVIDA提供的运行库作为运行的基础。
 
 （1）首先也是版本的问题。TensorFlow 2.0运行的NVIDA运行库版本如下：
 
  
  	　CUDA版本：10.0
 
  	　CuDNN版本：7.5.0
 
 
 
  
  注意
 
  这个对应的版本一定要配合使用，建议不要改动直接下载即可。
 
 
 
 CUDA的下载地址如下：
 
  
     https://developer.nvidia.com/cuda-10.0-download-archive?target_os=Windows
&target_arch=x86_64&target_version=10&target_type=exelocal

 
 
 
 
 
 下载页面如图1.18所示，直接下载local版本安装即可。
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  图1.18　下载CUDA文件
 
 
 
 （2）下载的是一个exe文件，不要修改其中的路径，完全使用默认路径安装即可。
 
 （3）下载和安装对应的cuDNN文件，地址如下：
 
  
      https://developer.nvidia.com/rdp/cudnn-archive

 
 
 
 下载cuDNN时需要先注册一个用户，之后直接进入下载页面，如图1.19所示。
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  图1.19　下载cuDNN文件
 
 
 
  
  注意
 
  不要选择错误的版本，一定要选择对应的版本。
 
 
 
 （4）下载的cuDNN是一个压缩文件，直接将其解压到CUDA安装目录即可，如图1.20所示。
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  图1.20　CUDA安装目录
 
 
 
 （5）对环境变量进行设置。这里需要将CUDA的运行路径加载到环境变量的path路径中，如图1.21所示。
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  图1.21　将CUDA路径加载到环境变量的path路径中
 
 
 
 （6）完成TensorFlow 2.0 GPU版本的安装，只需一行简单的代码即可：
 
  
      pip install tensorflow-GPU=2.0.0

 
 
 
 1.3　Hello TensorFlow 2.0
 
 依次输入如下命令可以验证TensorFlow 2.0安装是否成功：
 
  
      python
    import tensorflow as tf
    tf.constant(1.)+ tf.constant(1.)

 
 
 
 执行结果如图1.22所示。
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  图1.22　验证TensorFlow 2.0安装是否成功
 
 
 
 在图1.22中，虽然没有打印出结果，但是已经明确地显示出内存中有一块被划为Tensor数据模块。
 
 或者打开前面安装的PyCharm IDE，先新建一个工程文件（或称为项目文件），再新建一个.py文件，输入如下代码：
 
 【程序1-2】
 
  
      import tensorflow as tf
    text = tf.constant("Hello TensorFlow 2.0")
    print(text)

 
 
 
 该程序运行的结果如下：
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 1.4　本章小结
 
 本章先介绍了Python的基本安装和编译器的使用。在这里推荐使用PyCharm免费版作为Python编辑器，有助于更好地安排工程文件的配置和程序的编写。
 
 后面还介绍了TensorFlow 2.0的安装问题，这里需要注意NVIDA库文件版本的对应问题。
 
 本章是Python的基础内容，从后面章节开始将正式进入TensorFlow 2.0的学习阶段。
 
 
 第2章　TensorFlow 2.0令人期待的变化
 
 如果读者没有学过TensorFlow 1.x版本，就不要去学习，不要浪费宝贵的时间。
 
 从诞生之初即作为全球人工智能领域最受使用者欢迎的人工智能开源框架，TensorFlow荣获了太多的赞誉与光环，见证了人工智能在全球范围的兴起，引领了全行业的研究方向，改变了固有的人类处理问题和解决问题的方法和认知。可以说，TensorFlow是现代社会人类最有前途和意义的一项发明，并且还将继续发扬光大。
 
 如同人类的孩子一样，自2016年诞生以来，在TensorFlow不断发展和前行的这3年里，在承受荣誉的同时，TensorFlow也遭到了大量的批评，遇到了很多对手。但是TensorFlow的创造者和用户并没有因此而懊恼，而是不断学习，吸收大量使用者的建议以及竞争对手中好的易用的特性与方法，从而不断充实和壮大自己。
 
 在年满三岁之际，TensorFlow迎来了一项革命性的变化，TensorFlow 2.0横空出世，作为一个重要的里程碑，其宗旨和目标由注重自身框架结构的完整和逻辑性转向为偏重于“易用性”，使得初学者和使用者能够在极低的门槛上掌握和使用。TensorFlow 2.0的目标就是让每个人都能使用人工智能技术来提高自己的学习和生活水平。
 
 2.1　新的架构、新的运行、新的开始
 
 TensorFlow 2.0破天荒地抛弃了原有的架构，从新开始，整合了曾经为TensorFlow添加的多种组件，在2.0版本中，这些组件被打包成一个综合平台，可支持机器学习的工作流程（从训练到部署），即用一个新的架构从根本上代替了已有的内容，如图2.1所示。
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  图2.1　TensorFlow 2.0架构
 
 
 
 可以看到新架构中的训练部分主要关注Python API，即训练的可用性、整洁性以及易用性。通过使用“存档”的方式连接起训练与部署之间的桥梁。
 
 模型的部署方式是多种多样的，可以方便地运行在不同的平台上。语言绑定（Language Binding）也有不同程度的支持，包括Swift、R和Julia等。
 
 TensorFlow 2.0在1.x的基础上进行了重新设计，重点放在提升开发人员的工作效率上，确保2.0版本更加简单易用。TensorFlow 2.0为了提升易用性做了很多改进，例如对API做了精简、删除了冗余的API、使得API更加一致（例如统一了TensorFlow和tf.keras的循环神经网络和优化器等），以及由静态计算图转变为动态计算图等（使得代码的编写和调试变得更加容易）。本节接下来讲解TensorFlow 2.0的一些主要变化。
 
 2.1.1　API精简
 
 很多TensorFlow 1.x的API在2.0中被去掉或者改变了位置，还有一些被新的API替换掉了。官方提供了一个转换工具，可以用来将1.x版本的代码升级到2.0，主要工作其实就是修改这些有变更的API。不过使用该工具不一定能够转换成功，转换成功后的代码也并不一定能够正常运行，很多时候还是需要人工修改。
 
 2.1.2　Eager Execution
 
 Eager Execution（动态图机制）是TensorFlow 从1.8版本开始正式加入的，但只是作为一种可选操作，在TensorFlow 2.0之前，TensorFlow默认的模式都是Graph Execution（静态图机制），TensorFlow 2.0将Eager Execution作为默认模式。在该模式下用户能够更轻松地编写和调试代码，可以使用原生的Python控制语句，大大降低了学习和使用TensorFlow的门槛。
 
 在TensorFlow 2.0中，图（Graph）和会话（Session）都变成底层实现，而不需要用户关心。
 
 2.1.3　取消全局变量
 
 TensorFlow 1.x非常依赖隐式全局命名空间。当调用“tf.Variable”创建变量时，该变量就会被放进默认的图中，即使忘记了指向它的Python变量，也会留在那里。而当程序编写者想恢复这些变量时，则必须知道该变量的名称。如果无法控制这些变量的创建，也就无法做到这一点。
 
 TensorFlow 1.x中有各种机制，旨在帮助用户再次找到程序设计者所创建的变量，而在2.0中则取消了所有这些机制，支持默认的机制：跟踪变量。当TensorFlow不再用到创建的某个变量时，该变量就会被自动回收。
 
 2.1.4　使用函数而不是会话
 
 在TensorFlow 1.x中，最常规的是使用“session.run()”方法执行计算图，“session.run()”方法的调用类似于函数调用：指定输入数据和调用的方法，最后返回输出结果。为了保留静态图的一些优势，例如性能优化以及重用模块化的TensorFlow函数等。
 
 在TensorFlow 2.0中，可以使用“tf.function”来修饰Python函数，以将其标记为即时（Just-In-Time）编译，从而TensorFlow可以将其作为单个图来执行。
 
 2.1.5　弃用collection
 
 在TensorFlow 1.x中可以通过集合（collection）来管理不同类别的资源。例如，使用tf.add_to_collection函数可以将资源加入一个或多个集合，使用tf.get_collection获取一个集合里面的所有资源。这些资源可以是张量、变量或者运行TensorFlow程序所需要的资源。这样的方法在TensorFlow框架的运行时是非常有用的，例如在训练神经网络时会大量使用集合管理技术（通过tf.add_n(tf.get_collection("losses")获得总损失等）。
 
 由于collection控制变量很不友好，因此在TensorFlow 2.0中弃用了collection，使代码更加清晰。例如，新的总损失可以简写为：
 
  
      Total_loss = loss_1 + loss_2

 
 
 
 2.2　配角转成主角：从TensorFlow Eager Execution转正谈起
 
 最早可追溯到TensorFlow1.10版本，那时TensorFlow由于强大的深度学习计算能力被众多的深度学习从业人员使用和称道。但是盛名之下还是有一些小的缺点让人诟病，例如程序编写的困难、代码格式和其他深度学习框架有较大差异、运行时占用资源较多等。
 
 TensorFlow开发组为了解决这些问题，在TensorFlow1.10版本中就引入了一种新的程序运行机制—TensorFlow Eager Execution（动态图机制）。其目的是为了解决所有程序开发人员使用TensorFlow作为深度学习框架时学习坡度不是很友善的问题，同时也是为了增加程序编写的便利性。结果一经推出就大受好评，使得很多原先使用别的机器学习框架的程序编写人员、机器学习爱好者投入TensorFlow的怀抱中。
 
 TensorFlow Eager Execution是一个命令式的编程环境，不是建立图而是立即运算求值：运算返回具体值，替换了以前那种先构建运算图然后执行的机制，使得使用TensorFlow和调试模型变得简单，而且减少了多余的模板化、公式化的操作。根据指南，可以在交互式Python的解释器中运行各种样例程序。
 
 动态图机制是一个灵活的机器学习平台，用于研究和实验，它提供了以下功能：
 
  
  	　直观的界面：方便编码使用，基于Python数据结构，快速迭代小模型和小数据。
 
  	　调试简单：直接调用ops来检查运行模型和测试变更，使用标准Python调试工具进行即时错误报告。
 
  	　自然控制流：使用Python控制流替换图控制流，简化动态模型的规范。
 
 
 
 2.2.1　Eager简介与调用
 
 TensorFlow的开发团队曾表示，Eager Execution的主要优点如下：
 
  
  	　快速调试即刻的运行错误并通过Python工具进行整合。
 
  	　借助易于使用的Python控制流支持动态模型。
 
  	　为自定义和高阶梯度提供强大支持。
 
  	　适用于几乎所有可用的TensorFlow运算。
 
 
 
 1. Eager Execution的调用
 
 Eager Execution的调用非常简单，直接使用如下代码即可：
 
  
      import tensorflow as tf

 
 
 
 这是因为在TensorFlow 2.0中，Eager Execution是默认开启的，所以直接引入TensorFlow即可。
 
 在TensorFlow 1.x版本中，Eager Execution需要手动开启，代码如下：
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 这些代码是在1.x版本中开启Eager Execution的方法，首先在第1行中导入TensorFlow，然后在第2行和第3行中开启Eager模式，使之可以在本段代码中使用。
 
 除此之外，如果安装了TensorFlow 2.0或者以后版本，对于在1.x版本下编写的代码可能会产生一些问题，因此需要重新开启TensorFlow 1.x的运行模式，在导入TensorFlow的时候修改代码：
 
  
      import tensorflow.compat.v1 as tf
    tf.disable_v2_behavior()

 
 
 
 导入TensorFlow 1.x版本同时禁用2.0版本。
 
 2. Eager模式的使用
 
 Eager Execution有一个非常有意思并作为宣传点的功能，就是允许用户在不创建图（Graph）的情况下使用TensorFlow代码。代码段如下：
 
 【程序2-1】
 
  
      import tensorflow as tf
    data = tf.constant([1,2])
    print(data)

 
 
 
 这段代码默认启动了Eager模式，再使用TensorFlow读入一个序列后将其打印输出，结果如下：
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 可以看到，打印输出了读入数据后的Tensor数据格式，即具体数值为[1,2]，维度大小为2，数据类型为int32。
 
 如果此时需要将它的具体内容打印出来，则可以改成如下程序。
 
 【程序2-2】
 
  
      import tensorflow as tf
    data = tf.constant([1,2])
    print(data.numpy())

 
 
 
 该程序运行的结果如下：
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 可以看到，此时由于加上了数据自带的numpy()函数，Tensor数据被转化为常用的NumPy数据格式，即常数格式。
 
 这里顺带提一下，使用传统的TensorFlow编写模式可修改代码为如下程序。
 
 【程序2-3】
 
  
      import tensorflow.compat.v1 as tf
    tf.disable_v2_behavior()
    data = tf.constant([1,2])
    print(data)

 
 
 
 该程序运行的结果如下：
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 可以看到，此时数据被读入到图中而非被直接计算，因此打印出的结果并没有具体数据。具体数据的计算请读者自行完成。
 
 2.2.2　读取数据
 
 传统的TensorFlow 1.x数据的读取是采用占位符的形式，首先将数据读取到内存中，之后建立整体的TensorFlow图，在运行图以后将数据读取并显示。
 
 TensorFlow 2.0简化了数据的读取，类似NumPy的数据迭代风格，只使用TensorFlow中自带的Dataset API即可完成数据的迭代。
 
 1. 第一步：生成数据
 
  
      import numpy as np
    arr_list = np.arange(0,100)
    shape = arr_list.shape

 
 
 
 上述代码使用NumPy生成数据，产生了100个由0到99的数据并存储在arr_list中。
 
 2. 第二步：使用Dataset API读取数据
 
  
      dataset = tf.data.Dataset.from_tensor_slices(arr_list)
    dataset_iterator = dataset.shuffle(shape[0]).batch(10)

 
 
 
 这里首先使用Dataset.from_tensor_slices读取数据，之后使用shuffle函数打乱顺序，最终将数据以10个为一批进行输出。
 
 3. 第三步：创建计算模型
 
 创建计算模型是数据处理的关键。这里为了简化起见创建了一个非常简单的模型，即使用TensorFlow将输入的数据乘以0.1并输出，代码如下：
 
  
      def model(xs):
       # ... 编写一些函数
       outputs = tf.multiply(xs,0.1)
       return outputs

 
 
 
 model内是一个简单函数的实现，有兴趣的读者可以添加更多的内容。
 
 4. 第四步：数据的迭代输出
 
 在Eager模式中，Dataset API可以自动生成一个新的迭代器，将数据迭代出来。代码如下：
 
  
      for it in dataset_iterator:
       logits = model(it)
       print(logits)

 
 
 
 这样就构造了一个完整的使用Eager模型进行简单数据计算的模型，全部代码如下：
 
 【程序2-4】
 
  
      import tensorflow as tf
    import numpy as np
    arr_list = np.arange(0,100).astype(np.float32)
    shape = arr_list.shape
    dataset = tf.data.Dataset.from_tensor_slices(arr_list)
    dataset_iterator = dataset.shuffle(shape[0]).batch(10)
    def model(xs):
       # ... 编写一些函数
       outputs = tf.multiply(xs,0.1)
       return outputs
    for it in dataset_iterator:
       logits = model(it)
       print(logits)

 
 
 
 该程序的运行结果如图2.2所示。
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  图2.2　程序2-4的运行结果
 
 
 
 打印输出的结果显然不符合在程序中既定的模型，即将数列中的数乘以0.1并显示，而这里的输出数据却都是0。
 
 究其原因是在NumPy数据生成的时候是以int32格式作为数据的基本生成格式，因此Eager在进行计算时无法隐式地将数据转化成float类型，从而造成计算失败。
 
 解决的办法也很方便，将数据生成代码改成为如下形式即可：
 
  
      arr_list = np.arange(0,100).astype(np.float32)

 
 
 
 具体内容请读者自行完成。
 
 2.3　使用TensorFlow 2.0模式进行线性回归的一个简单例子
 
 下面以一个线性回归的模型为例来介绍使用Eager模型进行机器学习计算的方法，其中涉及模型参数的保存与读取以及保存模型的重新计算。
 
 2.3.1　模型的工具与数据的生成
 
 首先是模型的定义，这里使用一个简单的一元函数模型作为待测定的模型基础，公式如下：
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 即3倍的输入值加上0.217作为输出值。
 
 2.3.2　模型的定义
 
 由于既定的模型是一个一元线性方程，因此在使用Eager模型时自定义一个类似的数据模型，代码如下：
 
  
      weight = tfe.Variable(1., name="weight")
    bias = tfe.Variable(1., name="bias")
    def model(xs):
       logits = tf.multiply(xs, weight) + bias
    return logits

 
 
 
 首先使用固定数据定义模型初始化参数weight和bias，之后定义一个线性回归模型在初始状态拟合了一元回归模型。
 
 2.3.3　损失函数的定义
 
 对于使用机器学习进行数据拟合，一个非常重要的内容就是损失函数的编写，其往往决定着对于数据从空间中的哪个角度去拟合真实数据。
 
 在本例中，使用均方差（MSE）去计算拟合的数据与真实数据之间的误差，代码如下：
 
  
      tf.losses.MeanSquaredError()(model(xs), ys)

 
 
 
 这是使用TensorFlow自带损失函数计算MSE（均方差）的表示方法，当然也可以使用自定义的损失函数：
 
  
      tf.reduce_mean(tf.pow((model(xs) - ys), 2)) / (2 * 1000)

 
 
 
 这两者是等效的，不过自定义的损失函数可以使程序编写者获得更大的自由度。对于新手来说还是使用定制的损失函数去计算较好，请读者自行斟酌。
 
 2.3.4　梯度函数的更新计算
 
 可以直接调用TensorFlow的优化器完成梯度函数的计算。笔者选择使用Adam优化器作为优化工具，代码如下：
 
  
      opt = tf.train.AdamOptimizer(1e-1)

 
 
 
 opt对应的是TensorFlow优化器的对应写法。全部代码如下：
 
 【程序2-5】
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 该程序的运行结果如图2.3所示。
 
  
  [image: ] 
  图2.3　程序2-5的运行结果
 
 
 
 可以看到经过迭代计算以后，生成的weight值和bias值较好地拟合成预定的数据。有TensorFlow 1.X编程经验的读者可能会对这种数据更新的方式不习惯，不过记住这种写法即可：
 
  
      grads = tape.gradient(_loss, [weight, bias])
    opt.apply_gradients(zip(grads, [weight, bias]))

 
 
 
 除此之外，Keras对于梯度的更新采用回调的方式，代码如下：
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 全部代码如下所示（函数调用过于复杂，仅供参考）：
 
 【程序2-6】
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 在这里函数直接被调用，其内部多次用到回调函数，对Python有较多研究的读者可以尝试。
 
 2.4　TensorFlow 2.0进阶——AutoGraph和tf.function
 
 TensorFlow 2.0相对于TensorFlow 1.x来说并不是小打小闹的修订和维护，而是做出了重大的升级与改变。
 
 从前面的介绍可知，TensorFlow 2.0摒弃了一直使用的Graph（图）模式，即先构建一个动态图，使用占位符将各个节点填满，之后开启会话（Session）不停地使用馈送（Feed）方法对Graph模式进行更新。TensorFlow默认使用2.0版本的Eager执行模式。从目前演示的例子来看，读者可能会觉得Eager模式并没有太大的提升，但是随着对本书内容的学习，就会对TensorFlow 2.0新的模型训练方式感到喜爱，Eager模式能够让模型执行得更加简洁和明确，对多层和多模块的模型处理也更加简洁和方便。
 
 一直以来，TensorFlow 1.x长期存在的一个诟病是无法使用Python支持的常用代码，而必须使用标准的TensorFlow所内置的API和函数，然而这些函数往往因为编写复杂和使用困难，所以并不能被大多数程序编写者所掌握。
 
 针对这种情况，TensorFlow 2.0推出了一个新的运行理念，即AutoGraph。
 
 一个典型的例子就是在TensorFlow 1.x中如果对数据进行判断或循环，是无法使用Python原生的if和for函数的，而必须使用TensorFlow 1.x自带的函数tf.while、tf.cond等复杂的算子来实现动态流程控制。
 
 1. 第一步：首先定义一个函数
 
  
      def check_fun(input_num):
    if input_num > 1:
    output = input_num * input_num
    else:
    output = 1 - input_num
    return output

 
 
 
 这里用Python的固有方式定义了一个非常简单的check函数，当输入数据大于1时，返回输入值的平方；当输入数据小于1时，返回与1的差值。
 
 2. 第二步：调用AutoGraph模型对数据进行计算
 
  
     print('Eager results:',(check_fun(tf.constant(2.0))," and ",check_fun
(tf.constant(0.2))))

 
 
 
 打印输出的结果如下：
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 当运行这段代码时，TensorFlow 2.0自动调用Eager模式执行函数，这是在内部所完成的，没有任何问题。然而，对于有TensorFlow 1.x编写经验的程序编写者来说，这是不支持的。此时在TensorFlow 2.0中自动调用AutoGraph对Python原生函数进行了包装，即在内部自动完成了以下函数：
 
  
      tf_ check_fun  =  tf.autograph.to_graph(check_fun)

 
 
 
 如果读者想进一步了解AutoGraph的过程，可以使用如下函数：
 
  
      print(tf.autograph.to_code(check_fun))

 
 
 
 将这个过程打印出来。现在读者只需要知道对于Python原生的关键词，可以将其看作TensorFlow 2.0自带的一个常规运行函数，无差异地执行。
 
 相比较而言，对于TensorFlow 2.0所采用的Eager模式，在极大地提高了程序编写易用性的基础上，牺牲了部分TensorFlow Graph模式的效率。可以说TensorFlow函数在原生的Graph模式下的执行效率是最高的，Eager模式下的效率次之，经AutoGraph转换后的代码效率最低。
 
 TensorFlow 2.0使用的Eager模式在代码的编写上更为简洁，而原生的Graph模式效率却是最高的，因此为了解决这个差异，TensorFlow 2.0在AutoGraph的基础上还引入了一个新的函数包装方法—tf.function。
 
 简单地说，就是tf.function分层次地将一个函数的操作自动构建成一个TensorFlow所能够接受的Graph，这样在调用时执行这个Graph，从而使得执行效率更高。使用方法如下：
 
  
      tf_ check_fun = tf.function(check_fun)

 
 
 
 check_fun 函数被tf.function重新装饰，并将以Graph模式执行，可以把其想象成一个封装了Graph的TensorFlow原生函数，直接调用它也会立即得到Tensor结果。
 
 tf.function包装后的函数在其内部是高效执行的。当在内部打印Tensor时，Eager模式时执行会直接打印Tensor的值，而Graph模式打印的是Tensor句柄，无法调用numpy函数取出值，这和TF 1.x的Graph模式是一致的。由于tf.function装饰的函数是以Graph模式执行，其执行速度一般要比Eager模式快，当Graph包含很多小操作时差距更为明显。
 
 但是，这样会带来一个问题—tf.function内部管理了一系列Graph，并控制了Graph的执行。另外，虽然函数内部定义了一系列的操作，但是对于不同的输入需要不同的计算图。例如，函数输入Tensor的shape或者dtype不同，那么计算图是不同的。
 
 【程序2-7】
 
  
      import tensorflow as tf
    @tf.function
    def get_num(input_num):
      print("input is:", input_num)
      return input_num + input_num
    print("result is :",get_num(tf.constant(1)))
    print("---------")
    print("result is :",get_num(tf.constant(1.0)))
    print("---------")
    print("result is :",get_num(tf.constant([1, 2])))

 
 
 
 该程序的运行结果如图2.4所示。
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  图2.4　程序2-7的运行结果
 
 
 
 注意函数内部的打印，当输入Tensor的shape或者类型发生变化时，打印的东西也会相应改变。所以，它们的计算图（静态的）并不一样。tf.function这种多态特性其实是背后追踪了（Tracing）不同的计算图。具体来说，被tf.function装饰的函数f接受一定的Tensor，并返回0到任意Tensor。当装饰后的函数F被执行时：
 
 （1）根据输入Tensor的shape和dtype确定一个“trace_cache_key”。
 
 （2）每个“trace_cache_key”映射了一个Graph，当新的“trace_cache_key”要建立时，f将构建一个新的Graph，若“trace_cache_key”已经存在，则需要从缓存中查找已有的Graph。
 
 （3）将输入的Tensor放进这个Graph，然后执行得到输出的Tensor。
 
 这种多态性是程序编写时所需要的，因为有时候会输入具有不同shape与dtype的Tensor，但是当“trace_cache_key”越来越多时，就意味着要缓存庞大的Graph，这时就要注意了。特别是对于具有不同维度的输入数据，即根据不同的维度自动更新模型维度的图处理框架，影响是巨大的。实际上每次由于维度的变化，TensorFlow内部维护的一系列Graph（图）都会随之发生变化，从而影响性能。这一点需引起程序编写者的注意。
 
 tf.function的另外一个参数是autograph，默认是True，意思是在构建Graph时将自动使用AutoGraph。这样就可以在函数内部使用Python原生的条件判断以及循环语句了，因为它们会被tf.cond和tf.while_loop转化为Graph代码。需要注意的是判断分支和循环必须依赖于Tensor才会被转化，当autograph为False时，如果存在判断分支和循环必须依赖于Tensor的情况时将会出错。
 
 2.5　本章小结
 
 不管读者是刚刚学习AI的新手，还是已经对使用TensorFlow解决实际问题有丰富经验的“大神”，对于TensorFlow 2.0，或许都需要重新学习，因为变化太多了，有太多的优点和设计理念值得去深入了解和掌握。
 
 对于TensorFlow正式走上舞台的Eager模式，笔者在这里再次强调一下，这是一项伟大的变革与跃进，它正式摒弃了繁杂的Graph模式，使用动态图机制（Eager Execution）能够让程序的编写者和使用者在兼顾效率与简洁的同时可以实现一个最优化的模型训练。
 
 为了提高开发效率而提供的AutoGraph和tf.function函数能够将已有的其他函数兼容并包地加载到TensorFlow内部，使其成为模型的一部分，就像原生的TensorFlow函数一样，可以更为高效地运行。
 
 这些都是TensorFlow带来的可以看得见的变化，Keras的正式加入成为官方所推荐的高级API，并为此放弃和删除了自带的已经被大多数读者所熟知的tf.layers和Slim层。所有这一切都表明了一个态度，希望读者能够更多地使用Keras作为开发的首选目标。下一章笔者将着重介绍Keras的使用，请读者认真学习。
 
 
 第3章　TensorFlow和Keras
 
 神经网络专家Rachel Thomas曾说过，“接触TensorFlow后，我感觉自己还是不够聪明，但有了Keras之后，事情会变得简单一些。”
 
 他所提到的Keras是一个高级别的Python神经网络框架，能在TensorFlow上运行的一种高级的API框架。Keras拥有丰富的对数据的封装和一些先进的模型实现，避免了大家“重复发明轮子”。换言之，Keras对于提升开发者的开发效率来讲意义重大。TensorFlow+Keras的徽标（Logo）如图3.1所示。
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  图3.1　TensorFlow+Keras的徽标
 
 
 
 “不要重复发明轮子。”这是TensorFlow引入Keras API的最终目的。不过，请读者注意，本书的程序还是以TensorFlow代码编写为主、Keras为辅助的，目的是为了简化程序的编写。
 
 本章非常重要，强烈建议读者独立完成每个完整代码和代码段的编写。
 
 3.1　模型！模型！模型！还是模型
 
 神经网络的核心是就是模型（Model）。
 
 任何一个神经网络的主要设计思想和功能都是以模型为中心的，TensorFlow也不例外。
 
 TensorFlow或TensorFlow高级API Keras的核心数据结构都是模型（一种组织网络层的方式）。最简单的模型是Sequential（顺序）模型，由多个网络层线性堆叠而成。对于更复杂的结构，应该使用Keras函数式API，其允许构建任意的神经网络图。
 
 为了便于理解和易于上手，笔者首先从Sequential模型开始。一个标准的Sequential模型如下：
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 可以看到，这里首先创建了一个Sequential模型，之后根据需要逐级向其中添加不同的全连接层。全连接层的作用是进行矩阵计算，而相互之间又通过不同的激活函数进行激活计算。（这种没有输入输出值的编程方式对有经验的程序设计人员来说并不友好，仅供举例。）
 
 对于损失函数的计算，根据不同拟合方式和数据集的特点，需要建立不同的损失函数最大程度反馈拟合曲线错误。这里的损失函数采用的是交叉熵函数（softmax_crossentroy），使得数据计算分布能够最大限度地拟合目标值。如果对此陌生，只需要记住这些名词和下面的代码编写即可。代码如下：
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 首先通过模型计算出对应的值（内部采用前向调用函数），之后用tf.reduce_mean计算出损失函数。
 
 模型建立完毕后，就该准备数据了。一份简单而标准的数据、一个简单而具有指导思想的例子往往事半功倍。在深度学习中最常用的入门例子是iris分类。下面就使用TensorFlow 2.0的Keras模式实现一个iris鸢尾花分类的例子。
 
 3.2　使用Keras API实现鸢尾花分类的例子（顺序模式）
 
 iris数据集是常用的分类实验数据集，由Fisher于1936年收集整理。iris也称鸢尾花卉数据集，是一类多重变量分析的数据集，包含150个数据集，可分为3类，每类50个数据，每个数据包含4个属性。可通过花萼长度、花萼宽度、花瓣长度、花瓣宽度4个属性预测鸢尾花卉属于Setosa、Versicolour、Virginica这3个种类中的哪一类。鸢尾花的样子如图3.2所示。
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  图3.2　鸢尾花
 
 
 
 3.2.1　数据的准备
 
 不需要下载鸢尾花数据集，一般常用的机器学习工具都自带iris数据集，导入iris数据集的代码如下：
 
  
      from sklearn.datasets import load_iris
    data = load_iris()

 
 
 
 这里导入的是sklearn数据库中的iris数据集，直接载入即可。其中的数据是以key-value的形式对应存放的，key值如下：
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 由于本例中需要iris的特征与分类目标，因此只需要获取data和target，代码如下：
 
  
      from sklearn.datasets import load_iris
    data = load_iris()
    iris_target = data.target
    iris_data = np.float32(data.data)      #将其转化为float类型的列表（list）

 
 
 
 数据打印输出的结果如图3.3所示。
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  图3.3　数据打印输出的结果
 
 
 
 这里分别打印了前5组数据。可以看到iris数据集分成了4个不同特征进行数据记录的，而每个特征又对应于一个分类表示。
 
 3.2.2　数据的处理
 
 下面就是数据处理部分，对特征的表示不需要变动。而对于分类表示的结果，全部打印输出的结果如图3.4所示。
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  图3.4　数据处理
 
 
 
 这里按数字分成了3类，0、1和2分别代表3种类型。按照直接计算的思路可以将数据结果向固定的数字进行拟合。这样做就是一个回归问题，即通过回归曲线去拟合出最终结果。但是本例实际上是一个分类任务，因此需要对其进行分类处理。
 
 分类处理中一个非常简单的方法就是进行独热编码（one-hot）处理，也就是将一个序列化数据分到不同的数据空间进行表示，如图3.5所示。
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  图3.5　one-hot处理
 
 
 
 具体在程序处理上，读者可以自行实现one-hot的代码，也可以使用Keras自带的分散化工具对数据进行处理。代码如下：
 
  
     iris_target = np.float32(tf.keras.utils.to_categorical(iris_target,
num_classes=3))

 
 
 
 这里的num_classes分成了3类，由一行三列来表示每个类别。
 
 交叉熵函数与分散化表示的方法超出了本书的内容，因而不做过多介绍。读者只需要知道交叉熵函数需要和softmax配合，从分布上向离散空间靠拢即可。
 
  
      iris_data = tf.data.Dataset.from_tensor_slices(iris_data).batch(50)
    iris_target = tf.data.Dataset.from_tensor_slices(iris_target).batch(50)

 
 
 
 当生成的数据读取到内存中，并准备以批量形式打印时使用的是tf.data.Dataset.from_tensor_slices函数，可以根据具体情况对批量数据进行设置。tf.data.Dataset函数更多的细节和用法在后面的章节中会专门介绍。
 
 3.2.3　梯度更新函数的写法
 
 梯度更新函数是根据误差的幅度对数据进行更新的方法，代码如下：
 
  
      grads = tape.gradient(loss_value, model.trainable_variables)
    opt.apply_gradients(zip(grads, model.trainable_variables))

 
 
 
 与前面线性回归例子的差别是，使用的模型直接获取参数的方式对数据进行不断更新而非人为指定。至于人为指定和排除某些参数的方法属于高级程序设计，在后面的章节会提到。
 
 【程序3-1】
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 该程序的运行结果如图3.6所示。可以看到损失值在符合要求的范围内不断降低，最终达到预期目标。
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  图3.6　程序3-1的运行结果
 
 
 
 3.2.4　使用Keras 函数式编程实现鸢尾花分类的例子（重点）
 
 对于有编程经验的程序设计人员来说，顺序编程过于抽象，同时缺乏过多的自由度，因此在较为高级的程序设计中达不到程序设计的目标。
 
 Keras函数式编程是定义复杂模型（如多输出模型、有向无环图，或具有共享层的模型）的方法。下面从一个简单的例子开始。程序3-1建立模型的方法是使用顺序编程，即通过逐级添加的方式将数据“add”到模型中。这种方式在较低级的编程上可以较好地减轻编程的难度，但是在自由度方面会有非常大的影响。例如，当需要对输入的数据进行重新计算时，顺序编程方法就不适用了。
 
 函数式编程方法类似于传统的编程。只需要建立模型导入输入和输出“形式参数”即可。有TensorFlow 1.x编程基础的读者可以将其看作是一种新的格式的“占位符”。示例代码如下：
 
  
      inputs = tf.keras.layers.Input(shape=(4))
    # 层的实例是可调用的，它以张量为参数，并且返回一个张量
    x = tf.keras.layers.Dense(32, activation='relu')(inputs)
    x = tf.keras.layers.Dense(64, activation='relu')(x)
    predictions = tf.keras.layers.Dense(3, activation='softmax')(x)
    # 这部分创建了一个包含输入层和三个全连接层的模型
    model = tf.keras.Model(inputs=inputs, outputs=predictions)

 
 
 
 下面开始对其进行分析。
 
 1. 输入端
 
 首先是input的形参：
 
  
      inputs = tf.keras.layers.Input(shape=(4))

 
 
 
 需要从源码上来看，代码如下：
 
  
      tf.keras.Input(
      shape=None,
      batch_size=None,
      name=None,
      dtype=None,
      sparse=False,
      tensor=None,
      **kwargs
    )

 
 
 
 Input函数用于实例化Keras张量。Keras张量是来自底层后端输入的张量对象，其中增加了某些属性，能够通过了解模型的输入和输出来构建Keras模型。
 
 参数解析：
 
  
  	　shape：形状元组（整数），不包括批量大小。例如，shape=(32,)表示预期的输入将是32维向量的批次。
 
  	　batch_size：可选的静态批量大小（整数）。
 
  	　name：图层的可选名称字符串。在模型中应该是唯一的（不要重复使用相同的名称两次）。如果未提供它将自动生成。
 
  	　dtype：数据类型，即预期输入的数据格式，一般有float32、float64、int32等类型。
 
  	　sparse：一个布尔值，指定是否创建占位符是稀疏的。
 
  	　tensor：可选的现有张量包裹到Input图层中。如果设置，图层将不会创建占位符张量。
 
  	　**kwargs：其他的一些参数。
 
 
 
 上面是官方的解释，可以看到，这里的input函数就是根据设定的维度大小生成一个可供存放对象的张量空间，维度就是shape中设定的维度。
 
  
  注意
 
  与传统的TensorFlow不同的是，这里的batch大小并不显式地定义在输入shape中。
 
 
 
 举例来说，在一个后续的学习中会遇到MNIST数据集，即一个手写图片分类的数据集，每张图片的大小用四维来表示，比如[1,28,28,1]。第1个数字是每个批次的大小，第2和3个数字是图片的尺寸，第4个数字是图片通道的个数。因此输入到input中的数据为：
 
  
      #举例说明，这里四维变成三维，不设置batch的值
    inputs = tf.keras.layers.Input(shape=(28,28,1))

 
 
 
 2. 中间层
 
 下面每个层的写法与使用顺序模式也是不同的：
 
  
      x = tf.keras.layers.Dense(32, activation='relu')(inputs)

 
 
 
 在这里每个类被直接定义，之后将值作为类实例化以后的输入值进行计算。
 
  
      x = tf.keras.layers.Dense(32, activation='relu')(inputs)
    x = tf.keras.layers.Dense(64, activation='relu')(x)
    predictions = tf.keras.layers.Dense(3, activation='softmax')(x)

 
 
 
 可以看到这里与顺序最大的区别就在于实例化类以后有对应的输入端，较为符合一般程序编写习惯。
 
 3. 输出端
 
 不需要额外的表示，直接将计算的最后一个层作为输出端即可：
 
  
      predictions = tf.keras.layers.Dense(3, activation='softmax')(x)

 
 
 
 4. 模型的组合方式
 
 直接将输入端和输出端在模型类中显式地注明，Keras即可在后台将各个层级通过输入和输出对应的关系连接在一起。
 
  
      model = tf.keras.Model(inputs=inputs, outputs=predictions)

 
 
 
 完整的代码如下所示。
 
 【程序3-2】
 
 
  [image: ]
 
 
 程序3-2的基本架构仿照前面没有多少变化，损失函数和梯度更新方法是固定的写法，最大的不同点在于，使用模型自带的saver函数保存数据。在TensorFlow 2.0中，数据的保存由Keras完成，即将图（Graph）和对应的参数完整地保存在h5格式中。
 
 3.2.5　使用保存的Keras模式对模型进行复用
 
 前面已经说过，对于保存的文件，Keras是将所有的信息都保存在h5文件中，这里包含所有模型结构信息和训练过的参数信息。
 
  
      new_model = tf.keras.models.load_model('./saver/the_save_model.h5')

 
 
 
 tf.keras.models.load_model函数从给定的地址中载入h5文件中保存的模型，而后根据保存的模型自动建立一个新的模型。
 
 模型的复用直接调用模型predict函数：
 
  
      new_prediction = new_model.predict(iris_data)

 
 
 
 这里直接将iris数据作为预测数据进行输入，全部代码如下所示。
 
 【程序3-3】
 
 
  [image: ]
 
 
 该程序的运行结果如图3.7所示，最终的计算结果被完整地打印出来。
 
  
  [image: ] 
  图3.7　程序3-3的运行结果
 
 
 
 3.2.6　使用TensorFlow 2.0标准化编译对iris模型进行拟合
 
 在程序3-1中，笔者使用符合传统TensorFlow习惯的梯度更新方式对参数进行了更新。然而这种看起来符合编程习惯的梯度计算和更新方法可能并不符合大多数有机器学习使用经验的读者使用。下面就以修改后的iris分类为例来讲解标准化TensorFlow 2.0的编译方法。
 
 实际上大多数机器学习的程序设计人员往往习惯使用fit函数和compile函数进行数据载入和参数分析。代码如下（先运行，后面会有更为细节的运行分析）。
 
 【程序3-4】
 
  
     import tensorflow as tf
   import numpy as np
   from sklearn.datasets import load_iris
   data = load_iris()
   iris_data = np.float32(data.data)
   iris_target = (data.target)
   iris_target =
np.float32(tf.keras.utils.to_categorical(iris_target,num_classes=3))
   train_data =
tf.data.Dataset.from_tensor_slices((iris_data,iris_target)).batch(128)
   input_xs  = tf.keras.Input(shape=(4), name='input_xs')
   out = tf.keras.layers.Dense(32, activation='relu', name='dense_1')(input_xs)
   out = tf.keras.layers.Dense(64, activation='relu', name='dense_2')(out)
   logits = tf.keras.layers.Dense(3,
activation="softmax",name='predictions')(out)
   model = tf.keras.Model(inputs=input_xs, outputs=logits)
   opt = tf.optimizers.Adam(1e-3)
   model.compile(optimizer=tf.optimizers.Adam(1e-3),
loss=tf.losses.categorical_crossentropy,
   metrics = ['accuracy'])
   model.fit(train_data, epochs=500)
   score = model.evaluate(iris_data, iris_target)
   print("last score:",score)

 
 
 
 1. 数据的获取
 
 本例还是使用sklearn中的iris数据集作为数据来源，之后将target转化成one-hot的形式进行存储。顺便提一句，TensorFlow本身也带有one-hot函数，即tf.one_hot，有兴趣的读者可以自行学习。
 
 读取之后的处理在后文介绍，现在请读者继续按顺序阅读。
 
 2. 模型的建立和参数更新
 
 这里笔者不准备采用新模型的建立方法，对于读者来说，熟悉函数化编程就能应对大多数深度学习模型的建立。在后面章节中笔者会教读者自定义某些层的方法。
 
 对于梯度的更新，目前为止都是采用类似回传调用等方式对参数进行更新。这是由程序设计者手动完成的，然而TensorFlow 2.0自带了（并且作为推荐使用）梯度更新方法。代码如下：
 
  
     model.compile(optimizer=tf.optimizers.Adam(1e-3),
loss=tf.losses.categorical_crossentropy,metrics = ['accuracy'])
   model.fit(train_data, epochs=500)
 
 
 
 compile函数是模型适配损失函数和选择优化器的专用函数，而fit函数的作用是把训练参数加载到模型中。下面分别对其进行讲解。
 
 （1）compile
 
 compile函数是TensorFlow 2.0中用于配置训练模型的专用编译函数。源码如下：
 
  
     compile(optimizer, loss=None, metrics=None, loss_weights=None,
sample_weight_mode=None, weighted_metrics=None, target_tensors=None)

 
 
 
 这里笔者主要介绍其中最重要的3个参数：optimizer、loss和metrics。
 
  
  	　optimizer：字符串（优化器名）或者优化器实例。
 
  	　loss：字符串（目标函数名）或目标函数。如果模型具有多个输出，则可以通过传递损失函数的字典或列表在每个输出上使用不同的损失值。模型最小化的损失值将是所有单个损失值的总和。
 
  	　metrics：在训练和测试期间的模型评估标准。通常会使用metrics = ['accuracy']。若要为多输出模型的不同输出指定不同的评估标准，则可以传递一个字典，如metrics = {'output_a'：'accuracy'}。
 
 
 
 可以看到，优化器（Optimizer）被传入了选定的优化器函数，loss是损失函数，这里也被传入选定的多分类crossentropy函数。metrics是用来评估模型的标准，一般用准确率来表示。
 
 实际上，compile编译函数是一个多重回调函数的集合，对于所有的参数实际上就是根据对应函数的“地址”回调对应的函数，并将参数传入。
 
 举个例子，在上面的编译器中传递的是一个TensorFlow 2.0自带的损失函数，而实际上往往针对不同的计算和误差需要使用不同的损失函数，在这里自定义一个均方差（MSE）损失函数，代码如下：
 
  
      def my_MSE(y_true , y_pred):
       my_loss = tf.reduce_mean(tf.square(y_true - y_pred))
       return my_loss

 
 
 
 损失函数中接收2个参数，分别是y_true和y_pred，即预测值和真实值的形式参数。之后根据需要计算出真实值和预测值之间的误差。
 
 损失函数名作为地址传递给compile后即可作为自定义的损失函数在模型中进行编译。代码如下：
 
  
     opt = tf.optimizers.Adam(1e-3)
   def my_MSE(y_true , y_pred):
     my_loss = tf.reduce_mean(tf.square(y_true - y_pred))
     return my_loss
   model.compile(optimizer=tf.optimizers.Adam(1e-3), loss=my_MSE,metrics =
['accuracy'])

 
 
 
 优化器的自定义实际上也是可以的，但是一般情况下优化器的编写需要比较高的编程技巧以及对模型的理解。这里使用TensorFlow 2.0自带的优化器即可。
 
 （2）fit
 
 fit函数的作用以给定数量的轮次（数据集上的迭代）训练模型，主要参数有如下4个：
 
  
  	　x：训练数据的NumPy数组（如果模型只有一个输入），或者是NumPy数组的列表（如果模型有多个输入）。如果模型中的输入层被命名，也可以传递一个字典，将输入层名称映射到NumPy数组。如果从本地框架张量馈送（例如TensorFlow数据张量）数据，x可以是None（默认）。
 
  	　y：目标（标签）数据的NumPy数组（如果模型只有一个输出），或者是NumPy数组的列表（如果模型有多个输出）。如果模型中的输出层被命名，也可以传递一个字典，将输出层名称映射到NumPy数组。如果从本地框架张量馈送（例如TensorFlow数据张量）数据，y可以是None（默认）。
 
  	　batch_size：整数或None。每次梯度更新的样本数。如果未指定，默认为32。
 
  	　epochs：整数。训练模型迭代轮次。一个轮次是在整个x和y上的一轮迭代。注意：与initial_epoch一起，epochs被理解为“最终轮次”。模型并不是训练了epochs轮，而是到第epochs轮停止训练。
 
 
 
 fit函数的主要作用就是对输入的数据进行修改。如果已经成功运行了程序3-4，那么换一种略微修改后的代码，重写运行iris数据集。
 
 【程序3-5】
 
  
     import tensorflow as tf
   import numpy as np
   from sklearn.datasets import load_iris
   data = load_iris()
   #数据的形式
   iris_data = np.float32(data.data)         #数据读取
   iris_target = (data.target)
   iris_target =
np.float32(tf.keras.utils.to_categorical(iris_target,num_classes=3))
   input_xs  = tf.keras.Input(shape=(4), name='input_xs')
   out = tf.keras.layers.Dense(32, activation='relu', name='dense_1')(input_xs)
   out = tf.keras.layers.Dense(64, activation='relu', name='dense_2')(out)
   logits = tf.keras.layers.Dense(3,
activation="softmax",name='predictions')(out)
   model = tf.keras.Model(inputs=input_xs, outputs=logits)
   opt = tf.optimizers.Adam(1e-3)
   model.compile(optimizer=tf.optimizers.Adam(1e-3),
loss=tf.losses.categorical_crossentropy,metrics = ['accuracy'])
   #fit函数载入数据
   model.fit(x=iris_data,y=iris_target,batch_size=128, epochs=500)
   score = model.evaluate(iris_data, iris_target)
   print("last score:",score)
 
 
 
 程序3-4和程序3-5最大的不同在于数据读取方式的变化。在程序3-4中，数据的读取方式和fit函数的载入方式如下：
 
  
     iris_data = np.float32(data.data)
   iris_target = (data.target)
   iris_target =
np.float32(tf.keras.utils.to_categorical(iris_target,num_classes=3))
   train_data =
tf.data.Dataset.from_tensor_slices((iris_data,iris_target)).batch(128)
   ……
   model.fit(train_data, epochs=500)

 
 
 
 iris的数据读取被分成2个部分，分别是数据特征部分和标注（Label）部分。标注部分使用Keras自带的工具进行离散化处理。而离散化后处理的部分又被tf.data.Dataset API整合成一个新的数据集，并且按batch被切分成多个部分。
 
 此时fit的处理对象是一个被tf.data.Dataset API处理后的Tensor类型数据，并且在切分的时候按照整合的内容被依次读取，由于读取的是一个Tensor类型的数据，因此fit内部的batch_size划分不起作用，而要使用生成数据tf中数据生成器的batch_size进行划分。如果读者对其还是不能够理解，则可使用如下代码段打印重新整合后的train_data中的数据：
 
  
      for iris_data,iris_target in train_data

 
 
 
 回到程序3-5中，取出对应于数据读取和载入的部分：
 
 
  [image: ]
 
 
 可以看到数据在读取和载入的过程中没有变化，将处理后的数据直接输入到fit函数中供模型使用。此时由于是直接对数据进行操作，因此对数据的划分由fit函数负责，并且batch_size被设定为128。
 
 3.3　多输入单一输出TensorFlow 2.0编译方法（选学）
 
 在前面内容的学习中，笔者采用的是标准化的深度学习流程，即数据的准备、处理，数据的输入与计算，以及最后结果的打印。虽然在真实情况中可能会遇到各种各样的问题，但是基本步骤不会变。
 
 一个非常重要的问题是，在模型的计算过程中遇到多个数据输入端应该怎么处理（见图3.8）。
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  图3.8　多个数据输入端
 
 
 
 以Tensor格式的数据为例，在数据的转化部分就需要将数据进行“打包”处理，即将不同的数据按类型进行打包，如下所示。
 
  
      输入1，输入2，输入3，标签 -> (输入1，输入2，输入3)，标签

 
 
 
 注意小括号的位置，将数据分成2个部分，即“输入”与“标注”两类。多输入的部分使用小括号打包在一起，形成一个整体。
 
 下面还是以iris数据集为例讲解多数据输入的问题。
 
 3.3.1　数据的获取与处理
 
 从前面的介绍可以知道，iris数据集每行是由一个4个特征组合在一起表示的特征集合，此时可以人为地将其切分，即将长度为4的特征转化成一个长度为3和一个长度为1的两个特征集合。代码如下：
 
  
      import tensorflow as tf
    import numpy as np
    from sklearn.datasets import load_iris
    data = load_iris()
    iris_data = np.float32(data.data)
    iris_data_1 = []
    iris_data_2 = []
    for iris in iris_data:
       iris_data_1.append(iris[0])
       iris_data_2.append(iris[1:4])
 
 
 
 打印其中的一条：
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 可以看到，一行4列的数据被拆分成2组特征。
 
 3.3.2　模型的建立
 
 数据被人为地拆分成2个部分，因此在模型的输入端也要能够处理2组数据的输入问题。
 
  
      input_xs_1  = tf.keras.Input(shape=(1,), name='input_xs_1')
    input_xs_2  = tf.keras.Input(shape=(3,), name='input_xs_2')
    input_xs = tf.concat([input_xs_1,input_xs_2],axis=-1)

 
 
 
 上述代码先用input_xs_1和input_xs_2作为数据的接收端接受传递进来的数据，之后通过一个concat重新将数据组合，恢复成一条4特征的集合。
 
  
     out = tf.keras.layers.Dense(32, activation='relu', name='dense_1')(input_xs)
   out = tf.keras.layers.Dense(64, activation='relu', name='dense_2')(out)
   logits = tf.keras.layers.Dense(3,
activation="softmax",name='predictions')(out)
   model = tf.keras.Model(inputs=[input_xs_1,input_xs_2], outputs=logits)

 
 
 
 剩余部分没有变化，按照前面的程序处理即可。
 
 3.3.3　数据的组合
 
 切分后的数据需要重新组合，生成能够符合模型需求的Tensor数据。这里最为关键的是在模型中对输入输出格式的定义。把模型的输入输出格式拆分为：
 
  
      input = 【输入1，输入2】，outputs = 输出       #请注意模型中的中括号

 
 
 
 因此，在Tensor建立的过程中也要按照模型输入的格式创建对应的数据集，格式如下：
 
  
      ((输入1，输入2),输出)

 
 
 
 注意，这里采用2层括号对数据进行打包，即首先将“输入1”和“输入2”打包成一个输入数据，之后重新打包“输出”共同组成一个数据集。转化Tensor数据的代码如下：
 
  
     train_data =
tf.data.Dataset.from_tensor_slices(((iris_data_1,iris_data_2),iris_target)).ba
tch(128)
 
 
 
  
  注意
 
  一定要注意小括号的层数。
 
 
 
 完整的代码如下所示。
 
 【程序3-6】
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 该程序的运行结果如图3.9所示。
 
  
  [image: ] 
  图3.9　程序3-6的运行结果
 
 
 
 其实对于认真阅读本书的读者来说，上面的打印输出结果应该见过很多次了，在这里TensorFlow 2.0默认输出了每个循环结束后的损失值，并且按compile函数中设定的内容输出准确率（Accuracy）值。最后的evaluate函数通过对测试集中的数据进行重新计算来获取损失值和准确率。本例使用训练数据代替测试数据。
 
 在程序3-6中数据的准备是使用tf.data API来完成的，即通过打包的方式将数据输出，也可以直接将输出输入到模型中进行训练。代码如下所示。
 
 【程序3-7】
 
  
     import tensorflow as tf
   import numpy as np
   from sklearn.datasets import load_iris
   data = load_iris()
   iris_data = np.float32(data.data)
   iris_data_1 = []
   iris_data_2 = []
   for iris in iris_data:
      iris_data_1.append(iris[0])
      iris_data_2.append(iris[1:4])
   iris_target =
np.float32(tf.keras.utils.to_categorical(data.target,num_classes=3))
   input_xs_1  = tf.keras.Input(shape=(1,), name='input_xs_1')
   input_xs_2  = tf.keras.Input(shape=(3,), name='input_xs_2')
   input_xs = tf.concat([input_xs_1,input_xs_2],axis=-1)
   out = tf.keras.layers.Dense(32, activation='relu', name='dense_1')(input_xs)
   out = tf.keras.layers.Dense(64, activation='relu', name='dense_2')(out)
   logits = tf.keras.layers.Dense(3,
activation="softmax",name='predictions')(out)
   model = tf.keras.Model(inputs=[input_xs_1,input_xs_2], outputs=logits)
   opt = tf.optimizers.Adam(1e-3)
   model.compile(optimizer=tf.optimizers.Adam(1e-3),
loss=tf.losses.categorical_crossentropy,metrics = ['accuracy'])
   model.fit(x = ([iris_data_1,iris_data_2]),y=iris_target,batch_size=128,
epochs=500)
   score = model.evaluate(x=([iris_data_1,iris_data_2]),y=iris_target)
   print("多头score：",score)
 
 
 
 该程序的运行结果请读者自行验证，需要注意的是其中数据的打包情况。
 
 3.4　多输入多输出TensorFlow 2.0编译方法（选学）
 
 对于多输入单一输出的TensorFlow 2.0的写法读者已经知道，然而在实际编程中有没有可能遇到多输入多输出的情况呢？事实上是有的。虽然读者可能遇到的情况会很少，但是在必要的时候还是需要设计多输出的神经网络模型去进行训练，例如“bert”模型。
 
 实际上也可以仿照单一输入模型改为多输入模型的写法，将output的数据使用中括号进行打包。
 
 首先是对数据的修正和设计，数据的输入被平均分成2组，每组有2个特征。这实际上没什么变化。对于特征的分类，在导入one-hot处理的分类数据集之外，还保留了数据分类的真实值作为目标辅助分类的计算结果。无论是多输入还是多输出，都会使用打包的形式将数据重新打包成一个整体的数据集合。
 
  
     iris_data_1 = []
   iris_data_2 = []
   for iris in iris_data:
      iris_data_1.append(iris0:[2])
      iris_data_2.append(iris[2:])
   iris_label = data.target
   iris_target =
np.float32(tf.keras.utils.to_categorical(data.target,num_classes=3))
   train_data = tf.data.Dataset.from_tensor_slices(((iris_data_1,iris_data_2),
   (iris_target,iris_label))).batch(128)

 
 
 
 在fit函数中，直接调用打包后的输入数据即可：
 
  
      model.fit(x = train_data, epochs=500)

 
 
 
 完整的代码如下所示。
 
 【程序3-8】
 
  
     import tensorflow as tf
   import numpy as np
   from sklearn.datasets import load_iris
   data = load_iris()
   iris_data = np.float32(data.data)
   iris_data_1 = []
   iris_data_2 = []
   for iris in iris_data:
      iris_data_1.append(iris[:2])
      iris_data_2.append(iris[2:])
   iris_label = data.target
   iris_target =
np.float32(tf.keras.utils.to_categorical(data.target,num_classes=3))
   train_data = tf.data.Dataset.from_tensor_slices(((iris_data_1,iris_data_2),
(iris_target,iris_label))).batch(128)
   input_xs_1  = tf.keras.Input(shape=(2), name='input_xs_1')
   input_xs_2  = tf.keras.Input(shape=(2), name='input_xs_2')
   input_xs = tf.concat([input_xs_1,input_xs_2],axis=-1)
   out = tf.keras.layers.Dense(32, activation='relu', name='dense_1')(input_xs)
   out = tf.keras.layers.Dense(64, activation='relu', name='dense_2')(out)
   logits = tf.keras.layers.Dense(3,
activation="softmax",name='predictions')(out)
   label = tf.keras.layers.Dense(1,name='label')(out)
   model = tf.keras.Model(inputs=[input_xs_1,input_xs_2],
outputs=[logits,label])
   opt = tf.optimizers.Adam(1e-3)
   def my_MSE(y_true , y_pred):
      my_loss = tf.reduce_mean(tf.square(y_true - y_pred))
      return my_loss
   model.compile(optimizer=tf.optimizers.Adam(1e-3), loss={'predictions':
tf.losses.categorical_crossentropy, 'label':
my_MSE},loss_weights={'predictions': 0.1, 'label': 0.5},metrics = ['accuracy'])
   model.fit(x = train_data, epochs=500)
   score = model.evaluate(train_data)
   print("多头score：",score)
 
 
 
 该程序的运行结果如图3.10所示。
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  图3.10　程序3-8的运行结果
 
 
 
 限于章节篇幅的关系，这里也只是输出结果其中的一部分内容，相信读者能够理解输出数据内容的含义。
 
 3.5　全连接层详解
 
 学完前面的内容后，相信读者对TensorFlow 2.0程序设计有了较多的理解，甚至会觉得自己很厉害。不过这里一直在使用的、反复提及的全连接层到底是什么样的存在呢？
 
 3.5.1　全连接层的定义与实现
 
 全连接层的每一个结点都与上一层的所有结点相连，用来把前边提取到的特征综合起来，如图3.11所示。由于全相连的特性，因此一般全连接层的参数也是最多的。
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  图3.11　全连接层
 
 
 
 图3.11是一个简单的全连接网络，其推导过程如下：
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 如果将推导公式转化一下，写法如下：
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 可以看到，全连接的核心操作就是矩阵向量乘积：[image: ]。
 
 下面举一个例子，使用TensorFlow 2.0自带的API实现一个简单的矩阵计算。
 
 [1,1] [1]
 
 [2,2]* [1]= [?]
 
 首先通过公式计算对数据进行一个先行验证，按推导公式计算如下：
 
 (1x1 + 1x1) + 0.17 = 2.17
 
 (2x1 + 2x1) + 0.17 = 4.17
 
 这样最终形成了一个新的矩阵[2.17,4.17]。代码如下：
 
 【程序3-9】
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 该程序打印输出的结果如下：
 
  
      tf.Tensor([[2.17] [4.17]], shape=(2, 1), dtype=float32)

 
 
 
 可以看到，这里最终计算出一个Tensor，大小为shape=(2, 1)，类型为float32，其值为[[2.17] [4.17]]。
 
 计算本身非常简单，请注意笔者在定义参数和定义输入值时采用的不同写法：
 
  
      weight = tf.Variable([[1.],[1.]])
    input_xs = tf.constant([[1.,1.],[2.,2.]])

 
 
 
 在这里对于参数的定义，笔者使用的是Variable函数，对应内容打印如下：
 
  
      <tf.Variable 'Variable:0' shape=(2, 1) dtype=float32, numpy=array([[1.], [1.]], dtype=float32)>

 
 
 
 对于输入值的定义，笔者使用的是constant函数，input_xs打印如下：
 
  
      tf.Tensor([[1. 1.]
             [2. 2.]], shape=(2, 2), dtype=float32)

 
 
 
 通过对比可以看到，这里的weight被定义成一个可变参数Variable类型，供在后续的反向计算中进行调整，而constant函数是直接读取数据并将其定义成Tensor格式。
 
 3.5.2　使用TensorFlow 2.0自带的API实现全连接层
 
 在上一节中笔者编写范例程序3-9仅仅是为了介绍全连接层的计算方法，而不是介绍全连接层。全连接本质就是由一个特征空间线性变换到另一个特征空间。目标空间的任意一维（隐藏层的一个节点）都会受到源空间每一维的影响。通俗地说，目标向量是源向量的加权和。
 
 全连接层一般是接在特征提取网络之后，用作对特征的分类器。全连接常出现在最后几层，用于对前面设计的特征计算加权和。前面的网络相当于实现特征工程，后面的全连接相当于进行特征加权。
 
 具体的神经网络差值反馈算法在第4章会介绍。
 
 下面笔者就实现一个可以加载到模型中的“自定义全连接层”。
 
 1. 自定义层的继承
 
 在TensorFlow 2.0中，任何一个自定义的层都继承自tf.keras.layers.Layer，笔者将其称为“父层”，如图3.12所示。自定义层实际上是父层的一个具体实现。
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  图3.12　父层
 
 
 
 从图3.12可以看到，Layer层是由多个函数构成的，基于继承的关系，如果想要实现自定义的层，那么必须实现其中的函数。
 
 2. “父层”函数
 
 所谓的“父层”就是这里自定义的层继承自哪里，告诉TensorFlow 2.0框架遵守“父层”的函数，实现自定义的功能。
 
 Layer层中需要自定义的函数有很多，但是实际上在使用时一般只需要定义那些必须使用的函数即可，例如build、call函数，以及初始化所必需的__init__函数。
 
 （1）__init__函数：首先是一些必要参数的初始化，这些参数的初始化写在def __init__(self,)中，然后是一些参数的初始化。写法如下：
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 可以看到，init函数中最重要的就是显式地确定需要的一些参数。特别要注意的是，对于输入的init中的参数，输入Tensor是不会在这里进行标注的，init初始化的是模型参数。输入值不属于“模型参数”。
 
 （2）build函数：build函数的内容主要是声明需要更新的参数部分，如权重等，一般使用self.kernel = tf.Variable(shape=[ ])等来声明需要更新的参数变量。
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 build函数参数中的input_shape形参是固定不变的写法，其中自定义的参数需要加上self，声明是在类中使用的全局参数。
 
 上面加黑显示的super(MyLayer, self).build(input_shape)，读者目前只需要记得这种写法即可，它用于在build的最后确定参数定义结束。
 
 （3）call函数：call函数是最重要的函数，这部分代码包含了主要层的实现。
 
 init函数（定义并声明了参数）和build函数（声明了权重可变参数）只是定义了一些初始化的参数以及一些需要更新的参数变量，而真正实现所定义类的功能是在call函数中。
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 可以看到，call中的一系列操作是对__init__和build中变量参数的引用，所有的计算都在call函数中完成。需要注意的是，输入的参数也是在这里出现的，经过计算后将计算值返回。
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 下面使用自定义的层修改iris模型。
 
 【程序3-10】
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 笔者首先定义了MyLayer作为全连接层，之后正如使用TensorFlow 2.0自带的层一样，直接生成类函数并指定输入参数，并将所有的层加入模型中。程序的运行结果如图3.13所示。
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  图3.13　程序3-10的运行结果
 
 
 
 3.5.3　打印显示TensorFlow 2.0设计的模型结构和参数
 
 在程序3-10中笔者使用自定义层实现了模型。如果读者认真学习了这部分内容，那么相信您一定可以实现自己的自定义层。
 
 似乎有一个问题，对于自定义的层来说，这里的参数名（在build中定义的参数名）都是一样的，而在层生成的过程中似乎并没有对每个层进行重新命名或者将其归属于某个命名空间中。这似乎与传统的TensorFlow 1.x模型的设计结果相冲突。
 
 实践是解决疑问的最好办法。TensorFlow 2.0提供了打印模型结构的函数，代码如下：
 
  
      print(model.summary())

 
 
 
 需要时将这条语句置于构建后的模型后面，就可以打印出模型的结构与参数。
 
 【程序3-11】
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 该程序的运行结果如图3.14所示。
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  图3.14　程序3-11的运行结果
 
 
 
 从打印出的模型结构可以看出，这里每一层都根据层的名称被重新命名了，而且由于名称相同，TensorFlow 2.0框架自动根据命名方式增加了层数（名称）。
 
 对于读者更为关心的参数问题，从对应行的第三列Param可以看出，不同的层，其参数个数也不相同，因此可以认为在TensorFlow 2.0中重名的模型被自动赋予一个新的名称，并保存在不同的命名空间之中。
 
 3.6　本章小结
 
 本章是TensorFlow的入门章节！
 
 在本章中，笔者向读者完整地演示了TensorFlow高级API Keras的使用与自定义。相信读者对于使用一个简单的全连接网络进行基本的计算已经得心应手。
 
 这只是TensorFlow和深度学习的入门部分。下一章笔者将向读者介绍TensorFlow最重要的“反向传播”算法，这是TensorFlow能够按权重更新和计算的核心内容。第5章将介绍TensorFlow 2.0中另外一个重要的层—卷积层。
 
 
 第4章　TensorFlow 2.0语法基础
 
 上一章笔者向读者介绍了TensorFlow 2.0（以下简称TensorFlow）的基本使用方法。虽然从代码来看，通过TensorFlow构建一个可用的神经网络程序对回归进行拟合分析并不是一件很难的事，但是笔者在上一章的最后也说了，从代码量上来看，构建一个普通的神经网络是比较简单的，但是其背后的原理却不容小觑。
 
 从本章开始，笔者将从BP神经网络（见图4.1）的开始说起，介绍其概念、原理以及背后的数学原理。本章的后半部分阅读有一定的难度，读者可以自由选择阅读。
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  图4.1　BP神经网络
 
 
 
 4.1　BP神经网络简介
 
 在介绍BP（Backpropagation，反向传播）神经网络之前，人工神经网络是不可不说的内容。人工神经网络（Artificial Neural Network，ANN）的发展经历了大约半个世纪（从20世纪40年代初到80年代），经历了几起几落。
 
 1943年，心理学家W·McCulloch和数理逻辑学家W·Pitts在分析、总结神经元基本特性的基础上提出了神经元的数学模型（McCulloch-Pitts模型，MP模型），标志着神经网络研究的开始。受当时研究条件的限制，很多工作不能模拟，在一定程度上影响了MP模型的发展。尽管如此，MP模型对后来的各种神经元模型及网络模型都有很大的启发作用，在此后的1949年，D.O.Hebb从心理学的角度提出了至今仍对神经网络理论有着重要影响的Hebb法则。
 
 1945年，冯·诺依曼领导的设计小组试制成功存储程序式电子计算机，标志着电子计算机时代的开始。1948年，他在研究工作中比较了人脑结构与存储程序式计算机的根本区别，提出了以简单神经元构成的再生自动机网络结构。但是，由于指令存储式计算机技术的发展非常迅速，迫使他放弃了神经网络研究的新途径，继续投身于指令存储式计算机技术的研究，并在此领域做出了巨大贡献。虽然，冯·诺依曼的名字是与普通计算机联系在一起的，但他也是人工神经网络研究的先驱之一（见图4.2）。
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  图4.2　人工神经网络的先驱
 
 
 
 1958年，F·Rosenblatt设计制作了“感知机”，它是一种多层的神经网络。这项工作首次把人工神经网络的研究从理论探讨付诸工程实践。感知机由简单的阈值性神经元组成，初步具备了诸如学习、并行处理、分布存储等神经网络的一些基本特征，从而确立了从系统角度进行人工神经网络研究的基础。
 
 1930年，B·Widrow和M·Hoff提出了自适应线性元件网络（ADAptive LINear NEuron，ADALINE），这是一种连续取值的线性加权求和阈值网络。后来，在此基础上发展了非线性多层自适应网络。Widrow-Hoff的技术被称为最小均方误差（Least Mean Square，LMS）学习规则。从此神经网络的发展进入了第一个高潮期。
 
 的确，在一个有限范围内，感知机有较好的功能，并且收敛定理得到证明。单层感知机能够通过学习把线性可分的模式分开，但对像XOR（异或）这样简单的非线性问题却无法求解，这一点让人们大失所望，甚至开始怀疑神经网络的价值和潜力。
 
 1939年，麻省理工学院著名的人工智能专家M·Minsky和S·Papert，出版了颇有影响力的Perceptron一书，从数学上剖析了简单神经网络的功能和局限性，并且指出多层感知机还不能找到有效的计算方法，由于M·Minsky在学术界的地位和影响，其悲观的结论，被大多数人不做进一步分析而接受；加之当时以逻辑推理为研究基础的人工智能和数字计算机的辉煌成就，大大降低了人们对神经网络研究的热情。
 
 20世纪30年代末期，人工神经网络的研究进入了低潮。尽管如此，神经网络的研究并未完全停顿下来，仍有不少学者在极其艰难的条件下致力于这一研究。1972年T·Kohonen和 J·Anderson不约而同地提出具有联想记忆功能的新神经网络。1973年，S·Grossberg与G·A·Carpenter提出了自适应共振理论（Adaptive Resonance Theory，ART），并在以后的若干年内发展了ART1、ART2、ART3这3个神经网络模型，从而为神经网络研究的发展奠定了理论基础。
 
 进入20世纪80年代，特别是80年代末期，对神经网络的研究从复兴很快转入了新的热潮。这主要是因为：一方面，经过十几年迅速发展的以逻辑符号处理为主的人工智能理论和冯·诺依曼计算机在处理诸如视觉、听觉、形象思维、联想记忆等智能信息处理问题上受到了挫折；另一方面，并行分布处理的神经网络本身的研究成果使人们看到了新的希望。
 
 1982年，美国加州工学院的物理学家J· Hoppfield提出了HNN（Hoppfield Neural Network）模型，并首次引入了网络能量函数概念，使网络稳定性研究有了明确的判据，其电子电路实现为神经计算机的研究奠定了基础，同时开拓了神经网络用于联想记忆和优化计算的新途径。
 
 1983年，K·Fukushima等提出了神经认知机网络理论；D·Rumelhart和J·McCelland等提出了PDP（Parallel Distributed Processing，并行分布式处理）理论，致力于认知微观结构的探索，同时发展了多层网络的BP算法，使BP网络成为目前应用最广的网络。1985年，D· H· Ackley、G·E·Hinton和T·J·Sejnowski将模拟退火概念移植到Boltzmann机模型的学习之中，以保证网络能收敛到全局最小值。
 
 反向传播（见图4.3）一词的使用出现在1985年后。它的广泛使用是在1983年D· Rumelhart 和J· McCelland所著的《并行分布式处理》（Parallel Distributed Processing）这本书出版以后。1987年，T.Kohonen提出了自组织映射（Self Organizing Map，SOM）。1987年，[美]电气和电子工程师学会IEEE（Institute for Electrical and Electronic Engineers）在圣地亚哥（San Diego）召开了盛大规模的神经网络国际学术会议，国际神经网络学会（International Neural Networks Society）也随之诞生。
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  图4.3　反向传播（BP）
 
 
 
 1988年，学会的正式杂志Neural Networks创刊。从1988年开始，国际神经网络学会和IEEE每年联合召开一次国际学术年会。1990年，IEEE神经网络会刊问世，之后各种期刊的神经网络特刊层出不穷，神经网络的理论研究和实际应用进入了一个蓬勃发展的时期。
 
 BP神经网络（见图4.4）是一种按误差逆传播算法训练的多层前馈网络，是目前应用最广泛的神经网络模型之一，代表者是D·Rumelhart和J·McCelland。
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  图4.4　BP神经网络
 
 
 
 BP算法（反向传播算法）的学习过程由信息的正向传播和误差的反向传播两个过程组成。
 
  
  	　输入层各神经元负责接收来自外界的输入信息，并传递给中间层的各神经元。
 
  	　中间层是内部信息处理层，负责信息变换，根据信息变化能力的需求，中间层可以设计为单隐藏层或者多隐藏层结构。
 
  	　最后一个隐藏层传递到输出层各神经元的信息，经进一步处理后，完成一次学习的正
 
 
 
 向传播处理过程，由输出层向外界输出信息处理结果。
 
 当实际输出与期望输出不符时，进入误差的反向传播阶段。误差通过输出层按误差梯度下降的方式修正各层权值，向隐藏层、输入层逐层反传。周而复始的信息正向传播和误差反向传播过程是各层权值不断调整的过程，也是神经网络学习训练的过程，此过程一直进行到网络输出的误差减少到可以接受的程度或者预先设定的学习次数为止。
 
 目前神经网络的研究方向和应用很多，反映了多学科交叉技术领域的特点。主要的研究工作集中在以下几个方面：
 
  
  	　生物原型研究。从生理学、心理学、解剖学、脑科学、病理学等生物科学方面研究神经细胞、神经网络、神经系统的生物原型结构及其功能机理。
 
  	　建立理论模型。根据生物原型的研究，建立神经元、神经网络的理论模型。其中包括概念模型、知识模型、物理化学模型、数学模型等。
 
  	　网络模型与算法研究。在理论模型研究的基础上构建具体的神经网络模型，以实现计算机模拟或准备制作硬件，包括网络学习算法的研究。这方面的工作也称为技术模型研究。
 
  	　人工神经网络应用系统。在网络模型与算法研究的基础上，利用人工神经网络组成实际的应用系统，例如完成某种信号处理或模式识别的功能、构建专家系统、制成机器人等。
 
 
 
 纵观当代新兴科学技术的发展历史，人类在征服宇宙空间、基本粒子，生命起源等科学技术领域的进程中历经了崎岖不平的道路。我们也会看到，探索人脑功能和神经网络的研究将伴随着重重困难的克服而日新月异。
 
 4.2　BP神经网络的两个基础算法
 
 在正式介绍BP神经网络之前，需要首先介绍两个非常重要的算法，即随机梯度下降算法和最小二乘法。
 
 最小二乘法是统计分析中最常用的逼近计算的一种算法，其交替计算结果使得最终结果尽可能地逼近真实结果。随机梯度下降算法充分利用TensorFlow框架图运算特性的迭代和高效性，不停地判断和选择当前目标下最优路径，使得在最短路径下达到最优的结果，从而提高大数据的计算效率。
 
 4.2.1　最小二乘法（LS算法）
 
 LS算法是一种数学优化技术，也是一种机器学习常用算法。它通过最小化误差的平方和寻找数据的最佳函数匹配。利用最小二乘法可以简便地求得未知的数据，并使得这些求得的数据与实际数据之间误差的平方和为最小。最小二乘法还可用于曲线拟合。其他一些优化问题也可通过最小化能量或最大化熵，用最小二乘法来表达。
 
 由于最小二乘法不是本章的重点内容，因此笔者通过一个图（见图4.5）来演示一下原理。
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  图4.5　最小二乘法原理
 
 
 
 从图4.5可以看出，若干个点依次分布在向量空间中，如果希望找出一条直线和这些点达到最佳匹配，那么最简单的一个方法就是希望这些点到直线的值最小，即下面最小二乘法实现公式的计算值最小。
 
 
  [image: ]
 
 
 这里直接使用的是真实值与计算值之间的差的平方和，具体而言，这种差值有一个专门的名称，即“残差”。基于此，表达残差的方式有以下3种：
 
  
  	　范数：残差绝对值的最大值[image: ]，即所有数据点中残差距离的最大值。
 
  	　L1范数：绝对残差和[image: ]，即所有数据点残差距离之和。
 
  	　L2范数：残差平方和[image: ]。
 
 
 
 所谓的最小二乘法就是L2范数的一个具体应用。通俗地说，就是看模型计算出的结果与真实值之间的相似性。
 
 因此，最小二乘法可由如下公式定义：
 
 对于给定的数据[image: ]，在取定的假设空间H中，求解f(x)∈H，使得残差[image: ]的L2范数最小。
 
 其中，f(x)是一条多项式曲线：
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 也就是说，找到这么一组权重w，使得[image: ]最小。那么问题就又来了，如何能使得最小二乘法最小呢？
 
 通过数学上的微积分处理方法可以求出最小二乘法的结果。这是一个求极值的问题，只需要对权值依次求偏导数，最后令偏导数为0，即可求出极值点。
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 具体实现最小二乘法的代码如下所示。
 
 【程序4-1】
 
  
      import numpy as np
    from matplotlib import pyplot as plt
    A = np.array([[5],[4]])
    C = np.array([[4],[6]])
    B = A.T.dot(C)
    AA = np.linalg.inv(A.T.dot(A))
    l=AA.dot(B)
    P=A.dot(l)
    x=np.linspace(-2,2,10)
    x.shape=(1,10)
    xx=A.dot(x)
    fig = plt.figure()
    ax= fig.add_subplot(111)
    ax.plot(xx[0,:],xx[1,:])
    ax.plot(A[0],A[1],'ko')
    ax.plot([C[0],P[0]],[C[1],P[1]],'r-o')
    ax.plot([0,C[0]],[0,C[1]],'m-o')
    ax.axvline(x=0,color='black')
    ax.axhline(y=0,color='black')
    margin=0.1
    ax.text(A[0]+margin, A[1]+margin, r"A",fontsize=20)
    ax.text(C[0]+margin, C[1]+margin, r"C",fontsize=20)
    ax.text(P[0]+margin, P[1]+margin, r"P",fontsize=20)
    ax.text(0+margin,0+margin,r"O",fontsize=20)
    ax.text(0+margin,4+margin, r"y",fontsize=20)
    ax.text(4+margin,0+margin, r"x",fontsize=20)
    plt.xticks(np.arange(-2,3))
    plt.yticks(np.arange(-2,3))
    ax.axis('equal')
    plt.show()
 
 
 
 该程序的运行结果如图4.6所示。
 
  
  [image: ] 
  图4.6　最小二乘法拟合曲线
 
 
 
 4.2.2　道士下山的故事——梯度下降算法
 
 在介绍随机梯度下降算法之前，给大家讲一个道士下山的故事，请看图4.7。
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  图4.7　模拟随机梯度下降算法的演示图
 
 
 
 这是一个模拟随机梯度下降算法的演示图。为了便于理解，笔者将其比喻成道士想要出去游玩的一座山。
 
 设想道士有一天和道友一起到一座不太熟悉的山上去玩，在兴趣盎然中很快地登上了山顶。但是天有不测，下起了雨。如果这时需要道士和其同来的道友以最快的速度下山，该怎么办呢？
 
 如果想以最快的速度下山，那么最快的办法就是顺着坡度最陡峭的地方走下去。但是由于不熟悉路，道士在下山的过程中每走过一段路程都需要停下来观望，从而选择最陡峭的下山路线。这样一路走下来的话，就可以在最短时间内走到底了。
 
 从图4.7上的标注可以近似地表示为：
 
 ① → ② → ③ → ④ → ⑤ → ⑥ → ⑦
 
 每个数字代表每次停顿的地点，这样只需在每个停顿的地点选择最陡峭的下山路线即可。
 
 这就是一个道士下山的故事。随机梯度下降算法与此类似，如果想要使用最迅捷的方法，那么最简单的办法就是在下降一个梯度的阶层后寻找一个当前获得的最大坡度继续下降。这就是随机梯度算法的原理。
 
 从上面的例子可以看出，随机梯度下降算法就是不停地寻找某个节点中下降幅度最大的那个趋势进行迭代计算，直到将数据收缩到符合要求的范围为止。通过数学公式表达的方式计算的话，公式如下：
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 在讲上一节最小二乘法的时候，笔者通过最小二乘法说明了直接求解最优化变量的方法，也介绍了在求解过程中的前提条件是要求计算值与实际值的偏差的平方最小。
 
 在随机梯度下降算法中，对于系数，需要通过不停地求解出当前位置下最优化的数据。通过数学方式表达的话就是不停地对系数θ求偏导数，即：
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 公式中的θ会向着梯度下降的最快方向减少，从而推断出θ的最优解。
 
 因此，可以说随机梯度下降算法最终被归结为通过迭代计算特征值求出最合适的值。θ求解的公式如下：
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 公式中的α是下降系数，用较为通俗的话表示就是用以计算每次下降的幅度大小。系数越大，每次计算中的差值越大；系数越小，差值越小，但是计算时间会相对延长。
 
 随机梯度下降算法通过一个模型来表示的话，则如图4.8所示。
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  图4.8　随机梯度下降算法的执行过程
 
 
 
 实现随机梯度下降算法的关键是拟合算法的实现。本例的拟合算法实现较为简单，通过不停地修正数据值来达到数据的最优值。
 
 随机梯度下降算法在神经网络特别是机器学习中应用较广，但是由于天生的缺陷，噪声数据较多，使得在计算过程中并不是都向着整体最优解的方向优化，往往可能只是一个局部最优解。为了克服这些困难，一个最好的办法就是增大数据量，在不停地使用数据进行迭代处理的时候能够确保整体的方向是全局最优解，或者最优结果在全局最优解附近。
 
 【程序4-2】
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 该程序的运行结果如下：
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 从结果来看，迭代2118次即可获得最优解。
 
 4.3　反馈神经网络反向传播算法
 
 反向传播算法是神经网络的核心与精髓，在其训练中具有举足轻重的地位。
 
 用通俗的话解释，反向传播算法就是复合函数的链式求导法则的一个强大应用，而且实际上的应用比起理论上的推导强大得多。本节将主要介绍反向传播算法的一个简单模型推导。虽然这个模型简单，但是应用广泛。
 
 4.3.1　深度学习基础
 
 机器学习在理论上可以看作统计学在计算机科学上的一个应用。在统计学上，一个非常重要的内容就是拟合和预测，即基于以往的数据，建立光滑的曲线模型实现数据结果与数据变量的对应关系。
 
 深度学习为统计学的应用，同样是为了这个目的，寻找结果与影响因素的一一对应关系。只不过样本点由狭义的x和y扩展到向量、矩阵等广义的对应点。此时，数据复杂了，对应关系模型的复杂度也随之增加，而不能由一个简单的函数表达。
 
 数学上通过建立复杂的高次多元来解决复杂模型拟合的问题，但是大多数都失败了，因为过于复杂的函数式是无法进行求解的，也就是其公式的求解是不可能的。
 
 基于前人的研究，科研工作人员发现可以通过神经网络来表示一一对应的关系，而神经网络本质就是一个多元复合函数，通过增加神经网络的层次和神经单元，可以更好地表达函数的复合关系。
 
 图4.9是多层神经网络的一个图像表达方式，这与前面TensorFlow游乐场中的神经网络模型类似。事实上也是如此，通过设置输入层、隐藏层与输出层可以形成一个多元函数求解的问题。
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  图4.9　多层神经网络的表示
 
 
 
 如果通过数学表达式将多层神经网络模型表达出来，则公式如图4.10所示。
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  图4.10　多层神经网络的数学表达
 
 
 
 其中，x是输入数值，而w是相邻神经元之间的权重，也就是神经网络在训练过程中需要学习的参数。与线性回归类似的是，神经网络学习同样需要一个“损失函数”，即训练目标通过调整每个权重值w来使得损失函数最小。前面在讲解梯度下降算法的时候已经说过，如果权重过多或者指数过大，直接求解系数是不可能的，因此梯度下降算法是能够求解权重比较好的方法。
 
 4.3.2　链式求导法则
 
 在前面梯度下降算法的介绍中，并没有对其背后的原理进行更为详细的介绍。实际上梯度下降算法就是链式求导法则的一个具体应用，可以把前面公式中的损失函数以向量的形式来表示：
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 那么其梯度向量则为
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 梯度向量就是求出函数在每个向量上的偏导数之和。这也是链式求导法则善于解决的方面。下面以e=(a+b)×(b+1)（见图4.11）为例计算其偏导数。其中，a = 2，b = 1。
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  图4.11　e=(a+b)×(b+1)示意图
 
 
 
 本例中为了求得最终值e对各个点的梯度，需要将各个点与e联系在一起。例如，期望求得e对输入点a的梯度，则只需要求得：
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 这样就把e与a的梯度联系在一起。同理可得：
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 用图表示的话如图4.12所示。
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  图4.12　链式求导法则的应用
 
 
 
 这样做的好处是显而易见的，求e对a的偏导数则只要建立一个e到a的路径，图中经过c，那么通过相关的求导链接就可以得到所需要的值。对于求e对b的偏导数，也只需要建立所有e到b路径中的求导路径，从而获得需要的值。
 
 4.3.3　反馈神经网络原理与公式推导
 
 在求导过程中，如果拉长了求导过程或者增加了其中的单元，就会大大增加其中的计算过程，即很多偏导数的求导过程会被反复地重复，因此在实际上对于权值达到几十万或者几百万的神经网络来说，这样的重复冗余所导致的计算量是很大的。
 
 反馈神经网络算法将训练误差E看作以权重向量每个元素为变量的高维函数，通过不断更新权重，寻找训练误差的最低点，按误差函数梯度下降的方向更新权值。
 
  
  注意
 
  具体计算公式在本节后半部分进行推导。
 
 
 
 首先求得最后的输出层与真实值之间的差距，如图4.13所示。
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  图4.13　反馈神经网络最终误差的计算
 
 
 
 之后以计算出的测量值与真实值为起点，反向传播到上一个节点，并计算出节点的误差值，如图4.14所示。
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  图4.14　反馈神经网络输出层误差的传播
 
 
 
 然后将计算出的节点误差重新设置为起点，依次向后传播误差，如图4.15所示。
 
  
  注意
 
  对于隐藏层，误差并不是像输出层那样由单个节点确定，而是由多个节点确定，因此要求得所有的误差值之和。
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  图4.15　反馈神经网络隐藏层误差的计算
 
 
 
 通俗地解释，一般情况下误差的产生是由于输入值与权重的计算产生了错误，而对于输入值来说，输入值往往是固定不变的，因此对于误差的调节，则需要对权重进行更新。而权重的更新又是以输入值与真实值的偏差为基础的，当最终层的输出误差被反向一层层地传递回来后，每个节点被相应地分配适合其在神经网络地位中所担负的误差，即只需要更新其所需承担的误差量即可，如图4.16所示。
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  图4.16　反馈神经网络权重的更新
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  图4.16　反馈神经网络权重的更新（续）
 
 
 
 即在每一层，都需要维护输出对当前层的微分值，该微分值相当于被复用于之前每一层里权值的微分计算，因此空间复杂度没有变化，同时也没有重复计算，每一个微分值都在之后的迭代中使用。
 
 下面介绍一下公式的推导。公式的推导需要使用一些高等数学的知识，因此读者可以自由选择学习。
 
 首先是算法的分析。前面已经说过，对于反馈神经网络算法，主要需要知道输出值与真实值之间的差值。
 
  
  	　对输出层单元，误差项是真实值与模型计算值之间的差值。
 
  	　对于隐藏层单元，因为缺少直接的目标值来计算隐藏层单元的误差，所以需要以间接的方式，来计算隐藏层的误差项对受隐藏层单元h影响的每一个单元的误差进行加权求和。
 
  	　权值的更新方面，主要依靠学习速率、该权值对应的输入和单元的误差项。
 
 
 
 定义一：前向传播算法
 
 对于前向传播值的传递，隐藏层输出值定义如下：
 
 
  [image: ]
 
 
 其中，[image: ]是当前节点的输入值，[image: ]是连接到此节点的权重[image: ]是输出值。f是当前阶段的激活函数，[image: ]为当前节点的输入值经过计算后被激活的值。
 
 对于输出层，定义如下：
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 其中，[image: ]为输入的权重，[image: ]为输入到输出节点的输入值。这里对所有输入值进行权重计算后求得和值，作为神经网络的最后输出值[image: ]。
 
 定义二：反向传播算法
 
 与前向传播类似，需要首先定义两个值[image: ]与[image: ]：
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 其中，[image: ]为输出层的误差项，值为真实值与模型计算值之间的差值；Y是计算值；T是输出真实值；[image: ]为输出层的误差。
 
  
  注意
 
  [image: ]与[image: ]无论定义在哪个位置，都可以看作当前的输出值对于输入值的梯度计算。
 
 
 
 神经网络反馈算法就是逐层地将最终误差进行分解，即每一层只与下一层打交道，如图4.17所示。鉴于此，可以假设每一层均为输出层的前一个层级，通过计算前一个层级与输出层的误差得到权重的更新。
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  图4.17　权重的逐层反向传导
 
 
 
 因此反馈神经网络计算公式定义为：
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 也就是说，当前层输出值对误差的梯度可以通过下一层的误差与权重和输入值的梯度乘积获得。在公式中[image: ]，[image: ]若为输出层，则可以通过[image: ]求得；[image: ]若为非输出层，则可以使用逐层反馈的方式求得。
 
  
  注意
 
  [image: ]与[image: ]的计算结果都是当前的输出值对于输入值的梯度计算，是权重更新过程中一个非常重要的数据计算内容。
 
 
 
 或者换一种表述形式将前公式表示为：
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 可以看到，通过更为泛化的公式，可以把当前层的输出对输入的梯度计算转化成求下一个层级的梯度计算值。
 
 定义三：权重的更新
 
 反馈神经网络计算的目的是对权重的更新，因此与梯度下降算法类似，其更新可以仿照梯度下降对权值的更新公式：
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 即：
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 其中，ji表示为反向传播时对应的节点系数，通过对[image: ]的计算，就可以更新对应的权重值。
 
 对于没有推导的[image: ]，其推导过程与[image: ]类似，但是在推导过程中输入值是被消去的，请自行学习。
 
 4.3.4　反馈神经网络原理的激活函数
 
 回到反馈神经网络的函数：
 
 
  [image: ]
 
 
 前面对此公式中的[image: ]和[image: ]以及所需要计算的目标[image: ]做了较为详尽的解释，但是对[image: ]一直没有做介绍。
 
 回到前面生物神经元的图示中，传递进来的电信号通过神经元进行传递。神经元的突触强弱是有一定敏感度的，也就是只会对超过一定范围的信号进行反馈，即这个电信号必须大于某个阈值时神经元才会被激活引起后续的传递。
 
 在训练模型中同样需要设置神经元的阈值，即神经元被激活的频率用于传递相应的信息。模型中这种能够确定是否为当前神经元节点的函数被称为“激活函数”，如图4.18所示。
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  图4.18　激活函数示意图
 
 
 
 激活函数代表了生物神经元中接收到的信号强度，目前应用范围较广的是sigmoid函数。因为其在运行过程中只接受一个值，输出也只为一个值的信号，且输出值为0～1之间。
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 其图形如图4.19所示。
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  图4.19　sigmoid激活函数图
 
 
 
 其导函数的求法也较为简单，即：
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 换一种表示方式为：
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 sigmoid输入一个实值的数，之后将其压缩到0~1之间，较大的负数会被映射成0，而较大的正数会被映射成1。
 
 顺带说一句，sigmoid函数在神经网络模型中占据了一段长久的统治地位，但是目前已经不常使用了，主要原因是非常容易出现区域饱和问题，当输入开始非常大或者非常小的时候，其梯度区域为零，在传播过程中产生接近于0的梯度，在后续的传播时会造成梯度消散的现象，因此并不适合现代的神经网络模型使用。
 
 除此之外，近年来涌现出大量新的激活函数模型，例如Maxout、Tanh和ReLU模型，这些都是为了解决传统的sigmoid模型在更深程度上的神经网络所产生的各种不良影响。
 
  
  注意
 
  具体的使用和影响会在后文的TensorFlow实战中进行介绍。
 
 
 
 4.3.5　反馈神经网络原理的Python实现
 
 本节将使用Python语言实现神经网络的反馈算法。为了简化起见，这里的神经网络被设置成3层，即只有一个输入层、一个隐藏层和最终的输出层。
 
 （1）首先是辅助函数的确定：
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 这里首先定义了随机值，使用random包中的random函数生成了一系列随机数，之后用make_matrix函数生成相对应的矩阵。sigmoid和sigmod_derivate分别是激活函数和激活函数的导函数。这也是前文所定义的内容。
 
 （2）进入BP神经网络类的正式定义，需要对数据进行内容的设定。
 
  
     def __init__(self):
       self.input_n = 0
       self.hidden_n = 0
       self.output_n = 0
       self.input_cells = []
       self.hidden_cells = []
       self.output_cells = []
       self.input_weights = []
       self.output_weights = []

 
 
 
 init函数是数据内容的初始化，即在其中设置了输入层、隐藏层以及输出层中节点的个数；各个cells数据是各个层中节点的数值；weights数据代表各个层的权重。
 
 （3）setup函数的作用是对init函数中设定的数据进行初始化。
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  注意
 
  输入层节点个数被设置成ni+1，这是由于其中包含bias偏置数；各个节点与1.0相乘是初始化节点的数值；各个层的权重值根据输入层、隐藏层以及输出层中节点的个数被初始化并被赋值。
 
 
 
 （4）定义完各个层的数据后，进入正式的神经网络内容的定义。首先是对于神经网络前向的计算。
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 在上述代码段中，先将数据输入到函数中，再通过隐藏层和输出层的计算以数组的形式输出。案例的完整代码如下所示。
 
 【程序4-3】
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 4.4　本章小结
 
 本章是较为理论的部分，主要讲解TensorFlow 2.0的核心计算，即反向传播（BP）算法，虽然在编程中可能并不需要显式地使用反向传播或者框架自动完成了反向传播的计算，但是了解和掌握TensorFlow 2.0的反向传播算法能使得读者在编写程序的过程中事半功倍。
 
 
 第5章　卷积层与MNIST实战
 
 本章开始将进入本书的最重要部分，卷积神经网络的介绍。
 
 卷积神经网络是从信号处理衍生过来的一种对数字信号处理的方式，发展到图像信号处理上演变成一种专门用来处理具有矩阵特征的网络结构处理方式。卷积神经网络在很多应用上都有独特的优势，甚至可以说是无可比拟的，例如音频的处理和图像处理。
 
 本章将会介绍什么是卷积神经网络。卷积实际上是一种不太复杂的数学运算，是一种特殊的线性运算形式。之后会介绍“池化”这一概念—卷积神经网络中必不可少的操作。为了消除过拟合（Over-fitting），还会介绍Dropout这一常用的方法。这些概念是为了让卷积神经网络运行得更加高效的一些常用方法。
 
 5.1　卷积运算
 
 在数字图像处理中有一种最为基本的处理方法，即线性滤波。将待处理的二维数字看作一个大型矩阵，图像中的每个像素可以看成是矩阵中的每个元素，各个像素的大小就是矩阵中的各个元素的值。
 
 使用的滤波工具是另一个小型矩阵，这个矩阵被称为卷积核。卷积核的大小是远远小于图像矩阵的，具体的计算方式就是对于图像大矩阵中的每个像素，计算其周围的像素和卷积核对应位置的乘积，之后将结果相加，最终得到的终值就是该像素的值，这样就完成了一次卷积。最简单的图像卷积方式如图5.1所示。
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  图5.1　卷积运算
 
 
 
 本节中将详细介绍卷积的运算和定义以及一些细节调整的介绍，这些都是卷积使用中必不可少的内容。
 
 5.1.1　卷积运算的基本概念
 
 前面已经说过了，卷积实际上是使用两个大小不同的矩阵进行的一种数学运算。为了便于读者理解，下面从一个例子开始。
 
 假设需要对高速公路上的跑车进行位置追踪，这也是卷积神经网络图像处理一个非常重要的应用。摄像头接收的信号被计算为x(t)，表示跑车在路上时刻t的位置。
 
 往往实际上的处理没那么简单，因为在自然界中无时无刻不面临各种干扰以及摄像头传感器滞后等的问题。为了得到跑车位置的实时数据，采用的方法就是对测量结果进行均值化处理。对于运动中的目标，时间越久的位置越不可靠，而时间离计算时越短的位置则对真实值的相关性越高。因此可以对不同的时间段赋予不同的权重，即通过一个权值定义来计算。这个可以表示为：
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 这种运算方式被称为卷积运算。换个符号表示为：
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 在卷积公式中，第一个参数x被称为“输入数据”，而第二个参数[image: ]被称为“核函数”，[image: ]是输出，即特征映射。
 
 对于稀疏矩阵（见图5.2）来说，卷积网络具有稀疏性，即卷积核的大小远远小于输入数据矩阵的大小。例如，当输入一个图片信息时，数据大小的数量级可能为上万，不过使用的卷积核只有几十，这样就能够在计算后获取更少的参数特征，极大地减少了后续的计算量。
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  图5.2　稀疏矩阵
 
 
 
 参数共享指的是在特征提取过程中，一个模型在多个参数之中使用相同的参数。在传统的神经网络中，每个权重只对其连接的输入输出起作用，当连接的输入输出元素结束后就不会再用到了。参数共享指的是在卷积神经网络中核的每一个元素都被用在输入的每一个位置上，而在过程中只需学习一个参数集合就能把这个参数应用到所有的图片元素中。
 
 【程序5-1】
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 程序5-1是使用Python语言实现的卷积操作，在这个程序中使用卷积核从左到右、由上到下进行卷积计算，最后将计算得到的新矩阵返回。
 
 5.1.2　TensorFlow 2.0中卷积函数的实现
 
 前面章节中通过Python实现了卷积的计算，TensorFlow为了框架计算的迅捷同样也使用了专门的函数作为卷积计算函数。这是搭建卷积神经网络最为核心的函数之一，非常重要。（卷积层的具体内容请读者参考相关资料自行学习，本书将不再对其进行讲解。）
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 这里是TensorFlow 2.0的卷积层所自带的函数，其中最重要的有以下5种：
 
  
  	　filters：卷积核数目，卷积计算时折射使用的空间维度。
 
  	　kernel_size：卷积核大小，要求是一个Tensor，具有[filter_height, filter_width, in_channels, out_channels]这样的shape，具体含义是[卷积核的高度，卷积核的宽度，图像通道数，卷积核个数]，要求类型与参数input相同。有一个地方需要注意，第三维in_channels就是参数input的第四维。
 
  	　strides：步进大小，卷积时在图像每一维的步长。这是一个一维的向量，第一维和第四维默认为1，而第三维和第四维分别是水平和垂直方向滑行的步进长度。
 
  	　padding：补全方式，string类型的量，只能是“SAME”和“VALID”其中之一。这个值决定了不同的卷积方式。
 
  	　activation：激活函数，一般使用ReLU作为激活函数。
 
 
 
 【程序5-2】
 
  
      import tensorflow as tf
    input = tf.Variable(tf.random.normal([1, 3, 3, 1]))
    conv = tf.keras.layers.Conv2D(1,2)(input)
    print(conv)

 
 
 
 程序5-2展示了一个使用TensorFlow高级API进行卷积计算的例子，在这里随机生成了一个[3,3]大小的矩阵，之后使用一个大小为[2,2]的卷积核对其进行计算，该程序的运行结果如图5.3所示。
 
  
  [image: ] 
  图5.3　程序5-2的运行结果
 
 
 
 可以看到，卷积对生成的随机数据进行计算，重新生成了一个[1,2,2,1]大小的卷积结果。这是由于用卷积处理时边缘消失了，因此生成的结果小于原有的图像。
 
 若想使生成的卷积结果和原输入矩阵的大小一致，则要将参数padding的值设为'VALID'，当padding设为'SAME'时，表示图像边缘将由一圈0补齐，使得卷积后的图像大小和输入大小一致。
 
  
      00000000000
    0xxxxxxxxx0
    0xxxxxxxxx0
    0xxxxxxxxx0
    00000000000

 
 
 
 这里x是图片的矩阵信息，外面一圈是补齐的0，而0的作用在卷积处理时对最终结果没有任何影响。这里略微对程序5-2进行修改，得到程序5-3。
 
 【程序5-3】
 
  
      import tensorflow as tf
    input = tf.Variable(tf.random.normal([1, 5, 5, 1]))         #输入图像的大小
    conv = tf.keras.layers.Conv2D(1,2,padding="SAME")(input)    #卷积核大小
    print(conv .shape)

 
 
 
 这里只打印卷积计算的维度大小，结果如下：
 
  
      (1, 5, 5, 1)

 
 
 
 得到了一个[1,5,5,1]大小的结果，这是由于在补全方式上笔者采用了SAME的模式对其进行处理。
 
 下面再换一个参数，在前面2个范例程序中，stride的大小使用的是默认值[1,1]，此时如果把stride替换成[2,2]，即步进大小设置成2，代码如下：
 
 【程序5-4】
 
  
      import tensorflow as tf
    input = tf.Variable(tf.random.normal([1, 5, 5, 1]))
    conv = tf.keras.layers.Conv2D(1,2,strides=[2,2],padding="SAME")(input)
    #strides的大小被替换
    print(conv.shape)

 
 
 
 程序运行的结果如下：
 
  
      (1, 3, 3, 1)

 
 
 
 可以看到，此时即使是采用padding="SAME"模式进行补全（也可称为填充），那么生成的结果也不再是原输入的大小，而是维度有了变化。
 
 最后总结一下经过卷积计算后结果图像的大小变化公式：
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  	　输入图片大小W×W。
 
  	　Filter大小F×F。
 
  	　步长S。
 
  	　padding的像素数P，一般情况下P=1。
 
 
 
 读者可以自行验证。
 
 5.1.3　池化运算
 
 在通过卷积获得了特征（Feature）之后，下一步希望利用这些特征去进行分类。理论上讲，人们可以用所有提取得到的特征去训练分类器，例如softmax分类器，但是这样做面临计算量的挑战。例如，对于一个96×96像素的图像，假设已经学习得到了400个定义在8×8输入上的特征，每一个特征和图像卷积都会得到一个（96−8+1）×（96−8+1）=7921维的卷积特征，由于有400个特征，所以每个样例（Example）都会得到一个892×400=3168400维的卷积特征向量。学习一个拥有三百多万特征输入的分类器十分不便，并且容易出现过拟合（Over-fitting，或称为过度拟合）。
 
 这个问题的产生是因为卷积后的特征，是因为图像具有一种“静态性”的属性，也就意味着在一个图像区域有用的特征极有可能在另一个区域同样适用。因此，为了描述大的图像，一个很自然的想法就是对不同位置的特征进行聚合统计。
 
 例如，特征提取可以计算图像一个区域上的某个特定特征的平均值（或最大值）。这些概要统计特征不仅具有低得多的维度（相比使用所有提取得到的特征），同时还会改善结果（不容易过拟合）。这种聚合的操作叫作池化（Pooling），有时也称为平均池化或者最大池化（取决于计算池化的方法）。
 
 如果选择图像中的连续范围作为池化区域，并且只是池化相同（重复）的隐藏单元产生的特征，那么这些池化单元就具有平移不变性（Translation Invariant）。这就意味着即使图像经历了一个小的平移之后，依然会产生相同的（池化的）特征。在很多任务中（例如物体检测、声音识别），我们都更希望得到具有平移不变性的特征，因为即使图像经过了平移，样例（图像）的标记仍然保持不变。
 
 TensorFlow中池化运算的函数如下：
 
  
      class MaxPool2D (Pooling2D):
    def __init__(self, pool_size=(2, 2), strides=None,
                 padding='valid', data_format=None, **kwargs):

 
 
 
 重要的参数如下：
 
  
  	　pool_size：池化窗口的大小，默认大小一般是[2, 2]。
 
  	　strides：和卷积类似，表示窗口在每一个维度上滑动的步长，默认大小一般是[2,2]。
 
  	　padding：和卷积类似，可以取"VALID"或者"SAME"，返回一个Tensor，类型不变，shape仍然是[batch, height, width, channels]这种形式。
 
 
 
 池化一个非常重要的作用就是能够帮助输入的数据表示近似不变性。平移不变性指的是对输入的数据进行少量平移时，经过池化后的输出结果并不会发生改变。局部平移不变性是一个很有用的性质，尤其是当关心某个特征是否出现而不关心它出现的具体位置时。
 
 例如，当判定一张图像中是否包含人脸时，并不需要判定眼睛的位置，只需要知道有一只眼睛出现在脸部的左侧、另外一只眼睛出现在右侧即可。
 
 5.1.4　softmax激活函数
 
 softmax函数在前面已经做过介绍，并且笔者使用NumPy实现了自定义的softmax函数及其功能。softmax是一个对概率进行计算的模型，因为在真实的计算模型系统中对一个实物的判定并不是100%，只是有一定的概率。并且在所有的结果标注上，都可以求出一个概率。
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 其中，第一个公式是人为定义的训练模型，这里采用的是输入数据与权重的乘积之和再加上一个偏置b的方式。偏置b存在的意义是为了加上一定的噪声。
 
 对于求出的[image: ]，softmax的作用就是将其转化成概率。换句话说，这里的softmax可以被看作是一个激励函数，将计算模型的输出转换为在一定范围内的数值，并且在总体内使得这些数值的和为1，而每个单独的数据结果都是特定的。
 
 用更为正式的语言表述就是，softmax是模型函数定义的一种形式：把输入值当成幂指数求值，再正则化这些结果值。这个幂运算表示更大的概率计算结果对应假设模型中更大的乘数权重值（即乘数系数）。反之，拥有更小的概率计算结果意味着在假设模型中拥有更小的乘数系数。
 
 假设模型中的权值不可以是0值或者负值，softmax会正则化这些权重值，使它们的总和等于1，以此构造一个有效的概率分布。
 
 对于最终的公式[image: ]，可以表示成如图5.4所示的形式。
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  图5.4　softmax计算形式
 
 
 
 图5.4演示了softmax的计算公式，实际上就是输入的数据与权重相乘，再对乘积进行softmax计算。如果将其用数学方法表示出来，则如图5.5所示。
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  图5.5　softmax矩阵表示
 
 
 
 将这个计算过程用矩阵的形式表示出来，就是矩阵的乘法和向量的加法，这样就有便于使用TensorFlow内置的数学公式进行计算，故而可以极大地提高程序执行的效率。
 
 5.1.5　卷积神经网络原理
 
 前面介绍了卷积运算的基本原理和概念，从本质上来说卷积神经网络就是将图像处理中的二维离散卷积运算和神经网络相结合。这种卷积运算可以用于自动提取特征，而卷积神经网络也主要应用于二维图像的识别。下面笔者将采用图示的方法更加直观地介绍卷积神经网络的工作原理。
 
 假设有一个卷积神经网络包含一个输入层、一个卷积层和一个输出层，但是在真正使用时一般会使用多层，使用卷积神经网络不断地去提取特征，特征越抽象，越有利于识别（分类），而且通常卷积神经网络也包含池化层、全连接层，最后接输出层。
 
 图5.6展示了一幅图片进行卷积神经网络处理的过程，主要包括4个步骤：
 
  
  	　图像输入：获取输入的数据图像。
 
  	　卷积：对图像特征进行提取。
 
  	　Pooling层（池化层）：用于缩小在卷积时获取的图像特征。
 
  	　全连接层：用于对图像进行分类。
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  图5.6　卷积神经网络处理图像的步骤
 
 
 
 这几个步骤依次进行，分别具有不同的作用。经过卷积层的图像被分块提取特征后获得分块同样大小的图片，如图5.7所示。
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  图5.7　卷积处理的分块图片
 
 
 
 可以看到，经过卷积处理后的图像被分为若干个大小相同的只具有局部特征的小图片。图5.8则对分块后的图片使用一个小型神经网络进行更进一步的处理，即将二维矩阵转化成一维数组。
 
  
  [image: ] 
  图5.8　图像分块后的图片处理
 
 
 
 需要说明的是，在这个步骤，也就是对图片进行卷积化处理时，卷积算法对图像所有分块的局部特征进行同样的计算，这个步骤称为“权值共享”。这样做的依据是：
 
  
  	　对存储图像数据的数组来说，局部数组的值经常是高度相关的，可以形成容易被探测到的独特的局部特征。
 
  	　图像的局部统计特征与其位置是不太相关的，如果特征图能在图片的一个部分出现，就能出现在任何地方。所以不同位置的单元共享同样的权重，并在数组的不同部分探测相同的模式。
 
 
 
 数学上，这种由一个特征图执行的过滤操作是一个离散的卷积，卷积神经网络由此得名。
 
 池化层的作用是对获取的图像特征进行缩减，从前面的例子中可以看到，使用[2,2]大小的矩阵来处理特征矩阵，使得原有的特征矩阵可以缩减到1/4大小，特征提取的池化效应如图5.9所示。
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  图5.9　池化处理后的图像
 
 
 
 经过池化处理的图像矩阵被作为神经网络的数据输入。这是一个全连接层，对所有的数据进行分类处理（见图5.10），并且计算这个图像所求的所属位置概率最大值。
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  图5.10　全连接层判断
 
 
 
 卷积神经网络是一个层级递增的结构，如果采用较为通俗的语言来概括，也可以将其认为是一个人在读报纸，首先一字一句地读取，之后整段地理解，最后获得全文的中心思想。卷积神经网络也是从边缘、结构和位置等一起感知物体的形状。
 
 5.2　TensorFlow 2.0编程实战：MNIST手写体识别
 
 下面笔者将带领读者使用卷积神经网络通过一个范例进行“实战”，即使用TensorFlow识别MNIST数据集中的手写体。
 
 5.2.1　MNIST数据集
 
 “HelloWorld”几乎是任何一种编程语言的入门基础程序，一般在真正开始入门学习一门编程语言时碰到的第一个范例程序往往就是“HelloWorld”。在前面的章节中笔者也带领读者学习和掌握了TensorFlow打印出的第一个程序“HelloWorld”。
 
 然而，在深度学习中也有其特有的“HelloWorld”，即MNIST手写体的识别。相对于上一章单纯地从数据文件中读取并加以训练的模型，MNIST是一个图片数据集，其分类更多、难度也更大。
 
 对于好奇的读者来说，一定有一个疑问，MNIST究竟是什么？
 
 实际上MNIST是一个手写数字数据库，它有60000个训练样本集和10000个测试样本集。打开MNIST数据集来看，就是图5.11所示的样子。
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  图5.11　MNIST文件手写体
 
 
 
 它是MNIST数据库的一个子集。MNIST数据库官方网址为：
 
  
      http://yann.lecun.com/exdb/mnist/

 
 
 
 也可以在Windows中直接下载train-images-idx3-ubyte.gz、train-labels-idx1-ubyte.gz等，如图5.12所示。
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  图5.12　MNIST文件中包含的数据集
 
 
 
 下载并解压缩这4个文件。解压缩后会发现这4个文件并不是标准的图像格式文件，而是：一个训练图片集、一个训练标注集、一个测试图片集和一个测试标注集。可以看出这些文件本身也不是一个普通的文本文件或者图像文件，而是一个压缩文件。下载并解压出来，看到的是二进制文件，其中训练图片集文件的内容部分如图5.13所示。
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  图5.13　MNIST文件的二进制表示
 
 
 
 MNIST训练集内部的文件结构如图5.14所示。
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  图5.14　MNIST文件结构图
 
 
 
 图5.14是训练集的文件结构，其中有60000个实例。也就是说这个文件里面包含了60000个标注内容，每一个标注的值为0到9之间的一个数。这里笔者先解析每一个属性的含义，首先该数据是以二进制存储的，我们读取的时候要以'rb'方式进行读取；其次，真正的数据只有[value]这一项，其他的[type]等只是用来描述的，并不真正在数据文件里面。
 
 也就是说，在读取真实数据之前，要读取4个32位的整型数据。由[offset]可以看出真正的像素（Pixel）是从位置0016开始的，是一个整型32位，所以在读取像素之前要读取4个32位的整型数据，也就是magic number、number of images、number of rows、number of columns。
 
 继续对图片进行分析，在MNIST图片集中所有的图片都是28×28的，也就是每个图片都有28×28个像素。在图5.15中，train-images-idx3-ubyte文件中偏移量为0字节的地方有一个4字节的数00000803，它表示魔数；接下来是0000ea60，值为60000代表容量；接下来从8字节开始有一个4字节数，值为28也就是0000001c，表示每个图片的行数；从12字节开始有一个4字节数，值也为28，也就是0000001c，表示每个图片的列数；从16字节开始是像素值。
 
 这里用784个字节代表一幅图片。
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  图5.15　每个手写体被分成28×28个像素
 
 
 
 5.2.2　MNIST数据集特征和标注
 
 前面通过一个简单的iris数据集的例子实现了对3个类别的分类问题。现在加大难度，尝试使用TensorFlow去预测10个分类。实际上难度并不大，如果读者对前面的3个分类的程序已经掌握，那么这个便不在话下。
 
 首先对于数据库的获取，读者可以通过前面的地址下载正式的MNIST数据集，然而在TensorFlow 2.0中，集成的Keras高级API带有已经处理成npy格式的MNIST数据集，可以将其载入并进行计算。
 
  
      mnist = tf.keras.datasets.mnist
    (x_train, y_train), (x_test, y_test) = mnist.load_data()

 
 
 
 这里Keras能够自动连接互联网并下载所需的MNIST数据集，最终下载的是npz格式的数据集[image: ]。
 
 如果读者无法连接到互联网下载数据，本书自带的代码库中也同样提供了对应的MNIST.npz数据的副本，只需要将其复制到目标位置，之后在load_data函数中提供绝对地址即可。代码如下：
 
  
     (x_train, y_train), (x_test, y_test) = mnist.load_data(path='C:/Users/
wang_xiaohua/Desktop/TF2.0/dataset/mnist.npz')

 
 
 
 需要注意的是，这里输入的是数据集的绝对地址。Load_data函数会根据输入的地址对数据进行处理，并自动分解成训练集和验证集。打印训练集的维度如下：
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 这是使用Keras自带的API进行数据处理的第一个步骤，有兴趣的读者可以自行完成数据的读取和切分的代码。
 
 上面的代码段中input_data函数可以按既定的格式被读取出来。正如iris数据库一样，每个MNIST实例数据单元也是由两部分构成的，一张包含手写数字的图片和一个与其相对应的标签。可以将其中的标签特征设置成“y”，而图片特征矩阵以“x”来代替，所有的训练集和测试集中都包含x和y。
 
 图5.16用更为一般化的形式解释了MNIST数据实例的展开形式。在这里，图片数据被展开成矩阵的形式，矩阵的大小为28×28。至于如何处理这个矩阵，一般常用的方法是将其展开，而展开的方式和顺序并不重要，只需要按同样的方式展开即可。
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  图5.16　图片转换为向量模式
 
 
 
 下面回到对数据的读取，前面已经介绍了，MNIST数据集实际上就是一个包含着60000张图片的60000×28×28大小的矩阵张量[60000,28,28]，如图5.17所示。
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  图5.17　MNIST数据集的矩阵表示
 
 
 
 矩阵中行数指的是图片的索引，用以对图片进行提取。后面的28×28个向量用以对图片进行特征标注。更进一步地说明，这些特征向量实际上就是图片中的像素点，每张手写图片是[28,28]的大小，将每个像素转化为0~1之间的一个浮点数，并共同构成一个矩阵。
 
 每个实例的标签对应于0~9之间的任意一个数字，用以对图片进行标注。另外需要读者注意的是，对于提取出的MNIST特征值，默认使用一个0~9之间的数值进行标注，但是这种标注方法并不能使得损失函数计算结果更好，因此常用的是one_hot（独热编码）计算方法，也就是把值落在某个标注区间内。
 
 one_hot的标注方法请读者自行学习掌握。这里笔者主要介绍将单一序列转化成one_hot的方法。一般情况下TensorFlow也自带了转化函数，即tf.one_hot函数，但是这个转化生成的是Tensor格式的数据，因此并不适合直接输入。
 
 如果读者能够自行编写将序列值转化成one_hot的函数，那么笔者会非常肯定你的编程功底，但是Keras同样提供了已经编写好的转换函数：
 
  
      tf.keras.utils.to_categorical

 
 
 
 它的作用是将一个序列转化成以one_hot形式表示的数据集，格式如图5.18所示。
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  图5.18　one-hot数据集
 
 
 
 对于MNIST数据集的标签来说，实际上就是一个60000张图片的60000×10大小的矩阵张量[60000,10]。前面的行数指的是数据集中图片的个数为60000个，后面的10是10个列向量。
 
 5.2.3　TensorFlow 2.0编程实战：MNIST数据集
 
 在上一节中，笔者对MNIST数据做了介绍，描述了它的构成方式以及其中数据的特征和标注的记录表示等。了解这些，有助于编写适当的程序来对MNIST数据集进行分析和识别。本节将开始一步步地分析和编写代码对数据集进行处理。
 
 1. 第一步：数据的获取
 
 对于MNIST数据的获取实际上有很多渠道，读者可以使用TensorFlow 2.0自带的数据获取方式对MNIST数据集进行下载和处理，代码如下：
 
  
      mnist = tf.keras.datasets.mnist
    (x_train, y_train), (x_test, y_test) = mnist.load_data()
    (
    x_train, y_train), (x_test, y_test)   #下载MNIST.npy文件要注明绝对地址
    = mnist.load_data(path='C:/Users/wang_xiaohua/Desktop/TF2.0/dataset/mnist.npz')
 
 
 
 实际上，对于TensorFlow 2.0来说，更多的是采用API和一些数据集的收集和整理，使得模型的编写和验证能够给予最大限度的方便。
 
 不过读者可能会有一个疑问，对于已经提供好的API的编写和能够个人实现的API的编写，选择哪个呢？
 
 选择写好的自带的API，除非能肯定自带的API不适合所编写的代码。因为实际上大多数编写好的API在底层都会做一定的优化，调用不同的库包去最大效率地实现功能，因此即使看起来功能一样，但是在内部还是有所不同。同时也请读者牢记“不要重复发明轮子”。
 
 2. 第二步：数据的处理
 
 数据的处理可以参考iris数据的处理方式进行，即首先将标注（label）进行one-hot处理，之后使用TensorFlow 2.0自带的data API进行打包，方便地组合成训练与标注的配对数据集。
 
  
     x_train = tf.expand_dims(x_train,-1)
   y_train = np.float32(tf.keras.utils.to_categorical(y_train,num_classes=10))
   x_test = tf.expand_dims(x_test,-1)
   y_test = np.float32(tf.keras.utils.to_categorical(y_test,num_classes=10)) bacth_size = 512
   train_dataset = tf.data.Dataset.from_tensor_slices((x_train,y_train))
.batch(bacth_size).shuffle(bacth_size * 10)
   test_dataset = tf.data.Dataset.from_tensor_slices((x_test,y_test))
.batch(bacth_size)

 
 
 
 需要注意的是，在数据被读出后，x_train与x_test分别是训练集与测试集的数据特征部分，它们是两个维度为[x,28,28]大小的矩阵，但是在4.1节中介绍卷积计算时，卷积的输入是一个4维的数据，还需要一个“通道”的标注，因此对它们调用tf的扩展函数，修改了维度的表示方式。
 
 3. 第三步：模型的确定与各模块的编写
 
 对于使用深度学习构建一个分类MNIST的模型，最简单、最常用的是建立一个基于卷积神经网络+分类层的模型，解构如图5.19所示。
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  图5.19　基于卷积神经网络+分类层的模型
 
 
 
 从图5.19可以看到，一个简单的卷积神经网络模型是由卷积层、池化层、Dropout层以及作为分类的全连接层构成的，同时每一层之间使用ReLU激活函数进行分割，而batch_normalization作为正则化的工具也被用于各个层之间的连接。
 
 模型代码如下：
 
  
     input_xs = tf.keras.Input([28,28,1])
   conv = tf.keras.layers.Conv2D(32,3,padding="SAME",activation=
tf.nn.relu)(input_xs)
   conv = tf.keras.layers.BatchNormalization()(conv)
   conv = tf.keras.layers.Conv2D(64,3,padding="SAME",activation=tf.nn.relu)(conv) conv = tf.keras.layers.MaxPool2D(strides=[1,1])(conv)
   conv = tf.keras.layers.Conv2D(128,3,padding="SAME",activation=tf.nn.relu)(conv)
   flat = tf.keras.layers.Flatten()(conv)
   dense = tf.keras.layers.Dense(512, activation=tf.nn.relu)(flat)
   logits = tf.keras.layers.Dense(10, activation=tf.nn.softmax)(dense)
   model = tf.keras.Model(inputs=input_xs, outputs=logits)
   print(model.summary())

 
 
 
 下面分步进行解释。
 
 （1）输入的初始化
 
 输入的初始化使用的是Input类，这里根据输入的数据大小将输入的数据维度设置成[28,28,1]，其中的batch_size不需要设置，TensorFlow 2.0会在后台自行推断。
 
  
      input_xs = tf.keras.Input([28,28,1])

 
 
 
 （2）卷积层
 
 TensorFlow 2.0中自带了卷积层实现类对卷积的计算。这里首先创建了一个类，通过设定卷积核数据、卷积核大小、padding补全方式和激活函数初始化整个卷积类。
 
  
     conv = tf.keras.layers.Conv2D(32,3,padding="SAME",activation=
tf.nn.relu)(input_xs)

 
 
 
 TensorFlow 2.0中卷积层的定义在绝大多数情况下直接调用给定实现好的卷积类即可。顺便说一句，卷积核大小等于3的话，TensorFlow 2.0中专门给予了优化。原因在下一章会揭晓，现在读者只需要牢记卷积类的初始化和卷积层的使用即可。
 
 （3）Batch_normalization和maxpool层
 
 Batch_normalization和maxpool层的目的是使得输入数据正则化，最大限度地减少模型的过拟合和增大模型的泛化能力。对于Batch_normalization和maxpool的实现，读者自行参考模型代码的写法和实现。有兴趣的读者也可以更深一步地学习相关的理论内容，本书就不再过多介绍。
 
  
      conv = tf.keras.layers.BatchNormalization()(conv)
    …
    conv = tf.keras.layers.MaxPool2D(strides=[1,1])(conv)

 
 
 
 （4）起分类作用的全连接层
 
 全连接层的作用是对卷积层所提取的特征进行最终分类，在这里笔者首先调用flat函数将提取计算后的特征值平整化，之后的2个全连接层起到特征提取和分类的作用，共同对最终结果进行分类。
 
  
      dense = tf.keras.layers.Dense(512, activation=tf.nn.relu)(flat)
    logits = tf.keras.layers.Dense(10, activation=tf.nn.softmax)(dense)

 
 
 
 最后，调用TensorFlow的概述函数可以将模型所涉及的各个层级的基本参数都打印出来，如图5.20所示。
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  图5.20　打印出各个层级的基本参数
 
 
 
 可以看到，依次计算了各个层级，并且所用的参数也被打印出来了。
 
 【程序5-5】
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 该程序的运行结果如图5.21所示。
 
  
  [image: ] 
  图5.21　程序5-5的运行结果
 
 
 
 可以看到，经过模型的训练，在测试集上最终的准确率达到0.98，即98%以上，而损失率在0.05以下。
 
 5.2.4　使用自定义的卷积层实现MNIST识别
 
 基于已有的卷积层已经能够较好地达到目标，使得准确率在0.98以上。这是一个非常不错的准确率，但是为了更高的准确率，是否有别的方法能够在其基础上更进一步地提高呢？
 
 一个非常简单的思想就是建立short-cut（称为“捷径”或“直连”），即建立数据直连通路，使得输入的数据和经过卷积计算后的数据连接在一起，从而忽略卷积层中对某些特定小细节的忽略，模型如图5.22所示。
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  图5.22　残差网络
 
 
 
 这是一个“残差网络”的部分示意图，也即是将输入的数据经过卷积层计算后与输入数据直接相连，从而建立一个能够保留更多细节内容的卷积结构。
 
 遵循计算iris数据集的自定义层级的方法，在继承Layers层后，TensorFlow 2.0自定义的一个层级需要实现3个函数：init、build和call函数。
 
 1. 第一步：初始化参数
 
 init的作用是初始化所有的参数，根据需要设定层中的参数。通过对模型的分析可知，目前需要定义的参数为卷积核数目和卷积核大小。
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 2. 第二步：定义可变参数
 
 对于模型中参数的定义，需要在build中进行。这里是对所有可变参数进行定义，代码如下：
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 3. 第三步：模型的计算
 
 模型的计算是定义在call函数中的，对于残差网络的简单表示如下：
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 这里分段实现结果，把卷积计算后的函数结果经过激活函数后再叠加到输入值作为输出。代码如下：
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 全部的代码段如下：
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 下面将自定义的卷积层替换为对应的卷积层。
 
 【程序5-6】
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 该程序的运行结果如图5.23所示。
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  图5.23　程序5-6的运行结果
 
 
 
 5.3　本章小结
 
 本章主要介绍了如何使用卷积对MNIST手写字体进行识别。这是TensorFlow 2.0的一个入门部分，包含的内容非常多，例如使用多种不同的层和类构建一个较为复杂的卷积神经网络，同时还向读者介绍了部分类和层的使用。
 
 本章自定义了一个新的卷积层“残差卷积”。这是非常重要的内容，希望读者熟悉和掌握在TensorFlow 2.0中自定义层的写法和使用。
 
 
 第6章　TensorFlow 2.0 Dataset使用详解
 
 对于动物的喂养，需要从幼小动物开始，不停地为其提供食物，供它们吸收和成长，如图6.1所示。
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  图6.1　动物的喂养
 
 
 
 TensorFlow在对数据的需求上也是如此，需要源源不断地获取以数据作为目标的“食物”，充分吸收这些“食物”中所包含的信息后才能茁壮地成长。
 
 本章是TensorFlow 2.0的基础部分，通过介绍TensorFlow 2.0官方提供的Dataset API学习如何对数据进行处理和访问。通过简洁和优雅的语法，读者能够便捷地掌握基本数据的创建和使用方法。
 
 6.1　Dataset API基本结构和内容
 
 从TensorFlow官方网站上来看，Dataset API主要分成图6.2所示的几个部分。
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  图6.2　Dataset API
 
 
 
 这些部分的相互依赖关系如图6.3所示。
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  图6.3　Dataset API各个部分之间的相互依赖关系
 
 
 
 从关系上来看，TextLineDataset、TFRecordDataset和FixedLengthRecordDataset都是继承自Dataset这个大类，这些不同的子类各自又具有不同的数据处理侧重点，总结如下：
 
  
  	　FixedLengthRecordDataset：二进制数据的处理。
 
  	　TextLineDataset：文本处理。
 
  	　TFRecordDataset：处理存储于硬盘的大量数据，不适合进行内存读取。
 
 
 
 以TFRecordDataset为例，它的函数主要包括数据读取、元素变换、过滤、数据集拼接、交叉等。
 
 Dataset可以表示为一些元素的序列（可以是列表、元组甚至是字典）。例如，对于图像通道，元素可以是单独的数据样本，也可以是成对的（样本+标注）。
 
 6.1.1　Dataset API数据种类
 
 from_tensor_slices这个函数，相信读者已经见过多次，代码如下所示。
 
 【程序6-1】
 
  
      import tensorflow as tf
    data=[[0,0,0,0,0],[1,1,1,1,1],[2,2,2,2,2]]
    dataset=tf.data.Dataset.from_tensor_slices (data)
    print(dataset)

 
 
 
 打印结果如下：
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 这里分别打印出了3列，第1列的生成数据是dataset的数据类型；第2、3列是dataset的数据大小和种类。
 
 顺便提一下，在data中，笔者使用3个长度为5的int类型的数值创建了一个数据集，如果将data改成如下形式：
 
  
      [[0,0,0,0,0],[1,1,1,1,1],[2,2,2,2,2.0]]

 
 
 
 即最后一个2被改成2.0，那么打印结果将如何呢？请读者自行尝试。
 
 6.1.2　Dataset API基础使用
 
 对于不同的输入数据，Dataset提供了多种数据处理的方法。在程序6-1中，from_tensor_slices函数是从内存中读取对应的数据，下面以程序6-1为例来介绍dataset的基础使用方法。
 
 1. 第一步：单个数据的读入
 
 from_tensor_slices函数是从数据中返回一个切片，也就是单个数据信息，代码段如下：
 
  
      import tensorflow as tf
    data=[[0,0,0,0,0],[1,1,1,1,1],[2,2,2,2,2]]
    dataset=tf.data.Dataset. from_tensor_slices (data)

 
 
 
 2. 第二步：读出数据
 
 TensorFlow 2.0对data数据的改变就是最大限度地简化了读取方法，使得原本复杂的数据读取步骤（make_one_shot、iterator等）最大限度地简化，把目标数据作为一个传统的“可迭代”数据集来使用，代码如下：
 
 【程序6-2】
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 该程序的运行结果如图6.4所示。
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  图6.4　程序6-2的运行结果
 
 
 
 此时的data在其内部实际上被整合成一个新的可迭代数据集，而后直接使用for语句即可方便地打印出来。
 
 下面换一种数据输出的方式，即在读入数据集以后调用batch将数据打包后重新生成。代码如下：
 
 【程序6-3】
 
  
      import tensorflow as tf
    data=[[0,0,0,0,0],[1,1,1,1,1],[2,2,2,2,2]]
    dataset=tf.data.Dataset.from_tensor_slices (data).batch(2)
    for index,line in enumerate(dataset):
       print(index," ",line)
       print("-----------")

 
 
 
 该程序的运行结果如图6.5所示。
 
  
  [image: ] 
  图6.5　程序6-3的运行结果
 
 
 
 可以看到，打印出来的数据实际被分成2组，一组是大小为[2,5]的数组，另一组为batch中剩余的数据。
 
 6.2　Dataset API高级用法
 
 在6.1节中使用Dataset API读取了单个数据。对于最基本的TensorFlow模型来说，单个数据的读取并不能够满足需求，一般数据和数据的标注需要配对读取。
 
 当然，也可以调用2个from_tensor_slices函数分别读取所需的内容。为了省事，TensorFlow官方也提供了相应的高级用法，对于不同的数据集可以组合在一起使用。
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 上面代码段中的from_tensor_slices函数读取了一个字典形式的数据。具体来看，以a为主键（Key）的数据是一个长度为5的数值序列，而b是一个大小为[5,3]的数据集，而后依次进行对应的操作，即每个a的第一个元素对应于b中的第一个元素。
 
 【程序6-4】
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 该程序的运行结果如下：
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 从程序的运行结果可知，用a和b定义了dataset数据集。要打印新定义的数据集中的各个元素，修改程序代码，如下所示。
 
 【程序6-5】
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 该程序的运行结果如图6.6所示。
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  图6.6　程序6-5的运行结果
 
 
 
 读者可能会注意到这里采用的是字典的形式，即用一个花括号{…}将数据进行打包。实际上，from_tensor_slices也接受以小括号为内容的数据组合：
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 此时数据集的构成为“元组”的形式而非字典的形式。
 
 【程序6-6】
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 该程序的运行结果如图6.7所示。
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  图6.7　程序6-6的运行结果
 
 
 
 至于哪种方法更好，请读者根据需要自行选用。
 
 6.2.1　Dataset API数据转换方法
 
 除了常用的数据读入和输出的方法外，Dataset还提供了一系列新型的API用于数据集的转换操作，从而生成基于原有数据集的子集，常用的数据转换操作有数据变换和生成epoch等，其中常用的数据变换有map、batch、shuffle和repeat。
 
 1. map的用法
 
 map的用法和Python一样，接收一个函数对象。使用Dataset读取的每个数据都会被当成这个函数的输入，并将函数计算后的结果作为返回值输出，组成一个新的数据集dataset。代码段如下所示。
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 在这段代码中，首先通过from_tensor_slices读取数据，之后调用get_sum函数对读取的数据进行计算，最后将计算的结果值返回。
 
  
  注意
 
  计算后的数据被集合并存储到一个新的数据集中，以备后续使用。
 
 
 
 【程序6-7】
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 该程序的运行结果如图6.8所示。
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  图6.8　程序6-7的运行结果
 
 
 
 2. batch的用法
 
 batch的作用是将输入的数据打包并输出，代码如下：
 
  
      dataset=tf.data.Dataset.from_tensor_slices ({
              "feat": np.array([1.0, 2.0, 3.0, 4.0, 5.0]),
              "label": np.random.random(size=(5, 3))}
    )
    dataset = dataset.batch(3)
 
 
 
 这段代码输入数据集，并整合成每个batch有3个元素，全部的代码如程序6-8所示。
 
 【程序6-8】
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 该程序的运行结果如图6.9所示。这里的数据集被分成2个batch，每个batch中使用字典的形式存储全部的数据集，并且依次分组。
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  图6.9　程序6-8的运行结果
 
 
 
 3. shuffle的用法
 
 shuffle的作用是打乱数据集中的元素。它有一个参数buffersize，表示打乱时使用的缓冲区的大小。
 
  
      dataset = dataset.shuffle(buffer_size=100)

 
 
 
 【程序6-9】
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 该程序首先调用shuffle函数打乱读取的数据，之后再调用batch函数将其组合成一个新的数据集dataset，而新的dataset又重新被加载到迭代器中输出。该程序的运行结果如图6.10所示。
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  图6.10　程序6-9的运行结果
 
 
 
 从程序的运行结果可以看到，其中的迭代数据被分成3个字典集合输出，并且顺序也被修正了。
 
 4. repeat的用法
 
 repeat的用法是将数据集重复若干次，代码如下：
 
  
      dataset = dataset.repeat(2)

 
 
 
 其中的数字2指的是整个数据集重复的次数，配合调用shuffle函数可以使得数据集在打乱顺序之后获取更多不同顺序的数据集。
 
 【程序6-10】
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 该程序的运行结果如图6.11所示。
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  图6.11　程序6-10的运行结果
 
 
 
 6.2.2　读取图片数据集的例子
 
 图片数据集是较为常用的一种数据形式，也是深度学习中必不可少的数据集和测试目标。下面的代码段是一个使用Dataset API读取图片数据集的例子，具体使用请读者自行测试。
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 或者使用经过batch处理的图片读取的例子：
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 请读者自行测试。
 
 6.3　使用TFRecord API创建和使用数据集
 
 在使用TensorFlow模型训练时会遇到下面这样的问题：当输入到模型中运行的数据的batch_size过大时，系统会报出OOM的错误，即输入的数据量超过了内存所能存储的最大数据容量，如果是用显卡运行TensorFlow，那么这个内存就是指显存。
 
 简单的解决办法就是调小batch_size的值，但是当数据缓存较少时GPU的利用率可能就比较低。
 
 从图6.12可以看出，当GPU的显存占用率很高时，利用率却在一个较低水准。进一步观察可知，此时的CPU占用率较高。由于更多的资源被用于数据的计算和整合，这样经计算后的数据再传递到GPU后就会有延迟，使得GPU的利用率无法达到既定的要求。
 
 一般来说，GPU利用率太低的原因有如下几点：
 
  
  	　显存太小，不足以将全部数据一次性导入。
 
  	　CPU进行的数据切分和模型训练之间无法异步，训练过程易受到数据mini-batch切分耗时过多而造成阻塞。
 
  	　硬件带宽的限制。
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  图6.12　GPU的利用率
 
 
 
 本节将主要介绍如何使用TFRecord创建文本数据集并将其作为数据格式。
 
 6.3.1　TFRecord的基本概念
 
  
  提示
 
  本节的内容较为复杂，不过实际上只是固定格式的嵌套，读者记住固定格式即可。
 
 
 
 TFRecord文件中的数据都是通过tf.train.Example ProtocolBuffer格式（二进制文件）存储的，真实格式如下：
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 如果读者学过ProtocolBuffer格式，例如JSON等，就会很轻松地了解这种存储方式。不过，不懂这种格式也没有关系。读者只需知道对于TFRecord来说，实际上是生成了属性名（Key）与值（Value）作为元素的一个字典。
 
 从TensorFlow官网上对TFRecord的介绍来看，TFRecord可以接受3种类型的数据，分别是字节串（ByteList，也就是字符串）、实数列表（FloatList）和整数列表（Int64List），即：
 
  
  	　tf.train.BytesList(string)
 
  	　tf.train.FloatList
 
  	　tf.train.Int64List
 
 
 
 这3种类型都是列表类型，在实际写法中能够根据具体情况进行扩展。因为这种格式较有弹性，所以在解析时需要人为地设定解析参数。
 
 此外需要记住的是，在TensorFlow中样本数据是按行读的，比如要存储M×N矩阵，若使用ByteList来存储的话，则需要M×N大小的列表，按照每一行读取的方式存储。
 
 下面更为细致地分析一下，对于每种输入类型的数据来看：
 
  
  	　int64：tf.train.Feature(int64_list = tf.train.Int64List(value=input_list))
 
  	　float32：tf.train.Feature(float_list = tf.train.FloatList(value=input_list))
 
  	　string(bytes)：tf.train.Feature(bytes_list=tf.train.BytesList(value= input_list))
 
 
 
 每个Feature（特征）根据输入value（值）产生对应的符合要求的数据类型。需要注意的是，这里的input_list特意加上了list（列表），表明输入必须是一个列表，而非其他数据类型。
 
 如果获取的数据本身就是“矩阵”或者“string”，该如何处理呢？解决办法如下：
 
  
  	　转成列表（list）类型：将矩阵使用NumPy中的flatten函数转成列表（也就是向量），再用写入列表中。
 
  	　转成字符串（string）类型：将张量用.tostring()转换成字符串类型，再用tf.train.Feature(bytes_list=tf.train.BytesList(value=[input.tostring()]))来存储。
 
  	　形状（shape）信息：不管哪种方式都会使数据丢失形状信息，所以在写入特征时应该额外加入形状信息作为额外的特征。形状信息是int类型。
 
 
 
 6.3.2　TFRecord的创建
 
 下面以SequenceExample为例介绍TFRecord的创建方法。
 
 1. 创建单数字的TFRecord序列
 
 （1）生成单数字的feature。
 
 首先创建含有单个数字的数据集，将其转化成TensorFlow能够接受的int64类型，代码如下：
 
  
      seq = 1
    features_seq = tf.train.Feature(int64_list=tf.train.Int64List(value=[seq]))
    #seq加上方括号

 
 
 
 此时的features_seq是转化成int64类型的数据列表，特别需要注意的是，此时的seq数据集就是一个单数字，但是在传入时仍需要加上括号。
 
 （2）生成包含单个字符的featureList。
 
 下面的代码就是使用featureList将单个feature打包成一个新的包含特征的列表：
 
  
     feature_lists=tf.train.FeatureLists(feature_list={'features_seq':tf.train.F
eatureList(feature=[features_seq])})

 
 
 
 （3）将featureList放入生成的TensorFlow专用的样本example中：
 
  
      example = tf.train.SequenceExample(feature_lists=feature_lists)

 
 
 
 （4）将数据写入到TFRecord格式文件：
 
  
      seq_writer = tf.io.TFRecordWriter("seq.tfrecord")
    seq_writer.write(example.SerializeToString())

 
 
 
 全部的代码如下所示。
 
 【程序6-11】
 
  
     import tensorflow as tf
   #创建单个数据集
   seq = 1
   #创建单个字符feature
   features_seq = tf.train.Feature(int64_list=tf.train.Int64List(value=[seq]))
   #创建特征列表
   feature_lists=tf.train.FeatureLists(feature_list={'features_seq':
tf.train.FeatureList(feature=[features_seq])})
   #嵌套入样本example中
   example = tf.train.SequenceExample(feature_lists=feature_lists)
   seq_writer = tf.io.TFRecordWriter("seq.tfrecord")
   seq_writer.write(example.SerializeToString())

 
 
 
 2. 创建数字序列的TFRecord序列
 
 TFRecord文件读取的方法在下一节介绍。读者可以看到程序6-11是创建单个数据集的完整例子，问题在于这里创建的是一个单数字数据集。如果这里的序列seq不是单个数字而是一个序列，那么应该如何处理呢？
 
 代码如下：
 
  
      seq = [1,2,3,4,5,6,7,8,9,0]
    features_seq = tf.train.Feature(int64_list=tf.train.Int64List(value=seq))
    #seq没有方括号

 
 
 
 这里也是首先生成一个待输入数据的特征feature。需要注意的是，待输入数据在写入时没有用方括号，代码如下所示。
 
 【程序6-12】
 
  
     import tensorflow as tf
   #创建单序列数据集
   seq = [1,2,3,4,5,6,7,8,9,0]
   #创建单个字符特征feature
   features_seq = tf.train.Feature(int64_list=tf.train.Int64List(value=seq))
   #创建特征列表
   feature_lists=tf.train.FeatureLists(feature_list={'features_seq':
tf.train.FeatureList(feature=[features_seq])})
   #嵌套入样本example中
   example = tf.train.SequenceExample(feature_lists=feature_lists)
   seq_writer = tf.io.TFRecordWriter("seq.tfrecord")
   seq_writer.write(example.SerializeToString())

 
 
 
 程序6-12是写入一个序列的例子，和上文的提示一样，在生成feature_seq时没有使用方括号。
 
 3. 串行的数字序列集的处理方法
 
 上面说了两种生成数字序列集的方法，但是，无论是单数字还是一个数字序列，在实际应用中都并不多，更为常见的是序列集：
 
  
      seq_list = [[1,2,3,4,5,6,7,8,9,0],[1,2,3]]

 
 
 
 这里的seq_list包含了两个序列，分别是[1,2,3,4,5,6,7,8,9,0]和[1,2,3]。将其依次作为序列内容写入TFRecord数据文件中，代码如下所示。
 
 【程序6-13】
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 这是一个非常简单的方法，将seq_list中的数据依次读出，之后依次写入TFRecord数据集中。需要注意的是，这里的每个串行seq的值大小不必一样。
 
 4. 并行的数字序列集的处理方法
 
 串行的方法是将数字序列中的值依次写入TFRecord数据文件中，这样便形成了串联形式的数据集。
 
 对于真实的情况来说，有时候数据输入的特征包含多个特征，即多个序列的关系，参见表6.1。
 
  
  表6.1　多个序列的关系
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 使用串行的方法将数据进行整合也是完全可以的，不过Dataset数据集提供了专用的多特征输入方法。
 
 回想一下最开始的设置，首先生成单个序列的特征，之后将其组合进featureList中，在前面featureList只存有单个特征，但是实际上featureList可以组合多个特征，代码如下：
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 在这段代码中，首先根据不同的seq生成两个对应的特征向量，之后组合成featureList特征集合。
 
 【程序6-14】
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 用这种方式写入是可以的，但是还有一个问题—不同的特征被组合成一个featureList再进行数据的写入。这些特征具有一个系列的名称，也就是均为以“features_seq”为名称的value值。
 
 如果想不同的特征具有不同的特征名称，那么可以使用如下代码：
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 这里的每个特征被分别赋予了一个名称，之后使用featureList将其打包在一起。
 
 【程序6-15】
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 除了笔者编写的例子外，还有多特征多串联的数据集处理，请读者自行完成。
 
 6.3.3　TFRecord的读取
 
 如果读者把TFRecord创建的例子全部实现了一遍，就可以发现TFRecord的创建实际上就是把不同的输出单元嵌套在一起，逐级实现数据的类型并建立对应通道，最终将数据写入。
 
 图6.13很好地反映了TFRecord的处理办法。如果在读取TFRecord的时候，同样使用这种嵌套的方法读取数据是否可行呢？
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  图6.13　TFRecord的处理
 
 
 
 1. 单数据的读取
 
 第一步生成数据集。
 
 首先是数据集的生成，这里使用串行的形式生成一个长度为8的序列。
 
  
     seq_list = [[1, 2, 3], [1, 2], [1, 2, 3], [1, 2], [1, 2, 3], [1, 2], [1, 2, 3],
[1, 2]]

 
 
 
 之后使用map创建一个逐个处理过的字符串。注意，这里的逐个指的是seq_list中每个seq中的每个数字。例如，[1,2,3]中的数字1、2、3，需要逐个对其进行处理。代码段如下所示（这是固定写法，建议读者牢记）：
 
 
  [image: ]
 
 
 对于数据的输出也是按照逐层嵌套的方法对数据进行提取，其中最重要的函数是tf.parse_single_sequence_example，这是需要用户自行实现的函数，它含有两个参数：serialized和sequence_features，对应数据的“地址”和“特征”构造。代码如下（牢记下面的写法格式）：
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 还有一点需要提一下，FixedLenFeature在处理特征时会根据输入的shape（形状）来得到相应输出tensor（张量）的shape。
 
  
  	　当输入shape= []时，输出tensor的shape=(batch_size,)。
 
  	　当输入shape=[k]时，输出tensor的shape= (batch_size,k)。
 
 
 
 整体代码的使用如程序6-16所示。
 
 【程序6-16】
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 该程序的运行结果如图6.14所示。
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  图6.14　程序6-16的运行结果
 
 
 
 TFRecordDataset在将数据读取到内存中以后，调用map函数根据设定的参数解析函数，逐个对数据进行解析（对小序列中的数据进行解析），完成这项工作的就是FixedLenSequenceFeature函数。这个函数的原理和写法在上文介绍过了，利用一个for循环将数据读出，具体可参考前文的介绍，这里就不再重复说明了。
 
 2. 调用batch函数批量化读取数据
 
 前面介绍了将TFRecord数据读出的方法，虽然理论上没有问题，但是对于实际应用来说，逐个读出数据会降低数据处理的效率。
 
 Dataset API中提供了批量化读取数据的方法，即batch函数：
 
  
      dataset = dataset.batch(3)

 
 
 
 将其加在一般的读取函数之后即可：
 
  
     dataset =
tf.data.TFRecordDataset(tfrecord_filename).map(single_example_parser).batch(3)

 
 
 
 然而，batch函数有一个问题，即要求输入必须是同样维度大小的数据集，因而对于不定长的数据则无能为力。还有一种数据批量输出的方法，即padded_batch（经过补全后的批量化数据输出）。
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 这里说明几个地方：
 
  
  	　batch_size为每个batch的大小。
 
  	　padded_shapes表示输入的数据在被模型计算之前所要整合的维度，不同的rank代表不同的维度。其中指定的rank数目要与输入数据的维数等同，例如输入的数据是三维，则rank也必须是三维，[rank_0,rank_1,rank_2]。
 
  	　drop_remainder用于标示最后一个batch数据量达不到batch_size时是保留还是抛弃。
 
  	　rank数要与元数据对应。
 
  	　rank中的任何一维被设定成None或-1时都表示将补全到该batch的最大长度。
 
 
 
 读者需要注意的是：padded_shapes中有若干个方括号，实际上是数据输出的维度。
 
 例如，当数据为一个一维序列时，padded_shapes =([None] )；当数据为一个二维序列时，输出结果为padded_shapes =([None,None])。
 
 当输出的特征值不是一个，而是两个一维的序列时，padded_shapes =([None],[None])，这便是其输出的内容，是并联的两个一维序列。如果输出为两个二维矩阵，则padded_shapes =([None,None],[None,None])。
 
 当输出的特征是一个常数时，则padded_shapes = ([])是一个空括号。
 
 3. TFRecord读写文本序列和特征的例子
 
 下面就以文本序列和特征读写的内容为例来完整地讲解TFRecord数据的存储。
 
 （1）第一步：数据集的创建
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 由于输入的是不定长序列，因此在进行特征处理的时候要根据前面所说明的不定长处理方式进行标准化写入。
 
 （2）第二步：创建解析函数
 
 下面一步是创建解析函数，代码如下：
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 这里根据生成数据时创建的数据特征来创建符合要求的解析函数。
 
 （3）第三步：创建读取函数
 
 笔者采用生成数据读取函数的方式对数据进行标准化读取，代码如下：
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 这里依次设定了读取方式、批量化设置、shuffle和repeat的数量，并且最终将数据以迭代器的形式返回。
 
 【程序6-17】
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 如果读者完整地学习了前文的全部内容，那么这段代码看起来并不难。这段代码的含义是：首先生成了2个序列，分别代表特征和特征值；之后构建单个数据的解析函数和读取方法，指定补全的批量数、维度以及次数；最后通过一个for循环来读取数据。这个程序的运行结果如图6.15所示。
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  图6.15　程序6-17的运行结果
 
 
 
 6.4　TFRecord实战：带有处理模型的完整例子
 
 下面以一个带有简单模型计算的例子来演示TFRecord API的使用，同时提示一些需要读者注意的地方。
 
 6.4.1　创建数据集
 
 数据集的定义可参见表6.2。其中，Label（标注）设置为每一行Feature（特征）的均值。
 
  
  表6.2　数据集
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 根据表中Feature和Label创建数据集，代码如下：
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 6.4.2　创建解析函数
 
 解析函数使用创建TFRecord时定义的数据特征来重新生成数据内容，代码如下：
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 6.4.3　创建数据模型
 
 模型的设计非常简单，即计算数据的均值，代码如下：
 
  
      infer = tf.reduce_mean(_features)

 
 
 
 6.4.4　创建读取函数
 
 根据模型的设计，修改读取函数，删除了shuffle和batch处理，代码如下：
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 完整的计算代码如程序6-18所示。
 
 【程序6-18】
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 该程序的运行结果如图6.16所示。
 
  
  [image: ] 
  图6.16　程序6-18的运行结果
 
 
 
 6.5　本章小结
 
 TFRecord是TensorFlow 2.0数据处理的基础，所以本章是非常重要的一个章节，介绍了一些基本、常用的方法，对框架的总体计算帮助很大。
 
 除了前面介绍的方法和内容外，TFRecord还有一些不常用的方法，例如generator等更为细节化的操作，请读者在后续的学习过程中整理和发掘。
 
 Dataset API是TensorFlow引入的一个中层API，封装了底层的多线程和预读取，可用于简单实现原本的底层函数或方法，因而降低了程序编写的难度。
 
 
 第7章　TensorFlow Datasets和TensorBoard详解
 
 训练TensorFlow模型时，需要找数据集、下载数据集、加载数据集……太麻烦了，比如MNIST这种全世界都在用的数据集，能不能一键加载呢？TensorFlow也是这么想的。
 
 吴恩达老师说过，公共数据集为机器学习研究提供了动力，但将这些数据集放入机器学习管道就够难了。编写用于下载数据集的一次性脚本，要为不同数据集准备不同的源格式，而且不同数据集的复杂性也不一样，诸如此类，相信每个程序员切身体会过这种痛苦。
 
 对于大多数TensorFlow初学者来说，选择一个合适的数据集是开始最初练手项目重要的一步。为了帮助初学者方便迅捷地获取合适的数据集，并作为一个标准的评分测试标准，TensorFlow推出了一个新的功能——TensorFlow Datasets。它可以用tf.data和NumPy的格式将公共数据集加载到TensorFlow中，以方便、迅捷地供使用者调用。
 
 当使用TensorFlow训练大量深层的神经网络时，使用者希望去跟踪神经网络整个训练过程中的信息，比如迭代过程中每一层参数是如何变化与分布的、每次循环参数更新后模型在测试集与训练集上的准确率如何、损失值的变化情况等。如果能在训练的过程中将一些信息加以记录并可视化地表现出来，那么有助于更深刻地理解所探索的模型。
 
 本章将详细介绍TensorFlow Datasets和TensorBoard的使用。
 
 7.1　TensorFlow Datasets简介
 
 目前，有85个数据集（数据集仍在增加）可以通过TensorFlow Datasets加载。读者可以通过打印的方式获取到全部数据集的名称：
 
  
      import tensorflow_datasets as tfds
    print(tfds.list_builders())

 
 
 
 这段代码的运行结果如下：
 
  
     ['abstract_reasoning', 'bair_robot_pushing_small', 'bigearthnet',
'caltech101', 'cats_vs_dogs', 'celeb_a', 'celeb_a_hq', 'chexpert', 'cifar10',
'cifar100', 'cifar10_corrupted', 'clevr', 'cnn_dailymail', 'coco', 'coco2014',
'colorectal_histology', 'colorectal_histology_large',
'curated_breast_imaging_ddsm', 'cycle_gan', 'definite_pronoun_resolution',
'diabetic_retinopathy_detection', 'downsampled_imagenet', 'dsprites', 'dtd',
'dummy_dataset_shared_generator', 'dummy_mnist', 'emnist', 'eurosat',
'fashion_mnist', 'flores', 'glue', 'groove', 'higgs', 'horses_or_humans',
'image_label_folder', 'imagenet2012', 'imagenet2012_corrupted', 'imdb_reviews',
'iris', 'kitti', 'kmnist', 'lm1b', 'lsun', 'mnist', 'mnist_corrupted',
'moving_mnist', 'multi_nli', 'nsynth', 'omniglot', 'open_images_v4',
'oxford_flowers102', 'oxford_iiit_pet', 'para_crawl', 'patch_camelyon',
'pet_finder', 'quickdraw_bitmap', 'resisc45', 'rock_paper_scissors', 'shapes3d',
'smallnorb', 'snli', 'so2sat', 'squad', 'starcraft_video', 'sun397', 'super_glue',
'svhn_cropped', 'ted_hrlr_translate', 'ted_multi_translate', 'tf_flowers',
'titanic', 'trivia_qa', 'uc_merced', 'ucf101', 'voc2007', 'wikipedia',
'wmt14_translate', 'wmt15_translate', 'wmt16_translate', 'wmt17_translate',
'wmt18_translate', 'wmt19_translate', 'wmt_t2t_translate', 'wmt_translate',
'xnli']。
 
 
 
 读者对这么多的数据集可能并不熟悉，笔者也不建议读者一一去查看和测试这些数据集。TensorFlow Datasets较为常用的有6种29个数据集，分别涉及音频、图像、结构化数据、文本、翻译和视频类数据，如表7.1所示。
 
  
  表7.1　TensorFlow Datasets数据集
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 7.1.1　Datasets 数据集的安装
 
 一般而言，安装好TensorFlow 2.0以后，TensorFlow Datasets也是默认安装好的。如果没有安装TensorFlow Datasets，可以通过如下命令进行安装：
 
  
      pip install tensorflow_datasets

 
 
 
 7.1.2　Datasets数据集的使用
 
 下面以读者最为熟悉的MNIST数据集为例来介绍Datasets数据集的基本使用方法。
 
 显示MNIST数据集的代码如下：
 
  
      import tensorflow as tf
    import tensorflow_datasets as tfds
    mnist_data = tfds.load("mnist")
    mnist_train, mnist_test = mnist_data["train"], mnist_data["test"]
    assert isinstance(mnist_train, tf.data.Dataset)

 
 
 
 这段代码中首先导入tensorflow_datasets作为数据的获取接口，之后调用load函数获取MNIST数据集的内容，最后按照train和test数据的不同将其分割成训练集和测试集。这段代码的运行结果如图7.1所示。
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  图7.1　运行结果
 
 
 
 由于是第一次下载，因此tfds将连接数据的下载点来获取数据的下载地址和内容，此时读者只需静待数据下载完毕即可。
 
 要打印数据集的维度和一些说明，可执行如下代码：
 
  
      import tensorflow_datasets as tfds
    mnist_data = tfds.load("mnist")
    mnist_train, mnist_test = mnist_data["train"], mnist_data["test"]
    print(mnist_train)
    print(mnist_test)

 
 
 
 根据下载数据集的具体内容，数据集已经被调整成相应的维度和数据格式，上面代码段的运行结果如图7.2所示。
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  图7.2　数据集的内容
 
 
 
 MNIST数据集中的数据大小是[28,28,1]维度的图片，数据类型是int8，而label类型为int64。这里有读者可能会感到奇怪，以前的MNIST数据集的图片数据很多，而这里只显示了一个数据的类型。实际上，当数据集输出结果如上时，已经将数据集的内容下载到本地计算机中。tfds.load是一种构建和加载tf.data.Dataset最简单的方法，它获取的是一个字典类型的文件，根据不同的key主键获取不同的value值。
 
 为了方便那些在程序中需要简单NumPy数组的用户，可以使用tfds.as_numpy返回tf.data.Dataset生成器来生成NumPy数组。这种方式就可以用tf.data接口来构建高性能的输入管道。
 
  
      import tensorflow as tf
    import tensorflow_datasets as tfds

    train_ds = tfds.load("mnist", split=tfds.Split.TRAIN)
    train_ds = train_ds.shuffle(1024).batch(128).repeat(5).prefetch(10)
    for example in tfds.as_numpy(train_ds):
       numpy_images, numpy_labels = example["image"], example["label"]

 
 
 
 还可以结合使用tfds.as_numpy与batch_size=-1，从返回的tf.Tensor对象获取NumPy数组中的完整数据集：
 
  
      train_ds = tfds.load("mnist", split=tfds.Split.TRAIN, batch_size=-1)
    numpy_ds = tfds.as_numpy(train_ds)
    numpy_images, numpy_labels = numpy_ds["image"], numpy_ds["label"]

 
 
 
  
  注意
 
  load函数中还额外添加了一个split参数，在数据传入时直接进行分割，按数据的类型分割成image和label值。
 
 
 
 如果需要对数据集进行更细的划分，可以分成训练集、验证集和测试集，代码如下：
 
  
     import tensorflow_datasets as tfds
   splits = tfds.Split.TRAIN.subsplit(weighted=[2, 1, 1])
   (raw_train, raw_validation, raw_test), metadata = tfds.load('mnist',
split=list(splits),with_info=True, as_supervised=True)

 
 
 
 这里tfds.Split.TRAIN.subsplit函数按传入的权重将其分成训练集占50%、验证集占25%、测试集占25%。
 
 metadata属性用于获取MNIST数据集的基本信息（见图7.3）。
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  图7.3　MNIST数据集的基本信息
 
 
 
 其中记录了数据的种类、大小以及对应的格式，请读者自行调阅查看。
 
 7.2　Datasets数据集的使用——FashionMNIST
 
 FashionMNIST是一个替代MNIST手写数字集的图像数据集，由Zalando（一家德国的时尚科技公司）旗下的研究部门提供，这个图片数据集包含了来自10种类别的共7万个不同商品的正面图片。
 
 FashionMNIST的大小、格式、训练集和测试集的划分与原始的MNIST完全一致，60000的训练集数据和10000的测试集数据，28×28的灰度图片，如图7.4所示。这个图片数据集一般直接用于测试机器学习和深度学习算法的性能，且不需要改动任何代码。
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  图7.4　FashionMNIST数据集示例
 
 
 
 7.2.1　FashionMNIST数据集下载与显示
 
 读者通过搜索“FashionMNIST”关键字可以很容易找到这个数据集，而后选择下载这个数据集。在TensorFlow 2.0中也自带了FashionMNIST数据集，可以通过如下代码将这个数据集下载到本地计算机中，下载过程如图7.5所示。
 
  
     import tensorflow_datasets as tfds
   dataset,metadata = tfds.load('fashion_mnist',as_supervised=True,
with_info=True)
   train_dataset,test_dataset = dataset['train'],dataset['test']

 
 
 
 首先导入tensorflow_datasets作为下载的辅助数据集，load()函数中定义了所需下载的数据集对应的名称，在这里只需将其定义为本例中的目标数据集fashion_mnist。
 
 需要特别注意参数as_supervised，若该参数设置为True，就会返回一个二元组(input, label)，而不是返回FeaturesDict，因为二元组的形式更便于理解和使用。接下来，指定with_info=True，就可以得到函数处理的信息。
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  图7.5　FashionMNIST数据集下载的过程
 
 
 
 下面根据下载的数据创建对应的标注。
 
 标注编号描述如下：
 
  
      0：T-shirt/top（T恤）
    1：Trouser（裤子）
    2：Pullover（套衫）
    3：Dress（裙子）
    4：Coat（外套）
    5：Sandal（凉鞋）
    6：Shirt（汗衫）
    7：Sneaker（运动鞋）
    8：Bag（包）
    9：Ankle boot（踝靴）

 
 
 
 下面的代码用于查看训练样本的个数：
 
  
      num_train_examples = metadata.splits['train'].num_examples
    num_test_examples = metadata.splits['test'].num_examples
    print("训练样本个数:{}".format(num_train_examples))
    print("测试样本个数:{}".format(num_test_examples))

 
 
 
 这段代码的运行结果如下：
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 下面的代码用于输出前25个样本：
 
  
      import matplotlib.pyplot as plt
    plt.figure(figsize=(10,10))
    i = 0
    for (image, label) in test_dataset.take(25):
       image = image.numpy().reshape((28,28))
       plt.subplot(5,5,i+1)
       plt.xticks([])
       plt.yticks([])
       plt.grid(False)
       plt.imshow(image, cmap=plt.cm.binary)
       plt.xlabel(class_names[label])
       i += 1
    plt.show()

 
 
 
 图7.6显示了数据集中的前25个图形，并用[5,5]的矩阵将其显示出来。
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  图7.6　FashionMNIST数据集显示的结果
 
 
 
 7.2.2　模型的建立与训练
 
 模型的建立非常简单，在这里笔者使用TensorFlow 2.0中的“顺序结构”建立一个基本的4层分辨模型，即一个输入层、两个隐藏层和一个输出层的模型结构，代码如下：
 
 
  [image: ]
 
 
 下面对这个模型做一下说明：
 
  
  	　输入层：tf.keras.layers.Flatten，这一层将图像从三维数组转换为28×28像素（784像素）的一维数组。将这一层想象为将图像中的逐行像素拆开，并将它们排列起来。该层没有需要学习的参数，因为它只是重新格式化数据。
 
  	　隐藏层：tf.keras.layers.Dense，是由128个神经元组成的密集连接层。每个神经元（或节点）从前一层的所有784个节点获取输入，在训练过程中用学习到的隐藏层参数对输入进行加权，并将单个值输出到下一层。
 
  	　输出层：tf.keras.layers.Dense-A，10节点的Softmax层，每个节点表示一组服装。与前一层一样，每个节点从前一层的128个节点获取输入。每个节点根据学习到的参数对输入进行加权，然后在此范围内输出一个值。[0, 1] 表示图像属于该类的概率。所有10个节点值之和为1。
 
 
 
 接下来定义优化器和损失函数。
 
 TensorFlow 2.0提供了多种优化器，一般常用的是SGD与ADAM。在本例中使用的是ADAM优化器，推荐读者在后续的实验中将其作为默认的优化器。
 
 对于本例中的FashionMNIST分类，可以按模型计算的结果将其分解到不同的类别分布中，因此选择“交叉熵”作为对应的损失函数，代码如下：
 
  
     model.compile(optimizer='adam', loss='sparse_categorical_crossentropy',
metrics=['accuracy'])

 
 
 
 在compile函数中，优化器optimizer为adam，损失函数为sparse_categorical_crossentropy而不是传统的categorical_crossentropy，这是因为sparse_categorical_crossentropy函数能够将输入的序列转化成与模型对应的分布函数，而无须手动调节，这样就可以在数据的预处理过程中较少占用显存和减少数据交互的时间。
 
 当然，读者也可以使用categorical_crossentropy“交叉熵”函数作为损失函数，不过需要在数据的预处理过程中加上tf.one_hot函数对标注的分布进行预处理。在本书中，笔者推荐读者使用sparse_categorical_crossentropy作为损失函数。
 
 最后设置样本的轮次和batch_size的大小，可以根据不同的硬件配置进行不同的设置，代码如下：
 
  
     batch_size = 256
   train_dataset = train_dataset.repeat().shuffle(num_train_examples)
.batch(BATCH_SIZE)
   test_dataset = test_dataset.batch(BATCH_SIZE)

 
 
 
 最后一步就是模型对样本的训练，代码如下：
 
  
     model.fit(train_dataset, epochs=5, steps_per_epoch=math.ceil
(num_train_examples / batch_size))

 
 
 
 完整的代码如下所示。
 
 【程序7-1】
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 读者可以在自己的计算机上运行这个程序，再查看一下这个程序的运行结果。
 
 7.3　使用Keras对FashionMNIST数据集进行处理
 
 Keras作为TensorFlow 2.0强力推荐的高级API，同样将FashionMNIST数据集作为了自带的数据集。在本节中，笔者将采用Keras包下载FashionMNIST数据集，并采用model结构建立模型、对数据进行处理。
 
 7.3.1　获取数据集
 
 获取数据集的代码如下：
 
  
     import tensorflow as tf

   fashion_mnist = tf.keras.datasets.fashion_mnist
   (train_images, train_labels), (test_images, test_labels) =
fashion_mnist.load_data()

   print("The shape of train_images is ",train_images.shape)
   print("The shape of train_labels is ",train_labels.shape)

   print("The shape of test_images is ",test_images.shape)
   print("The shape of test_labels is ",test_labels.shape)

 
 
 
 Keras中的数据集datasets中包含fashion_mnist数据集，因此直接导入即可。与tensorflow_dataset数据集类似，也是直接从网上下载到本地计算机中，这个程序的运行结果如图7.7所示。
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  图7.7　Keras中的FashionMNIST数据集
 
 
 
 7.3.2　数据集的调整
 
 对于图形图像的识别和分类问题，优先选择卷积神经网络。在将数据输入到模型之前，需要将数据修正为符合卷积计算模型数据输入的格式，代码如下：
 
  
      train_images = tf.expand_dims(train_images,axis=3)
    test_images = tf.expand_dims(test_images,axis=3)

    print(train_images.shape)
    print(test_images.shape)

 
 
 
 这段代码的运行结果如下：
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 7.3.3　使用Python类函数建立模型
 
 如前文所述，分辨模型的建立是将图像进行了拉平（flatten）处理，再使用全连接层的参数对图像进行分类和识别。在本例中，笔者将使用Keras API中的二维卷积层对图像进行分类，代码如下：
 
  
     self.cnn_1 = tf.keras.layers.Conv2D(32,3,padding="SAME",
activation=tf.nn.relu)
   self.batch_norm_1 = tf.keras.layers.BatchNormalization()

   self.cnn_2 = tf.keras.layers.Conv2D(64,3,padding="SAME",
activation=tf.nn.relu)
   self.batch_norm_2 = tf.keras.layers.BatchNormalization()

   self.cnn_3 = tf.keras.layers.Conv2D(128,3,padding="SAME",
activation=tf.nn.relu)
   self.batch_norm_3 = tf.keras.layers.BatchNormalization()

   self.last_dense = tf.keras.layers.Dense(10)

 
 
 
 tf.keras.layers.Conv2D是由若干个卷积层组成的二维卷积层，层中的每个卷积核从前一层的[3,3]大小的节点中获取输入，在训练过程中用学习到的隐藏层参数对输入进行加权，并将单个值输出到下一层。padding是补全操作，经过卷积运算输入的图像，它的大小维度会发生变化，因此要通过padding操作对其进行补全。当然也可以不对其进行补全，由读者自行确定。
 
 tf.keras.layers.Dense的作用是对生成的图像分类，按要求分成10类。读者可能注意到了，直接使用全连接层作为分类器是无法实现的，因为输入数据经过卷积计算得到的结果是一个四维的矩阵，而分类器实际上是对二维的数据进行计算，请读者参考如下模型建立的代码。
 
 模型的完整代码如下：
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 在这个代码段中，先使用3个卷积层和3个batch_normalization作为正则化层，之后调用flatten函数将数据拉平并重新排列以供分类器使用，由此解决了分类器数据输入的问题。
 
 需要注意的是，笔者在代码中使用了“正统”的模型类定义方式，先生成了一个FashionClassic类，在init函数中对所有需要用到的层进行定义，而后在__call__函数中对其进行调用。Python类的定义和使用可能读者不是很熟悉，但是限于篇幅这里就不做更多的讲解了，请读者自行查阅相关资料。
 
 7.3.4　模型的查看和参数的打印
 
 下面是对模型的使用。TensorFlow中提供了将模型进行组合和建立的函数，代码如下：
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 与传统的TensorFlow类似，这里的Input函数创建一个占位符，提供了数据的输入口；之后直接调用分类函数获取占位符的输出结果，从而以虚拟方式实现一个类的完整形态；最后用model函数建立输入与输出的连接，从而建立一个完整的TensorFlow模型。
 
 下一步是显示模型。TensorFlow 2.0可以通过调用Keras API将模型的大概结构和参数打印出来，代码如下：
 
  
      print(model.summary())

 
 
 
 这条语句的打印结果如图7.8所示。
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  图7.8　模型的层次与参数
 
 
 
 从模型层次的打印和参数的分布上来看，与在模型类中定义的分布一致，首先是输入端，之后分别连接3个卷积层和batch_normalization层作为特征提取的工具，再用flatten层将数据拉平，最后用全连接层对输入的数据进行分类处理。
 
 除此之外，TensorFlow 2.0还提供了图形化模型输入输出的函数，代码如下：
 
  
      tf.keras.utils.plot_model(model)

 
 
 
 这条语句的输出结果如图7.9所示。
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  图7.9　模型的图形化显示
 
 
 
 该函数画出了模型的结构图，并保存成了图片。除了接收TensorFlow中Keras创建的模型作为参数之外，plot_model函数还接收额外的两个参数：
 
  
  	　show_shapes：指定是否显示输出数据的形状，默认为False。
 
  	　show_layer_names：指定是否显示层名称，默认为True。
 
 
 
 7.3.5　模型的训练和评估
 
 这里使用和上一节类似的模型参数进行设置，唯一的区别就是自定义学习率，因为随着模型的变化，学习率也会变化，代码如下：
 
  
     img_input = tf.keras.Input(shape=(28,28,1))
   output = FashionClassic()(img_input)
   model = tf.keras.Model(img_input,output)

   model.compile(optimizer=tf.keras.optimizers.Adam(1e-4), loss=
tf.losses.sparse_categorical_crossentropy, metrics=['accuracy'])
   model.fit(x=train_images,y=train_labels, epochs=10,verbose=2)
   model.evaluate(x=test_images,y=test_labels,verbose=2)
 
 
 
 在这段代码中分别使用了训练数据和测试数据，然后进行训练和验证，其中epoch为训练的轮数，而设置verbose=2表示要显示结果。完整的代码如下所示。
 
 【程序7-2】
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 训练和验证过程的输出如图7.10所示。
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  图7.10　训练和验证过程的显示
 
 
 
 可以看到训练的准确率上升得很快，仅仅经过10个周期后在验证集上准确率就达到了0.9023，这是一个较好的成绩。
 
 7.4　使用TensorBoard可视化训练过程
 
 TensorBoard是TensorFlow自带的一个强大的可视化工具，也是一个Web应用程序套件。在众多机器学习库中，TensorFlow是目前唯一自带可视化工具的库，这也是TensorFlow的一大优势。学会使用TensorBoard，可以构建复杂的模型。
 
 TensorBoard是集成在TensorFlow中自动安装的，基本上安装完TensorFlow 1.x或者2.0， TensorBoard也已经默认安装好了，而且无论是1.x版本的TensorBoard还是2.0版本的TensorBoard都可以在TensorFlow 2.0下直接使用而无须进行调整。
 
 TensorBoard官方定义的tf.keras.callbacks.TensorBoard功能如下：
 
  
  	　类TensorBoard。
 
  	　继承自Callback。
 
  	　定义在tensorflow/python/keras/callbacks.py中。
 
  	　TensorBoard基本可视化。
 
  	　TensorBoard是由TensorFlow提供的一个可视化工具。
 
  	　此回调为TensorBoard编写日志。
 
  	　训练和测试度量动态图形的可视化，模型中不同层的激活值之直方图的可视化。
 
 
 
 7.4.1　TensorBoard的文件夹设置
 
 TensorBoard实际上是将训练过程的数据存储并写入硬盘的类，因此需要按TensorFlow官方的定义生成存储文件夹。
 
 图7.11所示是TensorBoard的文件存储架构，其中logs文件夹下的train文件夹中存放着以events开头的文件，这也是TensorBoard存储的文件类型。
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  图7.11　TensorBoard的文件存储架构
 
 
 
 在真实的模型训练中，logs中的train文件夹是由TensorBoard函数在初始化过程中创建的，因此读者只需创建一个logs文件夹即可，如图7.12所示。
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  图7.12　创建logs文件夹
 
 
 
 logs文件夹专用于存放TensorBoard在程序的运行过程中产生的日志文件。
 
 7.4.2　显式地调用TensorBoard
 
 在1.x版本中，如果用户要使用TensorBoard对训练过程进行监督，就要显式地调用TensorBoard对加载数据，也就是先通过一些操作将数据记录到文件中再读取文件来完成绘图。
 
 在TensorFlow 2.0中，为了结合Keras高级API的数据调用和使用方法，TensorBoard被集成在callbacks函数中，用户可以自由地将其加载到训练的过程中并直观地观测模型的训练情况。
 
 在TensorFlow 2.0中，调用TensorBoard callbacks的代码如下：
 
  
      tensorboard = tf.keras.callbacks.TensorBoard(histogram_freq=1)

 
 
 
 参数如下：
 
  
  	　log_dir：用来保存TensorBoard分析的日志文件之文件名。
 
  	　histogram_freq：对于模型中各个层计算激活值和模型权重直方图的频率（在训练轮次中）。如果设置成0，直方图不会被计算。一定要明确指出直方图可视化的验证数据（或分离数据）。
 
  	　write_graph：是否在TensorBoard中可视化图像。如果write_graph被设置为True，日志文件会变得非常大。
 
  	　write_grads：是否在TensorBoard中可视化梯度值直方图，要求histogram_freq必须要大于0。
 
  	　batch_size：用于直方图计算而输入神经元网络的数据批量的大小。
 
  	　write_images：是否在TensorBoard中可视化模型权重。
 
  	　embeddings_freq：被选中的嵌入层被保存的频率（在训练轮次中）。
 
  	　embeddings_layer_names：一个列表，包含会被监测层的名字。如果是None或是空列表，那么所有的嵌入层都会被监测。
 
  	　embeddings_metadata：一个字典，对应层的名字到保存有这个嵌入层元数据文件的名字。
 
  	　embeddings_data：要嵌入到embeddings_layer_names指定层的数据，NumPy数组（如果模型有单个输入）或NumPy数组列表（如果模型有多个输入）。
 
  	　update_freq：'batch'、'epoch'或整数。当使用batch时，在每个batch之后将损失值和评估值写入到TensorBoard中；同样的情况也可以应用到epoch中。如果使用整数，例如10000，这个回调会在每10000个样本之后将损失值和评估值写入到TensorBoard中。注意，频繁地写入到TensorBoard会减缓我们的训练。
 
 
 
 TensorBoard函数需要显式地在模型训练过程中被调用，此时TensorBoard通过继承Keras中的Callbacks类直接被插入到训练模型中。
 
  
      model.fit(x=train_images,y=train_labels, epochs=10,verbose=2,callbacks
=[tensorboard])

 
 
 
 这里调用了上一节中FashionMNIST训练过程中的fit函数，callbacks将实例化的一个Callbacks类并显式地传递到训练模型中调用。
 
 顺便说一句，callbacks类的使用和实现不是TensorBoard中独有的类，不过在本例中只需记住有这个类即可。
 
 【程序7-3】
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 程序的运行结果请读者参考上一节，这里就不再说明了。
 
 7.4.3　使用TensorBoard
 
 TensorBoard的使用需要分成3部分。
 
 1. 第一步：确认TensorBoard生成完毕
 
 模型训练完毕或者在训练的过程中，TensorBoard会在logs文件夹下生成对应的数据存储文件，如图7.13所示。
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  图7.13　TensorBoard文件的存储
 
 
 
 2. 第二步：在终端输入TensorBoard启动命令
 
 启动CMD命令行终端，如图7.14所示。
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  图7.14　启动CMD命令行终端
 
 
 
 然后输入如下命令：
 
  
      tensorboard --logdir=/full_path_to_your_logs/train

 
 
 
 也就是显式地调用TensorBoard在对应的位置（见图7.15）打开存储的数据文件，如图7.16所示。
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  图7.15　TensorBoard存储的位置
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  图7.16　调用TensorBoard的位置
 
 
 
 在核对完命令行的TensorBoard启动命令后，若CMD命令行终端显示出如图7.17所示的值，则可确定TensorBoard启动完毕。
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  图7.17　TensorBoard在CMD命令行终端启动后的输出值
 
 
 
 可以看到，此时TensorBoard自动启动了一个端口为6006的HTTP地址，而地址名就是本机地址，可以用localhost代替。
 
 3. 第三步：在浏览器中查看TensorBoard
 
 一般使用Chrome核心的浏览器都可以对TensorBoard进行浏览。笔者使用QQ浏览器打开TensorBoard，输入的地址如下：
 
  
      http://localhost:6006

 
 
 
 打开的页面如图7.18所示。
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  图7.18　打开的TensorBoard页面
 
 
 
 在打开的页面中有若干个标题，比如SCALARS、GRAPHS、DISTRIBUTIONS、HISTOGRAMS、PROFILE等。其中，SCALARS是按命名空间划分的监控数据，形式如图7.19所示。
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  图7.19　监控数据
 
 
 
 页面显示了在程序代码段中的两个监控指标：epoch_loss和epoch_accuracy。随着时间的变换，loss逐步减少，accuracy逐步增加。在图7.19中，横坐标表示训练次数，纵坐标表示标量的具体值。从图中可以看出，随着训练次数的增加，损失函数的值是在逐步减小的。
 
 TensorBoard左侧工具栏上的Smoothing表示在绘图时对图像进行平滑处理。这样做的目的是为了更好地显示参数的整体变化趋势。不进行平滑处理的话，有些曲线波动很大，难以看出趋势。其中，0表示不进行平滑处理，1表示进行最大平滑处理，默认值为0.6。
 
 选择页面上的“GRAPHS”页签会显示出整个模型图的架构，如图7.20所示。
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  图7.20　整个模型图的架构
 
 
 
 相对于Keras中的模型图和参数，TensorBoard更进一步显示出模型架构的细节，从模型的每个节点可以看到该节点输入和输出的数据，如图7.21所示。
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  图7.21　展开TensorBoard节点看到的细节
 
 
 
 另外，还可以选择图像颜色的两种模式：基于结构的模式，相同的节点会有同样的颜色；基于硬件的模式，同一个硬件上会有相同的颜色。
 
 选择页面上的“DISTRIBUTIONS”页签会显示出神经元输出的分布，有激活函数之前的分布、激活函数之后的分布等，如图7.22所示。
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  图7.22　选择“DISTRIBUTIONS”显示出神经元输出的分布
 
 
 
 页面上剩下的“页签”分别是分布和统计方面的一些模型信息，请有兴趣的读者可以自行查阅。
 
 7.5　本章小结
 
 本章主要介绍了两个TensorFlow 2.0中的高级API：TensorFlow Datasets简化了数据集的获取与使用，而且数据集依然增加；TensorBoard是可视化模型训练过程的利器，通过对模型训练过程不同维度的观测可以帮助用户更好地对模型进行训练。
 
 
 第8章　从冠军开始：ResNet
 
 随着VGG网络模型的成功，更深、更宽、更复杂的网络似乎成为卷积神经网络搭建的主流。卷积神经网络能够用来提取所侦测对象的低、中、高特征，网络层数越多，能够提取到不同层次的特征就越丰富。通过还原镜像发现越深的网络提取的特征越抽象，越具有语义信息。
 
 这也产生了一个非常大的疑问，是否可以仅仅增加神经网络模型的深度和宽度，即只使用更多的隐藏层和增加每个层中的神经元就能获得更好的结果吗？答案是不可能。因为根据实验发现，随着卷积神经网络层数的加深，似乎出现了另外一个问题，即在训练集上准确率难以达到100%正确，甚至产生了下降。
 
 这似乎不能简单地解释为卷积神经网络的性能下降，因为卷积神经网络加深的基础理论就是越深越好。如果强行解释为产生了“过拟合”似乎也不能够解释准确率下降的问题，因为如果产生了过拟合，那么在训练集上卷积神经网络应该表现得更好才对。
 
 这个问题被称为“神经网络退化”。
 
 神经网络退化问题的产生说明了卷积神经网络不能够被简单地使用堆积层数的方法进行优化！
 
 2015年，152层深的ResNet横空出世，不仅取得了当年ImageNet竞赛冠军，相关论文也在CVPR2016斩获最佳论文奖。ResNet成为视觉乃至整个AI界的一个经典。ResNet使得训练深达数百甚至数千层的网络成为可能，而且性能仍然优异。
 
 本章将主要介绍ResNet及其变种。后面章节介绍的attention模块也是基于ResNet模型的添加，因此本章非常重要。
 
 让我们站在巨人的肩膀上，从冠军开始！
 
  
  提示
 
  ResNet非常简单。
 
 
 
 8.1　ResNet基础原理与程序设计基础
 
 ResNet的出现彻底改变了VGG系列所带来的固定思维，破天荒地提出了采用模块化的思维来替代整体的卷积层，通过一个个模块的堆叠来替代不断增加的卷积层。对ResNet的研究和不断改进就成为过去几年中计算机视觉和深度学习领域最具突破性的工作。由于其表征能力强，因此ResNet在图像分类任务之外的许多计算机视觉应用上也取得了巨大的性能提升，例如对象检测和人脸识别。
 
 8.1.1　ResNet诞生的背景
 
 卷积神经网络的实质就是无限拟合一个符合对应目标的函数。根据泛逼近定理（Universal Approximation Theorem），如果给定足够的容量，一个单层的前馈网络就足以表示任何函数。但是，这个层可能是非常大的，而且这样的神经网络容易出现过拟合。因此，学术界有一个共同的认识，就是网络架构需要更深。
 
 但是，研究发现只是简单地将层堆叠在一起，增加网络的深度并不会起太大作用。这是由于难搞的梯度消失（Vanishing Gradient）问题，深层的网络很难训练。因为梯度反向传播到前一层，重复相乘可能使梯度无穷小。结果就是，随着网络的层数更深，其性能趋于饱和，甚至开始迅速下降，如图8.1所示。
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  图8.1　网络层数和性能的关系
 
 
 
 在ResNet之前，已经出现好几种处理梯度消失问题的方法，但是没有一种方法能够真正解决这个问题。在何恺明等人于2015年发表的论文《用于图像识别的深度残差学习》（Deep Residual Learning for Image Recognition）中，认为堆叠的层不应该降低网络的性能，可以简单地在当前网络上堆叠映射层（不处理任何事情的层），并且所得到的架构性能不变。
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 即当f(x)为0时，f '(x)等于x，而当f(x)不为0，所获得的f '(x)性能要优于单纯的输入x。公式表明，较深的模型所产生的训练误差不应比较浅的模型的误差更高。假设让堆叠的层拟合一个残差映射（Residual Mapping）要比让它们直接拟合所需的底层映射更容易。
 
 从图8.2可以看到，残差映射同传统的直接相连的卷积网络相比，最大的变化是加入了一个恒等映射层y = x层，它的主要作用是使得网络随着深度的变化增加，而不会产生权重衰减和梯度衰减或者消失这些问题。
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  图8.2　残差框架模块
 
 
 
 其中，F(x)表示的是残差，F(x) + x是最终的映射输出，因此可以得到网络的最终输出为H(x) = F(x) + x。由于网络框架中有2个卷积层和2个relu函数，因此最终的输出结果可以表示为：
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 其中，H1是第一层的输出，而H2是第二层的输出。这样使得当输入与输出有相同维度时，可以使用直接输入的形式将数据传递到框架输出层的结果中。
 
 VGGNet19，34层普通结构的神经网络和34层的ResNet模型的整体结构图的比较如图8.3所示。
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  图8.3　VGGNet19，34层普通结构的神经网络和34层的ResNet模型整体结构图的比较
 
 
 
 图8.3展示了VGGNet19、一个34层的普通结构神经网络和一个34层的ResNet网络的对比图。通过验证可知，在使用了ResNet的结构后可以发现层数不断加深导致的训练集上误差增大的现象被消除了，ResNet网络的训练误差会随着层数增大而逐渐减小，并且在测试集上的表现也会变好。
 
 除了用以讲解的二层残差学习单元，实际上更多的是使用[1,1]结构的三层残差学习单元，如图8.4所示。
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  图8.4　二层（左）以及三层（右）残差单元的比较
 
 
 
 这是借鉴了NIN模型的思想，在二层残差单元中包含1个[3,3]卷积层的基础上，更包含了2个[1,1]大小的卷积，放在[3,3]卷积层的前后，执行先降维再升维的操作。
 
 无论采用哪种连接方式，ResNet的核心都是引入一个“身份捷径连接”（Identity Shortcut Connection），直接跳过一层或多层而将输入层与输出层进行连接。实际上，ResNet并不是第一个利用“捷径连接”的方法，较早期有相关研究人员就在卷积神经网络中引入了“门控短路电路”，即参数化的门控系统允许何种信息通过网络通道，如图8.5所示。但是，并不是所有的加入了“捷径”的卷积神经网络都会提高传输效果。在后续的研究中，有不少研究人员对残差块进行了改进，但是很遗憾并不能获得性能上的提高。
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  图8.5　门控短路电路
 
 
 
  
  注意
 
  目前（a）图性能最好。
 
 
 
 8.1.2　模块工具的TensorFlow实现——不要重复发明轮子
 
 工欲善其事，必先利其器。在工作之前，需要准备好相关的程序设计工具。这里笔者所指的工具是指那些已经设计好结构直接可以使用的部分。
 
 最重要的是卷积核的创建方法。从模型上看，这里所需要更改的内容很少，即卷积核的大小、输出通道数以及所定义的卷积层的名称，代码如下：
 
  
      tf.keras.layers.Conv2D

 
 
 
 这里直接调用了TensorFlow 2.0中对卷积层的实现，只需要输入对应的卷积核数目、卷积核大小以及补全方式即可。
 
 除此之外，还有一个非常重要的方法，就是获取数据的batch_normalization，即使用批量正则化对数据进行处理，代码如下：
 
  
      tf.keras.layers.BatchNormalization

 
 
 
 其他的还有最大池化层，代码如下：
 
  
      tf.keras.layers.MaxPool2D

 
 
 
 以及平均池化层：
 
  
      tf.keras.layers.AveragePooling2D

 
 
 
 这些基本都是在模型单元中所需要使用的部分。有了这些工具，可以直接构建ResNet模型单元。
 
 8.1.3　TensorFlow高级模块layers的用法
 
 上一小节中笔者使用自定义的方法实现了ResNet模型的功能单元，能够极大地帮助神经网络的搭建工作，而且不止于ResNet网络模型，基本结构的模块化编写还包括任何其他神经网络的搭建。
 
 TensorFlow 2.0同样提供了原生的可供直接使用的卷积神经网络模块layers。这是用于深度学习更高层次封装的API，利用它程序设计者可以轻松地构建模型。
 
 表8.1列出了layers封装好的多种卷积神经网络API，无论是上一节中自定义的conv2D还是BatchNormalization都有自定义好的模块以及多种池化层。
 
  
  表8.1　多种卷积神经网络API
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 1. convolution简介
 
 实际上layers中提供了多个卷积的实现方法，例如conv1d()、conv2d()、conv3d()（分别代表一维、二维、三维卷积），conv2d_transpose()、conv3d_transpose()（分别代表二维和三维反卷积），以及separable_conv2d()方法（代表二维深度可分离卷积）。这里以conv2d()方法为例进行说明。
 
  
      def __init__(self,
        filters,
        kernel_size,
        strides=(1, 1),
        padding='valid',
        data_format=None,
        dilation_rate=(1, 1),
        activation=None,
        use_bias=True,
        kernel_initializer='glorot_uniform',
        bias_initializer='zeros',
        kernel_regularizer=None,
        bias_regularizer=None,
        activity_regularizer=None,
        kernel_constraint=None,
        bias_constraint=None,
        **kwargs):

 
 
 
 参数说明如下：
 
  
  	　filters：必需，是一个数字，代表了输出通道的个数，即output_channels。
 
  	　kernel_size：必需，卷积核大小，必须是一个数字（高和宽都是此数字）或者长度为2的列表（分别代表高、宽）。
 
  	　strides：可选，默认为(1,1)，卷积步长，必须是一个数字（高和宽都是此数字）或者长度为2的列表（分别代表高、宽）。
 
  	　padding：可选，默认为valid，padding的模式，有valid和same两种，不区分字母大小写。
 
  	　data_format：可选，默认channels_last，分为channels_last和channels_first两种模式，代表了输入数据的维度类型。如果是channels_last，那么输入数据的shape为(batch,height,width,channels)，如果是channels_first，那么输入数据的shape为(batch,channels,height,width)。
 
  	　dilation_rate：可选，默认为(1,1)，卷积的扩张率，当扩张率为2时，卷积核内部就会有边距，3×3的卷积核就会变成5×5。
 
  	　activation：可选，默认为None，如果为None则是线性激活。
 
  	　use_bias：可选，默认为True，设置是否使用偏置。
 
  	　kernel_initializer：可选，默认为None，即权重的初始化方法；如果为None，则使用默认的Xavier初始化方法。
 
  	　bias_initializer：可选，默认为零值初始化，即偏置的初始化方法。
 
  	　kernel_regularizer：可选，默认为None，施加在权重上的正则项。
 
  	　bias_regularizer：可选，默认为None，施加在偏置上的正则项。
 
  	　activity_regularizer：可选，默认为None，施加在输出上的正则项。
 
  	　kernel_constraint：可选，默认为None，施加在权重上的约束项。
 
  	　bias_constraint：可选，默认为None，施加在偏置上的约束项。
 
  	　trainable：可选，默认为True，布尔类型，如果为True，则将变量添加到GraphKeys.TRAINABLE_VARIABLES中。
 
  	　name：可选，默认为None，卷积层的名称。
 
  	　reuse：可选，默认为None，布尔类型，如果为True，那么name相同时会重复利用。
 
  	　返回值：卷积后的Tensor。
 
 
 
 使用方法与自定义的卷积层方法类似，这里通过一个小例子予以说明。
 
 【程序8-1】
 
  
      import tensorflow as tf
    #自定义输入数据
    xs = tf.random.truncated_normal(shape=[50, 32, 32, 32])
    #使用二维卷积进行计算
    out = tf.keras.layers.Conv2D(64,3,padding="SAME")(xs)
    print(out.shape)

 
 
 
 例子中首先定义了一个[50, 32, 32, 32]的输入数据，之后传给conv2d函数，filter是输出的维度，设置成32，而选择的卷积核大小为3×3，strides为步进距离，这里采用的是1个步进距离，同时这也是默认的步进设置。padding为补全设置，这里设置为根据卷积核大小对输入值进行补全。输入结果如下：
 
 
  [image: ]
 
 
 此时如果将strides设置成[2,2]，结果如下：
 
 
  [image: ]
 
 
 当然此时的padding也可以变化，读者可以将其设置成VALID。
 
 顺便说一句，在TensorFlow中，如果padding被设置成SAME，其实是先对输入数据进行补全再进行卷积计算。
 
 此外，还可以传入激活函数，或者设定kernel的格式化方式，或者对bias进行禁用等，请读者自行尝试。
 
  
     out = tf.keras.layers.Conv2D(64,3,strides=[2,2],padding="SAME",
activation=tf.nn.relu)(xs)

 
 
 
 2. batch_normalization简介
 
 batch_normalization是目前最常用的数据标准化方法，也是批量标准化方法。输入数据经过处理之后能够显著加速训练速度并且减少过拟合出现的可能性。
 
  
      def __init__(self,
    axis=-1,
    momentum=0.99,
    epsilon=1e-3,
    center=True,
    scale=True,
    beta_initializer='zeros',
    gamma_initializer='ones',
    moving_mean_initializer='zeros',
    moving_variance_initializer='ones',
    beta_regularizer=None,
    gamma_regularizer=None,
    beta_constraint=None,
    gamma_constraint=None,
    renorm=False,
    renorm_clipping=None,
    renorm_momentum=0.99,
    fused=None,
    trainable=True,
    virtual_batch_size=None,
    adjustment=None,
    name=None,
    **kwargs):

 
 
 
 参数说明如下：
 
  
  	　axis：可选，默认为-1，即进行标注化操作时操作数据的哪个维度。
 
  	　momentum：可选，默认为0.99，即动态均值的动量。
 
  	　epsilon：可选，默认为0.01，大于0的小浮点数，用于防止除0错误。
 
  	　center：可选，默认为True，若设为True，则会将beta作为偏置加上去，否则忽略参数beta。
 
  	　scale：可选，默认为True，若设为True，则会乘以gamma，否则不使用gamma；当下一层是线性的时候，可以设为False，因为scaling的操作将被下一层执行。
 
  	　beta_initializer：可选，默认为zeros_initializer，即beta权重的初始化方法。
 
  	　gamma_initializer：可选，默认为ones_initializer，即gamma的初始化方法。
 
  	　moving_mean_initializer：可选，默认为zeros_initializer，即动态均值的初始化方法。
 
  	　moving_variance_initializer：可选，默认为ones_initializer，即动态方差的初始化方法。
 
  	　beta_regularizer：可选，默认为None，beta的正则化方法。
 
  	　gamma_regularizer：可选，默认为None，gamma的正则化方法。
 
  	　beta_constraint：可选，默认为None，加在beta上的约束项。
 
  	　gamma_constraint：可选，默认为None，加在gamma上的约束项。
 
  	　training：可选，默认为False，返回结果是training模式。
 
  	　trainable：可选，默认为True，布尔类型，如果为True，则将变量添加到GraphKeys.TRAINABLE_VARIABLES中。
 
  	　name：可选，默认为None，层名称。
 
  	　fused：可选，默认为None，根据层名判断是否重复利用。
 
  	　renorm：可选，默认为False，是否要用BatchRenormalization。
 
  	　renorm_clipping：可选，默认为None，是否要用rmax、rmin、dmax。
 
  	　renorm_momentum：可选，默认为0.99，用来更新动态均值和标准差的Momentum值。
 
  	　fused：可选，默认为None，是否使用一个更快的、融合的实现方法。
 
  	　virtual_batch_size：可选，默认为None，是一个int数字，指定一个虚拟batchsize。
 
  	　adjustment：可选，默认为None，对标准化后的结果进行适当调整的方法。
 
 
 
 用法也很简单，直接在tf.layers.batch_normalization函数中输入xs即可。
 
 【程序8-2】
 
  
      import tensorflow as tf
    #自定义输入数据
    xs = tf.random.truncated_normal(shape=[50, 32, 32, 32])
    out = tf.keras.layers.BatchNormalization()(xs)
    print(out.shape)

 
 
 
 输出结果如下：
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 3. dense简介
 
 dense是全连接层，layers中提供了一个专门的函数来实现此操作，即tf.layers.dense，其结构如下：
 
  
      def __init__(self,
        units,
        activation=None,
        use_bias=True,
        kernel_initializer='glorot_uniform',
        bias_initializer='zeros',
        kernel_regularizer=None,
        bias_regularizer=None,
        activity_regularizer=None,
        kernel_constraint=None,
        bias_constraint=None,
        **kwargs):

 
 
 
 参数说明如下：
 
  
  	　units：必需，即神经元的数量。
 
  	　activation：可选，默认为None，如果为None则是线性激活。
 
  	　use_bias：可选，默认为True，是否使用偏置。
 
  	　kernel_initializer：可选，默认为None，即权重的初始化方法。
 
  	　bias_initializer：可选，默认为零值初始化，即偏置的初始化方法。
 
  	　kernel_regularizer：可选，默认为None，施加在权重上的正则项。
 
  	　bias_regularizer：可选，默认为None，施加在偏置上的正则项。
 
  	　activity_regularizer：可选，默认为None，施加在输出上的正则项。
 
  	　kernel_constraint，可选，默认为None，施加在权重上的约束项。
 
  	　bias_constraint，可选，默认为None，施加在偏置上的约束项。
 
 
 
 【程序8-3】
 
  
      import tensorflow as tf
    import tensorflow as tf
    #自定义输入数据
    xs = tf.random.truncated_normal(shape=[50, 32, 32, 32])
    out _1 = tf.keras.layers.Dense(32)(xs)
    print(out.shape)

 
 
 
 这里xs为输入数据，units为输出层次，结果如下：
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 这里指定了输出层的维度为32，因此输出结果为[50,32,32,32]，可以看到输出结果的最后一维度等于神经元的个数。
 
 除此之外，还可以仿照卷积层的设置对激活函数以及初始化的方式进行定义：
 
  
      dense = tf.layers.dense(xs,units=10,activation=tf.nn.sigmoid,use_bias=False)

 
 
 
 4. pooling简介
 
 pooling即池化。layers模块提供了多个池化方法，这几个池化方法都是类似的，包括max_pooling1d()、max_pooling2d()、max_pooling3d()、average_pooling1d()、average_pooling2d()、average_pooling3d()，代表一维、二维、三维“最大”和“平均”池化方法。这里以常用的avg_pooling2d为例进行讲解。
 
  
      def __init__(self,
        pool_size=(2, 2),
        strides=None,
        padding='valid',
        data_format=None,
        **kwargs):

 
 
 
 参数说明如下：
 
  
  	　pool_size：必需，池化窗口大小，必须是一个数字（高和宽都是此数字）或者长度为2的列表（分别代表高、宽）。
 
  	　strides：必需，池化步长，必须是一个数字（高和宽都是此数字）或者长度为2的列表（分别代表高、宽）。
 
  	　padding：可选，默认为valid，padding的方法，有valid和same两种选项，不区分字母大小写。
 
  	　data_format：可选，默认为channels_last，分为channels_last和channels_first两种模式，代表输入数据的维度类型。如果是channels_last，那么输入数据的shape为(batch,height,width,channels)；如果是channels_first，那么输入数据的shape为(batch,channels,height,width)。
 
  	　name：可选，默认为None，池化层的名称。
 
  	　返回值：经过池化处理后的Tensor。
 
 
 
 【程序8-4】
 
  
      import tensorflow as tf
    #自定义输入数据
    xs = tf.random.truncated_normal(shape=[50, 32, 32, 32])
    out = tf.keras.layers.AveragePooling2D(strides=[1,1])(xs)
    print(out.shape)

 
 
 
 这里对输入值设置了以[2,2]为大小的均值核，步进为[1,1]。补全方式为SAME，即通过补0的方式对输入数据进行补全。结果如下：
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 5. layers模块应用实例
 
 下面使用一个例子来对数据进行说明。
 
 【程序8-5】
 
  
     import tensorflow as tf
   #自定义输入数据
   xs = tf.random.truncated_normal(shape=[50, 32, 32, 32]) out = tf.keras.layers.MaxPool2D(strides=[1,1])(xs)
   out = tf.keras.layers.Conv2D(filters=32,kernel_size =
[2,2],padding="SAME")(out)
   out = tf.keras.layers.BatchNormalization()(xs) out = tf.keras.layers.Flatten()(out)
   logits = tf.keras.layers.Dense(10)(out)
   print(logits.shape)

 
 
 
 这里创建了一个[50,32,32,32]维度的数据值，先对其进行最大池化，之后进行strides为[2,2]的卷积，采用的激活函数为relu，再进行batch_normalization批量正则化，flatten是对输入的数据进行平整化，输出为一个和batch符合的二维向量，最后再进行全连接计算，输出最后的维度。
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 如果将所有模块存放在一个模型中也是可以的，代码如程序8-6所示。
 
 【程序8-6】
 
  
     import tensorflow as tf
   #自定义输入数据
   xs = tf.keras.Input( [32, 32, 32])
   out = tf.keras.layers.MaxPool2D(strides=[1, 1])(xs)
   out = tf.keras.layers.Conv2D(filters=32,kernel_size =
[2, 2], padding="SAME")(xs)
   out = tf.keras.layers.BatchNormalization()(xs)
   out = tf.keras.layers.Add()([out,xs])
   out = tf.keras.layers.Flatten()(out)
   logits = tf.keras.layers.Dense(10)(out)
   model = tf.keras.Model(inputs=xs, outputs=logits)
   print(model.summary())

 
 
 
 这个程序打印的模型结构信息如图8.6所示。
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  图8.6　程序8-6的运行结果
 
 
 
 可以看到，构建好了一个小型残差网络。与前面打印的模型结构不同的是，这个模型是多个类与层的串联，因此还标注出了连接点。
 
 8.2　ResNet实战：CIFAR-100数据集分类
 
 本节将使用ResNet实战中CIFAR-100数据集的分类。
 
 8.2.1　CIFAR-100数据集
 
 该数据集共有60000张彩色图像（见图8.7），这些图像是32×32像素，分为100个类，每类6000张图。这里面有50000张用于训练，构成了5个训练批量数据，每一批10000张图；另外10000张用于测试，单独构成一批。测试批量的数据取自100类中的每一类，每一类随机取1000张。抽剩下的就随机排列组成训练批量数据。注意，一个训练批量数据中的各类图像的数量并不一定相同，总的来看训练批量中每一类都有5000张图。
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  图8.7　CIFAR-100数据集
 
 
 
 CIFAR-100下载地址为：
 
  
      http://www.cs.toronto.edu/~kriz/cifar.html

 
 
 
 进入下载地址后，有选择下载的方式，如图8.8所示。
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  图8.8　下载方式
 
 
 
 由于TensorFlow采用的开发语言是Python语言，因此选择下载“python version”。下载之后解压缩这个文件，得到如图8.9所示的几个文件。
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  图8.9　解压缩后得到的文件
 
 
 
 data_batch_1 ~ data_batch_5是划分好的训练数据，每个文件里包含10000张图片；test_batch是测试集数据，也包含10000张图片。
 
 读取数据的代码段如下：
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 定义读取数据的函数，这几个文件都是通过pickle产生的，所以在读取的时候也要用到这个包。这里面返回的data是一个字典，先看看这个字典里面都有哪些主键。
 
  
      data = load_file('data_batch_1')
    print(data.keys())

 
 
 
 输出结果如下：
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 具体说明如下：
 
  
  	　batch_label：对应的值是一个字符串，用来表明当前文件的一些基本信息。
 
  	　labels：对应的值是一个长度为10000的列表，每个数字取值范围为0~9，代表当前图片所属类别。
 
  	　data：10000 * 3072的二维数组，每一行代表一张图片的像素值。
 
  	　filenames：长度为10000的列表，里面每一项是代表图片文件名的字符串。
 
 
 
 整体的数据读取函数如下所示。
 
 【程序8-7】
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 其中的root函数是下载数据解压后的根目录，os.join函数将其组合成数据文件的位置。最终返回训练文件和测试文件以及对应的label。
 
 8.2.2　ResNet残差模块的实现
 
 ResNet网络结构在上文中已经做了介绍，其突破性地使用“模块化”思维去对网络进行叠加，使得模块内部特征的传递不会丢失。
 
 从图8.10可以看到，模块的内部实际上是3个卷积通道相互叠加，形成了一种瓶颈设计。对于每个残差模块，使用3层卷积。这3层分别是1×1、3×3层和1×1的卷积层，其中1×1层负责先减少后增加（恢复）尺寸的，使3×3层具有较小的输入/输出尺寸瓶颈。
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  图8.10　模块的内部
 
 
 
 实现的瓶颈3层卷积结构的代码段如下：
 
  
     conv = tf.keras.layers.Conv2D(out_dim/4,kernel_size=1,padding="SAME",
activation=tf.nn.relu)(input_xs)
   conv = tf.keras.layers.BatchNormalization()(conv)
   conv = tf.keras.layers.Conv2D(out_dim/4,kernel_size=3,padding="SAME",
activation=tf.nn.relu)(conv)
   conv = tf.keras.layers.BatchNormalization()(conv)
   conv = tf.keras.layers.Conv2D(out_dim,kernel_size=1,padding="SAME",
activation=tf.nn.relu)(conv)

 
 
 
 这里输入的数据首先经过conv2d卷积层计算，输出四分之一的维度，这是为了降低输入数据的整个数据量，为进行下一层的[3,3]的计算打下基础。可以人为地为每层添加一个对应的名称，但是基于前文对模型的分析，TensorFlow 2.0会自动地为每个层中的参数分配一个递增的名称，因此这个工作可以交给TensorFlow 2.0完成。batch_normalization和relu分别为批处理层和激活层。
 
 在对数据进行传递的过程中，ResNet模块使用了称为“捷径”（Shortcut）的“信息高速公路”。“捷径”连接相当于简单执行了同等映射，不会产生额外的参数，也不会增加计算复杂度（见图8.11），而且整个网络仍可通过端到端的反向传播训练。代码如下：
 
  
     conv = tf.keras.layers.Conv2D(out_dim/4,kernel_size=1,padding="SAME",
activation=tf.nn.relu)(input_xs)
   conv = tf.keras.layers.BatchNormalization()(conv)
   conv = tf.keras.layers.Conv2D(out_dim/4,kernel_size=3,padding="SAME",
activation=tf.nn.relu)(conv)
   conv = tf.keras.layers.BatchNormalization()(conv)
   conv = tf.keras.layers.Conv2D(out_dim,kernel_size=1,padding="SAME",
activation=tf.nn.relu)(conv)
   out = tf.keras.layers.Add()([input_xs,out])
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  图8.11　“捷径”连接
 
 
 
  
  说明
 
  有兴趣的读者可以自行完成，这里采用的是直联的方式，也就是图a的original模式。
 
 
 
 有的时候，除了判定是否对输入数据进行处理外，ResNet在实现的过程中会对数据的维度进行改变，因此当输入的维度和要求模型输出的维度不相同（input_channel不等于out_dim）时，需要对输入数据的维度进行补全（padding）操作。
 
 顺带提一下，tf.pad函数是对数据进行补全操作，第二个参数是一个序列，分别代表向对应的维度进行双向补全操作。首先计算输出层与输入层在第四个维度上的差值，除2的操作是将差值分成2份，在上、下分别进行补全操作。当然也可以在一个方向上进行补全。
 
 ResNet残差模型的整体如下：
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 8.2.3　ResNet网络的实现
 
 ResNet的结构如图8.12所示。
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  图8.12　ResNet的结构
 
 
 
 上面一共提出了5种深度的ResNet，分别是18、34、50、101和152，其中所有的网络都分成5部分，分别是conv1、conv2_x、conv3_x、conv4_x、conv5_x。
 
 下面笔者将实现这个模型。需要说明的是，ResNet完整的实现需要高性能的显卡，因此笔者在写作时对其进行了修改，去掉了池化（pooling）层，并降低了每次filter的数目和每层的层数，这点请读者注意。
 
 1. conv_1
 
  
     input_xs = tf.keras.Input(shape=[32,32,3])
   conv_1 =
tf.keras.layers.Conv2D(filters=64,kernel_size=3,padding="SAME",activation=tf.n
n.relu)(input_xs)

 
 
 
 最上层是模型的输入层，定义了输入的维度，这里使用一个卷积核为[7,7]、步进为[2,2]大小的卷积作为第一层。
 
 2. conv_2
 
  
     out_dim = 64
   identity_1 = tf.keras.layers.Conv2D(filters=out_dim, kernel_size=3,
padding="SAME", activation=tf.nn.relu)(conv_1)
   identity_1 = tf.keras.layers.BatchNormalization()(identity_1)
   for _ in range(3):
       identity_1 = identity_block(identity_1,out_dim)

 
 
 
 第二层使用的是多个[3,3]大小的卷积核，之后接了3个残差核心。
 
 3. conv_3
 
  
     out_dim = 128
   identity_2 = tf.keras.layers.Conv2D(filters=out_dim, kernel_size=3,
padding="SAME", activation=tf.nn.relu)(identity_1)
   identity_2 = tf.keras.layers.BatchNormalization()(identity_2)
   for _ in range(4):
       identity_2 = identity_block(identity_2,out_dim)

 
 
 
 4. conv_4
 
  
     out_dim = 256
   identity_3 = tf.keras.layers.Conv2D(filters=out_dim, kernel_size=3,
padding="SAME", activation=tf.nn.relu)(identity_2)
   identity_3 = tf.keras.layers.BatchNormalization()(identity_3)
   for _ in range(6):
       identity_3 = identity_block(identity_3,out_dim)

 
 
 
 5. conv_5
 
  
     out_dim = 512
   identity_4 = tf.keras.layers.Conv2D(filters=out_dim, kernel_size=3,
padding="SAME", activation=tf.nn.relu)(identity_3)
   identity_4 = tf.keras.layers.BatchNormalization()(identity_4)
   for _ in range(3):
       identity_4 = identity_block(identity_4,out_dim)

 
 
 
 6. class_layer
 
 最后一层是分类层，在经典的ResNet中由一个全连接层作为分类器，代码如下：
 
  
      flat = tf.keras.layers.Flatten()(identity_4)
    flat = tf.keras.layers.Dropout(0.217)(flat)
    dense = tf.keras.layers.Dense(1024,activation=tf.nn.relu)(flat)
    dense = tf.keras.layers.BatchNormalization()(dense)
    logits = tf.keras.layers.Dense(100,activation=tf.nn.softmax)(dense)

 
 
 
 这里首先使用reduce_mean作为全局池化层，之后接的卷积层将其压缩到分类的大小，softmax是最终的激活函数，为每层对应的类别进行分类处理。
 
 最终的全部函数如下所示。
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 8.2.4　使用ResNet对CIFAR-100数据集进行分类
 
 前面我们介绍了CIFAR-100数据集的下载，TensorFlow 2.0中也自带了相关的数据集CIFAR-100。本节将使用TensorFlow 2.0自带的数据集对CIFAR-100进行分类。
 
 1. 第一步：数据集的获取
 
 TensorFlow 2.0自带了数据的读取函数，代码如下：
 
  
      path = "./dataset/cifar-100-python"
    from tensorflow.python.keras.datasets.cifar import load_batch
    fpath = os.path.join(path, 'train')
    x_train, y_train = load_batch(fpath, label_key='fine' + '_labels')
    fpath = os.path.join(path, 'test')
    x_test, y_test = load_batch(fpath, label_key='fine' + '_labels')

    x_train = tf.transpose(x_train,[0,2,3,1])
    y_train = np.float32(tf.keras.utils.to_categorical (y_train,num_classes=100))
    x_test = tf.transpose(x_test,[0,2,3,1])
    y_test = np.float32(tf.keras.utils.to_categorical(y_test,num_classes=100))

 
 
 
 读者可以自行学习验证数据的读取。需要提醒的一点是，对于不同的数据集，其维度的结构有所区别。此外，关于数据集打印的维度为(60000,3,32,32)，并不符合传统使用的(60000,32,32,3)的普通维度格式，因此需要对其进行调整。
 
 之后需要将数据打包整合成能够被编译的格式，在这里使用的是TensorFlow 2.0自带的data API，代码如下：
 
  
     batch_size  = 48
   train_data = tf.data.Dataset.from_tensor_slices((x_train,y_train)).
shuffle(batch_size*10).batch(batch_size).repeat(3)

 
 
 
 2. 第二步：模型的导入和编译
 
 导入模型并设定优化器和损失函数的代码如下：
 
  
     import resnet_model
   model = resnet_model.resnet_Model()
   model.compile(optimizer=tf.optimizers.Adam(1e-2), loss=tf.losses.
categorical_crossentropy,metrics = ['accuracy'])
   model.fit(train_data, epochs=10)

 
 
 
 3. 第三步：模型的计算
 
 全部的代码如下所示。
 
 【程序8-8】
 
  
     import tensorflow as tf
   import os
   import numpy as np
   path = "./dataset/cifar-100-python"
   from tensorflow.python.keras.datasets.cifar import load_batch
   fpath = os.path.join(path, 'train')
   x_train, y_train = load_batch(fpath, label_key='fine' + '_labels')
   fpath = os.path.join(path, 'test')
   x_test, y_test = load_batch(fpath, label_key='fine' + '_labels')
   x_train = tf.transpose(x_train,[0,2,3,1])
   y_train = np.float32(tf.keras.utils.to_categorical(y_train,
num_classes=100))
   x_test = tf.transpose(x_test,[0,2,3,1])
   y_test = np.float32(tf.keras.utils.to_categorical(y_test,num_classes=100))
   batch_size  = 48
   train_data = tf.data.Dataset.from_tensor_slices((x_train,y_train)).
shuffle(batch_size*10).batch(batch_size).repeat(3)
   import resnet_model
   model = resnet_model.resnet_Model()
   model.compile(optimizer=tf.optimizers.Adam(1e-2), loss=tf.losses.
categorical_crossentropy,metrics = ['accuracy'])
   model.fit(train_data, epochs=10)
   score = model.evaluate(x_test, y_test)
   print("last score:",score)
 
 
 
 根据不同的硬件设备对模型的具体参数和训练集的batch_size做出调整，具体请根据需要进行设置。
 
 8.3　ResNet的兄弟——ResNeXt
 
 大家对一层一层堆叠的网络形成思维惯性的时候，shortcut（捷径）的思想是跨越性的，即使网络层级叠加到100层，运算量却和16层的VGG差不多，精度提高一个档次，而且模块性、可移植性很强。
 
 8.3.1　ResNeXt诞生的背景
 
 随着研究的继续深入以及ResNet的加深，研究人员开始在增加网络的“宽度”上进行探究。神经网络的标准范式就符合这样的分割-转换-合并（Split-Transform-Merge）模式。以一个最简单的普通神经元为例（比如dense中的每个神经元），如图8.13所示。
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  图8.13　神经元
 
 
 
 简单地解释一下，就是对输入的数据进行权重乘积，求和后经过一个激活函数，因此神经网络又可以由公式表示为：
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 ResNet的公式表示则为：
 
 
  [image: ]
 
 
 公式中T函数可理解为ResNet中的任意通路“模块”，x为数据的shortcut，n为模块中通路的个数。原始ResNet使用的残差单元如图8.14所示。
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  图8.14　原始ResNet使用的残差单元
 
 
 
 可以简单地理解为，随着n的增加、“通路”增加能够带来方程w（x）值的增加，即使单个增加的幅度很小，求和后也一样可以带来效果的改善，即在每个ResNet模块中增加通路个数。
 
 这也是ResNeXt产生的初衷。
 
 如图8.15所示，左边是ResNet的基本结构，右边是ResNeXt的基本结构。
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  图8.15　ResNet和ResNeXt的基本结构
 
 
 
 将右图的结构对比公式可以看到，w(x)是32组同样结构的变化，求和以后与输入端的shortcut（见图8.16）进行二次叠加。
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  图8.16　shortcut
 
 
 
 更进一步对ResNeXt进行更改，如果将输入的[1,1]卷积层合并在一起，减少通道数，最终还是会形成经典的ResNet的结构，因此也可以认为经典的ResNet即为ResNeXt的一个特殊结构。
 
 8.3.2　ResNeXt残差模块的实现
 
 从上一节的分析可以看到，ResNeXt实际上就是更换了更为普遍的残差模块的ResNet，而残差模块的更改实质上是将一个连接通道在模块内部增加为32个，这里笔者使用图8.17中的b模型架构实现ResNeXt。
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  图8.17　模型架构
 
 
 
 1. 第一步
 
 TensorFlow提供了对数据的分块函数split，代码如下：
 
  
      input_tensor_list = tf.split(input_tensor, num_or_size_splits=64, axis=3)

 
 
 
 num_or_size_splits是对划分的参数进行设置，value是输入值，axis确定划分的数据维度。
 
 这里先将输入的数据进行划分：
 
  
      [batch,img_H,img_W,256]  →   [batch,img_H,img_W,32]

 
 
 
 2. 第二步
 
 将输入后的数据输送到卷积层开始进行卷积计算，代码如下：
 
  
     def conv_fun(input_tensor):
      out = tf.keras.layers.Conv2D(4, 3, padding="SAME",activation=tf.nn.relu)
(input_tensor)
      out = tf.keras.layers.BatchNormalization()(out)
      return out
   out_list = list(map(conv_fun, input_tensor_list))

 
 
 
 笔者在这里采用的是map函数，在每个卷积分块上做[3,3]大小的卷积，并加上batch_normalization和relu层。
 
 3. 第三步
 
 将计算后的卷积层进行重新叠加，叠加选择的是第四个维度，即第一步拆分的维度。代码如下：
 
  
      out = tf.concat(out_list, axis=-1)

 
 
 
 这样就重新将数据予以组合。
 
 完整的残差模块代码如下：
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 在对输入数据进行分解的时候，笔者使用的是split函数直接对第四维进行拆解。有兴趣的读者可以在此步调整转换方法，即提供一个卷积来对数据维度进行降解。
 
 8.3.3　ResNeXt网络的实现
 
 仿照ResNet，ResNeXt也使用叠加残差模块的基本结构，对每个层级都做相同的转换，如图8.18所示。
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  图8.18　叠加残差模块
 
 
 
 这里仿照ResNet的方法对残差模块进行叠加计算，主要有4个模块，依次对第四个维度进行提升。限于篇幅关系，这里笔者只实现一个小的ResNeXt网络，剩下的部分请读者自行补全。
 
 代码如下：
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 这里笔者只实现了第一层，更多的层数请读者参照ResNet模型进行学习。
 
 8.3.4　ResNeXt和ResNet的比较
 
 通过实验对比（见图8.19）可以看到，ResNeXt无论是在50层还是101层，准确度都大大好于ResNet。这里笔者总结了相关的结论：
 
  
  	　ResNeXt与ResNet在参数个数相同的情况下，训练时前者错误率更低，两者的下降速度差不多。
 
  	　参数相同的情况下，增加残差模块比增加卷积个数更加有效。
 
  	　101层的ResNeXt比200层的ResNet更好。
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  图8.19　对比ResNeXt和ResNet
 
 
 
 8.4　本章小结
 
 本章是一个起点，让读者站在巨人的肩膀上，从冠军开始！
 
 ResNet和ResNeXt开创了一个时代，开天辟地地改变人们仅仅依靠堆积神经网络层来获取更高性能的做法，在一定程度上解决了梯度消失和梯度爆炸的问题。这是一项跨时代的发明。
 
 当简单的堆积神经网络层的做法失效时，人们开始采用模块化的思想设计神经网络，同时在不断“加宽”模块的内部通道。但是，当这些能够做的方法以及被挖掘穷尽后是否有新的方法能够更进一步提升卷积神经网络的效果呢？
 
 Attention！（注意力！）
 
 Attention is all we need！（注意力我们所需要的！）
 
 
 第9章　注意力机制
 
 在深度学习发展的今天，搭建能够具备注意力机制的神经网络则开始显得更加重要，一方面是这种神经网络能够自主学习注意力机制，另一方面是注意力机制能够反过来帮助我们去理解神经网络看到的世界。
 
 本章就从“注意力”的概念讲起，进而延伸到两个注意力模型—SENet和CBAM。
 
 9.1　何为“注意力”
 
 注意力机制简单的理解就是用“对焦”的方式关注所要观察的事物和对象。
 
 对焦的实现是采用“掩码”的方式来形成的。通过在原图片上覆盖一层新的经过权重标注后的图像，将图片中的特征强调地标出，通过神经网络的反复训练，加强了这部分权重特征，从而让计算机学到每一张图片中需要重点关注的区域，从而形成“注意力”，如图9.1所示。
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  图9.1　注意力的“脑中成像”
 
 
 
 注意力机制通常由一个连接在原神经网络之后的额外神经网络来实现，整个模型仍然是端对端的，因此注意力模块能够和原模型一起同步训练。对于柔性注意力，注意力模块对其输入是可微分的，所以整个模型仍可用梯度方法来优化。
 
 假设每个神经网络的层输出是一个结构化的表示：
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 其中，集合c中的每个元素代表输入信息中某个空间向量进入下一个神经网络层进行运算。
 
 例如，一个分解后的图像特征如图9.2所示。
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  图9.2　分解后的图像特征
 
 
 
 注意力机制就是在上一层的输出向量之上叠加了一个新的函数，用来对层次之间的输出进行权重计算。
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 这里的f函数指的就是在层次输出之上叠加的注意力权重模型。可以认为注意力（Attention）模型实际上就是叠加在不同卷积层之间的一个额外的权重模型，这个权重模型通过给定或者待训练的参数给图形向量打分，好像是一个预处理的权重计算过程，作用就是告诉下一层的神经网络哪些向量比较重要、哪些不重要。这也就是“注意力”的参数权重表达形式，这个对应关系也很好地反映了输入与权重之间的关系。
 
 这里有读者会注意到，笔者在介绍注意力权重的时候使用的是“给定”或“待训练”。这里指的是注意力机制的两种形式，即hard（硬性）和soft（软性）模式。
 
 9.2　注意力机制的两种常见形式
 
 在注意力机制没有出现之前，计算机视觉对图像的处理总是对所有模块分配同样的注意力权重，图中每个模块对整体的影响都是相同的，没有任何区别。这种模型被称为“分心”模型。
 
 从图9.3中可以看到，对于计算机视觉来说就是两只鸟和两朵花，没有任何区别。在更为细节的划分时，鸟身上的羽毛和花朵上的斑点并不一致，这样就决定了虽然图片看起来很相似，都属于同一个类别，但是其细节不同，图中的物体也并不一样。
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  图9.3　不同的关注点
 
 
 
 9.2.1　Hard Attention（硬性注意力）
 
 注意力机制实质上就是在输出和输入层之间加上一个“权重蒙版”，可以强迫神经网络关注人们所要求其关注的特定图像内容，而忽略其他不相干的内容。这种“硬性关注”的模式称为Hard Attention。
 
 “权重蒙版”是一个采用人工固定的矩阵向量（实际上根据采样概率对每个位置权重进行设定），这样做的好处是可以强迫计算机视觉关注设计人员要求其关注的部分，而减少其他部分的影响。这样做对于采样不同的图片是没有效果的，甚至会起到相反的作用。
 
 原因是采用人工固定的矩阵向量在计算中是不可微分的，也就是无法通过神经网络对其参数值进行更新。
 
 9.2.2　Soft Attention（软性注意力）
 
 使用Hard Attention对采样不同的图片无法起到加强注意力的作用，于是Soft Attention应运而生。Soft Attention实际上就是在不同的卷积层之间叠加了一个可以被微分（能够接受梯度反向传播）的权重矩阵，通过卷积神经网络或单独作为一项训练任务的权重模型来训练，并将训练值叠加在输入与输出之间。
 
 本章和后续的章节将以Soft Attention为重点介绍相关内容。
 
 9.3　注意力机制的两种实现形式
 
 Spatial Attention（空间注意力）与Channel Attention（通道注意力）分别是从图像表面和维数方面施加注意力机制，如图9.4所示。
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  图9.4　Spatial Attention和 Channel Attention
 
 
 
 9.3.1　Spatial Attention（空间注意力）
 
 Spatial Attention（空间注意力）的理解非常简单，即在输入图像的基础上叠加一个可以被微分、能够接受模型梯度反向传播的权重矩阵，矩阵的作用是与输入图像的特征值进行矩阵计算。
 
 图9.5中是一个常见的Spatial Attention，对输入的特征图像进行多重采样后，与卷积处理后的原图像进行乘法计算，输出最终值。
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  图9.5　分解后的Spatial Attention示意图
 
 
 
 下面是一个输出Spatial Attention的例子，注意例子和图没有关系。
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 9.3.2　Channel Attention（通道注意力）
 
 Channel Attention（通道注意力）指的是在维度通道的基础上对图像进行加权计算，对于不同的通道特征，每个维度也给予一个强行被设计的注意力模型，从而影响输出，如图9.6所示。
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  图9.6　分解后的Channel Attention示意图
 
 
 
 下面是一个Channel Attention模块的例子，观察一下用法即可：
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 从例子中可以看到，无论是在Spatial还是在Channel上都可以添加注意力机制，其作用是对输入的图像进行二次采样（见图9.7），对所针对的目标进行强化。
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  图9.7　注意力的作用
 
 
 
 9.4　注意力机制的两种经典模型
 
 深度学习中的注意力机制从本质上讲和人类的选择性视觉注意力机制类似，核心目标也是从众多信息中选出对当前任务目标更关键的信息。本节将介绍两个经典的注意力模型，即SENet和CBAM。
 
 9.4.1　最后的冠军——SENet
 
 在最后一届ImageNet2017竞赛上，SENet以绝对优势获得了Image Classification（图像分类）组的冠军。SENet是一种全新的架构，其英文名Squeeze-and-Excitation Networks描述了这个架构非常关键的操作—Squeeze and Excitation。
 
 SENet中并没有引入一个新的空间维度，而是显式地建立了一个模型通道之间的相互依赖关系。让SE模块自动学习到每个特征通道的重要程度，然后依照这个重要程度去计算输出的特征图。
 
 现在简单地介绍一下SENet（结构图见图9.8）。
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  图9.8　SENet结构图
 
 
 
 和经典的注意力模型一样，SENet实际上也是在输入层与输出层之间叠加上一个矩阵权重。对于输入特征x，其通道数为c1，经过一系列的卷积变换得到一个特征通道数为c2的特征，输入到SEnet模块中进行计算。
 
 1. 第一步：Squeeze操作
 
 在SENet中，根据输入的数据维度（也就是通道）进行数据压缩，将每个通道上的二维维度压缩成一个单一值，有点类似于全局池化的作用。其输出与输入特征通道数相匹配的维度值，表征在特征通道上设置一个相应全局分布的权重矩阵。代码如下：
 
  
      input_xs = tf.reduce_mean(input_xs,[1,2],keep_dims=True)

 
 
 
 2. 第二步：Excitation操作
 
 Excitation操作是为每个特征通道生成一个对应的权重，用来显式地建立不同特征通道之间的相关性。
 
  
     se_module = tf.keras.layers.Dense(shape[-1]/reduction_ratio,activation=
tf.nn.relu)(se_module)
   se_module = tf.nn.relu(se_module)
   se_module = tf.keras.layers.Dense(shape[-1],activation=
tf.nn.relu)(se_module)

 
 
 
 这里用两个全连接层组成一个Excitation通道，之后跟随一个sigmoid激活函数对全连接层的输出进行计算。
 
  
      se_module = tf.nn.sigmoid(se_module)

 
 
 
 reduction_ratio是维度变化参数，先将输入数据的维度降到指定的程度，然后经过relu激活后再通过一个全连接层回升到原始维度，使得数据在变化时获得更多的非线性变化并且极大地减少了参数和计算量。sigmoid函数使得输出值获得一个0~1之间的归一化权重。
 
 3. 第三步：Reweight操作
 
 经过Excitation计算后的通道权重与输入选择后的每个对应特征图相乘，进行加权计算后将计算值加权到每个通道的特征上。
 
  
      se_module = tf.nn.sigmoid(se_module)
    se_module = tf.reshape(se_module,[-1,1,1,shape[-1]])
    out_ys = tf.multiply(input_xs,se_module)

 
 
 
 SENet的完整代码如下：
 
  
     def SE_moudle(input_xs,reduction_ratio = 16.):
       shape = input_xs.get_shape().as_list()
       se_module = tf.reduce_mean(input_xs,[1,2])
       se_module = tf.keras.layers.Dense(shape[-1]/reduction_ratio,activation=
tf.nn.relu)(se_module)
       se_module = tf.keras.layers.Dense(shape[-1], activation=
tf.nn.relu)(se_module)
       se_module = tf.nn.sigmoid(se_module)
       se_module = tf.reshape(se_module,[-1,1,1,shape[-1]])
       out_ys = tf.multiply(input_xs,se_module)
       return out_ys
 
 
 
 4. 第四步：SENet的嵌入
 
 由上面的步骤可以看到，SENet实际上是一个注意力模块，对输入的数据进行权重变换后将特征图重新输出。除了直接在卷积层之间嵌入，SENet还可以方便地嵌入到含有捷径连接（shortcut）的模块化网络中。
 
 图9.9是将SENet中嵌入到ResNet模块中的例子。
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  图9.9　SENet模块嵌入捷径理连接（shortcut）
 
 
 
 网络构造是ResNet，没有变化，但是在shortcut与residual模块进行加法计算之前重新标定了特征。不在shortcut与residual模块进行加法计算之后重新标定的原因是sigmoid存在归一化的权重计算，在较深的卷积网络上靠近输入层会出现梯度消散的情况，导致模型较难优化。
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 可以说，无论是ResNet、ResNeXt还是其他目前新兴的神经网络都是通过类似叠加重复固定模块的采样方式进行计算的，因此都可以通过在原始模块结构中嵌入SENet模块的方式对权值进行标的。
 
 相对于新的架构或者模型来说，SENet在模型和计算复杂度上有良好的特性，即使被嵌入到已有的模型中，其参数也没有较大的增长，属于可接受的范围，可以说SENet是一个比较好的、成功的注意力模块。
 
 9.4.2　结合Spatial和Channel的CBAM模型
 
 SENet取得了ImageNet2017竞赛中“图像分类”的冠军，主要是在通道（Channel）上加入了注意力机制。SENet的成功极大地提高了卷积神经网络中对注意力机制的重视。
 
 通过上一小节对SENet模块的分析可知，SENet仅仅是在输入的维度上加载了注意力模型，那么有没有可能在空间和维度上均加载注意力机制呢？
 
 Convolutional Block Attention Module（CBAM）的意思是卷积块注意力模块，是一种结合了空间（Spatial）和通道（Channel）的注意力机制模块（见图9.10）。相比于SENet只增加了通道（Channel）的注意力机制，CBAM可以取得更好的效果。
 
 从图9.10中可以看到，CBAM在输入端和输出端之间加载了Channel Attention和Spatial Attention。下面笔者分步对CBAM进行介绍。
 
 1. 第一步：channel attention操作（见图9.11）
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  图9.11　Channel Attention
 
 
 
 Channel Attention的构造形式可以说和SENet类似，通过不同的压缩方式将平面压缩成一个点，之后经过全连接变化对特征进行重新组合和求积运算，得到输出结果，代码如下：
 
  
     maxpool_channel = tf.reduce_max(tf.reduce_max(input_xs, axis=1,
keepdims=True), axis=2, keepdims=True)
   avgpool_channel = tf.reduce_mean(tf.reduce_mean(input_xs, axis=1,
keepdims=True), axis=2, keepdims=True)
   maxpool_channel = tf.keras.layers.Flatten()(maxpool_channel)
   avgpool_channel = tf.keras.layers.Flatten()(avgpool_channel)
   mlp_1_max = tf.keras.layers.Dense(units=int(hidden_num * reduction_ratio),
activation=tf.nn.relu)(maxpool_channel)
   mlp_2_max = tf.keras.layers.Dense(units=hidden_num, activation=tf.nn.relu)
(mlp_1_max)
   mlp_2_max = tf.reshape(mlp_2_max, [-1, 1, 1, hidden_num])
   mlp_1_avg = tf.keras.layers.Dense(units=int(hidden_num * reduction_ratio),
activation=tf.nn.relu)(avgpool_channel)
   mlp_2_avg = tf.keras.layers.Dense(units=hidden_num, activation=tf.nn.relu)
(mlp_1_avg)
   mlp_2_avg = tf.reshape(mlp_2_avg, [-1, 1, 1, hidden_num])
   channel_attention = tf.nn.sigmoid(mlp_2_max + mlp_2_avg)
   channel_refined_feature = input_xs * channel_attention

 
 
 
 首先maxpool和avgpool分别对输入的值进行全局池化，之后使用两个全连接层对特征进行提取，经过sigmoid激活后，将提取后的值重新连接作为输入的权重与输入值进行内积计算，生成Spatial Attention模块需要的输入特征。
 
 2. 第二步：Spatial Attention操作（见图9.12）
 
 Spatial Attention的操作相对简单，首先将Channel Attention的计算输出特征值作为本模块的输入值，之后依旧是使用maxpool和avgpool在空间面积上进行池化计算，用一个concat将结果进行连接。卷积层的作用是将维度降为1，以方便下一步进行的sigmoid归一化计算，最后将权重维度和本模块的输入（也就是Channel Attention模块的输出，一定要注意）进行乘法计算，得到最终生成的特征值。
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  图9.12　Spatial Attention
 
 
 
 此部分代码如下：
 
  
     maxpool_spatial = tf.reduce_max(channel_refined_feature, axis=3,
keepdims=True)
   avgpool_spatial = tf.reduce_mean(channel_refined_feature, axis=3,
keepdims=True)
   max_avg_pool_spatial = tf.concat([maxpool_spatial, avgpool_spatial], axis=3)
   conv_layer = tf.keras.layers.conv2d(filters=1, kernel_size=(3, 3),
padding="same",activation=None)(max_avg_pool_spatial)
   spatial_attention = tf.nn.sigmoid(conv_layer)

 
 
 
 3. 第三步：Channel Attention与Spatial Attention融合
 
 CBAM中Channel Attention的输出是作为Spatial Attention的输入被输入到后续的计算中，融合代码如下：
 
  
      refined_feature = channel_refined_feature * spatial_attention
    output_layer = refined_feature + input_xs

 
 
 
 可以看到，输入到Channel Attention的数据经过spatial计算后重新进行了融合，之后的相加计算建立了shortcut通道，使得原有的数据输入没有性质变化，至少不会因为加入注意力机制使得性能发生下降。
 
 完整的CBAM模块代码如下：
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 4. 第四步：将CBAM模块嵌入到ResNet中
 
 如同SENet一样，CBAM一样可以被作为辅助模块嵌入到ResNet中，从而作为一个新的加载了注意力机制的模型来使用。加载了CBAM的ResNet模块代码如下所示。
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 ResNeXt中加载CBAM模块的位置与ResNet类似，这里就不再重复介绍。
 
 9.4.3　注意力的前沿研究——基于细粒度的图像注意力机制
 
 在日常生活中，我们可以很容易地识别出常见物体的类别（比如计算机、手机、水杯等），如果进一步去判断更为精细化的物体分类名称，例如日常所见的各种花朵、树木以及在湖中划船时遇到的各种鸟类等，即使是专家也很难做到无所不晓。
 
 无论是基于空间（Spatial）的注意力机制还是基于通道（Channel）的注意力机制都是在全局的范围上对注意力进行加载，即通过对全局的切分强制性地将整体结构与可微分的、能够接受神经网络反馈计算的注意力权重矩阵重新进行求积计算，从而模仿人类视觉中对焦点的注意力机制。
 
 然而，在真实世界中仅仅依靠对焦点的观察并不能从更细粒度上分辨一个物体。例如，在图9.13中对鸟类的分辨只聚焦于嘴部非常小的一块区域，仅仅依靠焦点定位是远远不够的。
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  图9.13　细粒度注意力机制
 
 
 
 传统的细粒度聚焦的引入可以使得神经网络只聚焦图像一个非常小的区域。落实到具体的解决方案上，即在原有的卷积神经网络上采用回归bounding box去学习相应的模型，如图9.14所示。
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  图9.14　在原有的卷积神经网络上采用回归bounding box
 
 
 
 然而，在实际应用中较为困难。首先是人为标定的box带有太多人为雕琢的痕迹，并不一定适合神经网络去学习。此外，大量的人为标注信息因为完全要依靠人工来完成，所以在现实中并不容易获取这类标注好的信息。
 
 基于递归注意力的细粒度图像识别模型（Recurrent Attention Convolutional Neural Network， RACNN），能够准确地找到图像中具有最大差异化的区域，之后采用一种“放大”的形式描述这些特征并与原始特征图进行叠加，进而大大地提高对于细粒度分辨图像的识别能力。
 
 从图9.15可以看到，RACNN实际上是由3个尺度越来越细、逐级放大的循环神经网络构成的，即上一层的输出作为下一层的输入。RACNN主要包括两个部分，每个层级上的卷积网络模块和同一层级上不同区域的基于注意力机制的“区域采样”模块（Attention Proposal Network，APN）。这样能够在每个尺度上的卷积神经网络之后连上全连接层和作为分类的softmax层，从而对类别做出分类。
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  图9.15　细粒度图像识别模型
 
 
 
 限于篇幅，RACNN的介绍就到此为止，有兴趣的读者可以找到相关的资料自行学习。
 
 9.5　本章小结
 
 本章主要介绍了注意力机制，深入浅出地介绍了深度学习中注意力机制的原理及关键计算机制，同时也抽象出本质思想，并介绍了注意力模型在卷积神经网络中的应用和实现。
 
 在卷积神经网络中运用注意力机制是符合人类视觉认知的一种顺势而为的思想。对一幅图进行观察，对于不同的部分，人类分配的焦点也是不同的，因此仿照人类视觉对事物的观察模式给神经网络加载注意力模块也在情理之中。
 
 注意力模型是一个新兴的研究领域，其研究的进展决定着对于更细粒度的可观察神经网络能否应用到现实生活中，本文在最后的介绍RACNN就是如此。除此之外，细粒度注意力模型的还有很多，这也是计算机视觉的未来发展方向之一。
 
 
 第10章　卷积神经网络实战：识文断字也可以
 
 文本分类是自然语言处理的一个重要方面，利用计算机手段推断出给定的文本（句子、文档等）的标注或标注集合。利用深度学习进行文本分类和语义判断是新兴而充满前途的工作。文本分类主要的应用如下：
 
  
  	　垃圾邮件分类：判断邮件是否为垃圾邮件。
 
  	　二分类问题：判断文本情感是积极（Positive）还是消极（Negative）。
 
  	　多分类问题：判断文本情感属于{非常消极，消极，中立，积极，非常积极}中的哪一类。
 
  	　新闻主题分类：判断新闻属于哪个类别，如财经、体育、娱乐等。
 
  	　自动问答：系统中的问句分类。
 
 
 
 传统的文本分类主要是利用贝叶斯原理，基于上下文之间文本出现的概率对自然语言进行处理，然而使用深度学习，特别是卷积神经网络，完全另辟蹊径从特征词入手经过卷积、池化、分类等步骤对文本的分类作出预测。基于CNN的文本分类示意图如图10.1所示。
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  图10.1　基于CNN的文本分类
 
 
 
 本章将主要介绍卷积神经网络在文本分类中的应用，使用已有的英文新闻数据集对文本进行分类，主要涉及文本处理、特征提取以及多种模型的建立和比较。
 
 10.1　文本数据处理
 
 无论是使用深度学习还是传统的自然语言处理（Natural Language Processing，NLP）方式，一个非常重要的内容就是将自然语言转换成计算机可以识别的特征向量，这就是文本的预处理，也就是通过文本分词、词向量训练、特征词抽取这几个主要步骤，再组建成能够代表文本内容的矩阵向量。
 
 10.1.1　数据集介绍和数据清洗
 
 新闻分类数据集“AG”是由学术社区ComeToMyHead提供的，从两千多不同的新闻来源搜集的超过一百万的新闻文章，用于研究分类、聚类、信息获取（如评级，搜索）等非商业活动。在此基础上Xiang Zhang为了研究需要从中提取了127600个样本，其中抽出120000个样本作为训练集、7600个样本作为测试集。按以下4类进行分类：
 
  
  	　World
 
  	　Sports
 
  	　Business
 
  	　Sci/Tec
 
 
 
 数据集一般是用csv格式的文件存储，这类文件打开后的格式如图10.2所示。
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  图10.2　Ag_news数据集
 
 
 
 第一列是新闻分类，第二列是新闻标题，第三列是新闻的正文部分，使用“,”和“.”作为断句的符号。
 
 由于拿到的数据集是由社区自动化存储和收集的，因此不可避免地存有大量的数据杂质：
 
  
     Reuters - Was absenteeism a little high\on Tuesday among the guys at the office?
EA Sports would like\to think it was because "Madden NFL 2005" came out that day,\and
some fans of the football simulation are rabid enough to\take a sick day to play
it.
   Reuters - A group of technology companies\including Texas Instruments Inc.
(TXN.N), STMicroelectronics\(STM.PA) and Broadcom Corp. (BRCM.O), on Thursday said
they\will propose a new wireless networking standard up to 10 times\the speed of
the current generation.
 
 
 
 因此第一步是对数据进行清洗。
 
 1. 第一步：数据的读取与存储
 
 数据集的存储格式为csv，需要按列队数据进行读取，代码如下：
 
  
      import csv
    agnews_train = csv.reader(open("./dataset/train.csv","r"))
    for line in agnews_train:
       print(line)

 
 
 
 这段代码的输出结果如图10.3所示。
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  图10.3　Ag_news中的数据形式
 
 
 
 读取的train中的每行数据内容被默认以逗号分隔，按列依次存储在序列不同的位置中。为了分类的方便，可以使用不同的数组将数据按类别进行存储。当然，读者也可以根据需要使用Pandas包，但是为了后续操作和运算速度，这里主要使用Python原生函数和NumPy进行计算。
 
  
      import csv
    agnews_label = []
    agnews_title = []
    agnews_text = []
    agnews_train = csv.reader(open("./dataset/train.csv","r"))
    for line in agnews_train:
       agnews_label.append(line[0])
       agnews_title.append(line[1].lower())
       agnews_text.append(line[2].lower())

 
 
 
 可以看到不同的内容被存储在不同的数组之中，并且为了统一形式将所有的字母统一转换成小写，以便于后续的计算。
 
 2. 第二步：文本的清洗
 
 文本中除了常用的标点符号外还包含着大量的特殊字符，因此需要对文本进行清洗。
 
 文本清洗的方法一般使用的是正则表达式，可以匹配小写'a'至'z'、大写'A'至'Z'或者数字'0'到'9'范围之外的所有字符，并用空格代替。这个方法无须指定所有标点符号，代码如下：
 
  
      import re
    text = re.sub(r"[^a-z0-9]"," ",text)

 
 
 
 这里re是Python中对应正则表达式的Python包；字符串“^”的意义是求反，即只保留要求的字符，替换不要求保留的字符。通过更细一步的分析可知，文本清洗中除了将不需要的符号使用空格替换外，还会产生新的问题，即空格数目过多和在文本的首尾有空格残留，同样会影响文本的读取，因此还需要对替换符号后的文本进行二次处理。
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 由于加载了新的数据清洗工具，因此在读取数据时即可使用自定义的函数将文本信息处理后存储，代码如下：
 
  
      import csv
    import tools
    import numpy as np
    agnews_label = []
    agnews_title = []
    agnews_text = []
    agnews_train = csv.reader(open("./dataset/train.csv","r"))
    for line in agnews_train:
       agnews_label.append(np.float32(line[0]))
       agnews_title.append(tools.text_clear(line[1]))
       agnews_text.append(tools.text_clear(line[2]))

 
 
 
 这里使用了额外的包和NumPy处理函数对数据进行处理，因此可以获得处理后较为干净的数据，如图10.4所示。
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  图10.4　清理后的Ag_news数据
 
 
 
 10.1.2　停用词的使用
 
 观察分好词的文本集，每组文本中除了能够表达含义的名词和动词外，还有大量没有意义的副词，例如“is”“are”“the”等。这些词的存在并不会给句子增加太多含义，反而会由于频率使用而影响后续的词向量分析。因此，为了减少要处理的词汇量，降低后续程序的复杂度，需要清除停用词。清除停用词一般用的是NLTK工具包，安装代码如下：
 
  
      conda install nltk

 
 
 
 仅仅安装了NLTK包并不能够使用停用词，还需要额外再下载NLTK停用词包，建议读者启动CMD命令行终端进入NLTK，之后执行如图10.5所示的代码以启动NLTK的下载控制台。
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  图10.5　启动CMD命令行终端，再启动NLTK下载控制台
 
 
 
 启动后的NLTK下载控制台如图10.6所示。
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  图10.6　NLTK下载控制台
 
 
 
 在Corpora页签下选择stopwords选项，单击Download按钮下载数据。验证方法如下：
 
  
      stoplist = stopwords.words('english')
    print(stoplist)

 
 
 
 停用词被读取到一个数组列表stoplist中，上面程序打印输出的结果如图10.7所示。
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  图10.7　停用词
 
 
 
 下面将停用词数据加载到文本清洗器中。由于英文文本的特殊性，单词会具有不同的变形，例如后缀“ing”和“ed”可以丢弃、“ies”可以用“y”替换等。这样可能会变成不是完整词的词干，只要将这个词的所有形式都还原成同一个词干即可。在NLTK中，对这部分词根还原的处理函数为：
 
  
      PorterStemmer().stem(word)

 
 
 
 完整的代码如下：
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 这样生成的最终结果如图10.8所示。
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  图10.8　文本清洗后生成的数据
 
 
 
 相对于未处理过的文本，经过上述代码的处理，获取的是一个相对干净的文本数据。下面说明一下文本清洗处理的步骤：
 
 （1）Tokenization：将句子进行拆分，以单个词或者字符的形式进行存储。文本清洗函数之一text.split执行的就是这个操作。
 
 （2）Normalization：将词语正则化，lower函数和PorterStemmer函数用于此方面的处理，可将文本数据中的字母都转为小写字母，以及把单词的都还原为词干。
 
 （3）Rare word replacement：替换稀有词，一般将词频小于5的词替换成一个特殊的Token <UNK>。稀有词如同噪声，故用此法降噪可缩减字典。
 
 （4）Add <BOS> <EOS>：给每个句子的开始和结束添加标识符。
 
 （5）Long Sentence Cut-Off or short Sentence Padding：对过长的句子进行截取，对过短的句子进行补全。
 
 笔者在进行文本清洗处理时由于模型的需要，并没有完整地使用以上的每个步骤。在不同的项目中，读者也可以自行斟酌使用上面的各个步骤。
 
 10.1.3　词向量训练模型word2vec的使用
 
 word2vec是Google在2013年推出的一个自然语言处理（NLP）工具，特点是将所有的词向量化，这样词与词之间就可以定量地去度量它们之间的关系、挖掘词之间的联系。word2vec模型如图10.9所示。
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  图10.9　word2vec模型
 
 
 
 用词向量来表示词并不是word2vec的首创，在很久之前就出现了。最早的词向量是很冗长的，它使用的词向量维度大小为整个词汇表的大小，对于每个具体的词汇表中的词，将对应的位置设置为1。
 
 例如，由5个词组成的词汇表，词“Queen”的序号为2，那么它的词向量就是(0,1,0,0,0)(0,1,0,0,0)。同理，词“Woman”的词向量就是(0,0,0,1,0)(0,0,0,1,0)。这种词向量的编码方式一般叫作1-of-N representation或者one-hot（独热编码）。
 
 one-hot用来表示词向量非常简单，但是有很多问题。最大的问题是词汇表一般都非常大，比如达到百万级别，这样每个词都用百万维的向量来表示基本是不可能的。而且这样的向量除了一个位置是1外，其余的位置全部是0，表达的效率也不高，将其用于卷积神经网络中网络也难以收敛。
 
 word2vec是一种可以解决one-hot问题的方法，思路是通过训练将每个词都映射到一个较短的词向量上。所有的这些词向量就构成了向量空间，进而可以用普通的统计学方法来研究词与词之间的关系。
 
 word2vec具体的训练方法主要有2个部分：CBOW（Continuous Bag-of-Word Model）和Skip-gram模型。
 
 （1）CBOW模型：又称为连续词袋模型，是一个3层神经网络，如图10.10所示。该模型的特点是输入已知的上下文，输出对当前单词的预测。
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  图10.10　CBOW模型
 
 
 
 （2）Skip-gram模型：Skip-gram模型与CBOW模型正好相反，由当前词预测上下文词，如图10.11所示。
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  图10.11　Skip-gram模型
 
 
 
 word2vec更为细节的训练模型和训练方式在这里不做讨论。本节将主要介绍训练一个可以获得和使用的word2vec向量。
 
 对词向量的模型训练有很多方法，这里最为简单的是使用Python工具包中的gensim包对数据进行训练。
 
 （1）第一步：训练word2vec模型
 
 第一步是对词模型进行训练，代码非常简单：
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 首先在代码中导入gensim包，之后Word2Vec函数根据设定的参数对word2vce模型进行训练。这里略微解释一下主要参数：
 
  
     Word2Vec(sentences, workers=num_workers, size=num_features, min_count =
min_word_count, window = context, sample = downsampling，iter = 5)

 
 
 
 其中，sentences是输入数据，workers是并行运行的线程数，size是词向量的维数，min_count是最小的词频，window是上下文窗口的大小，sample是对频繁词汇的下采样设置，iter是循环的次数。一般如果不是有特殊要求，按默认值设置即可。
 
 save函数将生成的模型保存到文件中，供后续使用。
 
 （2）第二步：word2vec模型的使用
 
 模型的使用非常简单，代码如下：
 
  
      text = "Prediction Unit Helps Forecast Wildfires"
    text = tools.text_clear(text)
    print(model[text].shape)

 
 
 
 其中，text是需要转换的文本，同样调用text_clear函数对文本进行清理。之后使用已训练好的模型对文本进行转换。转换后的文本内容如下：
 
  
      ['bos', 'predict', 'unit', 'help', 'forecast', 'wildfir', 'eos']

 
 
 
 计算后的word2vec文本向量实际上是一个[7,64]大小的矩阵，部分如图10.12所示。
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  图10.12　word2vec文本向量
 
 
 
 （3）第三步：对已有模型补充训练
 
 模型训练完毕后，可以保存起来。随着要训练文档的增加，gensim同样也提供了持续性训练模型的方法，代码如下：
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 可以看到，Word2Vec提供了加载存储模型的函数，之后train函数继续对模型进行训练。在最初的训练集中，agnews_text作为初始的训练文档，而agnews_title是后续训练部分，这样可以合在一起作为更多的训练文件。完整的代码如下：
 
  
     import csv
   import tools
   import numpy as np
   agnews_label = []
   agnews_title = []
   agnews_text = []
   agnews_train = csv.reader(open("./dataset/train.csv","r"))
   for line in agnews_train:
      agnews_label.append(np.float32(line[0]))
      agnews_title.append(tools.text_clear(line[1]))
      agnews_text.append(tools.text_clear(line[2]))
   print("开始训练模型")
   from gensim.models import word2vec
   model = word2vec.Word2Vec(agnews_text,size=64, min_count = 0,window =
5,iter=128)
   model_name = "corpusWord2Vec.bin"
   model.save(model_name)
   from gensim.models import word2vec
   model = word2vec.Word2Vec.load('./corpusWord2Vec.bin')
   model.train(agnews_title, epochs=model.epochs,
total_examples=model.corpus_count)

 
 
 
 模型的使用在第二步介绍过了，请读者自行完成。
 
 对于需要训练的数据集和需要测试的数据集，一般建议读者在使用的时候一起训练，以获得最好的语义标注。在现实项目中，对数据的训练往往都有极大的训练样本，文本容量能够达到几十甚至上百吉字节（GB）的数据，因而不会产生词语缺失的问题，所以只需在训练集上对文本进行训练即可。
 
 10.1.4　文本主题的提取：基于TF-IDF（选学）
 
 使用卷积神经网络对文本分类时，文本主题的提取并不是必需的。一般来说文本的提取主要涉及以下几种：
 
  
  	　基于TF-IDF的文本关键字提取。
 
  	　基于TextRank的文本关键词提取。
 
 
 
 除此之外，还有很多模型和方法能够帮助进行文本的抽取，特别是对于大文本内容。本书由于篇幅关系对这方面的内容并不展开描写，有兴趣的读者可以参考相关教程。下面先介绍基于TF-IDF的文本关键字的提取。
 
 1. TF-IDF简介
 
 目标文本经过文本清洗和停用词的去除后，一般可以认为剩下的均为有着目标含义的词。如果需要对其特征进行更进一步的提取，那么提取的应该是那些能代表文章的元素，包括词、短语、句子、标点以及其他信息。从词的角度考虑，需要提取对文章表达贡献度大的词。
 
 TF-IDF是一种用于资讯检索与咨询勘测的常用加权技术，如图10.13所示。TF-IDF是一种统计方法，用来衡量一个词对一个文件集的重要程度。字词的重要性与其在文件中出现的次数成正比，而与其在文件集中出现的次数成反比。该算法在数据挖掘、文本处理和信息检索等领域得到了广泛的应用，最为常见的应用为从一个文章中提取文章的关键词。
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  图10.13　TF-IDF
 
 
 
 TF-IDF的主要思想是：如果某个词或短语在一篇文章中出现的频率TF高，并且在其他文章中很少出现，则认为此词或者短语具有很好的类别区分能力，适合用来分类。其中，TF（Term Frequency，词频）表示词条在文章Document中出现的频率。
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 IDF（Inverse Document Frequency，逆文档频率）的主要思想是，包含某个词的文档越少，这个词的区分度就越大，也就是IDF越大。
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 TF-IDF的计算实际上就是TF×IDF。
 
 TF-IDF=词频×逆文档频率=TF×IDF
 
 2. TF-IDF的实现
 
 首先是IDF的计算，代码如下：
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 下一步是使用计算好的IDF计算每个文档的TF-IDF值：
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 计算TF-IDF的完整代码如下：
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 3. 将重排的文档根据训练好的word2vec向量建立一个有限量的词矩阵
 
 请读者自行完成，这里不做详细介绍。
 
 4. 将TF-IDF单独定义为一个类
 
 将TF-IDF的计算函数单独整合到一个类中，便于后续使用，代码如下：
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 使用方法如下：
 
  
      tfidf = TFIDF_score(agnews_text)   #agnews_text为获取的数据集
    for line in agnews_text:
    value_list = tfidf.get_TFIDF_result(line)
    print(value_list)
    print(model[value_list])

 
 
 
 其中，agnews_text为从文档中获取的正文数据集，也可以使用标题或者文档进行处理。
 
 10.1.5　文本主题的提取：基于TextRank（选学）
 
 TextRank算法的核心思想来源于著名的网页排名算法PageRank（见图10.14）。PageRank是Sergey Brin与Larry Page于1998年在WWW7会议上提出来的，用来解决链接分析中网页排名的问题。在衡量一个网页的排名时，可以根据感觉认为：
 
  
  	　当一个网页被更多网页所链接时，其排名会更靠前。
 
  	　排名高的网页应具有更大的表决权，即当一个网页被排名高的网页所链接时，重要性也应该相应提高。
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  图10.14　PageRank算法
 
 
 
 TextRank算法（见图10.15）与PageRank类似，将文本拆分成最小组成单元（词汇）作为网络节点，组成词汇网络图模型。TextRank在迭代计算词汇权重时与PageRank一样，理论上是需要计算边权的，但是为了简化计算，通常会默认相同的初始权重，以及在分配相邻词汇权重时进行均分。
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  图10.15　TextRank算法
 
 
 
 1. 第一步：TextRank前置介绍
 
 TextRank用于对文本关键词进行提取，操作步骤如下：
 
 （1）把给定的文本T按照完整句子进行分割。
 
 （2）对于每个句子，进行分词和词性标注处理，并过滤掉停用词，只保留指定词性的单词，如名词、动词、形容词等。
 
 （3）构建候选关键词图G = (V,E)，其中V为节点集，由每个词之间的相似度作为连接的边值。
 
 （4）根据下面的公式，迭代传播各节点的权重，直至收敛。
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 对节点权重进行倒序排序，作为按重要程度排列的关键词。
 
 2. 第二步：TextRank类的实现
 
 整体TextRank的实现如下所示：
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 TextRank是另外一种能够实现关键词抽取的方法。除此之外，还有基于相似度聚类以及其他的一些方法。相对于本书对应的数据集来说，对于文本的提取并不是必需的。本节为选学内容，有兴趣的读者可以自行学习。
 
 10.2　针对文本的卷积神经网络模型——字符卷积
 
 卷积神经网络在图像处理领域获得了极大成功，其结合特征提取和目标训练为一体的模型能够最好地利用已有的信息对结果进行反馈训练。
 
 对于文本识别的卷积神经网络来说，同样也是充分利用特征提取时提取的文本特征来计算文本特征权值大小的，归一化处理需要处理的数据。这样使得原来的文本信息抽象成一个向量化的样本集，之后将样本集和训练好的模板输入卷积神经网络进行处理。
 
 本节将在上一节的基础上使用卷积神经网络实现文本分类的问题，这里将采用两种主要基于字符和词向量（wordEmbedding）形式的词卷积神经网络处理方法。实际上，无论是基于字符的还是基于词向量形式的处理方式都是可以相互转换的，这里只介绍基本的使用模型和方法，更多的应用还需要读者自行挖掘和设计。
 
 10.2.1　字符（非单词）文本的处理
 
 本小节将介绍基于字符的CNN处理方法，如图10.16所示。基于单词的卷积处理内容将在下一节介绍，请读者循序渐进地学习。
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  图10.16　使用CNN处理字符文本分类
 
 
 
 任何一个英文单词都是由字母构成的，因此可以将英文单词拆分成字母的表示形式：
 
  
      hello –> ["h","e","l","l","o"]

 
 
 
 一个单词“hello”可以被人为地拆分成“h”“e”“l”“l”“o”这5个字母。对于“hello”的处理有两种方法，即采用one-hot的方式和采用字符embedding的方式。这样的话，“hello”这个单词就会被转成一个[5,n]大小的矩阵。本例中采用one-hot的方式处理。
 
 下面对模型做一个大略说明。使用卷积神经网络进行字符矩阵计算，实际是对多个字符矩阵组成的“篇章矩阵”使用不同维度的卷积核进行处理，从而提取出篇章矩阵所蕴含的高层抽象信息。这样做的好处是，不需要使用预训练好的词向量和语法句法结构等信息直接对篇章进行处理。除此之外，字符级还有一个好处，就是很容易推广到所有语言。
 
 1. 第一步：标题文本的读取与转化
 
 对于agnews数据集来说，每个分类的文本条例既有对应的分类，也有标题和文本内容。对于文本内容的抽取，在上一节的选学内容中也有介绍，这里采用直接使用标题文本的方法进行处理，如图10.17所示。
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  图10.17　AG_news标题文本
 
 
 
 读取标题和label的程序请读者参考10.1节的内容自行完成。由于只是对文本标题进行处理，因此在进行文本数据清洗的时候不用处理停用词、进行词干还原。完整的代码如下：
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 这个代码的运行结果如图10.18所示。
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  图10.18　AG_news标题文本抽取后的结果
 
 
 
 可以看到，不同的标题被整合成一系列可能对于人类来说没有任何意义的一系列字符。
 
 2. 第二步：文本的one-hot处理
 
 处理方式非常简单，首先建立一个26个字母的字符表：
 
  
      alphabet_title = "abcdefghijklmnopqrstuvwxyz"

 
 
 
 然后针对不同的字符按字符表对应位置进行提取，并将对应的字符位置设成1、其他位置设成0。例如，字符“c”在字符表中为第三个，所以获取的字符矩阵为：
 
  
      [0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0]

 
 
 
 其他的类似，代码如下：
 
  
      def get_one_hot(list):
    values = np.array(list)
    n_values = len(alphabet_title) + 1
    return np.eye(n_values)[values]

 
 
 
 这段代码的作用就是将生成的字符序列转换成矩阵，如图10.19所示。
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  图10.19　字符转化矩阵示意图
 
 
 
 下一步的内容就是将字符串按字符表中的顺序转换成数字序列，代码如下：
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 生成的结果如下：
 
  
      hello  ->  [7, 4, 11, 11, 14]

 
 
 
 将代码段整合在一起，代码如下：
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 这样生成的结果如图10.20所示。
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  图10.20　转换字符串并进行one_hot处理
 
 
 
 单词“hello”被转换成一个[5,26]大小的矩阵，以供下一步处理，但是又产生了一个新的问题，对于不同长度的字符串，组成的矩阵的行长度不同。虽然卷积神经网络可以处理具有不同长度的字符串，但是在本例中还是以相同大小的矩阵作为数据输入进行计算。
 
 3. 第三步：生成文本的矩阵的细节处理—矩阵补全
 
 下一步就是根据文本标题生成one-hot矩阵。在上一步中生成的one-hot矩阵函数可以变更成类来使用，这样更为简易和便捷。此处笔者将使用单独的函数，也就是上一步编写的函数。
 
  
      import csv
    import numpy as np
    import tools
    agnews_title = []
    agnews_train = csv.reader(open("./dataset/train.csv","r"))
    for line in agnews_train:
       agnews_title.append(tools.text_clearTitle(line[1]))
    for title in agnews_title:
       string_matrix = tools.get_string_matrix(title)
       print(string_matrix.shape)
 
 
 
 该程序的运行结果如图10.21所示。
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  图10.21　补全后的矩阵维度
 
 
 
 可以看到，生成的文本矩阵被整形成一个有一定大小规则的矩阵输出。这里又出现了一个新的问题，对于不同长度的文本，单词和字母的多少并不是固定的，虽然对于全卷积神经网络来说输入的数据维度可以不统一和固定，但是本部分还是要对其进行处理。
 
 对于不同长度的矩阵处理，一个简单的思路就是将其进行规范化处理：长的截短，短的补长，代码如下：
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 上面的代码段分成两个部分，对不同长度的字符进行处理：对于长度大于64（是人为设定的大小，也可以根据需要进行修改）的字符串，截取前半部分再获取文本矩阵；对于长度不大于64的字符串，则需要进行补全，生成由余数构成的全0矩阵并进行处理。
 
 经过修改后的代码如下：
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 该代码段的运行结果如图10.22所示。
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  图10.22　标准化补全后的矩阵维度
 
 
 
 4. 第四步：构建标注的one-hot矩阵
 
 对于分类的标注，同样可以使用one-hot方法进行分类的重构，代码如下：
 
  
      def get_label_one_hot(list):
       values = np.array(list)
       n_values = np.max(values) + 1
       return np.eye(n_values)[values]

 
 
 
 仿照文本的one-hot函数，根据传进来的序列化参数对列表进行重构，得到一个新的one-hot矩阵，从而得到不同的类别。
 
 5. 第五步：数据集的构建
 
 通过准备文本数据集、将文本进行清洗、去除不相干的词、提取主干并根据需要设定矩阵维度和大小来构建数据集，全部代码如下（tools代码为上文分布代码，在主代码后半部分）：
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 在上面的代码段中，首先通过csv库获取全文本数据，之后逐行将文本和标注读入，分别转化成one-hot矩阵后再利用NumPy库将对应的列表转换成NumPy格式，该程序的运行结果如图10.23所示。
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  图10.23　标准化转换后的AG_news
 
 
 
 这里分别生成了训练集数量数据和标注数据的one-hot矩阵列表，训练集的维度为[12000,64,28]，第一个数字是总的样本数，第二个和第三个数字为生成的矩阵维度。
 
 标注数据为一个二维矩阵，其中12000是样本的总数、5是类别。这里读者可能会提出疑问：明明只有4个类别，为什么会出现5个，one-hot是从0开始，标注的分类是从1开始的，因此会自动生成一个0的标注。全部tools函数如下：
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 读者可以自行将其改成类的形式进行处理。
 
 10.2.2　卷积神经网络文本分类模型的实现——Conv1D（一维卷积）
 
 对文本的数据集处理完毕之后，下面进入基于卷积神经网络的分辨模型的设计。模型的设计多种多样。
 
 如图10.24所示，笔者根据类似的模型设计一个有5层神经网络构成的文本分类模型：
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  图10.24　使用CNN处理字符文本分类
 
 
 
 这里使用的是5层神经网络，前3个是基于一维的卷积神经网络，后2个全连接层用于分类任务，代码如下：
 
  
      def char_CNN():
       xs = tf.keras.Input([])
       # 第一层卷积
       conv_1 = tf.keras.layers.Conv1D( 1, 3,activation=tf.nn.relu)(xs)
       conv_1 = tf.keras.layers.BatchNormalization(conv_1)

       # 第二层卷积
       conv_2 = tf.keras.layers.Conv1D( 1, 5,activation=tf.nn.relu)(conv_1)
       conv_2 = tf.keras.layers.BatchNormalization(conv_2)
       # 第三层卷积
       conv_3 = tf.keras.layers.Conv1D( 1, 5,activation=tf.nn.relu)(conv_2)
       conv_3 = tf.keras.layers.BatchNormalization(conv_3)
       flatten = tf.keras.layers.Flatten()(conv_3)
       fc_1 = tf.keras.layers.Dense( 512,activation=tf.nn.relu)(flatten)
       # 全连接网络
       logits = tf.keras.layers.Dense(5,activation=tf.nn.softmax)(fc_1)
       model = tf.keras.Model(inputs=xs, outputs=logits)
       return model

 
 
 
 这里是完整的训练模型，训练代码如下：
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 首先获取完整的数据集，之后通过train_test_split函数对数据集进行划分，将数据分为训练集和测试集。模型的计算和损失函数的优化与传统的TensorFlow方法类似，这里不再赘述。
 
 最终结果请读者自行完成。需要说明的是，这里的模型也是一个较为简易的基于短文本分类的模型，效果并不太好，仅仅起到一个抛砖引玉的作用。
 
 10.3　针对文本的卷积神经网络模型——词卷积
 
 使用字符卷积对文本分类是可以的，但是相对于词来说，字符包含的信息并没有“词”的内容多，即使卷积神经网络能够较好地对数据信息进行学习，由于包含的内容关系，最终效果也不是太理想。
 
 在字符卷积的基础上，研究人员尝试使用词为基础数据对文本进行处理，如图10.25所示。
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  图10.25　基于CNN的词卷积模型
 
 
 
 一般在实际读写中，短文本用于表达较为集中的思想，文本长度有限、结构紧凑、能够独立表达意思，因此可以使用基于词卷积的神经网络对数据进行处理。
 
 10.3.1　单词的文本处理
 
 使用卷积神经网络对单词进行处理的一个基本要求就是将文本转换成计算机可以识别的数据。在上一节的学习内容中使用卷积神经网络对字符的one-hot矩阵进行了分析处理。这里有一个简单的想法，即是否可以将文本中的单词依旧处理成one-hot矩阵。
 
 使用one-hot对单词进行表示（见图10.26）从理论上可行，在事实中并不可行。对于基于字符的one-hot方案来说，所有的字符都会在一个相对合适的字库中选取，例如26个字母或者一些常用的字符，那么总量并不会很多（通常少于128个），因此组成的矩阵也不会很大。对于单词来说，常用的英文单词或者中文词语一般在5000个左右，因此建立一个稀疏的庞大one-hot矩阵是不切实际的。
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  图10.26　词的one_hot处理
 
 
 
 一个较好的解决方法就是使用word2vec的词向量（wordEmbedding）方法，这样可以通过学习将字库中的词转换成维度一定的向量，作为卷积神经网络的计算依据。本节的处理和计算依旧使用文本标题作为处理的目标。单词的词向量的建立步骤如下：
 
 1. 第一步：分词模型的处理
 
 与one-hot的数据读取类似，首先是对文本进行清理，去除停用词和标准化文本。需要注意的是，对于word2vec训练模型来说，需要输入若干个词列表，因此对获取的文本要进行分词，转换成数组的形式来存储。
 
 
  [image: ]
 
 
 请读者自行验证。
 
 2. 第二步：分词模型的训练与载入
 
 基于已有的分词数组对不同维度的矩阵分别处理。需要注意的是，对于word2vec词向量来说，简单地将待补全的矩阵用全0矩阵补全是不合适的，将0矩阵修改为一个非常小的常数矩阵即可。
 
 代码如下：
 
 
  [image: ]
 
 
 该程序的运行结果如图10.27所示。
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  注意
 
  在上面代码的倒数第四行以黑色标注的语句是对三维矩阵进行扩展，在不改变具体数值大小的前提下扩展矩阵的维度，为下一步使用二维卷积对文本进行分类做数据准备。
 
 
 
 10.3.2　卷积神经网络文本分类模型的实现——Conv2D（二维卷积）
 
 图10.28是对二维卷积神经网络的设计。
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  图10.28　使用二维卷积进行文本分类
 
 
 
 模型的思想很简单，根据输入的已转化成词向量形式的词矩阵，通过不同的卷积提取不同的长度进行二维卷积计算，并将最终的计算值进行连接，之后经过池化层获取不同矩阵的均值，再通过一个全连接层进行分类。
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 模型使用不同的卷积核生成了12个通道的卷积计算值，池化以后将数据拉伸并连接为平整结构，之后用2个全连接层做出分类。
 
 文本分类模型所需要的tools函数如下：
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 模型的训练则较为简单，由下列代码实现：
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 通过对模型的训练可以看到，最终的测试集准确率应该在80%左右。请读者根据配置自行进行模型的训练，观察最后得到的结果。
 
 10.4　使用卷积对文本分类的补充内容
 
 在上面的章节中，笔者通过不同的卷积（一维卷积和二维卷积）实现了文本的分类，并且通过使用Gensim掌握了对文本进行词向量转化的方法。词向量（wordEmbedding）是目前最常用的将文本转成向量的方法，比较适合较为复杂词袋中词组较多的情况。
 
 使用one-hot方法对字符进行表示是一种非常简单的方法，但是由于其使用受限较大，产生的矩阵较为稀疏，因此在实用性上并不是很强，笔者在这里统一推荐使用词向量的方式对词进行处理。
 
 可能有读者会产生疑问，如果使用word2vec的形式来计算字符的“词向量”是否可行。答案是完全可以，并且准确度相对于单纯采用one-hot形式的矩阵能有更好的表现。
 
 10.4.1　汉字的文本处理
 
 有一个非常简单的办法，就是将汉字转化成拼音的形式，使用Python提供的拼音库包：
 
  
      pip install pypinyin

 
 
 
 使用方法如下：
 
  
      from pypinyin import pinyin, lazy_pinyin, Style
    value = lazy_pinyin('你好')  # 不考虑多音字的情况
    print(value)

 
 
 
 打印结果如下：
 
  
      ['ni', 'hao']

 
 
 
 这里不考虑多音字的普通模式，以及带有拼音符号的多音字字母，有兴趣的读者可以自行学习。
 
 较为常用的对汉字文本处理的方法是使用分词器进行文本分词，将分词后的词数列去除停用词和副词之后制作成词向量（wordEmbedding），如图10.29所示。
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  图10.29　制作词向量（wordEmbedding）
 
 
 
 这里对其进行分词并转化成词向量的形式处理。
 
 1. 第一步：读取数据
 
 为了演示，这里直接使用字符串作为数据的存储格式。对于多行文本的读取，读者可以使用Python类库中的文本读取工具，这里不再赘述。
 
  
     text = "在上面的章节中，笔者通过不同的卷积（一维卷积和二维卷积）实现了文本的分类，并且通
过使用Gensim掌握了对文本进行词向量转化的方法。词向量wordEmbedding是目前最常用的将文本转成
向量的方法，比较适合较为复杂词袋中词组较多的情况。使用one-hot方法对字符进行表示是一种非常简单
的方法，但是由于其使用受限较大，产生的矩阵较为稀疏，因此在实用性上并不是很强，笔者在这里统一推
荐使用wordEmbedding的方式对词进行处理。"

 
 
 
 2. 第二步：中文文本的清理与分词
 
 使用分词工具对中文文本进行分词计算。Python类库中最为常用的文本分词工具是jieba分词，导入代码如下：
 
 
  [image: ]
 
 
 对于正文的文本，需要对其进行清洗并剔除不要求保留的字符。这里采用re正则表达式对文本进行处理，部分处理代码如下：
 
 
  [image: ]
 
 
 处理好的文本如图10.30所示。
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  图10.30　处理好的文本
 
 
 
 可以看到文本中的数字、非汉字字符以及标点符号已经被删除，并且其中由于删除不要求保留的字符所遗留的空格也一一被删除，留下的是完整的待切分文本内容。
 
 jieba库包是用于对中文文本进行分词的工具，分词函数如下：
 
  
      text_list = jieba.lcut_for_search(text)

 
 
 
 之后将分词后的结果以数组的形式存储，打印结果如图10.31所示。
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  图10.31　分词后的中文文本
 
 
 
 3. 第三步：使用Gensim构建词向量
 
 使用Gensim构建词向量的方法相信读者已经较为熟悉，这里直接使用即可，代码如下：
 
  
      from gensim.models import word2vec  # 导入gensim包
    # 设置训练参数，注意方括号中的内容
    model = word2vec.Word2Vec([text_list], size=50, min_count=1, window=3)
    print(model["章节"])

 
 
 
 有一个非常重要的细节：因为word2vec.Word2Vec函数接受的是一个二维数组，而本文通过jieba分词的结果是一个一维数组，因此需要在其上加上一个数组符号，人为构建一个新的数据结构，否则在打印词向量时会报错。
 
 可以等待gensim训练完成后打印一个字符的向量，如图10.32所示。
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  图10.32　单个中文词的向量
 
 
 
 完整的代码如下：
 
 
  [image: ]
 
 
 对于后续工程，读者可以自行参考二维卷积对文本处理的模型进行计算。
 
 10.4.2　其他的细节
 
 通过演示读者可以看到，对于普通的文本，完全可以通过一系列的清洗和向量化处理将其转换成矩阵的形式，之后通过卷积神经网络进行处理。在上一节中，只是做了中文向量的词处理，缺乏主题提取、去除停用词等操作，读者可以自行学习，根据需要进行补全。
 
 有一个非常重要的想法：对于词向量（wordEmebedding）构成的矩阵能否使用已有的模型进行处理，例如在前面章节中实现的ResNet网络以及加了注意力机制的记忆力模型（见图10.33）。答案是可以的，笔者在文本识别的过程中使用ResNet50作为文本模型识别器，同样可以获得不低于现有模型的准确率。有兴趣的读者可以自行验证。
 
  
  [image: ] 
  图10.33　加上注意力（Attention）后的ResNet模型
 
 
 
 10.5　本章小结
 
 卷积神经网络并不是只能对图像进行处理，在本章中就演示了使用卷积神经网络对文本进行分类的方法。对于文本处理来说，传统的基于贝叶斯分类和循环神经网络实现的文本分类方法，卷积神经网络一样可以实现，而且效果并不差。
 
 卷积神经网络的应用非常广泛，通过正确的数据处理和建模可以达到程序设计人员心中所要求的目标。更为重要的，相对于循环神经网络来说，卷积神经网络在训练过程中训练速度更快（并发计算），处理范围更大（图矩阵），能够获取更多的相互关联（感受野）。因此，卷积神经网络在机器学习中会有越来越重要的作用，希望读者继续努力。
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f.urite (example.SerializeToString())

def single_exanple parser(serialized examplel

context_features = (
"label”: tf.io.FixedLenFeature([], dtypestf.int6d)

y

sequence_features = {
"sequence”: tf.io.FixedLenSequencereature([], dtype=tf.int64)

)

context_parsed, sequence_parsed = tf.io.parse_single sequence example (
serialized=serialized_example,
context_features=context_features,
sequence_features=sequence_features

)

labels = context_parsed('label']

sequences = sequance_parsed|'sequence’]

return sequences, labels

def batched_data (tfrecord filename, single_sxample_parser):

dataset = tf.data.TFRecordDataset (tfrecord filename) .
map (single_exanple_parser)

return dataset

tfrecord filename = ‘test.tfrecord’

generate_tfrecords (tfrecord filename)

dataset = batched_data(tfrecord filename, single example parser)

def model (input_tensor) :
retuzn tf.reduce_mean (input_tensor)

for sequence, label in dataset:
infer = model (sequence)
print (infex,” »,label)
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def batched_data(tfrecord_filename, single_example_parser):
dataset = tf.data.TFRecordDataset (tfrecord filename) .map
(single_exanple_parser)
return dataset
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import tensorflow as tf
import numpy as np
def generate_tfrecords(tfrecod filename):
sequences = ([, 2, 3, 4 5, 6 71, [1, 2, 3, 4, 5, 6, 7, (2, 2, 3, 4, 51,
19, 7, 8, 6 3, 1, 51, (4, 5, 6 7, 9,11, (2, 3, 4, 81, (7, 3, 21
labels = [int (round(np.mean(seq))) for seq in sequences]
with tf.10.TFRecordriter (tfrecod _filename) as £:
for feature, label in zip(sequences, labels):
frame feature = list(map(lambda seq: tf.train.Feature(int6d list
“tf.train. Int64List (value=(seq])), feature))
example = tf.train.SequenceExample(
context=t.train.Features (feature=(
"label': tf.train.Feature(int64_list=tf.train.Int64List
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feature_lists=tf.train.FeatureLists (feature list=(
‘sequence’s tf.train.FeatureList(feature=frame_feature)
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def generate_tfrecords(tfrecod_filename):
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labels = [int (round(np.mean(seq))) for seq in sequences
With tf.i0.TFRecordiriter (tfrecod_filenane) as
for feature, label in zip(sequences, labels):
frame_feature = list (map(lanbda seq:
t£.train. Feature (int64_list=tf.train. Int6dList (value=(seql)), feature))
example = tf.train.SequenceExample (
context

£.train. Features (featur
"label
Lf.train Feature (int64_listet, train. Int6eList (valuem(labell)))),
feature_lista=tt.train. FeatureLists (feature_list~(
tf.train. FeatureList (feature=frane_feature)
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)

£.write(example.SerializeToString()
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def single example_parser(serialized example):
context_features = {

"label": tf.io.FixedLenFeature([], dtype=tf.inted)
)
sequence_features = (

"sequence": tf.io.FixedlenSequencereature((], dtypestf.int6d)

)
context_parsed, sequence_parsed = tf.io.parse_single_sequence_example(

serialized=serialized_example,
context_features=context_features,
sequence_features=sequence_features
)
labels = context_parsed('label’]
sequences = sequence_parsed|'sequence’]
FRturn caqusicess labels
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def batched data(tfrecord filename, single example parser, batch size,
padded_shapes, nun_epochs=1, buffer_size=1000):

dataset = tf.data.TFRecordDataset (tfrecord filename) \
-map (single_example_parser) \
-padded_batch (batch_size, padded_shapes-padded_shapes) \
.shuffle (butfer_size) \
+xepeat (num_epochs)

return dataset

if _name_ == "_main
terecord filename = !test.tfrecord’
generate_tfrecords(tfrecord filename)
dataset = batched data(tfrecord filename, single_example parser, 2,
(tNone], (1))
for line in dataset:
print (Line)
print(~
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def generate_tfrecords(tfrecod_filename) :
sequences = ((11, [2, 2], (3, 3, 31, (4 4, 4, 41, [5, 5, 5,
01, (2, 21, (3, 3, 31, 4, 4, 4, 41
labels = (1, 2, 3, 4, 5, 6, 7, 8, 9]
with tf.10.TFRecordiriter (tfrecord filename) as £:
for feature, label in zip(sequences, labels):
frame_feature = list (map(lanbda seq:
t£.train.Feature (int64_list=te,train. Int64List (value=[seql)), feature))
example = tf.train.SequenceExample (
context

£.train.Features (featur
"1abel!
t£.train. Feature (int64_List=tf.train. Int64List (value=(label]))}),
feature lists=tf.train.FeatureLists (feature list«(
"sequence’: tf.train.FeatureList (feature=frame_feature)

n
)
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import tensorflow as tf
seq list = 11, 2, 31, (1, 2], (1, 2, 31, (1, 20, 11, 2, 30, 1, 2], (1, 2, 3],
o, 21
def generate_tfrecords(tfrecod filenane, seq_list):
with tf.io.TFRecordriter (tfrecod filename) as £:
for seq in (seq list):
encoder_smiles_input_feature = list (map(lanbda seq_input:
tf.train. Feature (intéd_Listetf.train. Int64List (value=[seq_inputl)), seq))
example = tf.train.SequenceExample (
feature_listsetf.train.FeatureLists (feature list=(
"seq_feature':
tf.train. FeatureList (featureencoder_sniles_input_feature)
)
)
£.urite (exanple. SerializeTostring ()
def single_example_parser (serialized example):
sequence_teatures = {
"seq_feature™: tf.data.FixedlengthRecordDataset([],

record bytes=tf.int6d)

)

_ sequence_parsed = tf.parse_single_sequence_example (
serializedwserialized_exanple,
sequence_teatures-sequence_features)

seq = sequence parsed('seq_feature']

return seq

terecord_filename = !./seq dataset.tfrecord’ 4l TFRecord WM
generate_tfrecords (tfrecord filename, seq list) VM TFRecozd i

det single_example parser(serialized example

seauence_teatures = {
££. 40, FixedLenSequenceFeature ([1, dtype=tf.int6d)

"seq_feature!

_, sequence _parsed = te.io.parse single sequence example(
serializedeserialized example,
sequence_features=sequence_features)

seq = sequence_parsed['seq_feature']

return seq
file path list = tf.data.Dataset.list_files(("./seq dataset.tfrecord"])

dataset = tf.data.TFRecordDataset (file path list)
dataset = dataset.map(lambda x: single_example_parser(x))
for line in dataset:

Ry
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import tensorflow as tf
def generate_tfrecords (tfrecod filenane):
sequences = [[11, 12, 21, [3, 3, 31, 14, 4, 4, 41, (5, 5, 5, 5, 51,
1, 2, 21, (3, 3, 31, 14, 4, 4, 41]
labels = (1, 2, 3, 4, 5, 6 7, 8, 9]
With tf.1o.TFRecordiriter (tfrecod_filenane) as £:
for feature, label in zip(sequences, labels):
£rame_feature = list (nap(lanbda seq:
t£.train, Feature (int64_list=tt.train. Int6dList (value=(seql)), feature))
example = tf.train.SequenceExample(
context=tf.train.Features (features(
"label': tf.train.Feature(int64_list=cf.train.Int6dList
(value=(label])))), feature lists=tt.train,Featurelists (feature list=(
t£.train. FeatureList (feature=frame_feature)

*sequence
h

)

£.urite (exanple. SerializeTostring())

def single exanple parser(serialized examplel
context_features = (
"label”: tf.io.FixedlenFeature([], dtypestf.int6d)
)
sequence_features = {
"sequence”: tf.io.FixedLenSequencereature([], dtype:

£.int64)

)

context_parsed, sequence parsed = tf.io.parse single sequence example(
serialized=serialized_example,
context_features=context_features,
sequence_features=sequence_features

)

labels = context_parsed('label']

sequences = sequence_parsed|sequence’]

return sequences, labels
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def single example parser(serialized example):
context_features = (
“label”: tf.io.FixedLenFeature([], dtype=tf.inted)
)
sequence_features = (
t£. 0. FixedlenSequencereature ([], dtypestf.intéd)

"sequenc:

)

context_parsed, sequence_parsed = tf.parse single_sequence_example(
serializedsserialized exanple,
context_features=context_features,
sequence_features-sequence_features

)

labels = context_parsed|'label']

sequences = sequence_parsed|"sequence']

RO SEONSHCNE IANSLE
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def batched data(tfrecord filename, single example parser, batch size,
padded_shapes, nun_epochs=1, buffer_size=1000)
dataset = tf.data.TFRecordbataset (tfrecord filename) \
-map (single_example_parser) \
-padded batch (batch_size, padded_shapes=padded_shapes) \
-shuffle (butfer_size) \
+repeat (nun_epochs)
S ALUET QAtaskt make) aie aliot ftevator i oet rant )
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Anaconda 2019.03 for Windows Installer

Python 37 version Python 2.7 version
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def single example parser(serialized example):
sequence_features = {
"seq_feature": tf.data.FixedlengthRecordbataset((],
record_bytes=tf. int64)

}

_. sequence_parsed = tf.parse_single_sequence_example(
sertalized=serialized example,
sequence_features-sequence_features)

seq = sequence_parsed['seq_feature']

LeLaT. B
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def generate_tfrecords (tfrecod filename,seq list):
with tf.10.TFRecordiiriter (tfrecod filename) as f:
for seq in seq list:
encoder_sniles_input_feature = list(map(lambda seq_input:
tf.train.Feature(int64_list=tf.train.Int64List (value=(seq_input])), seq))
example = tf.train.SequenceExample (
feature_lists=tf.train.FeatureLists (feature lista{
*seq_feature’: tf.train.Featurelist
(feature=encoder_smiles_input_feature)

n

)
£.write (example.SexializeTostring()).
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import tensorflow as tf
seq_list = ((1,2,3,4,5,6,7,8,9,01,[1,2,31]
seq_uriter = tf.i0.TFRecordiriter ("seq. tirecord")
for seq in seq list:
PRI FIHE teature
features_seq = tf.train.Feature (int64_listtf.train. Int6dList (value=seq))
SRR
feature lists=tf.train FeatureLists (feature list=('features seq':
t.train, FeatureList (feature=features_seq))|)
HREAR A exanple
example = tf.train.Sequencexample (feature 1ist
S R U R R

ature_lists)
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seq l = [1,2,3,4,5,6,7,8,9,0]

5092 = 10,9,8,7,6,5,4,3,2,11

I EIIIE

features_seq 1 = tf.train.Feature(int64_listatf.train.Int6dlist
(value=seq 1))

features seq 2 = tf.train.Feature(int64_list=tf.train.Int6dList
(value=seq_2))

feature 1ist:

£.train.FeatureLists (feature lis|

"features_seq': tf.train.FeatureList (feature=
(features_seq 1, features_seq 2])
n
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message Example(
Features features = 1;
3
message Features(
map<string, Feature> feature = 17
b
message Feature(
one of kind(
BytesList bytes_list = 1;
FloatList float_list = 2;
IntédList inted_list = 3;
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import tensorflow as tf
seql = [1,2,3,4,5,6,7,8,9,0]
5092 = 10,9,8,7,6,5,4,3,2,1]
SRR EFAE

features seq 1 = f.train.Feature(int6d_list=tf.train.IntédList

(value=seq 1))
features_seq 2 = tf.train.Feature(int64_list=tf.train.Int6dList
(value=seq_2))
RIRAFERZE
feature lists=tf.train.FeatureLists (feature_lisf

"features seq 2': tf.train.FeatureList (features[features_seq 11),
"features seq 2': tf.train.FeatureList(feature=|features seq 2])
)
PSR A exanple i
example = tf.train.SequenceBxample (feature lists-feature lists)
seq writer = tf.io.TFRecordiiriter ("seq.tfrecord")
O e R S I A
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seql = [1,2,3,4,5,6,7,8,9,0]
5092 = 10,9,8,7,6,5,4,3,2,11
O BHISE
features seq 1 =

t£.train. Feature (int64_list=tf.train. Int64List (value:
features_seq 2 =

t£.train. Feature (int64_List=tf.train. Int64List (value=seq 2))
SR
feature_lists=tf,train.FeatureLists(feature list=(

‘features_seq': tf.train.Featurelist (feature
{Features_seq 1, Teatures_seq 2])

N
SRR exanple

example = tf.train.SequenceExample (feature lists=
seq writer = tf.io.TFRecordWriter ("seq.tfracord")
Seq Writer.write (exanple SerialigeTostringil)

eq. 1))

eature_lists)
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seq 1 = [1,2,3,4,5,6,7,8,9,0
seq 2 = [0,9,8,7,6,5,4,3,2,11
PRI BN
features_seq 1 = tf.train.Feature(inté4_list=tf.train.IntdList
(value=seq 1))
features_seq 2 = tf.train.Feature(int64_list=tf.train.Int6dList
(value=seq 2))
SRR
feature_lists=tf.train.FeatureLists(feature list=(
"features seq 2': tf.train.FeatureList(feature=[features seq 11),
"features_seq 2': tf.train.FeatureList(feature=|features_seq 21)
n
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def get_iamge_datase_example (batch_size = 12):
£ilenames_tmp = glob.glob(0s.path.join(*./ing dataset,
()" format (*3pg*)))
filenames = tf.constant (filenanes_tmp)
labels = tf.constant (range (len(filenames_tmp)))

dataset = tf.data.Dataset.from _tensor_slices((filenames, labels))
dataset = dataset.map(parse_function)
OREaBet = ARAret BBUEEIS DIEur. BlsesN00t Ratol (BALOl 9A5e) LEEBRRE(D):
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def parse image dataset function(filename, label):
image_string = tf.read file(filename)
# image_decoded = tf.image.decode_image (image_string, channels=3)
image_decoded = tf.image.decode_jpeg (inage_string)
image_resized = tf.image.resize_images(image decoded, size=(100, 100))

xoturn/image. resizeds 1anel
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import tensorflow as tf
import numpy as np

dataset=tf.data.Dataset. fron_tensor_slices ((
np.array((1.0, 2.0, 3.0, 4.0, 5.01),
"label": np.randon. random(size=(5, 3))

"feat!

)
dataset = dataset.repeat (2)
dataset = dataset.shuffle(100)
for line in dataset
Brint{ltney
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import tensorflow as tf
import numpy as np
def get_sun(dict):
feat = dict("feat"]
label = dict("label"]
sum = tf.reduce_mean (label)
retun feat, sum
dataset = tf.data.Dataset.from_tensor_slices({
“feat”: np.array((1.0, 2.0, 3.0, 4.0, 5.01),
"label": np.random.zando(size= (5, 3))
n
dataset = dataset.map(get_sum)
for xs,ys in dataset:
Veintixe:® i)





OEBPS/Images/Figure-P120_14512.jpg
CEtchoteset shapes: (Feats (one,), Tabel: Ghone, 3)7, types: (Fests ©F Floated, Tobel: tF-Floated)s |






OEBPS/Images/Figure-P118_14344.jpg
def get_sum(dict):
feat = dict("feat"]
label = dict["label”]
sum = tf.reduce mean (label)

return feat, sun
£.data.Dataset. fron_tensor_slices ({

eat": np.array([1.0, 2.0, 3.0, 4.0, 5.01),
abel”: np. randon. random(size=(S, 3))

dataset:

N
AACRRRe = dRCARAE M (SRE AR
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import tensorflow as tf

import numpy as np

dataset=tf.data.Dataset. fron_tensor_slices ((
"feat?: np.array([1.0, 2.0, 3.0, 4.0, 5.0),
“label”: np.randon. random(size=(5, 3))

)
dataset = dataset.batch(3)
Print(dacasst)
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import tensorflow as tf

import numpy as np

dataset=tf.data.Dataset. fron_tensor_slices ((
"feat”: np.array([1.0, 2.0, 3.0, 4.0, 5.01),
“label": np. random. random(size=(5, 3))

)
dataset - dataset.shuffle (buffer_size=100)
dataset = dataset.batch(2)
for line in dataset:

print (line["feat"]," *,line["label"])
pEiREL oy
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import tensorflow as tf

import numpy as np

dataset=tf.data.Dataset. fron_tensor_slices ((
np.array([1.0, 2.0, 3.0, 4.0, 5.01),
. randon. randon (size=(5, 3))

)
for xs,ys in dataset:
Printine. *, vs)
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dataset=tf.data.Dataset.from_tensor_slices ((
np.array((1.0, 2.0, 3.0, 4.9, 5.01),
np. random. random (size=(5, 3))
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©  tf.Tensor(
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<TensorsliceDataset shapes: {a: (), b: (3,)}, types: {a: tf.float64, b: tf.float64}s|
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import tensorflow as tf
data=(10,0,0,0,0], [1,1,1,1,11, 2,2,2,2,211
dataset=tf.data.Dataset. fron_tensor_slices (data)
for _ in range(2):
for index,line in enumerate (dataset) :
print (index,” ", line)
)

print
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import tensorflow as tf
import numpy as np
dataset=tf.data.Dataset. fron_tensor_slices ((

oy

np.array([1.0, 2.0, 3.0, 4.0, 5.01),
np. randon. random (s1ze=(5, 3))

)
print (dataset)
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import tensorflow as tf
import numpy as np
dataset:

£.data.Dataset. fron_tensor_slices ((
"a": np.array([1.0, 2.0, 3.0, 4.0, 5.01),
"b": np.rando. random(size=(5, 3))

)
for line in dataset
print (line["a"],

, line["b"])
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dataset=tf.data.Dataset.from tensor_slices ({
": np.array (1.0, 2.0, 3.0, 4.0, 5.01),

"b": np. randon. random (size=(5, 3))
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<TensorSliceDataset shapes: (5,), types: tf.int32>
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def call(self, input_tensor):
conv = tf.nn.conv2d(input_tensor, self.weight, strides=(1, 2, 2,
padding="SAVE")
conv = tf.nn.bias_add(conv, self.bias)
out = tf.nn.relu(cony) + conv
SotuEs Gak

1,
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class MyLayer (tf.keras.layers.Layer]
def _init_(self,kernel size ,filter):
selt.filter = filter
self.kernel_size = kernel size
super (Mylayer, self). init_ ()
def build(self, input_shape):
self.weight = tf.Variable(tf.random.normal((self. kernel size,self.
kernel_size, input_shape(-11,self. filter]))
self.bias = tf.Variable(tf.random.normal([self.filter]))
super (MyLayer, self) .build(input_shape) # Be sure to call this
soneuhere!
def call(self, input_tensor):
conv = tf.nn.conv2d (input_tensor, self.weight, strides=(l, 2, 2, 1I,
padding="SAVE")
conv = t£.nn.bias_add(conv, self.bias)
out = tf.nn.relu(conv) + conv
return out
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def build(self, input_shape):
self.weight = tf.Variable(tf.random.normal ([self.kernel size,
self.kernel size, input_shape(-1],self.filter]))
self.bias = tf.variable(tf.randon.normal ([self.filter]))
SUPRCNTEAYeT; 2e1E) - butld (Lnprt shaps) § Be sube to catlthis soneuhary
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11720 1- Toss: 0.0771
12/20 1- loss: 0.6755
13/20 1~ loss: 0.0732
14/20 1= loss: 0.6695
15/20 1- loss: 06653
16/20 1- loss: e.0614
17720 1- loss: 6.0580
18/20 1- loss: 6.0511
19/20 1- loss: 0.6471
20120 ] - 35 137ms/step - loss:

last score: [0.04711936466246843, 0.9913]

accuracy:
accuracy:
accuracy:
accuracy’

accuracy:
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& e ST B

import tensorflow as tf

mnist = te.keras.datasets.mnist

SRR W RSN R, R LA

(x_train, y_train), (x_test, y_test) =
mnist. Load_data (path="C:/Users/wang_xiaohua/Desktop/TF2.0 Sl
/7£2.0/dataset /mnist .npz ')

x_train, x_test = x_train / 255.0, x_test / 255.0

x_train = tf.expand dins (x_train, 1)

y_train = np.float32 (tf. keras.utils. to_categorical (y_train,num_classes=10))

¥ test = tf.expand dins (x_test,-1)

Y_test = np.£loat32 (tf.keras.utils. to_categorical (y_test,nun_classes=10))

baton_size = 512

train_dataset = tf.data.Dataset.ron tensor_slices ((x_train,y_train).
Batah (batchlitne) ahntFlabateh uiza > 10)
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test_dataset = tf.data.Dataset.from_tensor_slices
((x_test,y_test)) .batch(batch_size)

class MyLayer (t£.keras. layers.Layer) :
def _init_ (self,kernel size ,filter):
self.filter = filter
self.kernel size = kernel _size
super (MyLayer, self). _init_ ()
def build(self, input_shape):
selt.weight = tf.Variable(tf.randon.normal([selt.kernel size,self.
kernel_size, input_shape[-1],self.filter]))
selt.bias = tf.Variable (tf.random.normal ([self. filter]))
super (MyLayer, self) .build(input_shape) # Be sure to call this
somewhere!

det call(self, input_tensor)
conv = tf.nn.conv2d(input_tensor, self.weight, strides=(1, 2, 2, 11,
padding="SAUE!)
conv = tf.0n.bias_add(conv, self.bias)
out = tf.an.relu(cony) + conv.
return out

input_xs = tf.keras.Input(128,28,11)

conv = f. keras. layers.Conv2D (32, 3, padding="SAME®, activation=tf.nn.relu)
(nput_xs)

VFIFIE SR 8 TensorFlow 2,0 HABUE

cony = MyLayer (32,3) (conv)

conv = tf.keras. layers.BatchNormalization ) (conv)

conv. = tf.keras. layers.Conv2D (64, 3, padding="SAME®, activation=tf.nn.relu)
(conv)

conv = tf.keras. layers.MaxPool2D (strides=(1,1]) (conv)

conv = tf.keras. layers.Conv2D (128, 3, padding="SAE", activation=t£.nn. rely)
(conv)

flat = te.keras.layers.Flatten() (conv)

dense = tf.keras.layers.Dense(512, activation=tf.nn.relu) (flat)

logits = tf.keras.layers.Dense(10, activation=tf.nn.softmax) (dense)

model = tf.keras.Model (inputs=input_xs, outputs=logits)

print (odel. sumary())

model.compile (opt indzer~t . optinizers.Adan (1e=3),
loss=tt. losses. categorical_crossentropy,metrics = ['accuzacy'])

model. £it (train_dataset, epochs=10)

model. save (" /saver/model .h5")

score = model.evaluate(test_dataset)

SR At (Iapt dcire s searil
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conv = conv(input)

out = relu(conv) + input
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class MyLayer (tf.keras.layers.Layer):
def _init_(self,kernel size ,filter)s
self.filter = filter
self.kernel_size = kernel size
SUperiMYLAYer) seif).. init. )





OEBPS/Images/Figure-P108_12969.jpg
e
- e
- e
- e
- e
- e
- e
- e
- e
- e

2
15
o5
os
os
os
o5
os
o5
os

Toss:
Toss:
loss.
loss:
Toss:
loss:
Toss:
loss:
loss.
Toss.

accuracy: 0.9844
accuracy: 0.9805
accuracy: 0.9805

accuracy:
accuracy
accuracy:
accuracy
accuracy:






OEBPS/Images/Figure-P109_13045.jpg
weight layer
weight layer

F(x)+x

F(x)

b 2
identity





OEBPS/Images/Figure-P103_12389.jpg
(60000, 28, 28)|
(60000, )





OEBPS/Images/Figure-P103_12390.jpg





OEBPS/Images/Figure-P107_12812.jpg
Model: "model”

Layer (type) output Shape Paran #
input_1 (InputLayer) [(None, 28, 28, 1)] [
convad (Conv2D) (None, 28, 28, 32) 320
batch_normalization (BatchNo (None, 28, 28, 32) 128
conv2d_1 (Conv2D) (None, 28, 28, 64) 18496
max_pooling2d (MaxPooling2D) (None, 27, 27, 64) °
conv2d_2 (ConvD) (None, 27, 27, 128) 73856
flatten (Flatten) (None, 93312) °

dense (Dense) (None, 512) 47776256
dense_1 (Dense) (None, 10) 5130

Total params: 47,874,186
Trainable params: 47,874,122
Non-trainable params: 64






OEBPS/Images/Figure-P107_12970.jpg
import numpy as np
# T ST HBIK
inport tensorflow as tf
mist = tf.keras.datasets.mnist
SR LT O FRIRE, TR
(x_train, y_train), (x_test, y test) = mnist.load data(path='C:/Users
/wang_xiachua/Desktop/TE2,0 %l 15/ 1£2.0/dataset /mnist..npz*)
x_train, x_test = x_train / 255.0, x_test / 255.0
x_train = tf.expand_dims (x_train,~1)
y_train = np.floatd2(tf.keras.utils.to_categorical(y_train,nun_classes
x_test = tf.expand_dims (x_test,~1)
y_test = np.float32 (te.keras.utils.to_categorical (y_test,nun_classes=10))
BEWAT shutfle 8, MBI LT B4 batch WA batch_size, 55 F Al shurtle MK

batch_size = 512

0))

train_dataset =
tf.data.Dataset. from_tensor_slices((x_train,y_train)).batch(bacth_size).shuffl
e (bacth_size * 10)
test_dataset = tf.data.Dataset.from tensor slices((x_test,y_test))
-batch (bacth_size)
input_xs = tf.keras.Input (128,28,1])
conv = t£.keras.layers.Conv2D(32, 3, padding="SAME", activation=
tf.nn. relu) (input_xs)
conv = t£.keras.layers.BatchNormalization () (conv)
conv = tf.keras.layers.Conv2D(64, 3, padding="SAME", activation=
t£.an. relu) (conv)
conv = tf.keras.layers.MaxPool2D (strides=(1,1]) (conv)
conv = t£.keras,layers.Conv2D(128, 3, padding="SAME", activation=
tf.an. relu) (conv)
flat = tf.keras.layers.Flatten() (conv)
dense = tf.keras.layers.Dense (512, activation=tf.nn.relu) (flat)
logits = tf.keras.layers.Dense(10, activation=te.nn.softmax) (dense)
model = tf.keras.Model (inputs=input_xs, outputs=logits)

model. conpile (optimizer=cf. optimizers.Adan(le-3),
£.108ses . categorical crossentropy,metrics = ['accuracy'])
model. fit (train_dataset, epochs=10)

model. save (*. /saver /model .hs")

score = model.evaluate (test_dataset)
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Four files are available on this site:

in-inages—idxd-ubyte.gz:  training set images (9912422 bytes)
in- -idxl-ubvte gz:  training set labels (28881 bytes)

t10k-images—idi3-ubyte. gz:  test set images (1648877 bytes)
1l0k-lahels—idxi-ubvte.gz:  test set labels (4542 bytes)
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train-images.idx3-ubyte x

i 000008030000ea60000000140000001c
2 0000 0000 0000 0000 KOO0 VOO0 000D 0000
3 0000 0000 0000 0000 K000 0000 0000 0000
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TRAINING SET IMAGE FILE

[offset] [type]

0000
0004
0008
0012
0016
0017

32 bit integer
32 bit integer
32 bit integer
32 bit integer
unsigned byte
unsigned byte

unsigned byte

(train-images-idx3-ubyte) :

[value]
0x00000803 (2051)
60000

28

28

ked

”

[description]
magic number
nunber of images
nunber of rows
nunber of columns
pixel

pixel

pixel
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> mnist.npz
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N=(W —F+2P)/S+1





OEBPS/Images/001.jpg





OEBPS/Images/Figure-P206_25268.jpg
Input images Object detection Pose-normalized
with region proposals and part localizations representation
——

‘_’Iasslﬁcr

Toi scored object and part detections )

Nearest neighbors used in geometric constraints





OEBPS/Images/Figure-P206_25269.jpg
(@) %-moRE






OEBPS/Images/Figure-P208_25287.jpg
wo

wi |
L p—
Wi—
Wy —s|

ws—s

Embedding

- ly Connected
Full





OEBPS/Images/Figure-P209_25319.jpg





OEBPS/Images/Figure-P203_30492.jpg
Fcaay Bk
import tensorflow as tf
def cbam_module (input_xs, reduction_ratio=0.5):
batch_size, hidden num = Lnpuc_xa.get_shape () .as_list() (0],
input xs.get_shape () .as_list() (3]
+ channel attention
maxpool_channel = tf.reduce max(tf.reduce max(input xs, axis=1,
Keepdins=True), axis-2, keepdims-True)
avgpool_channel = tf.reduce mean|(tf.reduce_mean(input_xs, axis<l,
e s Rl e Eh o me s
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maxpool_channel = tf.keras.layers.Flatten() (maxpool_channel)
avgpool_channel = tf.keras.layers.Flatten() (avgpool_channel)
mlp_1_max = £f.keras. layers. Dense (units=int (hidden_num * reduction_ratio),
activation=tf.nn. relu) (maxpool_channel)
mlp_2_max = tf.keras.layers.Dense (units=hidden_num) (nlp_1 max)
mlp_2_max = tf.reshape(nip 2 max, (-1, 1, 1, hidden num))
mlp_1_avg = tf.keras. layers. Dense (units=int (hidden_num * reduction_ratio),
activation=tf.nn. relu) (avapool_channel)
mlp_2_avg = tf.keras.layers.Dense (units=hidden_num,
activation=tf.nn.relu) (nlp_1_ava)
mlp_2_avg = tf.reshape(mlp 2 avg, -1, 1, 1, hidden num))
channel_attention = t£.on.signoid(nlp 2 max + mip 2 avg)
channel_refined feature = input_xs * channel attention

# spatial attention

maxpool_spatial = tf.reduce max(channel refined_feature, axis=3,
keepdins=True)

avgpool_spatial = tf.reduce mean(channel_refined feature, axi:
keepdins=True)

max_avg_pool_spatial = tf.concat ((naxpool_spatial, avgpool spatiall,

axis=3)
conv_layer = tf.keras.layers.Conv2D(filters=1, kernel size=(3, 3),
padding="same”, activation-None) (nax avg pool spatial)
spatial_attention = tf.nn.signoid (cony_layer)
cofined_feature = channel_refined feature * spatial_attention
output_layer = refined_feature + input_xe

return output_layer

§ AT caau BAM Reset
def identity block(input_xs, out_dim, with shortcut_conv_BN-False):
L€ with_shortcut_cony_Bt
pass
else:
shorteut = tf.identity (input_xs)
input_channel = input_xs.get_shape().as_list() (-1
£f input_channel 1= out_dis
pad_shape = tf.abs(out_din - input_channel)
shortout = tf.pad(shorteut, [(0, 01, (0, 01, [0, 01, (pad_shape // 2,
pad_shape // 2)), name="padding”)
conv = tf.keras.layers.Conv2D (£ilcers=out_dim // 4, kernel size-1,
Padding="SAME", activation=tf.nn.relu) (input_xs)

conv = t£.keras. layers.BatehNormalization () (conv)
conv = tf.keras.layers.Conv2D(filters=out_dim // 4, kernel size=3,
Padding="SAME", activation=tf.nn.relu) (conv)
conv = t£.keras. layers.BatchNornalization () (conv)
conv = tf.keras.layers.Conv2D(filters=out_din // 4, kernel size=l,
padding="SAME®, activation=tf.nn.relu) (conv)
S e Y P
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conv = tf.layers.conv2d(conv, out_dim, [1, 1], strides=(1, 1],
kernel_initializer~tf.variance scaling initializer, bias_initializer=
tf.zeros_initializer, name="conv{} 2_1x1".format (str(layer_depth)))

conv = tf.layers.batch_normalization (conv)

# ResNet AR Caa Btk

conv = cham_module (conv)

output_ys = shorteut + conv

output_ys = tf.nn.relu (output_ys)

raturn GUEBUt Th
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def cbam_module (input_xs, reduction ratio=0.5):
bateh_size, hidden num = input_xs.get_shape() .as_List() (0],
input_xs.get_shape () .as_list () (3]
# channel attention

maxpool channel = tf.reduce max(tf.reduce max(input xs, axis=l,
keepdims=True), axis=2, keepdims=True)

avgpool_channel = tf.reduce mean(tf.reduce mean(input_xs, axis=l,
keepdims=True), axis=2, keepdims=True)

maxpool_channel = tf.keras.layers.Flatten() (maxpool_channel)

avgpool_channel = tf.keras.layers.Flatten() (avgpool_channel)

mlp_1_max = tf.Kkeras.layers.Dense (units=int (hidden _num * reduction_ratio),
activation=tf.nn.relu) (maxpool_channel)

mlp 2 max = tf.keras.layers.Dense( units=hidden_num) (mlp_i_max)

mlp 2 max = tf.reshape(mlp 2 max, (-1, 1, 1, hidden numl)

mlp_1_avg = tf.Kkeras. layers.Dense (units=int (hidden_num * reduction_ratio),
activation=tf.nn. relu) (avgpool_channel)

mip 2 avg = tf.keras.layers.Dense(units=hidden num,
activation=tf.nn. relu) (alp_1_ava)

mip_: _avg, (-1, 1, 1, hidden_num])

channel_attention = tf.nn.signoid(mlp_2 max + mlp_2_avg)

channel_refined_feature = input xs * channel attention

# spatial attention

maxpool_spatial = tf.reduce max(channel refined_feature, axis=3,
keepdims=True)

avgpool_spatial = tf.reduce mean(channel refined feature, axis=3,

_avg = tf.reshape (nlp_:

keepdims=True)

max_avg_pool_spatial = tf.concat([maxpool_spatial, avgpool spatiall,
axis=3)

conv_layer = tf.keras.layers.Conv2D(filters=1, kernel size=(3, 3),
padding="same", activation=None) (ax_avg_pool spatial)

spatial_attention = tf.nn.signoid(conv_layer)

refined_feature = channel_refined_feature * spatial_attention

output_layer = refined feature + input_xs

Pty Output Tavar
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def text_clear(text):

text = text.lower() AP RN 0
text = re.sub(r"["a-20-91"," ", text)  tHHFEREAN, SRR
text = re.sub(r? +7, * ", text) PR BT

text = text.strip() FERLEH

text = text.split(" ™)

text = [word for word in text if word not in stoplist] SRR
text = [PorterStemmer () .sten(word) for word in text] SR
text.append ("eos”) g AT
text = ["bos"] + text SR

Foturh: text
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pilots union at united makes pension deal
quot us_economy growth to slow down next year quot

microsoft noves against spyware with giant acquisition

aussies pile on runs

manning ready to face ravens 39 aggressive defense

gembhir dravid hit tons as india score 334 for two night lead

croatians vote in presidential elections mesic expected to win second term afp
nba wrap heat tame bobcats to extend winning streak

historic turkey eu deal welconed
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import re
def text_clear (text):

text = text.lower ()

text = re.sub(r"[%a-20-9)"," ", text)
text = ra.sub(z® 7, " ", text)
text = text.strip()

text = text.split(" ")
return text
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# NUTK Downloader - o x
Fle View Sort Help

Identifier Name Size Status
sentivordnet 45MB | notinstaled
shakespeare Shakespeare XML Corpus Sample 4643K8 | notinstalled
sinica treebank Siica Treebank Corpus Sample 8782K8 | notinstalled
emultron SMULTRON Corpus Sample. 1623K8 | notinstalled
ctate_union C-Span State of the Union Addresz Corpus 7808 K8 ot installed

| Liopvoris ] Sprerd Compur = S5 6 e

Subjectity Datazet v1.0 S094K8 | notinsalied
Swadesh Wordists 238 | notinstalled
Switchbosrd Corpus Sample 7726K8 | notinstalied
TIMIT Corpus Sample 212M8 | notinsalied
Toclbox Sample Fes 2447K8 | not insaled
Penn Tresbank Sample 17M8 | notinstoled
iter samples | Tuiter Samples 153MB | notinstolled
udhe Uriversal Declaration of Human Rights Corpus | 11MB | ntnstalled
wdhe2 Uriversl Declraton of Human ights Corpus (Uricc 1.6MB | not nsaled
uricode samples | Unicode Somples 1268 | notinsaled v

= =

Server Index/https://raw.githubusercontent .com/nltk/nltk_data/gh-
Download Directory: C: \Users\wang_xiachua\AppData\Roaming\nltk_data
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import tensorflow as tf
import numpy as np

from sklearn.datasets import load iris

data = load iris()

iris target = data.target

iris_data = np.float32(data.data)

iris_target=np.float32(tf.keras.utils. to_categorical (iris_target,nun classes=3))
print (iris_target)

iris_data = tf.data.Dataset.from tensor_slices(iris_data) .batch(50)
iris_target = tf.data.Dataset.from tensor_slices(iris_target).batch(50)
inputs = tf,keras.layers.Input (shape=(4))

§ RIOEURTI, RIS, I ELEE R

t£.keras. layers.Dense (32, activation='relu’) (inputs)

= tf.keras.layers.Dense (64, activation='relu’) (x)

predictions = tf.keras.layers.Dense(3, activation='softmax') (x)

§ ERAOET A EEBARN= SRR

model = tf.keras.Model (inputs=inputs, outputs=predictions)

opt = tE.optimizers.Adan(1e-3)
for epoch in range (1000):
for _data,lable in zip(iris data,iris target):
with tf.GradientTape() as tape:
logits = model (_data)
loss_value = tf.reduce_mean(tf.keras. losses.
categorical_crossentropy (y_true = lable,y pred = logits))
grads = tape.gradient (oss_value, model.trainable variables)
opt.apply_gradients (zip(grads, model.trainable variables))
print ("Training loss is :*, loss_value.numpy())
ARL S IR TR ke AR AT
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import tensorflow as tf
inpore nunpy as np

fron sklearn.datasets import load_iris

data = load_iris()

iris_data = np. float32 (data.data)

iris_target = (data.target)

iris_target =np. float32 (tf.keras.utils. to_categorical (iris_target,nun classes=3))
new_model = t£.keras.models. Load_model (. /saver/the_save_model.hs*) AU
new_prediction = new_model.predict (iris_data) VLB

PEIOE (L arguax (ne prediotion ani sw-31) AR R
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2 2], shape=(158,), dtype=ints4)
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U
iris_data = np.float32 (data.data) SRR
iris_target = (data.target)
irts_target =
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import tensorflow as tf
def identity block(input_tensor):
input_tensor_1ist = tf.split(input_tensor, num or_size splits=64, axis=3)

def conv_fun (input_tensor) :
out = tf.keras.layers.Conv2D(4, 3, padding="SAME"
activation=tf.nn. relu) (input_tensor)
out = t£.keras.layers.BatchNormalization() (out)

return out

out_list = list(map(conv_fun, input_tensor list))
out = tf.concat (out_list, axis=-1)

out = tf.keras.layers.Add() ([out, input_tensor])
retuzn out

det resnetxL, Model():
input_xs = tf.keras.Input (shape=(32,32,31)
conv_1 = tf.keras.layers.ConvaD(£ilters=64, kernel_size=3,padding="SANE",
activation=tf.nn. relu) (input_xs)

PR
out_din = 256
identity = tf.keras.layers.Conv2D(filterseout_dim, kernel size=3,

padding="SAME", activation=tf.nn.relu) (conv_1)
identity = tf.keras.layers.BatchNormalization() (identity)
for _ in range(7):

identity = identity block(identity)

-k

conv = tf.keras.layers.Conv2D (100, kernel size=32,activation=tf.nn.relu)
(identity)
logits = t.nn.softmax (t£.squeeze (conv, [1,2]))

model = tf.keras.Model (inputs=input_xs, outputs=logits)

atirn asdel.





OEBPS/Images/Figure-P42_10119.jpg
import tensorflow as tf
import numpy as np

from sklearn.datasets import load iris

data = load iris()

iris_target = data.target

iris_data = np.float3?(data.data)

iris_target = np.float3Z(tf.keras.utils.to_categorical(iris_target,

nun_classes=3))
iris data = tf.data.Dataset.from tensor_slices(iris data) .batch(50)
iris_target = tf.data.Dataset.from_tensor_slices(iris_target).batch(50)
model = tf.keras.models. Sequential ()
§ Add layers
model.add (£ . keras. layers.Dense (32, activation="relu"))
model.add (£ . keras. layers.Dense (64, activation="relu"))
model.add (t£. keras. layers. Dense (3, act ivat ion="softmax")
opt = tf.optinizers.Adam(le-3)
for epoch in range (1000) :
for data,lable in zip(iris data,iris target
with tf.GradientTape() as tape:
logits = model (_data)
loss_value = tf. reduce_mean(tf.keras.losses.
categorical _crossentropy(y_true = lable,y pred = logits))
grads = tape.gradient (10ss_value, model.trainable variables)
opt.apply_gradients (zip(grads, model.trainable variables))

Print (“Toaining 2oss 1 3') losd value.Atepy())
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Training loss is : ©.06653369
Training loss is : ©.066514015
Training loss is : ©.0664944

Training loss is : ©.06647475
Training loss is : ©.06645504

Process finished with exit code @
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ResNet Module
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def identity block(input xs, out dim, with shortcut conv_BN=False):

if with_shortcut_conv_BN:
pass
else:
shorteut = tf.identity(input_xs)
input_channel = input_xs.get_shape () .as_List() (1]
4¢ input_channel != out_din:
pad_shape = tf.abs(out_dim - input_channel)
shorteut = tf.pad(shorteut, ([0, 01, [0, 01, [0,
pad_shape // 2], name="padding")
conv = tf.keras.layers.Conv2D(filters=out din // 4,
padding="SAME", activation=tf.nn.relu) (input_xs)
conv = tf.keras. layers.BatchNornalization() (conv)
conv = tf.keras.layers.Conv2D (filterseout_din // 4,
padding="SAME", activation=tf.nn.relu) (conv)
conv = tf.keras.layers.BatchNornalization () (conv)
conv = tf.keras.layers.Conv2D(filters=out din // 4,
padding="SAME", activation=tf.nn.relu) (conv)
conv = tf.keras.layers.BatchNormalization() (conv)

shape = conv.get_shape () .as_list ()
se_module = tf.reduce_mean(conv, [1, 2])
se_module = tf.keras.layers.Dense (shape[-1] / 16,
activation=te.nn. relu) (se_module)
se_module = tf.keras.layers.Dense (shape[-1],
activation=te.nn. relu) (se_module)
se_nodule = tf.nn.signoid (se_module)

0], (pad_shape

kernel_size=1,

kernel_size=3,

Kernel_size=1,

se_module = tf.reshape(se_module, (-1, 1, 1, shape[-1]])

se_module = tf.multiply(input_xs, se module)
output_ys = tf.add(shortcut, se_module)
output_ys = tf.nn.relu(output_ys)
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a = numpy.array([[1,2,1,2,1,1,3]])
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import tensorflow as tf
weight = tf.Variable([[1.1,(1.11)

bias = tf.variable([(0.171])

input_xs = tf.constant ([(1.,1.1,(2,2.11)
matrix = tf.matmul(input_xs,weight) + bias
print(mstriz)
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class MyLayer (tf.keras.layers.Layer): FRARMIKE Layer it
def _init_(self, output_dim: Hinic b BRBAESH
self.output_din = output_dim RS
super (MyLayer, self). init () SRR AR
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def channel_attention(input_xs):
v B w, © = input_xs.get_shape () .as_list()
transpose_feature nap = Lf,transpose (t. reduce_mean(input_xs, [1, 2,
keepdins=rue), perm=(0, 3, 1, 21)
channel wise attention fn = tf.layers. Dense
(0) (¢ reshape (cranspose_feature map, (-1, c1))
channel_wise_attention_fm = tf.on.signoid(channel wise_attention fm)
attention = tf.reshape (tE.concat ({channel wise_attention fa] * (h * ),
axis=1), (-1, b, %, o]}
attended_fn = attention * input_xs
eI AECended B
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import tensorflow as tf
import numpy as np

from sklearn.datasets import load iris
data = load iris()

iris_data = np.f10at32 (data.data)

iris datal = [
irts data 2 = [1
for iris in iris_data:
ixis data 1.append(izis(0])
ixis_data_2.append(iris(1:4])
iris_target
np. £loat32 (tE . keras.utils.to_categorical (data. target, nun_classes=3))
SRR
train_data =
t£.data.Dataset. fron_tensor_slices(((iris data 1,iris data 2),iris_target)).ba
toh (128)
input e 1 = tf.keras.Input (shape=(1,), name='input xs_1') EHUBASE
input_xs 2 = tf.keras.Input (shape=(3,), name='input xs 2') HEMBMABE
input_xs = £f.concat ([input_xs 1, input_xs_2],axis=-1) PRBE B
out = tf.keras. layers.Dense (32, activation='relu’, name='dense_1') (input_xs)

out = tf.keras.layers.Dense (64, activation='relu’, name='dense_2') (out)
logits = tf.keras.layers.Dense (3,
activation="softmax", nane=predictions) (out)
SRR
model = tf.keras.Model (inputs=[input xs_1,input_xs 2], outputs=logits)
opt = tf.optimizers.Adam(le-3)
model..compile (opt inizer=tf .optinizers. Adam(le=3)
loss=tf.losses.categorical crossentropy,netrics = ['accuracy'])
Rmodel. fit (x = train_data, epochs=500)
score = model.evaluate (train_data)
orint ("S5 score: ¥ score)
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def spatial attention(input xs):

. B, W, © = input_xs.get_shape() .as_list()

spatial attention fm= tf.keras.layers, Dense (1) (tf.reshape (input _xs, (-1,
cin

spatial attention f
W xR

attention = tf.reshape (tf.concat ((spatial_attention_fn] * c, axis=l), [-1,
n, v, el)

attended fn = attention + input_xs

zeturn attended fa

t£.nn.sigmoid (e  reshape (spatial attention fm, (-1,
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def get_one hot(list,alphabet title
LF alphabet title == None:
alphabet_title = "abedefghijklnnoparstuviyz"
clse:alphabet_title = alphabet_title
values = np.array(list) SRR A
n_values = len(alphabet title) + 1 SRR
return np.eye (n_values) [values]

def get char list(string,alphabet title = None):
if alphabet title == None:
alphabet_title = "abodefghijklmnopgrstuviyz"
lse:alphabet_title = alphabet_title
char_list = []

for char in string: SRR
fun = alphabet_title.index (char) SRR
char_1ist.append (num) T
retusn char_list
FERE

def get_string matrix(string):
char_list = get char list(string)
string matrix = get one hot (char list)
R SR
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def get_handle string matrix(string,n = 64): & nNBUEMKHL. ATLUHAREIE

string_length= len(string) SRR
1f string length > 64: DURERT 64
string = stringl:64] FRIEXT 64 M LU

string matrix = get_string matrix(string)  +IUIUCAIER
return string matrix

else:  WTREABIFRI
string matrix = get_string matrix(string)  HHRRFHNIH
handle_length = n - string_length SO A R

pad_matrix = np.zeros((handle length,28])  #Mlfil4 0 FEEMFIME
TR A 0 SRR, H54 0 MR RIEIT A B i

string matrix = np.concatenate([string matrix,pad matrix],axis=0)
el AErinG matvix
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import tensorflow as tf

fashion mnist = tf.keras.datasets.fashion mnist
(train_inages, train labels), (test images, test labels) =

fashion_mnist.load data()

train_images = tf.expand dins(train images,axi:

test_images = tf.expand dims (test_images,axis=3)

class FashionClassic:
def _init_(self):

self.cnn 1 = tf.keras.layers
self.batch norm 1 = tf.keras

self.cnn 2 = tf.keras.layers
self.batch norm 2 = tf.keras

self.cnn 3 = tf.keras.layers.
self.batch norm 3 = tf.keras.

+Conv2D(32, 3, activation=tf.nn.relu)
-layers. BatchNormalization ()

-Conv2D (64,3, activation=tf.nn.relu)
-layers.BatchNormalization ()

Conv2D (128, 3, activation=tf.nn.relu)
layers.BatchNormalization ()

self.last_dense = tf.keras.layers.Dense (10, activation=tf.nn.softmax)

def _call_(self, inputs):
ing = inputs

conv_1 = self.cnn 1(ing)

conv_2 = self,batch_norm 1 (conv_1)

conv_2 = self.cnn 2 (conv_2)

conv_3 = self.batch_norm 2 (conv_2)

cony_3 = self.cnn_3(conv_3)
conv_4 = self.bateh_norn_3(co

ing_flatten = tf.keras.layers.
output = self.last_dense (ing

retuzn output

L6 name
ing_input = ¢

main

v_3)

-Flatten() (conv_4)
flatten)

“Xeras. Input (shape=(28,28,1))

SR et = TR RO LA () o St E))
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insurgents attack iraq election offices reuters eos

syria redeploys some security forces in lebanon reuters eos
security scare closes british airport ap eos

iraqi judges start quizzing saddam aides ap eos

musharraf says won t quit as army chief reuters eos
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def get_char_list(string):
alphabet_title = "abcdefghiiklmnopgrstuvixyz®
char List = (]
for char in string:
fum = alphabet_title.index (char)
char_1ist.append (num)
aia: abRb TTeE
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model = tf.keras.Model(img_input,output)

model. compile (opt inizer=tf . keras.optinizers.Adam (le-4)
Loss«tt.losses. sparse_categorical crossentropy, metrics=['accuracy'l)

#H4ft Tensorsoard
tensorboard = tf.keras.callbacks.TensorBoard (histogran freqs1)

model. £it (x-train_inages, y=train labels,
epochs=10, verbose=2, cal 1backs=(tensorboard])
odel  evaluate (xetast inades,yetest labels)  SMEUE TenscrBoard
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temp_dict[word] = (self.agnews_text dict{word])
values_list = sorted(temp dict.items(), key=lambda word tfidf:
word_tEidf(1], reverse=False)
value list = [1
for value in values_list:
value_list.append(value(0])
return. ivaine-11iat)
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def text_clearTitle(text):

text =
text =
text =
text =
text =
return

text . lower ()
re.sub(z"[ta-z]"," ", text)
re.sub(x" +7,
text.strip()
text + " sos®
text

1 text)

PRI R RN B
FUREERITO T, SRR
FHBE R

FERAREH

SRR R, eos WA — 4k
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string_matrix = get_string_matrix(string)
handle_length = n - string_length
pad_matrix = np.zeros ([handle_length,28])
string matrix = np.concatenate((string matrix,pad macrix],axis=0)
retuen string matrix]
SRR
det get_dataset ()¢
agnews_label = 1
agnews_title = ]
agnews_train = cav.reader (open(*./dataset/train.cav", "5} )
for line in agnews train:
agriews_label.append (np. int (1ine(0]))
agnews_citle.append (text_clearTitle(line[1]))
train_dataset = []
for title in agnews title:
string matrix - get_handle_string matrix(title)
train dataset..append (string matzix)
train_dataset = np.array (train_dataset)
1abel_dataset = get_label_one_hot (agnews_label)
eturn. trein dstasetslabel: ALtasst.
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import csv
import numpy as np
import tools

agnews_label = [} [
agnews_title = (] I
agnews_train = csv.reader (open(*./dataset/train.csv?,"r"))  WRINEURS
for Line in agnews train: TR
agnews_label.append (np. int (1ine[0])) PEIRERA B
agnews_title.append (tools. text_clearmitle(lins(11))  HYRAUA

train_dataset = 1
for title in agnews title:
string matzix = tools.get_handle string matrix(title) HHACAIEH:
train dataset.sppend (string matrix)  AMXAMERRMWAIIE
train dataset = np.array(train dataset)  HSEUEMSIIRSERIE nunpy L
HHEIESRIR one-hot B3k

Yabel ‘astaset = toola.get Tabbl 'one: hot(sgnews) 1abel)
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import re
from nltk.corpus inport stopwords

£rom nltk.stem.porter import PorterStemmer
import numpy as np

PRI R
stoplist = stopuords.words (‘english!)
def text_clear (text):

text = text.lower () SR RO
text = re.sub(x"["a-z]"," ", text) SRBAERBROE, SRR
text = re.sub(x® 47, * ", text) BT R

text = text.strip() AERHIRE

text = text.split(" ")
text = [word for word in text if word not in stoplist] RPN
text = [PorterStemmer().stem(word) for word in text]  HEMTHMS

text.append ("eos”) BT
text = ["bos"] + text SR
return text

AT

def text clearTitle(text]
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text = text.lower() AP BN
text = re.sub(x"(%a-2]"," " text) SRRRERRHOFE, SRR
text = re.sub(x” 47, " %, text) ARE I

#rext = ro.sub(" %, ", text) AR

text = text.strip() PRI

text = text + * eos® S

return text

IR one-hot BiiE

def get_label_one hot (list):
values = np.array(list:

n_values = np.max(values) + 1
return np.eye(n_values) [values]
HERSAIY one-hot HiEE
def get_one_hot (1ist,alphabet_title = None):
4¢ alphabet_title == None: SRR
alphabet_title = "abedefghijkinnoparstuvweyz *
elsesalphabet_title = alphaber_title

values = np.array(list) SRR
n_values = len(alphabet title) + 1 PRI
retuzn np.eye (n_values) [values]

SRR AR

def get_char list(string,alphabet title = None):
if alphabet_title == None:
alphabet_title = "abcdefghijklmnoparstuvixyz
else:alphabet_title = alphabet_title

char_tist = 11
for char in string: SHRACE T AT
fum = alphabet_title. index (char) RS
char_list.append (num) HBEREE
raturn char_list
VERIANER

def get_string matrix(string):
char_list = get_char_list (string)
string matrix = get_one ot (char_List)
return string matrix

VB O

def get_handle_string matrix(string,n = 64):
string_length= len(string)

it string length > 6

string = string(:64]
string matrix = get_string matrix(string)
return string matrix

eloe:
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import
import.
import.

agnews_
agnews._

csv
numpy
tools
title
train

as np

-0
= csv.reader (open (*. /dataset/train.csv", "z") )

for line in agnews_train:

agnews_title.append (tools. text_clearritle (line(1]))
for title in agnews title:
string matrix = tools. get handle_string matrix (title)

Brint takring matiix. shape)





OEBPS/Images/Figure-P81_10762.jpg
a, = Zth X b}I;”





OEBPS/Images/Figure-P219_30678.jpg
import math
def idf(corpus): # corpus HMANA
ides = ()
d=0.0
# Gtk
for doc in corpus:
da=1

counted = []
for word in doc:
if not word in counted:
counted. append (word)
if word in idfs:
idfs(word] 4= 1
else:
idfs (word] = 1
# PSR A
for word in idf:
idfsword] = math.log(d/float (idfs (word]))
wetutn tdfe
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from gensim.models import word2vec #8A gensin i1
odel = word2vec.WordzVec. Load (" . /corpusHordzvee bin')  ARARTHEN
nodel. train (agnews_title, epochs-model.epochs,

total examples—model.corpus count) FAHBUTING
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TFIDF

For a term i in document j:
N
df

lfu = number of occurrences of i in j
df, = number of documents containing i
N = total number of documents

wi,j=tfl.,j><log( )
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theta : 0.100681, thetal : 1.564907, theta2 : 1920652, errorl : 0.569159
Done: theta0 : 0.100684, thetal : 1564907, theta : 1.920652
R 2118
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(z, 0, 3, 1, 0, 3, (A, 1, 3, (L4, 2, 1, 2, D]
v =15 6 8 10, 11]
epsilon = 0.002
alpha = 0.02
aits = [0, 0]
x = 1000
errord = 0
errorl = 0
ent = 0
n = len(x)
thetad = 0
thetal = 0
theta2 = 0
while True:
ent 4= 1
for 1 in range(m):
Ai££[0] = (thetad * x[1][0] + thetal * x[1][1] + theta2 * x[1](2]) - yI4]
theta0 ~= alpha * diff(0) * x[1] (0]
thetal == alpha * diff(0] * x(i] (1]
theta2 -= alpha * dif£[0] * x[i][2)
errorl = 0
for 1p in range (len(x)):
errorl += (y(1p] - (thetad + thetal * x[1p] (1] + theta2 * x(1p)(2])) ** 2 / 2
i€ abs(errorl - erroz0) < epsilon:
break
else:
error0 = errorl
PEARE(*thetad : 4f, thetal : Af, theta2 : Af, errorl : 3f' % (theta0, thetal,
theta2, errorl))
print('Done: thetad : &f, thetal ; 4f, theta2 : 4£' § (thetal, thetal, theta2))
print ("HfCKE: 3d' & cnt)
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from gensim.models import word2vec +9A gensin .

FRBIIESH

model = word2vec.Word2vec (agnews_text, size=64, min_count = 0,window = 5)

nmodel_name = "corpushord2vec.bin® SRR
AT AU A B S e

model.save (nodel name)
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class TextRank_score:
def _init_(self,agnews_text):
Selt.agnews_text = agnews_text
get_agnews_text ()
self.win = self. get win()
self.agnevs_text dict = self. get TextRank_score_dict()

self.filter list = self.

def _get_agnews_text (self):
sentence = []
AR Skt hn . e P acheva. tert
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for word in text:
sentence.append (vozd)

roturn sentence

def _get_win(self):
win = ()
for 1 in range(len(self.Filter_list))
1€ self.filter list[i] not in win.keys():
winlself.filter list(i]] = set()
i£6-5<0:
Lindex = 0
else:
lindex = i -5
for 3 in self.filter list(lindex:i + 5%
winfself.filter 1ist(i]].add(3)
return win
def _get_TextRank_score_dict (self)
tine = 0
score = (w: 1.0 for w in self.filter list)
while (time < 50):
for k, v in self.win.itens():
s = score(X] / len(v)
score(k] = 0
for & in vi
score(i] += &
tine 4= 1
agnews_text_dict = (}
for key in score:
agnews,
return agnews_text dict

ext_dict[key] = score(key]

def _get TextRank score(self, text):

tomp_dict = ()

for word in text:

1€ word in self.agnews_text dict.keys():
tomp_dict(word] = (self.agnews_text dict[word])

values list = sorted(temp dict.items(), key-lambda word tfidf:
word_tEIdf(1], reverse=False) # #f TextRank MR BRI KSMEF

return values list

def get_TextRank_result(self, text):
tenp_dict = ()
for word in text:
£ A O e e oy pe SR )
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import math
def idf (corpus) :
idfs = ()
d=0.0
# Gt R RE
for doc in corpus:
d4e1
counted = (]
for word in doc:
1€ not word in counted:
counted. append (word)
4f word in idfs:
ides (word] 4= 1
else:
idfs (word] = 1
IS
for word in idfe:
idfs[word] = math.log(d/float (1dfs [word]))
return idfs
AU ST A0 ae 5
#agnews_text RASIATEIR IR CH, (ECAXARINTE e T iFA A

idfs = idf (agnews_text)

for text in agnews_text: RICTRS -8
word_teidf = ()
for word in text: SRHARIA R4
Lf vord in word idf:  WHAGAANES

word_tfidf[word] += 1
else:
word_tfidf[word] = 1
for word in word tfidf:
word_tfidflword] *= idfsiword] # word_tfidf HitWEHIHH A TEIOR i

values list = sorted(word tfidf.itens(), key=lambda item: item(1],
reverse=True) 41k value HIF
values list = [value{0] for value in values list] HERIFEEMAATH
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class TFIDF_score:
def _init_(self,corpus,model = Nore)

self.corpus = corpus
self.model = model.

self.idfs = self._idf()

der _idr(sele):

sdes = ()

a=0.0

¢ St ALK

for doc in self.corpu
PR
counted = [)
for word in doct

£€ not word in counted:
counted.append (word)

if word in ddfs
1dfs [word)

ela

1des[word) = 1
¢ SR
for word in idfs:

idfs[word] = math.log(d / float (1dsiword]))
return idfs

def __get_TEIDE score(selt, text):
vord_teiae = (1
for word in text: ¢ HATIKIATHBINAA
£ word n word_teiar: 4 iHHAFMAIIN
vord_tfidtlvord] 4= 1
else:
vord_tide(vord) = 1
for word in word teide:
vord_teide(vord] *= sele.ides(uord] # iHSHAHN TEIOE BT
values Tist = sorted(ord tEIaf. itens(), Key-lambda word_teidt:
Word_LEIAE(1], roverse-Teve) ¥ TEIDF MURHRMEBIAKS MU
ceturn values list

dof get TFIDE result(self,cext):
values_list = self._get TFIDE score(text)
value list = {1
for value in values_lis
value_list.append (value(0])
A R T
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a, = fwxx+wpXx,+ wxx,+b)
a4, = f(Wy XX+ Wy X X, + Wy X X3+ by)
Ay = (W3 XX+ Wi, XX, 4+ WX X3+ by)

h(x)= f(w, xa, + W,xa,+W;,;xa, +b)
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idfs = idf(agnews_text)
for text in agnews_text:
word_tfidf = ()}
for word in text:
1€ word in word_teidf:
word_tfidf [word] 4= 1
else:
word_tfidelword] = 1
for word in word_tfidf:
word tfidf[word] *= idfs(word]

# 4R ST ST A 5y TOF S
FERRCCES A 09 R

SR SR 44
Fit A A

FiHAA AN TEIDF
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y = 3x + 0.217
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Lavels = [[01, (11, (1], (0]]
self.setup(2, 5, 1)
self.crain(cases, labels, 10000, 0.05)
for case in case:
print (selt.predict (case) )
if _name_ == '_main_':
fn = BeNeuralNetwork ()
nn.test ()
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def identity block(input_tensor,out _dim) :
convl = tf. keras.layers.Conv2D (out_dim // 4, kernel_size=1, padding="SAME",
activatior
conv2 = tf.keras.layers.BatchNormalization () (convl)
conv3 = £, keras. layers.Conv2D(out_din // 4, kernel size=3, padding="SAME",
activationstf.nn. relu) (conv2)
convd = tf.keras.layers.BatchNormalization() (conv3)
convS = tf.keras.layers.Conv2D(out_dim, kernel size=l,
padding="SAME") (convd)
out = tf.keras.layers.Add() ([input_tensor, convs])
out = tf.nn.relu(out)
Tetirn ont

£.nn. relu) (input_tensor)
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import tensorflow as tf
def identity block(input_tensor,out_dim):
convl = t. keras.layers.Conv2D (out_dim // 4, kernel_size=1, padding="SAME’
activation=tf.nn.relu) (input_tensor)
conv2 = tf.keras.layers.BatchNormalization () (convi)
conv3 = tf. keras.layers.ConvaD(out_din // 4, kernel_size=3, padding="SANE",

activation=tf.nn.relu) (conv2)
convd = tf.keras.layers.BatchNormalization() (conv3)
convS = tf.keras.layers.Conv2D (out_dim, kernel size=
padding="SAME") (conv4)
out = tf.keras.layers.Add() (linput_tensor, convs])
out = tf.nn.relu(out)
retuzn out
def resnet Model (n_dim = 10):
input_xs = tf.keras.Input (shape=[32,32,3])
conv_1 = tf.keras.layers.ConvaD(filters=64, kernel_size=3,padding="SAME",
£.0n.zelu) (input_xs)
S
out_din = 64
identity 1 = tf.keras.layers.Conv2D(filters=out_dim, kernel size=3,

activatior

'SAME", activation=tf.nn.relu) (conv_1)
identity 1 = tf.keras.layers.BatchNormalization () (identity 1)
for _ in range(3):
identity 1 = identity block(identity 1,out_dim)
BN
out_dim = 128
identity 2 = tf.keras.layers.Conv2D(filters=out_din, kernel size=3,

padding="SAME", activation=tf.nn.relu) (identity 1)
identity 2 = tf.keras.layers.BatchNormalization() (identity 2)
for _ in range(4

identity 2 = identity block(identity 2,cut_dim)

BN

out_dim = 256

TaeRtity 3 = £f-keras.1avers:ConvaD(riitersmout din: Xernel elzess
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import tensorflow as tf
import numpy as np

input_xs = np.randon. rand (1000)

input_ys = 3 * input_xs + 0.217

weight = tf.variable(l., dtype=tf.float32, name='weight")
bias = tf.Variable(l., dtype=tf.float32, name="bias")

def model (x8) +
logits = tf.multiply(xs, weight) + bias
return logits

for xs, ys in zip(input_xs, input_ys):
xs = np. reshape (xs, [1])
vs = np.reshape(ys, [11)
with tf.GradientTape() as tap

_loss = tf.reduce_mean (t£.pow ((nodel (xs) = ys), 2)) / (2 * 1000)

grads = tape.gradient (_loss, [weight, bias])
opt.apply_gradients (zip(grads, [weight, bias]))
print('Training loss is :', _loss.numpy())

print (weight)
‘pEint (bias)
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padding="SAME", activation=tf.nn.relu) (identity 2)
identity 3 = tf.keras.layers.BatchNormalization() (identity 3)

for _ in range(6):
identity 3 = identity block(identity 3,out_dim)

out_dim
identity 4 = tf.keras.layers.Conv2D(filters=out_dim, kernel size=3,
'SAME", activation=tf.nn.relu) (identity 3)
identity 4 = tf.keras.layers.BatchNormalization() (identity 4)
for _ in range(3):

identity 4 = identity block(identity 4,out_dim)
flat = tf.keras.layers.Flatten() (identity 4)
£lat = tf.keras.layers.Dropout (0.217) (£lat)
dense = tf.keras.layers.Dense (2048, activation=tf.nn.relu) (flat)
dense = tf.keras.layers.BatchNormalization() (dense)
logits = tf.keras.layers.Dense (100, activation=te.nn.softmax) (dense)
model = tf.keras.Model (inputs=inpuc_xs, outputs=logits)
return model

paddine

if _name_ == *_main_":

resnet_model = resnet_Model()
PEIBE{renniet Hode) SBUMIAEY (1),
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import tensorflow as tf  Hi&Hl TensorFlow ik 1.x, 1T 2.0 Mk
tfe = tf.contrib.cager UGBTI Tensorelow A 1.x, 6F 2.0k, BFMIFH
t£.enable eager execution() #{UEMF TensorFlow Mk 1.x, M&F 2.0 Mk, BENFM





OEBPS/Images/Figure-P86_11021.jpg
import numpy as np
import. math
import random
def rand(a, b):

return (b - a) * random.random() + a
def make_matrix(mn, £111=0.0) :

mat = ()

for & in range(m):

mat.append ((£il1] * n)

return nat

def signoid(x):
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tf.Tensor([1 2], shape=(2,), dtype=int32)
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def predict (self, inputs)
for & in range(self.input n - 1):
self.input_cells[i] = inputs(i]
for § in range (self.hidden n):
total = 0.0
for & in range(self.input_n):
total += self.input_cells(i] * self.input weights[il (3]
self.hidden cells(3] = sigmoid(total)
for k in range(selt.output_n
total = 0.0

for § in range(self.hidden n):
total 4= self.hidden_cells(j] * self.output_weights(j] (k]
self.output_cells(k] = sigmoid(total)
return self.output_cells(:]
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return 1.0 / (1.0 + math.exp(-x))
def signod_derivate ()t

roturn x * (1 - %)
Class BeNeuralNetwor

dof _init_(self):
self.input n = 0
self.hidden n = 0
self.output n = 0
selt.inpuc_cells = (1
self.nidden cells = (]
sels.output_cells = (1
selt.inpuc_ueights = [
self.outpuc_weights = (1

def setup(selt,ni,nh,no)
self.inputn = ni + 1
self.hidden n = oh
selt.output_n = no
self.input_cells = (1.0] * self.input n
self.hidden cells = (1.0] * self.hidden n
self.output_cells = [1.0] * self.output_n

self.inpuc_weights = nake matrix(self.input_n,self.hidden n)
self.output_weights = make matrix(self.hidden n,self.output_n)
# randon activate
for 1 in range(self.inpuc_n):
for h in range(self.hidden n):
self.input_weights(i](h] = rand(-0.2, 0.2)
for h in range (self.hidden n):
for o in range(self.output_n
selt.output_weights(h] (o) = rand(-:
det predice (sel, inputs) :
for 4 in range(self.inputn - 1)+
self.input_cells(i] = inputs(i]

10, 2.0)

for 3 in range(self.hidden n):
total = 0.0
for 1 in range(self.input_nl:
total += self.input_cells[i] * self.input weights[i] (3]
self.nidden cells(j) = sigmoid(total)
for k in range(self.output n):
total = 0.0
for 3 in range(self.hidden_n):
total += self.hidden cells(j] * self.output_veighta(j] (k]
selt.output_cells(k] = sigmoid(total)
zoturn selt.output_cells(:]
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Tensor("Const:0", shape=(2,), dtype=int32)
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dot back_propagate (selt, case, label, Loarn) :
se1¢ predic (case)
SRR
output_deltas = (0.0] * sel.output n
for k in range (self.outpuc_n):
exror = label(x] - self.output_cells(k]
output_deltas(k] = sigmod_derivate (self.cutput_cells(k]) * error
SRR
hidden deltas = 0.0] * self.hiddenn
for 3 in range (selt.hidden n):
exzor = 0.0
for k in xange (self.output_n) ¢
exror += output_deltas(x] * self.output_veights(3] (k]
hidden_deltas(3) = signod derivate(selt.hidden cells(3]) * error
PR
for 4 in range (seLe.hidden )¢
for k in range (self.output_n) ¢
seLE.cutput_weights(3] (K] += learn * outpu deltas(k] *
self.hidden celle(3]
SEORERT
for i in zange(self.input_n:
for 3 in range(selt.hidden n):
selt.input_veighta(il (3] += learn * hidden deltasly] *
selt. input_cellsli]
error = 0
for o in zange (len(1abel)) :
excor += 0.5 * (labello] ~ self.output_cellslol) ** 2
return erzor
def train(selt, cases, labels, Linie = 100, learn = 0.05):
for 1 in range(linit):
exor = 0
for 1 in range (len (cases)) :
label = labela(i]
case = casesi]
exror = self.back propagate (case, label, learn)
pess
dof test (se1n):
cases =
w, o,
w0, 11,
u, o,
oy





OEBPS/Images/Figure-P181_22144.jpg
layer name [output size | 18dayer | Mdayer | W00dayer | 152ayer
FTmT
e T
weix | e | [ | (20 [ e [ | [ s [
. : ) s
B T
s [ s ([ 332 e |[ 3318 ] i [ | [ [
i Vs

i | 1oae |[ 3228 ]| [ 2028 ﬁl

T1,25% T1,2%
3aa.2s6 [ || 303256 |36
111024 11,1024

" st | [ [ 1 T
amsx | v [ 3300 ]| [ 2332 |[ 3550 || | 3a o || 332
Srvioa || | i | ||

[} verage pol, 0004 . sofimax

Fon TE T T G AN 3 G B 17






OEBPS/Images/Figure-P84_10801.jpg
fx)' = fx) x A - £(x))
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tf.Tensor(b'Hello Tensorflow2.0', shape=(), dtype=string)
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def rand(a, b

return (b - a) * randon.randon() + a
def make_matrix(m,n, £i11=0.0):

mat = (]

for 4 in range (m):

mat.append ([£111] * m)

retuzn mat
def signoid(x)

return 1.0 / (1.0 + math.exp(-x))
def signod derivate (x|

retorn x U1 = x)
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Tou can import your tings from a previous version of PyCharm.
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TRAINING DEPLOYMENT

Read & Preprocess Data
1 data, feature columns.

Language
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def setup(self,ni,nh,no):
self.input n = ni + 1
self.nidden_n = nh
self.output_n = no
self.input_cells = [1.0] * self.inputn
self.hidden_cells = [1.0] * self.hidden n
self.output_cells = [1.0] * self.output n
self.input_weights = make_matrix(self.input_n, self.hidden n)
self.output_weights = make matrix(self.hidden n,self.output_n)
# randon activate
for i in range(self.input_n):
for h in range(self.hidden n
self.input_veights(i][h] = rand(-0.2, 0.2)
for h in range(self.hidden n):
for o in range(self.output_n)
2812, oukput: meighta Bl o) = xend(~2.0;) 2.0
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y =softmax(f(x)) =softmax(w,x . +b)
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def identity block(input_tensor):
input_tensor 1ist = tf.split(input_tensor, num or_size_splits=64, axis=3)
def conv_tun (input._tensor)
out = tf.keras.layers.Conv2D(4, 3, padding="SAME®,
activation=tf.nn.relu) (input_tensor)
out = tf.keras.layers.BatchNormalization() (out)
retuzn out

out = tf.keras.layers.Add() (lout, input_tensor])
s
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dict_keys(['data’, ‘target', 'target_names', 'DESCR', 'feature_names'])
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% helloworld.py *
print(“"hello world")
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input is: Tensor("input_num:@", shape=(), dtype=int32)
result is : tf.Tensor(2, shape=(), dtype=int32)

input is: Tensor("input_num:e", shape=(), dtype=float32)
result is : tf.Tensor(2.8, shape=(), dtype=float32)

input is: Tensor("input_num:@", shape=(2,), dtype=int32)
result is : tf.Tensor([2 4], shape=(2,), dtype=int32)
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import struct
import matplotlib.pyplot as plt
import numpy as np
dateMat = np.ones ((7,7))
kernel = np.array((12,1,11,13,0,11,11,1,011)
def convolve (datevat, kernel
mn = datemat.shape
ki, kn = kernel.shape
newMat = np.ones (((m - km + 1), (n = kn + 1))
temphat = np.ones (((kn), (kn)))
for row in range(m - km + 1

for col in range(n - kn + 1):
for m_k in range (km):
for n_k in range (kn) :
tempMat [m_k,n_k] = dateMat((row + m_K), (col + n k)] *
kernel (m_k,n_k]
newMat [ow,col] = np.sum (tempiat)
TatUrn RasNat
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class Conv2D(Conv) :
def _init_ (self, filters, kernel size, strides=(l, 1), padding='valid’,
data_format=None,
dilation rate=(1, 1), activation-None, use_bias=True,
Kernel_initializer='glorot_uniforn', bias_initializer='zeros',
Kernel_regularizer=None, bias_regularizer=None,
activity _regularizer-None,
Xornel constraintaone;. Blas conbteatnesiond;  rkearon)
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# Flatten

model = tf.keras.models.Sequential () 40— Sequential BN

# Add layers

model.add (tf.keras.layers.Dense (256, activation="relu")) I
model.add (tf.keras. layers.Dense (128, activation="relu")) R

Model . add (B . keras . layets Densel2, sctivations"softmax®)) RS MR
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tf.Tensor(
[[[[ e.43207052]
[ ©.4494554 ]]

[[-1.5294989 ]
[ ©.9994287 1111, shape=(1, 2, 2, 1), dtype=float32)
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logits = model(_data) s
loss_value = t£.reduce _mean (£f.keras. losses.categorical_crossentropy (y_true =
Tabla.y pred = 2sgite)) SRS
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stage | output ResNet-50 ResNeXt-50 (32x4d)
convl|112x112, 7x7, 64, stride 2 7x7, 64, stride 2
3x3 max pool, stride 2 | 3x3 max pool, stride 2
ol HBt 1x1,64 1x1,128
3x3,64 | x3 3x3,128,C=32 | x3
1x1,256 1x1,256
1x1,128 1x1,256
conv3| 28x28 3x3,128 | x4 3x3,256,C=32 | x4
1x1,512 1x1,512
1x1,256 1x1,512
conva| 14x14 3x3,256 | x6 3x3,512,C=32 | x6
1x1, 1024 [lxl.lD’lA
1x1,512 1x1,1024
convs| 7x7 3x3,512 | x3 3x3,1024,C=32 | x3
1x1,2048 1x1,2048
ix1 | elobal average pool global average pool
1000-d fe, softmax 1000-d fc, softmax
# params. 25.5x10° 25.0x10°
FLOPs 4.1x10° 42x10°
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_loss = lambda: tf.losses.MeanSquaredError () (model(xs), ys)
opt.minimize( loss, (weight, biasl)  FEEIEWI KM
R o R RO 8 loss RTINS
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s(t) = fx(a)w(t —a)da
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import tensorflow as tf
import numpy as np

input_xs = np.random.rand (1000)

input_ys = 3 * input_xs + 0.217

weight = tf.Variable(l., dtype=tf.float32, name="weight")
bias = tf.Variable(l., dtypestf.float32, names"bias")

def model (xs) :
logits = tf.multiply(xs, weight) + bias
retuzn logits

opt = tf.optimizers.Adan(le-1)
# for xs, ys in zip(input_xs, input_ys):
#  xs = np.reshape(xs, (11)

s = np.reshape(ys, (1))
#  _loss = lanbda: tf.losses.MeanSquaredError () (model (xs), vs) HEAEEME
¢ opt.ninimize( loss, (weight, bias]) # LR 6 B 7 37

4+ print(_loss().numpy() TR

# print (veight)
# peintibiss)
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s(t) = (x * )(t)
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Training loss is : 4.4408923e-19

Training loss is : 4.4408923e-19

Training loss is : 0.0

<tf.variable 'weight shape=() dtype=float32, numpy=3.@>
<tf.Variable 'bias:@' shape=() dtypedfloat32, numpy=0.21700002>
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w(x) = x + Zl T(x,)
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CAWindows
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%SystemRootss
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def get_word2vec dataset(n = 12):

agnews_label = (] SRR
agnews_title = (1 el
agnews_train = csv.reader (open("./dataset/train.csv", "="))
for line in agnews_train: IR S e
agnews_label.append (np.int (1ine(0]))
AR T R TR
agnews_title.append (text_clearTitle word2vec(line[1]))
from gensin.models inport word2vec + $Agensin i
+ RIS
model = word2vec.Nord2Vec (agnews_title, size=6d, min_count=0, window=5)
train_dataset = (] SO
for line in agnews_title: KRG
length = len(line) R K
if length > n: SRR IR

Line = Line(:n] R A
word2vec_matrix = (model(line]) #%M word2ves
train dataset.append (wordzvec matrix) #H§ wordzvec SEHFEMEINAAC:

slse: MR
word2vec_matrix = (model(line]) #ifM word2vec ik
pad_length = n - length EREEN K

SO BRI~ D
pad_macrix = np.zeros ([pad_length, 641) + le-10
word2vec matrix = np.concatenate((word2vec matxix, pad matrix],
axis=0) HHEREIE
train dataset.append (word2vec_matrix) Hf ordzvec kIS AL
train dataset = np.expand dins(train dataset,3)  H=HMERATI R
label dataset = get_label one_hot (agnews_label) AHEBIR one-hot HiE
S iten o A eaRE e Cant aput
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Completing PyCharm Setup

PyCharm has been installed on your computer.

Cick Finish to dose Setup.
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def word2vec_CNN() :
X8 = tf.keras.Input ([None,None])
& BRBBRAN3, 641, AWl 12 (BHGHE

conv_3 = tf.keras.layers.Conv2D(12, [3, 64],activation=tf.nn.relu) (xs)

& BEBBHRAN (S, 641, WN 12 (BRGHT

conv_5 = t£.keras. layers.Conv2D(12, [5, 64],activation=tE.nn.relu) (conv_3)

& BIBBHERAN (7, 64), AW 12 (BRGHSE

conv_7 = tf.keras.layers.Conv2D(12, [7, 64],activation=tt.nn.relu) (conv.5)

QR R L S A S LT S

conv_3 mean = tf.keras.layers.Flatten (tf.reduce max(conv_3, axis=l,
keep_dims=True) )

conv_5_mean = tf.keras.layers.Flatten (tf.reduce max(conv_s, axis=1,
keep_dims=True) )

conv_7_mean = tf.keras.layers.Flatten(tf.reduce max(conv_7, axis=1,
keep_dims=True))

+EREA BB

flatten = tf.concat ([conv_3_mean, conv_5_mean, conv_7_mean], axis=1)

& RIS

fc_1 = tf.keras.layers.Dense (128, activation=tf.nn.relu) (flatten)

# RS

logits = tf.keras.layers.Dense (S, activation=te.nn.softmax) (fc_1)

model = tf.keras.Model (inputs=xs, outputs=logits)

return model
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import re
import csv
import tensorflow as tf

PR

def text_clearTitle wordzvec (text,n=12):
text = text.lower () R I R OR N TS 1
text = re.sub(r®[fa-z]"," " text)  #MBREREMMTH, ORI
text = re.sub(z' 4%, ", text)  HEREMLH
ftext = re.sub(* ", ", text) PRI
text = text.strip() SxBITR A
text = text + " eos” HEE AL

text = text.split(" *)
retuzn text

HBFHESEBS one-hot BN

def get_label one hot (List):
values = np.array(list)
n_values = np.max (values) + 1
retuzn np.eye (n_values) [values]

SRR R
def get_wordzvec_dataset(n = 12):
agnews_label = (]
agnews_title = ()
agnews_train = cev.readsr (open (" /dataset/train. cav",
for line in agnews_train:
agnews_Label.append (np. int (1ine(0]))
agriews_title.append (texs_clearTitle wordzvec(line[1]))
from gensin.nodels inport wordzvec # §A gensinfl
+ R SH
nodel = word2vec.Word2Vec (agnews_title, size=6d, min_count=0, window=5)
train_dataset = []
for line in agnews_title:
length = len(line)
if length > n:
Line = linel:n]
wordzvec_matrix = (model(line])
train_dataset.append (word2vec_matrix)

)

else:
Word2Yec matrin = (model[linel)
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H,(x) = relu;(w; X x)
H,(x) = reluy(wy X hy(x))
H(x) = Hy(x) + x
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def text_clearTitle_word2vec(text):

text =
text =
text =
text =
rext =
text =
Zetiza

text.lower ()
re.sub (e [fa-z]"," ", text)
re.sub(z® #7, " %, text)
text.strip()

text + " sos”

texc.split("
ot
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E=SoR )|
Welcome to PyCharm Setup

Setup wil guide you through the installation of PyCharm.

Itis recommended that you dose al other applcations
before starting Setup. This wil make t possble to update.
relevant system fies without having to reboot your
computer.

Cick Next to continue.

Chet> ] [Ccmee )
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import csv
import numpy as mp
import tools
import tensorflow as tf
from sklearn.model selection import train test split
train dataset, label dataset = tools.get dataset ()
AR N IR
X train,X test, y train, y test =
train test split(train dataset,label dataset,test size=0.1, random state=217)
batch size = 12
train data =
t£.data.Dataset. from tensor slices((X train,y train)).batch(batch size)

model = tools.char CNN() # MBS
model.conpile (opt imizer=tf.optinizers. Adan(le-3),

loss=tf. losses.categorical crossentropy,metrics = ['accuracy'])
model. £4t (train data, epochs=1)
scora = model.evaluate (X test, y test)
Seink (ast acorsi“iscoke
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[ batches.meta
[] data_batch_1
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dict_keys(['batch_label', ‘labels’, 'data’, 'filenames'])
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import pickle
def load_file(filenane) :
with open (filename, ‘rb') as fo:
data = pickle.load(fo, encoding='latinl!)
Pottrn dite
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Aimport pickle
import numpy as np.
import. os
def get_cifarl00 train data and label(root = **):
def load_file(filename) :
with open(filename, 'rb') as £
data = pickle.load(fo, encoding="latini’)
return data
data batch 1 = load file(os.path.join(root, 'data batch 1'))
data batch 2 = load file(os.path.join(root, 'data batch 2'))
data batch 3 = load file(os.path.join(zoot, 'data batch 3'))
data batch 4 = load file(os.path.join(root, 'data batch d'))
data_batch 5 = load file(os.path.join(root, 'data batch 5'))
dataset = (]
labelset = (]
for data in [data batch_1,data batch 2,data batch 3,data batch 4,
data_batch 5]
ing_data = (data("data"])
ing_label = (data["labels"])
dataset.append (ing_data)
Labelset .append (ing_label)
dataset = np.concatenate (dataset)
labelset = np.concatenate (labelset)
return dataset, labelset
def get_cifarl00_test data and label (root =
def load_file(filenane)
with open(filename, 'rb') as fo:
data = pickle.load(fo, encoding:
return data
data_batch_1 = load £
dataset = (]
Labelset = (1
for data in (data batch 1]t
ing_data = (datal"data"])
ing_label = (data["labels"]))
dataset.append (ing_data)
Labelset.append (ing_label)
dataset = np.concatenate (dataset)
labelset = np.concatenate (labelset)
return dataset, labslset

latini')

le (05 path. join(root, ‘test batch'))

def get CIFARIO0 dataset (root = "
train dataset,label dataset = get cifarl0 train data and label

(zoot=root)
test_dataset, test_label dataset = get_cifarl0_test data and_label
oot)

return train dataset,label dataset,test dataset,test label dataset

if _name_ == "_main_":

Get CIFAR100 dataset (root=®../cifar-10-batches-py/*)

(zoo
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import jieba

import re
text = re.sub(r"la=zA-20-9-, . 7 17" " text) §MBAERREMTH, MR
R
text = re.sub(e" +, " ", text) RS R
text = re.sub( ", ¥, text) SRR

print (cext)
text_list = jieba.leut_for_search(text)

from gensin.models import wordzvee + $Agensinty

i RRNSES R

R odel = word2ves.Word2vec ([text_List], size-S0, min_count-1, window-3)
print (model ["#Y"])
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pad_length = n - length
pad_matrix = np. zeros ((pad_length, 64]) + le-10
word2vec_matrix = np.concatenate ((word2vec_matrix, pad_matrix],
axis=0)
train_dataset.append (vord2vec_natrix)
train_dataset = np.expand_dins (crain_dataset,3)
Labe1 dataset = get_label one_hot (agnews_label)
return train dataset, label dataset
#wordzvee_cun (B
def wordzvec_CNN() :
xa = t£.keras.Input ([None,None])
¥ RRBBHAIA3, 601, A 12 BB

conv_3 = tf.keras.layers.ConvaD(12, [3, 64],activation=tf.nn.relu) (xs)

& BEBBHAANS, 641, BN 12 (BHGHI

conv_5 = tf.keras.layers.Conv2D(12, (5, 64],activation~te.nn.relu) (conv_3)

& BOIBBEAK (7, 641 WY 12 BRI

conv_7 = t1.keras.layers.Conv2D(12, (7, 64],activation~te.nn.relu) (conv_5)

& FHAHA BB MG A TG, A5 AT AR — AR

conv_3 mean = tf.keras.layers.Flatten(tf.reduce max(conv_3, axis=l,
keep_dims=True) )

conv_S_mean = tf.keras.layers.Flatten (tf.reduce max(conv_5, axis=l,
keep_dims=True))
conv_7_mean = tf.keras.layers.Flatten (t£.reduce_max(conv_7, axis=l,
keep_dims=True) )
+ B BB
flatten = tf.concat ([conv_3_mean, conv_S_mean, conv_7_mean], axis=1)
& RIS A
o1 = tf.keras.layers.Dense (128, activation=tf.nn.relu) (flatten)
4 IR
logits = tf.keras.layers.Dense (5, activation=tf.nn.softmax) (fc_1)
model = t€.keras.Model (inputs=xs, outputs=logits)
retuzn moder
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Version Size mdssum
CIFAR-100 python version 161MB  eb9058c3362ffc7106e4002c422885
CIFAR-100 Matlab version 175MB  6adbfaldcdsco4s3ddasbbsa19491164
CIFAR-100 binary version (suitable for C programs)  16TMB  03bSdce01913d631647c7lececSedcbd
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import tools

import tensorflow as tf

from sklearn.mode]_selection import train test split

train_dataset, label_dataset = tools.get_wordzvec_dataset () HHENERI

X_train X test, y_train, y test = train_test split(train dataset,label_
dataset, test_size=0.1, random_state=217) SRS R AR

batch size = 12

train data = tf.data.Dataset. fron_tensor_slices ((X_train,y_train)).
batch (batch_size)

nodel = tools.wordzvec CN() o WM

model.compile (optinizer~tf.optinizers.Adam(le-3), loss=tf.losses.
categorical crossentropy,metrics = [*accuracy'])

model. £1¢ (train data, epochs=1)

score = model.evaluate (X_test, y_test)

AriGE (PIASt SeoTar,Boote)
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import tensorflow as tf
import mumpy as np.
£rom sklearn.datasets import load iris
data = load_iris()
irie data = np.float32(data.data)
iris_target = (data.taxget)
iris_target =
np. £l0at3z (tf.keras.utils.to_categorical (iris_target,nun_classes=3))
train data
iris_target)) .batch (128)
SR — R
class MyLayer (tf.keras. layers.Layer) :
def _init_(self, output dim):
self.output_din = outpuc_dim
super (yLayer, self). init_ ()
def build(self, input_shape):
self.veight =
t£.Variable (tf. randon.normal ([ nput_shape (1], self.output_diml),
name="dense_weight")

££.data.Dataset . £ron_tensor_slices((iris_data,

self.bias = tf.Variable (tf.randon.normal ([self.output_diml),
name="bias_weight")

super (HyLayer, self).build(input_shape) # Be sure to call this
somewhere!

def call(self, input_tensor):

out = tf.matmul (input_tensor,self.weight) + self.bias

out = te.nn.relu(out)

out = tf.keras.layers.Dropout (0.1) (out)

return out

input_xs = Cf.keras.Input (shope=(4), name=’inpuc_xo')
out = tf.keras. layers.Dense (32, activation='relu', name='dense 1') (input_xs)
out = Mylayer (32) (out) S
out = Mytayer (48) (out) L
out = tf.keras.layers.Dense (64, activation='relu’, name='dense 2') (ouc)
logits = £ keras.layers.Dense (3,

activation="softmax” name="predictions') (out)
model = L. keras. Model (inputs=input_xs, outputs=logits)
opt = t.optimizers.Aden(le-3)
modeL . conpile (opt ini zer=t .opt ini zers . Adan (1-3) ,

lossete. losses.categorical_crossentropy,netrics = ['accuracy’])
nodel. £1¢ (train_data, epochs=1000)
score = model.evaluate (iris_data, iris_target)
e
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import tensorflow as tf
import numpy as np
fron sklearn.datasets import load_iris
data = load_iris()
iris_data = np.float3?(data.data)
iris_target = (data.target)
iris_target = np.float32(tf.keras.utils.to_categorical (iris_target,
nun_classes=3))
train_data = tf.data.Dataset.fron_tensor_slices((iris_data,iris_target)).
batch (128)
class Mylayer (tf.keras.layers.Layer) :
def _init_(self, output dim):
self.output_dim = output_dim
super (MyLayer, self). _init_ ()
def build(self, input_shape) :
self.ueight = tf.Variable (t£.random.normal ([input_shape(-11,
self.output_dim]), name="dense_weight")
self.bias = tf.Variable (tf. random.normal ([self.output din]),
name="bias_weight")
super (Mylayer, self).build(input_shape) ¥ Ee sure to call this
someuhere!
def call(self, input_tensor
out = tf.matmul (input_tensor, self.weight) + self.bias
out = t£.nn.relu(out)
out = tf.keras.layers.Dropout (0.1) (out)
return out
input_xs = tf.keras.Input (shape=(4), name
out = tf.keras. layers.Dense (32, activation='relu’, name='dense 1') (input_xs)
out = Mylayer (32) (out)
out = MyLayer (48) (out)
out = tf.keras.layers.Dense (64, activatio
logits = tf.keras.layers.Dense (3,
activation="softmax", name=
model = tf.keras.Model (inputs=input_xs, outputs=logits)
Print (ool soumsary (1)

input_xs')

relu’, name='dense_2') fout)

predictions’) (out)
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] - 05 Ss2us/sample - loss: 0.0792 - accuracy: 0.9880
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Mode:

Layer (type) Output shape Param #
input_xs (InputLayer) [(None, 4)] °
dense_1 (Dense) (None, 32) 160
my_layer (MyLayer) (None, 32) 1056
my_layer_1 (MyLayer) (None, 48) 1584
dense_2 (Dense) (None, 64) 3136
predictions (Dense) (None, 3) 195

Total params: 6,131
Trainable params: 6,131
Non-trainable params: @
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def build(self, input_shape): #build MMSHCHH inpuc_shape HSIMEREN Gk
sel.vetght =
L. Variable (:. randon.nornal ([{nput_shape[-1], self.output_din]),
name="dense_veight!

self.bias = tf.Variable(tf,random.normal ([self.output_dim]),
name="bias_weight", trainable-self.trainable)

super (Mylayer, self).build(input_shape) f Be sure to call this
Scamwbare!
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v @ Layer(module.Module)
1 _init_(self, trainable=True, name=None, dtype=None, dynamic=False, **kwargs)
@ build(self, input shape)
@ calliself, inputs, “kwargs)
i add weight(self, name=None, shape=None, dtype=None, initializer=None, regularizer
 get_configiself
i from_config(cls, config)
# compute_output shape(self, input shape)
 compute_output signature(self, input signature)
@ compiie mask(elf inputs, ras
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def call(self, input_tensor):
out = tf.matmul (input_tensor, self .weight)
out = tf.nn. relu(out)
out = tf.keras.layers.Dropout (0.1) (out)
retam ot

HELHMA Tensor
+ self.bias #il ¥

#itsE

#its

MR
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class MyLayer (tf.keras.layers.Layer):
def _init_(self, output_dim trainable = Trve):
selt.output_dim = output_dim
self.trainable = trainable
super (MyLayer, self)._init_ ()

def build(self, input_shape):

self.weight = tf.Variable (tf.random.normal ([input_shape(-11,
self.output_dim)), name="dense weight")

self.bias = tf.variable(tf.random.normal ((self.output_din)),
nane="bias_weight")

super (MyLayer, self) .build(input_shape) #Be sure tocall this somewhere!

def call(self, input_tensor):
out = tf.matmul (input_tensor,self.weight) + self.bias
out = tf.an.relu(out)
out = te.keras.layers.Dropout (0.1) (out)
TeruEn Ut
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Find the max value in each
grid square in our Array
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Train on 60000 samples

Epoch 1/10
60000/60000
Epoch 2/10
60000/60000
Epoch 3/10
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Epoch 4/10
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Epoch 5/10
60000/60000
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60000/60000
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60000/60000
Epoch 10/10
60000/60000
10000/10000
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loss:

loss:
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1s - loss: ©.5931 - accuracy: 0.9023






OEBPS/Images/Figure-P155_19733.jpg
img_input = tf.keras.Input (shape=(28,28,1))
output = FashionClassic() (ing_input)
model = tf.keras.Model (ing_input,output)

model.conpile (opt imi zer=t£. keras.opt imizers.Adan (le-4)
:_categorical crossentropy, metrics=('accuracy'])

lose=tf. losses. spars

model. £it (x=train inages,y=train labels, epochs=10,verbose=2)
SEdAL Al uRte (et ast LRkGas, Petast 1abeYs)
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input_1: TnputLayer

.
conv2d: Conv2D

A ]
batch_normalization: BatchNormalization

A ]

conv2d_1: Conv2D

A ]

bateh_nomulization_1: BatchNormalization

A
comv2d_2: Conv2D

A 2

batch_nomalization_2: BatchNormalization

flatten: Flatten

v
dense: Dense
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import tensorflow as tf

fashion mnist = tf.keras.datasets.fashion mnist
(train inages, train labels), (test images, test labels) =

fashion mnist.load data()

train_images = tf.expand dims(train images,axis=3)
test_images = tf.expand dims(test images,axis=3)

class FashionClassic:
def _init_(self):

self.con 1 = tf.keras.layers.
self.batch norm 1 = tf.keras

self.cnn 2 = tf.keras.layers.
self.batch norn 2 = tf.keras.

self.cnn 3 = tf.keras.layers.
self.batch norm 3 = tf.keras.

Conv2D (32,3, activation=tf.nn.relu)

-layers.BatchNormalization ()

Conv2D (64, 3, activation=tf.nn. relu)
layers.BatchNormalization ()

Conv2D (128, 3, activation=tf.nn.relu)
layers.BatchNormalization ()

self.last_dense = tf.keras.layers.Dense(10,activation=te.on.softmax)

def _call (self, inputs):
ing = inputs

ing = self.cnn 1(ing)
ing = self.batch norm 1(ing)

ing = self.cnn_2(ing)
ing = self.batch norm 2(ing)

ing = self.cnn 3 (img)
ing = self.batch norm 3 (ing)

ing_flatten = tf.keras.layers.Flatten() (ing)

output = self.last_dense (ing

return output

if name == " main °

flatten)
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img_input = tf.keras.Input(shape=(28,28,1))
output = FashionClassic()(img_input)
model = tf.keras.Model(img_input,output)
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Layer (type) Output Shape

Param #

input_1 (Inputlayer) [(None, 28, 28, 1)] °
conv2d (Conv2D) (None, 26, 26, 32) 320
batch_normalization (BatchNo (None, 26, 26, 32) 128
conv2d_1 (Conv2D) (None, 24, 24, 63) 18496
batch_normalization_1 (Batch (None, 24, 24, 64) 256
conv2d_2 (Conv2D) (None, 22, 22, 128) 73856
batch_normalization_2 (Batch (Nonme, 22, 22, 128) 512
flatten (Flatten) (None, 61952) o
dense (Dense) (None, 10) 619530

Total params: 713,098
Trainable params: 712,650
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class FashionClassic:
def _init_(self):

BB

self.cnn_1 = tf.keras,layers.Conv2D(32, 3, activation=t£.nn.relu)

selt.batch norm 1 = tf.keras

A RBR
self.con 2 = Lf.keras.layers
self.batch norm 2 = tf.keras

IBEABER
self.con 3 = tf.keras.layers

self.batch norm 3 = tf.keras

(ZE

SERLE

+layers.BatchNozmalization ()

-Conv2D (64,3, activatfon=tf.nn.relu)
-layers.BatchNormalization()  HEWR

.Conv2D(128, 3, activation=tf.nn.relu)
-layers.BatchNormalization()  HEWfLE

self.last dense  tf.keras.layers.Dense(10,activation=tf.nn.softmax)

def _call _(self, inputs):

ing = inputs
ing = self.cnn_1(ing)
ing = self.batch_norm 1 (ing)
ing = self.cnn_2(ing)
ing = self.batch norm 2(ing)
ing = self.cnn_3(ing)
ing = self.batch_norm 3 (ing)

ing_
output = self.last dense(ing

Seturn; cutHt

flatten = tf.keras.layers.Flatten() (ing)

SR AR
SIERIHE

R A
HERE

s e
LRI K

flatten)
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model = tf.keras.Sequential(l

t£.Keras. layers.Flatten(input_shape=(28,28,1)),
t£.keras. layers.Dense (256, act ivation=tf.nn.relu) ,
©£.keras. layers.Dense (128, activation=tf.nn.relu),
t£.keras. layers. Dense (10, act ivation=tf.nn.softnax)

AR
FRE 1
SRR 2
Hhiz
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import tensorflow_datasets as tfds
dataset,metadata = tfds.load('fashion mnist',as_supervised=True,
with_info=True)
train_dataset, test_dataset = dataset['train'],dataset|'test']

model = tf.keras.Sequential ([
t£.koras. layers. Flatten(input_shape=(28,28,1)), AR
t£.keras. layers.Dense (256, activation=tf.nn.reln),  HBRUZ L
tf.keras. layers. Dense (128, activation=tt.nn.reln),  HEAURZ
t£ keras. layers.Dense (10, activation=tE.nn.softnax) MR

n

model.conpile (optinizer="adan’, loss='sparse categorical crossentropy',
metrics=[*accuracy'])

batch_size = 256
train dataset = train dataset.repeat () .shuffle(nun_train_exanples)
+batch (BATCH_SIZE)
test_dataset = test_dataset.batch (BATCH SIZE)

model.£it (train_dataset, epochs=5, steps_per_epochemath.ceil
(s taln oxauples: £ bateh cizel)
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