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  内容简介


  神经网络是深度学习的核心内容，TensorFlow是现在最为流行的深度学习框架之一。本书使用TensorFlow 2.1作为自然语言处理实现的基本工具，引导深度学习的入门读者，从搭建环境开始，逐步深入到理论、代码、应用实践中去。


  本书分为10章，内容包括搭建环境、TensorFlow基本和高级API的使用、MNIST手写体分辨实战、Dataset API、ResNet模型、词嵌入（word embedding）模型的实现，最后给出3个实战案例：文本分类、基于编码器的拼音汉字转化模型，以及基于编码器、解码器的拼音汉字翻译模型。


  本书内容详尽、示例丰富，是机器学习和深度学习读者必备的参考书，非常适合开设人工智能相关专业的大中专院校师生阅读，也可作为高等院校计算机及相关专业教材使用。

 
 前言
 
 TensorFlow从诞生之初即作为全球人工智能领域最受使用者欢迎的人工智能开源框架，荣获了太多的赞誉与光环，见证了人工智能在全球范围的兴起并引领了全行业的研究方向，改变了固有的人类处理问题和解决问题的方法和认知，引领了深度学习和人工智能领域的全面发展和成长壮大。它的出现使得深度学习的学习门槛被大大降低，不仅是数据专家，就连普通的程序设计人员甚至于相关专业的学生都可以用其来开发新的AI程序，而不需要深厚的算法理论和编程功底。
 
 可以说，TensorFlow是现代社会人类一项最有前途和意义的发明，并且将继续发扬光大。
 
 如同人类的孩子一样，TensorFlow自2016年诞生以来，在不断发展和前行的这3年里，在承受荣誉的同时，TensorFlow也遭到了大量的批评，遇到了很多对手。但是TensorFlow的创造者和用户并没有因此而懊恼，而是不断学习，吸收大量使用者的建议，以及竞争对手中好的易用的特性与方法，从而不断充实和壮大自己。
 
 终于在TensorFlow年满3岁之际，TensorFlow迎来了一项革命性的变化，TensorFlow 2横空出世，作为一个重要的里程碑，其理解和目标由注重自身框架结构的完整和逻辑性转向为偏重于“易用性”，使得初学者和使用者能够在极低的门槛上掌握和使用，TensorFlow 2的目标就是让每个人都能使用人工智能技术帮助自己的学习和生活的提高。
 
 本书以TensorFlow 2.1版本为基础进行编写，从TensorFlow 2.1的基础语法开始，到使用TensorFlow 2.1进行深度学习程序的设计和实战编写，全面介绍TensorFlow 2.1核心内容和各方面涉及的相关知识。
 
 本书对TensorFlow 2.1核心内容进行深入分析，重要内容均结合代码进行实战讲解，围绕深度学习原理介绍大量实战案例，读者通过这些案例可以深入地了解和掌握TensorFlow 2.1的内容，并对深度学习有进一步的了解。
 
 本书是一本面向初级和中级读者的优秀教程。通过本书的学习，读者能够掌握使用深度学习的基本内容和在TensorFlow框架下进行神经网络使用的知识要点，以及从模型的构建到应用程序的编写一整套应用技巧。
 
 本书特色
 
 1．版本新，易入门
 
 本书详细地介绍从TensorFlow 2.1的安装到使用、TensorFlow默认API，以及使用官方所推荐的Keras的编程方法与技巧等。
 
 2．作者经验丰富，代码编写细腻
 
 作者是长期奋战在科研和工业界的一线算法设计和程序编写人员，实战经验丰富，对代码中可能会出现的各种问题和“坑”有丰富的处理经验，使得读者能够少走很多弯路。
 
 3．理论扎实，深入浅出
 
 在代码设计的基础上，本书还深入浅出地介绍深度学习需要掌握的一些基本理论知识，通过大量的公式与图示结合的方式对理论做介绍，是一本难得的好书。
 
 4．对比多种应用方案，实战案例丰富
 
 本书采用了大量的实例，同时也提供了一些实现同类功能的其他解决方案，覆盖了使用TensorFlow进行深度学习开发中常用的知识。
 
 本书内容及知识体系
 
 本书基于TensorFlow 2.1版本的新架构模式和框架，完整介绍TensorFlow 2.1使用方法和一些进阶教程，主要内容如下：
 
 第1章详细介绍TensorFlow 2.1版本的安装方法以及对应的运行环境的安装，并且通过一个简单的例子验证TensorFlow 2.1的安装效果，并将其作为贯穿全书学习的主线。在本章还介绍了TensorFlow硬件的采购。请记住，一块能够运行TensorFlow 2.0 GPU版本的显卡能让你的学习事半功倍。
 
 第2章是本书的重点，从模型的设计开始，循序渐进地介绍TensorFlow 2.1的编程方法和步骤，包括结合Keras进行TensorFlow 2.1模型设计的完整步骤，以及自定义层的方法。第2章的内容看起来很简单，却是本书的基础内容和核心精华，读者一定要反复阅读，认真掌握所有内容和代码的编写。
 
 第3章是TensorFlow 2.1的理论部分，介绍反馈神经网络的实现和最核心的两个算法，作者通过图示并结合理论公式的方式认真详细地介绍理论和原理并且手动实现一个反馈神经网络。
 
 使用卷积神经网络去识别物体是深度学习一个经典内容，第4章详细介绍卷积神经网络的原理、各个模型的使用和自定义内容，借助卷积神经网络（CNN）算法构建一个简单的CNN模型进行MNIST数字识别。此章和第2章同为本书的重点内容，能够极大地协助读者对TensorFlow框架的使用和程序的编写。
 
 第5章是TensorFlow新版本的数据读写部分，详细介绍使用TensorFlow 2.1自带的Dataset API对数据的序列化存储，并通过简单的方法使用TensorFlow Dataset对数据进行读取和调用。
 
 第6章介绍ResNet的基本思想和内容。ResNet是一个具有里程碑性质的框架，标志着粗犷的卷积神经网络设计向着精确化和模块化的方向转化。ResNet本身的程序编写非常简单，其中蕴含的设计思想却是跨越性的。
 
 第7章主要介绍自然语言处理最基本的词嵌入的训练和使用，从一个有趣的问题引导读者从文本清洗开始，到词嵌入的计算以及利用文本的不同维度和角度对文本进行拆分。
 
 第8章开始进行了更为细化的自然语言处理部分，即复习本书前面章节学习和掌握的自然语言处理手段，练习使用不同的技巧实战前面部分的文本分类，扎扎实实地解决一个事实中存在的问题。
 
 第9、10章向读者展示目前自然语言处理研究的最先进手段，即利用编码器和解码器对数据进行处理。本书分别使用编码器模型和解码器模型去解决一个实际问题，并通过对其细节的不同做出对比，向读者更加完整详细地介绍编码器与解码器的应用场景和不同，为后续的学习打下基础。这也是自然语言处理研究的方向。
 
 源码下载与技术支持邮箱
 
 本书配套的示例源码，请用微信扫描清华网盘二维码获取。如果学习过程中发现问题，请联系booksaga@163.com，邮件主题为“TensorFlow+Keras自然语言处理实战”。
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 第1章
 自然语言之道
 
 如果读者初识自然语言处理，那么本章就显得格外重要了。本章内容都是自然语言处理的前置知识，一开始并不讲述如何使用深度学习或者TensorFlow进行自然语言处理，而是向读者初步介绍自然语言的一些基本研究内容和最新趋势，相信读者在阅读完这些内容后会对自然语言处理有一个大概的了解。之后本章讲解最基础的环境搭建，让读者能动手编写最基本的代码。最后通过一个接地气的实战让读者融会贯通自然语言的理论和代码。
 
 1.1　何谓自然语言处理
 
 我们对“语言”可能不陌生，对“自然语言”有点陌生，对“自然语言处理”就真的有点陌生了。
 
 不妨设想如下场景：
 
 当你加完班回到家中，疲惫地往沙发上一躺，随口一句“打开电视”，沙发前的电视按命令开启，然后一个温柔的声音会向你问候，“今天想看什么类型的电影？”或者是主动向你推荐目前最为流行的一些影片。
 
 其实这些场景不再是设想，它正在悄悄地走进你我的生活。
 
 1.1.1　自然语言处理是门技术
 
 2018年谷歌在开发者大会上演示了一个预约理发店的聊天机器人，语气惟妙惟肖，表现相当令人惊艳。相信很多读者都接到过人工智能的推销电话，不去仔细分辨的话，根本不知道电话那头只是一个自然语言处理程序。
 
 “人机对话”“机器人客服”“文档结构化处理”是自然语言处理应用较为广泛的部分，也是商业价值较高的一些方向。除此之外，还有文本写作、机器人作诗等一些带有娱乐性质的应用。这些统统是“自然语言处理”。
 
 自然语言处理（Natural Language Processing，NLP）是研究计算机处理人类语言的一门技术，包括：
 
 ·　句法语义分析——对于给定的句子，进行分词、词性标记、命名实体识别和链接、句法分析、语义角色识别、多义词消歧。
 
 ·　信息抽取——从给定文本中抽取重要的信息，比如时间、地点、人物、事件、原因、结果、数字、日期、货币、专有名词等。通俗说来，就是要了解谁在什么时候、什么原因、对谁、做了什么事、有什么结果，涉及实体识别、时间抽取、因果关系抽取等关键技术。
 
 ·　文本挖掘（或者文本数据挖掘）——包括文本聚类、分类、信息抽取、摘要、情感分析以及对挖掘的信息和知识的可视化、交互式的表达界面。目前主流的技术都基于统计机器学习。
 
 ·　机器翻译——把输入的源语言文本通过自动翻译获得另外一种语言的文本。根据输入媒介不同，可以细分为文本翻译、语音翻译、手语翻译、图形翻译等。机器翻译从最早的基于规则的方法到二十年前基于统计的方法，再到今天基于神经网络（编码-解码）的方法，逐渐形成了一套比较严谨的方法体系。
 
 ·　信息检索——对大规模的文档进行索引。可简单对文档中的词汇赋之以不同的权重来建立索引，也可利用1，2，3的技术来建立更加深层的索引。在查询的时候，对输入的查询表达式（比如一个检索词或者一个句子）进行分析，然后在索引里面查找匹配的候选文档，再根据一个排序机制把候选文档排序，最后输出排序得分最高的文档。
 
 ·　问答系统——对一个自然语言表达的问题，由问答系统给出一个精准的答案。需要对自然语言查询语句进行某种程度的语义分析，包括实体链接、关系识别，形成逻辑表达式，然后到知识库中查找可能的候选答案并通过一个排序机制找出最佳的答案。
 
 ·　对话系统——系统通过一系列的对话，跟用户进行聊天、回答、完成某一项任务，涉及用户意图理解、通用聊天引擎、问答引擎、对话管理等技术。此外，为了体现上下文相关，要具备多轮对话能力。同时，为了体现个性化，要开发用户画像以及基于用户画像的个性化回复。
 
 当然，实际上自然语言处理并不仅限于上文所说的这些，实际上随着人们对深度学习的了解，更多应用正在不停地开发出来，相信读者会亲眼见证这一切的发生。
 
 1.1.2　传统自然语言处理
 
 自然语言处理经历了长时间的发展，基本上可以说随着计算机在科学界和工业界的应用而不停地向前发展：
 
 ·　1950年前，主流：阿兰·图灵的图灵测试。人和机器进行交流，如果人无法判断自己交流的对象是人还是机器，就说明这个机器具有智能。
 
 ·　1950—1970年，主流：基于规则形式语言理论。根据数学中的公理化方法研究自然语言，采用代数和集合论把形式语言定义为符号的序列。它试图使用有限的规则描述无限的语言现象，发现人类普遍的语言机制，建立所谓的普遍语法。
 
 ·　1970—2010年，主流：基于统计。主要是谷歌、微软、IBM等公司。20世纪70年代，弗里德里克·贾里尼克及其领导的IBM华生实验室将语音识别率从70%提升到90%。1988年，IBM的彼得·布朗提出了基于统计的机器翻译方法。2005年，谷歌机器翻译打败基于规则的Sys Tran。
 
 ·　2010年以后，逆袭：机器学习。AlphaGo先后战胜李世石、柯洁等，掀起人工智能热潮。深度学习、人工神经网络成为热词，涉及领域包括语音识别、图像识别、机器翻译、自动驾驶和智能家居。
 
 简单来说，自然语言处理可以分为以下几个阶段：
 
 （1）可以说最早的自然语言处理是基于语法的，这也是最容易想到的点。一开始这一想法受到了众多专家的支持和追捧。科学家们认为可以通过总结一些语法规则来控制“自然语言处理系统”。
 
 后来这套方法里的一个致命的弊病开始显露出来，就是这个方法的算法复杂性会变得非常高。因为人类语言本身的复杂性，可能要分析一个并不长的段落需要数十条规则，这些规则彼此之间可能是相悖的，需要不断地增加规则。最终可以想象处理一篇文章需要大量的规则，而这样海量的规则背后对应非常可怕的算法复杂度，这也远远超出了普通计算机的处理能力。
 
 于是这种思想很快就被研究人员抛弃了。
 
 （2）后来的自然语言处理更多的是基于统计的，目前来说发展也是比较成熟的。这一阶段的自然语言处理项目所强调的核心就是统计学方法，比如著名的贝叶斯定理。这一部分其实也是人工智能里相对比较好入手的部分。这一部分中的许多技术已经有数十年的历史，早已成为我们日常生活的一部分。可能甚至大家都没有意识到它的存在，其中的典型案例有反垃圾邮件和文章情感分析等。
 
 （3）传统的自然语言处理总是有些啃不动的问题，比如词汇的分词问题、词义消歧问题（同一句话里的代词，究竟指代谁）、方法的模糊性问题，以及潜在含义问题（如何去理解一些俗语或者汉语里的成语这种知识点）。目前，自然语言处理的重点和前沿是要实现结合了深度学习的自然语言处理。也就是说，随着深度学习的发展，自然语言处理被提供了无限的可能和机遇。许许多多之前非常硬核的问题如今也可以使用深度学习去推动解决。
 
 1.2　自然语言处理为什么难——以最简单的情感分析为例
 
 本节主要谈谈自然语言处理的难点。
 
 自然语言处理的目标是让计算机理解人类的语言，从而弥补人类交流（自然语言）和计算机理解（机器语言）之间的差距。为了达到这个目标，自然语言处理被分为三大核心任务：自然语言理解、自然语言生成，以及综合这两方面的自然语言交互。
 
 ·　自然语言理解（Natural Language Understanding，NLU）：自然语言理解在很大程度上被视为自然语言处理的一个子集，专注于单词的实际含义，可能与它们在语义结构上的方式不一致。它提供了对在涉及讽刺、反讽、情感、幽默、俗语等情况下如何使用术语的理解。根据摩尔（Moore）的说法，在大多数依赖NLP的文本分析平台中，通常NLU是其中的一部分，因为大多数人现在并不希望单独进行情感或上下文分析或提取。所以，它们肯定是结合在一起的。
 
 ·　自然语言生成（Natural Language Generation，NLG）：自然语言生成与自然语言理解的观点相反，它不是对语言的语义含义的分析，而是对语言的产生或生成（通常是文本或语音）的分析。
 
 ·　自然语言交互（Natural Language Interaction，NLI）：自然语言交互在某种程度上是这些技术的结合——尽管它不需要涉及NLU，用户通过自然语言与系统进行通信和唤起响应。“这是你通过输入或说出命令来发出命令的能力”，摩尔表示。
 
 所以，自然语言处理包含很多任务，比如词性标注、命名实体识别、信息抽取、文本分类、信息检索、机器翻译、文本生成等。自然语言难以通过计算机系统进行处理的根本原因是语言本身就是无结构数据，由表面的文字符号组合成背后所要表达的语义，形成一种错综复杂的符号系统。自然语言处理就是要学习语言序列所表示的语义，受谈话人（主观性）、谈话场景（语境）、谈话时间（旧词新意）等影响，因此自然语言处理存在诸多难点。
 
 以情感分析为例，拿比较熟悉的场景来说，“高档酒店不提供免费的洗漱套装？”这句话的场景发生在酒店，描述的虽然是洗漱套装，但是评价的却是酒店的服务，表达了一种负向的情感。那么，机器如何来对上述语句进行情感分析呢？
 
 情感分析（Sentiment Analysis）的目的在于自动地从文本中发现和归纳人们对产品、人物、公司、组织机构、事件、话题等的态度、意见和情绪等，对其中的主观情感信息进行挖掘。人类的主观情感因素影响着自身的行为，因此了解人们对某个事物的情感态度，对于预测其行为并针对性地做出应对决策有着十分重要的意义。同样，当人们在通过网络购物平台进行购物时，可以参考其他消费者对该物品或服务的评论，进而做出购买决定；从企业角度来说，企业可以通过网络文本了解消费者对其提供的产品和服务的评价，进而帮助公司做出生产、销售和宣传的决策。
 
 按照文本的不同粒度，文本情感分析分为词语级、句章级和属性级情感分析。
 
 ·　词语级情感分析包括情感词的抽取和情感词的表示学习。情感词是指语料中带有情感倾向的词语。
 
 ·　句章级情感分析是指对整句文本或整篇文档进行一个总体的情感极性的判别，常用于微博、电影、酒店、餐饮等文本数据的分析中。
 
 ·　属性级情感分析是指针对文本中的特定实体（属性）进行情感极性的判别，常用于不同商品特定属性的数据分析中。
 
 自然语言处理关键是语义表示，从语言的粒度上看，语言是由词构成句子、句子构成篇章的。对于情感分析任务，同样可以从词级、句子级、篇章级来解决语义表示问题。
 
 早期的词语级情感分析任务主要是对文本中的情感词进行抽取，通常是情感分析的基础任务。因此，这部分工作研究广泛，情感词抽取方法大致可分为两大类，分别是：基于知识库的方法和基于语料库的方法。
 
 （1）基于知识库的方法主要借助知识库资源（如WordNet、HowNet等）中词与词之间的关系，比如同义词关系、反义词关系等来判断词语的情感极性。虽然基于知识库的方法可以较易地获得大量情感词典，但是这种方法不适用于特定领域或特定场景的情感分析。
 
 （2）基于语料库的方法假设具有相同情感极性的词通常在同一句子中。因此，这类方法首先通过人工标注一小部分种子情感词，然后通过词与词之间的共现关系来判断情感词的极性。
 
 基于语料库的方法召回率比较低，如果一个情感词不与任何种子情感词共现，那么这个情感词就很难被识别。近年来，随着深度学习和表示学习技术应用于自然语言处理中，词的表示学习受到研究者的重视，词向量的学习成为自然语言处理领域中最基本的任务。
 
 因此，在面向情感分析任务时，通常会先学习情感词向量。情感词向量模型的目标是在输入语料上学习一组词向量，使得学习到的词向量不仅具有语法和语义上的相似性，还具有情感极性的区分性。
 
 情感词向量的学习模型基本是在已有的词向量学习模型基础上添加有监督的学习过程得到的。近两年，随着大规模预训练语言模型的兴起，情感词向量的学习已经不是情感分析任务必做的步骤了，更偏向于做句子和篇章级情感分析对文档的整体情感极性进行判别。
 
 按照学习方式的不同，可以分为有监督学习方法和无监督学习方法。在有监督学习方法中，大多数利用传统机器学习方法，首先提取文本的特征，再进行特征的选择和筛选，最后利用诸如支持向量机等分类器进行分类。
 
 在无监督学习方法中，利用词的互信息关系、种子词等方法进行情感极性判别。随着机器学习和深度学习的发展，文本特征的表示成为近十年自然语言处理领域的重要研究内容。特别是表示学习技术可以自动地从数据中抽象出数据的特征表示，并进行语义组合，最终得到文本的抽象表示，利用这个表示进行文本的情感分类。
 
 常用的方法包括卷积神经网络、循环神经网络、Transformer以及若干神经网络组合的方法。这些方法从不同角度，在一定范围内提升了文本句子和篇章情感分析的准确率。但是在一些情感分析问题上，仍然缺少丰富的语言学知识和丰富的情感语义组合性。
 
 回到开始的例子“高档酒店不提供免费的洗漱套装？”，该例子属于隐式情感分析，没有显式的情感词，需要背景知识或者常识知识才有可能解决。因此，面对人类这种具备强大的表达力、具有丰富的知识体系和复杂语境的自然语言，机器还有很长的路要走。
 
 1.3　自然语言处理的展望
 
 语言学是一门古老的学科，人类为什么会有语言？动物为什么没有发展出人类这样复杂高级的语言？语言机制是人类大脑中先天就有的，还是像其他能力一样后天获得的？语言是如何形成和发展的？语言本身服从一些怎样的规律？无数的不解之谜等待着科学家来回答。计算语言学或者自然语言处理既是一门科学，也是一门应用技术。
 
 从科学角度说，像其他计算机科学一样，它是一种从模拟角度来研究语言的学科。自然语言处理并不直接研究人类语言的机制，而是试图让机器去模拟人类的语言能力。如果说计算机拥有了像人一样的语言能力，从某种角度就可以说我们理解了人类的语言机制。由于理解自然语言需要关于外在世界的广泛知识以及运用操作这些知识的能力，所以自然语言处理是一个人工智能完备（AI-Complete）的问题，并被视为人工智能的核心问题之一。
 
 1.3.1　自然语言处理对于人工智能的意义
 
 有人把人的智能分为三大类：感知智能、运动智能和认知智能。
 
 ·　感知智能：包括听觉、视觉、触觉等。最近两年，深度学习的引入大幅度提高了语音和图像的识别率，所以计算机在感知智能层面已经做得相当不错，在一些典型的测试下，达到或者超过了人类的平均水平。
 
 ·　运动智能：能够在复杂的环境中自由行动的能力。运动智能是机器人研究的核心问题之一。
 
 ·　认知智能：属于最高级的智能活动。动物也具有感知智能和运动智能，但在认知智能方面，却明显低于人类。认知智能是包括理解、运用语言的能力，掌握知识、运用知识的能力，以及在语言和知识基础上的推理、规划和决策能力。认知智能中最基础也是最重要的部分就是语言智能，研究语言智能的学科就是自然语言处理。
 
 自然语言处理的研究对象是人类语言，如词语、短语、句子、篇章等。通过对这些语言单位的分析不仅希望理解语言所表达的字面含义，还希望能理解说话人所表达的情感，以及说话人通过语言所传达的意图。没有成功的自然语言处理，就不会有真正的认知智能。
 
 自然语言理解和处理是人工智能中最难的部分。比如一幅图像，改变像素或者一个局部，对整个图像的内容影响并不太大。文字就不一样了，很多情况下，在一句话中改变一个字或者仅仅调整一个字的位置，意思就会完全不一样。
 
 很多深度学习技术，在图像识别领域已经获得了很大的成功，但在自然语言处理领域还处于起步阶段。基于深层神经网络的深度学习方法从根本上改变了自然语言处理技术的面貌。
 
 在深度学习技术引入自然语言处理之前，自然语言处理所使用的数学工具跟语音、图像、视频处理所使用的数学工具截然不同，这些不同模态之间的信息流动存在巨大的壁垒。而深度学习的应用，把自然语言处理和语音、图像、视频处理所使用的数学工具统一起来了，从而打破了这些不同模态信息之间的壁垒，使得多模态信息的处理和融合成为可能。
 
 1.3.2　自然语言在金融、法律、医疗健康等方面的应用
 
 在金融、法律、医疗健康等领域，自然语言处理技术也得到了越来越广泛的应用。
 
 ·　在金融领域，自然语言处理可以为证券投资提供各种分析数据，如热点挖掘、舆情分析等，还可以进行金融风险分析、欺诈识别等。
 
 ·　在法律领域，自然语言处理可以帮助进行案例搜索、判决预测、法律文书自动生成、法律文本翻译、智能问答等。
 
 ·　在医疗健康领域，自然语言处理技术更是有着广阔的应用前景，如病历的辅助录入、医学资料的检索和分析、辅助诊断等。现代医学资料浩如烟海，新的医学手段、方法发展迅猛，没有任何医生和专家能够掌握所有的医学发展的动态，自然语言处理可以帮助医生快速准确地找到各种疑难病症最近的研究进展，使得病人最快地享受医学技术进步的成果。
 
 自然语言处理的应用和推广会让大家的生活越来越方便。比如打客服电话，不用再选择一大堆的语音菜单。语音助手可以理解需求，贴心地完成日常生活中的各种任务。机器甚至可以帮你写报告、写诗、写情书等。
 
 与此同时，技术的进步也会给我们的生活带来一些冲击。比如就业方面，机器取代人工会造成一些人失业。新技术的应用让一些职业消失的同时，又会创造出大量新的就业机会。个人应该主动积极地想办法去适应这种变化，而不是消极等待和抱怨。
 
 总之，深度学习的应用使得自然语言处理达到了前所未有的水平，也使得自然语言处理应用的范围大大扩展。可以说，自然语言处理的春天已经来临。
 
 1.4　搭建环境1：安装Python
 
 Python是深度学习的首选开发语言，很多第三方提供了集成大量科学计算类库的Python标准安装包，最常用的是Anaconda。
 
 Python是一个脚本语言，如果不使用Anaconda，那么第三方库的安装会较为困难，各个库之间的依赖性就很难连接得很好。因此，这里推荐安装Anaconda来替代Python语言的安装。
 
 1.4.1　Anaconda的下载与安装
 
 1．下载和安装
 
 可以从Anaconda官方网站下载，界面如图1.1所示。
 
  
  [image: ] 
  图1.1　Anaconda下载页面
 
 
 
 目前提供的是集成了Python 3.7版本的Anaconda下载，不过无论是3.7还是3.6版本的Python，都不会影响TensorFlow 2.1的使用。读者可以根据自己的操作系统选择下载。
 
 （1）推荐使用Windows Python 3.6的版本。集成Python 3.6版本的Anaconda可以在清华大学Anaconda镜像网站下载，地址为https://mirrors.tuna.tsinghua.edu.cn/anaconda/archive/，打开后如图1.2所示。
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  图1.2　清华大学Anaconda镜像网站提供的副本
 
 
 
  
  注意
 
  如果读者使用的是64位操作系统，选择以Anaconda3开头、以64结尾的安装文件，不要下载错了！
 
 
 
 （2）下载完成后得到的文件是exe版本，直接运行即可进入安装过程。安装完成以后，出现如图1.3所示的目录结构，说明安装正确。
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  图1.3　Anaconda安装目录
 
 
 
 2．打开控制台
 
 之后依次单击“开始→所有程序→Anaconda3→Anaconda Prompt”命令，打开Anaconda Prompt窗口。与CMD控制台类似，在Anaconda Prompt窗口中输入命令就可以控制和配置Python。在Anaconda中最常用的是conda命令，可以执行一些基本操作。
 
 3．验证Python
 
 接下来在控制台中输入“python”，若安装正确，则会打印出版本号以及控制符号。在控制符后输入代码：
 
  
  
     print("hello Python")

 
 
 
 输入结果如图1.4所示。
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  图1.4　验证Anaconda Python安装成功
 
 
 
 4．使用conda命令
 
 使用Anaconda的好处在于，它能够很方便地帮助读者安装和使用大量第三方类库。查看已安装的第三方类库的代码是：
 
  
  
     conda list

 
 
 
  
  注意
 
  如果此时命令行还在>>>状态，可以输入“exit()”退出。
 
 
 
 在Anaconda Prompt控制台输入“conda list”，结果如图1.5所示。
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  图1.5　列出已安装的第三方类库
 
 
 
 Anaconda中使用conda进行操作的方法还有很多，其中最重要的是安装第三方类库，命令如下：
 
  
  
     conda install name

 
 
 
 这里的name是需要安装的第三方类库名，例如需要安装Numpy包（这个包已经安装过）时，输入的命令是：
 
  
  
     conda install numpy

 
 
 
 运行结果如图1.6所示。
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  图1.6　自动获取或更新依赖类库
 
 
 
 使用Anaconda的一个好处就是默认安装了大部分学习所需的第三类库，避免使用者在安装和使用某个特定类库时可能出现的依赖类库缺失的情况。
 
 1.4.2　Python编译器PyCharm的安装
 
 和其他语言类似，Python程序的编写可以使用Windows自带的控制台进行。但是这种方式对于较为复杂的程序工程来说，容易混淆相互之间的层级和交互文件，因此在编写程序工程时，建议使用专用的Python编译器PyCharm。
 
 1．PyCharm的下载和安装
 
 （1）访问官方网站，进入下载页面后可以选择不同的版本，如图1.7所示，包括收费的专业版和免费的社区版。这里建议读者选择免费的社区版。
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  图1.7　PyCharm的免费版
 
 
 
 （2）双击运行后进入安装界面，如图1.8所示。直接单击Next按钮，采用默认安装即可。
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  图1.8　PyCharm的安装文件
 
 
 
 （3）在安装PyCharm的过程中需要对安装的位数进行选择，如图1.9所示。建议选择与已安装的Python相同位数的文件。
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  图1.9　PyCharm的配置选择（按个人真实情况选择）
 
 
 
 （4）安装完成后出现Finish按钮，如图1.10所示，单击该按钮安装完成。
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  图1.10　PyCharm安装完成
 
 
 
 2．使用PyCharm创建程序
 
 （1）单击桌面上新生成的[image: ]图标进入PyCharm程序界面，首先是第一次启动的定位，如图1.11所示。这里是对程序存储的定位，一般建议选择第2个：由PyCharm自动指定即可。之后单击弹出的Accept按钮，接受相应的协议。
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  图1.11　PyCharm启动定位
 
 
 
 （2）接受协议后进入界面配置选项，如图1.12所示。
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  图1.12　PyCharm界面配置
 
 
 
 （3）在配置区域可以选择自己的使用风格，对PyCharm的界面进行配置，如果对其不熟悉的话，直接单击OK按钮，使用默认配置即可。
 
 （4）创建一个新的工程，如图1.13所示。
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  图1.13　PyCharm工程创建界面
 
 
 
 这里，建议新建一个PyCharm的工程文件，结果如图1.14所示。
 
  
  [image: ] 
  图1.14　PyCharm新建文件界面
 
 
 
 之后右击新建的工程名PyCharm，选择New→Python File菜单新建一个helloworld文件，如图1.15所示。
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  图1.15　PyCharm工程创建界面
 
 
 
 输入代码并单击菜单栏的Run→run…运行代码，或者直接右击helloworld.py文件名，在弹出的快捷菜单中选择run命令。如果成功输出hello world，那么恭喜你，Python与PyCharm的配置完成了！
 
 1.4.3　使用Python计算softmax函数
 
 对于Python科学计算来说，最简单的想法就是将数学公式直接表达成程序语言，可以说Python满足了这个想法。本节将使用Python实现和计算一个深度学习中最为常见的函数——softmax函数。至于这个函数的作用，现在不加以说明，这里只是带领读者尝试实现其程序的编写。
 
 首先softmax计算公式如下所示：
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 其中，Vi是长度为j的数列V中的一个数，带入softmax的结果其实就是先对每一个Vi取以e为底的指数计算变成非负，然后除以所有项之和进行归一化，之后每个Vi就可以解释成：在观察到的数据集类别中特定的Vi属于某个类别的概率，或者称作似然（Likelihood）。
 
  
  提示
 
  softmax用以解决概率计算中概率结果大而占绝对优势的问题。例如，函数计算结果中有2个值a和b，且a>b，如果简单地以值的大小为单位衡量，那么在后续的使用过程中，a永远被选用，而b使用由于数值较小而不会被选择，但是有时候也需要使用数值小的b，那么softmax就可以解决这个问题了。
 
 
 
 softmax按照概率选择a和b，由于a的概率值大于b，在计算时a经常会被取得，而b由于概率较小，取得的可能性也较小，但是也有概率被取得。
 
 公式softmax的代码如下所示。
 
 【程序1-1】
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 可以看到，当传入一个数列后，分别计算每个数值所对应的指数函数值，之后将其相加后计算每个数值在数值和中的概率。
 
 
  [image: ]
 
 
 结果如下所示：
 
 
  [image: ]
 
 
 1.5　搭建环境2：安装TensorFlow 2.1
 
 Python运行环境调试完毕后，下面的重点就是安装本书的主角TensorFlow 2.1。
 
 1.5.1　安装TensorFlow 2.1的CPU版本
 
 首先是对于版本的选择，读者可以直接在Anaconda命令端输入一个错误的命令：
 
  
  
     pip install tensorflow==3.0

 
 
 
 这个命令是错误的，目的是查询当前的TensorFlow版本。笔者在写作这本书时所能获取的TensorFlow版本如图1.16所示。
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  图1.16　TensorFlow版本汇总
 
 
 
 可以看到，最新的版本是2.1.0。其他名字中包含rc字样的一般为测试版，不建议安装。如果读者想安装CPU版本的TensorFlow，那么直接在当前的Anaconda输入命令“pip install tensorflow==2.1.0”即可。
 
  
  说明
 
  如果安装速度太慢，也可以选择国内的镜像源，通过-i指明地址，如：
 
   
   
     pip install –U tensorflow –© https://pypi.tuna.tsinghua.edu.cn/simple

 
  
 
 
 
 1.5.2　安装TensorFlow 2.1的GPU版本
 
 从CPU版本的TensorFlow 2.1开始深度学习之旅是完全可以的，但并不是笔者推荐的方式。相对于GPU版本的TensorFlow来说，CPU版本的运行速度存在着极大的劣势，很有可能会让深度学习止步于前。
 
 实际上，配置一块能够达到最低TensorFlow 2.1 GPU版本的显卡（见图1.17）并不需要花费很多，从网上购买一块标准的NVIDIA 750ti显卡就能够基本满足读者起步阶段的基本需求。在这里需要强调的是，最好购置显存为4GB的版本。如果有更好的条件，NVIDIA 1050ti 4GB版本也是一个不错的选择。
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  图1.17　深度学习显卡
 
 
 
  
  注意
 
  推荐购买NVIDIA系列的显卡，并且优先考虑大显存的。
 
 
 
 下面是本节的重头戏，TensorFlow 2.1 GPU版本的前置软件的安装。对于GPU版本的TensorFlow 2.1来说，由于调用了NVIDIA显卡作为其代码运行的主要工具，因此额外需要NVIDIA提供的运行库作为运行基础。
 
 （1）首先也是版本的问题，笔者使用的TensorFlow 2.1运行的NVIDIA运行库版本如下：
 
 ·　CUDA版本：10.1。
 
 ·　CuDNN版本：7.6.5。
 
 对应的版本一定要配合使用，建议不要改动，直接下载对应的版本即可。
 
 CUDA的下载界面如图1.18所示，直接下载local版本安装即可。
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  图1.18　下载CUDA文件
 
 
 
 （2）下载下来的是一个exe文件，自行安装即可。注意，不要修改其中的路径信息，完全使用默认路径安装即可。
 
 （3）下载和安装对应的cuDNN文件。cuDNN的下载需要先注册一个用户，相信读者可以很快完成，之后直接进入下载页面，如图1.19所示。
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  图1.19　下载cuDNN文件
 
 
 
  
  注意
 
  不要选择错误的版本，一定要找到对应的版本号。
 
 
 
 （4）下面是cuDNN的安装问题。下载的cuDNN是一个压缩文件，直接将其解压到CUDA安装目录即可，如图1.20所示。
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  图1.20　CUDA安装目录
 
 
 
 （5）接下来对环境变量进行设置，这里需要将CUDA的运行路径加载到环境变量的Path路径中，如图1.21所示。
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  图1.21　将CUDA路径加载到环境变量的Path中
 
 
 
 （6）最后完成TensorFlow 2.1 GPU版本的安装，只需一行简单的代码即可：
 
  
  
     pip install tensorflow-GPU=2.1.0

 
 
 
 具体运行结果如图1.22所示。
 
  
  [image: ] 
  图1.22　安装TensorFlow 2.1 GPU
 
 
 
 1.5.3　练习——Hello TensorFlow
 
 至此，我们完成了TensorFlow的安装。依次输入如下命令可以验证安装是否成功，效果如图1.23所示。
 
  
  
     Python
     import tensorflow as tf
     tf.constant(1.)+ tf.constant(1.)
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  图1.23　验证TensorFlow 2.1安装
 
 
 
 在图1.23中展示了计算结果，即numpy=2.0（以numpy通用格式存储的一个浮点数2.0）。
 
 或者打开前面安装的PyCharm IDE，新建一个项目，再新建一个.py文件，输入如下代码：
 
 【程序1-2】
 
  
  
     import tensorflow as tf
     text = tf.constant("Hello Tensorflow 2.1")
     print(text)

 
 
 
 打印结果如下：
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 1.6　实战——酒店评论的情感分类
 
 本章开始介绍的是纯理论知识，目的是向读者阐述自然语言的传统方法和深度学习方法的差异，并介绍了其不同和各自的优缺点。接着搭建好了开发环境，让读者可以动手编写代码。下面以酒店评论为例，使用深度学习方法和Python语言做一个简单情感分类。
 
  
  说明
 
  本例的目的是为了演示一个demo，如果读者已经安装好开发环境，可以直接运行；如果没有，可学完本章后再回头练习。笔者会在后续的章节中详细介绍每一步的过程和设计方法。
 
 
 
 1.6.1　第一步：数据的准备
 
 深度学习的第一步（也是重要的步骤）就是数据的准备。数据的来源多种多样，既有不同类型的数据集，也有根据项目需求由项目组自行准备的数据集。本例中笔者准备一份酒店评论的数据集，形式如图1.24所示。
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  图1.24　一份酒店评论的数据集
 
 
 
 这里由逗号将一个文本分成两部分，分别是情感分类和评价主体。其中标记为数字“1”的是正面评论，标注为数字“0”的是负面评论。
 
 1.6.2　第二步：数据的处理
 
 准备好数据后遇到的第一个问题就是数据的处理。对于计算机来说，直接的文本文字是计算机所不能理解的，因此一个最简单的办法是将文字转化成数字符号进行替代，之后对每个数字生成一个独一无二的“指纹”，也就是“词嵌入（embedding）”。在这里读者只需要将其理解成使用一个“指纹”来替代汉字字符。代码处理如下：
 
 （1）创建3个“容器”，对切分出的字符进行存储。
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 （2）读取字符和文本。
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 （3）读取字符并获得字符的长度。
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 （4）将文本内容转换成数字符号，并对长度进行补全。
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 1.6.3　第三步：模型的设计
 
 对于深度学习而言，模型的设计是一个非常重要的内容，本例只是演示，采用的是最为简单的一个判别模型，代码如下（仅供读者演示，详细的内容在后续章节中介绍）：
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 1.6.4　第四步：模型的训练
 
 下面一步是对模型的训练，需要定义模型的一些训练参数，如优化器、损失函数、准确率的衡量、训练的循环次数等。代码如下（这里不要求读者理解，能够运行即可）：
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 完整的程序代码如程序1-3所示。
 
 【程序1-3】
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 1.6.5　第五步：模型的结果和展示
 
 最后一步是模型的结果展示，笔者使用了epochs=10，即运行10轮对数据进行训练，结果如图1.25所示。
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  图1.25　结果展示
 
 
 
 可以看到，经过10轮训练后，准确率达到了96%，这是一个不错的成绩。
 
 1.7　本章小结
 
 本章是本书的前言部分，也是开始，笔者向读者介绍了自然语言处理的相关内容，也实战了一个简单的例子，以告诉读者自然语言处理并不难。当然，在读者真正掌握处理的步骤和方法之前，还是有很长一段路要走的。
 
 
 第2章
 Hello TensorFlow & Keras
 
 本章开始将正式进入自然语言进行处理的学习。
 
 “工欲善其事，必先利其器。”使用深度学习理论对自然语言进行处理，一个得心应手的工具是必不可少的，而TensorFlow就是这个工具。第1章给出了情感分类的实战供读者参考，相信读者一定会对使用TensorFlow解决情感分类的问题所涉及的代码量感到吃惊，事实上也是如此。
 
 在第1章中，笔者使用TensorFlow官方所推荐的Keras完成了代码编写，本章将以此为重点，在介绍TensorFlow专用API后会立刻转向使用TensorFlow官方推荐的高级API-Keras的后续学习。
 
 2.1　TensorFlow & Keras
 
 神经网络专家Rachel Thomas曾经说过，“接触TensorFlow后，我感觉我还是不够聪明，但有了Keras之后，事情会变得简单一些。”
 
 他所提到的Keras是一个高级别的Python神经网络框架、能在TensorFlow上运行的一种高级的API框架。Keras拥有丰富的对数据的封装和一些先进的模型的实现，避免了“重复造轮子”。换言之，Keras对于提升开发者的开发效率意义重大。
 
 在图2.1中，左边的K代表Keras，右边的是TensorFlow，形成的就是Keras+TensorFlow。
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  图2.1　TensorFlow+Keras
 
 
 
 “不要重复造轮子。”这是TensorFlow引入Keras API的最终目的，然而本书还是以TensorFlow代码编写为主、Keras为辅，目的是为了简化程序编写，这点请读者一定要注意。
 
 本章非常重要，强烈建议读者独立完成每个完整代码和代码段的编写。
 
 2.1.1　模型！模型！还是模型！
 
 深度学习的核心是模型。建立神经网络模型去拟合目标的形态就是深度学习的精髓和最重要的部分。
 
 任何一个神经网络的主要设计思想和功能都集中在其模型中。TensorFlow也是如此。
 
 TensorFlow或者其使用的高级API-Keras核心数据结构是模型，一种组织网络层的方式。最简单的模型是Sequential顺序模型，由多个网络层线性堆叠。对于更复杂的结构，应该使用Keras函数式API（本书的重点就是函数式API编写），其允许构建任意的神经网络图。
 
 为了便于理解和易于上手，首先从顺序Sequential开始。一个标准的顺序Sequential模型如下：
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 可以看到，这里首先创建了一个Sequential模型，之后根据需要逐级向其中添加不同的全连接层。全连接层的作用是进行矩阵计算，而相互之间又通过不同的激活函数进行激活计算。（这种没有输入输出值的编程方式对有经验的程序设计人员来说并不友好，仅供举例。）
 
 对于损失函数的计算，根据不同拟合方式和数据集的特点，需要建立不同的损失函数从最大程度上反馈拟合曲线错误。这里的损失函数采用交叉熵函数（softmax_crossentroy），使得数据计算分布能够最大限度地拟合目标值。如果对此陌生，那么只需要记住这些名词和下面的代码编写即可继续往下学习。具体代码如下：
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 首先通过模型计算出对应的值。这里内部采用的是前向调用函数，读者知道即可。之后tf.reduce_mean计算出损失函数。
 
 模型建立完毕后，准备数据。一份简单而标准的数据，一个简单而具有指导思想的例子往往事半功倍。深度学习中最常用的一个入门起手例子iris分类，下面就从这个例子开始，最终使用TensorFlow的Keras模式实现一个iris鸢尾花分类的例子。
 
 2.1.2　使用Keras API实现鸢尾花分类的例子（顺序模式）
 
 iris数据集是常用的分类实验数据集，由Fisher于1936年收集整理。iris也称鸢尾花卉数据集，是一类多重变量分析的数据集。iris数据集包含150个数据集，分为3类，每类50个数据，每个数据包含4个属性，可通过花萼长度、花萼宽度、花瓣长度、花瓣宽度4个属性预测鸢尾花（见图2.2）属于Setosa、Versicolour、Virginica这3个种类中的哪一类。
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  图2.2　鸢尾花
 
 
 
 1．数据的准备
 
 不需要读者下载这个数据集，一般常用的机器学习工具自带iris数据集，引入数据集的代码如下：
 
  
  
     from sklearn.datasets import load_iris
     data = load_iris()

 
 
 
 这里调用的是sklearn数据库中的iris数据集，直接载入即可。
 
 其中的数据以key-value值对应存放，key值如下：
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 由于本例中需要iris的特征与分类目标，因此这里只需要获取data和target，代码如下：
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 数据打印结果如图2.3所示。
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  图2.3　数据打印结果
 
 
 
 这里分别打印了前5条数据。可以看到iris数据集中分成了4个不同特征进行数据记录，而每条特征又对应于一个分类表示。
 
 2．数据的处理
 
 下面是数据处理部分，对特征的表示不需要变动。分类label的打印结果如图2.4所示。
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  图2.4　数据处理
 
 
 
 这里按数字分成了3类，0、1和2分别代表3种类型。按直接计算的思路可以将数据结果向固定的数字进行拟合，这是一个回归问题，即通过回归曲线去拟合出最终结果。本例实际上是一个分类任务，因此需要对其进行分类处理。
 
 分类处理的一个非常简单的方法就是进行one-hot处理，即将一个序列化数据分到不同的数据领域空间进行表示，如图2.5所示。
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  图2.5　one-hot处理
 
 
 
 具体在程序处理上，读者可以手动实现one-hot的代码表示，也可以使用Keras自带的分散工具对数据进行处理，代码如下：
 
  
  
     iris_target =
np.float32(tf.keras.utils.to_categorical(iris_target,num_classes=3))

 
 
 
 这里的num_classes分成了3类，由一行三列对每个类别进行表示。
 
 交叉熵函数与分散化表示的方法超出了本书的讲解范围，这里不再过多介绍，读者只需要知道交叉熵函数需要和softmax配合，从分布上向离散空间靠拢即可。
 
  
  
     Iris_data = tf.data.Dataset.from_tensor_slices(iris_data).batch(50)
     iris_target = tf.data.Dataset.from_tensor_slices(iris_target).batch(50)

 
 
 
 当生成的数据读取到内存中并准备以批量的形式打印时使用的是tf.data.Dataset.from_tensor_slices函数，并且可以根据具体情况对batch进行设置。Tf.data.Dataset函数更多的细节和用法在后面章节中会专门介绍。
 
 3．梯度更新函数的写法
 
 梯度更新函数是根据误差的幅度对数据进行更新方法，代码如下：
 
  
  
     grads = tape.gradient(loss_value, model.trainable_variables)
     opt.apply_gradients(zip(grads, model.trainable_variables))

 
 
 
 与前面线性回归例子的差别是，使用的模型直接获取参数的方式对数据进行不断更新而非人为指定，这点请读者注意。人为的指定和排除某些参数的方法属于高级程序设计，在后面的章节会提到。
 
 【程序2-1】
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 最终打印结果如图2.6所示。可以看到损失值在符合要求的条件下不停降低，达到了预期目标。
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  图2.6　打印结果
 
 
 
 2.1.3　使用Keras函数式编程实现鸢尾花分类的例子（重点）
 
 我们在前面也说了，对于有编程经验的程序设计人员来说，顺序编程过于抽象，同时缺乏过多的自由度，因此在较为高级的程序设计中达不到程序设计的目标。
 
 Keras函数式编程是定义复杂模型（如多输出模型、有向无环图，或具有共享层的模型）的方法。
 
 让我们从一个简单的例子开始，程序2-1建立模型的方法时使用顺序编程，即通过逐级添加的方式将数据“add”到模型中。这种方式在较低级水平的编程上可以较好地减轻编程的难度，但是在自由度方面会有非常大的影响，例如当需要对输入的数据进行重新计算时，顺序编程方法就不合适。
 
 函数式编程方法类似于传统的编程。只需要建立模型导入输出和输出“形式参数”即可。有TensorFlow1.X编程基础的读者可以将其看作是一种新的格式的“占位符”。代码使用如下：
 
  
  
     inputs = tf.keras.layers.Input(shape=(4,))
     # 层的实例是可调用的，以张量为参数，并且返回一个张量
     x = tf.keras.layers.Dense(32, activation='relu')(inputs)
     x = tf.keras.layers.Dense(64, activation='relu')(x)
     predictions = tf.keras.layers.Dense(3, activation='softmax')(x)
     # 这部分创建了一个包含输入层和3个全连接层的模型
     model = tf.keras.Model(inputs=inputs, outputs=predictions)

 
 
 
 下面开始逐渐对其进行分析。
 
 1．输入端
 
 首先是Input的形参：
 
  
  
     inputs = tf.keras.layers.Input(shape=(4,))

 
 
 
 这一点需要从源码上来看，代码如下：
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 Input函数用于实例化Keras张量，Keras张量是来自底层后端输入的张量对象，其中增加了某些属性，使其能够通过了解模型的输入和输出来构建Keras模型。
 
 Input函数的参数：
 
 ·　shape：形状元组（整数），不包括批量大小。例如，shape=(32,)表示预期的输入将是32维向量的批次。
 
 ·　batch_size：可选的静态批量大小（整数）。
 
 ·　name：图层的可选名称字符串。在模型中应该是唯一的（不要重复使用相同的名称两次）。如果未提供，它将自动生成。
 
 ·　dtype：数据类型，即预期输入的数据格式，一般有float32、float64、int32等类型。
 
 ·　sparse：一个布尔值，指定是否创建占位符是稀疏的。
 
 ·　tensor：可选的现有张量包裹到Input图层中。如果设置，图层将不会创建占位符张量。
 
 ·　**kwargs：其他的一些参数。
 
 上面是官方对其参数所做的解释。可以看到，这里的Input函数就是根据设定的维度大小生成一个可供存放对象的张量空间，维度就是shape中设定的维度。
 
  
  注意
 
  与传统的TensorFlow不同，这里的batch大小并不显式地定义在输入shape中。
 
 
 
 举例来说，在一个后续的学习中会遇到MNIST数据集，即一个手写图片分类的数据集，每张图片的大小用4维来表示，比如[1,28,28,1]。第1个数字是每个批次的大小，第2、3个数字是图片的尺寸大小，第4个1是图片通道的个数。因此，输入到input中的数据为：
 
  
  
     #举例说明，这里4维变成3维，batch信息不设定
     inputs = tf.keras.layers.Input(shape=(28,28,1))

 
 
 
 2．中间层
 
 下面每个层的写法与使用顺序模式也是不同的：
 
  
  
     x = tf.keras.layers.Dense(32, activation='relu')(inputs)

 
 
 
 在这里每个类被直接定义，之后将值作为类实例化以后的输入值进行输入计算。
 
  
  
     X = tf.keras.layers.Dense(32, activation='relu')(inputs)
     x = tf.keras.layers.Dense(64, activation='relu')(x)
     predictions = tf.keras.layers.Dense(3, activation='softmax')(x)

 
 
 
 因此，可以看到这里与顺序最大的区别就在于实例化类以后有对应的输入端，这点较为符合一般程序的编写习惯。
 
 3．输出端
 
 输出端不需要额外的表示，直接将计算的最后一个层作为输出端即可：
 
  
  
     predictions = tf.keras.layers.Dense(3, activation='softmax')(x)

 
 
 
 4．模型的组合方式
 
 模型的组合方式也是很简单的，直接将输入端和输出端在模型类中显式地注明，Keras即可在后台将各个层级通过输入和输出对应的关系连接在一起。
 
  
  
     Model = tf.keras.Model(inputs=inputs, outputs=predictions)

 
 
 
 完整的代码如下所示。
 
 【程序2-2】
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 程序2-2的基本架构对照前面的例子没有多少变化，损失函数和梯度更新方法是固定的写法，这里最大的不同点在于，代码使用了model自带的saver函数对数据进行保存。在TensorFlow 2.1中，数据的保存由Keras完成，即将图和对应的参数完整地保存在h5格式中。
 
 2.1.4　使用保存的Keras模式对模型进行复用
 
 前面已经说过，对于保存的文件，Keras是将所有的信息都保存在h5文件中，这里包含所有模型的结构信息和训练过的参数信息。
 
  
  
     New_model = tf.keras.models.load_model('./saver/the_save_model.h5')

 
 
 
 tf.keras.models.load_model函数是从给定的地址中载入h5模型，载入完成后会依据存档自动建立一个新的模型。
 
 模型的复用可直接调用模型predict函数：
 
  
  
     new_prediction = new_model.predict(iris_data)

 
 
 
 这里直接将iris数据作为预测数据进行输入。全部代码如下所示：
 
 【程序2-3】
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 最终结果如图2.7所示，可以看到计算结果被完整打印出来。
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  图2.7　打印结果
 
 
 
 2.1.5　使用TensorFlow标准化编译对iris模型进行拟合
 
 在2.1.3节中，笔者使用了符合传统TensorFlow习惯的梯度更新方式对参数进行更新。然而实际这种看起来符合编程习惯的梯度计算和更新方法，可能并不符合大多数有机器学习使用经验的读者使用。本节以修改后的iris分类为例，讲解标准化TensorFlow的编译方法。
 
 对于大多数机器学习的程序设计人员来说，往往习惯了使用fit函数和compile函数对数据进行数据载入和参数分析。代码如下（请读者先运行，后面会有更为详细的运行分析）：
 
 【程序2-4】
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 下面我们详细分析一下代码。
 
 1．数据的获取
 
 本例还是使用了sklearn中的iris数据集作为数据来源，之后将target转化成one-hot的形式进行存储。顺便提一句，TensorFlow本身也带有one-hot函数，即tf.one_hot，有兴趣的读者可以自行学习。
 
 数据读取之后的处理在后文讲解，这个问题先放一下，请读者继续按顺序往下阅读。
 
 2．模型的建立和参数更新
 
 这里不准备采用新模型的建立方法，对于读者来说，熟悉函数化编程已经能够应付绝大多数的深度学习模型的建立。在后面章节中，我们将教会读者自定义某些层的方法。
 
 对于梯度的更新，到目前为止的程序设计中都是采用类似回传调用等方式对参数进行更新，这是由程序设计者手动完成的。然而TensorFlow推荐使用自带的梯度更新方法，代码如下：
 
  
  
     model.compile(optimizer=tf.optimizers.Adam(1e-3),
loss=tf.losses.categorical_crossentropy,metrics = ['accuracy'])
     model.fit(train_data, epochs=500)

 
 
 
 compile函数是模型适配损失函数和选择优化器的专用函数，而fit函数的作用是把训练参数加载进模型中。下面分别对其进行讲解。
 
 （1）compile。
 
 compile函数的作用是用于配置训练模型专用编译函数。源码如下：
 
  
  
     compile(optimizer, loss=None, metrics=None, loss_weights=None,
sample_weight_mode=None, weighted_metrics=None, target_tensors=None)

 
 
 
 这里我们主要介绍其中3个重要的参数optimizer、loss和metrics。
 
 ·　optimizer：字符串（优化器名）或者优化器实例。
 
 ·　loss：字符串（目标函数名）或目标函数。如果模型具有多个输出，可以通过传递损失函数的字典或列表在每个输出上使用不同的损失。模型最小化的损失值将是所有单个损失的总和。
 
 ·　metrics：在训练和测试期间的模型评估标准。通常会使用metrics = ['accuracy']。要为多输出模型的不同输出指定不同的评估标准，还可以传递一个字典，如metrics ={'output_a'：'accuracy'}。
 
 ·　可以看到，优化器（optimizer）被传入了选定的优化器函数，loss是损失函数，这里也被传入选定的多分类crossentry函数。Metrics用来评估模型的标准，一般用准确率表示。
 
 实际上，compile编译函数是一个多重回调函数的集合，对于所有的参数来说，实际上就是根据对应函数的“地址”回调对应的函数，并将参数传入。
 
 举个例子，在上面的编译器中我们传递的是一个TensorFlow自带的损失函数，实际上往往是针对不同的计算和误差需要不同的损失函数，这里自定义一个均方差（MSE）损失函数，代码如下：
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 这个损失函数接收2个参数，分别是y_true和y_pred，即预测值和真实值的形式参数。之后根据需要计算出真实值和预测值之间的误差。
 
 损失函数名作为地址传递给compile后，即可作为自定义的损失函数在模型中进行编译，代码如下：
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 至于优化器的自定义，实际上也是可以的。一般情况下，优化器的编写需要比较高的编程技巧以及对模型的理解，这里读者直接使用TensorFlow自带的优化器即可。
 
 （2）fit。
 
 fit函数的作用是以给定数量的轮次（数据集上的迭代）训练模型。其主要参数有如下4个：
 
 ·　x：训练数据的Numpy数组（如果模型只有一个输入），或者是Numpy数组的列表（如果模型有多个输入）。如果模型中的输入层被命名，也可以传递一个字典，将输入层名称映射到Numpy数组。如果从本地框架张量馈送（例如TensorFlow数据张量）数据，x可以是None（默认）。
 
 ·　y：目标（标签）数据的Numpy数组（如果模型只有一个输出），或者是Numpy数组的列表（如果模型有多个输出）。如果模型中的输出层被命名，也可以传递一个字典，将输出层名称映射到Numpy数组。如果从本地框架张量馈送（例如TensorFlow数据张量）数据，y可以是None（默认）。
 
 ·　batch_size：整数或None。每次梯度更新的样本数。如果未指定，默认为32。
 
 ·　epochs：整数。训练模型迭代轮次。一个轮次是在整个x和y上的一轮迭代。注意，与initial_epoch一起，epochs被理解为“最终轮次”。模型并不是训练了epochs轮，而是到第epochs轮停止训练。
 
 fit函数的主要作用就是对输入的数据进行修改，如果读者已经成功运行了程序2-4，那么现在换一种略微修改后的代码，重新运行iris数据集，代码如下：
 
 【程序2-5】
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 对比程序2-4和程序2-5可以看到，它们最大的不同在于数据读取方式的变化。更为细节地做出比较，在程序2-4中，数据的读取方式和fit函数的载入方式如下：
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 iris的数据读取被分成两个部分：数据特征部分和label部分。label部分使用Keras自带的工具进行离散化处理。
 
 离散化后处理的部分又被tf.data.Dataset API整合成一个新的数据集，并且依batch被切分成多个部分。
 
 此时fit的处理对象是一个被tf.data.Dataset API处理后的Tensor类型数据，并且在切分的时候依照整合的内容被依次读取。fit是一个Tensor类型的数据，在读取的过程中fit内部的batch_size划分不起作用，而是使用生成数据tf中的数据生成器的batch_size划分。如果还是不理解，可以使用如下代码段打印重新整合后的train_data中的数据：
 
  
  
     for iris_data,iris_target in train_data

 
 
 
 回到程序2-5中，对应于数据读取和载入的部分如下：
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 可以看到，数据在读取和载入的过程中没有变化，将处理后的数据直接输入到fit函数中供模式使用。此时由于是直接对数据进行操作，对数据的划分由fit函数负责，因此fit函数中的batch_size被设定为128。
 
 2.1.6　多输入单一输出TensorFlow编译方法（选学）
 
 在前面内容的学习中，我们采用的是标准化的深度学习流程，即数据的准备、处理，数据的输入与计算，以及最后结果的打印。虽然在真实情况中可能会遇到各种各样的问题，但是基本步骤是不会变的。
 
 这里存在一个非常重要的问题，在模型的计算过程中如果遇到多个数据输入端应该怎么处理，如图2.8所示。
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  图2.8　多个数据输入端
 
 
 
 以Tensor格式的数据为例，在数据的转化部分就需要将数据进行“打包”处理，即将不同的数据按类型进行打包，如下所示：
 
  
  
     输入1，输入2，输入3，标签 -> (输入1，输入2，输入3)，标签

 
 
 
 注意小括号的位置，这里将数据分成2个部分：输入与标签两类。多输入的部分被使用小括号打包在一起形成一个整体。
 
 下面以iris数据集为例讲解多数据输入的问题。
 
 （1）第一步：数据的获取与处理。
 
 从前面的介绍可以知道，iris数据集每行是一个由4个特征组合在一起表示的特征集合，此时可以人为地将其切分，即将长度为4的特征转化成一个长度为3和一个长度为1的两个特征集合，代码如下：
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 打印其中一条数据，如下所示：
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 可以看到，一行4列的数据被拆分成2组特征。
 
 （2）第二步：模型的建立。
 
 接下来就是模型的建立，这里数据被人为地拆分成2个部分，因此在模型的输入端也要能够对应处理2组数据的输入。
 
  
  
     Input_xs_1  = tf.keras.Input(shape=(1,), name='input_xs_1')
     input_xs_2  = tf.keras.Input(shape=(3,), name='input_xs_2')
     input_xs = tf.concat([input_xs_1,input_xs_2],axis=-1)

 
 
 
 可以看到代码中分别建立了input_xs_1和input_xs_2作为数据的接收端接收传递进来的数据，之后通过一个concat重新将数据组合起来，恢复成一条4特征的集合。
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 对剩余部分的部分数据处理没有变化，按前文程序处理即可。
 
 （3）第三步：数据的组合。
 
 切分后的数据需要重新进行组合，生成能够符合模型需求的Tensor数据。这里最为关键的是在模型中对输入输出格式的定义，把模式的输入输出格式拆分如下：
 
  
  
     input = 【输入1，输入2】，outputs = 输出  #请注意model中的中括号

 
 
 
 因此，在Tensor建立的过程中，也要按模型输入的格式创建对应的数据集。格式如下：
 
  
  
     ((输入1，输入2),输出)

 
 
 
 我们采用了2层括号对数据进行包裹，即首先将输入1和输入2包裹成一个输入数据，之后重新打包输出，共同组成一个数据集。转化Tensor数据代码如下：
 
  
  
     train_data =
tf.data.Dataset.from_tensor_slices(((iris_data_1,iris_data_2),iris_target)).ba
tch(128)

 
 
 
  
  注意
 
  一定要注意小括号的层数。
 
 
 
 完整代码如下所示：
 
 【程序2-6】
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 最终结算结果如图2.9所示。
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  图2.9　打印结果
 
 
 
 对于认真阅读本书的读者来说，这个最终的打印结果应该见过很多次了，在这里TensorFlow默认输出了每个循环结束后的loss值，并且按compile函数中设定的内容输出准确率（accuracy）值。最后的evaluate函数是通过对测试集中的数据进行重新计算而获取在测试集中的损失值和准确率。本例使用训练数据代替测试数据。
 
 在程序2-6中数据的准备是使用tf.data API完成的，即通过打包的方式将数据输出，也可以直接将输入的数据输入到模型中进行训练，代码如下：
 
 【程序2-7】
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 最终打印结果请读者自行验证，需要注意的是其中数据的包裹情况。
 
 2.1.7　多输入多输出TensorFlow编译方法（选学）
 
 读者知道了对于多输入单一输出的TensorFlow的写法，那么在实际编程中有没有可能遇到多输入多输出的情况呢？
 
 事实上是有的。虽然遇到的情况会很少，但是在必要的时候还是需要设计多输出的神经网络模型去进行训练，例如“bert”模型。
 
 对于多输出模型的写法，实际上也可以仿照单一输出模型改为多输入模型的写法，将output的数据使用中括号进行包裹。
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 首先是对数据的修正和设计，数据的输入被平均分成2组，每组有2个特征。这实际上没有什么变化。对于特征的分类，在引入one-hot处理的分类数据集外，还保留了数据分类本身的真实值做目标的辅助分类计算结果。无论是多输入还是多输出，都要使用打包的形式将数据重新打包成一个整体的数据集合。
 
 在fit函数中，直接调用打包后的输入数据即可。
 
  
  
     Model.fit(x = train_data, epochs=500)

 
 
 
 完整代码如下所示：
 
 【程序2-8】
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 输出结果如图2.10所示。
 
  
  [image: ] 
  图2.10　数据结果
 
 
 
 限于篇幅关系，这里也只给出一部分结果，相信读者能够理解输出的数据内容。
 
 2.2　全连接层详解
 
 学完前面的内容后，读者对TensorFlow程序设计有了比较深入的理解，甚至会觉得自己很厉害，那么笔者的目的也就达到了。
 
 不过又有一个问题来了，这里一直在使用的、反复提及的全连接层到底是什么样的存在？本节我们详解一下。
 
 2.2.1　全连接层的定义与实现
 
 全连接层的每一个结点都与上一层的所有结点相连，用来把前边提取到的特征综合起来。由于其全相连的特性，一般全连接层的参数也是最多的。图2.11所示的是一个简单的全连接网络。
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  图2.11　全连接层
 
 
 
 其推导过程如下：
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 将推导公式转化一下写法，具体如下：
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 可以看到，全连接的核心操作就是矩阵向量乘积：w×x=y。
 
 下面举一个例子，使用TensorFlow自带的API实现一个简单的矩阵计算。
 
 [1,1]　[1]
 
 [2,2]*　[1]= [?]
 
 首先笔者通过公式计算对数据做一个先行验证，按推导公式计算如下：
 
 (1×1+1×1)+0.17=2.17
 
 (2×1+2×1)+0.17=4.17
 
 这样最终形成了一个新的矩阵[2.17,4.17]，代码如下：
 
 【程序2-9】
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 最终打印结果如下：
 
  
  
     tf.Tensor([[2.17] [4.17]], shape=(2, 1), dtype=float32)

 
 
 
 可以看到，最终计算出一个Tensor，大小为shape=(2, 1)，类型为float32，其值为[[2.17][4.17]]。
 
 计算本身非常简单，全连接的计算方法相信读者也很容易掌握。现在回到代码中，请注意我们在定义参数和定义输入值的时候采用的不同写法：
 
  
  
     weight = tf.Variable([[1.],[1.]])
     input_xs = tf.constant([[1.,1.],[2.,2.]])

 
 
 
 这里对参数的定义，笔者使用的是Variable函数。对于输入值的定义，笔者使用的是constant函数，将其对应内容打印如下：
 
  
  
     <tf.Variable 'Variable:0' shape=(2, 1) dtype=float32, numpy=array([[1.], [1.]],
dtype=float32)>

 
 
 
 input_xs打印如下：
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 通过对比可以看到，这里的weight被定义成一个可变参数Variable类型，供在后续的反向计算中进行调整。Constant函数是直接读取数据并将其定义成Tensor格式。
 
 2.2.2　使用TensorFlow自带的API实现全连接层
 
 读者千万不要有错误的理解，在上一节中编写的程序2-9仅仅是为了向读者介绍全连接层的计算方法而不是介绍全连接层。全连接本质就是由一个特征空间线性变换到另一个特征空间。目标空间的任一维（也就是隐藏层的一个节点）都认为会受到源空间每一维的影响。可以不那么严谨地说，目标向量是源向量的加权和。
 
 全连接层一般是接在特征提取网络之后，用作对特征的分类器。全连接常出现在最后几层，用于对前面设计的特征做加权和。前面的网络相当于做特征工程，后面的全连接相当于做特征加权。
 
 具体的神经网络差值反馈算法将在第3章介绍。
 
 下面我们就使用自定义的方法实现某一个可以加载到model中的“自定义全连接层”。
 
 1．自定义层的继承
 
 在TensorFlow中，任何一个自定义的层都是继承自tf.keras.layers.Layer的，我们将其称为“父层”，如图2.12所示。这里所谓的自定义层实际上是父层的一个具体实现。
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  图2.12　父层
 
 
 
 从图2.12可以看到，Layer层中又是由多个函数构成的，因此基于继承的关系，如果想要实现自定义的层，那么必须对其中的函数进行实现。
 
 2．“父层”函数介绍
 
 所谓的“父层”，就是指这里自定义的层继承自哪里，告诉TensorFlow框架代码遵守“父层”的函数，请实现代码自定义的功能。
 
 Layer层中需要自定义的函数有很多，但是在实际使用时一般只需要定义那些必须使用的函数。例如build、call函数，以及初始化所必需的__init__函数。
 
 （1）__init__函数：首先是一些必要参数的初始化，这些参数的初始化写在def __init__(self,)中。写法如下：
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 可以看到，init函数中最重要的就是显式地确定所需要的一些参数。特别值得注意的是，对于输入的init中的参数，输入Tensor不会在这里进行标注，init值初始化的是模型参数。输入值不属于“模型参数”。
 
 （2）build函数：build函数的内容主要是声明需要更新的参数部分，如权重等，一般使用self.kernel = tf.Variable(shape=[ ])等来声明需要更新的参数变量。
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 Build函数参数中的input_shape形参是固定不变的写法，读者不要修改即可，其中自定义的参数需要加上self，表明是在类中使用的全局参数。
 
 对于代码最后的super(MyLayer, self).build(input_shape)，目前读者只需要记得这种写法即可，在build的最后确定参数定义结束。
 
 （3）call函数：最重要的函数，这部分代码包含了主要层的实现。
 
 Init是对参数做定义和声明；build函数是对权重可变参数做声明。
 
 这两个函数只是定义了一些初始化的参数以及一些需要更新的参数变量，真正实现所定义类的作用是在call方法中。
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 可以看到call中的一系列操作是对__init__和build中变量参数的应用，所有的计算都在call函数中完成，并且需要注意的是输入的参数也在这里出现，经过计算后将计算值返回。
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 下面我们就使用自定义的层修改iris模型。程序如下所示：
 
 【程序2-10】
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 我们首先定义了MyLayer作为全连接层，之后正如使用TensorFlow自带的层一样，直接生成类函数并显式指定输入参数，最终将所有的层加入model中。最终打印结果如图2.13所示。
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  图2.13　打印结果
 
 
 
 2.2.3　打印显示已设计的model结构和参数
 
 在程序2-10中我们使用自定义层实现了model。如果读者认真学习了这部分内容，那么相信你一定可以实现自己的自定义层。
 
 似乎还有一个问题，对于自定义的层来说，这里的参数名（也就是在build中定义的参数名）都是一样。在层生成的过程中似乎并没有对每个层进行重新命名或者将其归属于某个命名空间中。这似乎与传统的TensorFlow 1.X模型的设计结果相冲突。
 
 实践是解决疑问的最好办法。TensorFlow中提供了打印模型结构的函数，代码如下：
 
  
  
     print(model.summary())

 
 
 
 使用时将这个函数置于构建后的model下，即可打印模型的结构与参数。
 
 【程序2-11】
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 打印结果如图2.14所示。
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  图2.14　打印结果
 
 
 
 从打印出的模型结构可以看到，这里每一层都根据层的名称重新命名，而且由于名称相同，TensorFlow框架自动根据其命名方式对其进行层数的增加（名称）。
 
 对于读者更为关心的参数问题，从对应行的第三列param可以看到，不同的层，其参数个数也不相同，因此可以认为在TensorFlow中重名的模型被自动赋予一个新的名称，并存在于不同的命名空间之中。
 
 2.3　懒人的福音——Keras模型库
 
 TensorFlow官方使用Keras作为高级接口的额外一个好处就是可以使用大量已编写好的模型作为一个自定义层而直接使用，不需要使用者亲手对模型进行编写。
 
 举例来说，一般常用的深度学习模型，例如VGG和ResNet（重点模型！后面章节会完整详细地介绍）等，可以直接从tf.keras.applications这个模型下直接导入。图2.15列出了Keras自带的模型数目。
 
  
  [image: ] 
  图2.15　Keras自带的模型数目
 
 
 
 可以看到，对于大多数的图像处理模型，applications模块都已经将其打包到内部可以直接调用。本章将以ResNet50为例，详细地介绍直接TensorFlow中预定义的ResNet模型的调用和参数的载入方式，但是具体使用将在第6章讲解。
 
 2.3.1　ResNet50模型和参数的载入
 
 首先是模型的载入，笔者选择ResNet50模型作为载入的目标，即将图2.15中倒数第4个模型作为载入，导入代码如下：
 
  
  
     resnet = tf.keras.applications.ResNet50()  #（载入可能卡住，下文有解决办法）

 
 
 
 如果是第一次载入这个模型，就会在终端里显示如图2.16所示的信息。
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  图2.16　第一次载入
 
 
 
 这是因为第一次载入时，Keras在载入模型的同时将模型默认参数下载并载入，可能会由于网络原因卡住，因此模型终端有可能在此停止运行。解决的办法非常简单，使用下载工具将蓝色部分下载下来，之后显式地告诉Keras参数的位置即可，代码如下：
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 这里weight函数显式地告诉模型所需要载入的参数位置。
 
  
  注意
 
  由于是显式地引入参数地址，因此需要写成绝对地址。
 
 
 
 下面看一下ResNet50模型在Keras中的源码定义，代码如图2.17所示。
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  图2.17　ResNet50模型的源码定义
 
 
 
 这里classes参数是ResNet基于imagenet数据集预训练的分类数，一般而言，使用预训练模型是用作特征提取而不是完整地使用模型作为同样的“分类器”，因此直接屏蔽掉最上面一层的分类层即可，代码可以改成如下：
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 使用summary函数可以将ResNet50模型的结构打印出来，如图2.18所示。
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  图2.18　ResNet50模型的结构
 
 
 
 可以看到这里的模型最后几层的名称和参数多少，这是已经载入模型参数后的模型结构。
 
 可能有读者对include_top=False这个参数设置有疑问，实际上笔者在这里做的是基于已训练模型为基础的“迁移学习”任务。迁移学习是将已训练模型去掉最高层的顶端输出层作为新任务的特征提取器，即这里利用“imagenet”预训练的特征提取方法迁移到目标数据集上，并根据目标任务追加新的层作为特定的“接口层”，从而在目标任务上快速、高效地学习新的任务。
 
 【程序2-12】
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 2.3.2　使用ResNet50作为特征提取层建立模型
 
 下面使用ResNet50作为特征提取层建立一个特定的目标分类器，这里简单地进行二分类的分类。代码如下（讲解在代码后部）：
 
 【程序2-13】
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 一般来说，预训练的特征提取器放在自定义的模型第一层，主要是用作对数据集的特征提取，之后的全局池化层是对数据维度进行压缩，将4维的数据特征重新定义成2维，从而将特征从[batch_size,7,7,2048]降维到[batch_size,2048]，读者可以自行打印查看。
 
 Drop_out_layer是屏蔽掉某些层用作防止过拟合的层，而fc_layer是用作对特定目标的分类层，这里通过设置unit参数为2定义分类成2个类。
 
 最后一步是对定义的各个层进行组合：
 
  
  
     Binary_classes =
tf.keras.Sequential([resnet_layer,flatten_layer,drop_out_layr,fc_layer])

 
 
 
 Sequential函数将各个层组合成一个完整的模型，打印的模型结构如图2.19所示。
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  图2.19　组合成一个完整的模型
 
 
 
 不同于直接对ResNet50预训练模型的结构，这里仅仅将ResNet50当成了一个自定义的层来使用，因此可以看到在结构打印上这里依次显示了各个层的名称和参数，最下方是模型参数的总数。
 
 下面还有一个问题是关于参数的，可以看到基本上所有的参数都是可训练的，也就是在模型的训练过程中所有的参数都参与了计算和更新。对于某些任务来说，预训练模型的参数是不需要更新的，因此可以对ResNet50模型进行设置，代码如下：
 
 【程序2-14】
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 相对于上一个代码段，这里额外设置了resnet_layer.trainable = False，显式地标注了resnet为不可训练的层，因此resnet的参数在模型中不参与训练。
 
 这里有一个小技巧：通过模型的大概描述比较参数的训练多少，显示结果如图2.20所示。
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  图2.20　模型展示
 
 
 
 从图2.20可以看到，这里Non-trainable的参数占了大部分，也就是resnet模型参数不参与训练。读者可以自行比较。
 
  
  注意
 
  在使用ResNet模型做特征提取器的时候，由于Keras中的ResNet50模型是使用imagenet数据集做的预训练模型，输入的数据最低为[224,224,3]，因此如果使用相同的方法进行预训练模型的自定义，那么输入的数据维度最小要为[224,224,3]。
 
 
 
 其他模型的调用请有兴趣的读者自行完成。
 
 2.4　本章小结
 
 本章介绍TensorFlow的入门知识，我们为读者完整地演示了TensorFlow高级API Keras的使用与自定义用法。相信读者对使用一个简单的全连接网络去完成一个基本的计算已经得心应手。
 
 这只是TensorFlow和深度学习的入门部分。下一章将介绍TensorFlow中最重要的“反向传播”算法，这是TensorFlow能够权重更新和计算的核心内容。第4章将介绍TensorFlow中另外一个重要的层：卷积层。
 
 最后一部分使用Keras的模型库，这里仅仅是为了演示，告诉读者可以使用预训练模型做特征提取器，并不鼓励读者完全使用预定义模型去进行特定任务的求解。建议读者认真地学习本书，从而掌握完整的深度学习的模型设计和编写。
 
 
 第3章
 深度学习的理论基础
 
 上一章介绍了TensorFlow的基本使用方法，并通过两个简单的入门例子向读者演示了TensorFlow的一个入门程序——Hello TensorFlow &Keras！
 
 虽然从代码来看通过TensorFlow构建一个可用的神经网络程序对回归进行拟合分析并不是一件很难的事，但是从代码量上来看构建一个普通的神经网络是比较简单的，其背后的原理不容小觑。
 
 从本章开始，笔者将从BP神经网络（见图3.1）的开始说起，介绍其概念、原理以及背后的数学原理。如果本章的后半部分阅读有一定的困难，读者可以自行决定是否阅读。
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  图3.1　BP
 
 
 
 3.1　BP神经网络简介
 
 在介绍BP神经网络之前，人工神经网络是必须提到的内容。人工神经网络（Artificial Neural Network，ANN）从20世纪40年代初到80年代经历了大约半个世纪，经历了低潮和高潮几起几落的发展过程。
 
 1930年，B.Widrow和M.Hoff提出了自适应线性元件网络（ADAptive LINear Neuron，ADALINE），是一种连续取值的线性加权求和阈值网络。后来，在此基础上发展了非线性多层自适应网络。Widrow-Hoff的技术被称为最小均方误差（least mean square，LMS）学习规则，从此神经网络的发展进入第一个高潮期。
 
 在有限范围内，感知机有较好的功能，并且收敛定理得到证明。单层感知机能够通过学习把线性可分的模式分开，但对像XOR（异或）这样简单的非线性问题无法求解，这一点让人们大失所望，甚至开始怀疑神经网络的价值和潜力。
 
 1939年，麻省理工学院著名的人工智能专家M.Minsky和S.Papert出版了颇有影响力的Perceptron一书，从数学上剖析了简单神经网络的功能和局限性，并且指出多层感知器还不能找到有效的计算方法，由于M.Minsky在学术界的地位和影响，其悲观的结论被大多数人不做进一步分析而接受；加之当时以逻辑推理为研究基础的人工智能和数字计算机的辉煌成就大大减低了人们对神经网络研究的热情。
 
 20世纪30年代末期，人工神经网络的研究进入了低潮。尽管如此，神经网络的研究并未完全停顿下来，仍有不少学者在极其艰难的条件下致力于这一研究。1972年，T.Kohonen和J.Anderson不约而同地提出具有联想记忆功能的新神经网络。1973年，S.Grossberg与G.A.Carpenter提出了自适应共振理论（Adaptive Resonance Theory，ART），并在以后的若干年内发展了ART1、ART2、ART3这3个神经网络模型，从而为神经网络研究的发展奠定了理论基础。
 
 1943年，心理学家W·McCulloch和数理逻辑学家W·Pitts在分析、总结神经元基本特性的基础上提出神经元的数学模型（McCulloch-Pitts模型，简称MP模型），标志着神经网络研究的开始。受当时研究条件的限制，很多工作不能模拟，在一定程度上影响了MP模型的发展。尽管如此，MP模型对后来的各种神经元模型及网络模型都有很大的启发作用，在此后的1949年，D.O.Hebb从心理学的角度提出了至今仍对神经网络理论有着重要影响的Hebb法则。
 
 1945年，冯·诺依曼领导的设计小组试制成功存储程序式电子计算机，标志着电子计算机时代的开始。1948年，他在研究工作中比较了人脑结构与存储程序式计算机的根本区别，提出了以简单神经元构成的再生自动机网络结构。但是，指令存储式计算机技术的发展非常迅速，迫使他放弃了神经网络研究的新途径，继续投身于指令存储式计算机技术的研究，并在此领域做出了巨大贡献。虽然，冯·诺依曼的名字是与普通计算机联系在一起的，但他也是人工神经网络研究的先驱（见图3.2）之一。
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  图3.2　人工神经网络研究的先驱们
 
 
 
 1958年，F·Rosenblatt设计制作了“感知机”，它是一种多层的神经网络。这项工作首次把人工神经网络的研究从理论探讨付诸工程实践。感知机由简单的阈值性神经元组成，初步具备了诸如学习、并行处理、分布存储等神经网络的一些基本特征，从而确立了从系统角度进行人工神经网络研究的基础。
 
 进入20世纪80年代，特别是80年代末期，对神经网络的研究从复兴很快转入了新的热潮。这主要是因为：一方面经过十几年迅速发展的、以逻辑符号处理为主的人工智能理论和冯·诺依曼计算机在处理诸如视觉、听觉、形象思维、联想记忆等智能信息处理问题上受到了挫折；另一方面，并行分布处理的神经网络本身的研究成果，使人们看到了新的希望。
 
 1982年，美国加州工学院的物理学家J.Hoppfield提出了HNN（Hoppfield Neural Network）模型，并首次引入了网络能量函数概念，使网络稳定性研究有了明确的判据，其电子电路实现为神经计算机的研究奠定了基础，同时也开拓了神经网络用于联想记忆和优化计算的新途径。
 
 1983年，K.Fukushima等提出了神经认知机网络理论；D.Rumelhart和J.McCelland等提出了PDP（parallel distributed processing）理论，致力于认知微观结构的探索，同时发展了多层网络的BP算法，使BP网络成为目前应用最广的网络。1985年，D.H.Ackley、G.E.Hinton和T.J.Sejnowski将模拟退火概念移植到Boltzmann机模型的学习之中，以保证网络能收敛到全局最小值。
 
 反向传播（backpropagation，如图3.3所示）一词的使用出现在1983年，它的广泛使用是在1985年D.Rumelhart和J.McCelland所著的Parallel Distributed Processing这本书出版以后。1987年，T.Kohonen提出了自组织映射（self organizing map，SOM）。1987年，美国电气和电子工程师学会IEEE（institute for electrical and electronic engineers）在圣地亚哥（San Diego）召开了盛大规模的神经网络国际学术会议，国际神经网络学会（international neural networks society）也随之诞生。
 
 1988年，国际神经网络学会的正式杂志Neural Networks创刊。从1988年开始，国际神经网络学会和IEEE每年联合召开一次国际学术年会。1990年IEEE神经网络会刊问世，各种期刊的神经网络特刊层出不穷，神经网络的理论研究和实际应用进入了一个蓬勃发展的时期。
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  图3.3　反向传播
 
 
 
 BP神经网络（见图3.4）的代表者是D.Rumelhart和J.McCelland，是一种按误差逆传播算法训练的多层前馈网络，是目前应用最广泛的神经网络模型之一。
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  图3.4　BP神经网络
 
 
 
 BP算法（反向传播算法）的学习过程由信息的正向传播和误差的反向传播两个过程组成。
 
 ·　输入层：各神经元负责接收来自外界的输入信息，并传递给中间层各神经元。
 
 ·　中间层：中间层是内部信息处理层，负责信息变换，根据信息变化能力的需求，中间层可以设计为单隐藏层或者多隐藏层结构。
 
 ·　最后一个隐藏层：传递到输出层各神经元的信息，经进一步处理后，完成一次学习的正向传播处理过程，由输出层向外界输出信息处理结果。
 
 当实际输出与期望输出不符时，进入误差的反向传播阶段。误差通过输出层按误差梯度下降的方式修正各层权值，向隐藏层、输入层逐层反传。周而复始的信息正向传播和误差反向传播过程是各层权值不断调整的过程，也是神经网络学习训练的过程，此过程一直进行到网络输出的误差减少到可以接受的程度或者预先设定的学习次数为止。
 
 目前神经网络的研究方向和应用很多，反映了多学科交叉技术领域的特点，主要的研究工作集中在以下几个方面：
 
 ·　生物原型研究。从生理学、心理学、解剖学、脑科学、病理学等生物科学方面研究神经细胞、神经网络、神经系统的生物原型结构及其功能机理。
 
 ·　建立理论模型。根据生物原型的研究，建立神经元、神经网络的理论模型。其中包括概念模型、知识模型、物理化学模型、数学模型等。
 
 ·　网络模型与算法研究。在理论模型研究的基础上构建具体的神经网络模型，以实现计算机模拟或硬件的仿真，并且还包括网络学习算法的研究。这方面的工作也称为技术模型研究。
 
 ·　人工神经网络应用系统。在网络模型与算法研究的基础上，利用人工神经网络组成实际的应用系统。例如，完成某种信号处理或模式识别的功能、构建专家系统、制造机器人等。
 
 纵观当代新兴科学技术的发展历史，人类在征服宇宙空间、基本粒子、生命起源等科学技术领域的进程中历经了崎岖不平的道路。我们也会看到，探索人脑功能和神经网络的研究将伴随着重重困难的克服而日新月异。
 
 3.2　BP神经网络两个基础算法详解
 
 在正式介绍BP神经网络之前，需要首先介绍两个非常重要的算法，即随机梯度下降算法和最小二乘法。
 
 最小二乘法是统计分析中最常用的逼近计算的一种算法，其交替计算结果使得最终结果尽可能地逼近真实结果。随机梯度下降算法充分利用了TensorFlow框架的图运算特性的迭代和高效性，通过不停地判断和选择当前目标下的最优路径，使得能够在最短路径下达到最优的结果，从而提高大数据的计算效率。
 
 3.2.1　最小二乘法（LS算法）详解
 
 LS算法是一种数学优化技术，也是一种机器学习常用算法。它通过最小化误差的平方和寻找数据的最佳函数匹配。利用最小二乘法可以简便地求得未知的数据，并使得这些求得的数据与实际数据之间误差的平方和为最小。最小二乘法还可用于曲线拟合。其他一些优化问题也可通过最小化能量或最大化熵用最小二乘法来表达。
 
 最小二乘法不是本章的重点内容，笔者只通过一个图示演示一下LS算法的原理。LS算法原理如图3.5所示。
 
 从图3.5可以看到，若干个点依次分布在向量空间中，如果希望找出一条直线和这些点达到最佳匹配，那么最简单的一个方法就是希望这些点到直线的值最小，即下面最小二乘法实现公式最小。
 
 f(x)=ax+b
 
 δ=∑(f(xi)−yi)2
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  图3.5　最小二乘法原理
 
 
 
 这里直接引用的是真实值与计算值之间的差的平方和，具体而言，这种差值有个专门的名称为“残差”。基于此，表达残差的方式有以下3种：
 
 ·　∞-范数：残差绝对值的最大值[image: ]，即所有数据点中残差距离的最大值。
 
 ·　L1-范数：绝对残差和[image: ]，即所有数据点残差距离之和。
 
 ·　L2-范数：残差平方和[image: ]。
 
 可以看到，所谓的最小二乘法也就是L2范数的一个具体应用。通俗地说，就是看模型计算出的结果与真实值之间的相似性。
 
 因此，最小二乘法的定义可有如下定义：
 
 对于给定的数据(xi,yi)(i=1,…,m)，在取定的假设空间H中，求解f(x)∈H，使得残差δ=∑(f(xi)−yi)2的L2-范数最小。
 
 实际上函数f(x)是一条多项式函数曲线：
 
 f(x,w)=w0+w1x0+w2x1+…+wnxn-1
 
 而使用最小二乘法就是找到一组权重［w0,w1,…,wn］使得其对应的损失函数[image: ]值最小。那么问题又来了，如何能使得最小二乘法最小呢？
 
 对于计算最小二乘法的最小化，可以通过数学上的微积分处理方法，这是一个求极值的问题，只需要对权值依次求偏导数，最后令偏导数为0即可求出极值点。
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 具体实现了最小二乘法的代码如下所示：
 
 【程序3-1】
 
  
  
     import numpy as np
     from matplotlib import pyplot as plt
     A = np.array([[5],[4]])
     C = np.array([[4],[6]])
     B = A.T.dot?
     AA = np.linalg.inv(A.T.dot(A))
     l=AA.dot(B)
     P=A.dot(l)
     x=np.linspace(-2,2,10)
     x.shape=(1,10)
     xx=A.dot(x)
     fig = plt.figure()
     ax= fig.add_subplot(111)
     ax.plot(xx[0,:],xx[1,:])
     ax.plot(A[0],A[1],'ko')
     ax.plot([C[0],P[0]],[C[1],P[1]],'r-o')
     ax.plot([0,C[0]],[0,C[1]],'m-o')
     ax.axvline(x=0,color='black')
     ax.axhline(y=0,color='black')
     margin=0.1
     ax.text(A[0]+margin, A[1]+margin, r"A",fontsize=20)
     ax.text(C[0]+margin, C[1]+margin, r"C",fontsize=20)
     ax.text(P[0]+margin, P[1]+margin, r"P",fontsize=20)
     ax.text(0+margin,0+margin,r"O",fontsize=20)
     ax.text(0+margin,4+margin, r"y",fontsize=20)
     ax.text(4+margin,0+margin, r"x",fontsize=20)
     plt.xticks(np.arange(-2,3))
     plt.yticks(np.arange(-2,3))
     ax.axis('equal')
     plt.show()

 
 
 
 最终结果如图3.6所示。
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  图3.6　最小二乘法拟合曲线
 
 
 
 3.2.2　道士下山的故事——梯度下降算法
 
 在介绍随机梯度下降算法之前，给大家讲一个道士下山的故事，请看图3.7。
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  图3.7　模拟随机梯度下降算法的演示图
 
 
 
 这是一个模拟随机梯度下降算法的演示图。为了便于理解，我们将其比喻成道士想要出去游玩的一座山。
 
 设想道士有一天和道友一起到一座不太熟悉的山上去玩，在兴趣盎然中很快登上了山顶。但是天有不测，下起了雨。如果这时需要道士和其同来的道友用最快的速度下山，那么怎么办呢？
 
 如果想以最快的速度下山，那么最快的办法就是顺着坡度最陡峭的地方走下去。由于不熟悉路，道士在下山的过程中，每走过一段路程就需要停下来观望，从而选择最陡峭的下山路。这样一路走下来，就可以在最短时间内走到底。
 
 图3.7中的路可以近似地表示为：
 
 ①→②→③→④→⑤→⑥→⑦
 
 每个数字代表每次停顿的地点，这样只需要在每个停顿的地点选择最陡峭的下山路即可。
 
 这就是道士下山的故事，随机梯度下降算法和这个类似。如果想要使用最迅捷的下山方法，最简单的办法就是在下降一个梯度的阶层后寻找一个当前获得的最大坡度继续下降。这就是随机梯度算法的原理。
 
 从上面的例子可以看到，随机梯度下降算法就是不停地寻找某个节点中下降幅度最大的那个趋势进行迭代计算，直到将数据收缩到符合要求的范围为止。通过数学公式表达的方式计算的话，公式如下：
 
 f(θ)=θ0x0+θ1x1+...+θnxn=∑θixi
 
 在上一节讲最小二乘法的时候，我们通过最小二乘法说明了直接求解最优化变量的方法，也介绍了在求解过程中的前提条件是要求计算值与实际值的偏差的平方最小。
 
 在随机梯度下降算法中，对于系数需要通过不停地求解出当前位置下最优化的数据。同样是使用数学方式表达的话就是不停地对系数θ求偏导数，即公式如下所示：
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 公式中的θ会向着梯度下降的最快方向减少，从而推断出θ的最优解。
 
 因此，随机梯度下降算法最终被归结为：通过迭代计算特征值，从而求出最合适的值。θ求解的公式如下：
 
 θ=θ-α(f(θ)-yi)xi
 
 公式中α是下降系数。用较为通俗的话表示就是用来计算每次下降的幅度大小。系数越大，每次计算中差值较大；系数越小，差值越小，但是计算时间也相对延长。
 
 随机梯度下降算法将梯度下降算法通过一个模型来表示的话如图3.8所示。
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  图3.8　随机梯度下降算法过程
 
 
 
 从图3.8中可以看到，实现随机梯度下降算法的关键是拟合算法的实现。本例的拟合算法实现较为简单，通过不停地修正数据值从而达到数据的最优值。
 
 随机梯度下降算法在神经网络特别是机器学习中应用较广，由于其天生的缺陷，噪音较多，使得在计算过程中并不是都向着整体最优解的方向优化，往往可能只是一个局部最优解。为了克服这些困难，最好的办法就是增大数据量，在不停地使用数据进行迭代处理的时候能够确保整体的方向是全局最优解，或者最优结果在全局最优解附近。
 
 【程序3-2】
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 最终结果打印如下：
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 从结果上看，这里需要迭代2118次即可获得最优解。
 
 3.3　反馈神经网络反向传播算法介绍
 
 反向传播算法是神经网络的核心与精髓，在神经网络算法中取到一个举足轻重的地位。
 
 用通俗的话说，反向传播算法就是复合函数的链式求导法则的一个强大应用，而且实际上的应用比理论上的推导强大得多。本节将主要介绍反向传播算法的一个简单模型的推导，虽然简单，但是这个简单的模型是反向传播算法应用最为广泛的基础。
 
 3.3.1　深度学习基础
 
 机器学习在理论上可以看作统计学在计算机科学上的一个应用。在统计学上，一个非常重要的内容就是拟合和预测，即基于以往的数据，建立光滑的曲线模型实现数据结果与数据变量的对应关系。
 
 深度学习继承了统计学的应用领域，并且和统计学具有一样的目的，寻找结果与影响因素的一一对应关系，只不过样本点由狭义的x和y扩展到向量、矩阵等广义的对应点。此时，由于数据的复杂，对应关系模型的复杂度随之增加，而不能使用一个简单的函数表达。
 
 数学上通过建立复杂的高次多元函数解决复杂模型拟合的问题，但是大多数都失败了，因为过于复杂的函数式是无法进行求解的，也就是其公式的获取不可能。
 
 基于前人的研究，科研工作人员发现可以通过神经网络来表示这样的一个一一对应关系，而神经网络本质就是一个多元复合函数，通过增加神经网络的层次和神经单元可以更好地表达函数的复合关系。
 
 图3.9是多层神经网络的一个图像表达方式，这与我们在前面TensorFlow游乐场中看到的神经网络模型类似。事实上也是如此，通过设置输入层、隐藏层与输出层可以形成一个多元函数以求解相关问题。
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  图3.9　多层神经网络的表示
 
 
 
 通过数学表达式将多层神经网络模型表达出来，如图3.10所示。
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  图3.10　多层神经网络的数学表达
 
 
 
 其中，x是输入数值，w是相邻神经元之间的权重，也就是神经网络在训练过程中需要学习的参数。与线性回归类似的是，神经网络学习同样需要一个“损失函数”，即训练目标通过调整每个权重值w来使得损失函数最小。前面在讲解梯度下降算法的时候已经说过，如果权重过多或者指数过大，直接求解系数是一个不可能的事情，因此梯度下降算法是能够求解权重问题比较好的方法。
 
 3.3.2　链式求导法则
 
 在前面梯度下降算法的介绍中，没有对其背后的原理做出更为详细的介绍。实际上梯度下降算法就是链式法则的一个具体应用，如果把前面公式中损失函数以向量的形式表示为：
 
 h(x)=f(w11,w12,w13,w14,...,wij)
 
 那么其梯度向量为：
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 可以看到，其实所谓的梯度向量就是求出函数在每个向量上的偏导数之和。这也是链式法则善于解决的方面。
 
 下面以e=(a+b)×(b+1)为例子，其中a=2、b=1，计算其偏导数，如图3.11所示。
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  图3.11　e=(a+b)×(b+1)示意图
 
 
 
 本例中为了求得最终值e对各个点的梯度，需要将各个点与e联系在一起，例如期望求得e对输入点a的梯度，则只需要求得：
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 这样就把e与a的梯度联系在一起，同理可得：
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 用图表示如图3.12所示。
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  图3.12　链式法则的应用
 
 
 
 这样做的好处是显而易见的，求e对a的偏导数只要建立一个e到a的路径，图中经过c，那么通过相关的求导链接就可以得到所需要的值。对于求e对b的偏导数，也只需要建立所有e到b路径中的求导路径从而获得需要的值。
 
 3.3.3　反馈神经网络原理与公式推导
 
 在求导过程中，如果拉长了求导过程或者增加了其中的单元，就会大大增加其中的计算过程，即很多偏导数的求导过程会被反复计算，因此在实际中对于权值达到上十万或者上百万的神经网络来说，这样的重复冗余所导致的计算量是很大的。
 
 同样是为了求得对权重的更新，反馈神经网络算法将训练误差E看作以权重向量每个元素为变量的高维函数，通过不断更新权重，寻找训练误差的最低点，按误差函数梯度下降的方向更新权值。
 
  
  提示
 
  反馈神经网络算法的具体计算公式在本节后半部分进行推导。
 
 
 
 首先求得最后的输出层与真实值之间的差距，如图3.13所示。
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  图3.13　反馈神经网络最终误差的计算
 
 
 
 之后以计算出的测量值与真实值为起点，反向传播到上一个节点，并计算出节点的误差值，如图3.14所示。
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  图3.14　反馈神经网络输出层误差的传播
 
 
 
 以后将计算出的节点误差重新设置为起点，依次向后传播误差，如图3.15所示。
 
  
  注意
 
  对于隐藏层，误差并不是像输出层一样由单个节点确定而是由多个节点确定，因此对它的修正要计算所有与其连接的节点误差反馈值之和。
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  图3.15　反馈神经网络隐藏层误差的计算
 
 
 
 通俗地解释，一般情况下误差的产生是由于输入值与权重的计算产生了错误。输入值往往是固定不变的，因此对于误差的调节则需要对权重进行更新。权重的更新又是以输入值与真实值的偏差为基础的，当最终层的输出误差被反向一层层地传递回来后，每个节点被相应地分配适合其在神经网络地位中所担负的误差，即只需要更新其所需承担的误差量，如图3.16所示。
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  图3.16　反馈神经网络权重的更新
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  图3.16（续）
 
 
 
 在每一层，都需要维护输出对当前层的微分值，该微分值相当于被复用于之前每一层里权值的微分计算。因此，空间复杂度没有变化。同时也没有重复计算，每一个微分值都在之后的迭代中使用。
 
 下面介绍一下公式的推导。公式的推导需要使用一些高等数学的知识，因此读者可以自由选择学习。
 
 首先是算法的分析，前面已经说过，对于反馈神经网络算法，主要需要知道输出值与真实值之间的差值。
 
 ·　对输出层单元，误差项是真实值与模型计算值之间的差值。
 
 ·　对于隐藏层单元，由于缺少直接的目标值来计算隐藏层单元的误差，因此需要以间接的方式来计算隐藏层的误差项对受隐藏层单元h影响的每一个单元的误差进行加权求和。
 
 ·　权值的更新方面，主要依靠学习速率、该权值对应的输入以及单元的误差项。
 
 【定义一】前向传播算法
 
 对于前向传播的值传递，隐藏层输出值定义如下：
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 其中，Xi是当前节点的输入值，[image: ]是连接到此节点的权重，[image: ]是输出值。f是当前阶段的激活函数，[image: ]为当年节点的输入值经过计算后被激活的值。
 
 对于输出层，定义如下：
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 其中，Whk为输入的权重，[image: ]为输入到输出节点的输入值。这里对所有输入值进行权重计算后求得和值，作为神经网络的最后输出值ak。
 
 【定义二】反向传播算法
 
 与前向传播类似，首先需要定义两个值δk与[image: ]：
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 其中，δk为输出层的误差项，其计算值为真实值与模型计算值之间的差值；Y是计算值，T是输出真实值；[image: ]为输出层的误差。
 
  
  提示
 
  对于δk与[image: ]来说，无论定义在哪个位置，都可以看作当前的输出值对于输入值的梯度计算。
 
 
 
 通过前面的分析可以知道，神经网络反馈算法就是逐层地将最终误差进行分解，即每一层只与下一层打交道，如图3.17所示。据此可以假设每一层均为输出层的前一个层级，通过计算前一个层级与输出层的误差得到权重的更新。
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  图3.17　权重的逐层反向传导
 
 
 
 因此，反馈神经网络计算公式定义为：
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 即当前层输出值对误差的梯度可以通过下一层的误差与权重和输入值的梯度乘积获得。在公式[image: ]中，δk若为输出层则可以通过[image: ]求得，δk为非输出层时则可以使用逐层反馈的方式求得δk的值。
 
  
  提示
 
  这里千万要注意，对于δk与[image: ]来说，其计算结果都是当前的输出值对于输入值的梯度计算，是权重更新过程中一个非常重要的数据计算内容。
 
 
 
 或者换一种表述形式将前面的公式表示为：
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 可以看到，通过更为泛化的公式把当前层的输出对输入的梯度计算转化成求下一个层级的梯度计算值。
 
 【定义三】权重的更新
 
 反馈神经网络计算的目的是对权重的更新，因此与梯度下降算法类似，其更新可以仿照梯度下降对权值的更新公式：
 
 θ=θ-α(f(θ)-yi)xi
 
 即：
 
 
  [image: ]
 
 
 其中，ji表示为反向传播时对应的节点系数，通过对[image: ]的计算就可以更新对应的权重值。Wji的计算公式如上所示。
 
 对于没有推导的bji，其推导过程与Wji类似，但是在推导过程中输入值是被消去的，请读者自行学习。
 
 3.3.4　反馈神经网络原理的激活函数
 
 现在回到反馈神经网络的函数：
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 对于此公式中的[image: ]和[image: ]以及所需要计算的目标δ1已经做了较为详尽的解释，对[image: ]则一直没有做出介绍。
 
 回到前面生物神经元的图示中，传递进来的电信号通过神经元进行传递，由于神经元的突触强弱是有一定敏感度的，也就是只会对超过一定范围的信号进行反馈。也就是说，这个电信号必须大于某个阈值，神经元才会被激活引起后续的传递。
 
 在训练模型中同样需要设置神经元的阈值，即神经元被激活的频率用于传递相应的信息，模型中这种能够确定是否为当前神经元节点的函数被称为“激活函数”，如图3.18所示。
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  图3.18　激活函数示意图
 
 
 
 激活函数代表了生物神经元中接收到的信号强度，目前应用范围较广的是sigmoid函数。因为其在运行过程中只接受一个值，输出也是一个经过公式计算后的值，且其输出值为0~1之间。
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 其图形如图3.19所示。
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  图3.19　sigmoid激活函数图
 
 
 
 其倒函数的求法较为简单，即：
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 换一种表示方式为：
 
 f(x)′=f(x)×(1-f(x))
 
 sigmoid输入一个实值的数，之后将其压缩到0~1之间。较大值的负数被映射成0，大的正数被映射成1。
 
 顺带说一句，sigmoid函数在神经网络模型中占据了很长一段时间的统治地位，但是目前已经不常使用，主要原因是其非常容易区域饱和，当输入开始非常大或者非常小的时候，其梯度区域零会造成在传播过程中产生接近于0的梯度。这样在后续的传播时会造成梯度消散的现象，因此并不适合现代的神经网络模型使用。
 
 除此之外，近年来涌现出大量新的激活函数模型，例如Maxout、Tanh和ReLU模型，这些都是为了解决传统的sigmoid模型在更深程度上的神经网络所产生的各种不良影响。
 
  
  提示
 
  sigmoid函数的具体使用和影响会在后文的TensorFlow实战中进行介绍。
 
 
 
 3.3.5　反馈神经网络原理的Python实现
 
 本节将使用Python语言对神经网络的反馈算法做一个实现。经过前几节的解释，读者对神经网络的算法和描述有了一定的理解，本节将使用Python代码去实现一个自己的反馈神经网络。
 
 为了简化起见，这里的神经网络被设置成三层，即只有一个输入层、一个隐藏层以及最终的输出层。
 
 （1）首先是辅助函数的确定：
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 代码首先定义了随机值，使用random包中的random函数生成了一系列随机数，之后的make_matrix函数生成了相对应的矩阵。sigmoid和sigmod_derivate分别是激活函数和激活函数的导函数。这也是前文所定义的内容。
 
 （2）之后进入BP神经网络类的正式定义，类的定义需要对数据进行内容的设定。
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 init函数是数据内容的初始化，即在其中设置了输入层、隐藏层以及输出层中节点的个数；各个cell数据是各个层中节点的数值；weights数据代表各个层的权重。
 
 （3）setup函数的作用是对init函数中设定的数据进行初始化。
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 注意，输入层节点个数被设置成ni+1，这是由于其中包含bias偏置数；各个节点与1.0相乘是初始化节点的数值；各个层的权重值根据输入层、隐藏层以及输出层中节点的个数被初始化并被赋值。
 
 （4）定义完各个层的数目后，下面进入正式的神经网络内容的定义，首先是对于神经网络前向的计算。
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 代码段中将数据输入到函数中，通过隐藏层和输出层的计算最终以数组的形式输出。案例的完整代码如下所示：
 
 【程序3-3】
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 3.4　本章小结
 
 本章是较为理论的部分，主要讲解TensorFlow的核心算法：反向传播算法。虽然在编程中可能并不需要显式地使用反向传播，或者框架自动完成了反向传播的计算，但是了解和掌握TensorFlow的反向传播算法能使得读者在程序的编写过程中事半功倍。
 
 
 第4章
 卷积层与MNIST实战
 
 从本章开始将进入本书的重要部分——卷积神经网络的介绍。
 
 卷积神经网络是从信号处理衍生过来的一种对数字信号处理的方式，发展到图像信号处理上演变成一种专门用来处理具有矩阵特征的网络结构处理方式。卷积神经网络在很多应用上都有独特的优势，甚至可以说是无可比拟的，例如音频的处理和图像处理。
 
 本章将会介绍什么是卷积神经网络，介绍卷积实际上是一种不太复杂的数学运算，即卷积是一种特殊的线性运算形式。之后会介绍“池化”这一概念，这是卷积神经网络中必不可少的操作。另外，为了消除过拟合会介绍drop-out这一常用的方法。这些概念是为了让卷积神经网络运行得更加高效的一些常用方法。
 
 4.1　卷积运算基本概念
 
 在数字图像处理中有一种基本的处理方法，即线性滤波。它将待处理的二维数字看作一个大型矩阵，图像中的每个像素可以看作矩阵中的每个元素，像素的大小就是矩阵中的元素值。
 
 使用的滤波工具是另一个小型矩阵，这个矩阵被称为卷积核。卷积核的大小远远小于图像矩阵，具体的计算方式就是对于图像大矩阵中的每个像素，计算其周围的像素和卷积核对应位置的乘积，之后将结果相加最终得到的终值就是该像素的值，这样就完成了一次卷积。最简单的图像卷积方式如图4.1所示。
 
 本节将详细介绍卷积的运算、定义以及一些细节调整的介绍，这些都是卷积使用中必不可少的内容。
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  图4.1　卷积运算
 
 
 
 4.1.1　卷积运算
 
 前面已经说过了，卷积实际上是使用两个大小不同的矩阵进行的一种数学运算。为了便于读者理解，我们从一个例子开始。
 
 对高速公路上的跑车进行位置追踪，这也是卷积神经网络图像处理一个非常重要的应用。摄像头接收到的信号被计算为x(t)，表示跑车在路上时刻t的位置。
 
 实际上的处理往往没有那么简单，因为在自然界无时无刻不面临各种影响和摄像头传感器的滞后。为了得到跑车位置的实时数据，采用的方法就是对测量结果进行均值化处理。对于运动中的目标，时间越久的位置则越不可靠，时间离计算时越短的位置则对真实值的相关性越高。因此，可以对不同的时间段赋予不同的权重，即通过一个权值定义来计算。这个可以表示为：
 
 s(t)=∫x(a)ω(t-a)da
 
 这种运算方式被称为卷积运算。换个符号表示为：
 
 s(t)=(x*ω)(t)
 
 在卷积公式中，第一个参数x被称为“输入数据”，第二个参数ω被称为“核函数”，s(t)是输出，即特征映射。
 
 对于稀疏矩阵（见图4.2）来说，卷积网络具有稀疏性，即卷积核的大小远远小于输入数据矩阵的大小。例如，当输入一个图片信息时，数据的大小可能为上万的结构，但是使用的卷积核却只有几十，这样能够在计算后获取更少的参数特征，极大地减少了后续的计算量。
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  图4.2　稀疏矩阵
 
 
 
 参数共享指的是在特征提取过程中不同输入值的同一个位置区域上会使用相同的参数，在传统的神经网络中，每个权重只对其连接的输入输出起作用，当其连接的输入输出元素结束后就不会再用到。而在卷积神经网络中卷积核的每一个元素都被用在输入的同一个位置上，在过程中只需学习一个参数集合，就能把这个参数应用到所有的图片元素中。
 
 【程序4-1】
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 程序4-1实现了由Python实现的卷积操作，这里卷积核从左到右、从上到下进行卷积计算，最后返回新的矩阵。
 
 4.1.2　TensorFlow中卷积函数实现详解
 
 前面章节中通过Python实现了卷积的计算，TensorFlow为了框架计算的迅捷同样也使用了专门的函数Conv2D(Conv)作为卷积计算函数。这个函数是搭建卷积神经网络最为核心的函数之一，非常重要。（卷积层的具体内容请读者参考相关资料自行学习，本书将不再展开讲解。）
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 Conv2D(Conv)是TensorFlow的卷积层自带的函数，最重要的5个参数如下：
 
 ·　filters：卷积核数目，卷积计算时折射使用的空间维度。
 
 ·　kernel_size：卷积核大小，要求是一个Tensor，具有[filter_height, filter_width, in_channels, out_channels]这样的shape，具体含义是[卷积核的高度，卷积核的宽度，图像通道数，卷积核个数]，要求类型与参数input相同。有一个地方需要注意，第三维in_channels就是参数input的第四维。
 
 ·　strides：步进大小，卷积时在图像每一维的步长，这是一个一维的向量，第一维和第四维默认为1，第三维和第四维分别是平行和竖直滑行的步进长度。
 
 ·　padding：补全方式，string类型的量，只能是"SAME"和"VALID"其中之一，这个值决定了不同的卷积方式。
 
 ·　activation：激活函数，一般使用relu作为激活函数。
 
 【程序4-2】
 
  
  
     import tensorflow as tf
     input = tf.Variable(tf.random.normal([1, 3, 3, 1]))
     conv = tf.keras.layers.Conv2D(1,2)(input)
     print(conv)

 
 
 
 程序4-2展示了一个使用TensorFlow高级API进行卷积计算的例子，在这里随机生成了一个[3,3]大小的矩阵，之后使用1个大小为[2,2]的卷积核对其进行计算，打印结果如图4.3所示。
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  图4.3　打印结果
 
 
 
 可以看到，卷积对生成的随机数据进行计算，重新生成了一个[1,2,2,1]大小的卷积结果。这是由于卷积在工作时边缘被处理消失，因此生成的结果小于原有的图像。
 
 有时候需要生成的卷积结果和原输入矩阵的大小一致，需要将参数padding的值设为"VALID"，当其为"SAME"时，表示图像边缘将由一圈0补齐，使得卷积后的图像大小和输入大小一致，示意如下：
 
 00000000000
 
 0xxxxxxxxx0
 
 0xxxxxxxxx0
 
 0xxxxxxxxx0
 
 00000000000
 
 这里x是图片的矩阵信息，外面一圈是补齐的0，而0在卷积处理时对最终结果没有任何影响。这里略微对其进行修改，如程序4-3所示。
 
 【程序4-3】
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 这里只打印最终卷积计算的维度大小，结果如下：
 
  
  
     (1, 5, 5, 1)

 
 
 
 可以看到这里最终生成了一个[1,5,5,1]大小的结果，这是由于在补全方式上笔者采用了"SAME"的模式对其进行处理。
 
 下面再换一个参数，在前面的代码中stride的大小使用的是默认值[1,1]，此时如果把stride替换成[2,2]，即步进大小设置成2，代码如下：
 
 【程序4-4】
 
  
  
     import tensorflow as tf
     input = tf.Variable(tf.random.normal([1, 5, 5, 1]))
     conv = tf.keras.layers.Conv2D(1,2,strides=[2,2],padding="SAME")(input)
     #strides的大小被替换
     print(conv.shape)

 
 
 
 最终打印结果：
 
  
  
     (1, 3, 3, 1)

 
 
 
 可以看到，即使是采用padding="SAME"模式填充，生成的结果也不再是原输入的大小，而是维度有了变化。
 
 最后总结一下经过卷积计算后结果图像的大小变化公式：
 
 N=(W−F+2P)/S+1
 
 ·　输入图片大小为W×W。
 
 ·　Filter大小为F×F。
 
 ·　步长为S。
 
 ·　padding的像素数为P，一般情况下P=1。
 
 读者可以自行验证。
 
 4.1.3　池化运算
 
 在通过卷积获得了特征（features）之后，下一步希望利用这些特征去做分类。理论上讲，人们可以用所有提取得到的特征去训练分类器，例如softmax分类器，但这样做面临计算量的挑战。例如，对于一个96×96像素的图像，假设已经学习得到了400个定义在8×8输入上的特征，每一个特征和图像卷积都会得到一个(96−8+1)×(96−8+1)=7921维的卷积特征，由于有400个特征，因此每个样例（example）都会得到一个892×400=3168400维的卷积特征向量。学习一个拥有超过300万特征输入的分类器十分不便，并且容易出现过拟合（over-fitting）。
 
 这个问题的产生是因为卷积后的图像具有一种“静态性”的属性，也就意味着在一个图像区域有用的特征极有可能在另一个区域同样适用。因此，为了描述大的图像，一个很自然的想法就是对不同位置的特征进行聚合统计。
 
 例如，特征提取可以计算图像一个区域上的某个特定特征的平均值（或最大值），如图4.4所示。这些概要统计特征不仅具有低得多的维度（相比使用所有提取得到的特征），同时还会改善结果（不容易过拟合）。这种聚合的操作就叫作池化（pooling），有时也称为平均池化或者最大池化（取决于计算池化的方法）。
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  图4.4　max-pooling后的图片
 
 
 
 如果选择图像中的连续范围作为池化区域，并且只是池化相同（重复）的隐藏单元产生的特征，那么这些池化单元就具有平移不变性（translationinvariant）。这就意味着即使图像经历了一个小的平移之后依然会产生相同的（池化的）特征。在很多任务中（例如物体检测、声音识别），我们都更希望得到具有平移不变性的特征，因为即使图像经过了平移，样例（图像）的标记仍然保持不变。
 
 TensorFlow中池化运算的函数如下：
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 重要的参数如下：
 
 ·　pool_size：池化窗口的大小，默认大小一般是[2, 2]。
 
 ·　strides：和卷积类似，窗口在每一个维度上滑动的步长，默认大小一般也是[2,2]。
 
 ·　padding：和卷积类似，可以取'VALID'或者'SAME'，返回一个Tensor，类型不变，shape仍然是[batch, height, width, channels]这种形式。
 
 池化一个非常重要的作用就是能够帮助输入的数据表示近似不变性。对于平移不变性，指的是对输入的数据进行少量平移时，经过池化后的输出结果并不会发生改变。局部平移不变性是一个很有用的性质，尤其是当关心某个特征是否出现而不关心它出现的具体位置时。
 
 例如，当判定一幅图像中是否包含人脸时，并不需要判定眼睛的位置，而是需要知道一只眼睛出现在脸部的左侧、另外一只出现在右侧就可以了。
 
 4.1.4　softmax激活函数
 
 softmax函数在前面已经做过介绍，并且笔者使用Numpy自定义实现了softmax的功能和函数。softmax是一个对概率进行计算的模型，因为在真实的计算模型系统中对一个实物的判定并不是100%，而只是有一定的概率，并且在所有的结果标签上都可以求出一个概率。
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 其中，第一个公式是人为定义的训练模型，这里采用的是输入数据与权重的乘积和并加上一个偏置b的方式。偏置b存在的意义是为了加上一定的噪声。
 
 对于求出的[image: ]，softmax的作用就是将其转化成概率。换句话说，这里的softmax可以被看作是一个激励函数，将计算的模型输出转换为在一定范围内的数值，并且在总体中这些数值的和为1，每个单独的数据结果都有其特定的数据结果。
 
 用更为正式的语言表述就是softmax是模型函数定义的一种形式：把输入值当成幂指数求值，再正则化这些结果值。这个幂运算表示，更大的概率计算结果对应更大的假设模型里面的乘数权重值。反之，拥有更少的概率计算结果意味着在假设模型里面拥有更小的乘数系数。
 
 假设模型里的权值不可以是0值或者负值。softmax然后会正则化这些权重值，使它们的总和等于1，以此构造一个有效的概率分布。
 
 对于最终的公式y=softmax(f(x))=softmax(wijxj+b)来说，可以将其认为是如图4.5所示的形式。
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  图4.5　softmax计算形式
 
 
 
 图4.5演示了softmax的计算公式，实际上就是输入的数据通过与权重的乘积之后对其进行softmax计算得到的结果。如果将其用数学方法表示出来，可以如图4.6所示。
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  图4.6　softmax矩阵表示
 
 
 
 将这个计算过程用矩阵的形式表示出来，即矩阵乘法和向量加法，这样有利于使用TensorFlow内置的数学公式进行计算，极大地提高了程序效率。
 
 4.1.5　卷积神经网络原理
 
 前面介绍了卷积运算的基本原理和概念，从本质上来说卷积神经网络就是将图像处理中的二维离散卷积运算和神经网络相结合。这种卷积运算可以用于自动提取特征，而卷积神经网络也主要应用于二维图像的识别。下面笔者将采用图示的方法更加直观地介绍卷积神经网络的工作原理。
 
 一个卷积神经网络中有一个输入层、一个卷积层、一个输出层，但是在真正使用的时候一般会使用多层卷积神经网络不断地去提取特征，特征越抽象，越有利于识别（分类）。通常，卷积神经网络也包含池化层、全连接层，最后接输出层。
 
 ·　图像输入：获取输入的数据图像。
 
 ·　卷积：对图像特征进行提取。
 
 ·　Pooling层：用于缩小在卷积时获取的图像特征。
 
 ·　全连接层：用于对图像进行分类。
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  图4.7　卷积神经网络处理图像的步骤
 
 
 
 这几个步骤依次进行，分别具有不同的作用。经过卷积层的图像被分部提取特征后获得分块的、同样大小的图片，如图4.8所示。
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  图4.8　卷积处理的分解图像
 
 
 
 可以看到，经过卷积处理后的图像被分为若干个大小相同、只具有局部特征的图片。图4.9表示对分解后的图片使用一个小型神经网络做更进一步的处理，即将二维矩阵转化成一维数组。
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  图4.9　分解后图像的处理
 
 
 
 需要说明的是，在这个步骤中，也就是对图片进行卷积化处理时，卷积算法对所有分解后的局部特征进行同样的计算，这个步骤称为“权值共享”。这样做的依据如下：
 
 ·　对图像等数组数据来说，局部数组的值经常是高度相关的，可以形成容易被探测到的独特的局部特征。
 
 ·　图像和其他信号的局部统计特征与其位置是不太相关的，如果特征图能在图片的一个部分出现，就能出现在任何地方。所以不同位置的单元共享同样的权重，并在数组的不同部分探测相同的模式。
 
 数学上，这种由一个特征图执行的过滤操作是一个离散的卷积，卷积神经网络由此得名。
 
 池化层的作用是对获取的图像特征进行缩减，从前面的例子中可以看到，使用[2,2]大小的矩阵来处理特征矩阵，使得原有的特征矩阵可以缩减到1/4大小，特征提取的池化效应如图4.10所示。
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  图4.10　池化处理后的图像
 
 
 
 经过池化处理的图像矩阵作为神经网络的数据输入，使用一个全连接层对输入的所有节点数据进行分类处理（见图4.11），并且计算这个图像所求的所属位置概率最大值。
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  图4.11　全连接层判断
 
 
 
 采用较为通俗的语言概括，卷积神经网络是一个层级递增的结构，也可以认为是一个人在读报纸，首先一字一句地读取，之后整段地理解，最后获得全文的倾向。卷积神经网络也是从边缘、结构和位置等一起感知物体的形状。
 
 4.2　编程实战：MNIST手写体识别
 
 下面笔者将带领读者做一个使用卷积神经网络实战的例子，即使用TensorFlow进行MNIST手写体的识别。
 
 4.2.1　MNIST数据集
 
 “HelloWorld”是任何一种编程语言入门的基础程序，任何一名同学在开始编程学习时打印的第一句话往往就是“HelloWorld”。前面章节中笔者也带领读者学习和掌握了TensorFlow的第一个程序“HelloWorld”。
 
 在深度学习编程中也有其特有的“HelloWorld”，即MNIST手写体的识别。相对于上一章单纯地从数据文件中读取数据并加以训练的模型，MNIST是一个图片数据集，其分类更多，难度也更大。
 
 对于好奇的读者来说，一定有一个疑问，MNIST究竟是什么？
 
 实际上，MNIST是一个手写数字的数据库，有60000个训练样本集和10000个测试样本集。打开来看，MNIST数据集就是图4.12所示的这个样子。
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  图4.12　MNIST文件手写体
 
 
 
 可以从MNIST数据库官方网址直接下载train-images-idx3-ubyte.gz、train-labels-idx1-ubyte.gz等，如图4.13所示。
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  图4.13　MNIST文件中包含的数据集
 
 
 
 下载4个文件，解压缩后发现这些文件并不是标准的图像格式，也就是一个训练图片集、一个训练标签集、一个测试图片集、一个测试标签集。这些文件是压缩文件，解压出来后是二进制文件，其中训练图片集的内容部分如图4.14所示。
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  图4.14　MNIST文件的二进制表示
 
 
 
 MNIST训练集内部的文件结构如图4.15所示。
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  图4.15　MNIST文件结构图
 
 
 
 图4.15所示是训练集的文件结构，其中有60000个实例。也就是说，这个文件里面包含了60000个标签内容，每一个标签的值为0~9之间的一个数。这里我们先解析每一个属性的含义。首先该数据是以二进制格式存储的，我们读取的时候要以rb方式读取；其次，真正的数据只有[value]这一项，其他的[type]等只是用来描述的，并不真正在数据文件里面。
 
 也就是说，在读取真实数据之前，要读取4个32 bit的整数型（int）数据。由[offset]可以看出真正的pixel是从0016开始的，一个整数型32位的数据，所以在读取pixel之前要读取4个参数，也就是magic number、number of images、number of rows、number of columns。
 
 继续对图片进行分析。在MNIST图片集中，所有的图片都是28×28的，也就是每个图片都有28×28个像素；在图4.16所示的train-images-idx3-ubyte文件中偏移量为0字节处有一个4字节的数为0000 0803，表示魔数；接下来是0000 ea60；值为60000，代表容量；接下来从第8个字节开始有一个4字节数，值为28，也就是0000 001c，表示每个图片的行数；从第12个字节开始有一个4字节数，值也为28，也就是0000 001c，表示每个图片的列数；从第16个字节开始才是我们的像素值。
 
 这里使用每784个字节代表一幅图片。
 
  
  [image: ] 
  图4.16　每个手写体被分成28×28个像素
 
 
 
 4.2.2　MNIST数据集特征和标签介绍
 
 前面已经介绍了通过一个简单的iris数据集的例子实现了对3个类别的分类问题。现在我们加大难度，尝试使用TensorFlow去预测10个分类。这实际上难度并不大，如果读者已经掌握了前面的3分类的程序编写，那么这个则不在话下。
 
 首先是对数据库的获取。读者可以通过前面的地址下载正式的MNIST数据集，然而在TensorFlow 2.0中，集成的Keras高级API带有已经处理成npy格式的MNIST数据集，可以对其进行载入和计算。
 
  
  
     mnist = tf.keras.datasets.mnist
     (x_train, y_train), (x_test, y_test) = mnist.load_data()

 
 
 
 这里Keras能够自动连接互联网下载所需要的MNIST数据集，最终下载的是npz格式的数据集mnist.npz。
 
 如果有读者无法连接下载数据，本书自带的代码库中也同样提供了对应的mnist.npz数据的副本，读者只将其复制到目标位置，之后在load_data函数中提供绝对地址即可，代码如下：
 
  
  
     (x_train, y_train), (x_test, y_test) =
mnist.load_data(path='C:/Users/wang_xiaohua/Desktop/TF2.0/dataset/mnist.npz')

 
 
 
 需要注意的是，这里输入的是数据集的绝对地址。load_data函数会根据输入的地址将数据进行处理，并自动将其分解成训练集和验证集。打印训练集的维度如下：
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 这里是使用Keras自带的API进行数据处理的第一个步骤，有兴趣的读者可以自行完成数据的读取和切分的代码。
 
 在上面的代码段中，load_data函数可以按既定的格式读取出来。正如iris数据库一样，每个MNIST实例数据单元也是由2部分构成的，一幅包含手写数字的图片和一个与其相对应的标签。可以将其中的标签特征设置成“y”，而图片特征矩阵以“x”来代替，所有的训练集和测试集中都包含x和y。
 
 图4.17用更为一般化的形式解释了MNIST数据实例的展开形式。在这里，图片数据被展开成矩阵的形式，矩阵的大小为28×28。至于如何处理这个矩阵，常用的方法是将其展开，而展开的方式和顺序并不重要，只需要将其按同样的方式展开即可。
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  图4.17　图片转换为向量模式
 
 
 
 下面回到对数据的读取，前面已经介绍了，MNIST数据集实际上就是一个包含着60000张图片的60000×28×28大小的矩阵张量[60000,28,28]，如图4.18所示。
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  图4.18　MNIST数据集的矩阵表示
 
 
 
 矩阵中行数指的是图片的索引，用以对图片进行提取。后面的28×28个向量用以对图片特征进行标注。实际上，这些特征向量就是图片中的像素点，每张手写图片是[28,28]的大小，每个像素转化为0~1之间的一个浮点数，构成矩阵。
 
 如同在上一章的例子中，每个实例的标签对应于0~9之间的任意一个数字，用以对图片进行标注。需要注意的是，对于提取出来的MNIST的特征值，默认是使用一个0~9的数值进行标注，但是这种标注方法并不能使得损失函数获得一个好的结果，因此常用的是one_hot计算方法，即将值具体落在某个标注区间中。
 
 one_hot的标注方法请读者自行学习掌握。这里笔者主要介绍将单一序列转化成one_hot的方法。一般情况下，TensorFlow也自带了转化函数，即tf.one_hot函数，但是这个转化生成的是Tensor格式的数据，因此并不适合直接输入。
 
 如果读者能够自行编写将序列值转化成one_hot的函数，那么编程功底是不错的，但是Keras提供了已经编写好的转换函数：
 
  
  
     tf.keras.utils.to_categorical

 
 
 
 其作用是将一个序列转化成以one_hot形式表示的数据集，格式如图4.19所示。
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  图4.19　one-hot数据集
 
 
 
 对于MNIST数据集的标签来说，实际上就是一个60000张图片的60000×10大小的矩阵张量[60000,10]。前面的行数指的是数据集中图片的个数为60000个，后面的10是10个列向量。
 
 4.2.3　TensorFlow 2.X编程实战：MNIST数据集
 
 在上一节中，笔者对MNIST数据做了介绍，描述了其构成方式以及其中数据的特征和标签含义等。了解这些有助于编写适当的程序来对MNIST数据集进行分析和识别。下面将一步步地分析和编写代码以对数据集进行处理。
 
 1．数据的获取
 
 对于MNIST数据的获取实际上有很多渠道，读者可以使用TensorFlow 2.0自带的数据获取方式获得MNIST数据集并进行处理，代码如下：
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 实际上，对于TensorFlow来说，它提供了常用API并收集整理一些数据集，为模型的编写和验证带来了最大限度的方便。
 
 不过，对于软件自带的API和自己实现的API，应该选择哪个呢？
 
 选择自带的API！除非能肯定自带的API不适合你的代码。因为大多数自带的API在底层都会做一定程度的优化，调用不同的库包去最大效率地实现功能，因此即使自己的API与其功能一样，但是内部实现还是有所不同的。请牢记“不要重复造轮子”。
 
 2．数据的处理
 
 对于数据的处理，读者可以参考iris数据的处理方式进行，即首先将label进行one-hot处理，之后使用TensorFlow自带的data API进行打包，方便地组合成train与label的配对数据集。
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 需要注意的是，在数据被读出后，x_train与x_test分别是训练集与测试集的数据特征部分，其是两个维度为[x,28,28]大小的矩阵，但是在4.1节中介绍卷积计算时，卷积的输入是一个4维的数据，还需要一个“通道”的标注，因此对其使用tf的扩展函数，修改了维度的表示方式。
 
 3．模型的确定与各模块的编写
 
 对于使用深度学习构建一个分辨MNIST的模型来说，最简单最常用的方法是建立一个基于卷积神经网络+分类层的模型，结构如图4.20所示。
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  图4.20　基于卷积神经网络+分类层的模型
 
 
 
 从图4.20可以看到，一个简单的卷积神经网络模型是由卷积层、池化层、dropout层以及作为分类的全连接层构成的，同时每一层之间使用relu激活函数做分割，而batch_normalization作为正则化的工具也被作为各个层之间的连接而使用。
 
 模型代码如下：
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 下面分步进行解释。
 
 （1）输入的初始化
 
 输入的初始化使用的是Input类，这里根据输入的数据大小将输入的数据维度做成[28,28,1]，其中的batch_size不需要设置，TensorFlow会在后台自行推断。
 
  
  
     input_xs = tf.keras.Input([28,28,1])

 
 
 
 （2）卷积层
 
 TensorFlow中自带了卷积层实现类对卷积的计算，这里首先创建了一个类，通过设定卷积核数据、卷积核大小、padding方式和激活函数初始化了整个卷积类。
 
  
  
     conv = tf.keras.layers.Conv2D(32,3,padding="SAME",
activation=tf.nn.relu)(input_xs)

 
 
 
 TensorFlow中的卷积层的定义在绝大多数的情况下直接调用给定的实现好的卷积类即可。当卷积核大小等于3时，TensorFlow专门给予了优化，原因在下一章揭晓。现在读者只需要牢记卷积类的初始化和卷积层的使用即可。
 
 （3）BatchNormalization和Maxpool层
 
 Batch_normalization和Maxpool层的目的是输入数据正则化，最大限度地减少模型的过拟合和增大模型的泛化能力。对于Batch_normalization和Maxpool的实现，读者自行参考模型代码的写法做个实现，有兴趣的读者可以更深一步学习其相关的理论，本书就不再过多介绍了。
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 （4）起分类作用的全连接层
 
 全连接层的作用是对卷积层所提取的特征做最终分类。这里我们首先使用flat函数，将提取计算后的特征值平整化，之后的2个全连接层起到特征提取和分类的作用，最终做出分类。
 
  
  
     dense = tf.keras.layers.Dense(512, activation=tf.nn.relu)(flat)
     logits = tf.keras.layers.Dense(10, activation=tf.nn.softmax)(dense)

 
 
 
 同样使用TensorFlow对模型进行打印，可以将所涉及的各个层级都打印出来，如图4.21所示。
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  图4.21　打印各个层级
 
 
 
 可以看到，各个层依次被计算，并且所用的参数也打印出来了。
 
 【程序4-5】
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 最终打印结果如图4.22所示。
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  图4.22　打印结果
 
 
 
 可以看到，经过模型的训练，在测试集上最终的准确率达到0.9879，即98%以上，而损失率在0.05左右。
 
 4.2.4　使用自定义的卷积层实现MNIST识别
 
 利用已有的卷积层已经能够较好地达到目标，使得准确率在0.98以上。这是一个非常不错的准确率，但是为了获得更高的准确率，还有没有别的方法能够在这个基础上做更进一步的提高呢？
 
 一个非常简单的思想就是建立short-cut，即建立数据通路，使得输入的数据和经过卷积计算后的数据连接在一起，从而解决卷积层在层数过多情况下出现的梯度下降或者梯度消失的问题，模型如图4.23所示。
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  图4.23　残差网络
 
 
 
 这是一个“残差网络”部分示意图，即将输入的数据经过卷积层计算后与输入数据直接相连，从而建立一个能够保留更多细节内容的卷积结构。
 
 遵循计算iris数据集的自定义层级的方法，在继承Layers层后，TensorFlow自定义的一个层级需要实现3个函数：init、build和call函数。
 
 （1）初始化参数
 
 init的作用是初始化所有的参数，通过分析模型可以得知，目前需要定义的参数为卷积核数目和卷积核大小。
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 （2）定义可变参数
 
 模型中参数的定义在build中，这里是对所有可变参数的定义，代码如下：
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 （3）模型的计算
 
 模型的计算定义在call函数中，对于残差网络的简单表示如下：
 
 conv=conv(input)
 
 out=relu(conv)+input
 
 这里分段实现结果，即将卷积计算后的函数结果经过激活函数后叠加输入值作为输出，代码如下：
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 全部代码段如下所示：
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 下面的代码将自定义的卷积层替换为对应的卷积层。
 
 【程序4-6】
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 最终打印结果如图4.24所示。
 
  
  [image: ] 
  图4.24　打印结果
 
 
 
 4.3　本章小结
 
 本章是TensorFlow 2.0入门的完结部分，主要介绍了如何使用卷积对MNIST数据集做识别。这是一个入门案例，但是包含的内容非常多，例如使用多种不同的层和类构建一个较为复杂的卷积神经网络。我们也向读者介绍了部分类和层的使用，不仅仅是卷积神经网络。
 
 本章自定义了一个新的卷积层：“残差卷积”。这是一种非常重要的内容，希望读者尽快熟悉和掌握TensorFlow 2.0自定义层的写法和用法。
 
 
 第5章
 TensorFlow Datasets和TensorBoard详解
 
 训练TensorFlow模型的时候，需要找数据集、下载、装数据集……太麻烦了，比如MNIST这种全世界都在用的数据集，能不能来个一键装载？
 
 吴恩达老师说过，公共数据集为机器学习研究这枚火箭提供了动力，但将这些数据集放入机器学习管道就已经够难的了。编写供下载的一次性脚本，准备他们要用的源格式和复杂性不一的数据集，相信这种痛苦每个程序员都有过切身体会。
 
 对于大多数TensorFlow初学者来说，选择一个合适的数据集是作为初始练手项目一个非常重要的起步。为了帮助初学者方便迅捷地获取合适的数据集，并作为一个标准的评分测试标准，TensorFlow推出了一个新的功能，叫作TensorFlow Datasets，可以将tf.data和Numpy的格式用公共数据集装载到TensorFlow里，方便迅捷地供使用者调用。
 
 当使用TensorFlow训练大量深层的神经网络时，使用者希望跟踪神经网络整个训练过程中的信息，比如迭代过程中每一层参数是如何变化与分布的、每次循环参数更新后模型在测试集与训练集上的准确率是如何、损失值的变化情况等。如果能在训练的过程中将一些信息加以记录并可视化地表现出来，那么对探索模型会有更深的帮助与理解。
 
 本章着重解决这2个问题，详细介绍TensorFlow Datasets和TensorBoard的使用。
 
 5.1　TensorFlow Datasets简介
 
 目前来说，已经有85个数据集可以通过TensorFlow Datasets装载，读者可以通过打印的方式获取到全部的数据集名称（由于数据集仍在不停地添加中，显示结果由打印为准）：
 
  
  
     import tensorflow_datasets as tfds
     print(tfds.list_builders())

 
 
 
 结果如下所示。
 
  
  
['abstract_reasoning', 'bair_robot_pushing_small', 'bigearthnet', 'caltech101',
'cats_vs_dogs', 'celeb_a', 'celeb_a_hq', 'chexpert', 'cifar10', 'cifar100',
'cifar10_corrupted', 'clevr', 'cnn_dailymail', 'coco', 'coco2014',
'colorectal_histology', 'colorectal_histology_large',
'curated_breast_imaging_ddsm', 'cycle_gan', 'definite_pronoun_resolution',
'diabetic_retinopathy_detection', 'downsampled_imagenet', 'dsprites', 'dtd',
'dummy_dataset_shared_generator', 'dummy_mnist', 'emnist', 'eurosat',
'fashion_mnist', 'flores', 'glue', 'groove', 'higgs', 'horses_or_humans',
'image_label_folder', 'imagenet2012', 'imagenet2012_corrupted', 'imdb_reviews',
'iris', 'kitti', 'kmnist', 'lm1b', 'lsun', 'mnist', 'mnist_corrupted',
'moving_mnist', 'multi_nli', 'nsynth', 'omniglot', 'open_images_v4',
'oxford_flowers102', 'oxford_iiit_pet', 'para_crawl', 'patch_camelyon',
'pet_finder', 'quickdraw_bitmap', 'resisc45', 'rock_paper_scissors', 'shapes3d',
'smallnorb', 'snli', 'so2sat', 'squad', 'starcraft_video', 'sun397', 'super_glue',
'svhn_cropped', 'ted_hrlr_translate', 'ted_multi_translate', 'tf_flowers',
'titanic', 'trivia_qa', 'uc_merced', 'ucf101', 'voc2007', 'wikipedia',
'wmt14_translate', 'wmt15_translate', 'wmt16_translate', 'wmt17_translate',
'wmt18_translate', 'wmt19_translate', 'wmt_t2t_translate', 'wmt_translate',
'xnli']。

 
 
 
 可能有读者对这么多的数据集不熟悉，当然笔者也不建议读者一一去查看和测试这些数据集。表5.1列举了TensorFlow Datasets较为常用的6种类型29个数据集，分别涉及音频、图像、结构化数据、文本、翻译和视频类数据。
 
  
  表5.1　TensorFlow Datasets数据集
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 5.1.1　Datasets数据集的安装
 
 一般而言，安装好TensorFlow以后，TensorFlow Datasets是默认安装的。如果读者没有安装TensorFlow Datasets，可以通过如下代码段进行安装：
 
  
  
     pip install tensorflow_datasets

 
 
 
 5.1.2　Datasets数据集的使用
 
 下面以MNIST数据集为例介绍Datasets数据集的基本使用情况。MNIST数据集展示代码如下：
 
  
  
     import tensorflow as tf
     import tensorflow_datasets as tfds
     mnist_data = tfds.load("mnist")
     mnist_train, mnist_test = mnist_data["train"], mnist_data["test"]
          
     assert isinstance(mnist_train, tf.data.Dataset)

 
 
 
 这里首先导入了tensorflow_datasets作为数据的获取接口，之后调用load函数获取mnist数据集的内容，再按照train和test数据的不同将其分割成训练集和测试集。运行效果如图5.1所示。
 
 第一次下载时，tfds连接数据的下载点获取数据的下载地址和内容，此时只需静待数据下载完毕即可。下面打印数据集的维度和一些说明，代码如下：
 
  
  
     import tensorflow_datasets as tfds
     mnist_data = tfds.load("mnist")
     mnist_train, mnist_test = mnist_data["train"], mnist_data["test"]
     
     print(mnist_train)
     print(mnist_test)
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  图5.1　运行效果
 
 
 
 根据下载的数据集的具体内容，数据集已经被调整成相应的维度和数据格式，显示结果如图5.2所示。
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  图5.2　数据集效果
 
 
 
 MNIST数据集中的数据大小是[28,28,1]维度的图片，数据类型是int8，而label类型为int64。这里有读者可能会奇怪，以前MNIST数据集的图片数据很多，而这时只显示了一条数据的类型。实际上当数据集输出结果如上所示时，已经将数据集内容下载到本地。
 
 tfds.load是一种方便的方法，是构建和加载tf.data.Dataset最简单的方法。其获取的是一个不同的字典类型的文件，根据不同的key获取不同的value值。
 
 为了方便那些在程序中需要简单Numpy数组的用户，可以使用tfds.as_numpy返回一个生成Numpy数组记录的生成器tf.data.Dataset。这允许使用tf.data接口构建高性能输入管道。
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 还可以将tfds.as_numpy结合batch_size=-1从返回的tf.Tensor对象中获取Numpy数组中的完整数据集：
 
  
  
     train_ds = tfds.load("mnist", split=tfds.Split.TRAIN, batch_size=-1)
     numpy_ds = tfds.as_numpy(train_ds)
     numpy_images, numpy_labels = numpy_ds["image"], numpy_ds["label"]

 
 
 
  
  注意
 
  load函数中还额外添加了一个split参数，这里是将数据在传入的时候直接进行了分割，按数据的类型分割成image和label值。
 
 
 
 更新一步的，如果需要对数据集进行更细一步的划分，按配置将其分成训练集、验证集和测试集，代码如下：
 
  
  
     import tensorflow_datasets as tfds
     splits = tfds.Split.TRAIN.subsplit(weighted=[2, 1, 1])
     (raw_train, raw_validation, raw_test), metadata = tfds.load('mnist',
split=list(splits),with_info=True, as_supervised=True)

 
 
 
 这里tfds.Split.TRAIN.subsplit函数按传入的权重将其分成训练集占50%、验证集占25%、测试集占25%。
 
 Metadata属性获取了MNIST数据集的基本信息，如图5.3所示。
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  图5.3　MNIST数据集
 
 
 
 这里记录了数据的种类、大小以及对应的格式，请读者自行调阅查看。
 
 5.2　Datasets数据集的使用——FashionMNIST
 
 FashionMNIST是一个替代MNIST手写数字集的图像数据集，由Zalando（一家德国的时尚科技公司）旗下的研究部门提供，涵盖了来自10种类别的共7万个不同商品的正面图片。
 
 FashionMNIST的大小、格式和训练集／测试集划分与原始的MNIST完全一致。60000/10000的训练测试数据划分，28×28的灰度图片，如图5.4所示。它一般直接用于测试机器学习和深度学习算法性能，且不需要改动任何代码。
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  图5.4　FashionMNIST数据集示例
 
 
 
 5.2.1　FashionMNIST数据集下载与展示
 
 读者通过搜索“FashionMNIST”关键字可以很容易地下载到相应的数据集，同样TensorFlow中也自带了相应的FashionMNIST数据集，可以通过如下代码将数据集下载到本地：
 
  
  
     import tensorflow_datasets as tfds
     dataset,metadata =
tfds.load('fashion_mnist',as_supervised=True,with_info=True)
     train_dataset,test_dataset = dataset['train'],dataset['test']

 
 
 
 下载过程如图5.5所示。首先是导入tensorflow_datasets库作为下载的辅助库。load()函数中定义了所需要下载的数据集的名称，在这里只需将其定义成本例中的目标数据库“fashion_mnist”即可。
 
 该函数需要特别注意一个参数as_supervised，设置为True时，就会返回一个二元组(input,label)，而不是返回FeaturesDict，因为二元组的形式更方便理解和使用。接下来指定with_info=True，得到函数处理的信息，以便加深对数据的理解。下面根据下载的数据创建出对应的标签。标注编号描述：
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  图5.5　FashionMNIST数据集下载过程
 
 
 
  
  
     0：T-shirt/top（T恤）
     1：Trouser（裤子）
     2：Pullover（套衫）
     3：Dress（裙子）
     4：Coat（外套）
     5：Sandal（凉鞋）
     6：Shirt（汗衫）
     7：Sneaker（运动鞋）
     8：Bag（包）
     9：Ankle boot（踝靴）

 
 
 
 下面查看训练样本的个数，代码如下：
 
  
  
     num_train_examples = metadata.splits['train'].num_examples
     num_test_examples = metadata.splits['test'].num_examples
     print("训练样本个数:{}".format(num_train_examples))
     print("测试样本个数:{}".format(num_test_examples))

 
 
 
 结果如下：
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 下面是对样本的展示，这里笔者输出前25个样本，代码如下：
 
 
  [image: ]
 
 
 图5.6显示了数据集前25个图形的内容，并用[5,5]的矩阵将其展示了出来。
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  图5.6　FashionMNIST数据集展示结果
 
 
 
 5.2.2　模型的建立与训练
 
 模型的建立非常简单，在这里笔者使用TensorFlow 2.0中的“顺序结构”建立一个基本的4层判别模型，即一个输入层、两个隐藏层、一个输出层的模型结构，代码如下：
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 下面对模型做个说明：
 
 ·　输入层：tf.keras.layers.Flatten这一层将图像从2d数组转换为一个784（28×28）像素的一维数组。将这一层想象为将图像中的逐行像素拆开，并将它们排列起来。该层没有需要学习的参数，因为它只是重新格式化数据。
 
 ·　隐藏层：tf.keras.layers.Dense是由256或128个神经元组成的密集连接层。每个神经元（或节点）从前一层的所有784个节点获取输入，根据训练过程中将学习到的隐藏层参数对输入进行加权，并将单个值输出到下一层。
 
 ·　输出层：同样由tf.keras.layers.Dense构成，所不同的是此层的激活函数是由softmax提供的，将输入转化成10节点，本例中每个节点表示一组服装。与前一层一样，每个节点从其前面层的128个节点获取输入。每个节点根据学习到的参数对输入进行加权计算，所有10个节点值之和为1（具体请参考有关softmax的讲解）。
 
 接下来定义优化器和损失函数。
 
 TensorFlow提供了多种优化器供用户使用，一般常用的是SGD与ADAM。这里对SGD和ADAM的具体内容不做介绍，而是直接使用ADAM优化器作为本例中的优化器选择，推荐读者在后续的实验中将其作为默认的优化器模型。
 
 对于本例中的FashionMNIST分类，可以按模型计算的结果将其分解到不同的类别分布中，因此选择“交叉熵”作为对应的损失函数，代码如下：
 
  
  
     model.compile(optimizer='adam', loss='sparse_categorical_crossentropy',
metrics=['accuracy'])

 
 
 
 在compile函数中，优化器optimizer的定义是'adam'，损失函数的定义为'sparse_categorical_crossentropy'，而不是传统的categorical_crossentropy，这是因为sparse_categorical_crossentropy函数能够将输入的序列转化成与模型对应的分布函数，而无须手动调节，这样可以在数据的预处理过程中较好地减少显存的占用和数据交互的时间。
 
 当然读者也可以使用categorical_crossentropy“交叉熵”函数作为损失函数的定义，不过需要在数据的预处理过程中加上tf.one_hot函数对标签的分布做出预处理。本书推荐使用sparse_categorical_crossentropy作为损失函数的定义。
 
 最后就是对设置样本的轮次和batch_size的大小，在这里根据不同的硬件配置可以对其进行不同的设置，代码如下：
 
  
  
     batch_size = 256
     train_dataset =
train_dataset.repeat().shuffle(num_train_examples).batch(batch_size)
     test_dataset = test_dataset.batch(batch_size)

 
 
 
 batch_size的大小可以根据不同机器的配置情况进行设置。最后一步是模型对样本的训练，代码如下：
 
  
  
     model.fit(train_dataset, epochs=5,
steps_per_epoch=math.ceil(num_train_examples/ batch_size))

 
 
 
 完整代码如下所示：
 
 【程序5-1】
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 最终结果请读者自行完成。
 
 5.3　使用Keras对FashionMNIST数据集进行处理
 
 Keras作为TensorFlow 2.0强力推荐的高级API，也同样将FashionMNIST数据集作为自带的数据集的函数。本节将采用Keras包下载FashionMNIST、采用model结构去建立模型，并对数据进行处理。
 
 5.3.1　获取数据集
 
 获取数据集的代码如下：
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 首先是数据集的获取，Keras中的datasets函数有fashion_mnist数据集，因此直接导入即可。与tenesorflow_dataset数据集类似，也是直接从网上下载数据并将其存储在本地，打印结果如图5.7所示。
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  图5.7　fashion_mnist数据集打印结果
 
 
 
 5.3.2　数据集的调整
 
 前面章节介绍了卷积的计算方法，目前对于图形图像的识别和分类问题，卷积神经网络是最优选，因此在将数据输入到模型之前需要将其修正为符合卷积模型输入条件的格式，代码如下：
 
  
  
     train_images = tf.expand_dims(train_images,axis=3)
     test_images = tf.expand_dims(test_images,axis=3)
     
     print(train_images.shape)
     print(test_images.shape)

 
 
 
 打印结果如下：
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 5.3.3　使用Python类函数建立模型
 
 分辨模型的建立是将图进行了flatten处理，即将其拉平使用全连接层参数来对结果进行分类和识别，本例将使用Keras API中的二维卷积层对图像进行分类，代码如下：
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 tf.keras.layers.Conv2D是由若干个卷积层组成的二维卷积层。层中的每个卷积核从前一层的[3,3]大小的节点中获取输入，根据训练过程中将学习到的隐藏层参数对输入进行加权，并将单个值输出到下一层。padding是补全操作，由于经过卷积运算输入的图形大小维度发生了变化，因此通过一个padding可以对其进行补全。当然也可以不进行补全，这个由读者自行确定。
 
 tf.keras.layers.Dense的作用是对生成的图像进行分类，按要求分成10个部分。可能有读者会注意到，这里使用全连接层做分类器是不可能实现的，因为输入数据经过卷积计算结果是一个4维的矩阵模型，而分类器实际上是对二维的数据进行计算，这点请读者自行参考模型的建立代码。
 
 模型的完整代码如下：
 
 【程序5-2】
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 在这里笔者使用了3个卷积层和3个batch_normalization作为正则化层，之后使用flatten函数将数据拉平并重新排列，提供给分类器使用，这也解决了分类器数据输入的问题。
 
  
  注意
 
  笔者使用了正统的模型类的定义方式，首先生成一个FashionClassic类名，在init函数中对所有需要用到的层进行定义，而在__call__函数中对其进行了调用。如果读者不是很熟悉Python类的定义和使用，请自行查阅Python类中__call__函数和__init__函数的用法。
 
 
 
 5.3.4　Model的查看和参数打印
 
 TensorFlow 2.X提供了将模型进行组合和建立的函数，代码如下：
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 与传统的TensorFlow类似，这里的Input函数创建了一个占位符，提供了数据的输入口；之后直接调用分类函数获取占位符的输出结果，从而虚拟达成了一个类的完整形态；之后的Model函数建立了输入与输出连接，从而建立了一个完整的TensorFlow模型。
 
 下面一步是对模型的展示。TensorFlow 2.X通过调用Keras作为高级API可以将模型的大概结构和参数打印出来，使用代码如下：
 
  
  
     print(model.summary())

 
 
 
 打印结果如图5.8所示。
 
  
  [image: ] 
  图5.8　模型的层次与参数
 
 
 
 从模型层次的打印和参数的分布上来看，与在模型类中定义的分布一致，首先是输入端，之后分别接了3个卷积层和batch_normalization层作为特征提取的工具，之后flatten层将数据拉平，全连接层对输入的数据进行分类处理。
 
 除此之外，TensorFlow中还提供了图形化模型输入输出的函数，代码如下：
 
  
  
     tf.keras.utils.plot_model(model)

 
 
 
 在这里输出的结果如图5.9所示。
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  图5.9　模型的图形化展示
 
 
 
 该函数将画出模型结构图，并保存成图片，除了输入使用TensorFlow中Keras创建的模型外，plot_model函数还接受额外的两个参数：
 
 ·　show_shapes：指定是否显示输出数据的形状，默认为False。
 
 ·　show_layer_names：指定是否显示层名称，默认为True。
 
 5.3.5　模型的训练和评估
 
 这里使用和上一节类似的模型参数进行设置，唯一的区别就是自定义学习率，因为随着模型的变化学习率也会跟随变化，代码如下：
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 在这里，训练数据和测试被分别使用，并进行训练和验证，epoch为训练的轮数，而verbose=2设置了显示结果。完整代码如下所示：
 
 【程序5-3】
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 训练和验证输出如图5.10所示。
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  图5.10　训练和验证过程展示
 
 
 
 可以看到训练的准确率上升得很快，仅仅经过10个周期后，在验证集上准确率就达到了0.9023，这也是一个较好的成绩。
 
 5.4　使用TensorBoard可视化训练过程
 
 TensorBoard是TensorFlow自带的一个强大的可视化工具，也是一个Web应用程序套件。在众多机器学习库中，TensorFlow是目前唯一自带可视化工具的库，这是TensorFlow的一个优点。学会使用TensorBoard将可以帮助TensorFlow的使用者构建复杂模型。
 
 TensorBoard是集成在TensorFlow中自动安装的，基本上安装完TensorFlow 1.X或者2.X，TensorBoard就已经默认安装，而且无论是1.X版本还是2.X版本的TensorBoard，都可以在TensorFlow 2.X下直接使用而无须做出调整。
 
 TensorBoard官方定义的tf.keras.callbacks.TensorBoard函数：
 
 ·　类TensorBoard。
 
 ·　继承自：Callback。
 
 ·　定义在：tensorflow/python/keras/callbacks.py。
 
 ·　TensorBoard基本可视化。
 
 ·　TensorBoard是由TensorFlow提供的一个可视化工具。
 
 ·　此回调为TensorBoard编写日志，允许我们可视化训练和测试度量的动态图形，也可以可视化模型中不同层的激活直方图。
 
 5.4.1　TensorBoard文件夹的设置
 
 在使用TensorBoard之前读者需要知道的是，TensorBoard实际上是将训练过程的数据存储并写入硬盘的类，因此需要按TensorFlow官方的定义将存储文件夹生成。
 
 图5.11显示的是TensorBoard文件的存储架构，在logs文件夹下的train文件夹中存放着以events开头的文件，即TensorBoard存储的文件。
 
  
  [image: ] 
  图5.11　TensorBoard文件存储架构
 
 
 
 在真实的模型训练中，logs中的train文件夹是在TensorBoard函数初始化的过程中创建的，因此读者只需要在与训练代码“平行”的位置创建一个logs文件夹即可，如图5.12所示。
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  图5.12　创建的logs文件夹
 
 
 
 logs文件夹是与train这个py文件平行的文件夹，专用于存放TensorBoard在程序的运行过程中产生的数据文件。更进一步的train文件和更深文件夹中的数据文件都是在模型的运行过程中产生的。
 
 5.4.2　TensorBoard的显式调用
 
 在1.X版本中，如果用户需要使用TensorBoard对训练过程进行监督，就需要显式地调用TensorBoard对数据进行加载，即TensorBoard是通过一些操作将数据记录到文件中再读取文件来完成作图的。
 
 在TensorFlow 2.X中，为了结合Keras高级API的数据调用和使用方法，TensorBoard被集成在callbacks函数中，用户可以自由地将其加载到训练的过程中，并直观地观测模型的训练情况。
 
 在TensorFlow 2.X中调用TensorBoard callbacks的代码如下：
 
  
  
     tensorboard = tf.keras.callbacks.TensorBoard(histogram_freq=1)

 
 
 
 其中的参数可以是以下几种：
 
 ·　log_dir：用来保存被TensorBoard分析的日志文件的文件名。
 
 ·　histogram_freq：对于模型中各个层计算激活值和模型权重直方图的频率（训练轮数中）。如果设置成0，直方图不会被计算。对于直方图可视化的验证数据（或分离数据）一定要明确指出。
 
 ·　write_graph：是否在TensorBoard中可视化图像。如果write_graph被设置为True，那么日志文件会变得非常大。
 
 ·　write_grads：是否在TensorBoard中可视化梯度值直方图。histogram_freq必须要大于0。
 
 ·　batch_size：用以直方图计算的传入神经元网络输入批的大小。
 
 ·　write_images：是否在TensorBoard中将模型权重以图片可视化。
 
 ·　embeddings_freq：被选中的嵌入层会被保存的频率（在训练轮中）。
 
 ·　embeddings_layer_names：一个列表，会被监测层的名字。如果是None或空列表，那么所有的嵌入层都会被监测。
 
 ·　embeddings_metadata：一个字典，对应层的名字到保存有这个嵌入层元数据文件的名字。
 
 ·　embeddings_data：要嵌入在embeddings_layer_names指定的层的数据。Numpy数组（如果模型有单个输入）或Numpy数组列表（如果模型有多个输入）。
 
 ·　update_freq：'batch'或'epoch'或整数。当使用'batch'时，在每个batch之后将损失和评估值写入TensorBoard中。同样的情况应用到'epoch'中。如果使用整数，例如10000，这个回调会在每10000个样本之后将损失和评估值写入TensorBoard中。注意，频繁地写入到TensorBoard会减缓我们的训练。
 
 调用好的TensorBoard函数依旧需要显式地在模型训练过程中被调用，此时TensorBoard通过继承keras中的Callbacks类直接被插入训练模型使用即可。
 
  
  
     model.fit(x=train_images,y=train_labels,
epochs=10,verbose=2,callbacks=[tensorboard])

 
 
 
 这里使用了上一节中FashionMNIST训练过程的fit函数，callbacks将实例化的一个Callbacks类显式地传递到训练模型中。
 
  
  提示
 
  callbacks类的使用和实现不止TensorBoard一个，在本例中读者只需要记住有这个类即可。
 
 
 
 【程序5-4】
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 程序的运行结果请读者参考上一节的程序运行示例，这里不再说明。
 
 5.4.3　TensorBoard的使用
 
 TensorBoard的使用需要分成3部分。
 
 1．确认TensorBoard生成完毕
 
 模型训练完毕或者在训练的过程中TensorBoard会在logs文件夹下生成对应的数据存储文件，如图5.13所示，可以通过查阅相应的文件确定文件的产生。
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  图5.13　TensorBoard文件的存储
 
 
 
 2．终端输入TensorBoard启动命令
 
 在CMD终端上打开终端控制端口，如图5.14所示。
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  图5.14　打开终端
 
 
 
 输入如下内容：
 
  
  
     tensorboard --logdir=/full_path_to_your_logs/train

 
 
 
 也就是显式地调用TensorBoard，在对应的位置（见图5.15）打开存储的数据文件，如图5.16所示。
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  图5.15　TensorBoard存储的位置
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  图5.16　终端调用TensorBoard的位置
 
 
 
 在核对完终端的TensorBoard启动命令后，终端显示如图5.17所示的值，即可确定TensorBoard启动完毕。
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  图5.17　TensorBoard在终端启动后的输出值
 
 
 
 此时TensorBoard自动启动了一个端口为6006的HTTP地址，地址名就是本机地址，可以用localhost代替。
 
 3．在浏览器中查看TensorBoard
 
 一般使用chrome核心的浏览器都可以对TensorBoard进行浏览。笔者使用QQ浏览器打开TensorBoard，输入地址如下：
 
  
  
     http://localhost:6006

 
 
 
 打开的页面如图5.18所示。
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  图5.18　打开的TensorBoard页面
 
 
 
 在打开的页面中有若干个标题，分别为SCALARS、GRAPHS、DISTRIBUTIONS、HISTOGRAMS、PROFILE等一系列标签。SCALARS是按命名空间划分的监控数据，形式如图5.19所示。
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  图5.19　监控数据
 
 
 
 这里展示了在程序代码段中的两个监控指标：epoch_loss和epoch_accuracy。随着时间的变换，loss呈现一个线性的减少而accuracy呈现一个线性的增加。图中横坐标表示训练次数，纵坐标表示该标量的具体值，从这张图上可以看出，随着训练次数的增加，损失函数的值是在逐步减小的。
 
 TensorBoard左侧的工具栏上的smoothing表示在作图的时候对图像进行平滑处理（0是不平滑处理，1是最平滑，默认是0.6），这样做是为了更好地展示参数的整体变化趋势。如果不平滑处理，那么有些曲线波动很大，难以看出趋势。
 
 GRAPHS是整个模型图的架构展示，如图5.20所示。
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  图5.20　模型图架构
 
 
 
 相对于Keras中的模型图和参数展示，TensorBoard能够更进一步地展示模型架构细节，单击每个模型的节点，可以展开看到节点的输入和输出数据，如图5.21所示。
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  图5.21　展开后的TensorBoard节点显示图
 
 
 
 DISTRIBUTIONS查看的是神经元输出的分布，有激活函数之前的分布、激活函数之后的分布等，如图5.22所示。
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  图5.22　DISTRIBUTIONS查看神经元输出的分布
 
 
 
 TensorBoard中剩下的标签分别是分布和统计方面的一些模型信息，这里笔者就不再过多解释了，请有兴趣的读者自行查阅相关内容。
 
 5.5　本章小结
 
 本章主要介绍了两个TensorFlow 2.X中的高级API。TensorFlow Datasets简化了数据集的获取与使用，并且其中的数据集依旧在不停地增加中。TensorBoard是可视化模型训练过程的利器，通过其对模型训练过程不同维度的观测可以帮助用户更好地对模型进行训练。
 
 
 第6章
 从冠军开始：ResNet
 
 随着VGG网络模型的成功，更深、更宽、更复杂的网络似乎成为卷积神经网络搭建的主流。卷积神经网络能够用来提取所侦测对象的低、中、高特征，网络的层数越多，意味着能够提取到不同level的特征越丰富，并且通过还原镜像发现越深的网络提取的特征越抽象，越具有语义信息。
 
 这也产生了一个非常大的疑问，是否可以单纯地通过增加神经网络模型的深度和宽度，即增加更多的隐藏层和每个层之中的神经元去获得更好的结果？
 
 答案是不可能。根据实验发现，随着卷积神经网络层数的加深，出现了另外一个问题，即在训练集上准确率难以达到100%正确，甚至于产生了下降。
 
 这似乎不能简单地解释为卷积神经网络的性能下降，因为卷积神经网络加深的基础理论就是越深越好。如果强行解释为产生了“过拟合”，似乎也不能够解释准确率下降的问题，因为如果产生了过拟合，那么在训练集上卷积神经网络应该表现得更好才对。
 
 这个问题被称为“神经网络退化”。
 
 神经网络退化问题的产生说明了卷积神经网络不能够被简单地使用堆积层数的方法进行优化！
 
 2015年，152层深的ResNet横空出世，取得ImageNet竞赛冠军，相关论文在CVPR 2016斩获最佳论文奖。ResNet成为视觉乃至整个AI界的一个经典。ResNet使得训练深达数百甚至数千层的网络成为可能，而且性能仍然优异。
 
 本章将主要介绍ResNet及其变种。后面章节介绍的Attention模块也是基于ResNet模型的扩展，因此本章内容非常重要。本章还会引入一个新的模块TensorFlow-layers，这是为了简化。
 
 让我们站在巨人的肩膀上，从冠军开始！
 
  
  提示
 
  ResNet非常简单。
 
 
 
 6.1　ResNet基础原理与程序设计基础
 
 ResNet的出现彻底改变了VGG系列所带来的固定思维，破天荒地提出了采用模块化的思维来替代整体的卷积层，通过一个个模块的堆叠来替代不断增加的卷积层。对ResNet的研究和不断改进成为过去几年中计算机视觉和深度学习领域最具突破性的工作。由于其表征能力强，ResNet在图像分类任务以外的许多计算机视觉应用上取得了巨大的性能提升，例如对象检测和人脸识别。
 
 6.1.1　ResNet诞生的背景
 
 卷积神经网络的实质就是无限拟合一个符合对应目标的函数。根据泛逼近定理（universal approximation theorem），如果给定足够的容量，一个单层的前馈网络就足以表示任何函数。这个层可能是非常大的，而且容易过拟合数据。因此，学术界有一个共同的认识，就是网络架构需要更深。
 
 研究发现只是简单地将层堆叠在一起，增加网络的深度并不会起太大的作用。这是由于难搞的梯度消失（vanishing gradient）问题，深层的网络很难训练。因为梯度反向传播到前一层，重复相乘可能使梯度无穷小。结果就是随着网络的层数更深，其性能趋于饱和，甚至开始迅速下降，如图6.1所示。
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  图6.1　随着网络的层数更深，其性能趋于饱和，甚至开始迅速下降
 
 
 
 在ResNet之前，已经出现好几种处理梯度消失问题的方法，但是没有一个方法能够真正解决这个问题。何恺明等人于2015年发表的论文“Deep Residual Learning for Image Recognition”（用于图像识别的深度残差学习）中，认为堆叠的层不应该降低网络的性能，可以简单地在当前网络上堆叠映射层（不处理任何事情的层），并且所得到的架构性能不变。
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 当f(x)为0时，f′(x)等于x；当f(x)不为0时，所获得的f′(x)性能要优于单纯地输入x。公式表明，较深的模型所产生的训练误差不应比较浅的模型误差更高。假设让堆叠的层拟合一个残差映射（residual mapping）要比让它们直接拟合所需的底层映射更容易。
 
 从图6.2可以看到，残差映射与传统的直接相连的卷积网络相比，最大的变化是加入了一个恒等映射层y=x层。其主要作用是使得网络随着深度的增加而不会产生权重衰减、梯度衰减或者消失这些问题。
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  图6.2　残差框架模块
 
 
 
 其中，F(x)表示的是残差，F(x)+x是最终的映射输出，因此可以得到网络的最终输出为H(x)=F(x)+x。由于网络框架中有2个卷积层和2个relu函数，因此最终的输出结果可以表示为：
 
 H1(x)=relu1(w1×x)
 
 H2(x)=relu2(w2×h1(x))
 
 H(x)=H2(x)+x
 
 其中，H1是第一层的输出，H2是第二层的输出。这样在输入与输出有相同维度时，可以使用直接输入的形式将数据传递到框架的输出层。
 
 ResNet整体结构图及与VGGNet的比较如图6.3所示。
 
 图6.3展示了VGGNet19以及一个34层的普通结构神经网络和一个34层的ResNet网络的对比效果。通过验证可以知道，在使用了ResNet的结构后发现层数不断加深导致的训练集上误差增大的现象被消除了，ResNet网络的训练误差会随着层数增大而逐渐减小，并且在测试集上的表现也会变好。
 
 除了用以讲解的二层残差学习单元，实际上更多的是使用[1,1]结构的三层残差学习单元，如图6.4所示。
 
 这是借鉴了NIN模型的思想，在二层残差单元中包含1个[3,3]卷积层的基础上更包含了2个[1,1]大小的卷积，放在[3,3]卷积层的前后，执行先降维再升维的操作。
 
 无论采用哪种连接方式，ResNet的核心都是引入一个“身份捷径连接”（identity shortcut connection），直接跳过一层或多层将输入层与输出层进行连接。实际上，ResNet并不是第一个利用shortcut connection的方法，较早期有相关研究人员就在卷积神经网络中引入了“门控短路电路”，即参数化的门控系统允许何种信息通过网络通道，如图6.5所示。
 
 并不是所有加入了shortcut的卷积神经网络都会提高传输效果。在后续的研究中，有不少研究人员对残差块进行了改进，但是很遗憾并不能获得性能上的提高。
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  图6.3　ResNet模型结构及比较
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  图6.4　二层（左）以及三层（右）残差单元的比较
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  图6.5　门控短路电路
 
 
 
  
  注意
 
  目前图6.5(a)的性能最好。
 
 
 
 6.1.2　模块工具的TensorFlow实现——不要重复造轮子
 
 “工欲善其事，必先利其器。”在构建自己的残差网络之前，需要准备好相关的程序设计工具。这里的工具是指那些已经设计好结构、直接可以使用的代码。
 
 首先最重要的是卷积核的创建方法。从模型上看，需要更改的内容很少，即卷积核的大小、输出通道数以及所定义的卷积层的名称，代码如下：
 
  
  
     tf.keras.layers.Conv2D

 
 
 
 这里直接调用了TensorFlow中对卷积层的实现，只需要输入对应的卷积核数目、卷积核大小以及补全方式即可。
 
 此外，还有一个非常重要的方法，即获取数据的BatchNormalization，使用批量正则化对数据进行处理，代码如下：
 
  
  
     tf.keras.layers.BatchNormalization

 
 
 
 其他的还有最大池化层：
 
  
  
     tf.keras.layers.MaxPool2D

 
 
 
 平均池化层：
 
  
  
     tf.keras.layers.AveragePooling2D

 
 
 
 这些是在模型单元中所需要使用的基本工具。有了这些工具，就可以直接构建ResNet模型单元了。
 
 6.1.3　TensorFlow高级模块layers用法简介
 
 在上一节中，我们使用自定义的方法实现了ResNet模型的功能单元，能够极大地帮助我们完成搭建神经网络的工作，而且除了搭建ResNet网络模型，基本结构的模块化编写还包括其他神经网络的搭建。
 
 TensorFlow 2.0同样提供了原生的、可供直接使用的卷积神经网络模块layers。它是用于深度学习的更高层次封装的API，程序设计者可以利用它轻松地构建模型。
 
 表6.1展示了layers封装好的多种卷积神经网络API，基本上所有常用的神经网络处理“层”都已提供可供直接调用的接口。表中列举了部分层及其对应的中文名称。
 
  
  表6.1　多种卷积神经网络API
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 1．convolution简介
 
 实际上Layers中提供了多个卷积的实现方法，例如conv1d()、conv2d()、conv3d()，分别代表一维、二维、三维卷积，另外还有conv2d_transpose()、conv3d_transpose()，分别代表二维和三维反卷积，还有separable_conv2d()方法代表二维深度可分离卷积。在这里以conv2d()方法为例进行说明。
 
  
  
     def __init__(self,
     filters,
     kernel_size,
     strides=(1, 1),
     padding='valid',
     data_format=None,
     dilation_rate=(1, 1),
     activation=None,
     use_bias=True,
     kernel_initializer='glorot_uniform',
     bias_initializer='zeros',
     kernel_regularizer=None,
     bias_regularizer=None,
     activity_regularizer=None,
     kernel_constraint=None,
     bias_constraint=None,
     **kwargs):

 
 
 
 参数说明如下：
 
 ·　filters：必需，是一个数字，代表了输出通道的个数，即output_channels。
 
 ·　kernel_size：必需，卷积核大小，必须是一个数字（高和宽都是此数字）或者长度为2的列表（分别代表高、宽）。
 
 ·　strides：可选，默认为(1,1)，卷积步长，必须是一个数字（高和宽都是此数字）或者长度为2的列表（分别代表高、宽）。
 
 ·　padding：可选，padding的模式，有valid和same两种，默认为valid，大小写不区分。
 
 ·　data_format：可选，分为channels_last和channels_first两种模式，代表了输入数据的维度类型，默认channels_last。如果是channels_last，那么输入数据的shape为(batch,height,width,channels)。如果是channels_first，那么输入数据的shape为(batch,channels,height,width)。
 
 ·　dilation_rate：可选，默认为(1,1)，卷积的扩张率。当扩张率为2时，卷积核内部就会有边距，3×3的卷积核就会变成5×5。
 
 ·　activation：可选，默认为None。若为None，则是线性激活。
 
 ·　use_bias：可选，默认为True，表示是否使用偏置。
 
 ·　kernel_initializer：可选，默认为None，即权重的初始化方法。若为None，则使用默认的Xavier初始化方法。
 
 ·　bias_initializer：可选，默认为零值初始化，即偏置的初始化方法。
 
 ·　kernel_regularizer：可选，默认为None，施加在权重上的正则项。
 
 ·　bias_regularizer：可选，默认为None，施加在偏置上的正则项。
 
 ·　activity_regularizer：可选，默认为None，施加在输出上的正则项。
 
 ·　kernel_constraint：可选，默认为None，施加在权重上的约束项。
 
 ·　bias_constraint：可选，默认为None，施加在偏置上的约束项。
 
 ·　trainable：可选，默认为True，布尔类型。若为True，则将变量添加到GraphKeys.TRAINABLE_VARIABLES中。
 
 ·　name：可选，默认为None，卷积层的名称。
 
 ·　reuse：可选，默认为None，布尔类型。若为True，则在name相同时会重复利用。
 
 ·　返回值：卷积后的Tensor。
 
 使用方法与自定义的卷积层方法类似，这里我们通过一个小例子予以说明。
 
 【程序6-1】
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 例子中首先定义了一个[50, 32, 32, 32]的输入数据，之后传给conv2d函数，filter是输出的维度，设置成32。选择的卷积核大小为3×3，strides为步进距离，这里采用1个步进距离，也就是采用默认的步进设置。padding为补全设置，这里设置为根据卷积核大小对输入值进行补全。输入结果如下：
 
 (50, 32, 32, 64)
 
 此时如果将strides设置成[2,2]，结果如下：
 
 (50, 16, 16, 64)
 
 当然此时的padding也可以变化，读者可以将其设置成"VALID"，看看结果如何。
 
  
  提示
 
  TensorFlow中padding被设置成“SAME”时，其实是先对输入数据进行补全之后再进行卷积计算。
 
 
 
 此外，还可以传入激活函数，或者设定kernel的格式化方式，或禁用bias等操作，这些操作请读者自行尝试。
 
  
  
     out =
tf.keras.layers.Conv2D(64,3,strides=[2,2],padding="SAME",activation=tf.nn.relu
)(xs)

 
 
 
 2．batch_normalization简介
 
 batch_normalization是目前最常用的数据标准化方法，也是批量标准化方法。输入数据经过处理之后能够显著加速训练速度，并且减少过拟合出现的可能性。
 
  
  
     def __init__(self,
     axis=-1,
     momentum=0.99,
     epsilon=1e-3,
     center=True,
     scale=True,
     beta_initializer='zeros',
     gamma_initializer='ones',
     moving_mean_initializer='zeros',
     moving_variance_initializer='ones',
     beta_regularizer=None,
     gamma_regularizer=None,
     beta_constraint=None,
     gamma_constraint=None,
     renorm=False,
     renorm_clipping=None,
     renorm_momentum=0.99,
     fused=None,
     trainable=True,
     virtual_batch_size=None,
     adjustment=None,
     name=None,
     **kwargs):

 
 
 
 参数说明如下：
 
 ·　axis：可选，进行标注化操作时操作数据的哪个维度，默认为-1。
 
 ·　momentum：可选，动态均值的动量，默认为0.99。
 
 ·　epsilon：可选，大于0的小浮点数，用于防止除0错误，默认为0.01。
 
 ·　center：可选，若设为True，则会将beta作为偏置加上去，否则忽略参数beta，默认为True。
 
 ·　scale：可选，若设为True，则会乘以gamma，否则不使用gamma，默认为True。当下一层是线性的时，可以设为False，因为scaling的操作将被下一层执行。
 
 ·　beta_initializer：可选，beta权重的初始方法，默认为zeros_initializer。
 
 ·　gamma_initializer：可选，gamma的初始化方法，默认为ones_initializer。
 
 ·　moving_mean_initializer：可选，动态均值的初始化方法，默认为zeros_initializer。
 
 ·　moving_variance_initializer：可选，动态方差的初始化方法，默认为ones_initializer。
 
 ·　beta_regularizer：可选，beta的正则化方法，默认为None。
 
 ·　gamma_regularizer：可选，gamma的正则化方法，默认为None。
 
 ·　beta_constraint：可选，加在beta上的约束项，默认为None。
 
 ·　gamma_constraint：可选，加在gamma上的约束项，默认为None。
 
 ·　training：可选，返回结果是training模式，默认为False。
 
 ·　trainable：可选，布尔类型。若为True，则将变量添加到GraphKeys.TRAINABLE_VARIABLES中，默认为True。
 
 ·　name：可选，层名称，默认为None。
 
 ·　fused：可选，根据层名判断是否重复利用，默认为None。
 
 ·　renorm：可选，是否要用BatchRenormalization，默认为False。
 
 ·　renorm_clipping：可选，默认为None。
 
 ·　renorm_momentum：可选，用来更新动态均值和标准差的Momentum值，默认为0.99。
 
 ·　fused：可选，是否使用一个更快、融合的实现方法，默认为None。
 
 ·　virtual_batch_size：可选，是一个int数字，指定一个虚拟batchsize，默认为None。
 
 ·　adjustment：可选，对标准化后的结果进行适当调整的方法，默认为None。
 
 其用法也很简单，直接在tf.layers.batch_normalization函数中输入xs即可。
 
 【程序6-2】
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 输出结果如下：
 
 (50, 32, 32, 32)
 
 3．dense简介
 
 dense是全连接层。layers中提供了一个专门的函数来实现此操作，即tf.layers.dense，其结构如下：
 
  
  
     def __init__(self,
     units,
     activation=None,
     use_bias=True,
     kernel_initializer='glorot_uniform',
     bias_initializer='zeros',
     kernel_regularizer=None,
     bias_regularizer=None,
     activity_regularizer=None,
     kernel_constraint=None,
     bias_constraint=None,
     **kwargs):

 
 
 
 参数说明如下：
 
 ·　units：必需，神经元的数量。
 
 ·　activation：可选，默认为None。若为None，则是线性激活。
 
 ·　use_bias：可选，是否使用偏置，默认为True。
 
 ·　kernel_initializer：可选，权重的初始化方法，默认为None。
 
 ·　bias_initializer：可选，偏置的初始化方法，默认为零值初始化。
 
 ·　kernel_regularizer：可选，施加在权重上的正则项，默认为None。
 
 ·　bias_regularizer：可选，施加在偏置上的正则项，默认为None。
 
 ·　activity_regularizer：可选，施加在输出上的正则项，默认为None。
 
 ·　kernel_constraint，可选，施加在权重上的约束项，默认为None。
 
 ·　bias_constraint，可选，施加在偏置上的约束项，默认为None。
 
 【程序6-3】
 
  
  
     import tensorflow as tf
     
     with tf.device("/CPU:0"):
     #自定义输入数据
     xs = tf.random.truncated_normal(shape=[50, 32, 32, 32])
     out _1 = tf.keras.layers.Dense(32)(xs)
     print(out.shape)

 
 
 
 xs为输入数据，units为输出层次，结果如下：
 
 (50, 32, 32, 32)
 
 这里指定了输出层的维度为32，因此输出结果为[50,32,32,32]，其中最后一个维度等于神经元的个数。
 
 此外，还可以仿照卷积层的设置对激活函数以及初始化的方式进行定义：
 
  
  
     dense =
tf.layers.dense(xs,units=10,activation=tf.nn.sigmoid,use_bias=False)

 
 
 
 4．pooling简介
 
 pooling即池化。layers模块提供了多个池化方法，包括max_pooling1d()、max_pooling2d()、max_pooling3d()、average_pooling1d()、average_pooling2d()、average_pooling3d()，分别代表一维、二维、三维的最大和平均池化方法，这里以常用的avg_pooling2d为例进行讲解。
 
  
  
     def __init__(self,
     pool_size=(2, 2),
     strides=None,
     padding='valid',
     data_format=None,
     **kwargs):

 
 
 
 参数说明如下：
 
 ·　pool_size：必需，池化窗口大小，必须是一个数字（高和宽都是此数字）或者长度为2的列表（分别代表高、宽）。
 
 ·　strides：必需，池化步长，必须是一个数字（高和宽都是此数字）或者长度为2的列表（分别代表高、宽）。
 
 ·　padding：可选，padding的方法，valid或者same，大小写不区分，默认为valid。
 
 ·　data_format：可选，分为channels_last和channels_first两种模式，代表了输入数据的维度类型，默认为channels_last。如果是channels_last，那么输入数据的shape为(batch,height,width,channels)。如果是channels_first，那么输入数据的shape为(batch,channels,height,width)。
 
 ·　name：可选，池化层的名称，默认为None。
 
 ·　返回值：经过池化处理后的Tensor。
 
 【程序6-4】
 
  
  
     import tensorflow as tf
     #自定义输入数据
     with tf.device("/CPU:0"):
     xs = tf.random.truncated_normal(shape=[50, 32, 32, 32])
     out = tf.keras.layers.AveragePooling2D(strides=[1,1])(xs)
     print(out.shape)

 
 
 
 这里对输入值设置了以[2,2]为大小的均值核，步进为[1,1]。补全方式为SAME，即通过补0的方式对输入数据进行补全。结果如下：
 
 （50, 31, 31, 32）
 
 5．layers模块应用实例
 
 下面使用一个例子来对数据进行说明。
 
 【程序6-5】
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 程序首先创建了一个[50,32,32,32]维度的数据值，先对其进行最大池化，之后进行strides为[2,2]的卷积，采用的激活函数为relu，之后进行batch_normalization批正则化，flatten对输入的数据进行平整化，输出为一个与batch相符合的二维向量，最后进行全连接计算输出最后的维度：
 
 (50, 10)
 
 此外，如果将所有模块全部存放在一个Mode中也是可以的，代码如下：
 
 【程序6-6】
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 最终打印的模型构造如图6.6所示。
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  图6.6　打印结果
 
 
 
 可以看到，程序构建了一个小型残差网络，与前面打印出的模型结构不同的是，这里是多个类与层的串联，因此还标注出连接点。
 
 6.2　ResNet实战：CIFAR100数据集分类
 
 本节将使用ResNet实现CIFAR100数据集的分类。
 
 6.2.1　CIFAR100数据集简介
 
 CIFAR100数据集共有60000张彩色图像（见图6.7），这些图像是32×32像素，分为100个类，每类6000张图。这里面有50000张用于训练，构成了5个训练批，每一批10000张图；另外10000用于测试，单独构成一批。测试批的数据取自100类中的每一类，每一类随机取1000张。抽剩下的就随机排列组成了训练批。注意，一个训练批中的各类图像的数量并不一定相同，总的来看训练批，每一类都有5000张图。
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  图6.7　CIFAR100数据集
 
 
 
 CIFAR100数据集下载地址为http://www.cs.toronto.edu/~kriz/cifar.html。进入下载页面后，选择下载方式，如图6.8所示。
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  图6.8　下载方式
 
 
 
 由于TensorFlow采用的是Python语言编程，因此选择python version版本下载。下载之后解压缩，得到如图6.9所示的几个文件。
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  图6.9　得到的文件
 
 
 
 data_batch_1~data_batch_5是划分好的训练数据，每个文件里包含10000张图片，test_batch是测试集数据，也包含10000张图片。
 
 读取数据的代码段如下：
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 首先定义读取数据的函数，这几个文件都是通过pickle产生的，所以在读取的时候也要用到这个包。返回的data是一个字典，先看看这个字典里面有哪些键：
 
  
  
     data = load_file('data_batch_1')
     print(data.keys())

 
 
 
 输出结果如下：
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 具体说明如下：
 
 ·　batch_label：对应的值是一个字符串，用来表明当前文件的一些基本信息。
 
 ·　labels：对应的值是一个长度为10000的列表，每个数字取值范围为0~9，代表当前图片所属类别。
 
 ·　data：10000×3072的二维数组，每一行代表一张图片的像素值。
 
 ·　长度为10000的列表，里面是代表图片文件名的字符串。
 
 完整的数据读取函数如下：
 
 【程序6-7】
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 其中的root函数是下载数据解压后的根目录，os.join函数将其组合成数据文件的位置。最终返回训练文件和测试文件及它们对应的label。
 
 6.2.2　ResNet残差模块的实现
 
 ResNet网络结构已经在上文做了介绍，它突破性地使用“模块化”思维去对网络进行叠加，从而实现了数据在模块内部特征的传递不会产生丢失。
 
 从图6.10可以看到，模块的内部实际上是3个卷积通道相互叠加，形成了一种瓶颈设计。对于每个残差模块，使用3层卷积。这3层分别是1×1、3×3和1×1的卷积层，其中1×1层是负责先减少后增加（恢复）尺寸的，使3×3层具有较小的输入／输出尺寸瓶颈。
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  图6.10　模块的内部
 
 
 
 实现的瓶颈三层卷积结构的代码段如下：
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 代码中输入的数据首先经过conv2d卷积层计算，输出的维度为四分之一的输出维度，这是为了降低输入数据的整个数据量，为进行下一层的[3,3]的计算打下基础。可以人为地为每层添加一个对应的名称，但是基于前文对模型的分析，TensorFlow 2.0会自动为每个层中的参数分配一个递增的名称，因此这个工作可以交给TensorFlow 2.0完成。batch_normalization和relu分别为批处理层和激活层。
 
 在数据传递的过程中，ResNet模块使用了名为“shortcut”的“信息高速公路”。shortcut连接相当于简单执行了同等映射，不会产生额外的参数，也不会增加计算复杂度，如图6.11所示。整个网络可以依旧通过端到端的反向传播训练。代码如下：
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  说明
 
  有兴趣的读者可以自行完成，这里笔者采用的是直联的方式，也就是original模式。
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  图6.11　shortcut
 
 
 
 有的时候，除了判定是否对输入数据进行处理外，由于ResNet在实现过程中对数据的维度做了改变，因此当输入的维度和要求模型输出的维度不相同（input_channel不等于out_dim）时，需要对输入数据的维度进行padding操作。
 
  
  提醒
 
  padding操作就是补全数据，tf.pad函数用来对数据进行补全，第二个参数是一个序列，分别代表向对应的维度进行双向补全操作。首先计算输出层与输入层在第四个维度上的差值，除2的操作是将差值分成2份，在上下分别进行补全操作。当然也可以在一个方向进行补全。
 
 
 
 ResNet残差模型的整体如下：
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 6.2.3　ResNet网络的实现
 
 ResNet的结构如图6.12所示。其中一共提出了5种深度的ResNet，分别是18、34、50、101和152，其中所有的网络都分成5部分，分别是conv1、conv2_x、conv3_x、conv4_x、conv5_x。
 
 下面我们将对其进行实现。
 
 需要说明的是，ResNet完整的实现需要较高性能的显卡，因此我们对其做了修改，去掉了pooling层，并降低了每次filter的数目和每层的层数。
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  图6.12　ResNet的结构
 
 
 
 （1）conv_1：最上层是模型的输入层，定义了输入的维度，这里用一个卷积核为[7,7]、步进为[2,2]大小的卷积作为第一层。
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 （2）conv_2：第二层使用的是多个[3,3]大小的卷积核，之后接了3个残差核心。
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 （3）conv_3：
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 （4）conv_4：
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 （5）conv_5：
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 （6）class_layer：最后一层是分类层，在经典的ResNet中，它是由一个全连接层做的分类器。代码如下：
 
  
  
     flat = tf.keras.layers.Flatten()(identity_4)
     flat = tf.keras.layers.Dropout(0.217)(flat)
     dense = tf.keras.layers.Dense(1024,activation=tf.nn.relu)(flat)
     dense = tf.keras.layers.BatchNormalization()(dense)
     logits = tf.keras.layers.Dense(100,activation=tf.nn.softmax)(dense)

 
 
 
 首先使用reduce_mean作为全局赤化层，之后接的卷积层将其压缩到分类的大小，softmax是最终的激活函数，为每层对应的类别进行分类处理。最终的全部函数如下所示：
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 6.2.4　使用ResNet对CIFAR100数据集进行分类
 
 TensorFlow中自带了相关的数据集CIFAR100。本节将使用TensorFlow自带的数据集对CIFAR100进行分类。
 
 1．数据集的获取
 
 CIFAR数据集可以放在本地。TensorFlow 2.X自带了数据的读取函数，代码如下：
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 需要注意的是，对于不同的数据集，其维度的结构有所区别。此外，数据集打印的维度为(60000,3,32,32)，并不符合传统使用的(60000,32,32,3)的普通维度格式，因此需要对其进行调整。
 
 之后，需要将数据打包整合成能够被编译的格式，这里使用的是TensorFlow 2.0自带的Dataset API，代码如下：
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 2．模型的导入和编译
 
 这一步导入模型，并设定优化器和损失函数，代码如下：
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 3．模型的计算
 
 全部代码如下所示。
 
 【程序6-8】
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 根据不同的硬件设备，模型的参数和训练集的batch_size都需要做出调整，具体数值请根据需要对它们做设置。
 
 6.3　ResNet的兄弟——ResNeXt
 
 大家对一层一层堆叠的网络形成思维惯性的时候，shortcut的思想是跨越性的。即使网络层级叠加到100层，运算量也和16层的VGG相差不多，精度却提高了一个档次，而且模块性、可移植性很强。
 
 6.3.1　ResNeXt诞生的背景
 
 随着研究的深入以及ResNet层次的加深，研究人员开始在增加网络的“宽度”方面进行探究。神经网络的标准范式就符合这样的“分割-转换-合并”（split-transform-merge）模式。下面以一个简单的普通神经元为例（比如dense中的每个神经元）进行讲解，如图6.13所示。
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  图6.13　神经元
 
 
 
 神经网络就是对输入的数据进行权重乘积，求和后经过一个激活函数，因此又可以用公式表示为：
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 ResNet的公式表示为：
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 公式中，T函数理解为ResNet中的任意通路“模块”，x为数据的shortcut，n为模块中通路的个数，如图6.14所示。shortcut与通路模块共同构成了一个完整的“残差单元”。
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  图6.14　残差单元
 
 
 
 可以简单地理解，随着n的增加，“通路”增加能够带来方程w(x)值的增加，即使单个增加的幅度很小，求和后一样可以带来效果的改善，即在每个ResNet模块中增加通路个数。这也是ResNeXt产生的初衷。
 
 ResNet和ResNeXt的基本结构如图6.15所示，左边是ResNet的基本结构，右边是ResNeXt的基本结构。
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  图6.15　ResNet和ResNeXt的基本结构
 
 
 
 w(x)是32组同样结构的变化，求和以后与输入端的shortcut进行二次叠加，如图6.16所示。
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  图6.16　shortcut
 
 
 
 更进一步对ResNeXt做改进，如果将输入的[1,1]卷积层合并在一起，减少通道数，最终还是形成了经典的ResNet结构，因此也可以认为经典的ResNet就是ResNeXt的一个特殊结构。
 
 6.3.2　ResNeXt残差模块的实现
 
 从上一节的分析可以知道，ResNeXt实际上就是更换了更具有普遍性的残差模块的ResNet，而残差模块的更改实质上是将一个连接通道在模块内部增加为32个，这里我们使用图6.17中所示的b模型架构实现ResNeXt。
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  图6.17　模型架构
 
 
 
 实现步骤拆解如下：
 
 （1）对输入数据进行划分
 
 TensorFlow提供了数据分块函数split，代码如下：
 
  
  
     input_tensor_list = tf.split(input_tensor, num_or_size_splits=64, axis=3)

 
 
 
 这里先将输入的数据进行划分：
 
  
  
     [batch,img_H,img_W,256]  →  [batch,img_H,img_W,32]

 
 
 
 num_or_size_splits对划分的参数进行设置，value是输入值，axis确定了划分的数据维度。
 
 （2）将输入后的数据输送到卷积层开始卷积计算
 
 代码如下：
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 这里采用的是map函数，在每个卷积分块上做[3,3]大小的卷积，并加上batch_normalization和relu层。
 
 （3）将计算后的卷积层进行重新叠加
 
 叠加选择的是第四个维度，即第一步拆分的维度，代码如下：
 
  
  
     out = tf.concat(out_list, axis=-1)

 
 
 
 这样就重新将数据组合起来了。
 
 完整残差模块代码如下：
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 在对输入数据进行分解的时候，我们使用split函数直接对第四维进行拆解。有兴趣的读者可以在此步调整转换方法，即提供一个卷积来对数据维度进行降解。
 
 6.3.3　ResNeXt网络的实现
 
 仿照ResNet，ResNeXt也是使用叠加残差模块的基本结构，对每个层级都做相同的转换，如图6.18所示。
 
  
  [image: ] 
  图6.18　叠加残差模块
 
 
 
 这里仿照ResNet的方法对残差模块进行叠加计算，主要有4个模块，每个模块依次对输入的数据中channel维度进行提升操作。
 
 代码如下：
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 上面代码只写了第一层的实现，更多层数的实现请读者参照ResNet模型尝试一下。
 
 6.3.4　ResNeXt和ResNet的比较
 
 通过实验对比ResNeXt和ResNet（见图6.19），发现ResNeXt无论是在50层还是101层，其准确度都大大好于ResNet。这里总结一下相关的结论：
 
 ·　ResNeXt与ResNet在相同参数个数情况下，训练时前者错误率更低，但下降速度差不多。
 
 ·　相同参数情况下，增加残差模块比增加卷积个数更加有效。
 
 ·　101层的ResNeXt比101层的ResNet更好。
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  图6.19　对比ResNeXt和ResNet
 
 
 
 6.4　本章小结
 
 本章是一个起点，让读者站在巨人的肩膀上，从冠军开始！
 
 ResNet和ResNeXt开创了一个时代，开天辟地地改变人们仅仅依靠堆积神经网络层来获取更高性能的做法，在一定程度上解决了梯度消失和梯度爆炸的问题。这是一项跨时代的发明。
 
 当简单的堆积神经网络层的做法失效时，人们开始采用模块化的思想设计网络，同时在不断“加宽”模块的内部通道。当这些能够做的方法以及被挖掘穷尽后有没有新的方法能够更进一步提升卷积神经网络的效果呢？
 
 
 第7章
 有趣的word embedding
 
 word embedding是什么？为什么要word embedding？在深入了解前先看几个例子：
 
 ·　在使用购买商品或者入住酒店后，会邀请顾客填写相关的评价表明对服务的满意程度。
 
 ·　使用几个词在搜索引擎上搜一下。
 
 ·　有些博客网站会在博客下面标记一些相关的tag标签。
 
 那么问题来了，这些是怎么做到的呢？
 
 实际上这是文本处理后的应用，目的是用这些文本去做情绪分析、同义词聚类、文章分类和打标签。
 
 读者在读文章或者评论的时候可以准确地说出这个文章大致讲了什么、评论的倾向如何，但是电脑怎么做到的呢？电脑可以匹配字符串然后告诉你是否与输入的字符串相同，但是怎么能让电脑在搜索“梅西”的时候告诉你有关足球或者皮耶罗的事情呢？
 
 word embedding由此诞生，它就是对文本的数字表示。通过其表示和计算可以使得电脑很容易地得到如下公式：
 
 梅西-阿根廷+意大利=皮耶罗
 
 本章将着重介绍word embedding（词嵌入）的相关内容，首先通过多种计算word embedding的方式循序渐进地讲解如何获取对应的word embedding，之后的实战使用word embedding进行文本分类。
 
 7.1　文本数据处理
 
 无论是使用深度学习还是传统的自然语言处理方式，一个非常重要的内容就是将自然语言转换成计算机可以识别的特征向量。文本的预处理就是如此，通过文本分词-词向量训练-特征词抽取这几个主要步骤后组建能够代表文本内容的矩阵向量。
 
 7.1.1　数据集介绍和数据清洗
 
 新闻分类数据集“AG”是由学术社区ComeToMyHead提供的，从2000多不同的新闻来源搜集的超过一百万的新闻文章，用于研究分类、聚类、信息获取（rank、搜索）等非商业活动。在此基础上Xiang Zhang为了研究需要从中提取127600个样本，其中的120000个样本作为训练集、7600个样本作为测试集。按以下4类进行分类：
 
 ·　World
 
 ·　Sports
 
 ·　Business
 
 ·　Sci/Tec
 
 数据集一般是用csv文件存储的，打开后格式如图7.1所示。
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  图7.1　Ag_news数据集
 
 
 
 第1列是新闻分类，第2列是新闻标题，第3列是新闻的正文部分，使用“,”和“.”作为断句的符号。
 
 由于拿到的数据集是由社区自动化存储和收集的，因此无可避免地存有大量的数据杂质：
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 第一步：数据的读取与存储
 
 数据集的存储格式为csv，需要按列队数据进行读取，代码如下：
 
 【程序7-1】
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 输入结果如图7.2所示。
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  图7.2　Ag_news中的数据形式
 
 
 
 读取的train中的每行数据内容被默认以逗号分隔，按列依次存储在序列不同的位置中。为了分类方便，可以使用不同的数组将数据按类别进行存储。当然也可以根据需要使用pandas，但是为了后续操作和运算速度，这里主要使用Python原生函数和Numpy进行计算。
 
 【程序7-2】
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 可以看到不同的内容被存储在不同的数组之中，为了统一行使，将所有的字母统一转换成小写便于后续的计算。
 
 第二步：文本的清洗
 
 文本中除了常用的标点符号外，还包含着大量的特殊字符，因此需要对文本进行清洗。
 
 文本清洗的方法一般使用正则表达式，可以匹配小写'a'至'z'大写'A'至'Z'或者数字'0'到'9'的范围之外的所有字符，并用空格代替，这个方法无须指定所有标点符号，代码如下：
 
  
  
     import re
     text = re.sub(r"[^a-z0-9]"," ",text)

 
 
 
 这里re是Python中对应正则表达式的Python包，字符串“^”的意义是求反，即只保留要求的字符而替换非要求保留的字符。更细一步的分析可以知道，文本清洗中除了将不需要的符号使用空格替换外，还产生一个问题，即空格数目过多和在文本的首尾有空格残留，这样同样影响文本的读取，因此还需要对替换符号后的文本进行二次处理。
 
 【程序7-3】
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 由于加载了新的数据清洗工具，因此在读取数据时可以使用自定义的函数将文本信息处理后存储，代码如下：
 
 【程序7-4】
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 这里使用了额外的包和Numpy函数对数据进行处理，因此可以获得处理后较为干净的数据，如图7.3所示。
 
  
  [image: ] 
  图7.3　清理后的Ag_news数据
 
 
 
 7.1.2　停用词的使用
 
 观察分好词的文本集，每组文本中除了能够表达含义的名词和动词外，还有大量没有意义的副词，例如‘is’‘are’‘the’等。这些词的存在并不会给句子增加太多含义，反而会由于频率非常多而会影响后续的词向量分析。因此，为了减少我们要处理的词汇量，降低后续程序的复杂度，需要清除停用词。清除停用词一般用的是NLTK工具包。安装代码如下：
 
  
  
     conda install nltk

 
 
 
 除了安装NLTK外，还有一个非常重要的内容，就是仅仅依靠安装了NLTK并不能够使用停用词，需要额外再下载NLTK停用词包，建议读者通过控制端进入NLTK，之后运行如图7.4所示的代码，打开NLTK的下载控制台。
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  图7.4　安装NLTK并打开控制台
 
 
 
 打开的NLTK控制台如图7.5所示。
 
  
  [image: ] 
  图7.5　NLTK控制台
 
 
 
 在Corpora选项卡下选择stopwords，单击Download按钮下载数据。下载后验证方法如下：
 
  
  
     stoplist = stopwords.words('english')
     print(stoplist)

 
 
 
 stoplist将停用词获取到一个数组列表中，打印结果如图7.6所示。
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  图7.6　停用词数据
 
 
 
 下面就是将停用词数据加载到文本清洁器中，除此之外，由于英文文本的特殊性，单词会具有不同的变化和变形，例如后缀'ing'和'ed'可以丢弃、'ies'可以用'y'替换等。这样可能会变成不是完整词的词干，但是只要这个词的所有形式都还原成同一个词干即可。NLTK中对这部分词根还原的处理使用的函数为：
 
  
  
     PorterStemmer().stem(word)

 
 
 
 整体代码如下：
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 这样生成的最终结果如图7.7所示。
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  图7.7　生成的数据
 
 
 
 相对于未处理过的文本，获取的是一个相对干净的文本数据。下面对文本的清洁处理步骤做个总结：
 
 ·　Tokenization：将句子进行拆分，以单个词或者字符的形式予以存储，文本清洁函数中text.split函数执行的就是这个操作。
 
 ·　Normalization：将词语正则化，lower函数和PorterStemmer函数做了此方面的工作，将数据转为小写和还原词干。
 
 ·　Rare word replacement：对于出现频率较低的词语予以替换，一般将词频小于5的词语替换成一个特殊的Token <UNK>。本文由于训练集和测试集中的词语较为集中而没有使用这个步骤。
 
 ·　Add <BOS> <EOS>：添加每个句子的开始和结束标识符。
 
 ·　Long Sentence Cut-Off or short Sentence Padding：对过长的句子进行截取，对过短的句子进行补全。
 
 由于模型的需要，笔者在处理的时候并没有完整地使用以上多个方面。在不同的项目中读者可以自行斟酌使用。
 
 7.1.3　词向量训练模型word2vec使用介绍
 
 word2vec（见图7.8）是Google在2013年推出的一个NLP工具，特点是将所有的词向量化，这样词与词之间就可以定量地去度量它们之间的关系，挖掘词之间的联系。
 
  
  [image: ] 
  图7.8　word2vec模型
 
 
 
 用词向量来表示词并不是word2vec的首创，在很久之前就出现了。最早的词向量是很冗长的，词向量维度大小为整个词汇表的大小，对于每个具体的词汇表中的词，将对应的位置置为1。
 
 例如，5个词组成的词汇表，词"Queen"的序号为2，那么它的词向量就是(0,1,0,0,0)(0,1,0,0,0)。同样的道理，词"Woman"的词向量就是(0,0,0,1,0)(0,0,0,1,0)。这种词向量的编码方式一般叫作1-of-N representation或者one hot。
 
 one hot用来表示词向量非常简单，但是有很多问题。最大的问题是词汇表一般都非常大，比如达到百万级别，这样每个词都用百万维的向量来表示基本不可能。这样的向量除了一个位置是1，其余的位置全部都是0，表达的效率不高。将其使用在卷积神经网络中使得网络难以收敛。
 
 word2vec是一种可以解决one hot的方法，思路是通过训练将每个词都映射到一个较短的词向量上。所有的这些词向量构成了向量空间，进而可以用普通的统计学的方法来研究词与词之间的关系。
 
 word2vec具体的训练方法主要有2个部分，即CBOW和Skip-gram模型。
 
 （1）CBOW模型：CBOW（Continuous Bag-of-Word Model）又称连续词袋模型，是一个三层神经网络。该模型的特点是输入已知上下文，输出对当前单词的预测，如图7.9所示。
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  图7.9　CBOW模型
 
 
 
 （2）Skip-gram模型：Skip-gram模型与CBOW模型正好相反（见图7.10），由当前词预测上下文词。
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  图7.10　Skip-gram模型
 
 
 
 word2vec更为细节的训练模型和训练方式这里不做讨论。本节将主要介绍训练一个可以获得和使用的word2vec向量。
 
 对于词向量的模型训练有很多方法，最为简单的是使用Python工具包中的gensim包对数据进行训练。
 
 第一步：训练word2vec模型
 
 第一步是对词模型进行训练，代码非常简单：
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 首先在代码中导入gensim包，之后Word2Vec函数根据设定的参数对word2vce模型进行训练。这里略微解释一下主要参数。Word2Vec的主要参数如下：
 
  
  
     Word2Vec(sentences, workers=num_workers, size=num_features, min_count =
min_word_count, window = context, sample = downsampling，iter = 5)

 
 
 
 其中，sentences是输入数据，worker是并行运行的线程数，size是词向量的维数，min_count是最小的词频，window是上下文窗口大小，sample是对频繁词汇下的采样设置，iter是循环的次数。一般没有特殊要求，按默认值设置即可。
 
 save函数将生成的模型进行存储，以供后续使用。
 
 第二步：word2vec模型的使用
 
 模型的使用非常简单，代码如下：
 
  
  
     text = "Prediction Unit Helps Forecast Wildfires"
     text = tools.text_clear(text)
     print(model[text].shape)

 
 
 
 其中，text是需要转换的文本，同样调用text_clear函数对文本进行清理。之后使用训练好的模型对文本进行转换。转换后的文本内容如下：
 
  
  
     ['bos', 'predict', 'unit', 'help', 'forecast', 'wildfir', 'eos']

 
 
 
 计算后的word2vec文本向量实际上是一个[7,64]大小的矩阵，部分如图7.11所示。
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  图7.11　word2vec文本向量
 
 
 
 第三步：对已有模型补充训练
 
 模型训练完毕后，可以对其进行存储，但是随着要训练文档的增加，gensim同样也提供了持续性训练模型的方法，代码如下：
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 word2vec提供了加载存储模型的函数。之后train函数继续对模型进行训练，将最初训练集中的agnews_text作为初始的训练文档，agnews_title作为后续训练部分，这样可以合在一起作为更多的训练文件进行训练。完整代码如下：
 
 【程序7-5】
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 模型的使用在第二步已经做了介绍，请读者自行完成。
 
 对于需要训练的数据集和需要测试的数据集，一般而言建议读者在使用的时候一起予以训练，这样才能够获得最好的语义标注。在现实工程中对数据的训练往往都有着极大的训练样本，文本容量能够达到几十甚至上百吉字节的数据，因而不会产生词语缺失的问题，在实际工程中只需要在训练集上对文本进行训练即可。
 
 7.1.4　文本主题的提取：基于TF-IDF（选学）
 
 使用卷积神经网络对文本分类时，文本主题提取并不是必需的。
 
 一般来说文本的提取主要涉及以下几种：
 
 ·　基于TF-IDF的文本关键字提取。
 
 ·　基于TextRank的文本关键词提取。
 
 除此之外，还有很多模型和方法能够帮助做文本抽取，特别是对于大文本内容。本书由于篇幅关系对这方面的内容并不展开描写，有兴趣的读者可以参考相关教程。下面先介绍基于TF-IDF的文本关键字提取。
 
 第一步：TF-IDF简介
 
 目标文本经过文本清洗和停用词的去除后，一般可以认为剩下的均为有着目标含义的词。如果需要对其特征进行更进一步的提取，那么提取的应该是那些能代表文章的元素，包括词、短语、句子、标点以及其他信息的词。从词的角度考虑，需要提取对文章表达贡献度大的词。TF-IDF公式定义如图7.12所示。
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  图7.12　TF-IDF简介
 
 
 
 TF-IDF是一种用于资讯检索与信息勘测的常用加权技术。TF-IDF是一种统计方法，用来衡量一个词对一个文件集的重要程度。字词的重要性与其在文件中出现的次数成正比，而与其在文件集中出现的次数成反比。该算法在数据挖掘、文本处理和信息检索等领域得到了广泛的应用，最为常见的应用即从一个文章中提取文章的关键词。
 
 TF-IDF的主要思想是：如果某个词或短语在一篇文章中出现的频率TF高，并且在其他文章中很少出现，则认为此词或者短语具有很好的类别区分能力，适合用来分类。其中，TF（Term Frequency）表示词条在文章Document中出现的频率。
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 IDF（Inverse Document Frequency）的主要思想就是，包含某个词Word的文档越少，这个词的区分度越大，也就是IDF越大。
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 TF-IDF的计算实际上就是TF×IDF：
 
 TF-IDF=词频×逆文档频率=TF×IDF
 
 第二步：TF-IDF的实现
 
 首先是IDF的计算，代码如下：
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 下一步是使用计算好的IDF计算每个文档的TF-IDF值：
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 计算TF-IDF的完整代码如下：
 
 【程序7-6】
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 第三步：建立有限量的词矩阵
 
 将重排的文档根据训练好的word2vec向量建立一个有限量的词矩阵，请读者自行完成。
 
 第四步：将TF-IDF单独定义一个类
 
 将TF-IDF的计算函数单独整合到一个类中，方便后续的使用，代码如下：
 
 【程序7-7】
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 使用方法如下：
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 其中，agnews_text为从文档中获取的正文数据集，也可以使用标题或者文档进行处理。
 
 7.1.5　文本主题的提取：基于TextRank（选学）
 
 TextRank算法的核心思想来源自著名的网页排名算法PageRank（见图7.13）。PageRank是Sergey Brin与Larry Page于1998年在WWW7会议上提出来的，用来解决链接分析中网页排名的问题。在衡量一个网页的排名时，可以根据感觉认为：
 
 ·　当一个网页被更多网页所链接时，其排名会越靠前。
 
 ·　排名高的网页应具有更大的表决权，即当一个网页被排名高的网页所链接时，其重要性也应对应提高。
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  图7.13　PageRank算法
 
 
 
 TextRank算法（见图7.14）与PageRank类似，其将文本拆分成最小组成单元（即词汇）作为网络节点，组成词汇网络图模型。TextRank在迭代计算词汇权重时与PageRank一样，理论上是需要计算边权的。为了简化计算，通常会默认相同的初始权重，以及在分配相邻词汇权重时进行均分。
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  图7.14　TextRank算法
 
 
 
 第一步：TextRank前置介绍
 
 TextRank用于对文本关键词进行提取，步骤如下：
 
 ·　把给定的文本T按照完整句子进行分割。
 
 ·　对于每个句子，进行分词和词性标注处理，并过滤掉停用词，只保留指定词性的单词，如名词、动词、形容词等。
 
 ·　构建候选关键词图G=(V,E)，其中V为节点集，由每个词之间的相似度作为连接的边值。
 
 ·　根据下面的公式迭代传播各节点的权重，直至收敛：
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 对节点权重进行倒序排序，作为按重要程度排列的关键词。
 
 第二步：TextRank类的实现
 
 整体TextRank的实现如下所示：
 
 【程序7-8】
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 TextRank是另外一种能够实现关键词抽取的方法。除此之外，还有基于相似度聚类以及其他方法。相对于本书对应的数据集来说，文本的提取并不是必需的。本节为选学内容，有兴趣的读者可以自行学习。
 
 7.2　更多的word embedding方法——fastText和预训练词向量
 
 在实际的模型计算过程中，word2vec是一个最常用也是最重要的将“字”转换成“字嵌入（word embedding）”的方式。
 
 对于普通的文本来说，供人类所了解和掌握的信息传递方式并不能简易地被计算机所理解，因此word embedding是目前来说解决向计算机传递文字信息的最好方式，如图7.15所示。
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  图7.15　word embedding
 
 
 
 随着研究人员对word embedding的研究深入和计算机处理能力的提高，更多更好的方法被提出，例如新的fastText和使用预训练的词嵌入模型去对数据进行处理。
 
 本节是上一节的延续，从方法上介绍fastText的训练和预训练词向量的使用。
 
 7.2.1　fastText的原理与基础算法
 
 相对于传统的word2vec计算方法，fastText是一种更为快速和新的计算word embedding的方法，其优点主要有以下几个方面：
 
 ·　fastText在保持高精度的情况下加快了训练速度和测试速度。
 
 ·　fastText对word embedding的训练更加精准。
 
 ·　fastText采用两个重要的算法：N-gram（第一次出现这个词，下文有说明）、Hierarchical softmax。
 
 1．算法一
 
 相对于word2vec中采用的CBOW架构，fastText采用的是N-gram架构，如图7.16所示。
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  图7.16　N-gram架构
 
 
 
 其中，x1,x2,…,xN−1,xN表示一个文本中的N-gram向量，每个特征是词向量的平均值。这里顺便介绍一下N-gram的意义。
 
 N-gram常用的有3种：1-gram、2-gram、3-gram，分别对应一元、二元、三元。
 
 以“我想去成都吃火锅”为例，对其进行分词处理，得到的数组是：[“我”，“想”，“去”，“成”，“都”，“吃”，“火”，“锅”]。这就是1-gram，分词的时候对应一个滑动窗口，窗口大小为1，所以每次只取一个值。
 
 使用2-gram就会得到[“我想”，“想去”，“去成”，“成都”，“都吃”，“吃火”，“火锅”]。N-gram模型认为词与词之间有关系的距离为N，如果超过N则认为它们之间没有联系，所以就不会出现“我成”“我去”这些词。
 
 如果使用3-gram，就是[“我想去”，“想去成”，“去成都”，...]。
 
 N理论上可以设置为任意值，但是一般设置成上面3个类型就够了。
 
 2．算法二
 
 当语料类别较多时，使用hierarchical softmax(hs)减轻计算量。fastText中的hierarchical softmax利用Huffman树实现，将词向量作为叶子节点，之后根据词向量构建Huffman树，如图7.17所示。
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  图7.17　hierarchical softmax架构
 
 
 
 hierarchical softmax的算法较为复杂，这里不过多阐述，有兴趣的读者可以自行研究。
 
 7.2.2　fastText训练以及与TensorFlow 2.X的协同使用
 
 前面介绍完架构和理论，本小节开始使用fastText。这里主要介绍中文部分的fastText处理。
 
 第一步：数据收集与分词
 
 为了演示fastText的使用，构造如图7.18所示的数据集。
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  图7.18　演示数据集
 
 
 
 text中是一系列的短句文本，以每个逗号为一句进行区分，一个简单的处理函数如下：
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 打印结果如下所示：
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 其中每一行根据jieba的分词模型进行分词处理，之后存在每一行中的是已经被分过词的数据。
 
 第二步：使用gensim中fastText进行词嵌入计算
 
 gensim.models中除了含有前文介绍过的word2vec函数，还包含有fastText的专用计算类，代码如下（参数定义在下）：
 
  
  
     from gensim.models import fastText
     model =
fastText(min_count=5,size=300,window=7,workers=10,iter=50,seed=17,sg=1,hs=1)

 
 
 
 其中，fastText参数定义如下：
 
 ·　sentences (iterable of iterables, optional)：供训练的句子，可以使用简单的列表，但是对于大语料库，建议直接从磁盘／网络流迭代传输句子。
 
 ·　size (int, optional)：word向量的维度。
 
 ·　window (int, optional)：一个句子中当前单词和被预测单词的最大距离。
 
 ·　min_count (int, optional)：忽略词频小于此值的单词。
 
 ·　workers (int, optional)：训练模型时使用的线程数。
 
 ·　sg ({0, 1}, optional)：模型的训练算法，1代表skip-gram，0代表CBOW。
 
 ·　hs ({0, 1}, optional)：1采用hierarchical softmax训练模型，0使用负采样。
 
 ·　iter：模型迭代的次数。
 
 ·　seed (int, optional)：随机数发生器种子。
 
 在定义的fastText类中，依次设定了最低词频度、单词训练的最大距离、迭代数以及训练模型等。完整训练例子如下所示：
 
 【程序7-9】
 
 
  [image: ]
 
 
 model中的build_vocab函数是对数据进行词库建立，train函数是对model模型训练模式的设定，这里使用笔者给出的格式即可。
 
 最后是训练好的模型存储问题，这里模型被存储在models文件夹中。
 
 第三步：使用训练好的fastText做参数读取
 
 使用训练好的fastText做参数读取很方便，直接载入训练好的模型，之后将带测试的文本输入即可，代码如下：
 
  
  
     from gensim.models import fastText
     
     model = fastText.load("./models/xiaohua_fasttext_model_jieba.model")
     embedding = (model["卷积","神经网络"])         #卷积与神经网络，这2个词都是经过预训练的
     print(embedding)

 
 
 
 与训练过程不同的是，这里fastText使用自带的load函数将保存的模型进行载入，之后类似于传统的list方式将已训练过的值打印出来。结果如图7.19所示。
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  图7.19　打印结果
 
 
 
  
  注意
 
  fastText的模型只能打印已训练过的词向量而不能打印未经过训练的词，在上例中模型输出的值是已经过训练的“卷积”和“神经网络”这2个词。
 
 
 
 打印输出值维度如下：
 
  
  
     print(embedding.shape)

 
 
 
 结果输入如下所示：
 
 （2, 300）
 
 第四步：继续已有的fastText模型进行词嵌入训练
 
 有时候需要在训练好的模型上继续做词嵌入训练，可以利用已训练好的模型或者利用计算机碎片时间进行迭代训练。理论上，数据集内容越多，训练时间越长，训练精度越准。
 
  
  
     model = fastText.load("./models/xiaohua_fasttext_model_jieba.model")
     # second_sentences是新的训练数据，处理方法和上面一样
     model.build_vocab(second_sentences, update=True)
     model.train(second_sentences, total_examples=model.corpus_count, epochs=6)
     model.min_count = 10
     model.save("./models/xiaohua_fasttext_model_jieba.model")

 
 
 
 在这里需要额外设置的是一些model的参数，读者仿照笔者写的格式写作即可。
 
 第五步：提取fastText模型训练结果作为预训练词嵌入数据（请读者一定注意位置对应关系）
 
 训练好的fastText模型可以作为深度学习的预训练词嵌入输入到模型中使用，相对于随机生成的向量，预训练的词嵌入数据带有部分位置以及语义信息。
 
 获取预训练好的词嵌入数据代码如下：
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 在示例代码中，首先通过迭代方法获取训练的词库列表，之后建立字典使得词和序列号进行一一对应。
 
 返回值分别是3个数值：word_index、word_vector、embeddings_matrix。其中，word_index是词的序列，embeddings_matrix是生成的与词向量表所对应的embedding矩阵。需要提示的是，实际上embedding可以根据传入的数据不同而对其位置进行修正，但是此修正必须伴随word_index一起进行位置改变。
 
 使用输出的embeddings_matrix则由下列函数完成：
 
  
  
     import tensorflow as tf
     embedding_table =
     tf.keras.layers.Embedding(input_dim=len(embeddings_matrix),
     output_dim=300,weights=[embeddings_matrix],trainable=False)

 
 
 
 在这里训练好的embeddings_matrix被作为参数传递给TensorFlow 2.0中Embedding列表进行设置。需要注意的是对于其部分参数需要根据传入的embeddings_matrix进行设置，读者只需要遵循这种写法即可。
 
 下面的一个问题是TensorFlow的embedding中进行look_up查询时，传入的是每个字符的序号，因此需要一个“编码器”将字符编码为对应的序号。
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 tokenizer函数用于对单词的序列化，这里根据上文生成的word_index对每个词语进行编号。
 
 下面的代码段使用训练好的预训练参数做一个测试，打印相同字符在fastText中的词嵌入值以及读取到TensorFlow中的embedding矩阵中的对应值，代码如下：
 
 【程序7-10】
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  提示
 
  注意训练好的模型读取使用方法，这种方法在下一节还会用到。
 
 
 
 打印结果如图7.20所示。无论使用读取的embedding矩阵还是TensorFlow 2.X构建的embedding表格，对于相同的字符来说其值都是相同的，因此可以认为TensorFlow载入了fastText的预训练参数。
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  图7.20　打印结果
 
 
 
 7.2.3　使用其他预训练参数做TensorFlow词嵌入矩阵（中文）
 
 无论是使用word2vec还是fastText作为训练基础都是可以的。对于个人用户或者规模不大的公司机构来说，做一个庞大的预训练项目是一个费时费力的工程。
 
 既然它山之石（见图7.21）可以攻玉，那么为什么不借助其他免费的训练好的词向量作为使用基础呢？
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  图7.21　它山之石
 
 
 
 在中文部分，较为常用并且免费的词嵌入预训练数据为腾讯的词向量，地址如下所示：
 
 https://ai.tencent.com/ailab/nlp/embedding.html
 
 下载界面如图7.22所示。
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  图7.22　腾讯的词向量
 
 
 
 下面使用TensorFlow 2.X载入预训练模型做词矩阵的初始化。
 
  
  
     from gensim.models.word2vec import KeyedVectors
     wv_from_text = KeyedVectors.load_word2vec_format(file, binary=False)

 
 
 
 下面的步骤与7.2.2节程序相似，读者可以自行编写完成。
 
 7.3　针对文本的卷积神经网络模型简介——字符卷积
 
 卷积神经网络在图像处理领域获得了极大成功，其结合特征提取和目标训练为一体的模型能够最好地利用已有的信息对结果进行反馈训练。
 
 对于文本识别的卷积神经网络来说，同样也是充分利用特征提取时提取的文本特征来计算文本特征权值大小的，归一化处理需要处理的数据。这样使得原来的文本信息抽象成一个向量化的样本集，之后将样本集和训练好的模板输入卷积神经网络进行处理。
 
 本节将在上一节的基础上使用卷积神经网络实现文本分类的问题，这里将采用两种主要基于字符和基于word embedding形式的词卷积神经网络处理方法。实际上，无论是基于字符的还是基于word embedding形式的处理方式都是可以相互转换的，这里只介绍使用基本的使用模型和方法，更多的应用还需要读者自行挖掘和设计。
 
 7.3.1　字符（非单词）文本的处理
 
 本小节将介绍基于字符的CNN处理方法。基于单词的卷积处理内容将在下一节介绍，请读者循序渐进地学习。
 
 任何一个英文单词都是由字母构成的，因此可以简单地将英文单词拆分成字母的表示形式：
 
  
  
     hello –> ["h","e","l","l","o"]

 
 
 
 这样可以看到一个单词“hello”被人为地拆分成“h”“e”“l”“l”“o”这5个字母。对于Hello的处理有2种方法，即采用one-hot的方式和采用字符embedding的方式处理。这样“hello”这个单词就被转成一个[5,n]大小的矩阵，本例中采用one-hot的方式处理。
 
 使用卷积神经网络计算字符矩阵时，对于每个单词拆分成的数据根据不同的长度对其进行卷积处理，提取出高层抽象概念。这样做的好处是不需要使用预训练好的词向量和语法句法结构等信息。除此之外，字符级还有一个好处就是可以很容易地推广到所有语言。使用CNN处理字符文本分类的原理如图7.23所示。
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  图7.23　使用CNN处理字符文本分类
 
 
 
 第一步：标题文本的读取与转化
 
 对于Agnews数据集来说，每个分类的文本条例既有对应的分类，也有标题和文本内容，对于文本内容的抽取在上一节的选学内容中也有介绍，这里采用直接使用标题文本的方法进行处理，如图7.24所示。
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  图7.24　AG_news标题文本
 
 
 
 读取标题和label的程序请读者参考文本数据处理的内容自行完成。由于只是对文本标题进行处理，因此在做数据清洗的时候不用处理停用词和进行词干还原，并且空格是字符计算，因此不需保留空格直接删除即可。完整代码如下：
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 这样获取的结果如图7.25所示。
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  图7.25　AG_news标题文本抽取结果
 
 
 
 不同的标题被整合成一系列可能对于人类来说没有任何表示意义的一系列字符。
 
 第二步：文本的one-hot处理
 
 下面将生成的字符串进行one-hot处理，处理的方式非常简单，首先建立一个26个字母的字符表：
 
  
  
     alphabet_title = "abcdefghijklmnopqrstuvwxyz"

 
 
 
 根据不同字符在字符表中的位置进行编码，编码位置设置成1，其他设置为0。例如，字符“c”在字符表中是第3个，那么获取的字符矩阵为：
 
  
  
     [0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0]

 
 
 
 其他的类似，代码如下：
 
  
  
     def get_one_hot(list):
     values = np.array(list)
     n_values = len(alphabet_title) + 1
     return np.eye(n_values)[values]

 
 
 
 这段代码的作用就是将生成的字符序列转换成矩阵，如图7.26所示。
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  图7.26　字符转化矩阵示意图
 
 
 
 下一步将字符串按字符表中的顺序转换成数字序列，代码如下：
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 这样生成的结果如下：
 
  
  
     hello  ->  [7, 4, 11, 11, 14]

 
 
 
 将代码段整合在一起，最终结果如下：
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 这样生成的结果如图7.27所示。
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  图7.27　转换字符串并做one_hot处理
 
 
 
 单词“hello”被转换成一个[5,26]大小的矩阵，供下一步处理。但是这里又产生一个新的问题，对于不同长度的字符串，组成的矩阵行长度不同。虽然卷积神经网络可以处理具有不同长度的字符串，但是在本例中还是以相同大小的矩阵作为数据输入进行计算。
 
 第三步：生成文本的矩阵的细节处理——矩阵补全
 
 下一步就是根据文本标题生成one-hot矩阵，而上一步中的矩阵生成one-hot矩阵函数，读者可以自行将其变更成类使用，这样能够在使用时更为简易和便捷。此处笔者将使用单独的函数也就是上一步写的函数引入使用。
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 打印结果如图7.28所示。
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  图7.28　补全后的矩阵维度
 
 
 
 生成的文本矩阵被整形成一个有一定大小规则的矩阵输出。这里又出现了一个新的问题，对于不同长度的文本，单词和字母的多少并不是固定的，虽然对于全卷积神经网络来说输入的数据维度可以不统一和固定，但是本部分还是对其进行处理。
 
 对于不同长度的矩阵处理，一个简单的思路就是将其进行规范化处理。长的截短，短的补长。本文的思路也是如此，代码如下：
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 代码分成两部分，首先是对不同长度的字符进行处理，对于长度大于64的字符截取前部分进行矩阵获取。其中，64是人为设定的大小，也可以根据需要对其进行自由修改。
 
 对于长度不达64的字符串，则需要对其进行补全，生成由余数构成的全0矩阵对生成矩阵进行处理。
 
 这样经过修饰后的代码如下：
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 打印结果如图7.29所示。
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  图7.29　标准化补全后的矩阵维度
 
 
 
 第四步：标签的one-hot矩阵构建
 
 对于分类的表示，这里同样可以使用对于矩阵的one-hot方法对其分类做出分类重构，代码如下：
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 仿照文本的one-hot函数，根据传进来的序列化参数对列表进行重构，形成一个新的one-hot矩阵，从而能够反映出不同的类别。
 
 第五步：数据集的构建
 
 通过准备文本数据集，将文本进行清洗，去除不相干的词提取主干并根据需要设定矩阵维度和大小，全部代码如下（tools代码为上文分布代码，在主代码后部位）：
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 这里首先通过csv库获取全文本数据，之后逐行将文本和标签读入，分别将其转化成one-hot矩阵后利用Numpy库将对应的列表转换成Numpy格式，结果如图7.30所示。
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  图7.30　标准化转换后的AG_news
 
 
 
 这里分别生成了训练集数量数据和标签数据的one-hot矩阵列表，训练集的维度为[12000,64,28]。其中，第一个数字是总的样本数，第二个和第三个数字分别为生成的矩阵维度。
 
 标签数据为一个二维矩阵，12000是样本的总数，5是类别。这里读者可能会提出疑问：明明只有4个类别，为什么会出现5个，因为one-hot是从0开始，标签的分类是从1开始的，会自动生成一个0的标签。全部tools函数如下，读者可以将其改成类的形式进行处理。
 
 【程序7-11】
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 7.3.2　卷积神经网络文本分类模型的实现——conv1d（一维卷积）
 
 对文本的数据集处理完毕后，下面进入基于卷积神经网络的分辨模型设计（见图7.31）。模型的设计多种多样。
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  图7.31　使用CNN处理字符文本分类
 
 
 
 如同图7.31的结构，笔者根据类似的模型设计了一个由5层神经网络构成的文本分类模型。
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 这里使用的是5层神经网络，前3个基于一维的卷积神经网络，后2个全连接层用于分类任务，代码如下：
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 这里是完整的训练模型，训练代码如下：
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 首先获取完整的数据集，之后通过train_test_split函数对数据集进行划分，将数据分为训练集和测试集。模型的计算和损失函数的优化和传统的TensorFlow方法类似，这里不多做阐述。
 
 最终结果请读者自行完成。需要说明的是，这里的模型是一个较为简易的基于短文本分类的文本分类模型，效果并不太好，仅仅起到一个抛砖引玉的作用。
 
 7.4　针对文本的卷积神经网络模型简介——词卷积
 
 使用字符卷积对文本分类是可以的，但是相对于词来说字符包含的信息并没有“词”的内容多，即使卷积神经网络能够较好地对数据信息进行学习，由于包含的内容关系其最终效果也就一般。
 
 在字符卷积的基础上，研究人员尝试使用词为基础数据对文本进行处理。图7.32是使用CNN做词卷积模型。
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  图7.32　使用CNN做词卷积模型
 
 
 
 在实际读写中，一般短文本用于表达较为集中的思想，文本长度有限、结构紧凑、能够独立表达意思，因此可以使用基于词卷积的神经网络对数据进行处理。
 
 7.4.1　单词的文本处理
 
 使用卷积神经网络对单词进行处理的一个最基本的要求就是将文本转换成计算机可以识别的数据。在上一节的学习内容中使用卷积神经网络对字符的one-hot矩阵进行分析处理。一个简单的想法也是是否将文本中的单词依旧处理成one-hot矩阵，如图7.33所示。
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  图7.33　词的one-hot处理
 
 
 
 使用one-hot对单词进行表示从理论上可行，但是在事实中并不是一种可行方案，对于基于字符的one-hot方案来说，所有的字符会在一个相对合适的字库中选取，例如从26个字母或者一些常用的字符，那么总量并不会很多（通常少于128个），因此组成的矩阵也不会很大。
 
 对于单词来说，常用的英文单词或者中文词语一般在5000左右，因此建立一个稀疏、庞大的one-hot矩阵是一个不切实际的想法。
 
 目前来说一个较好的解决方法就是使用word2vec的word embedding方法，这样可以通过学习将字库中的词转换成维度一定的向量，作为卷积神经网络的计算依据。本节的处理和计算依旧使用文本标题作为处理的目标。单词词向量的建立步骤如下所示。
 
 第一步：分词模型的处理
 
 与one-hot的数据读取类似，首先是对文本进行清理，去除停用词和标准化文本。需要注意的是，对于word2vec训练模型来说，需要输入若干个词列表，因此要将获取的文本进行分词，转换成数组的形式存储。
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 请读者自行验证。
 
 第二步：分词模型的训练与载入
 
 基于已有的分词数组对不同维度的矩阵分别处理，需要注意的是，对于word2vec词向量来说，简单地将待补全的矩阵用全0矩阵补全是不合适的，因此一个最好的方法就是将0矩阵修改为一个非常小的常数矩阵，代码如下：
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 最终的结果如图7.34所示。
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  图7.34　次卷积处理后的AG_news数据集
 
 
 
  
  注意
 
  在代码的倒数第四行以黑色标注是对三维矩阵进行扩展，在不改变具体数值大小的前提下扩展了矩阵的维度，这样是为下一步使用二维卷积对文本进行分类做数据准备。
 
 
 
 7.4.2　卷积神经网络文本分类模型的实现——conv2d（二维卷积）
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  图7.35　使用二维卷积进行文本分类任务
 
 
 
 模型的思想很简单，根据输入的已转化成word embedding形式的词矩阵通过不同的卷积提取不同的长度进行二维卷积计算，将最终的计算值进行链接，之后经过池化层获取不同矩阵均值，之后通过一个全连接层对其进行分类。
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 模型使用不同的卷积核生成了12个通道的卷积层依次对输入数据进行处理，池化层接在对应的卷积层之后，作用是对对应的卷积层输出数据做全局拉伸和平整，最终的2个全连接层的作用是对数据进行最终的计算和分类判定。
 
 文本分类模型所需要的tools函数如下所示：
 
 【程序7-12】
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 模型的训练较为简单，由下列代码实现：
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 最终测试集的准确率在80%左右，请读者根据配置自行完成。
 
 7.5　使用卷积对文本分类的补充内容
 
 在上面的章节中，笔者通过不同的卷积（一维卷积和二维卷积）实现了文本的分类，并且通过使用gensim掌握了对文本进行词向量转化的方法。词向量word embedding是目前最常用的将文本转成向量的方法，比较适合较为复杂词袋中词组较多的情况。
 
 使用one-hot方法对字符进行表示是一种非常简单的方法，但是其使用受限较大，产生的矩阵较为稀疏，因此在实用性上并不是很强，笔者在这里统一推荐使用word embedding的方式对词进行处理。
 
 可能有读者会产生疑问，使用word2vec的形式来计算字符的“字向量”是否可行？答案是完全可以，并且准确度相对于单纯采用one-hot形式的矩阵表示能有更好的表现和准确度。
 
 7.5.1　汉字的文本处理
 
 对于汉字的文本处理，一个非常简单的办法就是将汉字转化成拼音的形式，使用Python提供的拼音库包：
 
  
  
     pip install pypinyin

 
 
 
 使用方法如下：
 
  
  
     from pypinyin import pinyin, lazy_pinyin, Style
     value = lazy_pinyin('你好')  # 不考虑多音字的情况
     print(value)

 
 
 
 打印结果如下：
 
  
  
     ['ni', 'hao']

 
 
 
 这里是不考虑多音字的普通模式，除此之外还有带有拼音符号的多音字字母，有兴趣的读者可以自行学习。
 
 较为常用的对汉字文本处理的方法是使用分词器进行文本分词，将分词后的词数列去除停用词和副词之后制作word embedding，如图7.36所示。
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  图7.36　使用分词器进行文本分词
 
 
 
 这是本节的说明，这里对其进行分词并转化成词向量的形式进行处理。
 
 第一步：读取数据
 
 这里为了演示直接使用字符串作为数据的存储格式。对于多行文本的读取，读者可以使用Python类库中的文本读取工具，这里不再多做阐述。
 
  
  
     text = "在上面的章节中，笔者通过不同的卷积（一维卷积和二维卷积）实现了文本的分类，并且通
过使用Gensim掌握了对文本进行词向量转化的方法。词向量word embedding是目前最常用的将文本转
成向量的方法，比较适合较为复杂词袋中词组较多的情况。使用one-hot方法对字符进行表示是一种非常简
单的方法，但是其使用受限较大，产生的矩阵较为稀疏，因此在实用性上并不是很强，笔者在这里统一推荐
使用word embedding的方式对词进行处理。可能有读者会产生疑问，使用word2vec的形式来计算字符
的“字向量”是否可行？答案是完全可以，并且准确度相对于单纯采用one-hot形式的矩阵表示能有更好的
表现和准确度。"

 
 
 
 第二步：中文文本的清理与分词
 
 下面使用分词工具对中文文本进行分词计算。对于文本分词工具，Python类库中最为常用的是“jieba”（结巴）分词，导入语句如下：
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 对于正文的文本，首先需要对其进清洗并提出非标准字符，这里采用“re”正则表达式对文本进行处理，部分处理代码如下：
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 处理好的文本如图7.37所示。
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  图7.37　处理好的文本
 
 
 
 可以看到文本中的数字、非汉字字符以及标点符号已经被删除，并且其中由于删除不标准字符所遗留的空格也一一删除了，留下的是完整的待切分文本内容。
 
 jieba库包是用于对中文文本进行分词的工具，分词函数如下：
 
  
  
     text_list = jieba.lcut_for_search(text)

 
 
 
 这里使用jieba分词对文本进行分词，之后将分词后的结果以数组的形式存储，打印结果如图7.38所示。
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  图7.38　分词后的中文文本
 
 
 
 第三步：使用gensim构建词向量
 
 使用gensim构建词向量的方法相信读者已经较为熟悉，这里直接使用即可，代码如下：
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 有一个非常重要的需要注意的细节，因为word2vec.Word2Vec函数接受的是一个二维数组，而本文通过jieba分词的结果是一个一维数组，因此需要在其上加上一个数组符号人为构建一个新的数据结构，否则在打印词向量时会报错。
 
 代码正确执行，等待gensim训练完成后打印一个字符的向量，如图7.39所示。
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  图7.39　单个中文词的向量
 
 
 
 完整代码如下所示：
 
 【程序7-13】
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 后续工程，读者可以自行参考二维卷积对文本处理的模型进行下一步的计算。
 
 7.5.2　其他细节
 
 对于普通的文本，完全可以通过一系列的清洗和向量化处理将其转换成矩阵的形式，之后通过卷积神经网络对文本进行处理。在上一节中仅仅做了中文向量的词处理、缺乏主题提取、去除停用词等操作，相信读者可以自行根据需要进行补全。
 
 有一个非常重要的想法，就是对于word embedding构成的矩阵能否使用已有的模型进行处理，例如在前面章节中笔者手把手带读者实现的ResNet网络以及加上了attention机制的记忆力模型（见图7.40）。
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  图7.40　加上attention后的ResNet模型
 
 
 
 答案是可以的，笔者在文本识别的过程中同样使用ResNet50作为文本模型识别器，可以获得不低于现有模型的准确率，有兴趣的读者可以自行验证。
 
 7.6　本章小结
 
 卷积神经网络并不是只能对图像进行处理，在本章中演示了使用卷积神经网络对文本进行分类的方法。对于文本处理来说，传统的基于贝叶斯分类和循环神经网络（RNN）实现的文本分类方法，卷积神经网络一样可以实现，而且效果并不比上面的差。
 
 卷积神经网络的应用非常广泛，通过正确的数据处理和建模可以达到程序设计人员心中所要求的目标，更为重要的是，相对于循环神经网络（RNN）来说，卷积神经网络在训练过程中的训练速度更快（并发计算）、处理范围更大（图矩阵）、能够获取更多的相互联系（感受野）。因此，卷积神经网络在机器学习中会有越来越重要的作用。
 
 预训练embedding内容是本章新加入的部分。使用word embedding等价于把embedding层的网络用预训练好的参数矩阵初始化了，但是只能初始化第一层网络参数，再高层的参数则无能为力。
 
 下游NLP任务在使用word embedding的时候一般有两种做法：一种是Frozen，就是word embedding那层网络参数固定不动；另外一种是Fine-Tuning，就是word embedding这层参数随着训练过程被不断更新。具体采用哪种方法需要使用者在实践中不断尝试并根据结果做出选择。
 
 
 第8章
 实战——站在冠军肩膀上的情感分类实战
 
 在本书的前言部分，笔者介绍了一个情感分类的实现，相信看到本章的读者一定对模型的架构和实现不再陌生。本章将继续深入挖掘做基本情感分类所涉及的内容，特别是一个没有涉及的层——GRU（Gate Recurrent Unit）层。本章将对此进行介绍。
 
 此外，为了更好地帮助读者了解情感分类的实战，本章将介绍更多的模型进行情感分类的程序设计，在介绍不同的模型和使用状况的基础上，也能够更好地帮助读者巩固和复习前期的学习内容。
 
 8.1　GRU与情感分类
 
 本书的第1章就实现了一个基础的情感分类任务，虽然较为简单，但是对于一个完整的项目来说，其所要求的各个部分都是完整无缺的。
 
 8.1.1　什么是GRU
 
 GRU（Gate Recurrent Unit）是循环神经网络（Recurrent Neural Network, RNN）的一种，是为了解决长期记忆和反向传播中的梯度等问题而提出来的一种神经网络结构，是一种用于处理序列数据的神经网络。GRU更擅长于处理序列变化的数据，比如某个单词的意思会因为上文提到的内容不同而有不同的含义。
 
 1．GRU的输入与输出结构
 
 GRU的输入与输出结构如图8.1所示。
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  图8.1　GRU的输入与输出结构
 
 
 
 通过GRU的输入输出结构可以看到，在GRU中有一个当前的输入xt，和上一个节点传递下来的隐状态（hidden state）ht-1，这个隐状态包含了之前节点的相关信息。
 
 结合xt和ht-1，GRU会得到当前隐藏节点的输出yt和传递给下一个节点的隐状态ht。
 
 2．门——GRU的重要设计
 
 一般认为，“门”是GRU能够替代传统的RNN循环网络起作用的原因。先通过上一个传输下来的状态ht-1和当前节点的输入xt来获取两个门控状态，如图8.2所示。
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  图8.2　两个门控状态
 
 
 
 其中，r控制重置的门控（reset gate），z控制更新的门控（update gate），σ为sigmoid函数，通过这个函数可以将数据变换为0~1范围内的数值，充当门控信号。
 
 得到门控信号之后，首先使用重置门控来得到“重置”之后的数据h(t-1)′=ht-1×r，再将h(t-1)′与输入xt进行拼接，再通过一个tanh激活函数来将数据放缩到-1~1的范围内，即得到如图8.3所示的h′。
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  图8.3　得到h′
 
 
 
 这里的h′主要是包含了当前输入的xt数据。有针对性地对h′添加到当前的隐藏状态，相当于“记忆了当前时刻的状态”。
 
 3．GRU的结构
 
 最后介绍GRU最关键的一个步骤，可以称之为“更新记忆”阶段。在这个阶段，GRU同时进行了遗忘和记忆两个步骤，如图8.4所示。
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  图8.4　更新记忆
 
 
 
 使用了先前得到的更新门控（update gate）“z”，从而能够获得新的更新，公式如下：
 
 ht=z×ht-1+（1-z）×h′
 
 公式说明如下：
 
 z×ht-1：表示对原本隐藏状态的选择性“遗忘”。这里的z可以想象成遗忘门（forget gate），忘记ht-1维度中一些不重要的信息。
 
 （1-z）×h′：表示对包含当前节点信息的h′进行选择性“记忆”。与上面类似，这里的1-z会忘记h′维度中一些不重要的信息。或者，这里我们更应当看作是对h′维度中的某些信息进行选择。
 
 因此，整个公式的操作就是忘记传递下来的ht-1中的某些维度信息，并加入当前节点输入的某些维度信息。
 
 可以看到，这里的遗忘z和选择（1-z）是联动的。也就是说，对于传递进来的维度信息，我们会进行选择性遗忘。遗忘了多少权重（z），我们就会使用包含当前输入的h′中所对应的权重弥补（1-z）的量，从而使得GRU的输出保持一种“恒定”状态。
 
 8.1.2　使用GRU的情感分类
 
 使用GRU的情感分类代码如程序8-1所示，这里笔者就不再过多解释了，相信读者已经有能力完整运行。本节的重点集中在一个新类（tf.keras.layers.GRU）上。
 
 【程序8-1】
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 8.1.3　TensorFlow中的GRU层详解
 
 从前面的情感分类实现相信读者已经了解了如何使用GRU在深度学习模型中进行计算，下面详细介绍GRU函数的参数及说明。
 
  
  
     keras.layers.recurrent.GRU(units, activation='tanh',
recurrent_activation='hard_sigmoid', use_bias=True,
kernel_initializer='glorot_uniform', recurrent_initializer='orthogonal',
bias_initializer='zeros', kernel_regularizer=None, recurrent_regularizer=None,
bias_regularizer=None, activity_regularizer=None, kernel_constraint=None,
recurrent_constraint=None, bias_constraint=None, dropout=0.0,
recurrent_dropout=0.0)

 
 
 
 参数说明如下：
 
 ·　units：输出维度。
 
 ·　activation：激活函数，为预定义的激活函数名（参考激活函数）。
 
 ·　use_bias：布尔值，是否使用偏置项。
 
 ·　kernel_initializer：权值初始化方法，为预定义初始化方法名的字符串或用于初始化权重的初始化器。
 
 ·　recurrent_initializer：循环核的初始化方法，为预定义初始化方法名的字符串或用于初始化权重的初始化器。
 
 ·　bias_initializer：权值初始化方法，为预定义初始化方法名的字符串或用于初始化权重的初始化器。
 
 ·　kernel_regularizer：施加在权重上的正则项。
 
 ·　bias_regularizer：施加在偏置向量上的正则项。
 
 ·　recurrent_regularizer：施加在循环核上的正则项。
 
 ·　activity_regularizer：施加在输出上的正则项。
 
 ·　kernel_constraints：施加在权重上的约束项。
 
 ·　recurrent_constraints：施加在循环核上的约束项。
 
 ·　bias_constraints：施加在偏置上的约束项。
 
 ·　dropout：0~1之间的浮点数，控制输入线性变换的神经元断开比例。
 
 ·　recurrent_dropout：0~1之间的浮点数，控制循环状态线性变换的神经元断开比例。
 
 8.1.4　单向不行就双向
 
 在程序8-1中，在Keras的GUR层外面还套有一个前面没有出现过的函数：
 
  
  
     tf.keras.layers.Bidirectional

 
 
 
 Bidirectional函数是双向传输函数，其目的是将相同的信息以不同的方式呈现给循环网络，可以提高精度并缓解遗忘问题。双向GRU是一种常见的GRU变体，常用于自然语言处理任务。
 
 GRU特别依赖于顺序或时间，按顺序处理输入序列的时间步，而打乱时间步或反转时间步会完全改变GRU从序列中提取的表示。正是由于这个原因，如果顺序对问题很重要（比如室温预测等问题），那么GRU的表现会很好。双向GRU利用了这种顺序敏感性，每个GRU分别沿一个方向对输入序列进行处理（时间正序和时间逆序），然后将它们的表示合并在一起（见图8.5）。通过沿这两个方向处理序列，双向GRU捕捉到可能被单向GRU的模式。
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  图8.5　双向GRU
 
 
 
 一般来说，按时间正序的模型会优于时间逆序的模型。对于文本分类等问题来说，一个单词对理解句子的重要性通常并不取决于它在句子中的位置，即用正序序列和逆序序列，或者随机打断“词语（不是字）”出现的位置，分别训练并且评估要给GRU，性能几乎相同。这证实了一个假设：虽然单词顺序对理解语言很重要，但使用哪种顺序并不重要。
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 双向循环层还有一个好处——在机器学习中，如果一种数据表示不同但有用，那么总是值得加以利用的。这种表示与其他表示的差异越大越好，它们提供了查看数据的全新角度，抓住了数据中被其他方法忽略的内容，因此可以提高模型在某个任务上的性能。
 
 至于tf.keras.layers.Bidirectional函数的使用，请读者记住笔者的使用方法，直接套在GRU层的外部即可。
 
 8.2　站在巨人肩膀上的情感分类
 
 ResNet既可作为图像分类的模型使用，也可以作为自然语言处理的特征提取器使用，如图8.6所示。
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  图8.6　ResNet作为自然语言处理的特征提取器
 
 
 
 8.2.1　使用TensorFlow自带的模型做文本分类
 
 用户在调用TensorFlow框架进行深度学习时，除乐意自定义各种模型，还可以直接使用TensorFlow自带的预定义模型进行数据处理。更为贴心的是，TensorFlow在提供各种预定义模型时还提供了各种预定义模型参数下载。（本章只使用预定义参数做文本分类的特征提取，而不使用预训练参数。）
 
 第一步：预训练模型的载入
 
 TensorFlow中有哪些预训练模型在前面的章节中已经做了介绍，这里笔者就不再阐述。本节只使用ResNet这个最为常用和经典的模型做特征提取模型，代码如下：
 
  
  
     resnet_layer = tf.keras.applications.ResNet50(include_top=False,
weights=None)

 
 
 
 这是直接调用定义在Keras中的预训练模型，对于不同的ResNet模型层数，这里笔者只使用ResNet50作为目标模型。
 
 ResNet50中还需要对参数进行设置，其中最为重要的是include_top和weights这2个参数：include_top提示Resnet是否以模型本身的分类层结果进行输出，weights确定了是否使用预训练参数。在本例中只使用Resnet做特征提取的模型，因此也不使用预训练的参数。
 
 当然，也可以用预训练模型直接打印summary描述，如下所示：
 
  
  
     import tensorflow as tf
     #调用预训练模型
     resnet_layer = tf.keras.applications.ResNet50(include_top=False,
weights=None)
     print(resnet_layer.summary())

 
 
 
 结果展示如图8.7所示。
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  图8.7　打印结果
 
 
 
 这里笔者只展示了一小部分层名称和参数打印结果，有兴趣的读者可以独立打印查验。
 
 第二步：使用预训练模型进行文本分类
 
 使用预训练模型进行文本分类，实际上就是将预训练模型的最终输出层进行替换，使得预训练模型可以满足输出的判定需要。
 
 【程序8-2】
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 最终结果如图8.8所示。
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  图8.8　打印结果
 
 
 
 经过10轮的训练，可以看到准确率已经达到0.8572。有兴趣的读者可以增大循环训练的次数，从而获得更高的成绩。
 
 除了使用ResNet进行特征提取以外，还可以使用其他的预训练模型进行特征提取，例如VGGNET。对于VGGNET的构造，这里笔者不再描述。读者需要知道，VGGNET的诞生标志着深度学习真正被实现和利用起来，是一种合理有效地解决问题的工具。
 
 TensorFlow的预训练模型同样带有VGG的模型模块，调用方式和ResNet相同，并且同样需要屏蔽顶部分类层和预训练参数，代码如下所示：
 
  
  
     vgg = tf.keras.applications.VGG16(include_top=False, weights=None)

 
 
 
 完整代码如程序8-3所示。
 
 【程序8-3】
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 训练结果如图8.9所示。
 
 同样是经过10轮的训练，使用VGGNET的模型正确率达到了0.95，那么是否可以理解为VGGNET的分辨力强于ResNet？答案是不能。因为在所有的评测数据中ResNet对图像特征的提取能力都要强于VGGNET，最大的可能是结构的不同造成了不同特征提取能力的不同。
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  图8.9　打印结果
 
 
 
 有兴趣的读者可以测试更多的自带模型的特征提取能力。
 
 8.2.2　使用自定义的DPCNN做模型分类
 
 本节将介绍一个全新的模型DPCNN（Deep Pyramid Convolutional Neural Networks for Text Categorization）做特征的提取，顺便教会读者如何自定义一个特征提取器。
 
 在word embedding的章节中，笔者介绍了文本分类的一个经典模型——TextCNN，这是最早借助于卷积对文本特征提取的一个模型。
 
 DPCNN是在TextCNN的基础上结合ResNet模型的shortcut连接建立的一个新的特征提取器，可以说是严格意义上第一个word-level广泛有效的深层文本分类卷积神经网，其总体架构如图8.10所示。
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  图8.10　DPCNN架构
 
 
 
 从架构上看，DPCNN的底层貌似保持了跟TextCNN一样的结构，Region embedding的意思是是包含多尺寸卷积滤波器的卷积层的卷积结果，即对一个文本区域／片段（比如按3个字分割的若干个连词3gram）进行一组卷积操作后生成的embedding，如图8.11所示。
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  图8.11　按3个字分割的若干个连词3gram
 
 
 
 下面笔者尽可能讲解得简单一些。DPCNN相对于TextCNN最大池化以后进行计算，选择直接在提取的embedding上进行卷积操作，能够根据设计的卷积核大小结合更可能多的当前“字符”的上下文信息。
 
 如果将输入输出序列的第n个字符embedding称为第n个词位，那么size为n的卷积核产生的卷积对其进行操作，就是将输入序列的每个词位及其左右((n-1)/2)个词的上下文信息压缩为该词位的embedding，也就是说，产生了每个词位被上下文信息修饰过的更高level更加准确的语义。
 
 这也是DPCNN克服TextCNN的缺点、捕获长距离模式从而产生更好的语义提取信息的能力。
 
 DPCNN在模型构建的时候引入了ResNet模型中的shortcut连接，将当前层的输入和输出进行连接，克服了由于增大深度所造成的梯度消失或者梯度爆炸。
 
 DPCNN的代码如下所示：
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 下面使用DPCNN替代GRU或者Resnet做特征提取，其使用也很方便，代码如下：
 
  
  
     import dpcnn
     dpcnn_layer = dpcnn.DPCNN()

 
 
 
 具体使用如程序8-4所示。
 
 【程序8-4】
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 结果如图8.12所示。
 
  
  [image: ] 
  图8.12　打印结果
 
 
 
 相对于使用TensorFlow自带的模型，DPCNN极大地优化了运行速度，而且相对于GRU，其准确率有了一定的提升，这也是模型设计的目的。
 
 8.3　本章小结
 
 本章着重介绍了两类特征提取器，使用TensorFlow自带的模型做特征提取器以及编写自定义的模型用作特征提取器。相比较而言，使用专用的自定义模型能够较TensorFlow自带的模型带来更好的效果以及更少的训练时间。
 
 实际上无论是开始的GRU模型、TensorFlow自带的模型还是后续自定义的DPCNN模型，对于最终的分类器来说起到的都是一个特征提取器的作用。因此，可以将其统一地定义为“编码器”。
 
 编码器用作对特征的提取，在下一章的内容中，笔者将介绍最新的使用注意力模型建立的特征提取器encoder。
 
 
 第9章
 从0起步——自然语言处理的编码器
 
 在前面的章节中，笔者带领读者掌握了使用多种方式对字符进行表示的方法，例如最原始的one-hot方法、现在较为常用的word2vec和fastText计算出的embedding（词嵌入、字嵌入）等。这些都是将字符进行向量化处理的方法。
 
 无论是老方法还是现在常用的方法，或者是将来出现的新算法，有没有一个统一的称谓？答案是“有”，所有的这些处理方法都可以被简称为encoder（编码器）。编码器可以对文本进行投影，如图9.1所示。
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  图9.1　编码器将文本进行投影
 
 
 
 编码器的作用要构造一种能够存储字符（词）的若干个特征的表达方式（这个特征具体是什么我们也不知道，这样做就行了），这个就是前文所说的embedding形式。
 
 本章开始将从一个“简单”的编码器开始，首先介绍其最核心的架构，以及整体框架的实现，并以此为基础引入编程实战，即对汉字和拼音转换的翻译。
 
 编码器并不是简单地使用，更重要的内容是在此基础上引入transformer架构的基础概念，这是一个目前来说最为流行和通用的编码器架构，并在此基础上衍生出了更多的内容，这在下一章会详细介绍。因此，本章以通用解码器为主，读者应将其当成独立的内容来学习。
 
 9.1　编码器的核心——注意力模型
 
 编码器的作用就是对输入的字符序列进行编码处理，从而获得特定的词向量结果。为了简便起见，笔者直接使用transformer的编码器方案作为本章编码器的实现，这也是目前最为常用的编码器架构方案。编码器的结构如图9.2所示，由以下几个模块构成：
 
 ·　初始词向量层（Input Embedding）。
 
 ·　位置编码器层（Positional Encoding）。
 
 ·　多头自注意力层（Multi-Head Attention）。
 
 ·　前馈（Feed Forward）层。
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  图9.2　编码器结构示意图
 
 
 
 实际上，编码器的构成模块并不是固定的，也没有特定的形式。transformer的编码器架构是目前最为常用的，因此本章将以此为例。本章首先介绍编码器的最核心内容：注意力模型和架构，并以此为主完成整个编码器的介绍和编写。
 
 9.1.1　输入层——初始词向量层和位置编码器层
 
 初始词向量层和位置编码器层是数据输入的初始层，作用是将输入的序列通过计算并组合成向量矩阵，如图9.3所示。
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  图9.3　输入层
 
 
 
 第一层：初始词向量层
 
 如同大多数的向量构建方法一样，首先将每个输入单词通过词嵌入算法转换为词向量。其中，每个词向量被设定为固定的维度，本书后面将所有词向量的维度设置为312，具体代码段如下所示：
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 首先使用tf.keras.layers.Embedding函数创建一个随机初始化的向量矩阵。其中，encoder_vocab_size是字库的个数，一般而言编码器中的字库是包含所有可能出现的“字”的集合；embedding_size是embedding向量维度，这里使用通用的312即可。
 
 词向量初始化在TensorFlow 2.X中只发生在最底层的编码器中。
 
  
  提示
 
  所有的编码器都有一个相同的特点——接收一个向量列表，列表中的每个向量大小为312维。在底层（最开始）的编码器中这个向量列表就是词向量，在其他编码器中是下一层编码器的输出。
 
 
 
 第二层：位置编码
 
 位置编码是一个非常重要而又有创新性的结构输入。一般自然语言处理使用的都是一个个连续的长度序列，为了使用输入的顺序信息，需要将序列对应的相对以及绝对位置信息注入模型中去。
 
 位置编码和词向量embeddings可以设置成同样的维度，都是312，因此两者在计算时可以直接相加。目前来说位置编码的具体形式有两种，即可训练的参数形式和直接公式计算后的固定值：
 
 ·　通过模型训练所得。
 
 ·　根据特定公式计算所得（用不同频率的sine和cosine函数直接计算）。
 
 因此，在实际操作中，模型插入位置编码的方式既可以设计一个可以随模型训练的层，也可以使用一个计算好的矩阵直接插入序列的位置函数，公式如下：
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 序列中任意一个位置都可以用三角函数表示，pos是输入序列的最大长度，i是序列中的各个位置，dmodel是设定的与词向量相同的位置312。代码如下所示：
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 这种位置编码函数的写法有点复杂，读者直接使用即可。最终将词向量矩阵和位置编码组合起来，如图9.4所示。
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  图9.4　初始词向量
 
 
 
 9.1.2　自注意力层（本书重点）
 
 自注意力层不仅是本节的重点，还是本书最重要的内容（实际非常简单）。
 
 注意力层是使用注意力机制构建的。注意力机制是能够脱离距离的限制建立相互关系的一种计算机制，最早是在视觉图像领域提出来的，来自于2014年“谷歌大脑”团队的论文“Recurrent Models of Visual Attention”，其在RNN模型上使用了注意力机制来进行图像分类。
 
 随后，Bahdanau等人在论文“Neural Machine Translation by Jointly Learning to Align and Translate”中使用类似注意力机制在机器翻译任务上将翻译和对齐同时进行，实际上是第一个将注意力机制应用到NLP领域中的。
 
 接下来机制被广泛应用在基于RNN/CNN等神经网络模型的各种NLP任务中。2017年，Google机器翻译团队发表的Attention is all you need中大量使用了自注意力（self-attention）机制来学习文本表示。自注意力机制也成为大家近期的研究热点，并在各种自然语言处理任务上进行探索。
 
 自然语言中的自注意力机制（Self-attention）通常指的是不使用其他额外的信息，仅仅使用自我注意力的形式关注本身，进而从句子中抽取相关信息。自注意力又称作内部注意力，在很多任务上都有十分出色的表现，比如阅读理解、文本继承、自动文本摘要。
 
 下面笔者将依次完成一个最简单的自注意力机制的介绍。
 
  
  建议
 
  先通读一遍，等完整阅读完本章后，结合实战代码部分重新阅读两遍以上。
 
 
 
 第一步：自注意力中的query、key和value
 
 自注意力机制是进行自我关注从而抽取相关信息的机制。从具体实现上来看，注意力函数的本质可以被描述为一个查询（query）到一系列键（key）-值（value）对的映射，它们被作为一种抽象的向量，主要目的是用来做计算和辅助自注意力，如图9.5所示（更详细的解释在后面）。
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  图9.5　自注意力机制
 
 
 
 一个单词Thinking经过向量初始化后，经过3个不同全连接层重新计算后获取特定维度的值，即看到的q1。q2的来历也是如此，对单词Machines经过embedding向量初始化后，经过与上一个单词相同的全连接层计算。之后依次将q1和q2连接起来组成一个新连接后的二维矩阵WQ，被定义成query。
 
  
  
     WQ= concat([q1, q2],axis = 0)

 
 
 
 由于是“自注意力机制”，因此key和value的值与query相同（仅在自注意力架构中query、key、value的值相同），如图9.6所示。
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  图9.6　自注意力机制
 
 
 
 第二步：使用query、key和value计算自注意力的值
 
 其过程如下：
 
 （1）将query和每个key进行相似度计算得到权重，常用的相似度函数有点积、拼接、感知机等，这里笔者使用的是点积计算，如图9.7所示。
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  图9.7　点积计算
 
 
 
 （2）使用一个softmax函数对这些权重进行归一化，如图9.8所示。
 
 softmax函数的作用是计算不同输入之间的权重“分数”，又称为权重系数。例如，正在考虑“Thinking”这个词，就用它的q1去乘以每个位置的ki，随后将得分加以处理再传递给softmax，然后通过softmax计算，其目的是使分数归一化。
 
 这个softmax计算分数决定了每个单词在该位置表达的程度。相关联的单词将具有相应位置上最高的softmax分数。用这个得分乘以每个value向量，可以增强需要关注单词的值，或者降低对不相关单词的关注度。
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  图9.8　使用softmax函数
 
 
 
 softmax的分数决定了当前单词在每个句子中每个单词位置的表示程度。很明显，当前单词对应句子中此单词所在位置的softmax的分数最高，但是有时候注意力机制也能关注到此单词外的其他单词。
 
 （3）每个value向量乘以softmax后的得分，如图9.9所示。
 
 最后一步为累加计算相关向量。这会在此位置产生self-attention层的输出（对于第一个单词），即最后将权重和相应的键值value进行加权求和得到最后的注意力值。
 
  
  [image: ] 
  图9.9　乘以softmax
 
 
 
 总结自注意力的计算过程，（单词级别）就是得到一个可以放到前馈神经网络的向量。然而在实际的实现过程中，该计算会以矩阵的形式完成，以便更快地处理。自注意力公式如下：
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 换成更为通用的矩阵点积的形式将其实现，其结构和形式如图9.10所示。
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  图9.10　矩阵点积
 
 
 
 第三步：自注意力计算的代码实现
 
 自注意力模型的基本架构并不复杂，基本代码如下所示（仅供演示）：
 
 【程序9-1】
 
  
  
     import tensorflow as tf
     
     #创建一个输入embedding值
     input_embedding = tf.keras.Input(shape=[32,312])
     
     #对输入的input_embedding进行修正，这里进行了简写
     query = tf.keras.layers.Dense(312)(input_embedding)
     key = tf.keras.layers.Dense(312)(input_embedding)
     value = tf.keras.layers.Dense(312)(input_embedding)
     
     #计算query与key之间的权重系数
     attention_prob = tf.matmul(query,key,transpose_b=True)
     
     #使用softmax对权重系数进行归一化计算
     attention_prob = tf.nn.softmax(attention_prob)
     
     #计算权重系数与value的值从而获取注意力值
     attention_score = tf.matmul(attention_prob,value)
    
     print(attention_score)

 
 
 
 核心代码实现起来实际上是很简单的，到这里读者也只需先掌握这些核心代码即可。
 
 换个角度，笔者从概念上对注意力机制做个解释，注意力机制可以理解为从大量信息中有选择地筛选出少量重要信息并聚焦到这些重要信息上，忽略大多不重要的信息，这种思路仍然成立。聚焦的过程体现在权重系数的计算上，权重越大越聚焦于其对应的Value值上，即权重代表了信息的重要性，而权重与Value的点积是其对应的最终信息。
 
 完整的代码注意力层结果如下所示：
 
 【程序9-2】
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 具体结果请读者自行打印查阅。
 
 9.1.3　ticks和LayerNormalization
 
 上一节的最后，笔者通过TensorFlow 2.X自定义层的形式编写了注意力模型的代码。与著名显示代码不同的是，在正式的自注意力层中还额外加入了mask值，即掩码层。掩码层的作用就是获取输入序列“有意义的值”，而忽视本身就是用作填充或补全序列的值。一般用0表示有意义的值，用1表示填充值（这点并不固定，0和1的意思可以互换）。
 
  
  
     [2,3,4,5,5,4,0,0,0] -> [0,0,0,0,0,0,1,1,1]

 
 
 
 掩码计算的代码如下所示：
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 此外计算出的query与key的点积还需要除以一个常数，其作用是缩小点积的值方便进行softmax计算。
 
 这常常被称为ticks，即采用一点点小的技巧使模型训练能够更加准确和便捷。LayerNormalization函数也是如此。下面笔者详细对其进行介绍。
 
 LayerNormalization函数是专门用作对序列进行整形的函数，其目的是为了防止字符序列在计算过程中发散，从而使得神经网络在拟合的过程中造成影响。TensorFlow 2.0中对LayerNormalization的使用准备高级API，调用如下：
 
  
  
     #调用LayerNormalization函数
     layer_norm = tf.keras.layers.LayerNormalization()
     embedding = layer_norm(embedding)         #使用layer_norm对输入数据进行处理

 
 
 
 图9.11展示LayerNormalization函数与BatchNormalization的不同：BatchNormalization是对一个batch中不同序列中所处同一位置的数据做归一化计算，而LayerNormalization是对同一序列中不同位置的数据做归一化处理。
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  图9.11　LayerNormalization函数与BatchNormalization的不同
 
 
 
 有兴趣的读者可以展开学习，这里不再过多阐述。
 
 9.1.4　多头自注意力
 
 9.1.2节的最后使用TensorFlow 2.X自定义层编写了自注意力模型。从中可以看到，除了使用自注意力核心模型才以外，还额外加入了掩码层和点积的除法运算，以及为了整形所使用的LayerNormalization函数。实际上，这些都是为了使得整体模型在训练时更加简易和便捷而做出的优化。
 
 前面无论是“掩码”计算、“点积”计算还是使用layernormalization，都是在某些细枝末节上的修补，那么有没有可能对注意力模型做一个较为大的结构调整，能够更加适应模型的训练？
 
 本节将在此基础上介绍一种较为大型的ticks，即多头自注意力架构，这是在原始的自注意力模型的基础上做出的一种较大的优化。
 
 多头注意力（multi-head attention）结构如图9.12所示，query、key、value首先经过一个线性变换，之后计算相互之间的注意力值。相对于原始自注意力计算方法，注意这里的计算要做h次（h为“头”的数目），其实也就是所谓的多头，每一次算一个头。每次query、key、value进行线性变换的参数W是不一样的。
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  图9.12　多头注意力（multi-head attention）结构
 
 
 
 将h次的放缩点积注意力值的结果进行拼接，再进行一次线性变换得到的值作为多头注意力的结果，如图9.13所示。
 
 这样计算得到的多头注意力值的不同之处在于进行了h次计算而不仅仅算一次，好处是可以允许模型在不同的表示子空间里学习到相关的信息，并且相对于单独的注意力模型计算复杂度，多头的模型的计算复杂度被大大降低了。拆分多头模型的代码如下所示：
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  图9.13　多头注意力的结果
 
 
 
 在此基础上可以将注意力模型进行修正，新的多头注意力层代码如下所示：
 
 【程序9-3】
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 相比较单一的注意力模型，多头注意力模型能够简化计算，并且在更多维的空间对数据进行整合。最新的研究表明，实际上使用“多头”注意力模型，每个“头”所关注的内容并不一致，有的关注于相邻之间的序列，有的会关注更远处的单词。
 
 图9.14中展示了一个8头注意力模型架构，具体请读者自行实现。
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  图9.14　8头注意力模型架构
 
 
 
 9.2　编码器的实现
 
 本节开始介绍编码器的写法。
 
 在前面的章节中，笔者对编码器的核心部件（注意力模型）做了介绍，并且对输入端的词嵌入初始化方法和位置编码做了介绍，正如笔者一开始所介绍的，本章将使用transformer的编码器方案去构建，这是目前最为常用的架构方案。
 
 从图9.15中可以看到，一个编码器的构造分成三部分：初始向量层、注意力层和前馈层。初始向量层和注意力层的介绍在上一节已经介绍完毕，本节将介绍最后一个部分：前馈层。之后将使用这三部分构建出本书的编码器架构。
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  图9.15　编码器的构造
 
 
 
 9.2.1　前馈层的实现
 
 从编码器输入的序列经过一个自注意力（self-attention）层后会传递到前馈（Feed Forward）神经网络中，这个神经网络被称为“前馈层”。这个前馈层的作用是进一步整形通过注意力层获取的整体序列向量。
 
 本书的解码器遵循的是transformer架构，因此参考transformer中解码器的构建（见图9.16）。相信读者看到图一定会很诧异，会不会是放错了图？没有！“前馈神经网络”实际上就是加载了激活函数的全连接层神经网络（或者使用一维卷积实现的神经网络，这点不在这里介绍）。
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  图9.16　transformer中解码器的构建
 
 
 
 既然了解了所谓的前馈神经网络，其实现也很简单，代码如下：
 
 【程序9-4】
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 代码很简单，需要提醒读者的是，在上文中使用2个全连接神经实现了“前馈”，然而实际上为了减少参数减轻运行负担，可以使用一维卷积或者“空洞卷积”替代全连接层实现前馈神经网络，使用一维卷积实现的前馈神经网络如下：
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 9.2.2　构建编码器架构
 
 经过本章前面内容的分析可以看到，实现一个transformer架构的编码器在理解上并不困难。只需要按架构依次将其组合在一起即可。下面笔者逐步提供代码，读者可参考注释。
 
 （1）引入包，设定超参数
 
  
  
     #引入Python包
     import tensorflow as tf
     import numpy as np
     #设定超参数，设定embedding的大小为312、头的个数为8
     embedding_size = 312
     n_head = 8

 
 
 
 （2）拆分头函数
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 （3）位置编码
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 （4）掩码
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 （5）多头注意力层
 
 
  [image: ]
 
 
 （6）前馈层
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 （7）编码器
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 对代码进行测试也很简单，只需要创建一个虚拟输入函数即可打印出模型构建和参数，代码如下：
 
  
  
     encoder_input = tf.keras.Input(shape=(48,))
     output = Encoder(1024,1024)(encoder_input)
     model = tf.keras.Model(encoder_input,output)
     print(model.summary())

 
 
 
 这里设定了输入字库的个数和输出字库的个数，均为常数1024，打印结果如图9.17所示。
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  图9.17　打印结果
 
 
 
 真正实现一个编码器，从理论和架构上来说并不困难，只需要读者细心即可。
 
 9.3　实战编码器——汉字拼音转化模型
 
 本节将结合前面两节的内容实战编码器，即使用编码器完成一个训练——汉字与拼音的转化，类似图9.18的效果。
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  图9.18　拼音和汉字
 
 
 
 9.3.1　汉字拼音数据集处理
 
 在本例中笔者准备了15万条汉字和拼音对应数据。
 
 第一步：数据集展示
 
 汉字拼音数据集如下所示：
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 简单做一下介绍。数据集中的数据分成3部分，每部分使用特定空格键隔开：
 
  
  
     A11_10 … … … ke3 shei2 … … …可 谁 … … …

 
 
 
 ·　第一部分A11_i为序号，表示序列的条数和行号。
 
 ·　第二部分是拼音编号，这里使用的是汉语拼音，与真实的拼音标注不同的是去除了拼音原始标注而使用数字1、2、3、4做替代，分别代表当前读音的第一声到第四声，这点请读者注意。
 
 ·　最后一部分是汉字的序列，这里与第二部分的拼音部分一一对应。
 
 第二步：获取字库和训练数据
 
 获取数据集中字库的个数也是一个非常重要的问题，一个非常好的办法就是：使用set格式的数据读取全部字库中的不同字符。
 
 创建字库和训练数据的完整代码如下所示：
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 这里做一个说明，首先context读取了全部数据集中的内容，之后根据空格将其分成3部分。对拼音和汉字部分，将其转化成一个序列，并在前后分别加上起止符“GO”和“END”。实际上可以不加，只是为了明确地描述起止关系才加上起止标注。
 
 实际上还需要加上一个特定的符号“PAD”，这是为了对单行序列进行补全的操作。最终的数据如下所示：
 
  
  
     ['GO', 'liu2', 'yong3' , … … … , 'gan1', ' END', 'PAD', 'PAD' , … … …]
     ['GO', '柳', '永' , … … … , '感', ' END', 'PAD', 'PAD' , … … …]

 
 
 
 pinyin_list和hanzi_list分别是两个列表，用来存放对应的拼音和汉字训练数据，最后不要忘记在字库中加上“PAD”符号。
 
  
  
     pinyin_vocab = ["PAD"] + list(sorted(pinyin_vocab))
     hanzi_vocab = ["PAD"] + list(sorted(hanzi_vocab))

 
 
 
 第三步：根据字库生成Token数据
 
 获取的拼音标注和汉字标注的训练数据并不能直接用于模型训练，模型需要转化成token的一系列数字列表，代码如下：
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 代码中创建了两个新的列表，分别对拼音和汉字的token进行存储，而获取根据字库序号编号后新的序列token。
 
 9.3.2　汉字拼音转化模型的确定
 
 下面就是模型的编写。
 
 实际上单纯使用在9.2节提供的模型也是可以的，但是一般需要对其做出修正。单纯使用一层编码器对数据进行编码，在效果上可能并没有多层的准确率高，因此一个最简单的方法就是：增加更多层的编码器对数据进行编码。
 
 使用自注意力机制的编码器架构如图9.19所示，代码如下所示：
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  图9.19　使用自注意力机制的编码器
 
 
 
 【程序9-5】
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 这里相对于9.2.2节中的编码器构建示例，使用了多层的自注意力层和前馈层。需要注意的是，这里仅仅是在编码器层中加入了更多层的“多头注意力层”和“前馈层”，而不是直接加载了更多的“编码器”。
 
 9.3.3　模型训练部分的编写
 
 剩下的就是模型训练部分的编写。笔者在这里采用最简单的模型训练的程序编写方式完成代码的编写。
 
 由于模型在训练过程中不可能一次性将所有的数据导入，因此需要创建一个“生成器”，将获取的数据按批次发送给训练模型，这部分代码如下：
 
 【程序9-6】
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 这一段代码是数据的生成工作，按既定的batch_size大小生成数据batch，while 1表示数据的生成由模型框架确定而非手动确定。
 
 下面就是训练模型的代码编写，代码如下：
 
 【程序9-7】
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 通过将训练代码部分和模型组合在一起，即可完成模型的训练。
 
 9.3.4　推断函数的编写
 
 推断或预测函数可以使用同样的编码器模型进行设计，代码如下：
 
 【程序9-8】
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 使用与训练过程类似的代码即可完成模型的预测工作。需要注意的是，模型预测过程的数据输入既可以按照batch的方式一次性输入，也可以按“生成器”的模式填入数据。
 
 9.4　本章小结
 
 首先需要向读者说明的是，本章的模型设计并没有完全遵守transformer中编码器的设计，而是仅仅建立了多层注意力层和前馈层，这是与真实的transformer中解码器不一致的地方。
 
 其次对于数据的设计，设计了直接将不同字符或者拼音作为独立的字符进行存储，这样做的好处在于可以使数据的最终生成能够简单，但是增加了字符个数，增大了搜索空间，因此对训练要求更高。还有一种划分方法，即将拼音拆开，使用字母和音标分离的方式进行处理，有兴趣的读者可以尝试一下。
 
 还有就是笔者在写作本章时发现，对于输入的数据来说，这里输入的值是词嵌入的embedding和位置编码的和，如果读者尝试了只使用单一的词嵌入embedding可以发现相对于使用叠加的embedding值，单一的词嵌入embedding对于同义字的分辨会产生问题，即：
 
  
  
     qu4 na3去哪 去拿

 
 
 
 qu4 na3的相同发音无法分辨出到底是“去哪”还是“去拿”。有兴趣的读者可以做一个测试，或者深入此方面的研究。
 
 本章就是这些内容，但是相对于transformer架构来说，仅有编码器是不完整的，在编码器的基础上，还存在一个对应的“解码器”，这点在下一章会介绍，并且会解决一个非常重要的问题——“文本对齐”。
 
 记住笔者在本章开始写的提示，如果你没有阅读本章3遍以上，希望你重复阅读和练习本章内容。
 
 
 第10章
 从1起步——自然语言处理的解码器
 
 上一节中，笔者介绍了“编码器”的架构和实现代码。如果你是按笔者的要求阅读了3遍或者3遍以上，那么相信你对编码器的编写已经很熟悉了。
 
 “解码器”是在“编码器”的基础上对模型进行少量修正，在不改变整体架构的基础上进行的模型设计。可以说，如果读者掌握了编码器的原理，那么对解码器的概念、设计和原理一定易如反掌。
 
 本章前一部分将介绍解码器的原理和程序编写，后一部分将着重解决一个非常大的问题——“文本对齐”。
 
 这是自然语言处理中一个不可轻易逾越的障碍，本章将以翻译模型的实战为例，系统地讲解文本对齐的方法，并实现一个基于汉字和拼音的“翻译系统”。
 
 本章是对上一章的继承，在阅读上如果有读者想先完整地体验编码器-解码器系统，可以先查看10.1.4节，这是对解码器的完整实现，并详细学习10.2节的实战部分。待程序跑通之后返回10.1节重新学习解码器相关部分，并加深印象。如果读者想了解更多细节，建议按笔者讲解的顺序进行循序渐进的学习。
 
 10.1　解码器的核心——注意力模型
 
 顾名思义，解码器就是对传送过来的数据进行解码，将编码后的数据或者通过词嵌入输入的embedding数据。解码器的结构如图10.1所示。
 
  
  [image: ] 
  图10.1　解码器结构示意图
 
 
 
 对于解码器的架构，总体上对比编码器可以看到，其结构相似，但是还有相当一部分区别，下面笔者做个说明：
 
 ·　对于解码器的输入，相对于编码器的单一输入（无论是叠加还是单独的词向量embedding），解码器的输入有两个部分，分别是编码器的输入和目标的embedding输入的。
 
 ·　对于多头自注意力层，相对于编码器中同样的多头注意力模型，解码器中的多头注意力模型分成两种，分别是“多头自注意力层”和“多头交互注意力层”。
 
 总而言之，相对于编码器中的“单一模块”，解码器中更多的是需要“双模块”，即需要综合“编码器”的输入，以及“解码器本身”的输入协同处理。下面笔者就这些内容详细介绍。
 
 10.1.1　解码器的输入和交互注意力层的掩码
 
 如果换一种编码器和解码器的表示方法，如图10.2所示，可以清楚地看到经过多层的编码器的输出被输入到多层的解码器中。需要注意的是，编码器的输出对于解码器来说并不是直接使用，而是解码器本身先进行一次“自注意力编码”。下面笔者就这两部分进一步进行说明。
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  图10.2　编码器和解码器的表示方法
 
 
 
 第一步：解码器的词嵌入embedding输入
 
 与解码器的词嵌入输入方式一样，编码器本身的词嵌入embedding的处理也是由初始化的embedding向量和位置编码构成的，结构如图10.3所示。
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  图10.3　词嵌入embedding的处理
 
 
 
 第二步：解码器的自注意力层（重点学习掩码的构建）
 
 解码器的自注意力层是对输入的词嵌入embedding进行编码的部分，这里的构造与编码器中的构造相同，不再过多阐述。
 
 相对于编码器的掩码部分，解码器的掩码操作有其特殊的要求。事实上，解码器的输入和编码器在处理上不太一样，一般可以认为编码器的输入都是完整的一个序列，解码器在训练以及在数据的生成过程中是逐个进行token的生成。因此，为了防止“偷看”，解码器的自注意力层只能够关注输入序列当前位置以及之前的字，不能够关注之后的字。因此，需要将当前输入的字符token之后的token都添加上mask，使其在经过softmax计算之后的权重变为0，拟态出输入的是“PAD”字符。代码如下所示：
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 也可以单独将代码打印：
 
  
  
     mask = create_look_ahead_mask(4)
     print(mask)

 
 
 
 这里的参数size设置成4，所以以此打印的结果如图10.4所示。
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  图10.4　打印结果
 
 
 
 可以看到，函数的实际作用生成了一个三角掩码，对输入的值做出依次增加的梯度，这样可以保持数据在输入模型的过程中数据的接受也是依次增加的，当前的token只与其本身和其前面的token进行注意力计算而不会与后续的做计算。这一段内容的图形化效果如图10.5所示。
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  图10.5　三角掩码器
 
 
 
 此外，对于解码器自注意力层的输入，即query、key、value的定义和设定，在解码器的自注意力层的输入都是由叠加后的词嵌入embedding输入的，因此可以与编码器类似，直接将其设置成同一个即可。
 
 第三步：解码器和编码器的交互注意力层（重点学习query、key、value的定义）
 
 编码器和解码器处理后的数据需要“交融”从而进行新的数据整合和生成，而进行数据整合和生成的架构和模块在本例中所处的位置则是“交互注意力层”。
 
 编码器中的交互注意力层的架构和同处于编码器中的自注意力层没有太大的差别，其差距主要是输入的不同以及使用掩码对数据的处理。下面笔者分别进行阐述。
 
 （1）交互注意力层
 
 交互注意力层的作用是将编码器输送的“全部”词嵌入embedding与解码器获取的“当前”的词嵌入embedding进行“融合”计算，使得当前的词嵌入“对齐”编码器中对应的信息，从而获取解码后的信息。
 
 下面从解码器的图示角度进行讲解。从图10.6可以看到，对于“交互注意力”的输入，从编码器中输入的是两个，而解码器自注意力层中输入的是一个，那么对于注意力层的query、key、value到底是如何安排和处理的呢？问题的解答还是要回归于注意力层的定义：
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  图10.6　解码器
 
 
 
 实际上，就是使用query首先计算与key的权重，之后使用权重与value携带的信息做比较，从而将value中的信息“融合”到query中。
 
 在“交互注意力层”中，解码器的自注意力词嵌入embedding首先与编码器的输入词嵌入embedding计算权重，之后使用计算后的权重去计算编码器中的信息，即：
 
  
  
     query = 解码器词嵌入embedding
     key = 编码器词嵌入embedding
     value = 编码器词嵌入embedding

 
 
 
 （2）交互注意力中的掩码层（对谁进行掩码处理）
 
 下面处理的就是解码器中多头注意力的掩码层，相对于单一的自注意力层来说，一个非常显著的问题就是对谁进行掩码处理。
 
 对这个问题的解答需要重新回到注意力模型的定义：
 
 zi=softmax(scores)*υ
 
 从权重的计算上来看，解码器的词嵌入embedding（query）与编码器输入词嵌入embedding（key和value）进行权重计算，从而将query的值与key和value进行“融合”。基于这点考虑，在计算“掩码”时选择的是对编码器输入的词嵌入embedding进行掩码处理。
 
 如果读者对此不理解，请记住：
 
  
  
     mask the encoder input embedding

 
 
 
 有兴趣的读者可以自行查阅更多的资料掌握了解。
 
 下面两个函数分别展示了普通掩码处理和在解码器中“自注意力层”掩码的程序写法：
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 打印结果和演示请读者自行完成。
 
 如果需要更进一步地提高准确率，需要对掩码进行进一步的处理：
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 下面的代码段合成了pad_mask和look_ahead_mask，并通过maximum函数建立与或门将其合成为一体，即：
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 这样的处理是最大限度地将无用部分进行“掩码操作”，从而使得解码器的输入（query）与编码器的输入（key，value）能够最大限度地融合在一起，减少干扰。
 
 10.1.2　为什么通过掩码操作能够减少干扰
 
 query和value在进行点积计算时，会产生大量的负值，而负值在进行softmax计算时，会对平衡产生影响，所以在注意力层中通过掩码操作能够减少干扰，具体代码如下所示：
 
 【程序10-1】
 
  
  
     import tensorflow as tf
     
     query = tf.random.truncated_normal(shape=[4,4])
     key = value = tf.random.truncated_normal(shape=[4,4])
     
     att = (tf.matmul(query,key,transpose_b=True))
     print(att)
     
     att_softmax = tf.nn.softmax(att)
     print(att_softmax)

 
 
 
 结果如图10.7所示。
 
  
  [image: ] 
  图10.7　打印结果
 
 
 
 实际上这些负值是不需要的，因此需要在计算本身的基础上加上一个“负无穷”，以降低负值对softmax计算的影响（一般使用-1e5即可）。
 
 10.1.3　解码器的输出（移位训练方法）
 
 前面两节介绍了解码器的一些基本操作，本节将主要简要介绍解码器在最终阶段对解码的变化和一些相关的细节，如图10.8所示。
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  图10.8　解码器的输出
 
 
 
 解码器通过交互注意力的计算选择将当前的解码器词嵌入embedding关注到编码器词嵌入的embedding中，选择生成一个新的词嵌入embedding。
 
 这是整体的步骤，当程序开始启动时，首先将编码器中的词嵌入全部输入，解码器首先接受一个起始符号的词嵌入embedding，从而生成第一个解码的结果。
 
 这种输入和输出错位的训练方法是“移位训练”方法。
 
 接下来的步骤重复了这个过程，每个步骤的输出在下一个时间步被提供给底端解码器，并且就像编码器之前做的那样，这些解码器会输出它们的解码结果，直到到达一个特殊的终止符号，它表示编码器-解码器架构已经完成了它的输出。
 
 还有一点需要补充的是，解码器栈输出一个词嵌入embedding。那么怎么把它变成一个词呢？这是最后一个线性层的工作，使用了一个softmax层。
 
 全连接层是一个简单的全连接神经网络，它将解码器栈产生的向量投影到一个更高维向量（output）上。
 
 之后的softmax层将这些分数转换为概率。选择概率最大的维度，并对应地生成与之关联的字或者词作为此时间步的输出。
 
 10.1.4　解码器的实现
 
 首先，多注意力层实际上是通用的，代码如下：
 
 【程序10-2】
 
 
  [image: ]
 
 
 其次，前馈层也可以通用，代码如下所示：
 
 【程序10-3】
 
 
  [image: ]
 
 
 综合利用多层注意力层以及前馈层实现专用的解码器的程序设计，代码如下所示：
 
 【程序10-4】
 
 
  [image: ]
 
 
 10.2　解码器实战——拼音汉字翻译模型
 
 拼音汉字翻译模型是笔者写了那么多章节后需要进入的实战部分。
 
 在前面的章节中，笔者带领读者学习了注意力模型、前馈层以及掩码的相关知识。这三大块共同构成了编码器-解码器架构的主要内容，共同组成的就是transformer这一基本架构和内容，如图10.9所示。
 
  
  [image: ] 
  图10.9　解码器
 
 
 
 相信读者已经急不可耐地想做出一个真正利用前面学习的所有内容完成的一个翻译系统，本节就是，不过在开始之前还有两个问题想留给读者。
 
 （1）相对于编码器的转换模型，编码器-解码器的翻译模型有什么区别？
 
 （2）做拼音汉字的翻译系统，编码器和解码器的输入端分别输入什么内容？
 
 数据集的获取与处理与9.3.1节相同，不再赘述，下面直接介绍翻译模型。
 
 10.2.1　翻译模型
 
 翻译模型就是经典的编码器-解码器模型，整体代码如下所示：
 
 【程序10-5】
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 以上代码就是transformer的结构代码，实际上就是综合了前文所学的全部知识，结合编码器和解码器。读者可以使用如下程序对代码进行测试。
 
 
  [image: ]
 
 
 打印结果请读者自行验证。
 
 10.2.2　拼音汉字模型的训练（注意训练过程的错位数据输入）
 
 下面是transformer的训练。首先有一个非常需要读者注意的地方，相对于上一章的学习，transformer的训练过程最重要的是要注意编码器的输出和解码器输入的“错位计算”，如图10.10所示。
 
  
  [image: ] 
  图10.10　计算步骤
 
 
 
 第1次输入：编码器输入完整的序列[GO]ni hao ma[END]。与此同时，解码器的输入端输入的是解码开始符“GO”，经过交互计算后，解码器的输出为“你”。
 
 第2次输入：编码器输入完整的序列[GO]ni hao ma[END]。与此同时，解码器的输入端输入的是解码开始符“GO”和字符“你”。经过交互计算后，解码器的输出为“你好”。这样依次进行输出，依次进行错位输入。
 
 第3次输入：编码器输入还是完整序列，此时在解码器的输出端会输出带有结束符的序列，表明解码结束。
 
 与编码器数据读取一样，由于硬件设备的原因，需要使用“数据生成器”的方式循环生成数据，并且在生成器中做“错位输入”，代码如下所示：
 
 【程序10-6】
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 下面就是模型的训练问题，代码如下所示：
 
 
  [image: ]
 
 
 训练代码非常简单，直接设置了优化函数和损失率，本例中使用交叉熵作为损失函数的计算，将准确率设置成监控指标。
 
 训练部分请读者自行完成。
 
 10.2.3　拼音汉字模型的使用（循环输出的问题）
 
 相对于拼音汉字转换模型，拼音汉字的翻译模型并不是整体一次性输出，而是根据在编码器中输入的内容生成特定的输出内容。
 
 根据这个特性，如果想获取完整的解码器生成的数据内容，则需要采用“循环输入”的方式完成模型的使用，代码如下所示：
 
 【程序10-7】
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 代码演示了循环输出预测结果的示例，这里使用一个for循环对预测进行输入，结果依次为：
 
  
  
     你
     你好
     你好吗
     你好吗[END]

 
 
 
 请读者自行验证。
 
 10.3　本章小结
 
 首先回答10.2节提出的2个问题。
 
 问1：相对于编码器的转换模型，编码器-解码器的翻译模型有什么区别？
 
 答：对于转换模型来说，模型在工作时不需要对其进行处理，默认所有的信息都包含在编码器编码的词嵌入embedding中，最后直接做softmax计算即可。编码器-解码器的翻译模型需要综合编码器的编码内容和解码器原始输入共同完成后续的交互计算。
 
 问2：做拼音汉字的翻译系统，编码器和解码器的输入端分别输入什么内容？
 
 答：编码器的输入端是汉字，解码器的输入端是错位的拼音。
 
 本章和上一章是相互衔接的章节，主要是对当前最新的模型transformer进行介绍和说明，从架构入手，对主要架构部分、编码器和解码器进行详细介绍，并且还介绍了各种ticks和小的细节，有针对性地对模型优化做了说明。
 
 读者在学习这两章的时候一定要多加阅读，掌握全部内容。相对于目前和后续的自然语言处理问题，transformer架构是最为重要和基础的内容。
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import tensorflow as tf

fashion mnist = tf.koras.datasets. fashion mist
(train_irages, train labels), (test inages, test labels) =
fashion mist.load data()

train inages = t.cxpand dins (train inages,axis=3)
tost_inages = tf.expand dims (test_inages,axis=3)

class FashionClasei
det _init_(sel)

sel.cnn 1 = tf.keras.layers.ConvaD(32,3,act ivat ion=cf.nn.olu)
se1€ batch_nom 1 = t.keras. layers. BatchNoraalizat ion ()

selt.cnn 2 = te.keras.layers.Conv2D(54, 3, activation=ce.na. rolu)
selt.batch nom 2 = t1.keres.layers.BatchNormalization ()

selt.cnn3 = te.keras.layors.ConvaD(128, 3, activat ion=te.nn. relu)
se1t batch nom 3 = tf.keras.layers.BatehNormallzat ion ()

se1f.last_denss = tf.keras.layers.Dense (10, activation=ct.nn. softnax)

def _call_(self, inputs):
ing = dnpuce

conv_1 = self.con_3 (ina)
conv_2 = ssL baten_nors_L(conv_1)

conv 2 = selt.con 2(conv_2)
conv_3 = sl batch_nor 2 (conv_2)

conv_3 = selt.con_3(cony_3)
Conv_4 = self batch nors_3 (conv_3)

img_flacten = t€.keras.layers.Flatten() (conv_)
output = self.last_dense(ing_flatten)

return output

T e

Ting_input = EF.keras. Input (shape=(28,28,1))
outpat = FasnionClassic() (ing_input)
model = L. Keras.Hodel (ing_input, output)

nodel.conpile (optinizer-tt. keras.optinizers. Adan(la-4),
Loss=t.losses. spacse_categorical crossentropy, metrics=['accuracy'l)
WML Tensoraoard.
tensorboard = tf.keras.callbacks. TensorBoard (nistooran freq-l)

nodel 1t (x~train_{mages, y-train labels, epocha=10,verbose=2,
callbacke=[tansorboaral)
S R A R S R VAW TensorBoard
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[ B fashionMINIST C:\Users\Lianzhu\ Desktop\fashionMNIST
v Exlogs
b train
> bn plugins
> events.out.tfevents.1573023037.DESKTOP-MFAM95).13296.2111.v2
% events.out tfevents.1573023039.DESKTOP-MFAM5).profile-empty
odel.png
{4 train.py
> il External Libraries
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Train on 60000 samples

Epoch 1/10
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img_input = tf.keras.Input (shape=(28,28,1))
output = FashionClassic() (ing_input)
model = tf.keras.Model (ing_input,output)

model.conpile (optimizer=tf.keras.optimizers.Adam(le-4) ,
loss=tf.losses.sparse_categorical crossentropy, metrics=('accuracy'l)

model. £1t (x=train_inages, y=train_labels, epochs=10,verbose=2)

model.evaluste (X=test ixages; y=tast lsbeis,verbossez)
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import tensorflow as tf

fashion mnist = tf.keras.datasets.fashion mnist
(train inages, train labels), (test images, test labels) =
fashion mnist.load data()

train_inages = tf.expand dims(train inages,axis-3)
test_inages = tf.expand dims(test_images,axis=3)

class FashionClassic:
dof _init_(se1f):

self.cnn 1 = tf.Keras.layers.ConvaD(32,3,activation=te.nn. relu)
self.batch norn 1 = tf.keras. layers.Batchlormalization ()

self.cnn 2 = tf.keras,layers.ConvaD(64,3,activation=te.nn. relu)
self.batch norn 2 = tf.keras. layers.BatchNornalization ()

self.cnn 3 = tf.keras.layers.Conv2D(128,3,activation=te.nn. relu)
self batch norn 3 = tf.keras. layers.Batchiornalization ()

self.last dense = tf.keras.layers.Dense(10,activation=tt.nn.sottnax)

def _call _(self, inputs):

ing

ing
ing

ing
ing

ing
ing

img._
outp

retus

it

- inputs

= sel.cnn 1 (ing)
= self.batch_norm 1(ing)

= self.cn 2(ing)
= self.batch_norm 2 (ing)

= sel.cnn_3(ing)
= self.batch_norm 3 (ing)

flatten = tf.keras.layers. Flatten() (ing)
ut = self.last_dense (ing_flatten)

0 output

ame_ == "_main_":

ing input = Cf.keras.Input (shape=(28,28,1))
output = FashionClassic() (ing_input)

model =

modelconpi Le (opt imizer=tt. keras .optinizers. Adan (le-

loss=te. losses.

t£.keras.Model (ing_input, output)

i
sparse_categorical crossentropy, metrics=|‘accuracy'l)

model. £it (x=train_images,y=train labels, epochs=10,verbose=2)
Rocl] ATl [Rat; Saciue: yiEunt bRl s}
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self.cnn 1 = tf.keras.layers.Conv2D(32,3,padding="SAME", activation=
te.nn.relu)
self.batch norm_1 = tf.keras.layers.BatchNormalization ()

self.cnn 2 = tf.keras.layers.Conv2D(64,3,padding="SAYE", activation=
t£.nn.zelu)
self.bateh norm 2 = tf.Kkeras.layers.BatchNormalization()

self.con 3 = tf.keras.layers.Conv2D(128,3,padding="SAME", activation=
t£.nn.relu)

self.batch norm 3 = tf.keras.layers.BatchNormalization ()

e T T e
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import tensorflow as tf

fashion_mnist = tf.keras.datasets.fashion mnist
(train_inages, train labels), (test images, test labels) =
fashion_mnist.load data()

Print ("The shape of train images is ", train_images.shape)
print ("The shape of train labels is ",train_labels.shape)

PELNE (“The shape of test_inages is *,test_inages.shape)
PEABE ("he shaps 6f test labals is.",test_labals. shapa)
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Layer (type) Output Shape Param #

input_1 (Inputlayer) [(None, 28, 28, 1)] °
conv2d (Conv2D) (None, 26, 26, 32) 320
batch_normalization (BatchNo (None, 26, 26, 32) 128
conv2d_1 (Conv2D) (None, 24, 24, 64) 18496
batch_normalization_1 (Batch (None, 24, 24, 64) 256
conv2d_2 (Conv2D) (None, 22, 22, 128) 73856
batch_normalization_2 (Batch (Nome, 22, 22, 128) 512
flatten (Flatten) (None, 61952) °
dense (Dense) (None, 10) 619530

: 713,098
Trainable params: 712,650
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input_1: InputLayer

L 2
conv2d: Conv2D

A A
bateh_nomalization:

BatchNormalization

A
conv2d_1: Com2D

¥
bateh_nonmalization_

1: BatchNormalization

conv2.

Y
bateh_nonmalization_2: BatehNomalization

flatten: Flatten

Y
dense: Dense
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img_input = tf.keras.Input(shape=(28,28,1))
output = FashionClassic()(img_input)
model = tf.keras.Model(img_input,output)
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class FashionClassic:
def _init_(self):
self.cnn 1 = tf.keras.layers
VAR
self.batch_norm 1 = tf.keras
self.cnn 2 = tf.keras.layers

BB
self.batch norm 2 = tf.keras
self.cnn 3 = tf.keras.layers.
PBEA BB

self.batch_norn_3 = tf.keras.

.Conv2D (32, 3, act vat fon:

-layers.BatchNormalization ()
+Conv2D (64,3, activation=tf.nn.relu)

-layers.BatchNozmalization ()

£.nn.rely)
FERE
FERLR
Conv2D (128, 3, activation=te.nn. relu)

layers.BatchNormalization ()

VEWfR

self.last_dense = tf.keras.layers.Dense(10 ,activation=tf.nn.softmax)

AR

def _call (self, inputs):
ing = inpute

ing = self.cnn_1(ing)

ing = self.batch_norm_1(ing)
ing = self.cnn_2(ing)

ing = self.batch norm 2 (ing)
ing = self.cnn_3(ing)

ing = self.batch_norm_3 (ing)
ing_flatten = tf.keras.layers.

output = self.last_dense(ing_

T

SRR
SERIE
AL AR
SERIHE
MERID =B
SERIE
+Flatten () (img) g )
flatten) SR K
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import tensorflow datasets as tfds
import tensorflow as tf
import math
dataset, metadata =
tfds.1oad (' fashion mnist',as_supervised=True,with_info=True)
train_dataset, test dataset = dataset['train'l,dataset(’test']

model = tf.keras.Sequential ([

t.Keras. layers. Flatten (input_shape=(28,28,1)), AR
tf.keras.layers.Dense (256,activation=tf.nn.relu), SRR 1
tf.keras.layers.Dense (128, activation=tf.nn.relu), VISR 2
tf.keras.layers.Dense (10, activation=tf.nn.softmax) L

n

model. conpile (optimizer="adan’, loss='sparse_categorical crossentropy',
metrics=('accuracy’])

batcn_size = 256
train_dataset = train_dataset.repeat () .shuffle (50000) .batch (batch_size)
test_dataset = test_dataset.batch (batch_size)

model. £it (train_dataset, epochs=5,
steps_per_epoch=math.ceil (50000//batch_size))
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model

tf.keras.Sequential ([
t£.keras. layers. Flatten (input_shape= (28,28,1)) ,
t£.keras. layers. Dense (256, activation=tt.nn. relu) ,
t£.keras. layers.Dense (128, act ivation=tf.nn.relu) ,
t£.keras. layers.Dense (10, activation=tt.nn.sof tmax)
n

AR
SRR 1
R 2
iR
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import tensorflow as tf
import tensorflow_datassts as tfds

train ds = tfds.load("maist”, split=tfds.Split.TRATN)
train ds = train ds.shuffle(1024) .batch(128) .repeat (5) .prefetch(10)
for example in tfds.as_numpy(train_ds):

iny. R R AR = AL SR AL AR TR AR
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[tfds. core.DatasetInfo(
name="mnist’,
0.0,

The MNIST database of handwritten digits.’,
urls~[*https://storage. googleapis.con/cvf -datasets/mist/'],
features-FeaturesDict((
mage (shape=(28, 28, 1), dtype=tf.uints),
LassLabel(shape=(), dtype=tf.int64, num classes=10),

total_nun_examples=70000,

splite=(
“test': 10000,
“train

b

supervised keys=('inage’, ‘label’),
earticle(lecun201omist,
MNIST handuritten digit database),
author=(LeCun, Yann and Cortes, Corinna and Burges, CJ},
Journal={ATT Labs [Online]. Avilable: http://yann. lecun. com/exdb/anist},
Volume=(2},
year=(2010}
e,
redistribution_infos,
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[WARING: Togging before flag parsing goes to stderr.

026 71:23:05.729100 15148 dtaset butlder pycA09] Nroing: Setting shaffle_(i1es-Tre bocause splie-TRATN 308 shffle
< Optionsdtaset shapes: (insges (28, 28, 1), abel: (1), typess (image .uints, Labels 17 intsa)>

Coptionsbataset apes: {insges (28, 28, 1), 1abel: ), ypess (imoge: t.uints, Lobels <6 intea)s
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import matplotlib.pyplot as plt
plt. figure (figsize=(10,10))
i=0
for (image, label) in test dataset.take(25):
image = image.numpy () . reshape ((28,28))
Plt.subplot (5,5, i+1)
Plt.xticks ((])
ple.yticks((])
Plt.grid(False)
Plt. inshow (image, cmap=plt.cm.binary)
Plt.xlabel (class_names [label])
14m1
DAL, show ()
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Extraction completed...: 8%| | e/1 [ea:06<2, ? File/s]

DL Completed...: sex|H | 1/2 [04:06<04:06, 246.23s/ url]
bl size...: 31%|[ll | 9/29 [e4:06¢e8:07, 24.35s/ MiB]

extraction conpleted...: 100% NI 1/1 [04:06<00:00, 246.34s/ file]
o1 completed...: sox/NEMl | 1/2 [04:51¢04:06, 246.235/ url]
D1 size. 34| | 10/29 [04:51¢10:22, 32.76s/ MiB]

[Extraction completed...: 1c0%| I 1/1 [04:51<00:00, 246.3ds/ file
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15/20 - ETA: 65 - loss:
16/20 - ETA: 65 - loss:
17/20 - ETA: 65 - loss:
18/20 - ETA: 05 - loss!
10/20 - ETA: 05 - loss:

20/20
1ast score: [0.04711936466246843, 0.9913)

0.0771
L0755
00732
0.0695

accuracy: 8.9983
accuracy: 0.9%s

- 35 137ms/step - loss: 0.0405 - accuracy: 0.9913
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class MyLayer(tf.keras.layers.layer):
def _init_(self,kernel size ,filter):
self.filter = filter
self.kernel_size = kernel _size
super (Mylayer, self). init_ ()
def build(self, input_shape):
self.weight =
t£.Variable (tf.random.normal ((self.kernel size,self.kernel_size,input_shape (-1
1,self.£ilcer]))
self.bias = tf.Variable(tf.random.normal ([self. filter]))
super (MyLayer, self) .build(input_shape) f Be sure to call this
soneuhere!
def call(self, input_tensor):
conv = tf.nn.conv2d(input_tensor, self.weight, strides=(1, 2, 2, 11,
padding="SAVE")
conv = tf.nn.bias_add(conv, self.bias)
out = tf.nn.relu(Conv) + conv
PRI
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+ TR st Btk

impore nuapy as oo

import. tensorflow as £

mnist = tf.koras.datasets.mist

VR T RS

(x_train, y_train), (x_test, y test) = mnist.load data()

_train, x fest = x tratn / 255.0, x test / 255.0

Ctxain = £t oxpand dins (x_train, 1)

y_train = np. F1oatda (£ keras.utils.to_categorical y_train, nun classes=10))

*Ctest = Lf.expand dis (x test,-1)

y_test = np.floati2 (:e.keras.utils.to_categorical (y_test,num classe:

bacen_size - 512

train dataset = tf.data.Dotaset. from tensor_siices((x_tealn,y train)).
bateh (bacth_size) .shuffle (bacth size * 10)

test dataset - tf.data.Dataset. from tansor_slices ((x_tast,y_test)) .
baten (bacth_size)

100)

clase yayer (1€, eras. Layers.Layer
et _init_(se1t kornel size filter):
ser. £ilter = filter
1t xernel_size = kernel_size
supex (ytayer, se1n). _inic_()
det bulld(sele, {nput_shape):
self.ueignt = te.Varlable (t€. candon.normal ((self kernel size,
se1¢. kornel_size, input_shape(~1], se1€. £iltor]))
selt.bias ~ te.Variable (cf.randon.normal ((se1f. eilter]) )

super (Mylayer, self) .build(inpuc_shape) | Be sure to call this
sonenere!
det call(self, tnput_tensor)s
Conv = te.nn.conv2d(input_tensor, self weight, steides=(l, 2, 2, 1],
padding="SRHE)
conv = tf.nn.bias_add(conv, self.bias)
out = tE.an.zelu(cony) + conv.

input_xs = t.xeras.Input (128,28,11)
cony = tf.keras. layezs.ConvZD (32, 3, padding="SRE",
activationst e nn. el (input_xs)
RIIFISE X8 TensorF Lo BB
conv = yLayer (32,3) (conv)
conv = cf.keras. layers.BatchNormal zacion () (conv)
cony = tf.koras. layers.Conv2D (64, 3, padding"SRE",
activationte an. celu) (cory)
conv = te.keras. layers.HaxPooi2D (st rides=(1,1)) (con)
conv = tf.koras.layors.Conu2D(126, 3, padding="SRIE",
activationste.an. ralu) (conv)
flat =t xeras.layers.Flaceen() (conv)
dense = t2.xexas.layors. Dense (512, activationmte.nn.cely) (€lat)
Sogits = tf.keras.layers.Dense (10, activation=cf.nn.softmax) (dense)
mndel = £ keras.Hodel (inputs=input_xs, outputs-logits)
print (nodelsurmary (1)
modalconpi Le (optimi zer=tt.optim zers. Adan 1a-3) ,
Lossnte. losses.catogorical_crossenteopy,metrics = |taccuracy])
model. £4¢ (train_dataset, epochs=id)
ode1 save (*./saver/rode .h5")
acoxe = nodel.evaluate (test_datasec)
BelnE (At héares®, Beoxa)
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import numpy as np
4 PO st 2R
import tensorflow as tf
mnist = tf.keras.datasets.mnist
K L OO TR, B L
AW B TensorFlow Ha FAL MNIST BRI
(x_train, y_train), (x_test, y test) = mnist.load data()
x_train, % test = x train / 255.0, x test / 255.0
x_train = tf.expand dims (x_train,-1)
y_train = np.float3z(cf.keras.utils.to_categorical (y_train, num_classes=10))
x_test = tf.expand dims (x_test,-1)
y_test = np.Float3? (tf.keras.utils.to_categorical (y_test,nun classes=10))
HEENT shutele ERAMIE X 144> batch X/ batch_size, X 5TFAM shuttle i
bacth_size = 512
train dataset = tf.data.Dataset.from tensor slices((x_train,y train)).
batch (bacth_size) .shufle (bacth_size + 10)
test_dataset = tf.data.Dataset.from_tensor_slices((x_test,y_test)).
batch (bacth_size)
input_xs = tf.keras.Input((28,28,1])
conv = tf.keras.layers.Conv2D(32, 3, padding:
t£.nn.relw) (input_xs)
conv = tf.keras.layers.BatchNormalization() (conv)
conv = tf.keras.layers.Conv2D(64, 3, padding="SAME", activatio:
t£.nn.relu) (conv)
conv = tf.keras.layers.MaxPool2D (strides=(1,1]) (conv)
conv = tf.keras.layers.Conv2D (1283, padding="SAME" activation=
t£.0n.zelu) (conv)
flat = tf.keras.layers.Flatten() (conv)
dense = tf.keras.layers.Dense (512, activation=tf.nn.relu) (flat)
logits = tf.keras.layers.Dense(10, activation=tf.nn.softmax) (dense)
model = tf.keras.Model (inputs=input_xs, outputs=logits)

4154

AME®, activation=

model. conpile (optinizer=tf. optimizers.Adam(le-3),
loss=tf.losses.categorical_crossentropy,metrics = ['accuracy'])
model. fit (train_dataset, epochs=10)
model. save(". /saver/model . h")
score = model.evaluate (test_dataset)
print("last score:™,scozre)
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Toss.
Toss.
loss:

loss:

Toss:
Joss:

loss:

loss.
loss:
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o515
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accuracy: 0.9844
accuracy: 0.9805

accuracy: 0.9807
accuracy: 0.9816

accuracy: 0.9881
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def build(self, input_shape):
selt.weignt =
t£.Variable (tf. random.nornal ([self.kernel_size, self.kernel size, input_shape(-1
1,self. £ilter]))
self.bias = tf.Variable(tf.random.normal ((self.filter]))
super (MyLayer, self).build(input_shape) @ Be sure to call this somewhere!
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def call(self, input_tensor):
conv = tf.nn.conv2d(input_tensor, self.weight, strides=(1, 2, 2,
padding="SAME")
conv = tf.nn.bias_add(conv, self.bias)
out = tf.nn.relu(Gonv) + conv
EaruED buk

i
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class MylLayer (cf.keras.layers.layer):
def _init_(self, kernel_size ,filter):
self.filter = filter
self.kernel_size = kernel_size
super (MyLaver, self). init ()
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mnist = tf.keras.datasets.mnist
(x_train, y_train),
«

x_train, y_train), (x_test, y_test) 4 FARMNIST.npy MU
~“nist.1oad_data (path="C:/Users/wang_xiachua/Desktop/
52 0/dnksnetinatot. ipe™)

(x_test, y_test) = mnist.load data()
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x_train = tf.expand dims(x_train,-1)
y_train = np.float32 (tf.keras.utils. to_categorical (y_train, num_classes=10))
_test = tf.expand dims(x_test,-1)
y_test = np.float32 (tf.keras.utils.to_categorical (y_test,nun_classes=10))
bacth_size = 512
train dataset = tf.data.Dataset.from_tensor_slices((x_train,y_train)).
batch (bacth_size) .shutfle (bacth_size * 10)
test_dataset = tf.data.Dataset.from_tensor_slices((x_test,y_test)).
batohi(bacth: sise)
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input_xs

activatior

ee
activation=tf.

conv = tf.

cony = te.i
£
cony = .
cony = tf.

tf.keras.Input ((28,28,1])
keras.layers.Conv2D (32, 3,padding="SANE",
an.rely) (input_xs)

keras. layers BatchNozmalization () (conv)
keras. layers.Conv2D (64, 3, padding="SA¥E",
An.relu) (conv)

keras. layers.MaxPoo12D(strides=[1,1]) (conv)
keras.layers.Conv2D (128, 3, padding="SAVE"

activation=tf.nn.relu) (conv)

flat = tf,

keras.layers.Flatten() (conv)

dense = tf.keras.layers.Dense (512, activation=tf.nn.relu) (flat)

logits

t£.keras. layers.Dense (10, activation=tf.nn.softmax) (dense)

model = tf.Keras.Model (inputs=input_xs, outputs=logits)
BEERP (ALY R tT)
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conv = tf.keras.layers.BatchNormalization () (conv)

conv, = tf.Keras.layers.MaxFool2D (strides=[1,1)) 1conv)
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Model: "model”

Layer (type) Output Shape Param #
input_1 (InputLayer) [(None, 28, 28, 1)] ]
convad (Conv2D) (None, 28, 28, 32) 320
batch_normalization (BatchNo (None, 28, 28, 32) 128
conv2d_1 (Conv2D) (None, 28, 28, 64) 18496
max_pooling2d (MaxPooling2d) (None, 27, 27, 64) o
convad_2 (Conv2D) (None, 27, 27, 128) 73856
flatten (Flatten) (None, 93312) o

dense (Dense) (None, 512) 47776256
dense_1 (Dense) (None, 10) 5130

Total params: 47,874,186
Trainable params: 47,874,122
Non-trainable params: 64
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from gensim.models import word2vec # $Agensin

+ RRIESH, EEHIETHE

model = word2vec.Word2vec ([taxt_list], size=50, min_count=l, window=3)
print (model [*&H"])
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import jieba
import re
text = re.sub(r" (a-zA-20-

SO text)  ARBCEREFAE, SRR

text = re.sub(z® +7, " ", text) PHREREH
text = re.sub(" ", ™", text) e
print (text)

text_list = jieba.lcut_for_search(text)

£ron gensin.models import word2vec # BAgensinty
§ RRNESY

model = word2vec.Word2Vec ([text_list], size=30, min_count=1, window=3)
print (model ("RB"])
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import jieba R
fuport. re BEMKERE
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Te.sub(r"[a-zA-20-9-.. “7 () 17, ",text) HBERRFH, LREME
re.sub(rh 4%, %, text)  AMREMLM
text = re.sub(® ", "", text) RS
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import numpy as np

labels = (1
context = []
vocab = set()
with open ("ChnSentiCorp. txt", mode="r", encoding="UTE-8") as emotion_file:
for line in emotion file.readlines():
Line = line.strip().split(",")
Labels.append (int (1ine(0]))

text = line(1]
context.append (text)
for char in text:vocab.add(char)

voach_list = list(sorted(vocab)) #3508
print (len (voach_list))

token_List = (]
for text in context:
token = [voach_list.index (char) for char in text]
token = token[:80] + 017 (80 ~ len(token))
token List.append (token)

token_list = np.array(token list)
labels = np.array (labels)

import tensorflow as tf

input_token = tf.keras.Input (shape= (80,))
embedding = tf.keras.layers.Enbedding (input_dim=3508,
output_dim=128) (input_token)
embedding = tf.keras.layers.Bidirectional (tf.keras.layers.GRU(128))
(erbedding)
output = tf.keras.layers.Dense (2, activation=tf.nn.softmax) (enbedding)

model = tf.keras.Model (input_token,output)

model.compile (optimizer='adan’, loss=tf.keras.losses.sparse categorical
crossentropy,metrics=('accuracy’])
+ B Wi
Mok, £t (boken Aint. Tabels. epochs

B rarkon
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def char CNN():
%8 = tf.Xeras.Input ([])
+ BB
cony_1 = tf.keras.layers.ConviD( 1, 3,activation=t.nn,relu) (xs)
conv_1 = tf.keras.layers.BatchNormalization (conv_1)

==
conv_2 = tf.keras.layers.Convib( 1, 5,activation=tf.nn.relu) (conv_1)
conv_2 = tf.keras.layers.BatchNormalization (conv_2)

conv_3 = tf.keras.layers.Convib( 1, 5,activation=tf.nn.relu) (conv_2)
conv_3 = tf.keras.layers.BatchNormalization (conv_3)

flatten = tf.keras.layers.Flatten() (conv_3)

1

fc_1 = tf.keras.layers.Dense( 512, activation=tf.nn,relu) (£latten)
logits = tf.keras.layers.Dense (5, activation=tf.nn.softmax) (fc_1)
model = tf.keras.Model (inputs=xs, outputs=logits)

Saturn Moder
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class Decoder (tf.keras.layers.Layer):
def _init_ (self,decoder_vocab_size):
Super (Decoder, self). _init_ ()
self.decoder_vocab_size = decoder_vocab_size
self.word_embedding_table = Lf.keras.layers.Enbedding
(decoder_vocab_size, enbedding_size)
self.position_embedding = positional_encoding()

def build(selt, input_shape):
self.decoderlayers = [Decoderlayer() for _ in range(n_layer)]

super (decoder, self) .build (input_shape) § —RBAERFMAL

det call(self, inputs):
decoder_token_inputs, encoder_embedding, Look_ahead_mask, padding_mask
- inputs

decoder_erbedding = self.word_embedding_table (decoder_token_inputs)
Position embedding = tf.slice(self.position embedding, (0,0,0],

[1, t£. shape (decoder_token_inputs) [1],-11)
decoder_ambedding = decoder_embedding + position_embedding

for 1 in range(n layer):
decoder_enbedding = self.decoderLayers (L] ([decoder_enbedding,
encoder_enbedding, 1ok _ahead_mask, padding_mask])

return decoder_embedding

VAAHEBRMEB crans forner
class Transformer (tf.keras.layers.Layer) :
def _init_ (self, encoder_vocab_size ,decoder_vocab_size):
super (Transforner, self)._init_()
self.encoder_vocab_size = encoder_vocab_size
self.decoder_vocab_size = decoder_vocab_size

def butld(sele, Lnput_shape) :
self.encoder = Encoder (sel£..encoder_vocab_size)
se1£.decoder = Dacoder (se1£.decoder_vocab_size)
self.final layer = tf.keras.layers.Dense (self.decoder_vocab_size,
t£.an. softnax)
super (Tzansforner, self) .build(input_shape) ¢ —RERIEREMIE

def call(self, inputs):
encoder_input, decoder_input = inputs
enc_padding_mask, combined mask, dec_padding_mask

create_decoder_mask (encoder_input, decoder_input)

tencoder W4
encoder_embedding = self.encoder ((encoder_input,enc_padding_mask])
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import csv

import numpy as np

import. tools

import tensorflow as tf

from sklearn.model selection import train test split

train dataset,label dataset = tools.get dataset()

BRI SRR A

X_train,X_test, y_train, y_test = train test_split(train dataset,
label dataset, test size=0.1, random state=217)

batch_size = 12

train_data = tf.data.Dataset.from tensor_slices((X_train,
y_train)) -batch (batch_size)

model = tools.char CNN() # BT
model. compile (opt inizer=tf .optinizers.Adan (le-3),
loss=tf.losses. categorical crossentropy,metrics = ['accuracy’])
model. £it (train data, epochs=1)
score = model.evaluate (¥_test, y_test)
print("last score:",score)
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@ helloworld.py x

1 print("hello world")
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import re
£ron nltk.corpus inport stopwords

£ron nitk.sten.porter import PorterStemmer
inport numpy as np

PESe s
stoplist = stopuords.uords (*english’)
dof text clear (text)
text = text.lower () AT LR
text = re.sub(r"[fa-z]"," " text) #HBEREG, ~RREH(E

foxt = re.sub(x" 4%, " %, text)  HHBEREH
text = text.strip() ey
text = text.split(" ")
text = [word for word in text if word not in stoplist]  AEIEII
text = [PorterStemmer () .stem(word) for word in text]
text.append("eos”) HEMAIT
text = ["bos"] + text FEMIFTE
return text
SR TR
def text_clearTitle(text):
text = text.lower () AR
text = re.sub(r"[%a-2]"," *,text) R SRR
text = re.sub(zt +, " %, text) RS R
Mtext = re.sub(" *, "%, text) PR
toxt = text.strip() e
toxt = text + " cos” BT

return text
VERFFBE one-hot 152
def get_label one hot (1ist):
values = np.arzay(1ist)
n_values = np.max(values) + 1
un np.eye (n_values) [values]
VERTA one-hot JiF
def get_one_hot (1ist,alphabet_title = None):
1€ alphabet_title == None:
alphabet_title = "abcdefghiklmopqrstuvuxyz
clse:alphabet_title = alphabet_title

values = np.array (1ist) SR
n_values = len(alphabet title) + 1 SRR
retuzn np.eye (n_values) [values]

SRICTA (AR M
det get_char_List (string,alphabet_title = None) :
4f alphabet_title == None:
alphabet_title = "abcdefghiiklmnoparstuvweyz *

else:alphabet_title = alphabet_title

char_Lise = (1

for Ghar in string: R
num = alphabet_title. index (char) PR
chaz_List.append (num) LA

return char_list

VER AN
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# Used in the 2nd attention block in the decoder.
¥ This padding mask is used to mask the encoder outputs.
dec_padding_mask = create_padding mask(encoder_input)

# Used In the lst attention block in the decoder.

4 It is used to pad and mask future tokens in the input received by
¥ the decoder.

look_shead_mask = create_look_ahead_mask (£ shape (decoder_input) [11)
dec_target_padding mask = create_padding mask(decoder_input)
combined mask = tf.maximun(dec_target_padding mask, 100k ahead mask)

return enc_padding_ mask, conbined mask, dec_padding mask

VERER S
class MultiHeadAttention (tf.keras.lays
def _init_(self):
Super (altiHeadhttention, self). init_ ()

s.Layer) :

def build(self, input_shape):

selt.dense_query = tf.keras.layers.Dense (units-enbedding size,
activation=te.nn.relu)

seLt.dense_key = tf.keras.layers.Dense (units-enbedding size,
activation=te.nn.relu)

selt.dense_value = tf.keras. layers.Dense (units-enbedding_size,
activation=te.nn.relu)

selt.dense = tf.keras.layers.Dense (units-enbedding_size,
activation=tf.nn.relu)

super (altiKeadAttention, self) .build(input_shape) § —EBERUEWNIE

def call(selt, inputs):
query, key, value,mask = inputs
shape = tf.shape (query)

query_dense = self.dense_query (query)
key_dense = self.dense_query (key)
value_dense = self.dense_query (value)

query_dense = splite_tensor (query_dense)
key_dense = splite_tensor (key_dense)
value_dense = splite_tensor(value_dense)

attention = tf.matrul (query_dense, key_dense, transpose b=True)/
tE.math.sqrt (£ .cast (enbedding_size, tf.10at32))

attention += (nasks-169)
attention = tf.nn.softmax (attention)

attention = tf.matmul (attention, value_dense)
attention = tf.transpose (attention, (0,2,1,3])
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def get_string matrix(string]
char_list = get_char_list(string)
string matrix = get_one_hot (char_list)
retuzn string matrix
SR (IO AERE
def get_handle_string matrix(string,n = 64):
string_length= len(string)
if string length > 64:
string = string(:64)
string matrix = get_string matrix(string)
return string matrix
else:

string matrix = get_string matrix(string)
handle_length = n - scring_length
pad_matrix = np.zeros ([handle_length,28])
string matrix = np.concatenate((string_matrix,pad_matrix],axis=0)
return string_matrix]
SRR
def get_dataset():
agnews_lavel = (1
agnews_title = (]
agnews_train - csv.reader (open ("./dataset/train.csv", "z"))
for line in agnews_trai
agnews_label .append (np.int (1ine [01))
agnews_title.append (text_clearTitle (line(1]1))
train_dataset = (1
for title in agnews_title:
string matrix = et handle_string matrix(citle)
train_dataset.append (string matrix)
train_dafaset = np.array(train_dataset)
label_dataset = get_label_one_hot (agnews_label)
soktrn train dataget,label dataset
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attention = tf.reshape(attention, [shape[0], -1, embedding_size])
attention = self.dense (attention)
return attention

s

class FeedForWard (tf.keras. layers.Layer) :

def _init_(self):
Super (FeedForard, self). init_ ()

det build(self, input_shape) :

self.conv_i = tf.Keras.layers.Convib(enbedding_sizetd,
1,activation=te.nn. relu)

self.conv_2 = tf.keras.layers.ConviD(enbedding size,1,
activation=te.nn.relu)

super (FeedForard, self) .build(input_shape) § ~REERFWAIE

def call(self, inputs):
output = self.conv_1 (inputs)
output = selt.conv_2 (output)
return output

PEREBE
class Bncoderiayer (tf.keras. layers.Layer)

def _tnit_ (self):
super (Encoderlayer, self)

_nit_Q
def build(selt, input_shape):

self.multineadattent ion = MaltiHeadattention()
self.layer_norm 1 = tf. keras.layers. LayerNormalization )
self.feadForNard = FeedForHard()

self.layer_norm 2 = tf.keras.layers. LayerNornalization ()
super (Encoderlayer, self) build (input_shape) § —EBGREWAIE

det call(self, inputs):
encoder_embedding mask = inputs

encoder_embedding 1 = self.multiNeadAttention ({encoder_enbedding,
encoder_enbedding, encoder_enbedding, mask])

encoder_embedding 1 += encoder_enbedding

encoder_embedding 1 = self.layer norm 1(encoder_embedding 1)

encoder_embedding 2 = self. feedForWard (encoder_embedding 1)
encoder_embedding 2 = encoder_enbedding_2 + encoder_enbedding_1
encoder_embedding = self.layer_norm 2 (encoder_embedding 2)

zeturn encoder_embedding
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TR
Class Decoderlayer (tf.keras.layers.Layer) ;
def _init_ (selt]
super (Decoderlayer, self)._init_ ()

def build(self, input_shape):
Self.gelf multifieadAttention = MultiHeadAttention ()
self.mutual_multifieadAttention = MultilieadAttention ()
self. feedrorard = FeedForWard ()
super (Decoderlayer, self) .build(input_shape) | —EEAERY

e

def call(self, inputs):
decoder_enbedding, encoder_enbedding, 1ook_ahead_mask, padding_mask =

inputs

decoder_erbedding = self.self multifleadAttention([decoder_erbedding,
decoder_enbedding, decoder_enbedding, 10ok_shead_nask])

decoder_erbedding = self.mutual multiHeadAttention [decoder_enbedding,
mbedding, encoder_enbedding, padding mask])

encoder_
decoder_eribedding = self. feedForkard (decoder_enbedding)

return decoder_embedding

s
class Encoder (tf. keras.layers.Layer)
def _init_(self,encoder_vocab_size):
super (Encoder, self).__init_()
self.encoder_vocab_size = encoder_vocab_size
selt.word_enbedding_table = tf.keras. layers.Bnbedding
(encoder_vocab_size, enbedding_size)
self.position_embedding = positional encoding ()

def build(self, input_shape) :
selt.encodertayers = (Encoderlayer() for _ in range(n_layer)]

SRR WS

super (Encoder, self) .build(input_shape) ¢

def call(self, inputs):
encoder_token_inputs, encoder_mask = inputs
encoder_enbedding = self.word_embedding_table (encoder_token_inputs)
position enbedding = tf.slice(self.position enbedding,

10,0,01, [1, £¢. shape (encoder_token_inputs) [1],-11)
encoder_embedding = encoder_embedding + position embedding

for 1 in range(n layer):
encoder_enbedding = self.encoderLayers (]

(lencoder_embedding, encoder_mask])
return encoder_embedding

RS
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import
import.
impore.

agnews_
agnews_

numpy as np

tools

title = ()

train = csv.reader (open (. /dataset/train.csv

"em)

for line in agnews_train:
agnews_title.append(tools. text_clearTitle(line[1]))
for title in agnews_title:
string matrix = tools. get handle string matrix (title)
e e R





OEBPS/Images/Figure-P258_35589.jpg
Output
Probabiities

Nx
Nx
Positional Positional
Encoding Q-0 Encoding

Inputs Outputs
(shifted right)





OEBPS/Images/Figure-P190_27191.jpg
(120000, 64, 28)
(120000, 5)






OEBPS/Images/Figure-P259_39799.jpg
import tensorflow as tf
import numpy as np

enbedding_size = 312 Vit enbedding_size IAHIE

n_layer - 2 tRNMEHBRNFHBNRL, THAK
AR

det splite_tensor (tensor) :
shape = £ shape (tensor)
tensor = ¢ reshape (tensor, shape=[shape (0], ~1, n_head, enbedding size //
o head))
tensor = tf.transpose (tensor, perm-10, 2,
raturn tensor

an

F
det positional_encoding (position=512, d modeleembedding size):
def get_angles(pos, 1, d model):
angle rates = 1 / np.power (10000, (2 * (i // 2)) / np.£loat32(d model))
return pos * angle_rates

angle_rads = get_angles (np.arange (position) [, np.newaxis],
np.arange (d_nodel) (np.newaxis, :1, d_model)

# apply sin to even indices in the array; 2i
angle_rads(:, 0::2] = np.sin(angle_rads(:,

4 apply cos to odd indices in the array; 2i+1
angle_rads(:, 1::2] = np.cos(angle rads(:, 1

pos_encoding = angle_rads(np.nevaxis,
return tf.cast (pos_encoding, diype=tf.float32)

IR
def create_padding mask(seq) :
seq = tf.cast(tf.nath.equal (seq, 0), tf.floatds)
return seql:, tf.nowaxis, tf.newaxis, :] # (batch size, 1, 1, seq_len)

SOV GRS
def create_look_ahead mask (size):
mask = 1 - tf.linalg.band part (tf.ones((size, size)), =1, 0)

retusn mask

 OIRARR B T HEF)
def create_decoder_mask (encoder_input, decoder_input) :

# Encoder padding mask

enc_padding mask = create padding_mask (encoder_input)
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def get label one hot(list):
values = np.array(list)
n_values = np.nax(values) + 1
Fetusn. ng eve i vainee) tvaloss]
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import csv
import numpy as np
import tools

agnews_label = (] VR
agnews_title = (] ST
agnews_train = csv.reader (open(*. /dataset/train.csv”, "c)) AN
for line in agnews_train: TR
agnews_label.append (np. int (1ine(0])) AN
agnews_title.append(tools. text_clearTitle (line(1])) AT

train_dataset = (]
for title in agnews title:

string matrix = tools.get_handle string_matrix(title) AT
train dataset.append(string matrix) AR
train_dataset = np.array(crain dataset) WIS Numpy R

44 1abe1 JIFEHIR one-hot Kk
fabal datasat = tools gt label ofie hot(sgnaws lebel)
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class Decoderlayer (tf.keras.layers.Layer):
def _init (self):
super (DecoderLayer, self). _init_ ()

def build(self, input_shape):
self.self multiHeadAttention = MultiHeadAttention()
self.mutual_multiHeadAttention = MultieadAttention()

self. fecdForiard = FeedForWard ()
super (DecoderLayer, self).build(input_shape) § —JEMCERUGMAE

def call(self, inputs):
decoder_embedding, encoder_enbedding, look_shead mask, padding mask =

inputs
decoder_embedding = self.self multiHeadAttention ([decoder embedding,

decoder_enbedding, decoder_embedding, look_ahead_mask])
decoder_embedding = self.mutual multiHeadAttention ([decoder_embedding,

encoder_enbedding, encoder_embedding, padding mask])
decoder_embedding = self. feedForWard(decoder_embedding)

retuzn decoder_eabedding
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import tools
inport tensorflow as tf
from sklearn.model_selection import train_test_split
train_dataset, label_dataset = tools.get_word2vec_dataset () HHRIEIEA
X_train X test, y_train, y_test = train_test_split(train_dataset,
label dataset, test_size=0.1, random_state-217)
ST ESA NI
batch_size = 12
train data = tf.data.Dataset.fron_tensor_slices((X_train,
v_train)) -batch (batch_size)
model = tools.wordzvec CNN() # HFIBRIEHTII
model. compile (optimizez=t £ .optinizers.Adan(le=3)
loss=tf.losses.categorical_crossentropy,metrics = [‘accuracy’])
model. €1t (train_data, epochs=1)
score = model.evaluate (X_test, y_test)
SR

SEINEA ekl Gt
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a = numpy.array([[1,2,1,2,1,1,3]1])
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import numpy

def softmax (inMatrix):

m,n = nunpy. shape ({nMatrix)

outMatrix = numpy.mat (numpy.zeros ((m,n)))

Soft_sum = 0

for 1ax in range(0,n)
outMatrix[0,idx] = math.exp(inatrix(0, idx])
Soft_sun += outMatrix[0,idx]

for idx in range(0,n)
outMatrix[0,dx] = outMatrix[0,idx] / soft_sum

SR
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def word2vec CNN():
X8 = tf.keras.Input ([None,None])
& WRBBHEAN(3, 64) . W)y 12 HEBGHE
conv_3 = tf.keras.layers.Conv2D(12, (3, 64],activation:
o BRBBEA N (S, 641 Wil 12 (BRI
conv_5 = tf.keras.layers.Conv2D(12, (5,
64] ,activation=tt.nn.relu) (conv_3)
& BIBBHRAN 17, 641, AN 12 (BRI
conv_7 = tf.keras.layers.Conv2p(12, (7,
641, activation=tt .nn. relu) (conv_5)
# FIAMBBGHSIMAIE T, W IAR — K
conv_3_mean = tf.keras.layers.Flatten(tf.reduce max(conv_3, axis=l,
keep_dins=True) )
conv_5_mean = tf.Keras.layers.Flatten(tf.reduce max(conv_5, axis=1,
keep_dims=True))
conv_7_mean = tf.keras.layers.Flatten (tf.reduce_max(conv_7, axisel,
keep_dims=True) )
# B BB
flatten = tf.concat ([conv_3 mean, conv 5 mean, conv_7 mean], axi:
§ RIASERRE TR
fc_1 = tf.keras.layers.Dense (128, activation=tf.nn.relu) (flatten)
+ B
logits = tf.keras.layers.Dense (S, activation=tf.nn.softmax) (£c_1)
model = tf.keras.Model (inputs=xs, outputs=logits)
retirn model

£.nn.relu) (xs)
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import re
import csv
import tensorflow as tf

CAER
def text_clearTitle word2vec(text,n=12):
text = text.lower() ORI
text = re.sub(z"[%a-z]"," ", text) SUBIIE, JERRE
text = re.sub(z” +, " ", text) SR
ftext = re.sub(" ", "7, text) SRR
text = text.strip() VI R
text = text + * cos" PEmA

text = text.split(* )
return text

SR one-not KR

def get_label one hot (1ist):
values = np.array(list)
n_values = np.max(values) + 1
return np.eye (n_values) [values]

IR 8
def get_wordzvec dataset (n = 12):
agnews_label = (1
agnews_title = (]
agnews_train = cov.reader (open (", /dataset /train.csv", ""))
for line in agnews_train:
agnevs_label.append (np. int (1ine (0]))
agrews_title.append (text_clearTitle word2vec (line(11))
£rom gensim.nodels inport wordzvec 4 $Agensin L
+ RRHEH
nodel = word2vec. Word2ves (agnews_title, size
train_dataset = (]
for 1ine in agnews title:
length = len(line)
if Tength >
line = line[:n]

4, min_count=0, windows5)

word2vec_matrix = (model(line])
train_dataset.append (wordzvec_matrix)
else:

word2vec matrix = (model(line])
Pad_length = n - length
pad_matrix = np.zeros((pad_length, 641) + le-10
WordZvec_matrix = np.concatenate ([word2vec matrix, pad matrixl,
axis=0)
train_dataset.append (word2vec_matrix)
train dataset = np.expand dins (train dataset,3)
1abel dataset = get._label one_hot (agnews label)
return train dataset, label dataset
#wordzvec_cwn MM
def word2vec CNN()
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= tf.keras.Input ([None,None])

A (5, 641« W 12 BRI

conv_3 = tf.keras.layers.Conv2D(12, [3, 64],activation=tf.nn.relu) (xs)

§ REBBEANN S, 64) . Wil 12 MBBLH

conv_5 = tf.keras.layers.Conv2D(12, (5,
641, activation=tf.nn. rely) (conv_3)

+ RIBBERAN(7, 541 T 12 BB

conv_1 = tf.keras.layers.Conv2D(12, (1,
64], activation=tf.nn.relu) (conv_5)

b FIR GBI RO, AT AR A0

conv_3_mean = tf.keras.layers.Flatten(tf.reduce max(conv_3, axisel,
keep_dims=True) )

conv_5_mean = tf.keras.layers.Flatten(tf.reduce max(conv_S, axis=l,
keep_dims=True) )

conv_17_mean = tf.keras.layers.Flatten(tf.reduce max(conv_7, axis=l,
keep_dims=True) )

§ RSB

flatten = tf.concat ((conv_3_mean, conv_5_mean, conv_7_mean], axis=l)

& R

£c_1 = tf.keras.layers.Dense (128, activation=té.nn.relu) (flatten)

+ IR

logits = tf.keras.layers.Dense(s,activation=te.nn.softnax) (fc_1)

model = tf.keras.Model (inputs=xs, outputs=logits)

Yetich model
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if _name_ == _main_":
encoder_input = tf.Kkeras.Input (shape= (None,))
decoder_input = tf.keras. Input (shape= (None,))

output = Transformer (1024,1024) ([encoder_input,decoder_input])
model = tf.keras.Model ((encoder_input,decoder_input) ,output)
AL (o) arkEe )
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def text _clearTitle word2vec(text):

text
text.
text
text
text
text
atutn

text.lower ()
re.sub(z"[*a-2]", " ", text)
re.sub(z® 47, " %, text)
text.strip()

text + " eos”
text.split(" ")

e

AR
PRI, SRR
PRI

UL RN

AR, R eos WA
A LRIV RAF
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import tensorflow as tf
import get data
import untils

pinyin_vocab, hanzi_vocab, pinyin_tokens_ids,hanzi_tokens_ids =
get_data.get_dataset ()

BEIEH T Label_snoothing, —HAHKET FHMLBMMBAERNN cicks

def label_smoothing(inputs, epsilon=0.1
K = inputs.get shape().as list() [-1] # number of channels
return ((1-epsilon) * inputs) + (epsilon / K)

def generator (batch_size=32):
batch_num = len (pinyin_tokens_ids)//batch_size

while
for i in range(batch num :
start_num = batch_sizetl
end_num = batch_size* (i+1)

pinyin batch = pinyin_tokens_ids{start_num:end nun]
hanzi_batch = hanzi_tokens_ids[start_num:end_num]

hanzi_batch inp = []hanzi batch tar = []

for line in hanzi bateh:
hanzi_bateh_inp.append (Line[:-1]) HHHTHIELAA
hanzi_batch_tar.append (Line[1:]) #MTHLAS

pinyin batch = tf.keras.preprocessing.sequence.pad_sequences
(pinyin batch,maxlen=48,padding='post*, truncating='post')

hanzi_batch_inp = tf.keras.preprocessing. sequence.pad_sequences
(hanzi_batch_inp, maxlen=48, padding='post", truncating='post')

hanzi_batch_tar = tf.keras.preprocessing.sequence.pad_sequences
(hanzi_batch_tar, maxlen=48, padding='post',truncating='post’)

hanzi_batch_tar = label smoothing(tf.one hot (hanzi_batch_tar,
4462))

FLRIA tptnitn: tatah. hanst Batoh inp); hanss hateh:tar





OEBPS/Images/Figure-P196_28328.jpg
(120000, 12, 64, 1)
(120000, 5)






OEBPS/Images/Figure-P266_39808.jpg
encoder_input = tf.keras.Input (shape=(None,))
decoder_input = LE.keras.Input (shape=(None,))

output = untils.Transformer (1154,4462) ([encoder_input,decoder_input])
model = tf.keras.Model ((encoder_input, decoder_input), output)
model.10ad_weights (*./saver/model”)

model.compile (£ .optinizers.Adan (le-4) ,tf. losses. categorical_crossentropy,
metrics=["accuracy"])
batch_size = 48

model. £4t_generator (generator (batch_size) ,steps_per_epoch=len (pinyin_token
s_ids)//batch_size, epochs=3, verbose=2)

RadAl cane W LAl s L AT REAEI Y
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def get word2vec dataset(n = 12):

agnews_label = (] ORI
agnews_citle = (] LI
agnews_train = cov.reader (open (*. /dataset/train.cav”, "z"))
for line in agnews train: RO e

agnews_label .append (np. int (1ine(0]))
WAL TR

agnews_title.append (text_clearTitle_word2vec (line(1]))

£rom gensim.models import word2vec # $Agensin L
+ RIS SH
nodel = wordavec. Hord2Vec (agnews_title, size=6d, min_count=D, window=5)
train dataset = (] I
for line in agnews_title: PRI
length = len(1ine) SR
if length > n AT RGN
line = line[:n] AR A IR
word2vec_matrix = (model(line]) #ikMwordoveciF:
train_dataset.append (word2vec matrix) #fwordzvec HIBF MBS
else: KIS
word2vec_matrix = (model(line]) VL wordzvec HEEE
pad_length = n - length S I

SO LICHE AT~ MG
pad matrix = np.zeros (pad_length, 641) + le-10
wordzvec_matrix = np.concatenate ({word2vec_matrix, pad matrixl,
axts=0) HEFIE
#48 wordzvec HIEFB MBI
train_dataset.append (word2vec_matrix)
train dataset = np.expand_dins (train dataset,d)  WSAUBHF
label dataset = get_label_one_hot (agnews_label)  #$(MIR one-hot JEFF
ot Eea A datasat TabaT datanet
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Amport tensorflow as tf
inpoct get_data
import untils

pinyin_vocab, hansL_vocab, playin tokens_ids,hanzi_tokens ids =
set_data.get_dataset )

dof label_smoothing (inputs, epsilon0.1):
K = inputs.get_shape() .as_List () [-1] # nusber of chamnels
roturn ((1-epsilon) * inpite) + (epsilon / X)

oLt
dof gonerator (batch_size=32) ¢
bateh_num = len(pinyin tokens_ids)//batch size

nile
for 1 4n range (batch_nun)
stact_nun = bateh_sizerl
end_nm = bateh_size* (141)

pinyin batch = pinyin_tokens_ids{stact_num:end num)
banz{_Batch = hanzi_tokens_ids(stare_numsend_nom)

hanz1_bateh_inp = [1;hanei_bateh_tar = (]

for 1ine in hansi_bate
hanz1_bacen_inp.append (Lins[:-1])
hanz_bateh_tar.append(1ine

pinyin batch = £f.keras.preprocessing. sequence.pad.
(pinyin_bateh, naxlen=48, padding="post", truncating=rpost’)
hanz1_batéh inp = Lf.koras.preprocessing.sequence.pad ¢
(hanizi_batch_inp,maxlen-d, padding="post", truncating-'post’)
hanz1_batch tar = tf.Keras.preprocessing. sequence.pad_sequences
(hanei_bateh_taz, maxlen=i8, padding='post,runcating='post’)

hanz1_batch_tar = label_smoothing (tf.one_hot (hanzi_batch tar,
s162))

yield (pinyin bateh, hansi_bateh_inp),nanzi_batch_tar

peine (pinyin_vocab KN, Len (pinyin_vocab)) Hpinyin_vocab KA: 1150
prine (hanzs_vocab KA:", len (hanei_vocab))  Phanti_vocab KAN: 4462

encoder_input = t£.kora
decoder_input = cf.kera

Tnput.(shape=(one, ))
Input (shape- (Nore, ) )

output = untils. Transformer (1154, 1462) ([encodar_nput, decoder_nput])
model = £ keras.Modsl((encoder_input, decoder_Lnput), output)
model . 1oad. weights (". /savor /mods1")

baten size - 32

(pinyin_batch, hanzt_batch_tnp),hanzd

choice = 17

R

for 1 in range s
tor = podel.predict (= (pinyin_bateh, hanzi_batch_inp(,0:4)))
IR SRRy PR R

ateh_tar = next (generator ()






OEBPS/Images/Figure-P264_37803.jpg
B REMA:
L PN
AR 2
WEBHL:

W2 WA
N
M BB
WY 28 50

3 REA:
T PN
REBIA:
AR B
WAL
ELEET N

(GOJni hao ma[END]
(GO}
1

[GOJni hao mafEND]
(GOl
&

[GOni hao ma[END]
(GOl &
oy

[GOJni hao ma[END]
(GO 4 1
& 4§ ™ [END]

{RFIS(END] ~puput
Probabiies

N

Poston
Encodn

Postona
Encacng

P I =
T T iomms
(GOIni hao FABRD]  winesrgh





OEBPS/Images/Figure-P194_28045.jpg





OEBPS/Images/Figure-P264_39804.jpg
#decoder Hi5
decoder_enbedding = self.decoder ([decoder_input, encoder_enbedding,
combined_mask,dec_padding_mask])

output = tf.keras.layers.Dropout (0.217) (decoder_enbedding)
output = self.final layer (decoder_embedding)
S
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import csv

inport. tools

inport numpy as np

agnews_label = (1

agnews_title = [

agnews_text = [1

agnews_train = cv.reader (open (". /dataset/train.cav", "c"))

for line in agnews_train:
agnews_label .append (np. £10at32 (1ine[0]))
agnews_title.append (tools. text_clear (Line(1]))
ohoin. Cart mpBLLI(Ea1E taRt AlorP IInaT21N)
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class Attention(tf.keras.layers.layer):
def _init_ (self,embedding size = 312):
self.embedding size = embedding size

super (Attention, self). init ()

def build(self, input_shape):
self.dense_query =

t£.keras. layers.Dense (units-self.embedding size, activation=tf.nn.relu)
self.dense_key

tf.keras. layers . Dense (units=self embedding_size,activation=tf.nn.relu)
self.dense value =

©f.Keras. layers.Dense (units-self .embedding_size,activation=tf.on.relu)

# LayerNormalization RETF—Whassiri
self.layer norm = tf.keras.layers.layerNormalization ()
super (Attention, self).build(input_shape) &

BRI

def call (self, inputs):
HRAM query, key, value fl, mask f& “HEHUE"
aquery, key, value,mask = inputs
shape = tf.shape (query)

query_dense = self.dense_query(query)
key_dense = self.dense_query(key)
value dense = self.dense_query (value)

attention = tf.matnul (query_dense,key_dense, transpose _b=True) /
©E.math.sqrt (t£.cast (enbedding_size, tf.fl0at32))  Ai I query s key M1 BUE R
oL A A

attention += maskr-1e9 #7EEIE/IRIARL L R

attention = tf.nn.softmax(attention)

attention = tf.keras.layers.Dropout (0.1) (attention)
attention = tf.matmul(attention,value_dense)

# LayerNornalization FE F et &Attl
attention = self.layer_nomm((attention + query))

N





OEBPS/Images/Figure-P52_19253.jpg





OEBPS/Images/Figure-P164_23992.jpg





OEBPS/Images/Figure-P229_31670.jpg
Hateh Normal ization

Layor Normalization Layer Normal ization Layer Normalization

eesgoee Gooe

HA1 #A2 BEN





OEBPS/Images/Figure-P164_23993.jpg
¥ NUTK Dovnlosder — o x
Fle View Sont Help

Corporal
Identifier Size | Status

SeniWordNet 4SMB | notinstalled
Shakespeare XML Corpus Sample. 4643 K8
Sinica Treebank Corpus Sample a2k
smultron SMULTRON Corpus Sample 16238 | notinstalled
state_union C-Span State of the Union Address Corpus 78988 | not installed

‘Subjectivity Dataset v1.0. 5094K8 | notinstalled
Swadesh Wordists 23K8 | notinsalled
Switchboard Corpus Sample 77268 | notinstalled
TIMIT Corpus Sample. 212M8 | notinstalled
Toolbox Sample Files 2447K8 | notinsalled
Penn Treebank Sample: 17M8 | notinstalled
Toitter Samples 153M8 | notinstalled
Universal Declaration of Human Rights Corpus | 11MB | notinstalled
Universal Declaration of Human Rights Corpus (Unicc 1.6MB | not installed

uricode samples | Unicode Samples 12¢8 | notinstalled v

Dowrload| Refresh
Server Index ht tps: //raw.githubusercontent.com/nltk/nltk_data/gh-
Download Directory: C: \Users\wang_xiachua\AppData\Roaming\nltk_data
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def create padding mark(seq):
# #0050 ) padding 5
seq = tf.cast(tf.math.equal (seq, 0), tf.float32)

# FRABEUMAT attention EH

e S 1 Sy P T N T T e o g v
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import tensorflow as tf
import nunpy as np
fron sklearn.datasets import load iris
data = load_iris()
iris data = np.float32(data.data)
iris data 1 = ]
iris data 2 = (]
for iris in iris data:
iris data 1.append (iris(0])
iris data 2.append (iris(1:4])
iris target = np.float3z(tf.keras.utils.to_categorical (data.target,
num_classes=3))
1 SR R
train_data = tf.data.Dataset. from tensor_slices(((iris data 1,iris data 2),
iris_target)) .batch(128)
Tnput_xs 1 = tf.keras. Input (shape=(1,), name='input_xs_1') HEKMASH
input_xs 2 = tf.Keras.input(shape=(3,), name='input xs 2') HEKMASE
input_xs = £f.concat ([input_xs_1,inpuc_xs_2],axis=-1) PRI A SR
out = Lf.keras.layers.Dense (32, activation'relu’, nane='dense 1') (input_xs)
out = tf.keras. layers.Dense (64, activation='relu', name='dense 2') (out)
logits = tf.keras.layers.Dense(3, activation="
‘predictions’) fout)
HER model HIPIEY
model = tf.keras.Hodel (inputs=[input_xs_1,input_xs 2], outputs=logits)
Opt = tf.optimizers.Adan(1e-3)
model.compile (optini zer~tf . optini zers.Adam(le-3)
loss=tt. losses. categorical_crossentropy,metrics = ['accuracy’])
model. £1¢ (x = train data, epochs=500)
score = model.evaluate (train_data)
SRRt ("3 soare:. ¥, stora)
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import csv
agnews_train = csv.reader(open("./dataset/train.csv®, "c"))
for line in agnews_train:

pcintiiine.





OEBPS/Images/Figure-P226_31250.jpg
Input Thinking

Embedding x: [

Queries q [N
Keys k(I
Values v, [DEE
Score qie k=112
Divide by 8 (Vdx ) 14

Softmax 0.88






OEBPS/Images/Figure-P50_38148.jpg
import tensorflow as tf

import numpy as np

£rom sklearn.datasets import load iris

data = load iris()

iris_data = np.float32(data.data)

iris data 1 = (]

iris data 2 = []

for iris in iris data:

iris data 1.append(iris(0])

iris_data 2.append(iris(1:4])

iris data 1 = np.array(iris data 1)

iris data 2 = np.arrayl(iris data 2)

iris target = np.floatd2 (cf.keras.utils.to categorical (data.target,
num_classes=3))

input_xs_1 = tf.keras.Input(shape=(1,), name='input xs_1')

input_xs 2 = tf.keras.Input (shape=(3,), name='input xs 2')

input_xs = tf.concat([input_xs_1,input xs 2] ,axis=-1)

out = tf.keras.layers.Dense (32, activation='relu’, name='dense 1') (input_xs)

out = tf.keras.layers.Dense (64, activation='relu', name='dense 2') (out)

logits = tf.keras.layers.Dense (3, activation="softmax",
name=tpradictions’) (out)

model = tf.keras.Model (inputs=[input_xs_1,input_xs_2], outputs=logits)

opt = tf.optinizers.Adam(le-3)

model.compile (optimizer=tf.optimizers.Adan (1e=3),
loss=tf.losses.categorical_crossentropy,metrics = [‘accuracy'])

model. £1t (x = ([iris data_1,iris data 2]),y=iris_target,batch size=128,
epochs=500)

score = model.evaluate (x=([iris data 1,iris data 2]),y=iris target)

print(*$%k scorei *, scoss)
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import csv

agnews_label = (1

agnews_title = (]

agnews_text = []

agnews_train = csv.reader (open (", /dataset/train.csv", ""))

for line in agnews_train:
agnews_label.append (1ine(0])
agnews_title.append (line(1] .lover ())
AgnewE. bart. sBbeRd(Ling 2] dewer )}
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Iris data l = (]
iris data 2 = []
for iris in iris data:
iris data 1.append(iris0:(2])
iris_data 2.append(iris(2:])
iris_label = data.target
iris target =
np. £loat32 (tE.keras.utils. to_categorical (data. target, nun_classes=3))
train_data = tf.data.Dataset.from tensor_slices(((iris_data_l,iris data_2),
(iris_target,iris label))) .batch(128)
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import re
def text_clear (text):
text = text.lower ()
text = re.sub(r"[%a-20-9]"," ", text)
text = re.sub(x" +7, " ", text)
text = text.strip()
text = text.split(" ")
atiicy taiit

AT
AT,
ARE R
SRR
AT R






OEBPS/Images/Figure-P227_31368.jpg
Attention(Query, Source) = ¥, Similarity(Query,Key,) « Value;





OEBPS/Images/Figure-P51_38150.jpg
import tensorflow as tf
import numpy as np
from sklearn.datasets import load_iris
data = load iris()
iris_data = np.float3?(data.data)
iris data 1 = []
iris_data 2 = (]
for iris in iris data:
iris data 1.append(iris(:2])
iris data 2.append(iris(2:1)
iris_label = np.array(data.target,dtype=np. float)
iris_target = tf.one hot (data,target,depth=3,dtype=tf.£loat32)

iris data 1 = np.array(iris data 1)
iris data 2 = np.array(iris_data 2)

input xs 1 = tf.Keras.Input(shape=(2), name='input xs_1')
input xs 2 = tf.Keras.Input(shape=(2), mame='input xs 2')
4nput_xs = tf.concat ([input_xs_1,input_xs_2],axi
out = tf.keras.layers.Dense (32, activation='relu’
out = tf.keras.layers.Dense (64, activation='relu', nam
logits = tf.keras.layers.Dense (3,
activation="softmax", nane='predictions) (out)
label = tf.keras.layers.Dense (1, name="label’) (out)
model = t£.keras.Model (inputs=(input_xs_1,input xs_2),
outputs=(logits, label))
opt = tf.optimizers.Adam(le-3)
def my MSE(y_true , y_pred):
my_loss = tf.reduce mean(tf.square(y_true - y_pred))
return my_loss
model..compile (opt imizer=tt .optinizers.Adan(le=3), los:
tE.1osses. categorical_crossentropy, 'label':
my_MSE) , loss_weights={'predictions’: 0.1, ‘label's 0.5),metrics = [*accuracy'])
model. £it (x = (iris data 1,iris_data 2),y=(iris_target,iris label),
epochs=500)

dense_1') (input_xs)
‘dense_2') (out).

tpredictions
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pilots union at united makes pension deal
quot us economy growth to slow down next year quot

microsoft moves against spyware with giant acquisition

aussies pile on runs

manning ready to face ravens 39 aggressive defense

gambhir dravid hit tons as india score 334 for two night lead

croatians vote in presidential elections mesic expected to win second term afp
nba wrap heat tame bobcats to extend winning streak

historic turkey eu deal welcomed
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import tensorflow as tf
impore nunpy as np
fron sklearn.datasets import load_iris
data = load iris()
iris data = np. float32(data.data)
iris datal = (]
iris data2 = (1
for iris in iris_data:
iris_data 1.append (iris(0])
1955 GALRIZ ApCeNAlVEIA A
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Out = tf.keras.layers.Dense (32, activation='relu’, name='dense_1') (input_xs)
out = tf.keras.layers.Dense (64, activation='relu', name='dense 2') (out)
logits = tf.keras.layers.Dense(3,

activation="softmax", nane="predictions') (out)
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Reuters - Was absenteeism a little high\on Tuesday among the guys at the office?
EA Sports would Like\to think it was because “Madden NFL 2005" came out that day, \and
some fans of the football simulation are rabid enough to\take a sick day to play
it.

Reuters - A group of technology companies\including Texas Instruments Inc.
(TXN.N), STMicroelectronics\ (STH.PA) and Broadcom Corp. (BRCM.0), on Thursday said
they\will propose a new wireless networking standard up to 10 times\the speed of
Shalcurtent geneEation.
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import tensorflow as tf
import numpy as np
£rom sklearn.datasets import load iris
data = load iris()
iris data = np.float3?(data.data)
iris_target = (data.target)
iris_target =
fp.£loat32 (£f. keras.utils. to_categorical (iris_target,num classe:
train data = tf.data.Dataset.from_tensor_slices ((iris data,
iris_target)) .batch (128)
[EEST e
class MyLayer (tf.keras.layers.layer) :
def _init_(self, output_dim):
self.output_dim = output_dim
super (Mylayer, self). init_ ()
def build(self, input_shape):
self.weight = tf.Variable(tf.randon.normal ([input_shape(-1],
self.output_din]), name="dense weight")
self.bias = tf.Variable (tf.randon.normal ([self.output_dim]),
name="bias_weight")
super (Mylayer, self).build(input_shape) # Be sure to call this
somewhere!
Def call(self, input_tensor):
out = tf.matmul ({nput_tensor, self.weight) + self.bias
out = tf.nn.relu(out)
out = tf.keras.layers.Dropout (0.1) (out)
return out

input_xs = tf.keras.Input (shape=(4,), name='input xs')
out = tf.keras.layers.Dense (32, activation='relu’, name='dense_1') (input_xs)

out = MyLayer (32) (out) FEEU
out = MyLayer (48) (out) FEE R

out = tf.keras.layers,Dense (64, activation='relu’, name='dense 2') (out)
logits = tf.keras.layers.Dense (3, activation="softmax",
‘predictions’) (out)
model = t£. keras.Hodel (inputs=input_xs, outputs=logits)
opt = tf.optimizers.Adan (le-3)
model.compile (optinizer=t £ .optinizers. Adam (1e=3)
loss=t£. losses. categorical_crossentropy,metrics = ['accuracy'])
model. £1¢ (train_data, epochs=1000)
score = model.evaluate (iris_data, iris_target)
A e






OEBPS/Images/Figure-P168_38302.jpg
from gensim.models import word2vec #FA gensim
nodel ~ wordovec.Word2Vec. load (' . /corpustiordzvec.bin')  HRAZSMHLA
Rodsl. train (agnews_title, epochs-model.epochs,

Coth) exasplemmodel  carpue: conit) SIISTINNE
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class FeedForWard(tf.keras.layers.layer)
def _init_ (self):
Super (FeedForiard, self). init ()

def build(self, input shape):

AR

self.dense 1 = tf.keras.layers.Dense (embedding sizetd,
activation=tf.nn.relu)

self.dense 2 = tf.keras.layers.Dense (embedding size,
activation=tf.nn. zelu)

self.layer_norm = tf.keras.layers.LayerNormalization ()

super (FeedForiard, self) .build(input_shape) & —JEBAERIENHE

def call(self, inputs):
output = self.dense_1(inputs)
output = self.dense 2 (output)
output = tf.keras.layers.Dropout (0.1) (output)
output = self.layer norm((inputs + output))
FeEuth GotPRE
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import csv

inport. tools

inport numpy as np

agnews_label = (1

agnews_title = ()

agnews_text = (1

agnews_train = csv.reader (open (", /dataset/train.csv", "s"))

for Lifie in agnews_train
agnews_label.append (np. float32 (1ine [01))
agnews_title.append (tools. text_clear (Line(1]))
agnews_text.append (tools. text_clear (Line(21))

print (TR

£rom gensim.models import wordzvec

model = word2vec.Word2Vec (agnews_text,size=64, min_count = 0,uindow =
5, iter=128)

model_name = "corpusiordzvec.bin”

model save (model_name)

£rom gensim.models import word2vec

model = word2vec.Word2Vec.load(* . /corpusiord2vec.bin')

model. train(agnews_title, epochs=model.epochs,
Sotal bxams iassandel ; GAEPIE. GoNty





OEBPS/Images/Figure-P234_39749.jpg
class FeedForWard(tf.keras.layers.layer):
def _init_(self
Super (FeedForard, self)._init_ ()

def build(self, input_shape):
self.conv_1 = tf.keras.layers.ConviD(filters=enbedding_size*d,
kernel_size=1,activation=tf.nn.relu)
self.conv 2 = tf.keras.layers.ConviD(£ilters=enbedding size,
kernel_size=1,activation=tf.nn,relu)
self.layer_norm = tf.keras.layers.layerNormalization ()
super (FeedFortiard, self) .build(input_shape) ¢ —EEAERFNME

def call(self, inputs):
output = self.conv_1 (inputs)
output = self.conv_2 (output)
output = tf.keras.layers.Dropout (0.1) (output)
output = self.layer_norm((inputs + output))
R annat
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TFIDF

For a term i in document j:

N
(df)

i

w; ;=tf;,;Xlog

, = number of occurrences of i in j
df = number of documents containing i
N = total number of documents
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class Mylayer (tf.keras.layers.layer): HiRAURE Layer 2
def _init_(self, output dim: #inic hRHESH
Self.output_dim = output_dim RABEGER
e DVLATeS: BatEls iRk 0, SRR ISTEM
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class MultifieadAttention (tf.keras.layers.layer):
def _init_(se16):
super (Milt iHleadhttention, self). init_ ()

def build(self, input_shape):
self.dense_query = tf.keras.layers.Dense (units-enbedding_size,
activation=tf.nn.relu)
self.dense key = tf.keras.layers.Dense (units-embedding size,
£.nn.relu)
self.dense value = tf.keras.layers.Dense (units-enbedding size,
activation=tf.nn. relu)

activatior

self.layer norm = tf.keras.layers.layerNormalization ()
super (MultifeadAttention, self) .build (input_shape) &

VR W

def call(self, inputs):
query, key, value,mask = inputs
shape = t¢. shape (query)

query_dense = self.dense_query (query)
key_dense = self.dense_query(key)
value_dense = self.dense_query(value)

query_dense = splite_tensor (query dense)
key_dense = splite_tensor (key_dense)
valie dense = splite tensor (value dense)

attention = tf.matmul (query_dense, key_dense, transpose beTrue)/
£ math. sqrt (¢£.cast (embedding_size, tf. Float32))

attention += mask*-1e9
attention = tf.nn.softmax (attention)

attention = tf.keras.layers.Dropout (0.1) (attention)
attention = tf.matmul (attention, value_dense)

attention = tf.transpose (attention, (0,2,1,31)
attention = tf.reshape (attention, [shape(0], shape[1], embedding_size])

attention = self.layer norm((attention + query))

return attention
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def build(self, input_shape): #build @MSM T input_shape KB RMEEAFEMNS L
self.ueight =
©£.Variable(tf. randon.noznal ([input_shape (-11,3e1£.output_dinl) ,
‘dense_weight")
Self.bias = tf.Variable(tf. randon.normal ((se1f.output_din)),
name="bias_weight", trainsble-self.trainable)
super (Mylayer, self).build(input_shape) # Be sure to call this
soRuteral
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Def call(self, input_tensor): HXRAYRA Tensor
out = tf.matmul (input_tensor, self.weight) + self.bias HISE

out = tf.nn.relu(out) it

out = tf.keras.layers.Dropout (0.1) fout) b

retirh out e
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from gensim.models import word2vec  ##Agensimfl

VRSB
model = word2vec. Word2Vec (agnews_text, size=6d, min_count = 0,window = 5)
model_name = "corpushord2Vec.bin® e

Bodsitusis lmodeiiname) L ]
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Class MyLayer (tf.keras.layers.Layer) :
def _init_ (self, output_dim trainable = True):
self output_dim = output_dim
self.trainable = trainable
super (Mylayer, self). init_ ()

def build(self, input_shape):
self.weight =
©E.Variable (tf. random.normal ([input_shape(-1], seLt.output_dim]), name=
“dense_weight")
self.bias = tf.Variable (tf.randon.nornal([self.output_dim]), name-
“bias_weight")
super (Mylayer, self).build(input_shape) # Be sure to call this somewhere!

def call(self, input_tensor
out = tf.matmul (input_tensor, self.weight) + self.bias
out = tf.nn.relu(out)
out = tf.keras.layers.Dropout (0.1) (out)
atuEn ont
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import tensorflow as tf
weight = tf.Variable([[1.],[1.11)

bias = tf.variable(((0.17)])

input_xs = tf.constant ([(1.,1.1,(2.,2.1])
matrix = tf.matmul(input_xs,weight) + bias
T R )
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v © Layer(module.Module)
4 _init_(self, trainable=True, name=None, dtype=None, dynamic=False, **kwargs)
@ build(self, input_ shape)
0 callielf, inputs, “wargs)
i add weight(self, name=None, shape=None, dtype=None, iitializer
™ get config(sel)
i from_config(cls, config)
i compute_output_shape{(self, input shape)
i compute_output_signature(self, input_signature)
8 compute_mask(self, inputs, mask=None)

=None, regularizes






OEBPS/Images/Figure-P165_38298.jpg
def text _clear (text):

text = text.lower () AR

text = re.sub(r"["a-z0-9)"," ¥, text) SUBAIELT, RREHE
text = re.sub(x" +, " *, text) FHRE M

text = text.strip() R e

text = text.split(" ")

text = [word for word in text if word not in stoplist]  #EIRHMI
text = [PorterStemmer () .sten(word) for word in text] BT RS
text.append (“eos”) AR

text = ["bos"] + text SEMIFTT

roturn text
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def splite_tensor (tensor):

shape = tf.shape (tensor)

tensor = tf. reshape (tensor, shape=[shape (0],
n_head])

1, n_head, embedding_size //
tensor = tf.transpose(tensor, pern=(0, 2, 1, 31)
eriite Cansos
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tf.Tensor ([(1. 1.]
2. 2.11, shape=(2, 2), dtype=float32)
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Wi X Xq + Wy X Xy + Wiz X X3 =
Wyq X X1 + Wyp X Xy + Wp3 X X3 =

W31 X X1 + W3y X X5 + W33 X X3 =
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import tensorflow as tf

smport dpcnn  #3I AL aponn
dponn_layer = dponn.DECNN()  HEE DECNN /2

import numpy as np

labels = []
context = (]
vocab = set()
with open ("ChnSentiCorp. txt",mode="r", encoding="
for line in emotion_file.readlines():
line = Line.strip().split(*,")
1abels.append (int (1ine(01))

UTE-8%) as emotion_file:

text = line[1]
context..append (text)
for char in text:vocab.add (char)

voach_list = list(sorted(vocab)) #3508
print(len (voach_list))

token_list = []
for text in context:
token = [voach_list.index(char) for char in text]
token = token[:80] + (0]*(80 - len(token))
token_list.append(token)

token_list = np.array(token_list)
labels = np.array(labels)

import tensorflow as tf
import dpenn
input_token = tf.keras. Input (shape=(80,))
embedding = tf.keras.layers.Enbedding (input_dim=3508,
output_din=128) (input_token)

embedding = dpcnn.DPCHN (d_mode1=126) (embedding) {4 DeCNN FZHHHENIIE

output = tf.keras.layers.Dense(2,activatio

£.0n. 50 Emax) (enbedding)

model = tf.Keras.Model (input_token, output)
model.compile (optinizer="adan', loss=tf.keras.losses.sparse categorical
crossentropy, metrics=['accuracy'])
§ BRRE, W%

model. fit (token_list, labels,epochs=10,verbose=2)
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Training loss is : ©.06653369
Training loss is : ©.066514015
Training loss is : ©.0664944

Training loss is : ©.06647475
Training loss is : 0.06645504

Process finished with exit code @
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import tensorflow as tf
import numpy as np
£rom sklearn.datasets import load iris
data = load_iris()
iris target = data.target
iris data = np.float32(data.data)
iris_target
np.£loat32 (¢£.keras.utils.to_categorical (iris_target,num_classes=3))
iris data = tf.data.Dataset.from tensor slices(iris data).batch(50)
iris_target = tf.data.Dataset.from tensor slices(iris_target).batch(50)
model = tf.keras.models.Sequential()
4 Add layers
model.add (£ . keras. layers.Dense (32, activation="relu"))
model.add (£ . keras. layers.Dense (64, activation="relu"))
model..add (t£ . keras. layers.Dense (3, act ivation="softmax"))
opt = tf.optimizers.Adan(1e-3)
for epoch in range (1000) ¢
for _data,lable in zip(iris data,iris_target):
with tf.GradientTape() as tap
logits = model (_data)
loss_value =
©£.reduce_mean (t£.keras.losses. categorical crossentropy(y_true = lable,y pred =
Logits))

grads = tape.gradient (loss_value, model.trainable variables)
opt.apply_gradients (zip(grads, model.trainable variables))
Print! Training. 1656 3s 1V loes velve aamey ().
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class DPCNN(tf.keras.layers.layer):
#d_model AP FAFMMIE, £ilter num R SCURIKIE
def _init_(self,d model = 128, filter_nun = 80,kernel size = 3):
self.d model = d_model
self.filter num = filter num
self.kernel size = kernel_size
super (DECNN, self) .__init_ ()

def build(self, input_shape):

self.seq_length = input_shape(1]

self.region convad = tf.keras.layers.Conv2d(filters=self.filter num,

keznel size=[self.kernel size,self.d model])

self.conv 30 = tf.keras.layers.Conv2D(filters=self.filter nun,
Kernel size-self.kernel size,padding="SAME", activation=tf.nn.relu)
self.layer norm 30 = tf.keras.layers.LayerNornalization ()

self.conv 31 = tf.keras.layers.Conv2D(filters=selt. filter_nun,
kernel_size=self.kernel_size,padding="SAME", activation=t.nn. relu)
self.layer_norn_3_1 = tf.keras,layers.LayerNormalization ()

self.conv_3 2 = tf.keras.layers.Conv2D(£ilters=self. filter_num,
Kernel size-self.kernel_size,padding="SAME",activation=tf.nn. relu)
self.layer norm 32 = tf.keras.layers.LayerNormalization()

self.conv_33 = tf.keras.layers.Conv2D(filtersmself.filter_num,
kernel_size=self.kernel_size,padding="SAME", activation=t£.nn. relu)
self.layer norm 3 3 = tE.keras.layers.LayerNormalization()

super (DECNN, self) .build(input_shape) # —iBHERURMHIY
def call(self, inputs):

embedding = inputs
embsdding = tf.expand dins (embedding, axiss

1)
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tf.keras.Input (
shape=tone,
batch_size-None,
name=None,
deype=None,
sparse=False,
tensor=None,
**kwargs
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region_embedding = self.region_conv2d(embedding)
pre_activation = tf.nn.relu(region_embedding)

with tf.name_scope ("conv3_0"):
conv3 = self.conv_3_0(pre_activation)
conv3 = self.layer_norm_3_0(conv3)

with tf.name_scope ("conv3_1") :
conv3 = self.conv_3_0(conv3)
conv3 = self.layer_norm 3_0(conv3)

4 resaul
conv3 = conv3 + region_embedding

ool = tf.pad(conv3, paddings=((0, 01, [0, 1], (0, 0, [0, 011)
ool = tf.nn.max_pool(pool, (1, 3, 1, 1I, strides=(1, 2, 1, 11,
VALID')

with t£.name_scope ("conv3_2")
conv3 = self.conv_3 2 (pool)
conv3 = self.layer_norm_3_2(conv3)

with tf.name_scope ("conv3_3"):
conv3 = self.cony_3_3(conv3)
conv3 = self.layer_norm 3_3(conv3)

4 resdul
conv3 = conv3 + pool

conv3 = tf.squeeze (conv3, (21)

conv3 = tf.keras.layers.GlobalMaxPoolinglD() (conv3)
conv3 = tf.nn.dropout (conv3, 0.17)

Teturn convs:
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dict_keys(['data’, ‘target’, 'target_names', 'DESCR', 'feature_names'])
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class MaxPool2D (Pooling2D):
def _init_ (self, pool size=(2, 2), strides=None,
RO R WAL TN LA LA FOrabRlons) S ERArGAY L





OEBPS/Images/Figure-P212_38362.jpg
import tensorflow as tf

T
resnet_layer = tf.keras.applications.ResNet50 (include_top=False,
weights=None)

import numpy as np

labels = (1
context = []
vocab = set()
with open("ChnSentiCorp.txt",modes"z" encoding="UTF-8") as emotion_file:
for line in emotion file.readlines():
Line = line.strip().split(",")
labels.append (int (1ine(0]))
text = line[1]
context.append (text)
for char in text:vocab.add(char)

voach_list = list(sorted(vocab)) #3508
print (len (voach_list))

token_List = (]
for text in context:
token = [voach_1ist.index(char) for char in text]
token = token[:80] + [0]%(80 ~ len(token))
token List.append (token)

token_list = np.array(token_list)
labels = np.array(labels)

input_token = tf.keras.Input (shape=(80,))
embedding = tf.keras.layers.Enbedding({nput_din=3508,
output_dim=128) (input_token)
embedding = tf.tile(tf.expand dins (enbedding, axis=-1), [1,1,1,3])

embedding = resnet_layer (embedding)  #HJH HIUIAMAMAENI
embedding = tf.keras.layers.Flatten() (embedding) # “H¥" LRIV

output = tf.keras.layers.Dense (2, activation=tf.nn.softmax) (enbedding)
model = tf.keras.Model (input_token,output)

model.compile (optimizer=tf . keras.optimizers . Adam(le=4) ,
loss=tt.keras. losses. sparse_categorical crossentropy, metrics=['accuracy'l)
¢ BB Wl

model. £1t (token 1ist, labels,epochs=]

0, verbose=2)
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from sklearn.datasets import load iris
data = load iris()

iris_target - data.target

ifis data = op.float32idata.data) SN £loat 2 List
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import tensorflow as tf

# TensorFlow FI Y Vs B, IR ERBNSAEUL
vgg = tf.keras.applications.VGG16 (include top-False, weights=None)
import numpy as np

labels = [1
context = []
vocab = set ()
with open("ChnSentiCorp. txt",mode="z",encoding="UTF-8") as emotion file:
for line in emotion file.readlines():
Line = line.strip().split(",")
labels.append (int (1ine (0]))
text = line(1]
context.append (text)
for char in text:vocab.add(char)

voach_list = list(sorted(vocab)) #3508
print (len (voach_list))

token_List = []
for text in context:
token = [voach_List.index(char) for char in text]
token = token(:80] + [0]%(80 ~ len(token))
token_List.append (token)

token_list = np.array(token_list)
labels = np.array (labels)

input_token = tf.keras.Input (shape=(80,))
embedding =

t£.keras. layers.Enbedding (input_dim=3508, output_din=128) (input_token)
embedding = tf.tile(tf.expand dims (embedding, axis=-1), (1,1,1,3])

embedding = vgg (embedding) #FBISBUN MAVERAL
embedding = tf.keras.layers.Flatten() (enbedding) # “RF” LRl

output = tf.keras.layers.Dense (2, activation=tf.nn.softmax) (enbedding)
model = tf.keras.Model (input_token,output)

model.conpile (opt imizer=tt.keras.optimizers.Adan(le-4) ,
£.keras. losses. sparse_categorical_crossentropy, metric

+ BUALE. WU
model. £it (token_list, labels,epoch:

Los:

*accuracy'])

0, verbos:
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class Conv2D(Conv):
def _init (self, filters, kernel size, strides:
data_format=None,
dilation rate=(1, 1), activation-None, use bias=True,
kernel_initializer='glorot_uniforn’, bias initializel
kernel regularizer=lone, bias_regularizer=None,
activity regularizer=None,
Kerael_ canstraint=None, Bils_ constraint=ona,

Ewaxgs)
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logits = model (_data) FIRUEIS IS
Loss_value = Lf.reduce mean(tf.keras.losses.categorical crossentropy(y true
= lable,y pred = logits)) RS
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import tensorflow as tf
input = tf.Variable (tf.randon.normal (11, 5, 5, 11)) PRI

conv = tf.keras.layers.Conv2D(l,2, padding="SAUE") (input)  #BBIEAN
ey
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max-pooling
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activation_a7 (Activation) (None, None, None, 5 © bnsc_branch2b[e][e:

ressc_branch2e (ConvaD) (None, None, None, 2 1056626 activation_47(0](0]
bnSc_branchac (BatchNormalizati (None, None, None, 2 8192 ressc_branchzc(e] (0]
add_15 (ada) (None, None, None, 2 © bnsc_branchze(e] (0]

activation_ss(e](e]

activation a8 (Activation) (None, None, None, 2 @ add_15(0] (0]
Total params: 23,587,712

Trainable parans: 23,534,592
Non-trainable params: 53,120
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iris data = np.float32(data.data)

iris_target = (data.target)

iris_target = np.fl0at32(tf.keras.utils.to_categorical (iris_target,
num_classes=3))

train data = tf.data.Dataset.from_tensor_slices((iris data,
iris_target)) .batch(128)

oaa) £E (ErRin ABLE . SDOEHANEDNY





OEBPS/Images/Figure-P99_10932.jpg
(60000, 28, 28)|
(60000, )





OEBPS/Images/Figure-P222_38371.jpg
SRR LS R T
word_enbedding_table = tf.keras.layers.Enbedding (encoder_vocab_size,
embedding_size)

€hocder enbadding = word: ssbedaing table (ipute)
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AR
iris_data = np. float32(data.data) VRO
irfs_target = (data.target)
iris_target =

5. £10at32 (£ keras.utils, to_categorical (iris_terget,nun classes=3))

ot AR

odel. £it (x=iris data,y=iris target,batch size=128, epochs=500)
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def positional encoding(position=512, d_model=embedding_size):
def get_angles(pos, i, d_model):
angle_rates = 1 / np.power (10000, (2 * (i // 2)) / np.float32(d_model))
return pos * angle_rates

angle_rads = get_angles (np.arange (position) 1, np.nevaxis],
np-arange (d model) (np.newaxis, :1, d model)

angle_rads(:,
angle_rads(:, 1:

2) = np.sin (angle_rads(
2] = np.cos (angle_rads(

pos_encoding = angle_rads(np.newaxis, -

Feturn CE CASE (Boh ancottng, [ AETDaet £ E1Aat D)
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. Anaconda Prompt

(base) C:\Users\tinapython

ython 3.6.5 |Anaconda, Inc. | (default, Nar 29 2018, 13:32:41) [NSC v.1
)00 64 bit (AND64)] on win32

ype “help’, “copyright’, “credits” or “license” for more information.
>> print (hello Python”)

(eaze) c;\usmmm
packages in environment at C:\Users\tina\Anaconda3-:

Name i Build Channel
ipyw_jlab_nb_ext_conf py36he675720_0
<pip>
py36hcd07829_0
Py36_3
. 6. py36_0
naconda-navigator . 8. py36_0
aconda-project. . 8. py36htad2e28 0
py36_0
py36_0
py36hd52elab_1
py36_0
Ppy36_0
py36_0
py36h81696a8_1
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import tensorflow as tf

inport numpy as np

£rom sklearn.datasets import load iris

data = load_iris()

iris_data = np.float32(data.data)

iris_target = (data.target)

iris_target = np.float32 (tf.keras.utils.to_categorical (iris_target,
nun_classes=3))

train data = tf.data.Dataset.fron tensor_slices((iris data,
iris_target)) .batch(128)

input_xs = tf.keras.Input(shape=(4,), name='input xs')

out = tf.keras.layers.Dense (32, activation='relu’, name='dense 1') (input_xs)

out = tf.keras.layers.Dense (64, activation='relu’, name='dense 2') (out)

logits = tf.keras.layers.Dense(3, activation="softmax",name=
*predictions’) (out)

model = tf.Keras.Model (inputs=input_xs, outputs=logits)

opt = tf.optimizers.Adan(le-3)

model. compile (opt imizer=tt.optinizers.Adan (1e-3),
loss=t£.losses.categorical_crossentropy,

metrics = (‘accuracy'])

model. £1t (train_data, epochs=500)

score = model.evaluate(iris_data, iris_target)

print ("last score:”,score)
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Four files are available on this site:

train-images-idx3-ubvte.gz:  training set images (9912422 bytes)
in-labels-idsl-ubvte gz: training set labels (28881 bytes)
images-idx3-ubvte.gz:  test set images (1648877 bytes)
s1-uby’ test set labels (4542 bytes)
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def my MSE(y_true , y_pred):
my_loss = tf.reduce mean(tf.square(y_true - y_pred))
Zetorn wy_loss:
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opt = tf.optimizers.Adam(le-3)
def my MSE(y_true , y pred):
my_loss = tf.reduce mean(tf.square(y_true - y_pred))
retuzn my_loss
model.compile (opt imizer=tt .optinizers.Adan(le=3), loss=ny MSE,metrics =
L dcirasgris
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TRAINING SET IMAGE FILE (train-images-idx3-ubyte):

[offset] [type] [value] [description]
0000 32 bit integer 0x00000803(2051) magic number
0004 32 bit integer 60000 nunber of images
0008 32 bit integer 28 nunber of rows
0012 32 bit integer 28 number of columns
0016  unsigned byte ?? pixel

0017 unsigned byte ?? pixel

unsigned byte ?? pixel
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import tensorflow as tf
import nunpy as np
£rom sklearn.datasets import load iris
data = load iris()
AERIBA
iris_data = np.float32 (data.data) SRR
iris_target = (data.target)
iris_target =
fp. £loat32 (£  keras.utils.to_categorical (iris_target,nun_classe
input_xs = tf.keras.Tnput(shape=(4,), name='input_xs')
out = £ .keras. layers.Dense (32, activation='relu’, name='dense_1') (input_xs)
out = tf.keras.layers.Dense (64, activation='relu’, name=‘dense_2') (out)
logits = tf.keras.layers.Dense (3,
‘softmax’, name~'predictions") (out)
t£.keras.Hodel (inputs=input_xs, outputs=logits)
opt = tf.optimizers.Adam(le-3)
model. compile (opt imizer=t£ . opt inizers .Adam (1e-3) ,
loss=t£.losses.categorical_crossentropy,metrics = ['accuracy'l)
#eit EERANGE
model. £it (x-iris_data,y=iris_target,batch _size=128, epochs=500)
score = model.evaluate (iris_data, iris_target)
BEint("leat; weote
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train-images.idx3-ubyte

1 0000 0803 0000 ea60 0000 0014 0000 001c

20000 0000 0000 0000 0000 0000 0000 0000
0000 0000 0000 0000 0000 0000 0000 0000






OEBPS/Images/Figure-P222_31051.jpg
(AT

BEA

BA






OEBPS/Images/Figure-P95_10846.jpg
Processing a single tile

Input Tile Outputs

N






OEBPS/Images/Figure-P41_38127.jpg
import tensorflow as tf
import numpy as np
£rom sklearn.datasets import load iris
data = load_iris()
iris_target = data.target
iris_data = np.float32(data.data)
iris_target = np.floatd2 (tf.keras.utils.to_categorical (iris_target,
num_classes=3))
print (iris_target)
iris_data = tf.data.Dataset.from tensor_slices(iris data).batch(50)
iris_target = tf.data.Dataset.from_tensor_slices (irls_target) .batch(50)
inputs = tf.keras.layers.Input (shape=(4,))
+ ROIHRTHAE, EURR NS, JFHLEE R
X = tf.keras.layers.Dense(32, activation='relu’) (inputs)
X = tf.keras.layers.Dense(64, activation='relu’) (x)
predictions = tf.keras.layers.Dense (3, activation='softmax’) (x)
IO T AUFRARR 3 AR
model = tf.keras.Model (inputs=inputs, outputs=predictions)
opt = tf.optinizers.Adan(le-3)
for epoch in range(1000):
for _data,lable in zip(iris data, iris_target):
with tf.GradientTape() as tape:
logits = model(_data)
loss_value = tf.reduce mean(tf.keras.losses.categorical
crossentropy(y_true = lable,y_pred = logits))
grads = tape.gradient (loss_value, model.trainable_variables)
opt.apply_gradients (zip(grads, model.trainable variables))
print ("Training loss is :', loss_value.numpy())
model.save (*./saver/the_save_model.h5')
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import tensorflow as tf
import numpy as np
from sklearn.datasets fmport load iris
data = load_iris()
iris_data = np. float3 (data.data)
iris_target = (data.target)
iris_target = np.float32 (tf.keras.utils.to_categorical (iris_target,
num_classes=3))
FRARY
new_model = t£.keras.models. Load_model (' /aaver/the_save_model.h5!)
new_prediction = new_model.predict (iris data) WM

print (tf.argmax (new_prediction,axis=-1)) HTEAIHMER
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8 Anaconda Prompt - python

(base) C:\Users\tinaXp
[Python 3.6.5 |Ana<:ond| (default, Nar 29 2018
13:32:41) [HSC v. 1900 64 bit (AMDM)j on win32
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a1

x =162, 0, 3), (1, 0, 3), (1, 1, 3), (1,4 2), (A, 2
v =15 6 8 10, 11]
epsilon = 0.002
alpha = 0.02
diff = [0, 0]
max_itor = 1000
error0 = 0
errorl
ent = 0
m = len(x)
thetad = 0
thetal = 0
theta? = 0
while True:

ent 4= 1

for 1 in range(m):

QL£L[0] = (thetad * x[1](0] + thetal * x[1][1] + theta2 * x[1] (2]) - ¥(i]

theta0 -= alpha * diff[0] * x[4][0]
thetal -= alpha * Qiff[0] * x[i](1]
theta2 -= alpha * Aiff(0] * x[i](2]

errorl = 0
for 1p in range(len(x)):
errorl += (yl1p] - (theta0 + thetal * x[1p] (1] + theta2 * x[1p][2])) **

if abs(errorl - errord) < epsilon:
break
else:
error0 = errorl
print('thetad : §€, thetal : 3f, theta? : £, errorl : 4£' & (theta0, thetal,
theta2, errorl))
print('Done: thetal : §f, thetal : £, theta? : 3£’ & (thetal, thetal, theta2))
print (*&RKK: 1d' & car)
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Tencent Al Lab Embedding Corpus for Chinese Words
and Phrases

A corpus on continuous distrbuted representations of Chinese words and phrases

Introduction

This corpus provides 200-dimension vector representations,aa. embeddings, for over 8 millon Chinese words and
phases which are pre-trained on large-scale high-quaity cata. These vectors, capturing semanic meanings for Chinese|
words and phrases, can be widely applied in many downsiream Chinese processing tasks (e.. named entity recogniton|
and text lassification) and in furthe research,

Data Description

Download the corpus from: Tencent Allab ChineseEmbedding 1ac gz

The pre-rained embeddings are in Tencent AlLab, ChineseEmbedding.txt The fist ine shows the tota number of
embeddings and their imension size,separated by aspace. In each ine below,the first column ndicates a Chinese.
word or phrase,followed by 2 space and its embedding. For each embedding, s valuesin diferent dimensions are
separated by spaces.
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tf.Tensor(
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3Kids Rule for Back-to-School

31In a Down Market, Head Tovard Value Funds
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Completing PyCharm Setup

PyCharm has been instalied on your computer.
(Cick Finish to dose Setup.

[EJRun PyCharm
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# EBACICK, cokenizer G, JHBIA G460 FRIAREIIMINE I
AR E, RABASR BT
def tokenizer (texts, word index):
token_indexs = (]
for sentence in texta:
new_txt = (]
for word in sentence:
eyt
new_tt .append (word_indexvord]) 4 FAITPHMHELN index
except:
new_txt.append (0)
token_indexs. append (new_txt)
Patien toveniinanie
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import numpy as np
import gensim

def get_embedding model (Word2Vechiodel) :
& depTAAE

vocab_list = [word for word, Vocab in Word2Vechodel.wv.vocab.items ()]

# WA " (word : token] ', M tokenize HFHIHUM i
word_index = (* ": 0)
word_vector = () # WMt [word : vector] *

2

§ VRACAEFTALRIAIER, WIS 6 (A, WRIE 0, AT padding #%
& APHOSFANIARS 1, B 1000041 ¢ SIOSIRH “HEE", B 100
embeddings_matrix = np.zeros((len(vocab_list) + 1,

Word2Vechodel. vector_size))

o U LB AR
for 4 in range (len (vocab list))
word = vocab_list[i] # HAUE
word_index(word] = i + 1 ¢ Wlifis F¥B
word_vector [word] = Word2Vectodel.wv(word] # Wlifi; Wl
enbeddings_matrix(i + 1] = Word2Vechodel.wv(word) + Wl

BRI word_vector FLHTE
return word_index, word_vector, embeddings matrix

§ IFBAR, cokenizer 497, JHEEH FHASIMER
+ A REERRAF, BN R
def tokenizer (texts, word index):
token_indexs = 1
for sentence in texts:
new_txt = (1
for word in sentence:
try:
new_txt .append (word_index[word]) # BAITHMMHHAN index
except:
R Rt AEEERALD),
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Tou can import your settings from & previous version of PyChara.

O F want to import sy settings frem o custom location
Specify config folder or installation home of the previeus version of PyCharm:

ot have & previous version of PyChara or I do not wunt to isport ay settings
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[ 1.23337320-03 -5.69461860-02 -3.6523215e-04 1.652955
6.20143140-04]
2020-02-29 ©9:13:51.577953: I tensorflow/strean_executor/platforn/default/|
2020-02-29 09:14:51.727246: 1 tansorflow/core/conmon_runtine/ gpu/gpy_devi]
name: GeForce GTX 1668 Ti major: 7 minor: 5 memoryClockRate(GHz): 1.77
peiusIo: 0000:01:00.0
2020-02-29 ©9:14:51.727969: 1 tensorflow/strean_exscutor/platforn/default/|
2020-02-29 ©9:14:51.728585: I tensorflow/core/conmon_runtine/ gpu/Epu_devi|
2020-02-29 ©9:14:51.731195: I tensorflow/core/platforn/cpu_feature_guard.c|
2020-02-29 ©9:14:51.734921: I tenzorflow/core/conmon_runtine/ Epu/Epy_
name: GeForce GTX 1666 Ti major: 7 minor: 5 memoryClockRate(GHZ): 1.77
peiBus1o: 0000:01:00.0
2020-02-29 09:14:51.735061:
2020-02-29 09:14:51.735435.
2020-02-25 09:14:54.223565.
09:14:5a.223682
09:14:54.223746:
©9:1a:54.225a79:

tansorflow/straam_sxecutor/platforn/default/|
tensorflou/core/common_runtine/ gpu/pu_devic|
tenzorflow/core/common_runtine/ gpu/ Bpy_devic]
tensorflow/core/conmon_runtine/ gpu/pu_devi|
tensorFlow/core/common_runtime/gpu/gpu_devic|
tensorflow/ core/ conmon_runtime/gpu/ gpu_devic

e e—
[ 1.23337320-03 -5.69461860-04 -4.65232150-04 1.652955
6.20143140-04], shape=(5,), dtype=Float3z)
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token_indexs.append (new_txt)
return token_indexs

if _name_ == "_main_"

¥ 1 A gensim WA

model = gensim.models. word2vec.Word2vec, load (*. /models/
xiachua_fasttext_model jieba.model”)

Word_index, word_vector, embeddings matrix = get_embedding_model (model)

token_indexs = tokenizer (", word_index)
print (token_indexs)

AFHRILLMIB, embedding_table

import tensorflow as te

embedding_table = tf.keras,layers.Enbedding (input_dim=
Len (embeddings_matrix),output_din=300, weights=[enbeddings_matrix],trainable=Fa
1se)

char = "B

char_index = vord_index(char]

SR, PHTER BRI 5 i
print (model [char] [:5])
PEInt((eabedding EABLS (hE: aRcay LETChAE TAdex) 1)) (03101 E:51).
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encoder_input = tf.keras.Input (shape=(64,))
output = untils.Encoder (1154, 4462) (encoder_input)
model = tf.keras.Model (encoder_input, output)

FREACE, MK

model.compile (tf.optimizers.Adan(le-4), t£.losses.categorical_crossentropy,
metrics=["accuracy"])

batch_size = 32

SRR ISR

model. £4t_generator (generator (batch_size),steps_per_epoch= (154988//batch s
ize + 1),epochs=10, verbose=2, shuffle=True)

SRR

o Ll D e P
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[[ 1.23337319e-03
6.20143139-04
8.33714148e-06

-8.72086384-04
3.34764016e-04
-5.14851243-04
8.42795998e-04.
-5.43480506-04

-9.69461864e-04
3.271906752-04
-1.41896703e-03
-4.66861471e-04
6.07557013e-05
2.172360552-04
-2.87764735e-04.
2.256545702-04

-4.65232151e-04
-5.20014262e-04.
6.71732007e-04.
5.24930423e-04
2.41720420e-03
-1.65287266e-03
-8.72804667e-05
-7.17494229e-04.

1.65295496e-05
-4.33940208e-64
-2.83392437e-04
1.78475538e-03
2.02693231e-03
-5.34027582e-04
1.26866275e-04
1.42720155¢-03
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import tensorflow as tf
import get_data
smport untils

pinyin vocab, hanzi_vocab, pinyin tokens_ids,hanzi_tokens_ids =
get_data.get_dataset ()

def 1abel_smoothing (inputs, epsilons0.l
K = inputs.get_shape().as_1ist() (1] # number of channels
retuen ((1-epsilon) * inputs) + (epsilon / K)

FOIERRN “ERE"
dof generator (batch size=32)
batch_num = len(pinyin_tokens_ids)//batch_size

while 15

for 1 in range(bateh_nun) :
start_nun = baten_size'i

end_num = batch_size® (141)

pinyin_batch = pinyin tokens_ids (start_numiend_nun]
hanzi_batch = hanzi_tokens_ids(start_num:end_num]

pinyin batch = tf. keras.preprocessing.sequence.pad_sequences
(pinyin_batch,naxlen=64,padding="post", truncating='post*)

hanzi_batch = tf.keras.preprocessing. sequence.pad_sequences
(hanz{_batch, maxLen=64, padding="post’, truncating=post’)

hanzi_batch = label_smoothing (££.one_hot (hanzi_bateh, 4462))

yield pinyin batch

print "pinyin_vocan s, Len (pinyin_vocab)) #pinyin vocah KA: 1154
print (thanzi_vocab K", Len (hanzi_vocab))  #hanzi_vocat KA 4462

SoiseAME
iaput = €. keras. Tnput (shape= Nons, ) )
output = untils.Encodes (encoder_vocab_size=1154,
target_vocab_size=4462) (input)
rodel = €. keras.Hodel (nput, output)
PR
rodel.. Load_weights (*./saver/model”)

TN
output = model predict_generator (gsnerator (), stepa=128//32)
output = ££.argnax (output, axis=-1)

BEGHTEHNAR

for line in output:

index_List = [hanzi_vocablindex] for index in line]

toxt = "*.join(index ist)

BRI 7

text = text.replace ("GO, ") .replace ("END", ™) .replace ("PADY, ")
el i)
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def get_embedding_model (Word2vectodel) :
§ ARl

vocab_list = [word for word, Vocab in Word2VecHodel.wv.vocab. itens ()]

# AL (word : token] . JiM tokenize RN,
word_index = ( *: 0)
word_vector = ) # WMk (vord : vector] 'R

¥ WA AT RIKIER, BN E —6 (1), WRIEN 0. T padding %
§ TFEOS “FTATIRASGL ", K 10000+1: SUECYIRI “HE", H 100
embeddings_matrix = np.zeros((len(vocab_list) + 1,

Word2vecModel .vector_size))

#4056 LR FAURTERE
for 1 in range (len(vocab 1ist)):
word = vocab_list[i] # SN
word_index(word] = i + 1 # Wifii /I
word_vector (word] = Word2Vechodel .wv(word] # Wi WA
embeddings_matrix(i + 1] = RordZVechodel.wvlvord) # WIIIER

FER vora_vector HURRALKNRAFHTE
#word_index Ml enbeddings_matrix ({FME FLHMiE
Setirn word index, word vunkors Gabeddings BAEDIX
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import csv
import numpy as np
import. tools
agnews_title = [1
agnews_train = csv.reader (open (*./dataset/train.csv’
for line in agnews_train:
agnews_title.append (tools. text_clearTitle (line[1]))
for title in agnews_title:
string matrix = tools.get _string matrix(title)
EEAntASCrinG matiix. shape)

"))
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class MultifieadAttention (tf.keras.layers.layer):
def _init_(sel
super (Milt iHleadhttention, self). _init ()

def build(self, input_shape):

self.dense_query = tf.keras.layers.Dense (units=enbedding_size,
activation=tf.mn.zelu)

self.dense_key = tf.keras. layers.Dense (unit:

£.nn. relu)

self.dense_value = tf.keras.layers.Dense(units-enbedding size,
activationstf.n. el

self.dense = tf.keras.layers.Dense (units=enbedding_size,
activation=te.nn.zelu)

super (WultiHeadhttention, self) .build (input_shape) § —REEMEMAIE

mbedding_size,
activatior

def call(self, inputs):
query, key, value, mask = inputs
shape = . shape (query)

query_dense = self.dense_query(query)
key_dense = self.dense_query(key)

value dense = self.dense_query(value)
query_dense = splite_tensor (query_dense)
Key_dense = splite_tansor(key_dense)

value_dense = splite_tensor (value_dense)

attention = tf.matmul (query_dense, key_dense, transpose bTrue)/
t£.math.sqrt (££. cast (enbedding_size, tf. £loat32))

attention 4= (nask’-le9)
attention = tf.nn.softmax(attention)

attention = tf.matmul (attention, value_dense)
attention = tf.transpose (attention, [0,2,1,31)

attention = tf.reshape(attention, (shape(0],~1,enbedding_sizel)
attention = self.dense (attention)

seturn attention
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class FeedForWard(tf.keras.layers.layer)
def _init_(self
super (FeedFortard, self)._init ()

def build(self, input_shape):
self.conv_l = tf. keras.layers.ConviD(enbedding_sizetd,

1, act ivation=te.on. relu)
self.conv_2 = tf.Keras.layers.ConviD (enbedding_size,

1,act ivatfon=te..nn. relu)
super (FeedForWard, self) .build(input_shape) & —LB(EMEWAIE

def call(self, inputs):
output = self.conv_1(inputs)
output = self.conv_2(output)
St ButeaE.
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def get_handle_string_matrix(string,n = 64):

string_length= len(string) SRR
if string_length > 64: SARREAT 61,
string = string(:64] PRIEAT 64 (7111 TR

string matrix = get_string matrix(string) #HMULARE
return string matrix
else:  BHFRAABIHFHM
string matrix - get_string matrix(string)  FIIRIINER
handle length = n - string_length SRR S
Pad matrix = np. zeros ([handle_length,28])  WEAA O MBI
TR S 0 SRR, 154 0 1ERER P T RIEH E
string matrix = np.concatenate([string_matrix,pad_matrix], axis=0)
Gabiinistoie wivis
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def get_char_list(string):
alphabet_title = "abodefghiKlanoparstuvxy:
char_list = (1
for char in string:
nun = alphabet_title.index (char)
chaz_list.append (num)
FoEuEh. char 11st
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def create decoder mask(encoder_input, decoder input):
enc_padding_nask = create_padding_mask (encoder_input)

dec_padding_mask = create_padding_mask(encoder_input)
1ook_ahead mask = create_look_ahead_mask (tf. shape (decoder_input) [1])
dec_target_padding_mask = create_padding_mask (decoder_input)

combined mask = tf.maximun(dec_target_padding_mask, look_ahead mask)

U DL R AR o R s A SR
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def get_one hot(list,alphabet_title = None):
if alphabet_title == None SRR
alphabet_title = "abcdefghiiklnnopqrstuvwxyz"
else:alphabet_title = alphabet title
values = np.array(list) ST
n_values = len(alphabet title) + 1 WHRIFIAKIE
return np.eye (n_values) [values]

def get_char_list(string,alphabet_title = None):
if alphabet_title == None:
alphabet_title = "abodefghijkimnoparstuvxyz”
else:alphabet title = alphabet title
char_list = (]
for char in strin
num = alphabet_title.index (char)
chaz_List.append (num) R
return char_list
HERE
def get_string matrix(string):
char_list = get_char_list(string)
string matrix = get_one_hot (char_list)
return string_matrix
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tf.Tensor (

(. 0. 0. 0.911
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&£ Tensor (
U
10. 0. 1. 1.]
10.0. 0. 1.]
[0. 0. 0. 0.]1, shape=(4, 4), dtype=float3z)

t£.Tensor (
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T Tensor(
[(-2.145865 n.uusW
[ 0.3833625 -1.19042 iies  o.s603:
[-2.110816  ©.9996369
[ 1.6570117 -6.45462783 ©.10684692 -
f. Tensor(
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corporate cost cutters miss out eos
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insurgents attack iraq election offices reuters eos
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security scare closes british airport ap eos
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def create_look_ahead mask(size):
mask = 1 - tf.linalg.band_part (tf.ones((size, size)),
Satith sk
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def text clearTitle(text):

text = text.lower() VAR

text = re.sub(x"["a=2]"," ",text) SUBEBREET, ~RRIRE

text = re.sub(x® +*, " *, text) BB

text = text.strip() AT

text = text + " eos" S, W, eos HEH 42K

A e
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# QTR RSB e R R

def create_padding mask (seq) :
seq = tf.cast (tE.math.equal (seq, 0), tf.float3z)
return seq(:, tf.newaxis, tf.newaxis,

SIRARES B b EITE RS
def create look ahead mask (size) :
mask = 1 - tf.linalg.band part(tf.ones((size, size)), -1, 0)

Sitarn maak

# (atch_size, 1, 1, seq_len)
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theta0 : 0.100681, thetal : 1.564907, theta2 : 1.920652, errorl : 0.569159
Done: thetal : 0.100684, thetal : 1.564907, theta2 : 1.920652
AR 2118
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def hesNetse(include_top:True,
weights="'imagenet’,
input_tensor=None,
input_shape=None,
pooling=None,
classes=1000,

**kwargs):
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import math
def idf (corpus) :
idfs = ()
d=0.0
e
for doc in corpus:
d=1
counted = (]
for word in doct
if not word in counted:
counted. append (word)
if word in idfs:
1des[word) += 1
else:
1dfs(word) = 1
BRI O
for word in idfs:
ides (word] = math.1og(d/float (idfs [word]))
return idfs
NG SR 09 S 4 108 8
Fagnews_text RAITAEN AR, (RIS WAL
idfs = 1df (agnews_text)

for text in agnews_text: FIRBOCECR A R
word_teidf = (1
for word in text: KR 14
i word in word_id e e
word_teidf (word] += 1

else:
word_tfidf[word] = 1
for word in word_tfidf:
word_tfidf[word] *= idfs(word] #word tfide Mt WIFHINAFM TE-10F

values_list = sorted(word_tfidf.items(), key=larbda item: item(1],
reverse=True) ¢k value IHF

values_list = [value[0] for value in values list] #ERHEFFREAIMA
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Model: "model”

Layer (type) Output Shape Param #
input_1 (Inputlayer) [(None, 48)] °
encoder (Encoder) (None, 48, 2048) 1839728

Total params: 1,839,728
Trainable params: 1,839,728
Non-trainable params: @

None
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eais (aaa) (Nore, tore, None, 2 0 Bnse_sranchzclol o]
activation ssfe] o]
Sctivation 48 (aetivation  (hene, Vone, 20 aeaasielle]

23,587,712
23,530,592
Non-trainabie parass: 53,128

Trainable params
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class TFIDF score:
def _init_ (self,corpus,model = None)
self.corpus = corpus
self.model = model
self.idfs = self. idf()

def _idf (self):
idts = ()
d=0.0
# GBI
for doc in self.corpust
d=1
counted = []
for word in doc:
£€ not word in counted:
counted. append (word)
if word in idfs:
idfsword) 4= 1
else:
idfslword] = 1
# SRR
for word in idfs:
1dfs(word) = math.log(d / float (idfs(word]))
return idfs

def _get TFIDF score(self, text):
word_tTide = ()

for word in text: # RHIRIA A h 6
Lf vord in word_tfidf: A AN
word tfidf (word] += 1
else:

word_tfidf [word] = 1
for word in word tfidf:
word_tfidf[word] *= self.idfs(word] HitSH4-iAM TP-TOF fi
values_list = sorted(word_tfidf.items(), keylambda word tfidf:
word tEidE(1], reverse=True) # TF-TDF BRI MBI IASI MY
return values_list

def get_TFIDE result (self, text):
values list = self. _ger TFIDE score(text)
value Tist = []
for value in values lis
value_list.append (value(0])
return. (Tlbe Tt
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class Encoder (tf.keras.layers.layer):
B EEE TRAFIRN NIRRT 8
T FARCRIE, (MBI RUR A IS, FRR 1024
def _init_ (self,encoder_vocab_size, target_vocab_size):
super (Encoder, self). _init_ ()
self.encoder_vocab_size = encoder_vocab_size
self.target_vocab_size = target_vocab_size
self.word_embedding_table = tf.keras.layers.Enbedding
(encoder_vocab_size, embedding_size)
self.position embedding = positional encoding()

def build(self, input_shape)
self.multifeadAttention = MultifieadAttention()
self.fecdForfard = FeedForfiard ()
self.last_dense = Lf.keras.layers.Dense (units=self.target_vocab_size,
activation=tf.nn.softmax) HARBIEREF— A%
super (Encoder, self) .build(input_shape) # —JEMERGWAE

def call(self, inputs)

encoder_enbedding = self.word enbedding_table (inputs)

position enbedding = tf.slice (self.position embedding, (00,01,
11, ££. shape (inputs) (11, -11)

encoder_enbedding = encoder_enbedding + position_embedding

encoder_mask = create padding_mask (inputs)

encoder_enbedding = self.multifieadhttention ([encoder_erbedding,
encoder_erbedding, encoder_enbedding, encoder_mask])

encoder_enbedding = sel. feedforiazd (encoder_erbedding)

output = self.last_dense (encoder_enbedding) #RBHIENILF— il
Setuih CRENE
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resnet = tf.keras.applications.ResNet50
(weights='C: /Users/xiachua/Desktop/Tst/resnet50_weights_tf dim ordering_tf
_kernels_notop.h5')
FAET BT M weights A
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resnet = tf.keras.applications.resnet50.ResNet50
(weighta="C: /Users/xiaohua/Desktop/Tat/resnetS0_welghts tf dim ordering tf
_Xernels_notop.h5', include_top=False) ¢URALLAFTER weights WM

DSl Rt At O
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tfidf = TFIDF_score (agnews_text) #agnews_text HHEMMAHM
for line in agnews_text:

valve_list = tfidf get TFIDF_ result(line)
print (value list)

Eelit (oS T e LiaE])
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[Model: "model”

Layer (type) Output Shape Param #
input_xs (Inputlayer) [(None, 4)] )
dense_1 (Dense) (None, 32) 160
my_layer (MyLayer) (None, 32) 1056
my_layer_1 (MyLayer) (None, 48) 1584
dense_2 (Dense) (None, 64) 3136
predictions (Dense) (None, 3) 195

Total params: 6,131
Trainable params: 6,131
Non-trainable params: @
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def positional encoding(position=512, d model-embedding_size):
def get_angles (pos, i, d_model):
angle_rates = 1/ np.power (10000, (2 * (i // 2)) / np.£loat32 (d_model))
return pos * angle_rates

angle_rads = get_angles (np.arange (position) [:, np.newaxis],
np.arange (d_nodel) [np.newaxis, :1, d_model)

# apply sin to even indices in the arrays 2i
angle rads(:, 0::2] = np.sin(angle rads(:, 0::2])

# apply cos to odd indices in the array; 21+l
angle_rads(:, 1::2] = np.cos(angle_rads(:, 1::2])

pos_encoding = angle_rads(np.newaxis,

return tf.cast (pos_encoding, dtype=tf.float32)
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# QIR R B
def create_padding mask (seq)
seq = tf.cast (tf.math.equal (seq, 0), tf.float32)

4 add extra dinensions to add the padding
¥ to the attention logits.
R e R e T el

& (BakcK ieidy T, e 10
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import math
def idf(corpus): # corpus WEIAMAMIEHCAR LI
ides = ()
d=0.0
# SRR
for doc in corpus:
d=1
counted = []
for word in doc:
if not word in counted:
counted. append (word)
if word in idf
1dfs [word]
else:
1dfs(word] = 1
SIS R
for word in idfs:
ides(word] = math.log(d/float (idfs (word]))
P
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BRI
class MultiHeadAttention (tf.keras.layers.Layer) :
def _init_ (self):
super (Multileadhttention, self). init_ ()

def build(self, input_shape):
self.dense_query = tf.keras.layers.Dense (units-enbedding size,
£.0n.relu)
self.dense_key = tf.keras.layers.Dense (unit
£.nn.xelu)
self.dense _value = tf.keras.layers.Dense (units=enbedding size,
activation=tt.nn. relu)
self.layer_norm = tf.keras.layers.LayerNormalization ()
super (ultiHeadAttention, self) .build(input_shape) # —B{ERHSE

activatior

activatior

def call(self, inputs):
query, key, value,mask = inputs
shape = £, shape (query)

query_dense = self.dense_guery (query)
Key_dense = self.dense_query(key)
value_dense = self.dense_query(value)
query_dense = splite_tensor (query_dense)
key_dense = splite_tensor (key_dense)

value_dense = splite_tensor(value_dense)

attention = tf.matmul (query dense, key_dense, transpose beTrue)/
£.math. sqrt (¢£ .cast (embedding_size, tT. Float32))

attention += mask~1e9
attention = tf.nn.softmax (attention)

attention = tf.keras.layers.Dropout (0.1) (attention)
attention = tf.matmul (attention, value_dense)

attention = tf.transpose (attention, (0,2,1,31)
attention = tf.reshape(attention, [shape[0] ,shape[1], embedding_size])

attention = self.layer_norm((attention + query))

return attention
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idfs = idf (agnews_text)
for text in agnews text:
word_teidf = (]
for word in text:
if word in word_ceidf:
word_cride [word] +
else:
word_t£idf (word]
for word in word tride:
oxd CELaE Teoidl % 1AL DimEdl

1
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class FeedForWard(tf.keras.layers.Layer) :
def _init_ (self)
super (FeedForiard, self). init_ ()

def build(self, input_shape):

self.conv_1 = tf.Keras.layers.ConviD(£ilters=enbedding_size*d,
kernel_size=1,activation=tf.nn.relu)

self.conv_2 = tf.keras.layers.ConviD(£ilters=enbedding_size,
kernel_size=1,activation=tf.nn,relu)

self.layer norm = tf.keras.layers.LayerNormalization ()

super (FeedForHard, self) .build(input_shape) # —EBAERTNAE

def call(self, inputs):
output = self.conv_1 (inputs)
output = self.conv_2 (output)
output = tf.keras.layers.Dropout (0.1) (output)
output = self.layer norm((inputs + output))
Setuch oREpHE:
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import tensorflow as tf
import numpy as np
£rom sklearn.datasets import load_iris
data = load iris()
iris_data = np.float3?(data.data)
iris_target = (data.target)
iris_target = np.float3(tf.keras.utils.to_categorical (iris_target,
num_classes=3))
train data = tf.data.Dataset.from tensor_slices ((iris data,
iris_target)) .batch(128)
Class MyLayer (tf.keras.layers.layer) :
def _init_ (self, output dim):
self.output_dim = output_dim
super (ylayer, self). init_ ()
def build(self, input_shape):
self.weight = tf.Variable(te.random.normal ([input_shape(-1],
self.output_din]), name="dense_weight")
self.bias = tf.Variable(tf.randon.nornal ([self.output_din]),
name="bias_weight")
Super (Mylayer, self).build(input_shape) # Be sure to call this
somewhere!
bef call(self, input_temsor):
out = tf.matmul (input_tensor, sel.weight) + self.bias
out = tf.nn.relu(out)
out = tf.keras.layers.Dropout (0.1) (out)
return out
input_xs = tf.keras.Input(shape= (4,), mame='input xs')
out = tf.keras.layers.Dense (32, activation='relu’, name='dense_1') (input_xs)
out = MyLayer (32) (out)
out = MyLayer (48) (out)
out = tf.keras.layers.Dense (64, activation='relu’, nam
logits = tf.keras.layers.Dense (3,
activation="softmax", nane='predictions') (out)
model = tf.keras.Model (inputs=input_xs, outputs=logits)
print (wodel.suary())

dense_2') (out)
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def splite_tensor (tensor) :
shape = tf.shape (tensor)
tensor = tf.reshape (tensor, shape=[shape(0],
n_head])
tensor = tf.transpose(tensor, pern=[0, 2, 1, 31)
atirh Censor

n_head, embedding_size //
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text = [
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T word enbedding M EBIMERHIA L. ",
AT FHOERIET word embedding JEAMALRE
ARSI Rk, 0SS WA TP
)
inport ieba
jieba_cut_list = ]
for line in text:
Jieba cut = jieba.lcut(line)
jieba_cut_List.append (jieba_cut)

AT LIS, KIS

from gensim.models import fasttext

model = fasttext
(min_count=5, size=300, window=7, workers=10, iter=50, seed=17, sg=1,hs=1)
model.build_vocab (jieba_cut_list)
model. train(jisba_cut list, total examplessmodel.corpus_count,
epochs=model. iter) +ik LU AT 4kt RS LRI o]

BOEL SRV ™ A LE T ARk SASEEEAE DOTEL. S LAk RS
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angle_rads = get_angles (np.arange (position) [:, np.newaxis],
np. arange (d_nodel) (np.newaxis, :1. d_model)

# apply sin to even indices in the array; 21
angle_rads(:, 0::2] = np.sin(angle_rads(:, 0

¥ apply cos to odd indices in the array; 2i+1
angle_rads(:, 1::2] = np.cos(angle_rads(:, 1

pos_ancoding = angle_rads (np.newais, ...]

return tf.cast (pos_encoding, dtype=tf.float3z)
def create_padding_mask (seq) :

seq = tf.cast(tf.nath.equal (seq, 0), tf.float32)

¥ add extra dimensions to add the padding

¥ to the attention logits.
return seqls, tf.newaxis, tf.newaxis,

# (batch_size, 1, 1, seq_len)

class MultiHeadAttention (tf.keras.layers.Layer) :
def _inic_(self):
super (MiltiHeadAttention, self). init_ ()

def build(selt, input_shape):

self.dense_query = tf.keras.layers.Dense (units-enbedding size,
activation=te.nn. relu)

self.dense_key = f.keras. layers.Dense (units=erbedding_size,
activation=ct.mn. relw)

self.dense_value = tf.keras. layers.Dense (uniteenbedding size,
activation=tt.n. relu

Self. layer_norm = Lf.keras.layers.LayesNormalization ()

super (a1t THeadAttention, self) .build (input_shape) 1 —EEERGWAE

det call(self, inputs):
query, key, value, nask = inputs
shape = tf.shape (query)

query_dense = self.dense_query (query)
key_danse = self.dense_query (key)
valte_dense = self.dense_query(value)

query_dense = splite_tensor (query_dense)
key_dense = splite_tansor (key_dense)
value_dense = splite_tensor(value dense)

attention = tf.matmul (query_dense, key_dense, transpose_beTrue)/
e e e SRR N R e Y Ty
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attention += masks-1e9
attention = tf.nn.softmax (attention)

attention = tf.keras.layers.Dropout(0.1) (attention)
attention = tf.matnul (attention, value_dense)

attention = tf.transpose (attention, [0,2,1,3])
attention = tf.reshape (attention, [shape(0], shape(1]  enbedding_sizel)

attention = self.layer_norm((attention + query))
return attention
class FeedForitard (tf.keras. layers.Layer) :

def _init_(self):
Super (FeedFortiard, self)._init_ ()

def build(self, input_shape):

self.conv_1 = tf.Keras.layers.ConviD(filters-enbedding size*d,
Yernel_size=1,activation=tf.nn.relu)

selt.conv 2 = tf.keras.layers.ConviD(filters-enbedding size,
Kernel_size=1,activation=tf.nn.relu)

selt.layer_norm = tf.keras.layers.LayerNornalization ()

super (FeedForiard, self) .build(input_shape) # —JEEAERFWAIE

def call (self, inputs):
output = selt.conv_1 (inputs)
output = selt.conv_2 (output)
output = tf.keras. layers.Dropout (0.1) (output)
output = self.layer_norm((inputs + output))
return output

class Bncoder (tf. keras.layers.Layer) :
def _init_(self,encoder_vocab_size,target _vocab size):
super (Encoder, self). _init_ ()
self.encoder_vocab_size = encoder_vocab_size
self.target_vocab size = target vocab size
self.word_embedding_table = tf.keras.layers.Embedding
(encoder_vocab_size, enbedding_size)
self.position embedding = positional encoding()

def build(self, inpst shape):
FEUMINT S AER AN
self.multiieadAttontions = [Multifeadhttention() for _ in range(s)]
FEI T IR S
self. feedForWards = [FeedForHazd() for _ in range(s)]
self.last_dense = tf.keras. layers.Dense (units=self.target_vocab_size,
activation=te.nn.softmax)
super (Encoder, self).build(input shape) § —REAREWAE
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import jieba
Jieba_cut_list = (]
For Tine in text:
3teba cut = jtepa.lcut (ine)
Jieba_cut_list.append (jisba_cut)
SEANE Fiiana sukl
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def call(self, inputs):
encoder_embedding = self.word embedding_table (inputs)
Position_embedding = tf.slice(self.position embedding,
10,0,01, (1, £ shape (inputs) [11,-1])
encoder_embedding = encoder_embedding + position_embedding
encoder_mask = create_padding_mask (inputs)

TR 52 770 R U G 2 O 5L
for i in range(s) :
encoder_enbedding = self multiHeadAttentions[i]
([encoder_enbedding, encoder_enbedding, encoder_enbedding, encodex_mask])
encoder_enbedding = self.feedForWards ] (encoder_embedding)

output = self.last_dense(encoder_embedding)
return output
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pinyin_vocab, hanzi_vocab, pinyin_tokens_ids,hanzi_tokens_ids
get_data.get_dataset ()

def generator (batch size=32):
#iF5 baten_oun Hfi
batch_num = len (pinyin_tokens_ids)//bateh _size

#uhile 1 RIS ABELL, KL A TensorFlow 2.0 HERUE
while 1:
for i in range (batch num)
start_nun = batch_sizeti
end_num = batch_size* (i+1)

pinyin batch
hanzi_batch

pinyin_tokens_ids(start_num:end nun]
hanzi_tokens_ids [start_num:end_num]

47 PAD fE, SLEGRANEBIESEIKIE 60

pinyin batch = tf.Kkeras.preprocessing.sequence.pad_sequences
(pinyin_batch,maxlen=64,padding="post', truncating='post')

hanzi_batch = LE.keras.preprocessing. saquence.pad_sequences
(hanzi_batch, maxlen=64,padding="post', truncating="post')

vield pinyin batch,hanxs_batch:
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import tensorflow as tf

resnet_layer = tf.keras.applications.resnets0,ResNets0 (weights="inagenet',

include_top-False, pooling = False)
resnet_layer.trainable = False SRR resnet ERAT S

flatten layer = tf.keras.layers.GlobalAveragePooling2D()
drop_out_layer = tf.keras. layers.Dropout (0.1)
fc_layer = tf.keras.layers.Dense (2)

binary classes = tf.keras.Sequential ([resnet_layer, flatten layer,
drop_out_layer, fc_layer])
Srint binaty CLABSes. SuMIAEY 1))
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def _get_agnews_text (self):
sentence = [1
for text in self.agnews_text:
for word in text:
sentence.append (word)
return sentence

def _get win(seln):
win = )
for 1 in range(len(self.filter list)):
4f self.filter list(i] not in win.keys():
win{self. eflter 1ist(i]] = set()

ri-5<0
lindex = 0
else:

lindex =1 -5
for § in self.filter list(lindex:i + 5]:
winlself.filter_list(i]].add(3)
return win
def _get_TextRank_score_dict (self) :
tine = 0
score = (w: 1.0 for w in self.filter_lisc)
while (time < 50):
for k, v in self.win.itens():
s = score(k] / len(v)
score(k] = 0
For 1 in vi
score(i] = &
time 4= 1
agnews_text_dict = ()
for key in score:
agnews_text_dict[key] = score(key]
return agnews_text_dict

def _get_TextRank_score (self, text)s
temp_dict = ()
for word in text:
4f word in self.agnews_text_dict.keys():
temp_dict{word] = (self.agnews_text_dict(word])
values_List = sorted(temp_dict.items(), key=lambda word tfide:
word_teide(1),
reverse=False) 4 # TextRank SUBIKMERIEAKI M
retuen valuves_list
def get_TextRank_result (self,text
temp_dict = (]
for word in tex:
4f word in self.agnews_tex: dict.keys():
temp_dictlword] = (self.agnews text dict(word])
e S S e T
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with open("zh.tsv", errors="ignore", encoding="UTF-8") as

context = f.readlines() ST
for line in context:
line = line.strip().split(* ) SRR

SRS, (M RIS
pinyin = [%G0"] + line(1].split(" ") + ["END"]
hanzi = ["G0") + line(2].split(" ") + ["END™] WALBENLFS. (EFEM LRALNS
for pinyin, hanzi in zip(pinyin, hanzi): POIRFIR
pinyin_vocab.add(_pinyin)
hanzi_vocab.add (_hanzi)

pinyin 1ist.append (pinyin) St
e e I SRR
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Model: "sequential”

Layer (type output Shape Param #
resnetse (Hodel) (None, None, None, 2048) 23587712
global_average_pooling2d (G1 (None, 2048) o
dropout (Dropout) (None, 2048) B

dense (Dense) (None, 2) 4098

Total params: 23,591,810
Trainable params: 4,098

Non-trainable params: 23,587,712

None
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word_tfidf(1], reverse=False)
value list = (]
for value in values_list:
value 1ist.append(value(0])
PN RE e )
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def get dataset():
pinyin_tokens_ids = (] MR toxen T
hanzi_tokens_ids = (] I token 51

for pinyin hanzi in zip(tadm(pinyin 1ist) hanzi_list):
PEERITI token

pinyin_tokens_ids.append ([pinyin_vocab. index (char) for char in pinyin])

FIRABIILT token

hanzi_tokens_ids.append ([hanzi_vocab. index (char) for char in hanzi])

N e P s

VRORE AR bakaiy T NaRA T EOkRRN. di:
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import tensorflow as tf
import numpy as np

enbedding_size = 312
n_head = &

def splite_tensor (tensor) ¢
shape = tf.shae (tensor)
tensor = tf.reshape (tensor, shape=[shape[0], =1, n_head, embedding_size //
n_head])
tensor = tf.transpose(tensor, perm=(0, 2, 1, 31)
return tensor

def positional encoding (position=512, d modeleenbedding size):
def get_angles(pos, 1, d model):
angle rates = 1 / np.power (10000, (2 * (i // 2)) / p.£l0at32(d model))

return pos * angle_rates
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import tensorflow as tf

MBS SE

resnet = tf.keras.applications.resnets0.ResNet50 (weightss" inagenet ',
include_top-False)
ABLE AR A0

img = tf.randon. truncated_normal (1,224,224, 31)

result = resnet (img) SRR
Bint (rasvlt ahapel SATEDMRY S R
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[E=SECR "~
Welcome to PyCharm Setup

Setup wil guide you through the instalation of PyCharm.

Itis recommended that you dose a other applications
before starting Setup. This wil make it possiie to update
relevant system fies without having to reboot your
computer.

Click Next to continue.
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import tensorflow as tf

resnet_layer = tf.keras.applications.resnetS0.ResNets0
(weights="imagenet®, include_top=False,pooling = False)

H8RA resnet MRS

S T B
flatten layer = tf.keras.layers.GlobalAveragepooling2d()

drop_out_layer = tf.keras. layers.Dropout (0.1) #E dropout BiIEMALE
£c_layer = tf.keras.layers.Dense (2) HE RS
[T

binary classes = tf.keras.Sequential ([resnet_layer, flatten layer,
drop_out_layer, fc_layer])
SEARE TR DR CEREBn Sk (1) HTERREH
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Installation Options

Create Desktop Shortaut ]
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Update context menu
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Update PATH variable (restart needed)
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<Back.
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Model: "sequential”

Layer (type) Output Shape Param #
resnetse (Model) (None, None, None, 2648) 23587712
global_average_pooling2d (Gl (None, 2048) e
dropout (Dropout) (None, 2648) °

dense (Dense) (None, 2) 4098

Total params: 23,591,810
Trainable params: 23,538,690
53,120

Non-trainable param:

None
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class TextRank_score:
def _init _ (self,agnews_text):
self.agnews_text = agnews_text
self.filter list = self. get agnews text()
self.win = self. get win()
BeLf srnews. text Gict = meifs  gob.TextBank. score 416t 0
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‘Skipping registering GPU devices.
2020-04-16 13:62:22.292951: I tensorflow/core/platform/cpu_{
2020-04-16 13:02:22.293477: I tensorflow/core/common_runtim
2020-04-16 13:82:22.293589: I tensorflow/core/common_runtim
‘tf.Tensor‘(b'Hello Tensorflow 2.1', shape=(), dtype=string)
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def rand(a, b):

return (b - a) * randon.randon() + a
def make_matzix(m,n, £111=0.0)

nat = (1

for § in range(m:

mat.append ((£111] * n)

return nat
def sigroid(x :

return 1.0 / (1.0 + math.exp(-x))
def signod_derivate(x):

bt e
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(C:\anaconda3) C:\Users\xiaohua>pip install tensorflow-gou
ooking in indexes: https://pypi. tuna. tsinghua. edu. cn/simple
ollecting tensorflow-gpu

Downl. //pypi. tuna. tsinghua. edu. en/packages/b8/e7/172a0esa
142/ ten: P 1. 0-cp36-cp3bm-win_amd6d. whl (
10,9 NB 152 kB/s
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8 naconda Prompt - o x

(base) C:\Users\tinabpip install tensortlow==3.0
Lecting tensorflow==1.0

ERROR: Could not find a version that satisfies the requirement tensorflow==3.0 (f
0rc, 1.2.0, 1.2.1, 1.3.0rc0, 1.3.0rcl, 1.3.0r¢2, 1.3.0, 1.4.0rcd
Orcl, 1.5.0, 1.5.1, 1.6.0rc0, 1.6.0rcl, 160, 1.7
i 7L 18060, L8Ol 1810, 19:0rc0, 1.9 0rcl, 1,80
<2, 1.9.0, 1.10.0rc0, 1,10, 0rel, 1.1, Orct Orcl, 111.0re2, 111
0, Grcn 1112, brck, 112,005, 1112,0," 11122, 3, 1.13.0rch, 1.13.0rcl, 113
Orcz, 1.13.1, 1.13.2, 1.14.0rc0, 1.140rcl, 1.14.0, 1.15,0rc0, 1.15.0rcl, 115.0rc
, 1.15.0c3, 1.15.0, 1.15.2, 2.0.0a0, 2.0.060, 2.0.0b1, 2.0.0rc0, 2.0.0rcl, 2.0.0r
2, 2.0.0, 2.0.1, 2.1.0rc0, 2.1.0rc: Occ2, 2,10, 2.2.0r¢0, 2.2.0rcl, 2.2.0rc2
2.2 0rc3)
Yo matching distribution found for tensorflow==3.0
ARNING: You are using pip version 19. 1.1, however version 20.0.2 is availsble.
fou should consider upgrading via the 'python —m pip install —upgrade p

(base) C:\Users\tinade
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Dewnload cuDNN v7 6.5 (November 5th, 2019, far CUDA 101

Library for Windows, Mac, Linux, Ubuntu and
CUDNN Library for Windows 7

CUDNN Library for Windows 10

CUDNN Library for Linux

CUDNN Library for 05X

CUDNN Runtime Library for Ubuntu18.04 (Deb]

CUDNN Daveloper Library for Ubuntu18.04 (Debl

CUDNN Code Samples and User Guide for Ubuntu18.04 (Debl
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+ Flatten

model = tf.keras.models.Sequential () #01—1 Sequential HAY
4 Add layers

model.add (£ . keras. layers.Dense (256, activation="relu")) R
model.add (£ . keras. layers.Dense (128, activation="relu")) RS

model, add(EE Karas, lapers,Danse 3. activation="softaan™}) R
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import numpy as np

Labels = (]
context = [1
vocab = set()
with open (*ChnSentiCorp. txt",mode="r", encoding="UTF-8") as emotion_file:
for line in emotion_file.readlines():
line = line.strip().split(",")
Labels.append (int (1ine [01))

text = line(1]
context.append (text)
for char in text:vocab.add(char)

voach_list = list(sorted(vocab)) #3508
print (len (voach_list))

token_list = []

for text in context:
token = [voach_list.index(char) for char in text]
token = token[:80] + [0]*(80 ~ len(token))
token_list.append (token)

token_list = np.array(token list)
labels = np.array(labels)

inport tensorflow as tf

input_token = tf.keras.Input (shape=(80,))
embedding =

tf.keras. layers. Enbedding (input_din=3508, output_dim:
embedding =

tf.keras.layers.Bidirectional (t£.keras. layers.GRU(128)) (enbedding)
output = tf.keras.layers.Dense (2, activation=tf.nn.softnax) (embedding)

28) (input_token)

model = tf.keras.Model (input_token, output)

model. compile (opt imizer="adan',
loss=tf.keras.losses.sparse_categorical crossentropy, metrics=['accuracy’l)
+ BRIA, WU
AL PEn (Eokuh 135~ Tabele . enothi

0 SerhoR

)
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import tensorflow as tf #5§A TensorFlow KA

input_token = tf.keras.Input (shape= (80,)) SO AEGAT, HEBANL
#011# enbedding
embedding =

t£.keras. layers. Enbedding (input_din=3508, output_din=128) (input_token)
SO GRU A A (EET U
embedding =

t£.keras. layers.Bidirectional (Lf. keras. layers.GRU(128) ) (embedding)
AR, MY R

output = tf.keras.layers.Dense (2,activation=tf.nn.softmax) (enbedding)

model = tf.keras.Model (input token,output) HAAHE
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7765/7765 -
Epoch 7/1@
7765/7765 -
Epoch 8/10
7765/7765 -
Epoch 9/1@
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Epoch 10/10
7765/7765 -

5s

5s

5s

5s

5s

loss:

loss:

loss:

loss:

loss:

©.1538

©.1333

0.1173

0.0946

©.0844

accuracy:

accuracy:

accuracy:

accuracy:

accuracy:

0.9397

©.9428

©.9540

0.9624

©.9668
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dimport struct
import matplotlib.pyplot as plt
import numpy as np
datetiat = np.ones((7,7))
kernel = np.array(((2,1,11,13,0,11, (1,1,011)
def convolve (dateMat, kernel) :
m,n = datevat.shape
km,kn = kernel.shape
newMat = np.ones (((m = km + 1), (n = kn + 1))
tempiat = np.ones (((km), (kn)))
for zow in range(m - km + 1):
for col in range(n - kn + 1)t
for m_k in range (km) :
for n_k in range (kn
tempMat (m_k,n_k] = dateMat((row + m k), (col + nk)] *

keznel (m_k,n_k]
newMat xow,col] = np.sun (emplat)
T St





OEBPS/Images/Figure-P35_16961.jpg





OEBPS/Images/Figure-P90_10554.jpg
tf.Tensor(
[[[[ e.43207052]
[ 0.4494554 1]

[[-1.5294989 ]
[ ©.9994287 ]1]], shape=(1, 2, 2, 1), dtype=float32)
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With open(“ChnSentiCorp.txt",mode="r", encoding="UTF-8") as emotion file:
for line in emotion file.readlines(): HI txt XfF
line = line.strip().split(",") ABETEOREL “, " T
Labels. append (int (Line(0])) VRN Label
text = line(1] SRR
context..append (text) VRO

for char in text:vocab.add(char) HEFHHKKIRAL

g, A T
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def predict (self, inputs
for i in range(self.inputn - 1):
self.input_cells(i] = inputs(il
for § in range(self.hidden n:
total = 0.0
for i in range(self.input n):
total += self.inpuc_cells(i] * self.inpu_weightslil(3]
self.hidden cells(j] = signoid(total)
£or k in range(self.output_n:
total = 0.0
for § in range(self.hidden n):
©otal += self.nidden_cells(j] * self.output_weights(j] (k]
self.cutput_cells(x] = signoid(total)
Fativn salf. suteut sellati]
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Voacb_list = list(sorted(vocab)) i set RMMTIIF AL 1ist
print (len(voach_list)) MTEEG0OA e 3508
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import numpy as np
import math
import random
def rand(a, b):
retuen (b - a) * randon.zandon() + a
def make_matzix(n,n, £111=0.0)
nat = (]
for i in range(m :
nat .append ([£411] * n)
return mat
det signoid(x):
return 1.0 / (1.0 + math.exp(-x))
def signod derivate (x):
retuzn x * (1 - x)
class BPNeuralNetwork:
def _init_(self):
self.input_n = 0
self.hidden n = 0
sel£.output_n = 0
self.input_cells = (]
se1t . hidden ceils = [1
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Token_list = [] R S
for text in context: HREIAF SR 15160 T

T A IRK RO 07

token = [voach list.index(char) for char in text]

#5180 A KA T AR A 44

token = token[:80] + [0]*(80 - len(token))

token_1ist.append (token) MG token List i
token_1ist = np.array(token_list) FRHERRMERAGE (PR A ALALRE
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self.output cells = []
self.input_weights = (1
selt.output_weights = (]
def setup(self,ni,ah,n0) :
self.input n = ni + 1
self.hidden n = nh
selt.output n = no
sels.input cells = (1.0] * self.input n
sels.hidden_cells = [1.0] * self.hidden_n
sels.output cells = [1.0] * self.outputn
sels.input_weights = make matrix(self.input_n,self.hidden_n)
self.output_weights = make_matrix(self.hidden n,self.output n)
# randon activate
for 1 in range(self.input_n):
for h in range(self hidden n):
self. input_weights (1] [n] = rand(-0.2, 0.2)
for h in rangs (self.hidden m):
for © in range(self.output_n):
selt.output_weignts(h] [o) = rand(-2.0, 2.0)
def predict (self, inputs) :
for 1 in range(self.input n - 1)
self.input_cells(i] = inputs(i]
for 3 in range(self.hidden_n
fotal = 0,0
for i in range(self.input_n):
total 4= self.input_cells(i] * self.input_weights(il(}]
selt.hidden_cells[j] = signoid(total)
for K in range(self.output_n
total = 0.0
for 3 in range(self.hidden n):
total 4= self.hidden_cells(j] * self.output_weights(j] (k]
self.output_cells(k] = sigmoid(total)
return self.output_cells(:]
def back_propagate (self, case, label, learn) :
selt.predict (case)
IR
output_deltas = [0.0] * self.output_n
for k in range(self.output_n):
exror = label(k] - self.outpur_cells(k]
output_deltas(k] = signod_derivate(self.output_cells(k]) * error
PSR 2
hidden_deltas = (0.0] * self.hidden n
for § in range(self.hidden n):
error = 0.0
for k in range(self.output n):
error 4= output_deltas(k] * self.cutput_weights(3] k]
hidden deltas(j] = sigmod_derivate(self.hidden cells(j]) * error
PSRRI
for 4§ in range(self.hidden n):
or WRs el E SRR D]
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model.compile (optimizer='adan’,
loss=tf.keras.losses.sparse categorical crossentropy, metrics=('accuracy'])

SRR SRR

model. £it (token 1ist, labels,epochs=10,verbose=2) HBAWSSMN Label
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self.output_weights(j] (k) += learn * output deltas(k) *
self.hidden_cells(3]
SRR
for i in range(self.input_n:
for § in range(self.hidden n)
self.input_weights(i] (3] += learn * hidden deltas(j] *
self. input_cells(i]
error = 0
for o in range (len(label)):
error += 0.5 * (labello] - self.output_cells(ol) ** 2
return error
def train(self,cases, labels, Linit = 100,leazn = 0.05):
for § in range(limit):
error = 0
for i in range (len(cases)):
label = labels[i]
case = cases(i]
error += self.back_propagate (case, label, learn)
pass
def test (self):
cases - [
10, 01,
o, 11,
i, o1,
1, 11,
1
labels = [(0), (1], (11, (01]
self.setup(2, 5, 1)
self.train(cases, labels, 10000, 0.05)
for case in cases:
print (self.predict (case))
if _name_ == '_main_
nn = BeNeuralNetwork ()
5 taat )
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def _ ini
selt,
sels..
self..
selt.
self..
self..
self.
SOV

t__(self)
{nput_n = 0
hidden n = 0
output_n = 0
nput_cells = ]
hidden cells = (]
output_cells = (1
input_veights = 1]
St valinca= O
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vocab = set () #set KA, JHDLA I
context = [] HEHOCA TR
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def setup(self,ni,nh,no):
self.input n = ni + 1
self.hidden_n = nh
self.output_n = no
self.input_cells = (1.0] * self.input n
self.hidden_cells = (1.0] * self.hidden n
self.output_cells = [1.0] * self.output_n
self.input_weights = make matrix(self.input n,self.hidden n)
self.output_weights = make matrix(self.hidden n,self.output_n)
# random activate
for i in range (self.input_m):
for h in range(self.hidden n)
self.input weights(i](h] = rand(-0.2, 0.2)
for h in range (self.hidden n):
for o in range(self.output_n):
self.output_weights(h] [o] = rand(-2.0, 2.0)
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stage | output ResNet-50 ResNeXt-50 (32x4d)
convl| 112x112[  7x7, 64, stride 2 7x7, 64, stride 2
3x3 max pool, stride 2 | 3x3 max pool, stride 2
comv2| sexss 1x1,64 1x1, 128
3x3,64 [ x3 3x3,128,C=32 | x3
1x1,256 1x1,256
1x1,128 1x1,256
conv3| 28x28 3x3,128 | x4 3x3,256,C=32 | x4
1x1,512 1x1,512
1x1,256 1x1,512
conv4| 14x14 3x3,256 x6 [ 3x3,512,C=32 | x6
1x1, 1024 1x1, 1024
1x1,512 1x1,1024
convs| 7x7 3x3,512 [x3 3x3,1024,C=32 | x3
1x1,2048 [ 1x1,2048
Lx1 | lobal average pool ‘global average pool
1000-d fe, softmax 1000-d fe, softmax
# params. 255x10° 25.0x10°
FLOPs 4.1x10° 42x10°
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import tensorflow as tf
def identity block (input_tensor) :
input_tensor_list = tf.split(input_tensor, num or_size splits=64, axi:

def conv_fun (input_tensor)
out = tf.keras.layers.Conv2D(4, 3, padding="SME",
activation=tf.nn.relu) (input_tensor)

out = tf.keras.layers BatchNormalization () (out)
return out

out_list = List(map(conv_fun, input_tensor list))
out = tf.concat (out_list, axis=-1)

out = tf.keras.layers.Add() (fout, input_tensor])
retuzn out

det resnetxs Model():

input_xs = £f.keras. Input (shape=[32,32,3])

conv 1 =
©f.keras. layers.Conv2D(filters=64, kernel_size=3,padding="SRHE", activation=tE.n
n.xelu) (input_xs)

" )
out_dim = 256
identity = tf.keras.layers.Conv2D(£ilters=out_dim, kernel size=3,

padding="SAME", activation=tf.nn.relu) (conv_1)
identity = tf.keras.layers.BatchNormalization() (identity)
for _ in range(7):

identity = identity block(identity)

=0

££.keras. layers.Conv2D (100, kernel_size=32,activation=tf.nn.relu) (identity)
logits = tf.nn.softmax (tf.squeeze (conv, (1,21))

model = tf.keras.Model (inputs=input_xs, outputs=logits)

eatitn NeAR)
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def conv_fun(input_tensor)
out = tf.keras.layers.ConvzD(4, 3,
padding="SAME", activation=tf.nn.relu) (input_tensor)
out = tf.keras.layers.BatchNormalization() (out)
return out
S I S s e i e e
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def identity block (input_tensor):
input_tensor_list = t£.split(input_tensor, num_or_size_splits=64, axis=3)
def conv_fun(input_tensor) :
out = tf.keras.layers.Conv2D(4, 3, paddin
activation=tf.nn.relu) (input_tensor)
out = tf.keras.layers.BatchNormalization() (out)
return out.
out_list = list(map(conv_fun, input_tensor list))
out = tf.concat (out_list, axis=-1)
out = tf.keras.layers.Add() (fout, input_tensor])
retarsh At

SAME",
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import resnet_model
model = resnet_model. resnet Model ()
model.compile (optimizer=tf . optimizers.Adan (le-2),

loss=cf. losses.categorical_crossentropy,metrics = ['accuracy'l)
model, Fit (teatn Aata) epocha=iDy
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import tensorflow as tf
import. os
inport nunpy as np
path = . /dataset/cifar-100-python”
£ron tensorflow.python. keras.datasets.cifar import load batch
£path = os.path. join(path, crain’)
x_train, y train = load batch(fpath, label key='fine' + ' labels')
£path = o3.path.join (path, ‘test’)
*_test, y_test = load batch(fpath, label key='fine’ + '_labels’)
*_train = tf.transpose(x_train, [0,2,3,11)
y_train = np.float32 (tf.keras.ucils. co_categorical (y_train,
nun_classes=100))
*_test = tf.cranspose (x_test, [0,2,3,11)
y_test = np.Float2 (tf.keras.utils. to_categorical (y_test,nun classes=100))
batch_size = 48
train data = tf.data.Dataset.from_tensor_slices((x_train,y_train)).
shutfle (batch_size+10) .batch (batch_size) .repeat (3)
import resnet_model
rodel = resnet_model. resnet_Model ()
model.compi le (optini zer=t . optini zers . Adam (1e-2)
loss=tt.losses. categorical_crossentropy,metrics = ['accuracy'l)
model.£it (train_data, epochs-10)
score = model.evaluate (x_test, y_test)
SELOE (P1ASE S00VEIY BOOLE)
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